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Abstrakt 
Cílem p r á c e bylo p o r o v n á n í někol ika metod pro vizual izaci p ř í z n a k ů j edno t l ivé t ř í d y na 
v s t u p n í pixelové v r s tvě C N N . K a ž d á metoda využ ívá j i ný algoritmus, založený na gra
dientech, pro v ý p o č e t výs ledných hodnot. P o m o c í implementace j edno t l i vých metod jsou 
z ískány výs ledné hodnoty metod, k t e r é jsou p o m o c í rovnice koncentrace energie po rovnány . 
Výs ledné hodnoty jsou uvedeny v t a b u l k á c h a grafech z k t e r ý c h lze vyčís t ú spěšnos t vý
sledku p ráce . Z p r á c e lze vyčís t rozdí l mezi metodami a p o r o v n á n í jejich výs ledků . D íky 
tomu lze z ískat p řeh led o m e t o d á c h vizualizace za ložených na gradientech. 

Abstract 
The a im of this work was to compare several methods for visual izing the features of each 
class on the input pixel layer of the C N N . Each method uses a different algori thm, based on 
gradients, to compute the resulting values. Us ing the implementat ion of each method, the 
resultant values of the methods are obtained by using the equation of energy concentration. 
The resultant values are presented i n tables and graphs from which the success rate of the 
result of the work can be read. The difference between the methods and comparison of their 
results can be read from the work. This makes it possible to get an overview of gradient 
based visualizat ion methods. 
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Kapitola 1 

Úvod 

R o z p o z n á v á n í ob j ek tů , čísel nebo tvá ř í je pro člověka v celku j e d n o d u c h á zá lež i tos t . Roz
poznat že je na p a p í ř e n a p s a n é číslo 8 dokáže už i č ty ř l e té d í t ě . D íky někol ika d e s í t k á m 
mil iónů n e u r o n ů , k t e r é m á m e v mozku, d o k á ž e m e j e d n o d u š e urč i t co v id íme . V hlavě nos íme 
s u p e r p o č í t a č , k t e r ý se vyvíjel někol ik mi l iónů let k tomu, aby dokáza l pochopit vizual izaci 
světa . 

J e d n o d u c h á r o z h o d n u t í pro člověka se s távaj í e x t r é m n ě n á r o č n á pro p o č í t a č . A b y c h o m 
dokáza l i popsat algori tmem, jak se m á p o č í t a č rozhodovat, museli bychom extrahovat různé 
ma lé sektory, podle k t e r ý c h by se p o č í t a č dokáza l rozhodnout. Čís lovka osm by mohla bý t 
rozdě lena na dvě m a l é k ružn ice nad sebou. O v š e m to je moc všeobecné , a i zde bychom mohl i 
narazit na r ů z n á úskal í , i když se j e d n á pouze o jednu číslovku. P ro to se využ ívá m o d e r n í c h 
technologi í , kde existuj í veliké d a t o v é sady o někol ika t isících až mi l iónech o b r á z k ů , k t e ré 
jsou využ ívány k t r énován í konvolučních n e u r o n o v ý c h sí t í . Mís to abychom poč í t ač i ukáza l i , 
podle k t e rých fak torů se m á rozhodovat, n e c h á m e p o č í t a č , aby se s á m nauči l , podle čeho 
se bude rozhodovat. 

T í m se d o s t á v á m e k h l avn í myš lence t é t o p r áce . Jel ikož n e c h á m e p o č í t a č , aby se s á m 
nauči l , vzn iká n á m z celkového algori tmu black box. D o k á ž e m e říct co bylo na vs tupu a co 
jsme dostali za výsledek, ale podle čeho se p o č í t a č rozhodl že se d a n á věc na o b r á z k u 
nacház í? Rozhoduje se sp r ávně , nebo b y l výs ledek n á h o d n ý ? T y t o o t á z k y jsou zodpovězeny 
v m e t o d á c h vizualizace, k t e r é dokáž í na v s t u p n í pixelovou vrs tvu zobrazit k o n k r é t n í m í s t a 
ob rázku , k t e r é byly ak t ivovány konvoluční neuronovou sí t í . H lavn í o t ázkou je, k t e r á metoda 
je ne jvhodně jš í pro vizual izaci , a př i tom nedoš lo k vizual izaci , k t e r á n e m á s danou t ř í d o u 
nic spo lečného . T í m t o t é m a t e m se zabývá tato p ráce . 

Cí lem je v ý z k u m , k t e r ý otestuje metody Backpropagation [5], Deconvolution [8], 
Guided Backpropagation [7], Grad-CAM [6], Guided Grad-CAM [6], r ozepsané v kapitole 3, 
zaměřuj íc í se na vizual izaci konvolučních n e u r o n o v ý c h sí t í ( C N N ) . V ý z k u m ukáže , podle 
čeho se d a n á C N N rozhoduje a jak moc její r o z h o d n u t í bylo ovl ivněno k o n k r é t n í segmen
t ac í t ř ídy . J e d n o t l i v é metody jsou t e s továny na j e d n o t n é d a to v é s adě za s te jných p o d m í n e k . 
V s a m é m závěru dojde k p o r o v n á n í všech metod a u rčen í nejlepší metody pro vizual izaci . 
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Kapitola 2 

Vizualizace C N N 

2.1 Vizualizace 

Neuronové s í tě s h l u b o k ý m u č e n í m jsou n e p r ů h l e d n é , což z n a m e n á , že i když mohou vy tvá 
řet už i t ečné p ředpověd i , nen í j a sné , jak a p r o č byla d a n á p ředpověď provedena. Č a s t o jsou 
algori tmy h l u b o k é h o učen í [1] spo jovány s t e r m í n e m "black box", jelikož už iva te l nevidí , 
co se u v n i t ř algori tmu děje. P ro d ů v ě r y h o d n o s t a l g o r i tmů je p o t ř e b a vědě t jak fungují. 
Exis tu j í r ů z n é metody vizual izací C N N , d íky k t e r ý m je m o ž n é odhalit , co se v algoritmech 
h l u b o k é h o učen í děje a podle čeho algori tmy v y h o d n o t í svoji p ředpověď. 

Tato p r á c e se zaměřu je na metody vizualizace z a m ě ř e n é na gradienty, d íky k t e r ý m lze 
p r o k á z a t , podle čeho se d a n á C N N rozhodla. K tomu, aby metody byly d o b ř e s rozumi te lné , 
je p o t ř e b a z n á t podklad , jak se n e u r o n o v á síť uč í a jak se d a n ý gradient z p ě t n ě v y p o č í t á . 
Proto jsou ne jdř íve vysvě t leny pojmy týkaj íc í se s t ruktury neu ronové s í tě a je j ího učen í a až 
p o t é jsou vysvě t l eny j edno t l ivé metody. 

U m ě l á neu ronová síť [3] (zkráceně neu ronová síť neboli N N ) se s k l á d á z někol ika čás t í , 
k t e r ý m i jsou v s t u p n í vrstva n e u r o n ů , několik sk ry tých vrstev n e u r o n ů a pos ledn í vrstva 
v ý s t u p n í c h n e u r o n ů . U typické architektury N N , m á k a ž d é p ropo jen í neuronu p ř i d r u ž e n o u 
váhu . V ý s t u p hi, ve s k r y t é v r s tvě , neuronu i je, 

i = i 

kde N je p o č e t v s t u p n í c h n e u r o n ů , Wíj jsou váhy, Xj hodnoty ze v s t u p n í h o neuronu, a je 
ak t ivačn í funkce a b je bias. 

P r e c e p t r o n 

U m ě l ý neuron, k t e r ý se n a z ý v á preceptron [4], je z á k l a d n í jednotka N N . V dnešn ích mo
dern ích s í t ích se využívaj í již j i né neurony, k t e r é se nazýva j í sigmoidy. P r o definici sigmoidy 
je z a p o t ř e b í z n á t definici preceptronu, jelikož z něj vychází . 

2.2 Neuronová Síť 

N 
(2.1) 
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Funkce preceptronu je j e d n o d u c h á . Preceptron bere několik v s t u p ů produ
kuje jeden b i n á r n í v ý s t u p : 

> výstup 

O b r á z e k 2.1: O b r á z e k popisuj íc í architekturu preceptronu s někol ika vstupy a j e d n í m b i 
n á r n í m v ý s t u p e m 

Preceptron m á č tyř i vstupy xi, X2, £3, x&. O b e c n ě by mohl m í t více či m é n ě v s t u p ů . Ro 
senblatt [4] navrhl j e d n o d u c h é pravidlo pro v ý p o č e t v ý s t u p u , kde p ředs t av i l váhy w\, w<i,... , 
k te r é určuj í dů lež i tos t p ř í s lušných v s t u p ů na v ý s t u p . K a ž d ý neuron m á parametr určující 
p r á h (threshold), k t e r ý je s te jně jako váhy zastoupen r e á l n ý m číslem. Tento p r á h by l na
hrazen biasem a p l a t í rovnice: b = —t, kde b je bias a ŕ je p r á h . V ý s t u p neuronu je u rčen : 

f 0 pro V " WjXj + b < 0 
vystup = < Jn 

{ 1 pro 2^ • WjXj + b > 0 
(2.2) 

Celý princip, jak preceptron funguje, je za ložen na zák l adě zvážení v s t u p n í c h hodnot, d íky 
k t e r ý m ví jak se rozhodnout. Bias n á m určuje , jak moc těžké je dostat preceptron k hod
n o t ě 1. 

Celá N N nes to j í na jednom neuronu, ale je t v o ř e n a někol ika Obr . 2.2. Závažnos t rozhodo
vání neuronu bychom mohl i rozděl i t do vrstev. P r v n í vrstva provede r o z h o d n u t í ze z í skaných 
v s t u p n í c h dat. D r u h á vrstva se rozhoduje na zák l adě zvážení výs ledků p r v n í vrstvy. T í m t o 
z p ů s o b e m m ů ž e perceptron ve d r u h é v r s t v ě uč in i t r o z h o d n u t í na složitější a a b s t r a k t n ě j š í 
ú rovn i než perceptrony v p r v n í v r s tvě . J e š t ě složitější r o z h o d n u t í m u ž e uč in i t preceptron 
ve t ř e t í v r s tvě . 

vstupní 
vrstva 

2. vrstva 

1. vrstva 3. vrstva 

výstupní 
vrstva 

skryté vrstvy 

O b r á z e k 2.2: Vícevrs tvé preceptrony ( M L P ) 
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S i g m o i d 

Archi tekura preceptronu je p o s t a v e n á na v ý s t u p e c h , k t e r é se o d v á d í od biasu a váhy dů
leži tost i nabývaj íc í 0 a 1. P o k u d by m a l á z m ě n a t ě c h t o hodnot ovl ivni la z m ě n u v ý s t u p u , 
mohl by bý t tento faktor využ í t k modifikaci váh a b i a sů k tomu, aby N N zlepši la svoje 
výsledky. Avšak preceptron funguje pouze ve škále 0 a 1, kde nen í m o ž n é provés t menš í 
z m ě n u váhy, k t e r á by zlepši la výs ledky d a n é N N . Z m ě n a v preceptronu by mohla nastat 
v m o m e n t ě p ř e v r á c e n í hodnoty z 0 na 1, nebo naopak. Tato z m ě n a by mohla vést k celkové 
z m ě n ě chování s í tě . T í m se vylučuje m o ž n o s t učen í neuronu. 

Tento p r o b l é m lze vyřeš i t z aveden ím nového typu u m ě l é h o neuronu zvaného sigmoid. 
Sigmoid je p o d o b n ý architekurou preceptronu Obr . 2.1, ale umožňu je p rovádě t m a l é z m ě n y 
váh a biasu, k t e r é zlepší v ý s t u p N N . Mís to hodnot 0 a 1 m ů ž e neuron n a b ý v a t hodnot 
kdekoliv v rozmezí < 0,1 >. Hodnoty jsou dosaženy d íky p ř i d á n í sigmoid funkce: 

a(z) = . (2.3) 
w l + e~z v ' 

Pro přesnějš í p ř e d s t a v u v p ř í p a d ě váh u>i,u>2, • • •, hodnot x\,X2,• • • a biasu b je v ý s t u p 
sigmoid neuronu definován nás ledovně : 

1 

1 + e x p ( - J2j wjxj - fy 

Graf sigmoid funkce. 
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O b r á z e k 2.3: G r a f funkce sigmoidy 

Sigmoid funkce je n a z ý v á n a t a k é jako ak t ivačn í funkce. V moderně j š í ch s í t ích byla sigmoid 
funkce nahrazena j i nými ak t i vačn ími funkcemi, jako je tanh funkce 2.4, jejíž definice je 

a{z) = tanh(z) = 6 ~ e _ z , (2.5) 
ez + e z 

nebo ReLU funkce 2.5, jejíž definice je 

a(z) = max(0, z). (2-6) 

5 
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Funkce tanh a ReLU jsou vykresleny na níže u v e d n ý c h grafech: 

O b r á z e k 2.4: G r a f funkce tanh O b r á z e k 2.5: G r a f funkce ReLU 

K o n v o l u č n í N e u r o n o v á Síť 

Vícevrs tvé preceptrony ( M L P ) Obr . 2.2 jsou velmi omezené v klasifikaci o b r á z k ů . N e u m í 
redukovat v s t u p n í obraz na menš í segmenty a detekovat menš í struktury. Konvo lučn í Neu
ronová síť ( C N N ) Obr . 2.6 vylepšuje M L P p ř i d á n í m někol ika nových komponent, jako 
jsou konvoluční a sdružovací vrstvy. D í k y n i m dokáž í v s t u p n í obraz zmenš i t a detekovat 
menš í a přesnějš í struktury. 

Mapy 
příznaků 

plně propojená 
vrstva 

O b r á z e k 2.6: Arch i tek tu ra konvoluční neu ronové sí tě 

2.3 Gradient Descent 

A b y bylo m o ž n é naj í t váhy a biasy k p o ž a d o v a n ý m v ý s t u p ů m , p rovád í se proces t r énován í 
na t rénovac ích datech. TVénovací data jsou p ř e d á v á n a na vstup M L P . Sku t ečný v ý s t u p je 
p o r o v n á n s p o ž a d o v a n ý m v ý s t u p e m . N a zák ladě p o r o v n á n í v ý s t u p ů lze upravit parametry 
sí tě tak, aby lépe o d p o v í d a l y p o ž a d o v a n é m u výs ledku . Zlepšení lze kvantifikovat p o m o c í 
funkce z t r á t y (loss function): 

(2.7) 



kde w označuje všechny váhy v M L P , b označuje všechny biasy, n je celkový p o č e t v s t u p n í c h 
t rénovac ích dat, a je vektor označuj íc í všechny vstupy s í tě , x označuje v s t u p n í data. V ý s t u p 
a závisí na t roj ic i (x, w, b), ale pro j e d n o d u š š í zápis zde nejsou uvedeny k o n k r é t n í závis
losti . y(x) o d p o v í d á s p r á v n é m u v ý s t u p u / t ř í d ě k o n k r é t n í h o vstupu x. L m ů ž e m e nazýva t 
kvadratickou z t r á t o v o u funkcí (quadratic loss function) Obr . 2.7, t a k é z n á m á jako s t ř edn í 
č tvercová chyba (mean squared error neboli M S E ) . Z t r á t a L(w,b) se snižuje L(w,b) « 0 
v m o m e n t ě , kdy y(x) se blíží k p o ž a d o v a n é h o d n o t ě a, pro všechna t r é n o v a n á data x, což 
je p o ž a d o v a n ý výs ledek t r énován í . 

P ro lepší p ř e d s t a v u jsou nahrazeny váhy a biasy v = (w,b). P ro minimal izac i funkce 
L{v), si lze vypomoci p ř e d s t a v e n í m si funkce L pouze pro dvě p r o m ě n n é {v\, v2)-

Pro na lezení sp r ávných p a r a m e t r ů w,b, m u ž e bý t využ i ty techniky gradient descent. 
Cí lem techniky gradient descent je na lezení g lobá ln ího min ima funkce L. Na lezen í min ima 
p o m o c í der ivací funkce L je příl iš s loži té pro více p a r a m e t r ů funkce. Dalš í z p ů s o b je p řed
stavit si kvadrat ickou z t r á t o v o u funkci jako údol í Obr . 2.7 a n ě k d e na okraji tohoto údol í 
míček, k t e r ý se ku t á l í do lů . Podle toho, co je z n á m o z k a ž d o d e n n í h o ž ivota by se mě l míček 
sku tá l e t do údol í . 

Vybere se tedy n á h o d n ý s t a r t o v n í bod pro míček a provede se simulace pohybu míčku . 
Tato simulace by se dala j e d n o d u š e s p o č í t a t p o m o c í der ivací ( p ř í p a d n ě d r u h ý c h der ivac í ) , 
k t e r é n á m urč í vše o loká ln ím tvaru údol í . P r o přesnějš í p o c h o p e n í je p o t ř e b a se p o d í v a t , 
co se stane př i m a l é m posunu míčku Av\ ve s m ě r u v\ a m a l é m posunu Av2 ve s m ě r u v2. 
V ý p o č e t n á m řekne , že L se z m ě n í nás ledovně : 

- 1 1 

O b r á z e k 2.7: G r a f kvad ra t i cké funkce z t r á t y (quadratic loss function) [3] 

AL 
dL dL 

dv2 

Av2. 
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Je z a p o t ř e b í na j í t cestu u rčován í hodnot Av\ a Av2 tak, aby hodnota A L by la z á p o r n á . 
P ř i s p r á v n é m určen í doc í l íme pohybu míčku do údol í . P r o lepší p o c h o p e n í je u r č e n vektor 
z m ě n 

A u = (Avi, AVl)T, (2.9) 

kde T je o p e r á t o r transpozice, k t e r ý p řevád í vektor ř á d k ů na vektor s loupců . Také je u rčen 
gradient funkce L, jako vektor pa rc iá ln ích der ivací 

dL dL\ T 

V i ^ ä v ä s J ' ( 2 ' 1 0 ) 

S t ě m i t o definicemi m ů ž e m e rovnici 2.8 p ř e p s a t na 

AL = VL-Av. (2.11) 

A b y se snížila celková cena L, je t ř e b a nahrazovat vektor v s p r á v n ý m i hodnotami v každé 
iteraci t r é n i n k u . A b y toho bylo dosaženo , je zde p ř i d á n m a l ý k l a d n ý parametr rj, k t e r á je 
z n á m ý jako rychlost učen í (learning rate). Vektor v pak dostaneme rovnicí 

Av = - T / V L . (2.12) 

D o s a z e n í m do rovnice 2.11, dostaneme: 

A C « - 7 / V L - V L = - T / | | V L | | 2 . (2.13) 

Hodnoty 11 V L | | 2 a 7/ jsou v ž d y k l a d n é a z toho hlediska z m ě n a funkce L je p o k a ž d é nega t ivn í . 
To zaručuje , že př i k a ž d é iteraci se z t r á t a snižuje. D o s a z e n í m z p á t k y do rovnice, parametry 
TÍ; a 6 na m í s t o vl a v2, je pravidlo, pro aktual izaci váh wk definováno nás ledovně : 

d L 
wk -> w'k = wk - 7 / - — , (2.14) 

OWu 

a pro aktual izaci biasu bf. 

č > z ^ = & , - 7 / — . (2.15) 
dbi 

P ř i o p ě t o v n é m apl ikování t ě ch to pravidel je m o ž n é se dostat do min ima z t r á t o v é funkce. 
J i n ý m i slovy, tento postup m ů ž e bý t ap l ikován pro učen í n e u r o n o v ý c h sít í . 

P ro u rych len í učen í N N je m o ž n é využ í t techniku zvanou stochastic gradient descent 
( S G D ) . Hlavn í myš lenkou je odhadnout gradient V L v y p o č í t á n í m V L Z n á h o d n ý c h m a l ý c h 
vzo rků v y b r a n ý c h z t r én inkových v s t u p ů . Z p r ů m ě r o v á n í m tohoto m a l é h o vzorku lze rychle 
z ískat d o b r ý odhad s k u t e č n é h o gradientu V L . 
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2.4 Backpropagation 

V předchoz í sekci bylo z m í n ě n o učen í N N p o m o c í metody gradient descent, kde N N se 
dokáza l a n a u č i t svoje váhy a biasy. V kapitole nebylo zmíněno , jak lze v y p o č í t a t gradient 
z t r á tové funkce. A lgo r i tmem backpropagation [5] lze tyto gradienty rychle v y p o č í t a t . Cí
lem backpropagation algori tmu je v y p o č í t á n í pa rc iá ln ích der ivací ^ a ^ z t r á t o v é funkce 
L s respektem na váhy w a biasy b. 

Algor i tmus p o j e d n á v á o p o r o z u m ě n í jak moc z m ě n a váh nebo b iasů v N N z m ě n í v ý s t u p 
z t r á tové funkce. V následuj íc í notaci je t ř e b a poznamenat 

4 = E ^ a l _ 1 + ^ (2-16) 
k 

kde zlj je pouze vážený vstup do z t r á t o v é funkce pro neuron j ve v r s tvě l. Zde wl-k značí 

váhu mezi neuronem k ve v r s tvě l — 1 a neuronem j ve v r s tvě l. a1^1 označuje aktivaci 
neuronu k ve v r s tvě l — 1 a bj označuje bias neuronu j ve v r s tvě l. 

1. vrstva 2. vrstva 

Dále je def inována ně j aká m a l á z m ě n a A z j , k t e r á je p ř i d á n a do vážených v s t u p ů neu

ronů a tato z m ě n a způsobu je celkový dopad Az\ na v ý s t u p . Z toho m ů ž e m e definovat 

chybu 

4 - f f <*•»> 

pro neuron j ve v r s tvě Z. P ro v ý s t u p n í v rs tvu V sí tě N N je chyba def inována jako 

ô j ^ ^ a ' ( z j ) . (2.18) 

P r v n í term na pravo, dL/daJ, pouze m ě ř í jak rychle se z t r á t o v á funkce m ě n í j a k o ž t o funkce 
aktivace v ý s t u p n í h o neuronu j . P o k u d funkce L tol ik nezávis í na v ý s t u p u neuronu j, tak 
chyba aj d a n é h o neuronu bude m a l á . D r u h ý term napravo, (t'(zj), m ě ř í jak rychle se 
ak t ivačn í funkce a m ě n í na zj. 
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Rovnice 2.18 je v n e m a t i c o v é formě, kterou chceme pro backpropagation. Rovn ic i p ře 
p í šeme do m a t i c o v é podoby pomoci využ i t í H a d a m a r d o v é h o součinu jako 

ôv = VaLQa'(zv), (2.19) 

kde V a £ je def inována jako vektor j ehož komponenty jsou pa rc iá ln í derivace dL/daJ. Jako 
př ík lad jde uvés t kvadrat ickou z t r á t u V a L = (av — y), kde y je odpovída j íc í p o ž a d o v a n ý 
v ý s t u p . Takže p lně ma t i cová forma rovnice 2.18 je 

5V = (av -y)@a'(zv). (2.20) 

Rovn ic i 2.20 lze použ í t pro v ý p o č e t chyb v předchoz ích v r s tvách p ř e d á n í m již vypoč í 
t a n ý c h chyb z p ě t . C h y b a ô1 ve v r s tvě l se v y p o č í t á rovnicí 

ól = ((wl+1)Tól+1)@a'(zv), (2.21) 

kde (wl+1)T je t r a n s p o n o v a n á matice váh w l + 1 pro vrs tvu (l + 1). 5l+1 je chyba k t e r á 
je p ř e v z a t a z vyšší vrstvy. P ř i apl ikování t r a n s p o n o v a n é matice váh, (wl+1)T, výs ledek 
poskytne m í r u chyby na v ý s t u p u vrs tvy l. P o t é se aplikuje H a d a m a r d ů v součin Qa'(zv), 
k t e r ý posune chybu zpě t p řes ak t ivačn í funkci vrs tvy l. Výs ledkem je chyba ô1 ve váženém 
vstupu do vrs tvy l. 

P ř i spo jen í funkcí 2.19 a 2.21 lze s p o č í t a t chybu 5l pro jakoukoliv vrs tvu N N . Nejdř íve 
se využi je funkce 2.19 pro v ý p o č e t chyby 8V a p o t é o p ě t o v n ý m v y u ž i t í m funkce 2.21 se 
p o s t u p n ě vypoč í t áva j í chyby (ôv~1, ôv~2,...), v j e d n o t l i v ý c h nižších v rs tvách . 

Z á v ě r 

V p o ř a d í p o s o u v á n í chyb přes N N a p o č í t á n í g r a d i e n t ů z t r á t o v é funkce L s respektem na 
biasy b a váhy w m u s í m e aplikovat ře tězové pravidlo, k t e r é je definováno tak, že pro k a ž d o u 
p r o m ě n n o u z závisející na p r o m ě n n é y, k t e r á sama o sobě závisí na p r o m ě n n é x, pravidlo 
ř íká 

dz dz dy , 
— = - . (2.22) 
dx dy dx 

S p o m o c í ře tězového pravidla z rovnice 2.22 a za p o m o c í rovnic 2.16, 2.17, m ů ž e m e zderi-
vovat z m ě n u z t r á t o v é funkce s respektem na bias v N N 

dL _ dL dz 

h\ ~ dz]' ~m3 

i - ŕ • Ť r f = si- (2-23) db- dz- db-
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Z rovnice 2.23 se ukáza lo , že dL/dbj je chyba neuronu, k t e r é m u bias bj náleží . Se s t e jnými 

rovnicemi z m ě n a z t r á t o v é funkce s respektem na váhu wl-k je de r ivována jako 

dL dL dz\ 
r = dA (2-24) dwl

jk dzj dwl

jk 

S h r n u t í všech č ty ř zák ladn ích rovnic pro algoritmus backpropagation: 

5V = \7aLQa'(zv), (2.19) 

ól = ((wl+1)Tól+1)@a'(zv), (2.21) 

dL 
dwjk 

ól/k-\ (2.24) 

S t ě m i t o rovnicemi je m o ž n é s p o č í t a t gradient z t r á t o v é funkce, ve s m ě r u z m ě n y p a r a m e t r ů 
váh w a biasu b v N N , k docí lení ce lkovému snížení výs ledku z t r á t o v é funkce. 

Formou algori tmu lze backpropagation zapsat: 

1. Vstup x: Nastav odpovída j íc í akt ivaci o 1 pro v s t u p n í vrs tvu. 

2. D o p ř e d n ý p r ů c h o d : P r o k a ž d é l = 2 , 3 , . . . , V vypoč í t e j z1 = wlal~1+bl a a1 = &(zl). 

3. V ý s t u p n í chyba 5V: Vypočí te j vektor 5V = VaL 0 &'{zv) 

4. Z p ě t n é š í ř e n í chyby: P ro k a ž d é l = V—l, V—2,..., 2 vypoč í t e j ô1 = ((wl+1)Tôl+1)Q 

5. V ý s t u p : Gradient z t r á t o v é funkce je d á n funkcemi = ó 
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Kapitola 3 

Metody vizualizace 

Vizual izace p ř í z n a k ů pro z ískání intuice, co se v C N N děje je b ě ž n o u p rax í , ale ča s to l i 
m i t o v á n o na p r v n í vrs tvu, kde je projekce na v s t u p n í v r s tvu pixelů m o ž n á . Korelace mezi 
v s t u p n í vrstvou a mapou p ř í z n a k ů je ve vyšších v r s tvách mnohem komplexnějš í . Vyšší 
vrs tvy obsahuj í mapy, k t e r é de tekuj í komplexnějš í p ř í z n a k y a je těžší je p r o m í t n o u t na 
v s t u p n í p ixelový prostor. P ř e s t o exis tuj í metody, k t e r é umožňu j í vizual izaci t ě c h t o vrstev. 
Metody, k t e r é jsou zde z m í n ě n y jsou všechny založeny na gradientu cílové klasifikace. 

3.1 Deconvolution 

Jednou z metod je dekonvoluce [8]. Me toda mapuje aktivace ve s t ř edn í ch v r s tvách z p á t k y 
na v s t u p n í p ixelový prostor, k t e r é n á m ukazuj í , j a k ý v s t u p n í vzor způsob i l danou aktivaci . 
Arch i tekury metody deconvnet a konvoluční neu ronové s í tě jsou p o d o b n é a obě se sk ládaj í 
ze s te jných komponent (filtering, pooling) v o p a č n é m p o ř a d í . M e t o d a m í s t o m a p o v á n í p ixelů 
do mapy p ř í znaků , mapuje p ř í z n a k y na v s t u p n í vrs tvu pixelů. 

K p r o z k o u m á n í C N N je metoda propojena s k a ž d o u její vrstvou, což je u k á z á n o ve 
v rchn í čás t i o b r á z k u 3.1. P r o p o j e n í poskytuje cestu zpě t k v s t u p n í pixelové v r s tvě . P r o 
začá t ek se v y p o č í t á reprezentace v s t u p n í h o obrazu pro C N N . P r o p r o z k o u m á n í p o ž a d o v a n é 
aktivace d a n é t ř í d y jsou vynu lovány všechny o s t a t n í aktivace v d a n é v r s tvě l. Akt ivace 
se p ř e d á jako vstup do metody DeconvNet . P ro v y p o č í t á n í ak t ivac í vrs tvy l — 1, k t e r á 
se nacház í pod vrstvou l, k t e r á způsob i l a danou aktivaci , je z r e k o n s t r u o v á n a postupem 
unpool, r e c t i f y a f i l t e r . T í m jsou z ískány aktivace vrs tvy l — l, k t e r é způsoby ly aktivaci 
vrs tvy l. Postup je opakován , dokud n e d o s á h n e v s t u p n í vrs tvy pixelů. 
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Layer Above 

Reconstruct ion 
Switches 

Max Unpooling 

U r p o o l e d Maps 

Rectified Linear 
Function 

7 
Rectified U n p o o l s d Maps 

Convol 
Fil 

volutional 
tering {F^| \y 

Reconstruct ion 

Pooled Maps 

7\ Max Pooling 

f tenlif ied Feature Maps 

Rectified Linear 
Function 

Feature Maps 

Convolutional 
Filtering {F} 

Layet fiebw Fooled Maps 

O b r á z e k 3.1: Arch i tek tu ra DeconvNet [8]. 

Unpool ing: V konvolučních s í t ích je max pooling Obr . 3.2 nezv ra tný . V m e t o d ě De
convNet jsou uchovány pozice nejvyšších hodnot, pro k a ž d ý pooling region. Pozice hodnoty 
je u ložena do t a k z v a n é switch p r o m ě n n é . P ř i z p ě t n é m p r ů c h o d u unpooling operace využ ívá 
t é t o p r o m ě n n é pro u m í s t ě n í rekonstrukce z vyšší vrs tvy na s p r á v n é mí s to , aby zachoval 
s p r á v n o u strukturu. 

Rectification: Konvolučn í s í tě využívaj í funkci R e L U Obr . 2.5 pro zavedení nelinearity. 
Tato funkce zaručuje , že mapy p ř í z n a k ů jsou vždy k l a d n é . P r o o b d r ž e n í val idní rekonstrukce 
je i v o p a č n é m s m ě r u z a p o t ř e b í aplikovat R e L U funkci. 

Filtering: Konvo lučn í s í tě využívaj í n a u č e n é fi l try pro konvoluci s mapou p ř í z n a k ů z pře 
dešlé vrstvy. P ro př ib l ižný inver tován í je v DeconvNet v y u ž i t a konvoluce se s t e jným, ale 
t r a n s p o n o v a n ý m , fil trem. F i l t r je ap l ikován na rekt if ikované mapy, a ne na v ý s t u p nižší 
vrstvy. 

0.1 0.2 1.3 -0.1 

-0.7 -0.3 -0.5 0.5 

0.4 -0.8 -0.1 -0.4 

0.9 -0.2 -0.9 0.1 

0 1.3 0.2 0 

0 0 0 0 

0 0 0 0 

1.1 0 0 0.5 

max pooling 

unpooling 

0.2 1.3 

0.9 0.1 

1.3 0.2 

1.1 0.5 
Uchování pozic 

(switches) 

O b r á z e k 3.2: M a x Pool ing . 
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N a o b r á z k u 3.3 je u k á z á n a konvoluce s 3x3 kernelem a n a s t a v e n ý m krokem 2. Všechny 
hodnoty vyskytu j íc í se v ze leném čtverc i jsou v y n á s o b e n y filtrem konvoluce a p o t é seč teny 
do výs l edného čísla, k t e r é je z a p s á n o do v ý s t u p u . P o t é je kernel posunut dá le o p ř e d e m 
definovaný krok a dalš í hodnota mapy p ř í z n a k ů je v y p o č t e n a . 

K o n v o l u c e 

vstup 5x5 

O b r á z e k 3.3: Konvoluce u Forward-pass. 

N a o b r á z k u 3.4 je u k á z á n a dekonvoluce. Vstup 2x2 a je rozvzorkován do v ý s t u p u 5x5. 
Konvo lučn í kernel je vážen s k a ž d o u v s t u p n í hodnotou zvlášť a p o t é je z a p s á n do výs ledné 
mapy p ř í znaků , kde přesahuj íc í hodnoty jsou sečteny. 

D e k o n v o l u c e 

výstup 5x5 

O b r á z e k 3.4: Konvoluce u Backward-pass. 
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3.2 Guided Backpropagation 

M e t o d a Gu ided Backpropagat ion [7] vycház í z metody Deconvolution [8] a to lehkou modifi
kací . Tento p ř í s t u p lze aplikovat na širší šká lu s truktur n e u r o n o v ý c h sí t í a vede k přesně jš ím 
r ekons t rukc ím, ze jména z vyšších vrstev. 

Vizua l izačn í koncept dekonvoluce ve vyšších v r s tvách C N N lze shrnout nás ledovně . P ř e 
d a n á vyšší vrstva mapy p ř í z n a k ů jde, d íky o b r á c e n é m u toku dat, p ře s neurony aktivace 
v d a n é v r s tvě , až k v s t u p n í v r s t v ě p ixelů . T y p i c k y je jeden neuron ve vyšší v r s tvě nenulový. 
P o t é výs l edná rekonstrukce, vyobrazena na o b r á z k u , ukáže , v j a k ý c h mís t ech obrazu by l 
neuron nejvíce ak t ivován . P r o rekonstrukci obrazu přes max pool ing m u s í bý t ne jdř íve pro
veden Forward-pass pro uchován í switches, pozice max ima k a ž d é h o pool ing regionu. T y t o 
hodnoty jsou p o t é využ ívány pro dekonvoluci. T í m se metoda více zaměřu je na obraz než 
na n a u č e n é př íznaky . 

Rekonstruovaný 
obraz R° 

Forward-pass 

Vstupní obraz f0 | f1 | 

R1 

Backward-pass 

-EHE3-

1 0 

3 2 

_0_ 0 

0 

Mapa příznaků 

O b r á z e k 3.5: S c h é m a Forward-pass a Backward-pass [7]. 

Arch i tek tura Gu ided Backpropagat ion neobsahuje max-pool ing a t í m dokáže "dekon-
volovat" bez u ložených switches a t í m p á d e m v ý s t u p nen í p o d m í n ě n v s t u p n í m obrazem. 
T í m t o z p ů s o b e m lze d o k á z a t co se vrs tvy s k u t e č n ě nauč i ly a výs l edná rekonstrukce je mno
hem přesnějš í , h l avně z vyšších vrstev. Max-poo l ing je nahrazeno konvoluční vrstvou se 
zvýšeným krokem bez z t r á t y p řesnos t i u rozpoznáván í o b r a z ů . P r o rekonstrukci v izual i -
zace p ř í z n a k ů obrazu je u obou metod z a p o t ř e b í p ř e d a t vstup C N N až po zvolenou vrs tvu 
Obr . 3.5. Všechny n e g a t i v n í hodnoty jsou nastaveny na 0 a p o t é je mapa p ř í z n a k u p ř e d á n a 
Backward-pass, pro celkovou rekonstrukci. 

Dů lež i tou rol i hraje v rekonstrukci Backward-pass, kde se m u s í vyží t R e L U funkce 
nelinearity. Ve Forward-pass byly všechnu n e g a t i v n í hodnoty nastaveny na 0, což je v idět 
v levém h o r n í m rohu o b r á z k u 3.6. 

Forward pass: 

Backward pass: 
backpropagation 

1 -1 5 
2 -5 -7 
-3 2 4 

-2 0 -1 
6 0 0 
0 -1 3 

1 0 5 
2 0 0 
0 2 4 

Backward pass: 
deconvnet 

0 3 0 
6 0 1 
2 0 3 

-2 3 -1 
6 -3 1 

C
M

 -1 3 

-2 3 -1 Backward pass: 0 0 0 -2 3 -1 
6 -3 1 guided 6 0 0 6 -3 1 
2 -1 3 backpropagation 0 0 3 2 -1 3 

O b r á z e k 3.6: P o r o v n á n í Backward-pass p r ů c h o d ů [7]. 
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P ř i použ i t í metody backpropagatin, p o p s á n a v sekci 2.4, jsou p o u ž i t y pouze gradienty 
z Forward-pass pro maskován í hodnot v Backward-pass. D íky tomu jsou nastaveny hod
noty na nulu pouze na pozicích, k t e r é byly nega t i vn í př i Forward-pass, jak lze v idě t ve 
levém s p o d n í m rohu o b r á z k u 3.6. P o t é se gradient p ř í z n a k u i v l v r s tvě značen jako R\ 
v y p o č í t á rovnicí 

kde = dav/da1*1 a a v znač í akt ivaci nej vyšší vrstvy, cr(z') je ak t ivačn í R e L U 
funkce. 

P ř i použ i t í metody de convolution, p o p s á n a v sekci 3.1, je v y u ž i t a R e L U funkce na 
v rchn í gradient. Hodnoty k t e r é jsou ve v r c h n í m gradientu nega t i vn í jsou nastaveny na 0, 
jak lze v idě t v p r a v é m h o r n í m rohu o b r á z k u 3.6. Gradient pro metodu deconvolution je pak 
v y p o č í t á n rovnicí 

P ro metodu guided Backpropagation jsou tato dvě pravidla spojena do jednoho celku. 
M e t o d a využ ívá jak spodn ích , tak v rchních g r a d i e n t ů v y p o č í t a n ý c h přes R e L U funkci ne-
linearity. Hodnoty jsou p o t é nastaveny na 0 pokud a l e spoň jeden z gradientu obsahuje 
hodnotu 0 na d a n é pozici , jak lze v idě t v p r a v é m s p o d n í m rohu o b r á z k u 3.6. Gradient se 
p o t é s p o č í t á rovnicí 

Me toda se nazývá guided, p ro tože p ř i dává dalš í naváděc í s ignál z vyšších vrstev do 
obvyklé metody backpropagation. 

(3.2) 

(3.3) 

16 



3.3 Class Activation Mapping 

V roce 2016 byla n a v r ž e n a nová metoda vizualizace p o j m e n o v á n a Class Activation Mapping 
( C A M ) [9]. Me toda je s c h o p n á vy tvo ř i t tepelnou mapu označuj íc í dů lež i té oblasti ve vstup
n í m o b r á z k u , k t e r é vedou k r o z h o d n u t í s í tě pro danou t ř í d u . Tato metoda lze aplikovat 
pouze na p lně p r o p o j e n é C N N , k t e r é využíva j í g lobál average pool ing a fungují bez j akéko
l iv p lně p r o p o j e n é vrstvy. Ilustrace rozdí lu lze v idě t na o b r á z k u 3.7. 

Plně propojená vrstva Global average pooling 

Mapa příznaků 

0 

I 
Zploštění výstup 
(Flatten) 

O 

o 
o 

Mapa příznaků průměrování 
(averaging) V ý s t u p 

O b r á z e k 3.7: Rozd í l mezi p lně propojenou vrstvou a g lobál average pooling. 

Jak je z n á z o r n ě n o na o b r á z k u 3.8, kde globál average pooling je v ý s t u p e m prosto
rového p r ů m ě r u mapy p ř í z n a k ů k a ž d é jednotky v pos ledn í konvoluční v r s tvě . P r o vy tvo řen í 
konečného v ý s t u p u se použi je vážený součet t ě c h t o hodnot. P o d o b n ě je v y p o č í t a n ý vážený 
součet map funkcí pos ledn í konvoluční vrstvy, pro z ískání ak t ivačn í mapy t ř íd . 

O b r á z e k 3.8: M a p o v á n í skóre t ř í d y metodou C A M [9]. 
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Podrobně j š í vysvě t len í je u k á z á n o na funkci softmax, kde výs ledek globál average 
pooling proveden po pos ledn í konvoluční v r s tvě je z í skán rovnicí 

ak = \ ^2fk(x,y), (3.4) 
Z 

x,y 

kde k je index určuj ící neuron j v pos ledn í konvoluční v r s tvě a Z je poče t p ixelů . P r o 
d a n ý obraz je fk(x,y) aktivace jednotky k v p r o s t o r o v é m u m í s t ě n í (x,y). Vs tup do funkce 
softmax, Sc, je 

Sc = 22w%ak, (3.5) 
k 

kde wc

k je v á h a dů lež i tos t i odpovída j íc í k t ř í d ě c pro jednotku k. V p o d s t a t ě wk indikuje 
m í r u dů lež i tos t i aktivace ak pro t ř í d u c. V ý s t u p funkce softmax pro t ř í d u c je d á n rovnicí 

_ exp(5 c ) 
C " E c e x p ( 5 c ) - ( 3 - 6 ) 

Hodnota biasu m á m a l ý nebo ž á d n ý v l iv na ovl ivnění p ře snos t i klasifikace, a proto je na
staven na 0. P o p ř ipo jen í rovnice 3.4 do skóre t ř ídy , Sc, je d á n o rovnicí 

k x,y 

z 
k x,y 

Definice mapy ak t ivac í t ř ídy , Mc, pro t ř í d u c, kde k a ž d ý p ro s to rový prvek je d á n vztahem 

M?AM(x,y) = }2™Ckfk(x,y), (3.8) 
k 

kde Mc p ř í m o ukazuje dů lež i tos t aktivace v p r o s t o r o v é m u m í s t ě n í (x, y) vedoucí ke klasifi
kaci obrazu do t ř í d y c. Z toho vypl ívá , že p l a t í Sc = (l/Z) J2X Mc(x, y). 
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3.4 G r a d - C A M 

V roce 2017 byla p ř e d s t a v e n a metoda Gradient-weighted Class Ac t iva t ion M a p p i n g (Grad-
C A M ) [6], k t e r á zobecňuje metodu C A M [9], jelikož metoda C A M je omezena v použ i t í 
pouze na p lně konvoluční neu ronové s í tě . G r a d - C A M lze použ í t na p o d s t a t n ě širší šká lu 
neu ronových sít í , vče tně běžných konvolučních n e u r o n o v ý c h sí t í s p lně p r o p o j e n ý m i vrst
vami na konci. A u t o ř i metody G r a d - C A M [6] uvedli: 

"Konvolučn í vrs tvy př i rozeně zachovávají p ros to rové informace, k t e r é se v p lně 
p ropo jených v r s tvách z t rácej í , t a k ž e lze očekáva t , že pos ledn í konvoluční vrs tvy 
budou m í t nejlepší kompromis mezi s é m a n t i k o u na vysoké ú rovn i a de t a i l n ími 
p r o s t o r o v ý m i informacemi. Neurony v t ě c h t o v r s tvách hledaj í v obraze s é m a n 
t ické informace specifické pro danou t ř í d u ( ř ek n ěme čás t i objektu). G r a d - C A M 
využívá informace o gradientu p roud íc í do pos ledn í konvoluční vrs tvy C N N 
k p ř i ř azen í hodnot dů lež i tos t i j e d n o t l i v ý m n e u r o n ů m pro k o n k r é t n í zá jmové 
rozhodnu t í . " 

Za úče lem získání t ř í dně -d i sk r iminačn í lokal izační mapy G r a d - C A M -^Qrad-CAM ^ M.uxv 

šířky u a výšky v pro l ibovolnou t ř í d u c, v y p o č í t á m e nejprve gradient skóre pro t ř í d u c, yc 

(před softmaxem), vzhledem k aktivaci p ř í znakové mapy f k konvoluční vrstvy. Gradienty 
jsou g lobá lně z p r ů m ě r o v á n y (globál average pooling) přes r o z m ě r y š í řky a výšky, aby se 
získaly váhy dů lež i tos t i n e u r o n ů : 

kde p r v n í čás t reprezentuje globál average pooling a d r u h á čás t gradient skóre yc (p řed 
softmaxem) vzhledem k h o d n o t ě mapy p ř í z n a k ů na pozic i (x,y). P o t é je provedena 
vážená kombinace d o p ř e d n ý c h ak t ivačn ích map a nás l edně p o m o c í ReLU z í skáme 

(3.9) 

(3.10) 

Výs ledkem je h r u b á t e p e l n á mapa s te jné velikosti jako konvoluční mapy p r v k ů . 
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3.5 Guided G r a d - C A M 

G r a d - C A M sice rozlišuje t ř í d y a lokalizuje r e l evan tn í oblasti obrazu, ale p o s t r á d á schop
nost zvý razn i t j e m n é detaily jako metody, vizualizující gradienty v p ixe lovém prostoru, 
Deconvolution p o p s á n a v sekci 3.1 a Gu ided Backpropagat ion p o p s á n a v sekci 3.2. Guided 
Backpropagat ion vizualizuje gradienty vzhledem k obrazu, kde jsou n e g a t i v n í gradienty př i 
z p ě t n é m šíření p řes vrs tvy R e L U po t lačeny . I n t u i t i v n ě je cí lem zachytit pixely de tekované 
neurony, nikol iv ty, k t e r é neurony pot laču j í . 

Pro to byla p ř e d s t a v e n a metoda Guided G r a d - C A M [6], k t e r á se snaž í spojit nejlepší 
aspekty z Guided Backpropagat ion a G r a d - C A M . Z h r u b é t epe lné mapy nelze detekovat 
p roč síť p ř e d p o v í d á k o n k r é t n í p ř í p a d d a n é t ř ídy . P ro nejlepší výs ledek jsou s loučeny metody 
Guided Backpropagat ion a G r a d - C A M p o m o c í H a d a m a r d o v é h o souč inu pro z ískání nej-
lepších a s p e k t ů obou metod. T e p e l n á mapa ^Grad-CAM' p ř e d p r o v e d e n í m H a d a m a r d o v é h o 
součinu, je nejprve p řevzorkován na rozl išení v s t u p n í h o obrazu p o m o c í b i l ineárn í interpo
lace. O b r á z e k 3.9 znázorňu je toto s loučení . Tato vizualizace m á vysoké rozlišení a zá roveň 
je t ř í d n ě d i sk r iminačn í . 

O b r á z e k 3.9: P ř e h l e d metody Guided G r a d - C A M s v l a s t n í m i výs ledky z datasetu MS COCO. 
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Kapitola 4 

Dataset Microsoft C O C O 

J e d n í m z h lavn ích cílů poč í t ačového v iděn í je p o r o z u m ě t v i zuá ln ím s c é n á m . P o r o z u m ě n í 
scény zahrnuje ř a d u úkolů vče tně r o z p o z n á n í p ř í t o m n ý c h ob jek tů , lokalizace o b j e k t ů ve 
2D a 3D, u rčen í a t r i b u t ů o b j e k t ů a scény, charakterizace v z t a h ů mezi objekty a p o s k y t n u t í 
s éman t i ckého popisu scény. Microsoft C O C O ( M S C O C O ) [2] je rozsáh lý d a t o v ý soubor, 
k t e r ý se zabývá t ř e m i z á k l a d n í m i v ý z k u m n ý m i p r o b l é m y v p o r o z u m ě n í scény: detekce ne-
ikonických p o h l e d ů na objekty, kon tex tové uvažování mezi objekty a p ř e s n á 2D lokalizace 
ob jek tů . Dataset se t a k é zaměřu je na segmentaci j edno t l i vých i n s t anc í Obr . 4.1. 

a) klasifikace obrázků b) lokalizace objektů c) sémantická segmentace d) segmentace jednotlivých 
instancí (MS COCO) 

O b r á z e k 4.1: O b r á z e k znázorňuj íc í klasifikaci, lokal izaci a segmentaci [2]. 

Obrázky 

O b r á z k y jsou p ř e v z a t y z d a t o v é sady 2017 Train images. Jel ikož d a t o v á sada je rozsáh lá , 
bylo v y b r á n o 30 o b r á z k ů z p ě t i r ůzných ka tegor i í , nad k t e r ý m i byly provedeny testy. 

Anotace 

V t é t o p rác i byla v y u ž i t a anotace instances_train2017. json, k t e r á uchovává úda j e o kaž
d é m o b r á z k u z t r én inkové sady 2017 Train images. C O C O u k l á d á anotaci ve f o r m á t u 
J S O N , k t e r á se sk l ádá z pě t i z ák l adn ích složek: info, licenses, images, annotations, 
categories. 

Inf o obsahuje s t a n d a r d n í informace/popis o b r á z k ů . Images všechny podrobnosti o kaž
d é m j e d n o t l i v é m o b r á z k u . Licenses ses tává z licence p l a t n é pro tento obraz. Categories 
obsahuj í seznam všech o b r á z k ů s j e d i n e č n ý m i d a jeho supe rka tegor i í . D a t o v á sada C O C O 
obsahuje celkem 91 ka tegor i í a 11 supe rka tegor i í . Annotations se s k l á d á z segmentation, 
iscrowd, image_id, category_id, i d , bbox a area. Z anotace je v y u ž i t a segmentace, 
obsahuj íc í seznam vrcholů polygonu, k t e r á určuje u m í s t ě n í t ř í d y v ob rázku . 
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Kapitola 5 

Vyhodnocení metod 

5.1 Základní myšlenka 

Z d a t o v é sady MS COCO je v y b r á n o několik t ř í d . Exper imenty jsou p rováděny na p ř e d e m 
n a t r é n o v a n ý c h C N N z knihovny PyTorch, kde jejich n a t r é n o v á n í bylo provedeno na d a tové 
sadě ImageNet. Kvůli odl i šnos t i d a t o v ý c h sad je z a p o t ř e b í zvolit t akové t ř ídy , k t e r é jsou 
zastoupeny v obou d a t o v ý c h s adách . Z d a t o v é sady C O C O byly v y b r á n y obrázky, k t e r é měly 
v anotaci v ý s k y t v y b r a n ý c h t ř íd . K a ž d á anotace poskytuje segmentaci k o n k r é t n í t ř ídy . Tato 
segmentace je h l a v n í m kl íčem k v y h o d n o c e n í , jelikož p ře sně definuje, v j a k é m m í s t ě se t ř í d a 
nacház í . D íky tomu lze urč i t , zdal i metoda zobrazuje aktivace s p r á v n é h o m í s t a na v s t u p n í 
pixelové v r s tvě . 

V ý p o č e t je založený na j edno t l i vých ak t ivac ích (g rad ien tů ) p ixe lů v s t u p n í vrstvy. P r o 
z ískání celkové energie jsou seč teny mocniny hodnot. V ý p o č e t je ekviva len tn í k v ý p o č t u 
energie d i sk r é tn ího s ignálu , E = |x[n] | 2 . P r o z ískání energie d a n é t ř í d y je v y n á s o b e n a 
v s t u p n í pixelová vrstva maskou d a n é t ř ídy . T í m jsou z ískány hodnoty g r a d i e n t ů akt ivuj íc ích 
danou t ř í d u . P ro p o r o v n á n í , jak moc byla energie k o n c e n t r o v á n a do m í s t a v ý s k y t u t ř ídy, je 
v y j á d ř e n a p o d í l e m energie m í s t a t ř í d y s celkovou energií . 

Testy jsou p r o v á d ě n y na více typech C N N aby výs ledky nebyly ovl ivněny k o n k r é t n í 
s t rukturou C N N . Pro to byly v y b r á n y 4 typy C N N , na k t e r ý c h byly testy provedeny. Je
likož d a t o v á sada MS COCO poskytuje o b r á z k y v l ibovolném rozlišení, by ly provedeny dvě 
sady t e s tován í . P r v n í sada p ř e d a l a na vstup C N N or ig ináln í velikost o b r á z k u . P o t é byly 
v y p o č t e n y j edno t l ivé metody a výs ledky byly uchovány. D r u h á sada byla t e s t o v á n a na stej
ných obrázcích , ale jejich veliost a p o m ě r stran by l nastaven na jednu hodnotu a to 1:1 
s roz l i šením 224x224 p ixelů. Z m ě n a velikosti z k o u m á v l iv velikosti o b r á z k u na výsledek. 
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5.2 Výpočet energie 

Rovnice pro v ý p o č e t energie o b r á z k u i je def inována 

Ecelk = Y,\h{x,y)\2, (5.1) 
x,y 

E = Y/\h(x,y)Mi(x,y)\2. (5.2) 
x,y 

Eceik značn í celkovou energii o b r á z k u . E znač í energii v d a n é m m í s t ě t ř í d y vyskytu j íc í 
se na o b r á z k u , k t e r é je u r č e n o s e g m e n t a c í z í skanou z anotace d a t o v é sady MS COCO. / 
vyjadřu je v s t u p n í p ixelový prostor o b r á z k u i s v y p o č í t a n ý m i gradienty d a n é metody. M 
vyjadřu je masku v s t u p n í h o pixelového prostoru, k t e r á určuje kde se na o b r á z k u nacház í 
p o ž a d o v a n á t ř í d a (na mís t ech kde se d a n á t ř í d a vyskytuje je hodnota nastavena na 1, j inde 
na 0). M a s k a byla d i l a tována , o př ib l ižně 20 %, aby bylo docí leno zvě tšení prostoru v ý s k y t u 
o b r á z k u a zachycen i prostor ob las t í hran. x a y jsou indexy p ros to rového umí s t ěn í . 

5.3 Vyhodnocení 

Koncentrace energie je v y p o č t e n a rovnicí 

^celk 

vyjadřuj íc í jakou koncentraci z celkové energie aktivace bylo vyna loženo danou t ř í dou . P ř i 
v y n á s o b e n í koncentrace P * 100 [%] z í skáme kolik procent segmentace d a n é t ř í d y je za
stoupeno v rozhodován í C N N o sku tečnos t i , že se d a n á t ř í d a na o b r á z k u nacház í . Výs ledný 
hodnoty byly vyhodnoceny a vyobrazeny v grafu, kde lze v idě t j a k á metoda byla ne júspěš-
nější. 
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Kapitola 6 

Implementace 

6.1 Použi té technologie 

P r o implementaci by l využ i t p r o g r a m o v a c í jazyk P y t h o n 1 . Verze j azyka P y t h o n je doporu
čena od verze 3.6 výše . Nižší verze nejsou p o d p o r o v a n é o s t a t n í m i knihovnami, k t e r é jsou 
v p rác i využívány. 

Celá p r á c e s toj í na kn ihovně PyTroch 2. PyTorch je open source knihovna pro s t rojové 
učení za ložená na kn ihovně Toren, k t e r á se použ ívá pro aplikace, jako je poč í t ačové v i 
děn í a zp racován í p ř i rozeného jazyka, kterou vyvinu la p ř e d e v š í m l a b o r a t o ř A I Research 
( F A I R ) spo lečnos t i Facebook. J e d n á se o s v o b o d n ý software s o t e v ř e n ý m z d r o j o v ý m kó
dem v y d a n ý pod upravenou licencí B S D . Dalš í dů lež i tou knihovnou je NumPy3. NumPy je 
knihovna, k t e r á poskytuje infrastrukturu pro p rác i s vektory, mat icemi a obecně v ícerozměr
n ý m i pol i . Dá le byla v y u ž i t a knihovna OpenCV1. OpenCV je dalš í sof twarová knihovna s ote
v ř e n ý m zd ro jovým k ó d e m pro poč í t ačové v idění a s t ro jové učení , k t e r á obsahuje více než 
2500 op t ima l i zovaných a lgo r i tmů . Dá le bylo využ i t o n á s t r o j e pycocotools'. Pycocotools 
je P y t h o n A P I , k t e r é p o m á h á př i nač í t án í , ana lýze a vizual izaci a n o t a c í v C O C O . O s t a t n í 
využ i t é knihovny jsou p o m ě r n ě z n á m é a nen í z a p o t ř e b í k n i m nic da l š ího u v á d ě t . J e d n á se 
o knihovny matplotlib 6, pandas' a seaborn 8. Také bylo využ i t o někol ika P y t h o n m o d u l ů : 
sys, os, json a argparse. 

x h t t p s : //www.python.org/  
2 h t t p s : //pytorch.org/  
3 h t t p s : //numpy.org/ 
4 h t t p s : //opencv.org/ 
5 h t t p s : //github.com/ cocodataset/cocoapi/blob/master/PythonAPI/pycocotools/coco.py 
6https://matplotlib.org/  
7 h t t p s : //pandas .pydata. org/ 
8 h t t p s : //seaborn.pydata.org/ 
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6.2 Metody 

Celkové řešení je provedeno v ob jek tově o r i en tované terminologii . K a ž d á z metod je zastou
pena jednou t ř í d o u , k t e r á děd í z t ř í d y Nets. Všechny metody jsou v y p o č t e n y nad pos ledn í 
vrstvou k a ž d é C N N . Pos ledn í v rs tvy jsou u loženy a z í skány z d a t o v é h o J S O N souboru. Je 
nutno podotknout, že v r á m c i celého řešení t é t o p ráce a v souladu s v y u ž i t í m s te jných tech
nologií, by la čás t implementace metod p ř e v z a t a od uživate le kazutolOll9. D o implementace 
p ř evza tých čás t í bylo zasahováno a byly upraveny podle p o t ř e b p ráce . 

N e t s 

T ř í d a Nets je z á k l a d n í t ř í d o u všech metod. Jel ikož v p rác i se pracuje s p ř e d e m nadefi
novanými C N N z i m p o r t o v a n é h o ba l íčku models knihovny PyTorch, k t e r é ma j í p o d o b n é 
architektury (všechny využívaj í ak t ivačn í R e L U funkci, obsahuj í average pooling vrs tvu 
atd.), lze pro celý program využ í t jednu všeobecnou t ř í du , k t e r á definuje z á k l a d n í funkce 
každé metody. 

1 class Nets(nn.Module): 
2 def init (self, model): 
3 super(Nets, self). init () 
4 self, model = model 
5 self, hooks = [] 
6 
7 def get tensor with activated class(self, class index): 
8 activated class = torch, zeros like (self, inputs) 
9 activated class.scatter (1, class index, 1.0) 

10 return activated_class 
11 
12 def forward( , image): 
13 sclf.inputs = s( .model(image) 
14 self.outputs = func.softmax(self.inputs, dim=l) 
15 return self.outputs.sort(dim=l, descending=True) 
16 
17 def backward (self, class index): 
18 grad = sclf.get tensor with activated class(class index) 
19 self.model.zero_grad() 
20 self.inputs.backward(gradient=grad, retain graph=False) 
21 
22 def clear(self): 
23 for hook in self.hooks: 
24 hook.removeQ 
25 del self.inputs, self.outputs 

Inicial izační funkce, init , uloží typ C N N do t ř í d n í p r o m ě n n é a inicializuje p r o m ě n 
nou hooks. Funkce get_tensor_with_act iva ted_class v r á t í p o ž a d o v a n o u aktivovanou t ř í d u , 
podle k t e r é se bude p rovádě t z p ě t n á propagace. Index je u rčen podle n á z v u t ř í d y z d a tové 
sady ImageNet, k t e r á obsahuje 1000 t ř íd . T ř í d y a jejich n á z v y jsou u loženy v d a t o v é m J S O N 
souboru. Funkce forward provede d o p ř e d n ý p r ů c h o d C N N pro z ískání ak t ivac í t ř íd , k t e ré 
jsou se řazené s e s t u p n ě podle p ředpověd i s í tě . Funkce backward provede z p ě t n ý p r ů c h o d sítí 
pro z ískání g r a d i e n t ů p o ž a d o v a n é t ř ídy . Funkce clear v y m a ž e paměť po v y p o č í t á n í metody, 
aby mohla bý t v y p o č t e n a další . 

9 h t t p s : //github.com/kazutolOll 
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V o l á n í m e t o d 

K a ž d á z metod je v modulu methods.py vo l ána p o d o b n ě . Nejdř íve je provedena inic ia l i 
zace metody s p ř e d á n í m typu s í tě . P o t é je proveden d o p ř e d n ý p r ů c h o d C N N pro z ískání 
p ř edpověd i s í tě ak t ivac í t ř í d . P o t é je proveden z p ě t n ý p r ů c h o d pro v y p o č t e n í g r a d i e n t ů po
žadované t ř ídy . T ř í d y metod se m ů ž o u lišit ve v rácen í g r ad i en tů , a proto je u k a ž d é metody 
vo lána p ř í s lušná funkce pro v rácen í . P o t é jsou z ískané gradienty uloženy, p o m o c í funkcí 
save_result nebo b u i l d _ g r a d _ c a m . Hodnoty jsou u loženy ve f o r m á t u png pro vizual izaci , 
kde jsou gradienty upraveny do o d s t í n u šedé . Hodnoty jsou u loženy t a k é ve f o r m á t u npy, 
kde gradienty nejsou nijak upraveny a slouží pro výpoč ty . V pos ledn í ř a d ě jsou v y m a z á n y 
data, k t e r á byla v y t v o ř e n a metodou, p o m o c í funkce clear. 

1 bp = BackPropagation(model=model) 
2 p, img classes = bp.forward(img) 
3 
4 numpy_img_classes = img_classes[0].cpu().numpy() 
5 
6 index = np.whcrc(numpy img classes == int(class dict[class name]))[0][0] 
7 class_index = img_classes[:, [index]] 
8 
9 bp. backward (class index=class index) 

10 gradients = bp.return gradientsQ 
11 
12 save result(nlename=filename, 
13 img name=img name + "—back propagation". 
14 gradients=gradients[0], save=save) 
15 
16 bp.clearQ 

P r v n í m d o p ř e d n ý m p r ů c h o d e m jsou z ískány data o ak t ivac í t ř íd . Tato data jsou z a p o t ř e b í 
z ískat pouze jednou pro d a n ý obrázek . Ze z í skaných dat je v y b r á n index, class_index, 
p o ž a d o v a n é t ř ídy, k t e r ý je použ i t pro funkci ge t_ tensor_wi th_act iva ted_class t ř í d y Nets. 
Tento index je p o t é využ i t u všech metod. 

B a c k p r o p a g a t i o n 

T ř í d a Backpropagation je ze všech t ř í d ne j j ednodušš í . Funkce forward provede d o p ř e d n ý 
p r ů c h o d s í tě s n a s t a v e n ý m parametrem requires_grad_, k t e r ý z a z n a m e n á v á všechny ope
race provedeny nad d a n ý m o b r á z k e m . Z p ě t n ý p r ů c h o d je definován v t ř í d ě Nets. Funkce 
return_gradients v r á t í v y p o č t e n é gradienty a vynuluje t ř í d n í p r o m ě n n o u , k t e r á je obsaho
vala. 

1 class BackPropagation(Nets): 
2 def forward (self, img): 
3 self, img = img.requires_grad_() 
4 return Nets.forward(self, self.img) 
5 
6 def return gradients(self): 
7 gradient = solf.img.grad.cloneQ 
8 sclf.img.grad.zero () 
9 return gradient 

26 



D e c o n v o l u t i o n 

T ř í d a Deconvolution je t é m ě ř iden t ická k t ř í dě Guided Backpropagation. Využívá se re
gistrace z p ě t n é h o hooku. Hook m ů ž e registrovat funkci na M o d u l u nebo Tensoru. V m e t o d ě 
je využ i t backward_hook, k t e r ý je ak t ivován př i z p ě t n é m p r ů c h o d u . Hooky umožňu j í pro
vádě t věci b ě h e m šíření . J e d n á se v p o d s t a t ě o funkci, k t e r á se v y k o n á př i z p ě t n é m , nebo 
d o p ř e d n é m p r ů c h o d u . Funkce s t a n d a r d n ě n e m ě n í gradienty. Je- l i v šak v r á c e n a p o m o c í pří
kazu rcturn, v r á c e n á hodnota bude v ý s t u p e m gradientu. 

1 class deconvnet(Nets): 
2 def init (self, model): 
3 supcr(deconvnet, self). init (model) 
4 
5 def backward_hook(module, grad_in, grad_out): 
6 if isinstance(module, nn.ReLU): 
7 return (func.relu(grad_out[0]),) 
8 
9 for module in self.model.named modulesQ: 

10 hook = module[l].register backward hook (backward hook) 
11 self.hooks.append(hook) 
12 
13 def forward (self, img): 
14 self.img = img.requires grad () 
15 return Nets.forward(sclf, self.img) 
16 
17 def return gradients(self): 
18 gradient = solf.img.grad.cloneQ 
19 sclf.img.grad.zero_() 
20 return gradient 

Funkce backward_hook je def inovaná v inicial izaci metody. Funkce detekuje všechny ReLU 
moduly C N N v z p ě t n é m šíření . P ř i za reg i s t rován í je využ i t parametr grad_out , k t e r ý ob
sahuje gradienty z t r á t y vzhledem k v ý s t u p u vrs tvy a t í m jsou e l iminovány nega t i vn í gra
dienty a p řeskočen v ý p o č e t Backpropagation Obr . 3.6. Funkce forward provede d o p ř e d n ý 
p r ů c h o d C N N . Funkce return_gradients v r á t í v y p o č t e n é gradienty metody. 
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G u i d e d B a c k p r o p a g a t i o n 

T ř í d a Guided Backpropagation pracuje na s t e j ném pr inc ipu jako Deconvolution. J e d i n ý 
rozdí l je ve funkci backward_hook, kde je m í s t o parametru grad_out využ i t parametr 
g rad_ in , k t e r ý obsahuje všechny informace p o t ř e b n é pro d o p ř e d n ý p r ů c h o d . T í m v y m a ž e 
všechny nega t i vn í gradienty a provede v ý p o č e t Backpropagation. T í m jsou spojeny vý
stupy metod Backpropagation a Deconvolution Obr . 3.6. 

1 class guided_back(Nets): 
2 def init (self, model): 
3 supcr(guided_back, self). init (model) 
4 
5 def backward liook(module, grad in, grad out): 
6 if isinstance(module, nn.ReLU): 
7 return (func.relu(grad_in[0]),) 
8 
9 for module in self.model.named modulesQ: 

10 hook = module[l].register backward hook (backward hook) 
11 self.hooks.append(hook) 
12 
13 def forward (self, img): 
14 self.img = img.requires_grad_() 
15 return Nets.forward(sclf, self.img) 
16 
17 def return gradients(self): 
18 gradient = solf.img.grad.cloneQ 
19 sclf.img.grad.zero () 
20 return gradient 

Funkce forward provede d o p ř e d n ý p r ů c h o d C N N . Funkce return_gradients v r á t í v y p o č í t a n é 
gradienty metody a vynuluje t ř í d n í p r o m ě n n o u . 
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G r a d - C A M 

T ř í d a Grad-CAM je nejrozsáhlejš í t ř í dou . T ř í d a generuje tepelnou mapu cam, k t e r á vyzna
čuje m í s t o v ý s k y t u t ř ídy . P ř i inicial izaci metody jsou dek la rovány p r o m ě n n é self.gradients, 
k t e r á uchovává gradienty metody a self.activations, k t e r á uchovává aktivace. P r o m ě n n á 
self.target_layer určuje v r s t v u / m o d u l C N N , podle k t e r é h o m á bý t provedena vizualizace. 
Funkce save_gradients a save_activations uk láda j í gradienty a aktivace. Cyk lus p rocház í 
všechny moduly C N N a aplikuje hook pouze na modul , k t e r ý by l z a d á n . 

1 class grad_cam(Nets): 
2 def init (self, model, target layer=None): 
3 super(grad cam, self). init (model) 
4 self.gradients = [] 
5 self.activations = [] 
6 self.target_layer = target_layer 
7 
8 def save_gradients(): 
9 def backward_hook(module, grad_in, grad_out): 

10 self.gradients = [grad in[0]] + self.gradients 
11 return backward hook 
12 
13 def save activationsQ: 
14 def forward_hook(module, input, output): 
15 self.activations.append (output) 
16 return forward hook 
17 
18 for name, module in self.model.named modulesQ: 
19 if name == sclf.target layer: 
20 self.hooks, append (module, register forward hook(save activations())) 
21 self.hooks.append (module.register_backward_hook(save_gradients())) 
22 
23 
24 def create(sclf, img_shape): 
25 activs = self.activations[—l].cpu().data.numpy()[0, :] 
26 grads = sclf.gradients[—l].cpu().data.numpy()[0, :] 
27 cam = np.zeros(activs.shape[l:], dtype=np.float32) 
28 weights = np.mean(grads, axis=(l, 2)) 
29 
30 for i , w in enumerate(weights): 
31 cam += w * activs[i, :, :] 
32 
33 cam = np.maximum(cam, 0) 
34 cam = cv2.resize(cam, img shape) 
35 cam = cam — np.min(cam) 
36 cam = cam / np.max(cam) 
37 
38 del self.gradients, self.activations 
39 
40 return cam 

Funkce create vy tvo ř í samotnou tepelnou mapu cam z hodnot g r a d i e n t ů a ak t ivac í p r ů c h o d ů 
C N N . Jel ikož t e p e l n á mapa je s te jné velikosti , jak vrstva, na kterou byla metoda ap l ikována , 
mus í bý t z m ě n ě n a její velikost p o m o c í knihovny cv2 na velikost v s t u p n í pixelové vrstvy. 
Funkce p o t é v rac í gradienty t e p e l n é mapy metody. 
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G u i d e d G r a d - C A M 

M e t o d a Guided Grad-CAM n e p o t ř e b u j e v l a s tn í t ř í du , jelikož výs ledek metody je součin vý
s t u p ů metod Guided Backpropagation a Grad-CAM. J e d i n ý p r o b l é m je v n a s t a v e n í s te jných 
d imenz í objektu tenzor. V implementaci je v ý s t u p Grad-CAM j i né dimenze a proto je zapo
t ř eb í , p o m o c í funkce reshape, dimenze upravit do s t e jného tvaru, jako m á v ý s t u p metody 
Guided Backpropagation. 

1 cam = torch.tensor(cam) 
2 
Q 

cam = torch.reshape (cam. (1, 1, img.shape[2], img .shape [3])) 
O 

4 guided_grad_cam_grads = torch.imil(cam.cpu(), guided_back_grads.cpu0) 

Po u p r a v e n í d imenz í jsou gradienty metod v y n á s o b e n y p o m o c í H a d a m a r d o v é h o součinu. 
Výs ledkem souč inu je v ý s t u p metody Guided Grad-CAM. 

6.3 Vyhodnocení metod 

Implementace v y h o d n o c e n í metod je rozdě lena do dvou m o d u l ů : experiments. py a graphs. py. 
T y t o moduly obs t a ráva j í v ý p o č e t a v y h o d n o c e n í výs ledků nad z í skanými gradienty metod. 

experiments.py: M o d u l o b s t a r á v á v ý p o č e t energie, p o p s á n v sekci 5.2. P r o efektivnější 
p rác i s a n o t a c í MS COCO bylo využ i t o knihovny pycocotools, k t e r á u s n a d ň u j e p rác i s ano
tac í . V ý p o č e t je proveden pro k a ž d o u metodu a nad k a ž d ý m o b r á z k e m d a t o v é sady. Vý
sledky jsou p o t é z a p s á n y do J S O N souboru exp. json. S t ruktura exp. json souboru je 
rozdě lena podle velikosti o b r á z k u a to na or ig ináln í a z m ě n ě n o u (resized) velikost. O da
n é m o b r á z k u uchovává jeho id, třidu, metodu k t e r é se d a n é výs ledky týkaj í , CNN nad 
kterou byla metoda o b r á z k u v y p o č t e n a , P značíc í koncentraci energie, E pro energii m í s t a 
t ř í d y a E_celk pro celkovou energii ob rázku . 

graphs.py: M o d u l z v y p o č t e n ý c h hodnot modulu experiments.py vy tvo ř í grafy pro vizua-
lizaci výs ledků . Jel ikož soubor s výs ledky obsahuje několik set až t i s íců výs ledků , je v y u ž i t a 
knihovna pandas pro p rác i s d a t o v ý m i r á m c i . Do d a t o v é h o r á m c e jsou n a č t e n y všechny 
výs ledky a p o m o c í knihovny seaborn a matplotlib jsou vykresleny grafy nad celou sadou 
výs ledků . Grafy jsou u loženy ve f o r m á t u png a eps. 
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Kapitola 7 

Experimenty 

Cílem p r á c e bylo porovnat j edno t l ivé metody vizualizace. V y h o d n o c e n í bylo provedeno na 
zásadě v ý p o č t u energie obrazu z d a n é d a t o v é sady a p o t é v y p o č í t á n í m koncentrace energie 
v m í s t ě v ý s k y t u t ř ídy . Hodnoty byly z p r ů m ě r o v á n y a vyobrazenu na grafu 7.6. V y h o d n o c e n í 
bylo provedeno i po v izual izační s t r á n c e a výs ledky j edno t l i vých metod byly u loženy ve 
formě .png. Me tody by měly d á t člověku p o d n ě t toho co vidí a podle čeho se poč í t ačové 
v idění rozhoduje. Z m a t e m a t i c k é s t r á n k y lze lépe usoudit k t e r á metoda je v izual izačně 
přesnější , ale nedokáže p ře sně urč i t , k t e r é čás t i obrazu nejvíce ov l ivn i l i výsledek. 

Implementace byla provedena pro m o ž n o s t využ i t í někol ika různých C N N . Díky t é t o 
flexibilitě lze vylouči t ovl ivnění výs ledků š p a t n o u kons t rukc í C N N . Da l š ím faktorem, k t e r ý 
by l v p rác i b r á n v potaz je velikost obrazu. Jel ikož o b r á z k y z d a t o v é sady byly b r á n y 
nahodile a k a ž d ý z o b r á z k ů m ů ž e m í t j i né rozměry, by ly metody p o č í t á n y na dvou různých 
rozměrových sad v s t u p n í c h o b r á z k ů . P r v n í sada byla p o č í t á n a na zák l adn í velikosti ob rázků . 
D r u h á sada byla p o č í t á n a na z m ě n ě n é velikosti v s t u p n í h o o b r á z k u na fixní r o z m ě r y 224x224 
pixelů. T í m t o by l z k o u m á n v l iv velikosti v s t u p n í c h dat na výs ledných h o d n o t á c h . 
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Backpropagation 

U metody Backpropagation lze v idě t akt ivaci v m í s t ě v ý s k y t u d a n é t ř ídy, avšak nelze 
p řesně urč i t z j a k ý c h fak to rů se d a n á C N N rozhodla o v y h o d n o c e n í k o n k r é t n í t ř ídy . P ř i 
zobrazen í metody nelze rozpoznat j a k ý objekt se na o b r á z k u vyskytoval a lze výs ledek po
rovnáva t pouze se v s t u p n í m ob rázkem, a to s informací o t ř í dě , k t e r é se výs ledek týká . 
N a o b r á z k u 7.1 lze v idě t p ř e v a h a š u m u než konk ré tn í ch p ř í z n a k ů t ř ídy . Vizual izac í po
moc í metody Backpropagation nelze dostat p ř ívě t ivých výs ledků podle k t e r ý c h by se daly 
j e d n o d u š e a p ř e s n ě urč i t p ř í z n a k y dů lež i t é k r o z h o d n u t í . 

O b r á z e k 7.1: Graf ická u k á z k a metody Backpropagat ion detekuj íc í t ř í d u semafor. 

Deconvolution 

U metody Deconvolution jsou výs ledky lepší a lze rozpoznat, co se na v s t u p n í m o b r á z k u 
vyskytovalo. S tá le ovšem převažuje š u m a metoda p ř e s n ě neukazuje př íznaky , podle k t e rých 
se C N N rozhodovala o v y h o d n o c e n í d a n é t ř ídy . Z výs l edků na o b r á z k u 7.2 by mohl pozo
rující usoudit o detekci značky, avšak metoda se snaž i la vizualizovat p ř í z n a k y náležící t ř í dě 
semaforu. V m í s t ě semaforu s tá le nelze urč i t k o n k r é t n í p ř í z n a k y t ř ídy , a tak vizual izací se 
toho moc dozvědě t nedá . 

O b r á z e k 7.2: Graf ická u k á z k a metody Deconvolution detekuj íc í t ř í d u semafor. 
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Guided Backpropagation 

M e t o d a Guided Backpropagation p ř ináš í p o d s t a t n ě lepší výsledky. Ve vizual izaci výs ledné 
metody již neprevažu je š u m a lze v idě t k o n k r é t n í m í s t a a detaily o b r á z k u , k t e r é pro danou 
C N N byly dů lež i t é k r o z h o d n u t í o d a n é t ř í dě Obr . 7.3. S tá l e lze v idě t i aktivace mís t , 
k t e r é se d a n é t ř í d y ne týka j í a pro t ř í d u semafor se zvýrazn i l a i m í s t a v oblasti značky. P ř i 
o p o m i n u t í ak t ivac í na více mís t ech lze z vizualizace p o u k á z a t na h lavn í p ř íznaky , podle 
k t e rých se C N N rozhodla o v y h o d n o c e n í t ř í d y semafor. 

O b r á z e k 7.3: Graf ická u k á z k a metody guided Backpropagat ion detekuj íc í t ř í d u semafor. 

G r a d - C A M 

U metody Grad-CAM je v y h o d n o c e n í j iné . M e t o d a se nezaměřu j e na detaily p ř í znaků , podle 
k t e rých se C N N rozhodovala, ale na k o n k r é t n í m í s t o v ý s k y t u d a n é t ř ídy . Spo jen ím t epe lné 
mapy a v s t u p n í h o obrazu lze vizualizovat v y h o d n o c e n í C N N o v ý s k y t u d a n é t ř í d y Obr . 
7.4. V oblasti , kde je t e p e l n á mapa če rvená až r u d á se d a n á t ř í d a vyskytuje a v o s t a t n í c h 
oblastech se t e p e l n á mapa zbarvuje do m o d r é barvy. Z v izuá ln í s t r á n k y tak lze nej lépe 
rozpoznat o sp r ávnos t i v y h o d n o c e n í C N N o detekci d a n é t ř ídy , ale nep ř ináš í n á m k o n k r é t n í 
informace o r o z h o d n u t í , p r o č a podle čeho C N N danou t ř í d u detekovala. 

O b r á z e k 7.4: Graf ická u k á z k a metody G r a d - C A M detekuj íc í t ř í d u semafor. 
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Guided G r a d - C A M 

M e t o d a Guided Grad-CAM vznikne spo j en ím metod Grad-CAM a Guided Backpropagation. 
Spo jen ím p ř e s n é h o v ý s k y t u t ř í d y a z v ý r a z n ě n í m de t a i l ů lze nej lépe rozpoznat, j a k é p ř í z n a k y 
C N N využ i la k v y h o d n o c e n í t ř í d y na o b r á z k u . D íky t epe lné m a p ě jsou o s t a t n í m í s t a , kde 
se t ř í d a nevyskytuje, p o t l a č e n a a d íky tomu je výs ledek p ře sný a z ře te lný Obr . 7.5. 

O b r á z e k 7.5: Graf ická u k á z k a metody guided G r a d - C A M detekuj íc í t ř í d u semafor. 

Matemat ické vyhodnocení 

Díky v ý p o č t u celkové energie aktivace a její koncentrace v m í s t ě t ř í d y z í skanou p o m o c í 
segmentace lze v y p o č í t a t p r o c e n t u á l n í ú spěšnos t k a ž d é metody. V tabulce 7.1 lze v idět 
výs ledky v ý p o č t ů p rovedené pro tuto prác i . 

metody poče t z á z n a m ů suma koncen t rac í p r ů m ě r n á koncentrace 
Backpropagat ion 1440 310.17 0.215 
Deconvolution 1440 177.30 0.123 
G r a d - C A M 1440 399.27 0.277 
Guided Backpropagation 1440 403.22 0.280 
Guided G r a d - C A M 1440 676.19 0.470 

Tabulka 7.1: Tabulka v y h o d n o c e n í koncentrace energie. 

Z tabulky lze vyčís t n á z v y metod a k n i m poče t z á z n a m ů z k t e r ý c h byly v y p o č í t á n y vý
s ledné hodnoty. Sloupec suma koncentrací ukazuje celkový souče t všech hodnot P z í skaných 
z výs ledků metod. Sloupec průměrná koncentrace vy jadřu je p r ů m ě r n o u koncentraci každé 
metody. 

N a grafu 7.6 jsou tyto hodnoty graficky znázorněny . Z grafu jde v idě t , že nej lepších vý
s ledků d o s á h l a metoda Guided Grad-CAM, k t e r á vzn ik la s p o j e n í m metod Grad-CAM a Guided 
Backpropagation, k t e r é dosáh ly t a k é velmi d o b r ý c h výs ledků . Ne jhůře se umís t i l a metoda 
Deconvolution. 
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BP DEC GC GBP GGC 
metody 

O b r á z e k 7.6: G r a f koncentrace pro všechny v y p o č í t a n é hodnoty. 

Závěr exper imentů 

V l i v architektury C N N na výsledek V l i v architektury C N N mělo velký dopad na 
hodnoty z í skaných výsledky, ale ne na p o ř a d í j edno t l i vých metod. N a grafu 7.7 lze v idě t , 
že u k a ž d é C N N byla ne j lépe u m í s t ě n a metoda Guided Grad-CAM. Největš í od l i šnos t i mezi 
C N N byly u metod Backpropagation a Deconvolution. 

třída: all classes, velikost: original 

vggl9 

O b r á z e k 7.7: G r a f koncentrace pro or ig ináln í velikost. 
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N a o b r á z k u lze v idě t odl i šnos t architektur C N N . K a ž d á síť je n a t r é n o v á n a j inak a detekuje 
j i n á m í s t a obrazu pro danou t ř í d u . D í k y tomu jsou hodnoty odl i šné pro k a ž d o u t ř í d u a je 
složité vyhodnot i t metody nad jednou t ř í dou . N a o b r á z k u 7.8 lze v idě t jak se j edno t l ivé 
C N N liší v detekci s te jné t ř ídy . K a ž d á z p o u ž i t ý c h C N N dokáže detekovat s te jné t ř ídy , ale 
s rozl išnou úspěšnos t í . P ro to byly experimenty provedeny na někol ika r ů z n ý c h t ř í dách . 

4 

O b r á z e k 7.8: Vizual izace p ř í z n a k ů metodami p o m o c í různých C N N . 
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V l i v r o z m ě r u o b r á z k u na v ý s l e d e k Z k o u m á n by l t a k é v l iv velikosti v s t u p n í c h dat 
na výs ledcích d a n ý c h metod. N a grafu 7.9 jsou u k á z á n y výs ledky metod pro stejnou dato
vou sadu jak na grafu 7.7, a k o r á t v s t u p n í data byla z m ě n ě n a na velikost 224x224 pixelů. 
Z p o r o v n á n í lze v idě t , že v l iv na výs ledné hodnoty, z m ě n o u velikosti , by l pouze nega t ivn í . 
P o m ě r o v ě se hodnoty j edno t l i vých metod vůči sobě nijak nezměni ly , pouze se zmenš i ly 
sumy a p r ů m ě r y koncen t r ac í metod. 

O b r á z e k 7.9: G r a f koncentrace pro velikost 224x224 px. 
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Kapitola 8 

Závěr 

Cílem p r á c e bylo porovnat metody vizualizace a z í ska t p o v ě d o m í o tom, co C N N vidí a podle 
čeho se rozhoduje př i v ý p o č t u predikce j edno t l ivé t ř ídy . Jel ikož existuje několik různých 
metod, k t e r é slouží pro vizual izaci , by ly v t é t o p rác i p o r o v n á n y n ě k t e r é z nich. Všechny 
metody, k t e r é se v p rác i vyskytly, d i sponuj í spo lečnou v las tnos t í , a to v ý p o č t e m z p ě t n é 
propagace na zák l adě z í skaných g r a d i e n t ů . N a zák ladě t é t o vlastnosti byly metody vybrány , 
aby jejich p o r o v n á n í bylo smys lup lné . 

K a ž d á metoda byla n a i m p l e m e n t o v á n a p o m o c í knihovny PyTorch s m o ž n o s t í v ý p o č t u 
hodnot nad r ů z n ý m i typy C N N . Me t o d y byly t e s továny na d a to v é s adě o 6 t ř í d á c h po 30 
obrázc ích z í skaných z d a t o v é sady MS COCO. Výs ledné hodnoty j edno t l i vých metod byly 
uloženy do p r o m ě n n é numpy s kterou se p o t é prováděl i výpoč ty . P o p roveden í v ý p o č t ů 
metod nad v š e m a o b r á z k y z d a t o v é sady byla data p ř i p r a v e n a k p o r o v n á n í . 

P o r o v n á n í bylo provedeno p o m o c í z í skané segmentace, k t e r á byla z í skána ke k a ž d é m u 
o b r á z k u z anotace MS COCO. P o m o c í v ý p o č t u celkové energie o b r á z k u a energie koncentrace 
ob rázku , z í skaná s o u č t e m energie vyskytu j íc í se v m í s t ě segmentace, bylo z í skáno procen
t u á l n í z a s t o u p e n í t ř í d y z celkové energie. D íky tomu bylo m o ž n é p r o k á z a t , zdal i j edno t l ivá 
metoda d o k á z a l a s p r á v n ě detekovat t ř í d u na ob rázku . 

P o m o c í výs ledků z í skaných z v ý p o č t ů byla ne j lépe vyhodnocena metoda Guided Grad-CAM, 
k t e r á vzn ik la spo j en ím výs ledků metod Guided Backpropagation a Grad-CAM. Jej í p řes
nost vykres len í p ř í z n a k ů na v s t u p n í pixelovou vrs tvu je z n a t e l n ě nejlepší a de t a i l ně ukazuje 
podle čeho se C N N rozhodla o predikci t ř ídy . V p o r o v n á n í s o s t a t n í m i metodami je její 
v ý k o n n o s t z n a t e l n ě nejlepší jak po v izuá ln í s t r á n c e , tak po s t r á n c e v y h o d n o c e n í v ý p o č t ů . 

Díky m o ž n o s t i vizualizace j edno t l i vých metod lze v idě t do C N N a p ů v o d n í black box 
se nyn í o t ev í r á a už iva te l m ů ž e n a h l é d n o u t do v n i t ř n í s t ruktury C N N . Díky tomu je m o ž n é 
zlepšovat výkonnos t C N N a upravovat jejich s t rukturu k dosažen í lepších výs ledků . 
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