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Abstrakt

Cilem prace bylo porovnani nékolika metod pro vizualizaci ptiznaki jednotlivé tiidy na
vstupni pixelové vrstvé CNN. Kazda metoda vyuziva jiny algoritmus, zalozeny na gra-
dientech, pro vypocet vyslednych hodnot. Pomoci implementace jednotlivych metod jsou
ziskany vysledné hodnoty metod, které jsou pomoci rovnice koncentrace energie porovnany.
Vysledné hodnoty jsou uvedeny v tabulkiach a grafech z kterych lze vycist ispésnost vy-
sledku prace. Z prace lze vycist rozdil mezi metodami a porovnani jejich vysledkt. Diky
tomu lze ziskat prehled o metodach vizualizace zaloZzenych na gradientech.

Abstract

The aim of this work was to compare several methods for visualizing the features of each
class on the input pixel layer of the CNN. Each method uses a different algorithm, based on
gradients, to compute the resulting values. Using the implementation of each method, the
resultant values of the methods are obtained by using the equation of energy concentration.
The resultant values are presented in tables and graphs from which the success rate of the
result of the work can be read. The difference between the methods and comparison of their
results can be read from the work. This makes it possible to get an overview of gradient
based visualization methods.
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Kapitola 1

Uvod

Rozpoznavani objekti, ¢isel nebo tvaii je pro clovéka v celku jednoducha zédlezitost. Roz-
poznat Ze je na papife napsané ¢islo 8 dokéaze uz i ¢tyrleté dité. Diky nékolika desitkam
miliont neuront, které mame v mozku, dokazeme jednoduse urcit co vidime. V hlavé nosime
superpocitac, ktery se vyvijel nékolik miliént let k tomu, aby dokéazal pochopit vizualizaci
svéta.

Jednoducha rozhodnuti pro Clovéka se stavaji extrémné narocnd pro pocitac. Abychom
dokéazali popsat algoritmem, jak se ma pocita¢ rozhodovat, museli bychom extrahovat rizné
malé sektory, podle kterych by se pocita¢ dokazal rozhodnout. Cislovka osm by mohla byt
rozdélena na dvé malé kruznice nad sebou. OvSem to je moc vSeobecné, a i zde bychom mohli
narazit na ruznd uskali, i kdyz se jedna pouze o jednu ¢islovku. Proto se vyuzivd modernich
technologii, kde existuji veliké datové sady o nékolika tisicich az miliénech obréazku, které
jsou vyuzivany k trénovani konvolu¢nich neuronovych siti. Misto abychom pocitaci ukazali,
podle kterych faktori se ma rozhodovat, nechdme pocitac, aby se sim naucil, podle ¢eho
se bude rozhodovat.

Tim se dostavame k hlavni myslence této prace. Jelikoz nechdme pocitac¢, aby se sam
naucil, vznikd nam z celkového algoritmu black box. Dokazeme Tict co bylo na vstupu a co
jsme dostali za vysledek, ale podle ¢eho se pocita¢ rozhodl Ze se dand véc na obrazku
nachdazi? Rozhoduje se spravné, nebo byl vysledek ndhodny? Tyto otazky jsou zodpovézeny
v metodach vizualizace, které dokazi na vstupni pixelovou vrstvu zobrazit konkrétni mista
obrazku, které byly aktivovany konvoluéni neuronovou siti. Hlavni otazkou je, ktera metoda
je nejvhodnéjsi pro vizualizaci, a pii tom nedoslo k vizualizaci, ktera nemé s danou tfidou
nic spole¢ného. Timto tématem se zabyva tato prace.

Cilem je vyzkum, ktery otestuje metody Backpropagation [5], Deconvolution [§],
Guided Backpropagation [7]|, Grad-CAM [6], Guided Grad-CAM [6], rozepsané v kapitole 3,
zamérujici se na vizualizaci konvolu¢énich neuronovych siti (CNN). Vyzkum ukéze, podle
¢eho se dand CNN rozhoduje a jak moc jeji rozhodnuti bylo ovlivnéno konkrétni segmen-
taci tfidy. Jednotlivé metody jsou testovany na jednotné datové sadé za stejnych podminek.
V samém zavéru dojde k porovnani vsech metod a urcéeni nejlepsi metody pro vizualizaci.



Kapitola 2

Vizualizace CNN

2.1 Vizualizace

Neuronové sité s hlubokym ucenim jsou neprihledné, coz znamené, ze i kdyz mohou vytva-
fet uzite¢né predpovédi, nenf jasné, jak a pro¢ byla dand predpovéd provedena. Casto jsou
algoritmy hlubokého uceni [1] spojovany s terminem "black box", jelikoz uzivatel nevidi,
co se uvnitl algoritmu déje. Pro duvéryhodnost algoritmt je potreba védét jak funguji.
Existuji rizné metody vizualizaci CNN, diky kterym je mozné odhalit, co se v algoritmech
hlubokého uceni déje a podle ¢eho algoritmy vyhodnoti svoji predpovéd.

Tato prace se zaméfuje na metody vizualizace zamérené na gradienty, diky kterym lze
prokézat, podle ¢eho se dand CNN rozhodla. K tomu, aby metody byly dobie srozumitelné,
je potieba znat podklad, jak se neuronova sit uci a jak se dany gradient zpétné vypocita.
Proto jsou nejdrive vysvétleny pojmy tykajici se struktury neuronové sité a jejiho uceni a az
poté jsou vysvétleny jednotlivé metody.

2.2 Neuronova Sit

Uméld neuronova sit [3] (zkrdcené neuronové sit neboli NN) se sklddad z nékolika ¢asti,
kterymi jsou vstupni vrstva neuronti, nékolik skrytych vrstev neuront a posledni vrstva
vystupnich neuronii. U typické architektury NN, ma kazdé propojeni neuronu pridruzenou
vahu. Vystup h;, ve skryté vrstvé, neuronu 17 je,

N
h; = U(Z Wijx; + b), (2.1)
j=1

kde N je pocet vstupnich neuronii, W;; jsou vahy, x; hodnoty ze vstupniho neuronu, o je
aktivacéni funkce a b je bias.

Preceptron

Umély neuron, ktery se nazyva preceptron [4], je zdkladni jednotka NN. V dnesnich mo-
dernich sitich se vyuzivaji jiz jiné neurony, které se nazyvaji sigmoidy. Pro definici sigmoidy
je zapotiebi znat definici preceptronu, jelikoz z néj vychazi.



Funkce preceptronu je jednoducha. Preceptron bere nékolik vstupt x4, z2, ..., a produ-
kuje jeden binarni vystup:

Preceptron

vystup

Obrazek 2.1: Obrazek popisujici architekturu preceptronu s nékolika vstupy a jednim bi-
narnim vystupem

Preceptron ma ¢tyri vstupy x1, x2, 3, 4. Obecné by mohl mit vice ¢i méné vstupt. Ro-
senblatt [4] navrhl jednoduché pravidlo pro vypocet vystupu, kde predstavil vahy wy, wo, ... ,
které urcuji dilezitost prislusnych vstupd na vystup. Kazdy neuron mé parametr urcujici
prah (threshold), ktery je stejné jako vihy zastoupen redlnym ¢islem. Tento prah byl na-
hrazen biasem a plati rovnice: b = —t, kde b je bias a t je prah. Vystup neuronu je urcen:

0 pro Z?wj:rj—i—bg 0

2.2
1 pro Y Ywjz;+b>0. (2:2)

vystup = {

Cely princip, jak preceptron funguje, je zalozen na zakladé zvazeni vstupnich hodnot, diky
kterym vi jak se rozhodnout. Bias nam urcuje, jak moc tézké je dostat preceptron k hod-
noté 1.

Celd NN nestoji na jednom neuronu, ale je tvorena nékolika Obr. 2.2. Zavaznost rozhodo-
vani neuronu bychom mohli rozdélit do vrstev. Prvni vrstva provede rozhodnuti ze ziskanych
vstupnich dat. Druhda vrstva se rozhoduje na zakladé zvazeni vysledkt prvni vrstvy. Timto

vvvvv

vvvvv

ve treti vrstvé.

1. vrstva

vstupni

vrstva vystupni

vrstva

skryté vrstvy

Obrézek 2.2: Vicevrstvé preceptrony (MLP)



Sigmoid

Architekura preceptronu je postavena na vystupech, které se odvadi od biasu a vahy du-
lezitosti nabyvajici 0 a 1. Pokud by mald zména téchto hodnot ovlivnila zménu vystupu,
mohl by byt tento faktor vyuzit k modifikaci vah a biast k tomu, aby NN zlepsila svoje
vysledky. Avsak preceptron funguje pouze ve skdle 0 a 1, kde neni mozné provést mensi
zménu vahy, kterd by zlepsila vysledky dané NN. Zména v preceptronu by mohla nastat
v momenté prevraceni hodnoty z 0 na 1, nebo naopak. Tato zména by mohla vést k celkové
zméné chovani sité. Tim se vylu¢uje moznost uceni neuronu.

Tento problém lze vyfesit zavedenim nového typu umeélého neuronu zvaného sigmoid.
Sigmoid je podobny architekurou preceptronu Obr. 2.1, ale umozinuje provadét malé zmény
vah a biasu, které zlepsi vystup NN. Misto hodnot 0 a 1 mize neuron nabyvat hodnot
kdekoliv v rozmezi < 0,1 >. Hodnoty jsou dosazeny diky pridini sigmoid funkce:

1
o(z) = 2.3
()= —— (23)
Pro presnéjsi predstavu v pripadé vah wi,ws,..., hodnot x1,x9,... a biasu b je vystup
sigmoid neuronu definovan nasledovné:
1
(2.4)

1+ exp(— 3 ; wjz; —b)’

Graf sigmoid funkce.
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Obrazek 2.3: Graf funkce sigmoidy

Sigmoid funkce je nazyvana také jako aktivacni funkce. V modernéjsich sitich byla sigmoid
funkce nahrazena jinymi aktiva¢nimi funkcemi, jako je tanh funkce 2.4, jejiz definice je

% — e~ %
=tanh(z) = ——— 2.5
o(2) = tanh() = S, (25)
nebo ReLU funkce 2.5, jejiz definice je
o(z) = max(0, z). (2.6)



Funkce tanh a ReLU jsou vykresleny na nize uvednych grafech:
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Obrazek 2.4: Graf funkce tanh Obrazek 2.5: Graf funkce RelLU

Konvoluéni Neuronova Sit

Vicevrstvé preceptrony (MLP) Obr. 2.2 jsou velmi omezené v klasifikaci obrazki. Neumi
redukovat vstupni obraz na mensi segmenty a detekovat mensi struktury. Konvoluéni Neu-
ronova sit (CNN) Obr. 2.6 vylepSuje MLP pfiddnim nékolika novych komponent, jako
jsou konvoluéni a sdruzovaci vrstvy. Diky nim dok&ézi vstupni obraz zmensit a detekovat
mensi a presnéjsi struktury.

Mapy
priznakd

. Mapy
Vstupni priznakd
data

konvoluéni

vrstva sdruzovaci

vrstva

konvoluéni 5 ‘
vrstva sdruZovaci

vrstva

plné propojena
vrstva

Obrazek 2.6: Architektura konvoluc¢ni neuronové sité

2.3 Gradient Descent

Aby bylo mozné najit vahy a biasy k pozadovanym vystuptim, provadi se proces trénovani
na trénovacich datech. Trénovaci data jsou predavana na vstup MLP. Skuteény vystup je
porovnan s pozadovanym vystupem. Na zakladé porovnani vystupu lze upravit parametry
sité tak, aby lépe odpovidaly pozadovanému vysledku. ZlepsSeni lze kvantifikovat pomoci
funkce ztraty (loss function):

L(w,b) = o= 3 lly(e) P (27)



kde w oznacuje vSechny vahy v MLP, b oznacuje vSsechny biasy, n je celkovy pocet vstupnich
trénovacich dat, a je vektor oznacujici vsechny vstupy sité, x oznacuje vstupni data. Vystup
a zavisi na trojici (z, w, b), ale pro jednodussi zapis zde nejsou uvedeny konkrétni zavis-
losti. y(z) odpovidd spravnému vystupu/tiidé konkrétniho vstupu x. L mizeme nazyvat
kvadratickou ztratovou funkei (quadratic loss function) Obr. 2.7, také zndm4 jako stfedni
¢tvercova chyba (mean squared error neboli MSE). Ztrata L(w,b) se snizuje L(w,b) ~ 0
v momenté, kdy y(z) se blizi k pozadované hodnoté a, pro vSechna trénovana data x, coz
je pozadovany vysledek trénovani.

Pro lepsi predstavu jsou nahrazeny vahy a biasy v = (w,b). Pro minimalizaci funkce
L(v), si lze vypomoci predstavenim si funkce L pouze pro dvé proménné (vy, vs).

Obrazek 2.7: Graf kvadratické funkce ztrdty (quadratic loss function) [3]

Pro nalezeni spravnych parametrt w,b, muze byt vyuzity techniky gradient descent.
Cilem techniky gradient descent je nalezeni globalniho minima funkce L. Nalezeni minima
pomoci derivaci funkce L je prilis slozité pro vice parametrt funkce. Dalsi zptisob je pred-
stavit si kvadratickou ztratovou funkci jako tidoli Obr. 2.7 a nékde na okraji tohoto udoli
micek, ktery se kutéli doli. Podle toho, co je zndmo z kazdodenniho zivota by se mél micek
skutéalet do udoli.

Vybere se tedy ndhodny startovni bod pro micek a provede se simulace pohybu micku.
Tato simulace by se dala jednoduse spocitat pomoci derivaci (pfipadné druhych derivaci),
které nam urcéi vse o lokalnim tvaru tdoli. Pro presnéjsi pochopeni je potieba se podivat,
co se stane pri malém posunu micku Awv; ve sméru v; a malém posunu Awvs ve sméru vs.
Vypocet nam rekne, ze L se zméni nasledovné:



Je zapotriebi najit cestu uré¢ovani hodnot Awv; a Aws tak, aby hodnota AL byla zaporna.
Pri spravném urceni docilime pohybu micku do tudoli. Pro lepsi pochopeni je urcen vektor
zmeén

Av = (Avy, Avy)T, (2.9)

kde T je operator transpozice, ktery prevadi vektor radki na vektor sloupcii. Také je urcéen
gradient funkce L, jako vektor parcidlnich derivaci

oL dL\T
L=—,— . 2.1
v (81}1’ 8@2) (2.10)

S témito definicemi mizeme rovnici 2.8 prepsat na

AL =VL- Av. (2.11)

Aby se snizila celkova cena L, je tfeba nahrazovat vektor v spravnymi hodnotami v kazdé
iteraci tréninku. Aby toho bylo dosazeno, je zde pridan maly kladny parametr 7, kterad je
znamy jako rychlost uéeni (learning rate). Vektor v pak dostaneme rovnici

Av = —-nVL. (2.12)

Dosazenim do rovnice 2.11, dostaneme:

AC ~ —nVL-VL = —n||VL|. (2.13)
Hodnoty ||V L||? a 7 jsou vzdy kladné a z toho hlediska zména funkce L je pokazdé negativni.

To zarucuje, ze pti kazdé iteraci se ztrata snizuje. Dosazenim zpatky do rovnice, parametry
w a b na misto vl a v2, je pravidlo, pro aktualizaci vah wj definovino nasledovné:

OL

Wy — W), = Wi — na—wk, (2.14)
a pro aktualizaci biasu b;:
oL
by — by =b —n—. 2.15
b b =be= g (2.15)

Pri opétovném aplikovani téchto pravidel je mozné se dostat do minima ztratové funkce.
Jinymi slovy, tento postup muze byt aplikovan pro uceni neuronovych siti.

Pro urychleni u¢eni NN je mozné vyuzit techniku zvanou stochastic gradient descent
(SGD). Hlavni myslenkou je odhadnout gradient VL vypoc¢itanim VL, ndhodnych malych
vzorkd vybranych z tréninkovych vstupt. Zprimérovanim tohoto malého vzorku lze rychle
ziskat dobry odhad skuteéného gradientu VL.



2.4 Backpropagation

V predchozi sekci bylo zminéno u¢eni NN pomoci metody gradient descent, kde NN se
dokéazala naucit svoje vahy a biasy. V kapitole nebylo zminéno, jak lze vypocitat gradient
ztratové funkce. Algoritmem backpropagation [5] 1ze tyto gradienty rychle vypocitat. Ci-
lem backpropagation algoritmu je vypocitani parcidlnich derivaci g—i a %—% ztratové funkce
L s respektem na vahy w a biasy b.

Algoritmus pojednava o porozuméni jak moc zména vah nebo biasti v NN zmén{ vystup

ztratové funkce. V nasledujici notaci je tfeba poznamenat

z; = Zwé»kai_l + bé», (2.16)
k

kde zé je pouze vazeny vstup do ztratové funkce pro neuron j ve vrstvé [. Zde wék znadci
vahu mezi neuronem k ve vrstvé [ — 1 a neuronem j ve vrstve [. aﬁg_l oznacuje aktivaci

neuronu k ve vrstvé [ — 1 a bé» oznacuje bias neuronu j ve vrstveé [.

1. vrstva 2. vrstva

3. vrstva

Obrazek 2.8: Ukazka spojitosti mezi af,g_l, bé» a wék z rovnice 2.16

Dale je definovana néjakd mald zména Azé», kterd je pridana do vazenych vstupu neu-
rontl a tato zména zpusobuje celkovy dopad az—{:Azg na vystup. Z toho muzeme definovat
j

chybu
oL
1 _
§; = 5 (2.17)
J
pro neuron j ve vrstvé [. Pro vystupni vrstvu V sité NN je chyba definovana jako
0
vV _ s

Prvni term na pravo, 0L/ aa}/, pouze méri jak rychle se ztratova funkce méni jakozto funkce

aktivace vystupniho neuronu j. Pokud funkce L tolik nezavisi na vystupu neuronu j, tak
chyba a;/ daného neuronu bude malé. Druhy term napravo, o’ (z}/), méii jak rychle se

aktivacni funkce o méni na zJV



Rovnice 2.18 je v nematicové formé, kterou chceme pro backpropagation. Rovnici pre-
piseme do maticové podoby pomoci vyuziti Hadamardového soucinu jako

V' =V, Lod(ZY), (2.19)

kde VL je definovéna jako vektor jehoz komponenty jsou parcidlni derivace 0L/ aa}/. Jako
piiklad jde uvést kvadratickou ztratu VoL = (a¥ — ), kde y je odpovidajici pozadovany
vystup. Takze plné maticova forma rovnice 2.18 je

' =" —y)od=Y). (2.20)

Rovnici 2.20 Ize pouzit pro vypocet chyb v predchozich vrstvach predanim jiz vypoci-
tanych chyb zpét. Chyba &' ve vrstvé [ se vypodita rovnici

6 = ((w™MTsH ) @ o' (2Y), (2.21)

kde (w7 je transponovand matice vah w't! pro vrstvu (I + 1). 6'T! je chyba kters
je prevzata z vyssi vrstvy. Pii aplikovani transponované matice vah, (w‘t1)T, visledek
poskytne miru chyby na vystupu vrstvy [. Poté se aplikuje Hadamardav soucin ®o’(2"),
ktery posune chybu zpét pres aktivacéni funkei vrstvy I. Vysledkem je chyba &' ve vazeném
vstupu do vrstvy .

P#i spojeni funkei 2.19 a 2.21 lze spoéitat chybu ' pro jakoukoliv vrstvu NN. Nejdiive
se vyuzije funkce 2.19 pro vypoéet chyby 6" a poté opétovnym vyuzitim funkce 2.21 se
postupné vypoéitavaji chyby (6V =1, 6V=2,...), v jednotlivych nizsich vrstvaich.

Zaver
V poradi posouvani chyb pfes NN a pocitani gradienti ztratové funkce L s respektem na
biasy b a vahy w musime aplikovat Fetézové pravidlo, které je definovano tak, ze pro kazdou

proménnou z zavisejici na proménné y, kterd sama o sobé zavisi na proménné x, pravidlo
Fké

0z 0z O
ez d (2.22)
or Oy Oz

S pomoci fetézového pravidla z rovnice 2.22 a za pomoci rovnic 2.16, 2.17, muzeme zderi-
vovat zménu ztratové funkce s respektem na bias bé» v NN

oL oL 9zt
A a_bg = 6. (2.23)
J J J
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Z rovnice 2.23 se ukézalo, ze 0L/ Obé» je chyba neuronu, kterému bias bé» nalezi. Se stejnymi

rovnicemi zména ztratové funkce s respektem na vahu wé» i, je derivovana jako

oL 9L 9% 1 11
= =l (2.24)
Jk J Jk

Shrnuti vSech ¢tyr zakladnich rovnic pro algoritmus backpropagation:

8V =V, Lod (2, (2.19)
= ()T o o' (2Y), (2.21)
g—é =4t (2.23)

aigk = &hal " (2.24)

S témito rovnicemi je mozné spocitat gradient ztratové funkce, ve sméru zmény parametri
vah w a biasu b v NN, k docileni celkovému snizeni vysledku ztratové funkce.

Formou algoritmu 1ze backpropagation zapsat:
1. Vstup x: Nastav odpovidajici aktivaci a' pro vstupni vrstvu.
2. Dopiedny priichod: Pro kazdél = 2,3, ...,V vypoéitej 2! = w'a "1+’ a a! = o(2).
3. Vystupni chyba 6": Vypoditej vektor 6V = V,L ® /(")

4. Zpétné §ireni chyby: Prokazdél = V—1,V—-2,...,2vypocitej §' = ((w'™HT5* e
o'(2V)

5. Vystup: Gradient ztratové funkce je dan funkcemi =7 = 55» a a?ff = 55»(12_1
j ik
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Kapitola 3

Metody vizualizace

Vizualizace priznaku pro ziskani intuice, co se v CNN déje je béznou praxi, ale ¢asto li-
mitovano na prvni vrstvu, kde je projekce na vstupni vrstvu pixelt mozna. Korelace mezi
vstupni vrstvou a mapou priznakil je ve vyssich vrstvich mnohem komplexnéjsi. Vyssi
vrstvy obsahuji mapy, které detekuji komplexnéjsi priznaky a je tézsi je promitnout na
vstupni pixelovy prostor. Presto existuji metody, které umoznuji vizualizaci téchto vrstev.
Metody, které jsou zde zminény jsou vSechny zalozeny na gradientu cilové klasifikace.

3.1 Deconvolution

Jednou z metod je dekonvoluce [8]. Metoda mapuje aktivace ve stFednich vrstvach zpatky
na vstupni pixelovy prostor, které nam ukazuji, jaky vstupni vzor zpusobil danou aktivaci.
Architekury metody deconvnet a konvoluéni neuronové sité jsou podobné a obé se skladaji
ze stejnych komponent (filtering, pooling) v opacéném poradi. Metoda misto mapovani pixelu
do mapy priznakl, mapuje priznaky na vstupni vrstvu pixeld.

K prozkoumani CNN je metoda propojena s kazdou jeji vrstvou, coz je ukazidno ve
vrchni ¢asti obrazku 3.1. Propojeni poskytuje cestu zpét k vstupni pixelové vrstvé. Pro
zacatek se vypocita reprezentace vstupniho obrazu pro CNN. Pro prozkoumani pozadované
aktivace dané tridy jsou vynulovany vsechny ostatni aktivace v dané vrstvé [. Aktivace
se preda jako vstup do metody DeconvNet. Pro vypocitani aktivaci vrstvy [ — 1, ktera
se nachdazi pod vrstvou [, ktera zpusobila danou aktivaci, je zrekonstruovana postupem
unpool, rectify a filter. Tim jsou ziskdny aktivace vrstvy [ — 1, které zptisobyly aktivaci
vrstvy [. Postup je opakovan, dokud nedosdhne vstupni vrstvy pixelt.

12



Layer Abowe
Reconstruction Switch Pooled Maps
witches
- AN Max Pooling
Max Unpooling I | 0—‘ w
Unpeoled Maps Rectified Feature Maps
Rectified Linear 4 Rectified Linear
Function Function
S
Rectified Unpooled Maps Feature Maps
Convolutional AN Convolutional
Filtering {F'} Filtering {F}
g < g
Reconstruction Layer Below Pooled Maps

T P
- e
L ] e

Obrazek 3.1: Architektura DeconvNet [8].

Unpooling: V konvolucnich sitich je max pooling Obr. 3.2 nezvratny. V metodé De-
convNet jsou uchovany pozice nejvyssich hodnot, pro kazdy pooling region. Pozice hodnoty
je ulozena do takzvané switch proménné. Pfi zpétném prichodu unpooling operace vyuziva
této proménné pro umisténi rekonstrukce z vyssi vrstvy na spravné misto, aby zachoval
spravnou strukturu.

Rectification: Konvoluéni sité vyuzivaji funkci ReLU Obr. 2.5 pro zavedeni nelinearity.
Tato funkce zarucuje, ze mapy priznaku jsou vzdy kladné. Pro obdrzeni validni rekonstrukce
je i v opa¢ném sméru zapotiebi aplikovat ReLU funkci.

Filtering: Konvoluéni sité vyuzivaji naucené filtry pro konvoluci s mapou priznakii z pre-
deslé vrstvy. Pro priblizny invertovani je v DeconvNet vyuzita konvoluce se stejnym, ale
transponovanym, filtrem. Filtr je aplikovan na rektifikované mapy, a ne na vystup nizsi
vrstvy.

0.10.2|1.3|-0.1

-0.7(-0.3(-0.5| 0.5

max pooling
0.4 |-0.8
X | X
0.9 |-0.2
0 [1.3]|0.2]| 0
X X
0 0 0 0
unpooling Uchovani pozic
0 0 (switches)
11| 0

Obrazek 3.2: Max Pooling.



Na obrazku 3.3 je ukdzana konvoluce s 3x3 kernelem a nastavenym krokem 2. Vsechny
hodnoty vyskytujici se v zeleném ¢tverci jsou vynasobeny filtrem konvoluce a poté secteny
do vysledného ¢isla, které je zapsano do vystupu. Poté je kernel posunut dédle o predem
definovany krok a dalsi hodnota mapy piiznakl je vypoctena.

Konvoluce

vystup 2x2
vstup 5x5

Obrazek 3.3: Konvoluce u Forward-pass.
Na obrazku 3.4 je ukdzina dekonvoluce. Vstup 2x2 a je rozvzorkovan do vystupu 5x5.
Konvoluén{ kernel je vazen s kazdou vstupni hodnotou zvlast a poté je zapsan do vysledné

mapy priznakt, kde presahujici hodnoty jsou secteny.

Dekonvoluce

-
I
-

- -
= o
-

vstup 2x2

vystup 5x5

Obrézek 3.4: Konvoluce u Backward-pass.
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3.2 Guided Backpropagation

Metoda Guided Backpropagation [7] vychézi z metody Deconvolution [8] a to lehkou modifi-
kaci. Tento ptistup lze aplikovat na sirsi skalu struktur neuronovych siti a vede k presnéjsim
rekonstrukeim, zejména z vyssich vrstev.

Vizualizac¢ni koncept dekonvoluce ve vyssich vrstvach CNN lze shrnout néasledovné. Pre-
dana vyssi vrstva mapy priznakt jde, diky obracenému toku dat, pfes neurony aktivace
v dané vrstvé, az k vstupni vrstvé pixeld. Typicky je jeden neuron ve vyssi vrstvé nenulovy.
Poté vysledna rekonstrukce, vyobrazena na obrazku, ukaze, v jakych mistech obrazu byl
neuron nejvice aktivovan. Pro rekonstrukeci obrazu pres max pooling musi byt nejdrive pro-
veden Forward-pass pro uchovani switches, pozice maxima kazdého pooling regionu. Tyto
hodnoty jsou poté vyuzivany pro dekonvoluci. Tim se metoda vice zaméfuje na obraz nez
na naucené priznaky.

Forward-pass

110
Vstupni obraz f° ! fLt £
312
Backward-pass Mapa piiznaku
Rekonstruovany o
obraz R° R! RL-t S R

Obrézek 3.5: Schéma Forward-pass a Backward-pass [7].

Architektura Guided Backpropagation neobsahuje max-pooling a tim dokaze "dekon-
volovat" bez ulozenych switches a tim padem vystup neni podminén vstupnim obrazem.
Timto zpusobem lze dokazat co se vrstvy skuteéné naucily a vysledné rekonstrukce je mno-
hem presnéjsi, hlavné z vyssich vrstev. Max-pooling je nahrazeno konvoluéni vrstvou se
zvySenym krokem bez ztraty presnosti u rozpoznavani obrazti. Pro rekonstrukci vizuali-
zace priznakl obrazu je u obou metod zapotiebi predat vstup CNN az po zvolenou vrstvu
Obr. 3.5. VSechny negativni hodnoty jsou nastaveny na 0 a poté je mapa priznaku predana
Backward-pass, pro celkovou rekonstrukei.

Dilezitou roli hraje v rekonstrukci Backward-pass, kde se musi vyzit ReLU funkce
nelinearity. Ve Forward-pass byly vSechnu negativni hodnoty nastaveny na 0, coz je vidét
v levém hornim rohu obrazku 3.6.

1]-1]15 11015 ‘ . ol3lo 21 3]-1

Forward pass: 2|-5]-7 2lolo Backward pass: 5lolt o3t
deconvnet

-3]1214 0|2]|4 2|10]3 2|-1]13

, 4 Ko 2 2|31 Backward pass: 0j0jo -2|13]-1

oackpropagaton 61001 < [613[H]  gudea 6[o[o] < [¢]-3[1

pag 0-113 21-113 backpropagation | g || 3 2113

Obrézek 3.6: Porovnani Backward-pass pruchodu [7].
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P1i pouziti metody backpropagatin, popsana v sekci 2.4, jsou pouzity pouze gradienty
z Forward-pass pro maskovani hodnot v Backward-pass. Diky tomu jsou nastaveny hod-
noty na nulu pouze na pozicich, které byly negativni pfi Forward-pass, jak lze vidét ve
levém spodnim rohu obrazku 3.6. Poté se gradient pfiznaku ¢ v [ vrstvé znacen jako Rﬁ
vypocita rovnici

R\ = o(:}) - R, (3.1)

kde Réﬂ = 0dv/ 8a§+1 a a" znadi aktivaci nejvyssi vrstvy. o(2}) je aktivaéni ReLU
funkce.

P1i pouziti metody deconvolution, popsana v sekci 3.1, je vyuzita ReLLU funkce na
vrchni gradient. Hodnoty které jsou ve vrchnim gradientu negativni jsou nastaveny na 0,
jak 1ze vidét v pravém hornim rohu obrazku 3.6. Gradient pro metodu deconvolution je pak
vypocitan rovnici

R = o(R™Y) . RIFL, (3.2)

Pro metodu guided Backpropagation jsou tato dvé pravidla spojena do jednoho celku.
Metoda vyuziva jak spodnich, tak vrchnich gradientt vypocitanych pres ReLU funkci ne-
linearity. Hodnoty jsou poté nastaveny na 0 pokud alespon jeden z gradientu obsahuje
hodnotu 0 na dané pozici, jak lze vidét v pravém spodnim rohu obrazku 3.6. Gradient se
poté spocitd rovnici

Rl = o(R™Y) . (2} - RIHL (3.3)

Metoda se nazyva guided, protoze pridava dalsi navadéci signal z vyssich vrstev do
obvyklé metody backpropagation.
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3.3 Class Activation Mapping

V roce 2016 byla navrzena nova metoda vizualizace pojmenovana Class Activation Mapping
(CAM) [9]. Metoda je schopné vytvorit tepelnou mapu oznacujici dulezité oblasti ve vstup-
nim obrazku, které vedou k rozhodnuti sité pro danou tiidu. Tato metoda lze aplikovat
pouze na plné propojené CNN, které vyuzivaji global average pooling a funguji bez jakéko-
liv plné propojené vrstvy. llustrace rozdilu lze vidét na obrazku 3.7.

PIné propojena vrstva Global average pooling

@ —
@ —

_—
@ —
@ —>
Mapa pfiznaka pramérovani

Zplosténi Vystup (averaging) Vystup
(Flatten)

/L

0000

Mapa pfiznakt

Obrazek 3.7: Rozdil mezi plné propojenou vrstvou a global average pooling.

Jak je zndzornéno na obrazku 3.8, kde global average pooling je vystupem prosto-
rového pruméru mapy priznaku kazdé jednotky v posledni konvolu¢ni vrstvé. Pro vytvoreni
konecéného vystupu se pouzije vazeny soucet téchto hodnot. Podobné je vypocitany vazeny
soucet map funkci posledni konvoluéni vrstvy, pro ziskani aktivaéni mapy tiid.

<200

Class
Activation
Map

[Australian tarriar)

+ W, «

Obrazek 3.8: Mapovani skére t¥idy metodou CAM [9].
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Podrobnéjsi vysvétleni je ukdzano na funkci softmax, kde vysledek global average
pooling proveden po posledni konvoluéni vrstvé je ziskan rovnici

a = 5 3 Filew), (34)
T,y

kde k je index urcujici neuron j v posledni konvoluéni vrstvé a Z je pocet pixelu. Pro
dany obraz je fi(z,y) aktivace jednotky k v prostorovém umisténi (x,y). Vstup do funkce
softmax, Se, je

S, = ngak, (3.5)
k

kde wj, je vdha dulezitosti odpovidajici k tfidé ¢ pro jednotku k. V podstaté wy, indikuje
miru dulezitosti aktivace aj pro tfidu c. Vystup funkce softmax pro tfidu ¢ je dan rovnici

exp(S,)

P = S exp(8)”

(3.6)

Hodnota biasu m& maly nebo zadny vliv na ovlivnéni presnosti klasifikace, a proto je na-
staven na 0. Po pfipojeni rovnice 3.4 do skére tiidy, S., je ddno rovnici

5e= Y wiy S i )
k

"E7y

1
= 2D Wiy (zy). (3.7)
k €,y
Definice mapy aktivaci t¥idy, M., pro t¥idu ¢, kde kazdy prostorovy prvek je dan vztahem
MIM(@,y) =Y wifile,y), (3.8)
k

kde M, pfimo ukazuje dulezitost aktivace v prostorovém umisténi (z,y) vedouci ke klasifi-
kaci obrazu do tfidy c. Z toho vyplivé, Ze plati S. = (1/Z) >, , Mc(z,y).

18



3.4 Grad-CAM

V roce 2017 byla predstavena metoda Gradient-weighted Class Activation Mapping (Grad-
CAM) [6], kterd zobecnuje metodu CAM [9], jelikoz metoda CAM je omezena v pouziti
pouze na plné konvolu¢ni neuronové sité. Grad-CAM lze pouzit na podstatné Sirsi skalu
neuronovych siti, véetné béznych konvolu¢nich neuronovych siti s plné propojenymi vrst-
vami na konci. Autofi metody Grad-CAM [6] uvedli:

“Konvoluéni vrstvy prirozené zachovavaji prostorové informace, které se v plné
propojenych vrstvich ztriceji, takze lze o¢ekavat, ze posledni konvoluéni vrstvy
budou mit nejlepsi kompromis mezi sémantikou na vysoké trovni a detailnimi
prostorovymi informacemi. Neurony v téchto vrstvach hledaji v obraze séman-
tické informace specifické pro danou t¥idu (feknéme ¢ésti objektu). Grad-CAM
vyuziva informace o gradientu proudici do posledni konvoluéni vrstvy CNN
k pritazeni hodnot dilezitosti jednotlivym neuronim pro konkrétni zajmové
rozhodnuti.”

Za ucelem ziskani tiidné-diskriminacni lokalizacni mapy Grad-CAM L¢ 4 cam € R**
$irky u a vysky v pro libovolnou tfidu ¢, vypocitame nejprve gradient skére pro tridu ¢, y.
(pfed softmaxem), vzhledem k aktivaci pfiznakové mapy fx konvoluéni vrstvy. Gradienty
jsou globalné zprumérovany (global average pooling) pres rozméry Sitky a vysky, aby se
ziskaly vahy dulezitosti neuronii:

N

1 oy*
(= S 3.9
=72 2 e (39

kde prvni ¢ast reprezentuje global average pooling a druhd ¢ést gradient skore y. (pied
softmaxem) vzhledem k hodnoté mapy priznaku f; na pozici (z,y). Poté je provedena
vazena kombinace doprednych aktiva¢nich map a nasledné pomoci ReLU ziskdme

L&rag-cam = ReLU (Z Oéifk) : (3.10)
K

Vysledkem je hrubé tepelnd mapa stejné velikosti jako konvoluéni mapy prvka.
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3.5 Guided Grad-CAM

Grad-CAM sice rozlisuje tfidy a lokalizuje relevantni oblasti obrazu, ale postrada schop-
nost zvyraznit jemné detaily jako metody, vizualizujici gradienty v pixelovém prostoru,
Deconvolution popsana v sekci 3.1 a Guided Backpropagation popsana v sekci 3.2. Guided
Backpropagation vizualizuje gradienty vzhledem k obrazu, kde jsou negativni gradienty piti
zpétném Siteni pres vrstvy ReLU potlaceny. Intuitivné je cilem zachytit pixely detekované
neurony, nikoliv ty, které neurony potlacuji.

Proto byla predstavena metoda Guided Grad-CAM [6], kterd se snazi spojit nejlepsi
aspekty z Guided Backpropagation a Grad-CAM. Z hrubé tepelné mapy nelze detekovat
proc¢ sit predpovida konkrétni pripad dané t¥idy. Pro nejlepsi vysledek jsou slouc¢eny metody
Guided Backpropagation a Grad-CAM pomoci Hadamardového soucinu pro ziskani nej-
lepsich aspekti obou metod. Tepelnd mapa L¢, .4 can Pred provedenim Hadamardového
souéinu, je nejprve prevzorkovan na rozliSeni vstupniho obrazu pomoci bilinedrni interpo-
lace. Obrazek 3.9 znazornuje toto slouceni. Tato vizualizace ma vysoké rozliSeni a zaroven
je tridné diskriminacni.

Guided Backpropagation

Rektifikované mapy . .
pFiznakii CNN Aktivace plné

Gunded Backpropagation
, propojené vrstvy

Guided Grad-CAM

1€ | semafor

Yy

Obrazek 3.9: Prehled metody Guided Grad-CAM s vlastnimi vysledky z datasetu MS COCO.

20



Kapitola 4

Dataset Microsoft COCO

Jednim z hlavnich cili pocitacového vidéni je porozumét vizualnim scéndm. Porozumeéni
scény zahrnuje fadu ukold véetné rozpoznani pritomnych objektid, lokalizace objektt ve
2D a 3D, urceni atributti objektii a scény, charakterizace vztahti mezi objekty a poskytnuti
sémantického popisu scény. Microsoft COCO (MS COCO) [2] je rozsdhly datovy soubor,
ktery se zabyva tfemi zdkladnimi vyzkumnymi problémy v porozuméni scény: detekce ne-
ikonickych pohledt na objekty, kontextové uvazovani mezi objekty a presna 2D lokalizace
objektti. Dataset se také zaméruje na segmentaci jednotlivych instanci Obr. 4.1.

a) klasifikace obrdzki b) lokalizace objektl c) sémantickd segmentace d) segmentace jednotlivych
instanci (MS COCO)

Obrazek 4.1: Obrazek zndzornujici klasifikaci, lokalizaci a segmentaci [2].

Obrazky

Obrazky jsou prevzaty z datové sady 2017 Train images. Jelikoz datova sada je rozsahla,
bylo vybrano 30 obrazki z péti ruznych kategorii, nad kterymi byly provedeny testy.

Anotace

V této praci byla vyuzita anotace instances_train2017. json, kterd uchovava adaje o kaz-
dém obrazku z tréninkové sady 2017 Train images. COCO uklada anotaci ve formatu
JSON, ktera se skldda z péti zakladnich slozek: info, licenses, images, annotations,
categories.

Info obsahuje standardni informace/popis obrazki. Images vSechny podrobnosti o kaz-
dém jednotlivém obrazku. Licenses sestava z licence platné pro tento obraz. Categories
obsahuji seznam vsech obrazkua s jedine¢nym id a jeho superkategorii. Datova sada COCO
obsahuje celkem 91 kategorii a 11 superkategorii. Annotations se sklid4 z segmentation,
iscrowd, image_id, category_id, id, bbox a area. Z anotace je vyuzita segmentace,
obsahujici seznam vrcholi polygonu, kterd urcuje umisténi tiidy v obrazku.
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Kapitola 5

Vyhodnoceni metod

5.1 Zakladni myslenka

7 datové sady MS COCO je vybrano nékolik tiid. Experimenty jsou provadény na predem
natrénovanych CNN z knihovny PyTorch, kde jejich natrénovani bylo provedeno na datové
sadé ImageNet. Kvuli odlisnosti datovych sad je zapotiebi zvolit takové t¥idy, které jsou
zastoupeny v obou datovych sadach. Z datové sady COCO byly vybrany obrazky, které mély
v anotaci vyskyt vybranych tiid. Kazda anotace poskytuje segmentaci konkrétni t¥idy. Tato
segmentace je hlavnim klicem k vyhodnoceni, jelikoz presné definuje, v jakém misté se tfida
nachézi. Diky tomu lze urcit, zdali metoda zobrazuje aktivace spravného mista na vstupni
pixelové vrstve.

Vypocet je zaloZzeny na jednotlivych aktivacich (gradient) pixelt vstupni vrstvy. Pro
ziskani celkové energie jsou sec¢teny mocniny hodnot. Vypocet je ekvivalentni k vypoctu
energie diskrétniho signalu, E = Y |z[n]|%. Pro ziskan{ energie dané t¥{dy je vyndsobena
vstupni pixelova vrstva maskou dané tiidy. Tim jsou ziskdny hodnoty gradientu aktivujicich
danou tridu. Pro porovnani, jak moc byla energie koncentrovana do mista vyskytu tridy, je
vyjadrena podilem energie mista tiidy s celkovou energii.

Testy jsou provadény na vice typech CNN aby vysledky nebyly ovlivnény konkrétni
strukturou CNN. Proto byly vybrany 4 typy CNN, na kterych byly testy provedeny. Je-
likoz datova sada MS COCO poskytuje obrazky v libovolném rozliseni, byly provedeny dveé
sady testovani. Prvni sada pfedala na vstup CNN origindlni velikost obrazku. Poté byly
vypocteny jednotlivé metody a vysledky byly uchovany. Druhd sada byla testovina na stej-
nych obrézcich, ale jejich veliost a pomér stran byl nastaven na jednu hodnotu a to 1:1
s rozlisenim 224x224 pixeld. Zména velikosti zkouma vliv velikosti obrazku na vysledek.
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5.2 Vypocet energie

Rovnice pro vypocet energie obrazku i je definovana

Ecelk = Z |Ii($7y)|27 (51)
"E7y
"E7y

Ee;; znacni celkovou energii obrazku. F znadi energii v daném misté t¥idy vyskytujici
se na obrazku, které je urceno segmentaci ziskanou z anotace datové sady MS COCO. [
vyjadfuje vstupni pixelovy prostor obrazku i s vypocitanymi gradienty dané metody. M
vyjadfuje masku vstupniho pixelového prostoru, kterda urcuje kde se na obrazku nachazi
pozadovana t¥ida (na mistech kde se dana t¥ida vyskytuje je hodnota nastavena na 1, jinde
na 0). Maska byla dilatovana, o ptiblizné 20 %, aby bylo docileno zvétSeni prostoru vyskytu
obrazku a zachycen i prostor oblasti hran. x a y jsou indexy prostorového umisténi.

5.3 Vyhodnoceni

Koncentrace energie je vypoctena rovnici

E

P = ,
Ecelk

(5.3)

vyjadrujici jakou koncentraci z celkové energie aktivace bylo vynalozeno danou tfidou. Pri
vynasobeni koncentrace P+ 100 [%] ziskdme kolik procent segmentace dané tiidy je za-
stoupeno v rozhodovani CNN o skutecnosti, ze se dana trida na obrazku nachazi. Vysledny
hodnoty byly vyhodnoceny a vyobrazeny v grafu, kde 1ze vidét jakd metoda byla nejuspés-
néjsi.
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Kapitola 6

Implementace

6.1 Pouzité technologie

Pro implementaci byl vyuzit programovaci jazyk Python'. Verze jazyka Python je doporu-
Cena od verze 3.6 vyse. Nizsi verze nejsou podporované ostatnimi knihovnami, které jsou
v praci vyuzivany.

Celd prace stoji na knihovné PyTroch”. PyTorch je open source knihovna pro strojové
uceni zalozend na knihovné Torch, kterd se pouziva pro aplikace, jako je pocitacové vi-
déni a zpracovani prirozeného jazyka, kterou vyvinula predevsim laborator AI Research
(FAIR) spolecnosti Facebook. Jednd se o svobodny software s otevienym zdrojovym ké-
dem vydany pod upravenou licenci BSD. Dalsi diilezitou knihovnou je NumPy’. NumPy je
knihovna, kterd poskytuje infrastrukturu pro préci s vektory, maticemi a obecné vicerozmeér-
nymi poli. Dale byla vyuzita knihovna OpenCV*. OpenCV je dalsi softwarova knihovna s ote-
vienym zdrojovym koédem pro pocitacové vidéni a strojové uceni, kterda obsahuje vice nez
2500 optimalizovanych algoritmt. Dale bylo vyuzZito nastroje pycocotools®”. Pycocotools
je Python API, které pomdha pfi nacitani, analyze a vizualizaci anotaci v COCO. Ostatni
vyuzité knihovny jsou pomérné znamé a neni zapotrebi k nim nic dalsiho uvadét. Jedna se
o knihovny matplot1ib’, pandas’ a seaborn®. Také bylo vyuzito nékolika Python modulii:
sys, 0s, json a argparse.

"https://www.python.org/

*https://pytorch.org/

Shttps://numpy.org/

“https://opencv.org/
“https://github.com/cocodataset/cocoapi/blob/master/PythonAPI/pycocotools/coco.py
Shttps://matplotlib.org/

"https://pandas.pydata.org/

Shttps://seaborn.pydata.org/
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6.2 Metody

Celkové Teseni je provedeno v objektové orientované terminologii. Kazda z metod je zastou-
pena jednou tfidou, kterd dédi z t¥idy Nets. VSechny metody jsou vypocteny nad posledni
vrstvou kazdé CNN. Posledni vrstvy jsou ulozeny a ziskany z datového JSON souboru. Je
nutno podotknout, ze v rdmci celého feseni této prace a v souladu s vyuzitim stejnych tech-
nologii, byla ¢ast implementace metod pievzata od uzivatele kazutol011". Do implementace
prevzatych ¢asti bylo zasahovano a byly upraveny podle potfeb prace.

Nets

Trida Nets je zdkladni tridou vsech metod. Jelikoz v praci se pracuje s predem nadefi-
novanymi CNN z importovaného balicku models knihovny PyTorch, které maji podobné
architektury (vSechny vyuzivaji aktivaéni ReLU funkei, obsahuji average pooling vrstvu
atd.), lze pro cely program vyuzit jednu vseobecnou t¥idu, kterd definuje zdkladni funkce
kazdé metody.

1 class Nets(nn.Module):
2 def _init_ (self, model):
3 super(Nets, self).  init ()
4 .model = model
5 hooks = []
6
7 def get_ tensor_with_activated_ class(self, class_index):
8 activated_ class = torch.zeros like(self.inputs)
9 activated_ class.scatter (1, class_index, 1.0)
10 return activated class
11
12 def forward(self, image):
13 .nputs = self.model(image)
14 .outputs = func.softmax(self.inputs, dim=1)
15 return .outputs.sort(dim=1, descending=True)
16
17 def backward(self, class_ index):
18 grad = .get__tensor_with_activated_ class(class_index)
19 .model.zero grad()
20 .nputs.backward(gradient=grad, retain_ graph=False)
21
22 def clear(self):
23 for hook in .hooks:
24 hook.remove()
25 del .inputs, .outputs

Inicializa¢ni funkce, init_, ulozi typ CNN do t¥idni proménné a inicializuje promén-
nou hooks. Funkce get_ tensor with_activated_ class vrati pozadovanou aktivovanou tiidu,
podle které se bude provadét zpétna propagace. Index je urcen podle nazvu tiidy z datové
sady ImageNet, kterd obsahuje 1000 trid. Tiidy a jejich nazvy jsou uloZeny v datovém JSON
souboru. Funkce forward provede dopiedny priichod CNN pro ziskani aktivaci t¥id, které
jsou serazené sestupné podle predpovédi sité. Funkce backward provede zpétny prichod siti
pro ziskani gradienttl pozadované tiidy. Funkce clear vymaze pamét po vypocitani metody,
aby mohla byt vypoctena dalsi.

“https://github.com/kazuto1011
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Volani metod

Kazda z metod je v modulu methods.py voldna podobné. Nejdrive je provedena iniciali-
zace metody s predanim typu sité. Poté je proveden dopredny priichod CNN pro ziskani
predpoveédi sité aktivaci tiid. Poté je proveden zpétny priichod pro vypocteni gradientu po-
zadované tridy. Tridy metod se muzou lisit ve vraceni gradienti, a proto je u kazdé metody
volana prislusnd funkce pro vraceni. Poté jsou ziskané gradienty ulozeny, pomoci funkci
save_result nebo build_grad cam. Hodnoty jsou uloZeny ve formatu png pro vizualizaci,
kde jsou gradienty upraveny do odstinu sedé. Hodnoty jsou uloZeny také ve formatu npy,
kde gradienty nejsou nijak upraveny a slouzi pro vypocty. V posledni fadé jsou vymazany
data, ktera byla vytvorena metodou, pomoci funkce clear.

bp = BackPropagation(model=model)
p, img_ classes = bp.forward(img)

numpy_img_classes = img classes[0].cpu().numpy()

index = np.where(numpy_img classes == int(class_ dict[class_name]))[0][0]
class_index = img classes[:, [index]]

0 O O W+

9 bp.backward(class index=class index)
10 gradients = bp.return gradients()

11

12 save_result(filename=filename,

13 img name=img name + "—back_propagation",
14 gradients=gradients[0], save=save)

15

16 bp.clear()

Prvnim dopfednym prichodem jsou ziskany data o aktivaci tiid. Tato data jsou zapotiebi
ziskat pouze jednou pro dany obrazek. Ze ziskanych dat je vybran index, class index,
pozadované tiidy, ktery je pouzit pro funkci get_ tensor with_activated_ class tfidy Nets.
Tento index je poté vyuzit u vSech metod.

Backpropagation

Trida Backpropagation je ze vSech t¥id nejjednodussi. Funkce forward provede dopredny
prichod sité s nastavenym parametrem requires grad , ktery zaznamenava vSechny ope-
race provedeny nad danym obrazkem. Zpétny pruchod je definovan v tridé Nets. Funkce
return_ gradients vrati vypoctené gradienty a vynuluje t¥idni proménnou, ktera je obsaho-
vala.

class BackPropagation(Nets):
def forward(self, img):
.img = img.requires_grad_ ()
return Nets.forward(self, self.img)

def return_ gradients(self):
gradient = self.img.grad.clone()
.img.grad.zero_ ()

1
2
3
4
5
6
7
8
9 return gradient
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Deconvolution

Ttida Deconvolution je témér identicka k tiidé Guided Backpropagation. Vyuziva se re-
gistrace zpétného hooku. Hook miize registrovat funkci na Modulu nebo Tensoru. V metodé
je vyuzit backward hook, ktery je aktivovan pfi zpétném priachodu. Hooky umoznuji pro-
vadeét véci béhem Sifeni. Jedné se v podstaté o funkci, ktera se vykona pri zpétném, nebo
dopredném priuchodu. Funkce standardné neméni gradienty. Je-1i vSsak vracena pomoci pii-
kazu return, vracend hodnota bude vystupem gradientu.

1 class deconvnet(Nets):
2 def _init_ (self, model):
3 super(deconvnet, self).  init  (model)
4
5 def backward _hook(module, grad__in, grad_ out):
6 if isinstance(module, nn.ReLU):
7 return (func.relu(grad_out[0]),)
8
9 for module in self.model.named modules():
10 hook = module[1].register backward hook(backward hook)
11 .hooks.append (hook)
12
13 def forward(self, img):
14 .img = img.requires_grad_ ()
15 return Nets.forward(self, self.img)
16
17 def return_ gradients(self):
18 gradient = self.img.grad.clone()
19 img.grad.zero_ ()
20 return gradient

Funkce backward_hook je definovand v inicializaci metody. Funkce detekuje vSechny ReLU
moduly CNN v zpétném Sifeni. Pri zaregistrovani je vyuzit parametr grad_ out, ktery ob-
sahuje gradienty ztraty vzhledem k vystupu vrstvy a tim jsou eliminovany negativni gra-
dienty a preskocen vypocet Backpropagation Obr. 3.6. Funkce forward provede dopiedny
prichod CNN. Funkce return_ gradients vrati vypoctené gradienty metody.
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Guided Backpropagation

Trida Guided Backpropagation pracuje na stejném principu jako Deconvolution. Jediny
rozdil je ve funkci backward hook, kde je misto parametru grad_out vyuzit parametr
grad__in, ktery obsahuje vsechny informace potifebné pro dopredny prichod. Tim vymaze
vSechny negativni gradienty a provede vypocet Backpropagation. Tim jsou spojeny vy-
stupy metod Backpropagation a Deconvolution Obr. 3.6.

1 class guided_back(Nets):
2 def _init_ (self, model):
3 super(guided_ back, self).  init_ (model)
4
5 def backward _hook(module, grad__in, grad_ out):
6 if isinstance(module, nn.ReLU):
7 return (func.relu(grad_in[0]),)
8
9 for module in self.model.named modules():
10 hook = module[1].register backward hook(backward hook)
11 .hooks.append (hook)
12
13 def forward(self, img):
14 .img = img.requires_grad_ ()
15 return Nets.forward(self, self.img)
16
17 def return_ gradients(self):
18 gradient = self.img.grad.clone()
19 img.grad.zero_ ()
20 return gradient

Funkce forward provede doptfedny prichod CNN. Funkce return_ gradients vrati vypocitané
gradienty metody a vynuluje tfidni proménnou.
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Grad-CAM

Trida Grad-CAM je nejrozsdhlejsi tfidou. Tiida generuje tepelnou mapu cam, kterd vyzna-
Cuje misto vyskytu tridy. Pii inicializaci metody jsou deklarovany proménné self.gradients,
kterd uchovava gradienty metody a self.activations, kterd uchovava aktivace. Proménna
self.target_ layer uréuje vrstvu/modul CNN, podle kterého ma byt provedena vizualizace.
Funkce save gradients a save activations ukladaji gradienty a aktivace. Cyklus prochazi
vsechny moduly CNN a aplikuje hook pouze na modul, ktery byl zadan.

1 class grad_cam(Nets):

2 def _ init_ (self, model, target_ layer=None):

3 super(grad__cam, self).  init__ (model)

4 self.gradients = ||

5 self.activations = ||

6 self.target layer = target layer

7

8 def save_ gradients():

9 def backward hook(module, grad__in, grad_ out):
10 self.gradients = [grad_in[0]] 4 self.gradients
11 return backward hook
12
13 def save_activations():

14 def forward _hook(module, input, output):

15 self.activations.append (output)

16 return forward hook

17

18 for name, module in self.model.named modules():
19 if name == self.target_layer:

20 self.hooks.append (module.register forward hook(save activations()))
21 self.hooks.append (module.register backward hook(save gradients()))
22

23

24 def create(self, img_shape):

25 activs = self.activations[—1].cpu().data.numpy ()0, :]
26 grads = self.gradients[—1].cpu().data.numpy()[0, ]
27 cam = np.zeros(activs.shape[l:], dtype=np.float32)
28 weights = np.mean(grads, axis=(1, 2))

29

30 for i, w in enumerate(weights):

31 cam += w * activs[i, :, ]

32

33 cam = np.maximum(cam, 0)

34 cam = cv2.resize(cam, img shape)

35 cam = cam — np.min(cam)

36 cam = cam / np.max(cam)

37

38 del self.gradients, self.activations

39

40 return cam

Funkce create vytvori samotnou tepelnou mapu cam z hodnot gradientti a aktivaci prichodu
CNN. Jelikoz tepelnd mapa je stejné velikosti, jak vrstva, na kterou byla metoda aplikovana,
musi byt zménéna jeji velikost pomoci knihovny cv2 na velikost vstupni pixelové vrstvy.
Funkce poté vraci gradienty tepelné mapy metody.
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Guided Grad-CAM

Metoda Guided Grad-CAM nepotiebuje vlastni t¥idu, jelikoz vysledek metody je soucin vy-
stupti metod Guided Backpropagation a Grad-CAM. Jediny problém je v nastaveni stejnych
dimenzi objektu tenzor. V implementaci je vystup Grad-CAM jiné dimenze a proto je zapo-
tTebi, pomoci funkce reshape, dimenze upravit do stejného tvaru, jako ma vystup metody
Guided Backpropagation.

1 cam = torch.tensor(cam)

2 cam = torch.reshape(cam, (1, 1, img.shape[2], img.shape[3]))
3

4

guided_ grad_ cam_ grads = torch.mul(cam.cpu(), guided_back_grads.cpu())

Po upraveni dimenzi jsou gradienty metod vynasobeny pomoci Hadamardového soucinu.
Vysledkem soucinu je vystup metody Guided Grad-CAM.

6.3 Vyhodnoceni metod

Implementace vyhodnoceni metod je rozdélena do dvou modulli: experiments.py a graphs. py.
Tyto moduly obstarivaji vypocet a vyhodnoceni vysledku nad ziskanymi gradienty metod.

experiments.py: Modul obstarava vypocet energie, popsan v sekci 5.2. Pro efektivnéjsi
praci s anotaci MS COCO bylo vyuzito knihovny pycocotools, ktera usnadnuje praci s ano-
taci. Vypocet je proveden pro kazdou metodu a nad kazdym obrazkem datové sady. Vy-
sledky jsou poté zapsany do JSON souboru exp.json. Struktura exp.json souboru je
rozdélena podle velikosti obrazku a to na origindlni a zménénou (resized) velikost. O da-
ném obrazku uchovava jeho id, t¥idu, metodu které se dané vysledky tykaji, CNN nad
kterou byla metoda obrazku vypoctena, P znacici koncentraci energie, E pro energii mista
tr¥idy a E_celk pro celkovou energii obrazku.

graphs.py: Modul z vypoctenych hodnot modulu experiments.py vytvori grafy pro vizua-
lizaci vysledku. Jelikoz soubor s vysledky obsahuje nékolik set az tisict vysledku, je vyuzita
knihovna pandas pro praci s datovymi ramci. Do datového ramce jsou nacteny vsSechny
vysledky a pomoci knihovny seaborn a matplotlib jsou vykresleny grafy nad celou sadou
vysledkt. Grafy jsou ulozeny ve formatu png a eps.
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Kapitola 7

Experimenty

Cilem prace bylo porovnat jednotlivé metody vizualizace. Vyhodnoceni bylo provedeno na
zasadé vypoctu energie obrazu z dané datové sady a poté vypocitdnim koncentrace energie
v misté vyskytu tridy. Hodnoty byly zprimérovany a vyobrazenu na grafu 7.6. Vyhodnoceni
bylo provedeno i po vizualiza¢ni strance a vysledky jednotlivych metod byly ulozeny ve
formé .png. Metody by mély dat clovéku podnét toho co vidi a podle ¢eho se pocitacové
vidéni rozhoduje. Z matematické stranky lze lépe usoudit kterd metoda je vizualizac¢né
presnéjsi, ale nedokaze presné urcit, které ¢asti obrazu nejvice ovlivnili vysledek.

Implementace byla provedena pro moznost vyuziti nékolika riznych CNN. Diky této
flexibilité 1ze vyloucit ovlivnéni vysledkt Spatnou konstrukei CNN. Dalsim faktorem, ktery
byl v praci bran v potaz je velikost obrazu. Jelikoz obrazky z datové sady byly brany
nahodile a kazdy z obrazkt mize mit jiné rozméry, byly metody pocitany na dvou rtznych
rozmérovych sad vstupnich obrazkl. Prvni sada byla pocitana na zdkladni velikosti obrazki.
Druhé sada byla pocitana na zménéné velikosti vstupniho obrazku na fixni rozméry 224x224
pixelt. Timto byl zkouman vliv velikosti vstupnich dat na vyslednych hodnotéch.

31



Backpropagation

U metody Backpropagation lze vidét aktivaci v misté vyskytu dané tridy, avSak nelze
presné urcit z jakych faktort se dand CNN rozhodla o vyhodnoceni konkrétni tiidy. Pti
zobrazeni metody nelze rozpoznat jaky objekt se na obrazku vyskytoval a lze vysledek po-
rovnavat pouze se vstupnim obrazkem, a to s informaci o tiidé, které se vysledek tyka.
Na obrazku 7.1 lze vidét prevaha Sumu nez konkrétnich priznakt tridy. Vizualizaci po-
moci metody Backpropagation nelze dostat privétivych vysledkt podle kterych by se daly
jednoduse a presné urcit priznaky dulezité k rozhodnuti.

Vas
Backpropagation o -

Obrazek 7.1: Graficka ukazka metody Backpropagation detekujici tfidu semafor.

Deconvolution

U metody Deconvolution jsou vysledky lepsi a lze rozpoznat, co se na vstupnim obrazku
vyskytovalo. Stale ovSem prevazuje Sum a metoda presné neukazuje ptiznaky, podle kterych
se CNN rozhodovala o vyhodnoceni dané tiidy. Z vysledki na obrazku 7.2 by mohl pozo-
rujici usoudit o detekci znacky, avsak metoda se snazila vizualizovat priznaky nalezici tiidé
semaforu. V misté semaforu stile nelze urcit konkrétni priznaky tiidy, a tak vizualizaci se
toho moc dozvédét neda.

Obrazek 7.2: Grafickd ukazka metody Deconvolution detekujici tf¥idu semafor.
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Guided Backpropagation

Metoda Guided Backpropagation prinasi podstatné lepsi vysledky. Ve vizualizaci vysledné
metody jiz neprevazuje Sum a lze vidét konkrétni mista a detaily obrazku, které pro danou
CNN byly dtlezité k rozhodnuti o dané tridé Obr. 7.3. Stéle lze vidét i aktivace mist,
které se dané tridy netykaji a pro tfidu semafor se zvyraznila i mista v oblasti znacky. Pri
opominut{ aktivaci na vice mistech lze z vizualizace poukézat na hlavni priznaky, podle
kterych se CNN rozhodla o vyhodnoceni tridy semafor.

Guided Backpropagation

Obrazek 7.3: Grafickd ukazka metody guided Backpropagation detekujici tfidu semafor.

Grad-CAM

U metody Grad-CAM je vyhodnoceni jiné. Metoda se nezaméruje na detaily piiznakt, podle
kterych se CNN rozhodovala, ale na konkrétni misto vyskytu dané tridy. Spojenim tepelné
mapy a vstupniho obrazu lze vizualizovat vyhodnoceni CNN o vyskytu dané tiidy Obr.
7.4. V oblasti, kde je tepelnd mapa ¢ervend az rudé se dana tiida vyskytuje a v ostatnich
oblastech se tepelna mapa zbarvuje do modré barvy. Z vizudlni stranky tak lze nejlépe
rozpoznat o spravnosti vyhodnoceni CNN o detekci dané ttidy, ale nepfinasi nam konkrétni
informace o rozhodnuti, pro¢ a podle ¢eho CNN danou tridu detekovala.

Obrazek 7.4: Grafickd ukazka metody Grad-CAM detekujici tfidu semafor.
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Guided Grad-CAM

Metoda Guided Grad-CAM vznikne spojenim metod Grad-CAM a Guided Backpropagation.
Spojenim presného vyskytu tiidy a zvyraznénim detailii 1ze nejlépe rozpoznat, jaké priznaky
CNN vyuzila k vyhodnoceni tridy na obrazku. Diky tepelné mapé jsou ostatni mista, kde
se trida nevyskytuje, potlacena a diky tomu je vysledek presny a zretelny Obr. 7.5.

o -

Obrazek 7.5: Graficka ukazka metody guided Grad-CAM detekujici tfidu semafor.

Matematické vyhodnoceni

Diky vypoctu celkové energie aktivace a jeji koncentrace v misté tiidy ziskanou pomoci
segmentace lze vypocitat procentualni tspésSnost kazdé metody. V tabulce 7.1 lze vidét
vysledky vypocti provedené pro tuto praci.

metody pocet zaznamt suma koncentraci prumeérnd koncentrace
Backpropagation 1440 310.17 0.215
Deconvolution 1440 177.30 0.123
Grad-CAM 1440 399.27 0.277
Guided Backpropagation 1440 403.22 0.280
Guided Grad-CAM 1440 676.19 0.470

Tabulka 7.1: Tabulka vyhodnoceni koncentrace energie.

7 tabulky lze vyc¢ist nazvy metod a k nim pocet zdznamt z kterych byly vypocitany vy-
sledné hodnoty. Sloupec suma koncentraci ukazuje celkovy soucet vsech hodnot P ziskanych
z vysledkid metod. Sloupec prumérnd koncentrace vyjadiuje pramérnou koncentraci kazdé
metody.

Na grafu 7.6 jsou tyto hodnoty graficky zndzornény. Z grafu jde vidét, ze nejlepsich vy-
sledki dosdhla metoda Guided Grad-CAM, kterd vznikla spojenim metod Grad-CAM a Guided
Backpropagation, které dosahly také velmi dobrych vysledki. Nejhiife se umistila metoda
Deconvolution.
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Obrazek 7.6: Graf koncentrace pro vsechny vypocitané hodnoty.

Zaveér experimenti

Vliv architektury CNN na vysledek Vliv architektury CNN mélo velky dopad na
hodnoty ziskanych vysledky, ale ne na potadi jednotlivych metod. Na grafu 7.7 lze vidét,
ze u kazdé CNN byla nejlépe umisténa metoda Guided Grad-CAM. Nejvétsi odlisSnosti mezi
CNN byly u metod Backpropagation a Deconvolution.

trida: all classes, velikost: original
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Obrazek 7.7: Graf koncentrace pro originalni velikost.
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Na obrazku lze vidét odlisnost architektur CNN. Kazda sit je natrénovana jinak a detekuje
jinad mista obrazu pro danou tfidu. Diky tomu jsou hodnoty odlisné pro kazdou tiidu a je
slozité vyhodnotit metody nad jednou tfidou. Na obrazku 7.8 lze vidét jak se jednotlivé
CNN lisi v detekci stejné tridy. Kazdé z pouzitych CNN dokéze detekovat stejné tridy, ale
s rozlisnou uspésnosti. Proto byly experimenty provedeny na nékolika riznych tiidach.

Guided Guided

Backpropagation Deconvolution Grad-CAM Backpropagation Grad-CAM

alexnet

resnetl52

squeezenetl_0

vggl9

Obrazek 7.8: Vizualizace pfiznak metodami pomoci rtiznych CNN.



Vliv rozméru obrazku na vysledek Zkouman byl také vliv velikosti vstupnich dat
na vysledcich danych metod. Na grafu 7.9 jsou ukdzany vysledky metod pro stejnou dato-
vou sadu jak na grafu 7.7, akorat vstupni data byla zménéna na velikost 224x224 pixeli.
7 porovnani lze vidét, ze vliv na vysledné hodnoty, zménou velikosti, byl pouze negativni.
Pomérové se hodnoty jednotlivych metod viaci sobé nijak nezménily, pouze se zmensily

sumy a pruméry koncentraci metod.

trida: all classes, velikost: resized
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Obrazek 7.9: Graf koncentrace pro velikost 224x224 px.
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Kapitola 8
Zaver

Cilem prace bylo porovnat metody vizualizace a ziskat povédomi o tom, co CNN vidi a podle
¢eho se rozhoduje pri vypoctu predikce jednotlivé tridy. Jelikoz existuje nékolik rtznych
metod, které slouzi pro vizualizaci, byly v této praci porovnany nékteré z nich. VSechny
metody, které se v praci vyskytly, disponuji spole¢nou vlastnosti, a to vypoctem zpétné
propagace na zakladé ziskanych gradientii. Na zakladé této vlastnosti byly metody vybrany,
aby jejich porovnéani bylo smysluplné.

Kazda metoda byla naimplementovana pomoci knihovny PyTorch s moznosti vypoctu
hodnot nad rtuznymi typy CNN. Metody byly testovany na datové sadé o 6 tfidach po 30
obrazcich ziskanych z datové sady MS COCO. Vysledné hodnoty jednotlivych metod byly
ulozeny do proménné numpy s kterou se poté provadéli vypocty. Po provedeni vypoctu
metod nad vsema obrazky z datové sady byla data pfipravena k porovnani.

Porovnani bylo provedeno pomoci ziskané segmentace, kterd byla ziskdana ke kazdému
obrazku z anotace MS COCO. Pomoci vypoctu celkové energie obrazku a energie koncentrace
obrazku, ziskana souc¢tem energie vyskytujici se v misté segmentace, bylo ziskdno procen-
tualni zastoupeni tiidy z celkové energie. Diky tomu bylo mozné prokazat, zdali jednotliva
metoda dokazala spravné detekovat tfidu na obrazku.

Pomoci vysledku ziskanych z vypocéti byla nejlépe vyhodnocena metoda Guided Grad-CAM,
kterd vznikla spojenim vysledkt metod Guided Backpropagation a Grad-CAM. Jeji pTes-
nost vykresleni piiznakl na vstupni pixelovou vrstvu je znatelné nejlepsi a detailné ukazuje
podle ¢eho se CNN rozhodla o predikci tiidy. V porovnani s ostatnimi metodami je jeji
vykonnost znatelné nejlepsi jak po vizudlni strance, tak po strance vyhodnoceni vypocta.

Diky moznosti vizualizace jednotlivych metod lze vidét do CNN a puvodni black box
se nyni otevira a uzivatel mize nahlédnout do vnitrni struktury CNN. Diky tomu je mozné
zlepsovat vykonnost CNN a upravovat jejich strukturu k dosazeni lepsich vysledku.
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