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znamu literatury.

V Olomouci dne . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .

podpis

4



Obsah
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1.1 Bayesova věta . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 10
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Úvod

Tato práce se zabývá základńımi pojmy bayesovské statistiky. Bayesovská sta-

tistika je jedńım z odvětv́ı statistiky, které je v dnešńı době populárńı. Jak už

z názvu vyplývá, tento př́ıstup využ́ıvá hlavně Bayesovu větu. Nejistota je zde

vyjádřena pomoćı podmı́něné pravděpodobnosti a při výpočtech vždy vycháźıme

z tzv. apriorńıho rozděleńı. Lze tedy spojit v́ıce zdroj̊u informaćı (apriorńı infor-

maci a data samotná) o dané události v jednom výpočtu.

V této práci se seznámı́me s pojmem bayesovská statistika a dozv́ıme se jej́ı

výhody či nevýhody a proč je tak obĺıbená. Připomeneme si základńı tvar Ba-

yesovy věty aplikované na konkrétńım př́ıkladu, pod́ıváme se na obecný postup

bayesovské inference a seznámı́me se s novými pojmy, které se v této oblasti

už́ıvaj́ı, jako je např́ıklad konjugované apriorńı rozděleńı.

Hlavńı část́ı této práce jsou odhady parametr̊u vybraných rozděleńı pravděpo-

dobnost́ı. Budeme odhadovat parametr θ u binomického rozděleńı Bi(n, θ) a pa-

ramer µ u normálńıho rozděleńı N(µ, σ2).

V kapitolách, kde se budeme věnovat daným rozděleńım, si vždy uvedeme

apriorńı rozděleńı odhadovaného parametru a poté odvod́ıme i aposteriorńı rozdě-

leńı. Nabyté znalosti z této části si ukážeme na př́ıkladech s reálnými daty, kde

inferenci provedeme pomoćı statistického softwaru R. Ten je už́ıván pro statistické

a grafické analýzy, umožňuje manipulovat s daty, provádět r̊uzné výpočty nebo

grafické výstupy. Jedná se jak o prostřed́ı, tak i o programovaćı jazyk. V oboru se

samozřejmě už́ıvaj́ı i jiné softwarové nástroje, jako např́ıklad Python. Seznámit se

s R v kontextu bayesovské statistiky ale neńı ztráta času, protože je ve statistické

komunitě obĺıbený.
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Kapitola 1

Seznámeńı s bayesovským
př́ıstupem

V prvńı kapitole se seznámı́me s bayesovskou metodikou, dozv́ıme se jej́ı

výhody a nevýhody, proč je v dnešńı době obĺıbená a v čem se lǐśı oproti kla-

sickému př́ıstupu. V této kapitole jsem čerpala ze zdroj̊u [3], [10], [11], [14], a

[21].

Ve statistice můžeme využ́ıt dvou hlavńıch př́ıstup̊u, klasické (frekventistické)

statistiky nebo bayesovské statistiky. Bayesovský př́ıstup už́ıvá apriorńı informaci

o datech. Bayesova věta nám dovoluje využ́ıt oba zdroje informaćı (data i apriorńı

informaci) a potom se dále
”
učit“ z předchoźı zkušenosti. Např́ıklad aposteriorńı

pravděpodobnosti, resp. aposteriorńı rozděleńı, můžeme v daľśım kroce využ́ıt

jako apriorńı. Bayesovský př́ıstup je výbornou alternativou i v situaćıch, když si

jiný př́ıstup neumı́ poradit s malým rozsahem výběru.

Protože ve statistice pracujeme vždy s nejistotou, muśıme ji umět vyjádřit i

pro toto odvětv́ı. K vyjádřeńı nejistoty bayesovský př́ıstup využ́ıvá podmı́něnou

pravděpodobnost, která se přibližuje k běžnému užit́ı slova pravděpodobnost

(slovo
”
pravděpodobnost“ u klasického př́ıstupu je bráno jako objektivńı vlast-

nost). Nejistotu lze vyjádřit př́ımo pomoćı rozděleńı pravděpodobnost́ı, což je pro

nás výhodné. Rozděleńı pravděpodobnost́ı nám ř́ıká, jaké jsou přijatelné hodnoty

pro parametr rozděleńı, který nás zaj́ımá. Tedy parametr, který chceme odhad-

nout.

9



Můžeme samozřejmě naj́ıt i nevýhody tohoto př́ıstupu. Bayesovská statistika,

jak již bylo zmı́něno výše, vždy požaduje znalost apriorńıho rozděleńı. Muśıme

vźıt v úvahu něco, co bylo ještě před t́ım, než jsme źıskali data. Apriorńı rozděleńı

tak vlastně vyjadřuje naši nejistotu o určitém parametru. Ta může být bud’ ob-

jektivńı nebo subjektivńı. Když je apriorńı informace k dispozici, bayesovský

př́ıstup nám ji umožńı efektivně využ́ıt, což u tradičńıho př́ıstupu často nejde.

Apriorńı informaci můžeme źıskat např́ıklad ze zkušenosti. Zřejmě se ale nevy-

hneme určitému vlivu subjektivity. Za daľśı nevýhodu můžeme považovat to, že

výsledek analýzy může být komplexněǰśı, než když použijeme tradičńı př́ıstup.

Také výpočty jsou složitěǰśı a těžš́ı.

Statistická inference nám pomáhá se rozhodnout, čemu věřit. Spoléháme při-

tom na data z pozorováńı. Na základě těchto dat se ale naše přesvědčeńı může

změnit. Představme si např́ıklad minci. Mince má dvě strany, tud́ıž věř́ıme, že

máme pravděpodobnost rovnu 1/2, že nám padne hlava. Ale co když z 10 pokus̊u

padnou 3 hlavy?

V této oblasti statistiky je parametr, který nás zaj́ımá, považován za náhodný

a data jsou pevně stanovena. To je však naopak, než u klasického př́ıstupu, kde

parametr je pevně dán a data jsou brána jako náhodná.

Bayesovská statistika je v dnešńı době populárńı. Bayesovské metody kombi-

nuj́ı mnoho zdroj̊u informaćı v jednom modelu a pro výpočet či simulaci aposte-

riorńıho rozděleńı se dá často využ́ıt technika Markovových řetězc̊u Monte Carlo,

č́ımž se vyhneme složitému odvozováńı. To nám umožňuje konstruovat sofistiko-

vané statistické modely, které budou odrážet spletitost parametr̊u, které budeme

cht́ıt odhadnout.

1.1. Bayesova věta

Mějme jevy A a B, které prezentuj́ı nějaké události. Podmı́něnou pravděpo-

dobnost1
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jevu A za podmı́nky jevu B, jestliže P (B) > 0, definujeme vztahem

P (A|B) =
P (B|A)P (A)

P (B)
. (1.1)

V kontextu bayesovské statistiky chápeme prvky výše uvedeného vztahu následovně:

• P (A) je marginálńı pravděpodobnost jevuA, neboli apriorńı pravděpodobnost

• P (A|B) je podmı́něná pravděpodobnost jevu A za podmı́nky jevu B , neboli

aposteriorńı pravděpodobnost

• P (B|A) je podmı́něná pravděpodobnost jevu B za podmı́nky jevu A, která

se nazývá věrohodnost

• P (B) je marginálńı pravděpodobnost jevu B.

Většinou je vhodné pracovat s větou o úplné pravděpodobnosti, která má v nej-

jednodušš́ım př́ıpadě tvar

P (B) = P (A)P (B|A) + P (Ac)P (B|Ac).

Když na jmenovatele vztahu 1.1 aplikujeme větu o úplné pravděpodobnosti, do-

staneme Bayesovu větu

P (A|B) =
P (B|A)P (A)

P (A)P (B|A) + P (Ac)P (B|Ac)
.

Pod́ıvejme se na př́ıklad, který byl převzatý z [17], str. 112 a 114.

Př́ıklad 1 (Test HIV/AIDS): Budeme provádět testy na HIV/AIDS. Vı́me,

že tento test má vysokou jak specificitu (pravděpodobnost, že test vyjde nega-

tivńı, když je člověk zdravý), tak senzitivitu (pravděpodobnost, že test vyjde

pozitivńı, když je člověk nemocný). Senzitivita i specificita jsou rovny 0,99. To

znamená, že test ze 100 nemocných lid́ı odhaĺı nemoc u 99 z nich a ze 100 zdravých

urč́ı (chybně) jednoho jako nemocného. Předpokládejme, že počet nakažených lid́ı

1Vı́ce o podmı́něných hustotách a podmı́něných rozděleńıch obecně je uvedeno ve skriptu
[5].
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v populaci je 0,4 % (prevalence nemoci). Otázka tedy zńı, jaká je pravděpodobnost,

že je člověk infikovaný, když mu test vyšel pozitivńı?

Už ze zadáńı můžeme vyč́ıst mnoho informaćı. Označme jevy:

• ⊕ . . . pozitivńı výsledek testu

• 	 . . . negativńı výsledek testu (doplněk k ⊕)

• N . . . nemocný člověk

• Z . . . zdravý člověk (doplněk k N)

Dále v́ıme:

• P (	|Z) = 0,99

• P (⊕|N) = 0,99

• P (N) = 0,004

• P (⊕|Z) = 1− P (	|Z) = 0,01

• P (Z) = 1− P (N) = 0,996

a zaj́ımá nás P (N |⊕). Dosad’me do Bayesovy věty:

P (N |⊕) =
P (⊕|N)P (N)

P (⊕|N)P (N) + P (⊕|Z)P (Z)
=

0,99× 0,004

0,99× 0,004 + 0,01× 0,996
=

= 0,2845.

Odpověd’ na otázku tedy je, že když je test pozitivńı, člověk je nemocný jen

s pravděpodobnost́ı 28,45%. Přestože specificita a senzitivita testu jsou vysoké

a test by se neměl moc mýlit, ovlivnila ho ńızká prevalence, a t́ım nám vzniklo

mnoho falešně pozitivńıch výsledk̊u testu.

Výpočet v R je ovšem mnohem jednoduš́ı. Potřebujeme k tomu pouze kni-

hovnu LaplacesDemon [19].
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library(LaplacesDemon)

aprior = c(0.004,1-0.004)

verohodnost = c(0.99,1-0.99)

asposterior = BayesTheorem(aprior,verohodnost)

> asposterior

[1] 0.2844828 0.7155172

attr(,"class")

[1] "bayestheorem"

Prvńı výsledek výstupu kódu je přesně situace, kterou jsme spoč́ıtali výše. Druhý

výsledek výstupu je pro př́ıpad, kdy P (Z|⊕).

1.2. Postup bayesovské inference

Mějme datovou sadu y (proměnné označeny tučně vyjadřuj́ı náhodný výběr).

Chceme udělat závěr o neznámé hodnotě θ, což může být např́ıklad nějaký pa-

rametr rozděleńı, chyběj́ıćı data, prediktivńı hodnoty a tak dále. Bayesovská sta-

tistika zač́ıná, jako klasická statistická analýza, specifikaćı modelu.

Z bayesovského pohledu je θ neznámá, takže bychom měli mı́t rozděleńı pravdě-

podobnost́ı, které zobrazuje naši nejistotu o hodnotách tohoto parametru, než

jsme dostali data. To znamená specifikovat apriorńı rozděleńı vyjádřené hustotou

p(θ).

Věrohodnostńı funkce, symbolicky vyjádřena pomoćı podmı́něné hustoty p(y|θ),

dohromady s apriorńım rozděleńım, tvoř́ı model úplné pravděpodobnosti

p(y, θ) = p(y|θ)p(θ).

Když užijeme Bayesovu větu, dostaneme podmı́něné rozděleńı pravděpodob-

nost́ı pro parametr θ, který chceme odhadnout, vzhledem k dat̊um y,

p(θ|y) =
p(θ)p(y|θ)∫∞

−∞ p(θ)p(y|θ)dθ
∝ p(θ)p(y|θ), (1.2)
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p(θ|y) se nazývá aposteriorńı rozděleńı pro θ. Symbol ∝ znač́ı proporcionálńı

vztahy, tedy rovnost až na násobek kladnou konstantou. Pro náhodný výběr

y = {y1, . . . , yn} plat́ı p(y|θ) =
∏n
i=1 p(yi|θ).

1.3. Konjugované apriorńı rozděleńı

Výběr relevantńıho apriorńıho rozděleńı je v bayesovské statistice d̊uležitý.

Jestliže je apriorńı infomace o datech či modelu k dispozici, měla by být použita

ke stanoveńı apriorńıho rozděleńı. Protože výběr apriorńıho rozděleńı má vliv

na výsledek našich výpočt̊u, měl by být tento krok prováděn s určitou opatrnost́ı.

Z výpočtového hlediska je nejvhodněǰśı apriorńı rozděleńı to, které nějakým

zp̊usobem napodobuje strukturu věrohodnosti, apriorńı a aposteriorńı rozděleńı

z̊ustanou ve stejné
”
rodině“ rozděleńı. Takové apriorńı rozděleńı nazýváme kon-

jugované k věrohodnosti.

Konjugované apriorńı rozděleńı existuje ovšem pouze pro málo typ̊u věrohodnos-

t́ı. V následuj́ıćı tabulce můžeme vidět př́ıklady konjugovaných apriorńıch rozděleńı.

Rozděleńı y Parametr Konjugované apriorńı
rozděleńı

binomické pravděpodobnost úspěchu beta
poissonovo středńı hodnota gama

exponenciálńı převrácená středńı hodnota gama
normálńı (σ2 známé) středńı hodnota normálńı
normálńı (µ známé) rozptyl inverzńı gama

Tabulka 1.1: Vybraná konjugovaná apriorńı rozděleńı k věrohodnosti.

1.4. Inference pro binárńı data

Inferenci pro binárńı data můžeme krásně pochopit na
”
školńım“ př́ıkladu

s minćı.

Př́ıklad 2 (Hod minćı): Uvažujme, že v krabici jsou 3 mince. Prvńı je falešná,

tedy pravděpodobnost, že padne hlava, je 0,25. Druhá mince je spravedlivá, to
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znamená, že pravděpodobnost padnut́ı hlavy je stejná jako pravděpodobnost pad-

nut́ı orla, 0,5. Třet́ı mince je zase falešná, ale tentokrát je pravděpodobnost pad-

nut́ı hlavy 0,75. Náhodně vybereme minci a jednou hod́ıme, dostaneme hlavu.

Jaká je pravděpodobnost, že jsme vybrali třet́ı minci?

Označme náhodnou veličinu y, která bude vyjadřovat počet úspěch̊u, tedy

počet padnut́ı hlavy, na minci. Padnut́ı hlavy v pokuse odpov́ıdá realizaci náhodné

veličiny y = 1. Necht’ θ udává pravděpodobnost padnut́ı hlavy: θ ∈ (0,25; 0,5; 0,75).

Apriorńı pravděpodobnost se pak rovná p(θ = 0,25) = p(θ = 0,5) = p(θ =

0,75) = 1/3.

Tento výběr má binomické rozděleńı s parametry 1 a θ, kde 1 je počet pokus̊u

a θ ∈ (0, 1) je pravděpodobnost výběru mince,

y|θ ∼ Bi(1, θ).

Speciálně bychom mohli hovořit i o alternativńım rozděleńı s parametrem θ.

Věrohodnost, odpov́ıdaj́ıćı vlastně pravděpodobnostńı funkci y při daném θ, je

ve tvaru

p(y|θ) = θy(1− θ)1−y.

Výpočet aposteriorńıho rozděleńı parametru θ neńı nijak složitý, pro všechny

tři př́ıpady hodnoty θ by vypadal stejně, jen by se měnila věrohodnost. Ukážeme si

tedy výpočet pro třet́ı minci, kdy θ = θ3 = 0,75. Nejprve spoč́ıtáme pravděpodob-

nost p(y = 1) z pravděpodobnostńı funkce pomoćı Bernoulliho schématu,

p(y = 1) =

(
1

1

)
θ1(1− θ)0 = θ1 = θ.

Ted’ můžeme přej́ıt k výpočtu toho, co nás zaj́ımá nejv́ıce, a to podmı́něného

rozděleńı p(θ|y = 1),

p(θ3|y = 1) =
p(y = 1|θ3)p(θ3)

p(y = 1|θ3)p(θ3) + p(y = 1|θ2)p(θ2) + p(y = 1|θ1)p(θ1)
=

=
3
4
1
3

3
4
1
3

+ 1
4
1
3

+ 1
2
1
3

=
1

2
,
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kde p(θ1) znač́ı pravděpodobnost padnut́ı hlavy na prvńı minci, p(θ2) na druhé a

p(θ3) na třet́ı minci.

Výpočet v R provedeme obdobně jako u př́ıkladu v podkapitole 1.1

library(LaplacesDemon)

apriorni_pst_theta = c(rep(1/3,3))

verohodnost_theta = c(1/4,1/2,3/4)

asposteriorni_pst_theta = BayesTheorem(apriorni_pst_theta,

verohodnost_theta)

> asposteriorni_pst_theta

[1] 0.1666667 0.3333333 0.5000000

attr(,"class")

[1] "bayestheorem"

V následuj́ıćı tabulce můžete vidět výsledky pro všechny mince.

Mince θ p(θ) p(y = 1|θ) p(θ|y = 1)

1 0,25 0,33 0,25 0,167
2 0,50 0,33 0,50 0,333
3 0,75 0,33 0,75 0,500∑

1,50 1,00 1,50 1,00

Z tabulky můžeme vidět, že pravděpodobnost, že jsme házeli prvńı minćı, jestliže

padla hlava, je 16,7% a pravděpodobnost, že jsme házeli druhou minćı, je přibližně

33,3%.

1.4.1. Aposteriorńı prediktivńı rozděleńı

Prediktivńı aposteriorńı rozděleńı pro nové pozorováńı y∗ je dáno vztahem

p(y∗|y) =
∫ ∞
−∞

p(y∗|y, θ)p(θ|y)dθ.
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Za předpokladu, že minulé a budoućı pozorováńı jsou nezávislá na θ, uvedený

vztah můžeme zjednodušit,

p(y∗|y) =
∫ ∞
−∞

p(y∗|θ)p(θ|y)dθ.

Pro diskrétńı př́ıpady θ jsou integrály nahrazeny součtem,

p(y∗|y) =
∑
θi

p(y∗|θi)p(θi|y), (1.3)

kde p(θi|y) můžeme uvažovat jako
”
aposteriorńı váhy“.

Vrat’me se k Př́ıkladu 2. Uvažujme, že chceme předpovědět pravděpodobnost

toho, že v daľśım hodu padne zase hlava. To jednoduše obdrž́ıme pomoćı vztahu

1.3.

p(y∗ = 1|y = 1) =
3∑
i=1

θip(θi|y = 1) =

= (0,25× 0,167) + (0,50× 0,333) + (0,75× 0,500) = 0,5833.

V R-ku spoč́ıtáme pomoćı 2 řádk̊u:

apr.pst = asposteriorni_pst_theta[1:3]

sum(verohodnost_theta*apr.pst)

> sum(verohodnost_theta*apr.pst)

[1] 0.5833333

1.4.2. Sekvenčńı učeńı

Mějme data y1 ve formě náhodného výběru. Z aposteriorńıho rozděleńı p(θ|y1)

uvažujeme daľśı data y2. Aposteriorńı rozděleńı založené na y1 a y2 vypadá

následovně,

p(θ|y1,y2) ∝ p(y2|θ)× p(θ|y1).

Výsledné aposteriorńı rozděleńı je stejné, i když dostaneme data y1 a y2 současně,

p(θ|y1,y2) ∝ p(y1,y2|θ)× p(θ).
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Je d̊uležité si uvědomit, že nyněǰśı aposteriorńı rozděleńı parametru θ je bu-

doućı apriorńı rozděleńı tohoto parametru.

Navažme opět na Př́ıklad 2. Ted’ budeme uvažovat, že jsme po datech y1 = 1

pozorovali ještě data y2 = 1 (tedy výsledkem hodu náhodně zvolenou minćı je

opět hlava) a budeme pozorovat změnu naš́ı d̊uvěry. Výpočet provedeme zase pro

třet́ı minci a budeme vycházet z následuj́ıćı tabulky.

Mince θ p(θ) p(y = 1|θ)
1 0,25 0,167 0,25
2 0,50 0,333 0,50
3 0,75 0,500 0,75∑

1,50 1,00 1,50

p(θ3|y2 = 1) =
p(y2 = 1|θ3)p(θ3)

p(y2 = 1|θ3)p(θ3) + p(y2 = 1|θ2)p(θ2) + p(y2 = 1|θ1)p(θ1)
=

=
0,75× 0,5

0,75× 0,5 + 0,50× 0,33 + 0,25× 0,167
= 0,644.

Obdobně bychom dopoč́ıtali výsledky pro zbylé dvě mince. Ty vypoč́ıtáme ale

pomoćı jednoho jediného řádku v R, protože všechny hodnoty máme uložené

z dř́ıvěǰśıch výpočt̊u.

BayesTheorem(apr.pst,verohodnost_theta)

> BayesTheorem(apr.pst,verohodnost_theta)

[1] 0.07142857 0.28571429 0.64285714

attr(,"class")

[1] "bayestheorem"

Rozd́ıl, který nám vyšel mezi ručńım výpočtem a výpočtem v R pro třet́ı minci

může být zapř́ıčiněn zaokrouhlováńım při výpočtu. Neńı ovšem nijak veliký.

Původńı tabulku můžeme tedy rozš́ı̌rit o naše výsledky.
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Mince θ p(θ) p(y = 1|θ) p(θ|y = 1)

1 0,25 0,167 0,25 0,071
2 0,50 0,333 0,50 0,286
3 0,75 0,500 0,75 0,643∑

1,50 1,00 1,50 1,00

Po hozeńı druhé hlavy je zde 64,3% pravděpodobnost, že jsme házeli třet́ı minćı

a pouze 7,1% pravděpodobnost, že jsme vybrali prvńı minci.
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Kapitola 2

Bayesovské metody pro
binomické rozděleńı

Tato kapitola se věnuje bayesovským metodám tam, kde naše data maj́ı bi-

nomické rozděleńı. To znamená, že každé pozorováńı může skončit pouze jedńım

ze dvou výsledk̊u. Hodnoty těchto pozorováńı jsou nominálńı. To znamená, že je

nelze uspořádat a nemaj́ı ani žádný č́ıselný význam. Parametr θ pak odpov́ıdá

pravděpodobosti výskytu daného jevu při realizaci náhodného pokusu, resp. jeho

proporćı v dané populaci. Př́ıkladem této situace je proporce narozených holčiček

ze všech narozených dět́ı, proporce zmetk̊u v rámci výrobk̊u na výrobńı lince nebo

proporce pacient̊u po operaci srdce, kteř́ı přežij́ı v́ıce než rok po operaci.

V této kapitole jsem čerpala z [10] a [21].

2.1. Inference proporćı

2.1.1. Věrohodnost

Představme si, že máme n pokus̊u, např́ıklad hod̊u minćı. Z toho dostaneme

n pozorováńı y1, ..., yn, kde yi může nabývat pouze dvou hodnot, které můžeme

označit jako 0 a 1, kde y = 1 bude značit padnut́ı hlavy a y = 0 padnut́ı orla.

Předpokládejme, že pokusy jsou vzájemně nezávislé. S neznámým parametrem

θ, který znač́ı pravděpodobnost úspěchu (padnut́ı hlavy), nás tyto předpoklady
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vedou k binomické věrohodnosti

p(r|n, θ) =

(
n

r

)
θr(1− θ)n−r ∝ θr(1− θ)n−r, (2.1)

kde r =
∑
i yi.

Pravděpodobnost padnut́ı hlavy na minci dostaneme z pravděpodobnostńı

funkce p(y = 1|θ) = f(θ). Budeme předpokládat, že funkce f(θ) je identita,

v tom př́ıpadě dostaneme p(y = 1|θ) = θ. Jev, že padne orel, je doplňkem k jevu,

kdy padne hlava, tedy p(y = 0|θ) = 1 − θ. Když předchoźı úvahy shrneme do

jednotného vyjádřeńı, dostaneme výraz

p(y|θ) ∝ θy(1− θ)1−y

pro y ∈ {0, 1} a θ ∈ (0, 1) (prováděli jsme pouze jeden pokus, to tedy od-

pov́ıdá podmı́něné pravděpodobnostńı funkci alternativńıho rozděleńı). Tento

vztah přitom odpov́ıdá vztahu (2.1), který je pouze zobecněný pro n pokus̊u

s r úspěchy.

Věrohodnost je funkce parametru θ při pevně daných hodnotách y, takže

roli proměnné hraje θ. Věrohodnostńı funkce je funkce spojitého parametru,

zat́ımco binomické rozděleńı je diskrétńı. Nav́ıc věrohodnostńı funkce nevyjadřuje

rozděleńı pravděpodobnost́ı. Představme si např́ıklad, že y = 1. Potom

∫ 1

0
θy(1− θ)1−ydθ =

∫ 1

0
θdθ = 0, 5 6= 1,

a jak v́ıme, tak pro hustotu rozděleńı pravděpodobnost́ı muśı platit, že

∫ ∞
−∞

f(x)dx = 1.

Je d̊uležité si uvědomit, že stejné vyjádřeńı dané funkce může znamenat něco

jiného. Pro pevně dané θ jde o rozděleńı pravděpodobnost́ı, zat́ımco při pevně

daných hodnotách y jde o věrohodnostńı funkci.
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2.1.2. Apriorńı rozděleńı

K odhadu parametru budeme potřebovat nějakou apriorńı informaci. V prin-

cipu můžeme už́ıt jakékoli rozděleńı pravděpodobnost́ı, ale jestli chceme využ́ıt

Bayesovu větu, měli bychom splnit určité požadavky.

Jako prvńı by bylo dobré, kdyby nám součin p(y|θ) a p(θ) (což je čitatel v Ba-

yesově větě) dal funkci ve stejném tvaru (jinak řečeno, aby výsledné rozděleńı bylo

ze stejné rodiny rozděleńı) jako p(θ). Když se tak stane, potom apriorńı a aposte-

riorńı rozděleńı jsou popsána funkcemi lǐśıćımi se pouze hodnotami parametr̊u.

To nám umožňuje přidávat daľśı data a odvozovat daľśı aposteriorńı rozděleńı,

které má zase stejný tvar. Nezálež́ı na tom, kolik dat zahrneme, pořád budou

apriorńı a aposteriorńı rozděleńı pocházet ze stejné rodiny rozděleńı.

Zadruhé chceme, aby jmenovatel Bayesovy věty šel vypoč́ıtat analyticky. To

také zálež́ı na tom, v jakém vztahu jsou rozděleńı, kterým odpov́ıdaj́ı funkce

(hustoty, resp. pravděpodobnostńı funkce) p(y|θ) a p(θ).

Když tyto funkce zkombinujeme tak, že aposteriorńı rozděleńı bude ze stejné

rodiny jako apriorńı, potom to znamená, že p(θ) je konjugované apriorńı rozděleńı

k p(y|θ). To je výhodné, protože se nám t́ım výpočet velmi usnadńı. Hledáme tedy

takové rozděleńı parametru θ, které bude konjugované k binomické věrohodnostńı

funkci.

Když nemáme k dispozici žádná data, věř́ıme, že všechny hodnoty θ jsou stejně

pravděpodobné (což je nerealistické). Potom by měl mı́t parametr θ rovnoměrné

rozděleńı,

θ ∼ Ro(0, 1).

Takové apriorńı rozděleńı se nazývá neinformativńı1. Pro rovnoměrné apriorńı

rozděleńı plat́ı, že p(θ) = 1 na intervalu (0,1) a p(θ) = 0 jinde. Aposteriorńı

pravděpodobnost potom v tomto př́ıpadě vypadá následovně,

p(θ|r, n) ∝ θr(1− θ)n−r × 1.

1Existuje mnoho neinformativńıch rozděleńı, která se daj́ı využ́ıt i u dat s jiným rozděleńım.
Jde o plochá rozděleńı. Většinou můžeme použ́ıt konjugovaná apriorńı rozděleńı a vhodnou vol-
bou parametr̊u je učinit neinformativńımi. Neinformativńı apriorńı rozděleńı použijeme tehdy,
když o parametru, který chceme odhadnout, nic nev́ıme.
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Toto vyjádřeńı má formu beta rozděleńı

Beta(r + 1, n− r + 1).2 (2.2)

Abychom mohli využ́ıt toho, že máme k dispozici apriorńı informaci, je dobré

použ́ıt jako apriorńı rozděleńı beta rozděleńı,

p(θ) ∝ θa−1(1− θ)b−1 ∝ Beta(a, b),

abychom mohli určit, které hodnoty parametru θ jsou v́ıce pravděpodobné a které

méně. Parametry a a b jsou ekvivalentńı k pozorováńı a− 1 úspěch̊u v a+ b− 2

pokusech.

Když zkombinujeme tuto apriorńı informaci s binomickou věrohodnost́ı, do-

staneme aposteriorńı rozděleńı,

p(θ|r, n) =
p(r, n|θ)p(θ)
p(r, n)

=
θr(1− θ)n−r × θ(a−1)(1− θ)b−1

B(a, b)p(r, n)
=

=
θr+a−1(1− θ)n−r+b−1

B(a, b)p(r, n)
∼

∼ Beta(r + a, n− r + b), (2.3)

kde

B(a, b)p(r, n) = B(r + a, n− r + b). (2.4)

Dostali jsme opět beta rozděleńı. To znamená, že apriorńı rozděleńı je konju-

gované k věrohodnosti, protože je ze stejné rodiny rozděleńı jako aposteriorńı

rozděleńı.

Beta(a, b) rozděleńı má středńı hodnotu

E(θ) =
a

a+ b
(2.5)

a rozptyl

var(θ) =
ab

(a+ b)2(a+ b+ 1)
.

2Beta(a, b) rozděleńı má hustotu p(θ) = θa−1(1−θ)b−1

B(a,b) , kde parametry a, b > 0. B(a, b) je

normalizačńı konstanta, která zajǐst’uje, že oblast pod hustotou bude rovna 1. Jinými slovy,

B(a, b) =
∫ 1

0
θa−1(1− θ)b−1dθ.
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Odtud středńı hodnota aposteriorńıho rozděleńı,

E(θ|r, n) =
r + a

n+ a+ b
, (2.6)

kterou budeme použ́ıvat jako odhad parametru θ. Jde tzv. o bodový odhad apo-

steriorńı středńı hodnotou.

Ještě je d̊uležité zmı́nit, že Beta(1, 1) rozděleńı je ekvivalentńı s rovnoměrným

rozděleńım Ro(0, 1), takže i v tomto př́ıpadě jde o konjugované apriorńı rozděleńı

k věrohodnosti.

Pomoćı kódu v R se můžeme pod́ıvat, jak vypadá beta rozděleńı pro r̊uzné

parametry. Použijeme zde baĺıček ggplot2 [23] pro vizualizaci graf̊u gridExtra [2],

který nám umožńı vykreslit v́ıce graf̊u do jednoho okna. Kód může vypadat

např́ıklad následovně.

library(ggplot2)

library(gridExtra)

x1 = seq(0,1,0.01)

h.beta1 = dbeta(x1,0.25,0.25)

h.beta2 = dbeta(x1,1,1)

h.beta3 = dbeta(x1,3,8)

h.beta4 = dbeta(x1,20,20)

y = t(matrix(c(h.beta1, h.beta2, h.beta3, h.beta4), byrow = T,

nrow = 4))

gg.b.1= ggplot(data.frame(x1,h.beta1), aes(x1)) +

geom_line(aes(y = h.beta1), colour = "firebrick1", lwd = 2) +

xlab("x") + ylab("dbeta(x,0.25,0.25)") +

ggtitle("Beta(0.25,0.25)")

gg.b.2 = ggplot(data.frame(x1,h.beta2), aes(x1)) +
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geom_line(aes(y = h.beta2),colour = "firebrick4", lwd = 2) +

xlab("x") + ylab("dbeta(x,1,1)") + ggtitle("Beta(1,1)")

gg.b.3 = ggplot(data.frame(x1,h.beta3), aes(x1)) +

geom_line(aes(y = h.beta3), colour = "lightsalmon3", lwd = 2) +

xlab("x") + ylab("dbeta(x,3,8)") + ggtitle("Beta(3,8)")

gg.b.4 = ggplot(data.frame(x1,h.beta4), aes(x1)) +

geom_line(aes(y = h.beta4), colour = "lightpink4", lwd = 2) +

xlab("x") + ylab("dbeta(x,20,20)") + ggtitle("Beta(20,20)")

grid.arrange(gg.b.1, gg.b.2, gg.b.3, gg.b.4, ncol = 2)

Hustoty rozděleńı s jednotlivými parametry můžeme vidět na obrázku 2.1.

Z grafu vpravo nahoře vid́ıme, že opravdu Beta(1, 1) odpov́ıdá rozděleńı Ro(0, 1).
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Obrázek 2.1: Beta rozděleńı pro r̊uzné hodnoty parametr̊u a a b.
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2.2. Př́ıklad na reálných datech - odhad parame-

tru θ

Ukažme si bayesovskou inferenci pro parametr θ binomického rozděleńı na př́ı-

kladu s reálnými daty. Data pocházej́ı z internetové stránky Kaggle [9]. Data

s názvem food choices obsahuj́ı odpovědi student̊u z Mercyhurst University a

zahrnuj́ı informace o preferenćıch v j́ıdle a pohybových aktivitách. Tento datový

soubor o životńım stylu obsahuje 125 pozorováńı a 61 proměnných. My se budeme

věnovat pouze proměnné sports.

Tato proměnná vyjadřuje, jestli studenti sportuj́ı. Hodnoty této proměnné

jsou tedy 1 (Ano) a 2 (Ne). Je zřejmé, že tato proměnná má binomické rozděleńı,

s parametry n = 125 a θ neznámým. Ten se budeme snažit odhadnout. Jako

př́ıznivé výsledky budeme chápat odpovědi, kde studenti uvedli, že sportuj́ı, tzn.

hodnoty 1 u proměnné sports.

Protože nemáme k dispozici apriorńı informaci, použijeme pro parametr θ

rovnoměrné rozděleńı Ro (0, 1) = Beta(1, 1). To pro nás znamená, že využijeme

vztah (2.2).

n = length(b$sports)

r = length(b$sports[b$sports==1])

a = 1

b = 1

apr.E = a/(a + b)

apost.a = r + 1

apost.b = n - r + 1

> n

[1] 125

> r

[1] 77

> apr.E
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[1] 0.5

> apost.a

[1] 78

> apost.b

[1] 49

Spoč́ıtali jsme si, kolik je zde pozorováńı a kolik jich je pro nás př́ıznivých

(studenti sportuj́ı). Vyšli jsme z toho, že parametry a = 1 a b = 1. Pomoćı

vztahu (2.5) jsme si spoč́ıtali apriorńı středńı hodnotu, která vyšla 1/2. Potom

jsme vypoč́ıtali parametry pro aposteriorńı beta rozděleńı pomoćı vztahu (2.2).

Naše aposteriorńı rozděleńı parametru θ tedy odpov́ıdá Beta(78; 49). Jednotlivá

rozděleńı (apriorńı, věrohodnost, aposteriorńı) si můžeme vykreslit, viz Obrázek

2.2.

library(grid)

x1 = seq(0,1,0.01)

apr.beta = dbeta(x1, a, b)

ver.beta = dbinom(r, n, x1)

apost.beta = dbeta(x1, apost.a, apost.b)

y = t(matrix(c(apr.beta, ver.beta, apost.beta),

byrow = T, nrow = 3))

apr.b = ggplot(data.frame(x1, apr.beta), aes(x1)) +

geom_line(aes(y = apr.beta),

colour = "darkolivegreen1", lwd=1.3) +

xlab("x") + ylab("dbeta(x, 1, 1)") + ggtitle("Beta(1,1)")

ver.b = ggplot(data.frame(x1, ver.beta), aes(x1)) +

geom_line(aes(y = ver.beta),

colour = "darkolivegreen3", lwd=1.3) +
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xlab("x") + ylab("dbinom(x, 77, 125)") +

ggtitle("Bi(77,125)")

apost.b = ggplot(data.frame(x1, apost.beta), aes(x1)) +

geom_line(aes(y = apost.beta),

colour="darkolivegreen", lwd=1.3) +

xlab("x") + ylab("dbeta(x, 78, 49)") + ggtitle("Beta(78,49)")

graf = grid.arrange(apr.b, ver.b, apost.b, ncol = 1)
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Obrázek 2.2: Jednotlivé hustoty apriorńıho rozděleńı, věrohodnosti a aposteri-
orńıho rozděleńı. Vycháźıme z apriorńıho rozděleńı Ro(0, 1) ≡ Beta(1, 1).

Bodový odhad parametru θ źıskáme pomoćı středńı hodnoty aposteriorńıho

beta rozděleńı. Použijeme tedy vztah (2.6).
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apost.E = (apost.a)/(apost.a + apost.b)

round(apost.E, 4)

> apost.E

[1] 0.6141732

> round(apost.E, 4)

[1] 0.6142

Výsledek tedy můžeme interpretovat tak, že 61,42 % student̊u této univerzity

sportuje.

Krok s výpočtem parametr̊u aposteriorńıho rozděleńı jsme v tomto př́ıpadě

mohli v podstatě vynechat a mohli jsme rovnou dosadit do vztahu pro aposteri-

orńı středńı hodnotu.

Můžeme si zkusit změnit apriorńı rozděleńı a pod́ıváme se, jak se změńı apo-

steriorńı rozděleńı, respektive bodový odhad. Pracujme např́ıklad s rozděleńım

Beta(50, 20). Postup budeme opakovat, budeme ale vycházet ze vztahu (2.3).

a2 = 50

b2 = 20

apost.a.2 = r + a2

apost.b.2 = n - r + b2

> apost.a.2

[1] 127

> apost.b.2

[1] 68

Aposteriorńı rozděleńı má ted’ tvar Beta(127, 68). Opět si necháme vykreslit jed-

notlivá rozděleńı. Pod́ıvejme se tedy na jednotlivé hustoty (Obrázek 2.3).

apr.beta2 = dbeta(x1, a2, b2)

ver.beta2 = dbinom(r, n, x1)
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apost.beta2 = dbeta(x1, apost.a.2, apost.b.2)

y = t(matrix(c(apr.beta2, ver.beta2, apost.beta2),

byrow = T, nrow = 3))

apr.b.2 = ggplot(data.frame(x1, apr.beta2), aes(x1)) +

geom_line(aes(y = apr.beta2),

colour = "darkolivegreen1", lwd=1.3) +

xlab("x") + ylab("dbeta(x, 50, 20)") + ggtitle("Beta(50,20)")

ver.b.2 = ggplot(data.frame(x1, ver.beta2), aes(x1)) +

geom_line(aes(y = ver.beta2),

colour = "darkolivegreen3", lwd=1.3) +

xlab("x") + ylab("dbinom(x, 77,125)") +

ggtitle("Bi(77, 125)")

apost.b.2 = ggplot(data.frame(x1, apost.beta2), aes(x1)) +

geom_line(aes(y=apost.beta2),

colour = "darkolivegreen", lwd=1.3) +

xlab("x") + ylab("dbeta(x,127, 68)") + ggtitle("Beta(127,68)")

grid.arrange(apr.b.2, ver.b.2, apost.b.2, ncol = 1)

Z obrázku 2.3 z grafu pro apriorńı rozděleńı vid́ıme, že jsme poč́ıtali s t́ım, že

studenti nejčastěji sportuj́ı s modem rozděleńı 0,72. Věrohodnost vypadá pořád

stejně. Změnilo se i aposteriorńı rozděleńı. Spoč́ıtejme tedy aposteriorńı středńı

hodnotu.

apost.E.2 = (apost.a.2)/(apost.a.2 + apost.b.2)

round(apost.E.2, 4)

> apost.E.2

[1] 0.6512821
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Obrázek 2.3: Jednotlivé hustoty apriorńıho rozděleńı, věrohodnosti a aposteri-
orńıho rozděleńı. Vycháźıme z apriorńıho rozděleńı Beta(50, 20).

> round(apost.E.2, 4)

[1] 0.6513

Odhad parametru θ nám vyšel 0,6513. Když to srovnáme s předchoźım odhadem,

který vyšel 0,6142, vid́ıme, že je vyšš́ı. Ted’ se ovšem nab́ıźı otázka, který model

je tedy lepš́ı, když věrohodnost vypadá stejně? Pod́ıváme se na to v následuj́ıćı

podkapitole.
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2.3. Porovnáváńı model̊u

K porovnáváńı model̊u využijeme poměr aposteriorńıch rozděleńı. Vyjdeme

tedy z Bayesovy věty (1.2). Nejprve si ji uprav́ıme do vhodného tvaru,

p(θ|y,m) =
p(y|θ,m)p(θ|m)

p(y|m)
,

kde p(y|m) =
∫∞
−∞ p(y|θ,m)p(θ|m)dθ. Symbol m zde představuje daný model.

Mějme modely m1 a m2, pro které plat́ı,

p(m1|y) =
p(y|m1)p(m1)

p(y)
, p(m2|y) =

p(y|m2)p(m2)

p(y)
, (2.7)

kde p(y) =
∑
i p(y|mi)p(mi). Můžeme zkonstruovat poměr aposteriorńıch rozděleńı

p(m1|y)

p(m2|y)
=
p(y|m1)

p(y|m2)
× p(m1)

p(m2)
.

Poměr aposteriorńıch rozděleńı je tedy roven součinu poměru věrohodnost́ı vztah̊u

(2.7) a apriorńıch rozděleńı. Většinou nedáváme přednost jednomu modelu před

druhým, poměr apriorńıch rozděleńı bude tedy nejčastěji 1. V takovémto př́ıpadě

nám stač́ı pracovat pouze s poměrem

B12 =
p(y|m1)

p(y|m2)
=

∫∞
−∞ p(y|θ,m1)p(θ|m1)dθ∫∞
−∞ p(y|θ,m2)p(θ|m2)dθ

, (2.8)

který se nazývá Bayes̊uv faktor.

Data y a model m jsou vlastně vyjádřena pomoćı r a n. Když využ́ıváme bi-

nomickou věrohodnost a apriorńı rozděleńı beta, potom p(y|m) můžeme vyjádřit

jako p(r, n) a to už umı́me jednoduše spoč́ıtat. Ze vztahu (2.4) plyne, že

B(a, b)p(r, n) = B(r + a, n− r + b).

Když tento výraz vyřeš́ıme pro p(r, n), dostaneme

p(r, n) =
B(r + a, n− r + b)

B(a, b)
. (2.9)
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Pro srovnáńı těchto dvou situaćı, kdy v prvńım př́ıpadě vycháźıme z Beta(1, 1)

a v druhém z Beta(50, 20), si tedy spoč́ıtáme hodnotu p(r, n) pomoćı vztahu (2.9),

muśıme ale přidat informaci i o apriorńım rozděleńı.

x = seq(0,1,0.001)

mb_1 = beta(apost.a, apost.b)/beta(a, b)*sum(dbeta(x, a, b))

mb_2 = beta(apost.a.2, apost.b.2)/beta(a2, b2)*sum(dbeta(x, a2, b2))

pomer_post = mb_1/mb_2

> pomer_post

[1] 0.5052346

Poměr aposteriorńıch rozděleńı vyšel 0,505. Hodnota vyšla menš́ı než 1, měli

bychom tedy upřednostnit model m2. Kdyby nám hodnota vyšla větš́ı než 1,

potom bychom preferovali model m1.
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Kapitola 3

Bayesovské metody pro normálńı
rozděleńı

V minulé kapitole jsme probrali bayesovské metody pro odhad parametru θ

pro binomické rozděleńı. V této kapitole se pod́ıváme, jak to bude vypadat pro

data s normálnm rozděleńım N(µ, σ2). Připomeňme si, že hustota normálńıho

rozděleńı N(µ, σ2) je ve tvaru

p(y|µ, σ) =
1

σ
√

2π
e−

(y−µ)2

2σ2 .

Věrohodnostńı funkce pro náhodný výběr y = (y1, . . . , yn) bude mı́t tvar

p(y|θ) =
n∏
i=1

1

σ
√

2π
e−

(yi−µ)
2

2σ2 , (3.1)

kde θ = (µ, σ2).

V této kapitole se tedy pod́ıváme na př́ıpad normálńıho rozděleńı, kdy nezná-

mým parametrem bude nejprve jen µ a potom budeme mı́t neznámé oba para-

metry.

V této kapitole jsem pracovala se zdroji [8], [11], [12] a [21].

3.1. Bayesovská analýza při známém rozptylu a

neznámé středńı hodnotě

Předpokládejme, že máme složky náhodného výběru yi ∼ N(µ, σ2), které se

ř́ıd́ı normálńım rozděleńım, kde i = 1, . . . , n, σ2 známe, ale µ neznáme. Konjugo-
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vané apriorńı rozděleńı µ bude opět normálńı

µ ∼ N(µ0, τ
2
0 ). (3.2)

Odvod́ıme si aposteriorńı rozděleńı (proporcionálně) pomoćı Bayesovy věty.

Už v́ıme, že aposteriorńı rozděleńı je proporcionálńı k součinu věrohodnosti a

apriorńıho rozděleńı

p(µ|y) ∝ p(y|µ)p(µ).

Dosad́ıme tedy věrohodnost a apriorńı rozděleńı pro naši situaci, to znamená

věrohodnost ze vztahu (3.1) a apriorńı rozděleńı (3.2).

p(µ|y) ∝ e−
1

2σ2

∑n

i=1
(yi−µ)2 × e

− 1

2τ2
0

(µ−µ0)2
= e

−1

2σ2

∑n

i=1
(yi−µ)2+ −1

2τ2
0

(µ−µ0)2
.

Nyńı pro jednoduchost budeme pracovat pouze s exponentem

−1

2σ2

n∑
i=1

(yi−µ)2+
−1

2τ 20
(µ−µ0)

2 = −1

2

(∑n
i=1 y

2
i − 2nyµ+ nµ2

σ2
+
µ2 − 2µµ0 + µ2

0

τ 20

)
,

kde y znač́ı výběrový pr̊uměr. Každý člen, kde se nevyskytuje parametr µ, bereme

jako konstantu, tud́ıž ho můžeme vynechat a dostaneme

∝ −1

2

(
−2τ 20nyµ+ τ 20nµ

2 + σ2µ2 − 2σ2µµ0

σ2τ 20

)
=

= −1

2

(
µ2(nτ 20 + σ2)− 2µ(σ2µ0 + τ 20ny)

σ2τ 20

)

= −1

2

(
µ2 − 2µ

σ2µ0+τ20ny

nτ20+σ
2

σ2τ20
nτ20+σ

2

)
.

Ted’ už jen uprav́ıme na úplný čtverec a vynecháme přebytečné konstatny,

−1

2

(
(µ− σ2µ0+τ20ny

nτ20+σ
2 )2

σ2τ20
nτ20+σ

2

)
,
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dostaneme tedy výsledný tvar

p(µ|y) ∝ exp

{−(µ− σ2µ0+τ20ny

nτ20+σ
2 )2

2(
σ2τ20

nτ20+σ
2 )

}
.

Středńı hodnota aposteriorńıho rozděleńı parametru µ je rovna

µn =
σ2µ0 + τ 20ny

nτ 20 + σ2
(3.3)

a aposteriorńı rozptyl

τ 2n =
σ2τ 20

nτ 20 + σ2
. (3.4)

Aposteriorńı středńı hodnotu můžeme vyjádřit v́ıce zp̊usoby.

1. zp̊usob

µn =
σ2µ0 + τ 20ny

nτ 20 + σ2
=
σ2µ0 + τ 20ny + τ 20nµ0 − τ 20nµ0

nτ 20 + σ2
= µ0+

τ 20ny − τ 20nµ0

nτ 20 + σ2
=

= µ0 + (y − µ0)
nτ 20

nτ 20 + σ2
,

2. zp̊usob

µn =
σ2µ0 + τ 20ny

nτ 20 + σ2
=
σ2µ0 + τ 20ny + σ2y − σ2y

nτ 20 + σ2
= y − σ2y − σ2µ0

nτ 20 + σ2
=

= y − (y − µ0)
σ2

nτ 20 + σ2
.

Z prvńıho zp̊usobu vyjádřeńı můžeme vidět, že došlo k posunut́ı aposteriorńı

středńı hodnoty směrem k apriorńı středńı hodnotě.

Středńı hodnota aposteriorńıho rozděleńı je jiná, než jak ji klasicky odhadu-

jeme pomoćı aritmetického (výběrového) pr̊uměru. Důvodem je to, že naše apri-

orńı informace tento odhad do jisté mı́ry ovlivňuje. Kdyby apriorńı informace

byla, že µ je bĺızko deseti, potom aposteriorńı rozděleńı posune µ k deseti.
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3.1.1. Př́ıklad na reálných datech - odhad parametru µ

K aplikaci na reálný problém jsem použila data s názvem Fat. Data byla

źıskána z knihovny UsingR [22] př́ımo z R. Datový soubor zahrnuje 19 antropolo-

gických a s nimi souvisej́ıćıch údaj̊u od 252 muž̊u. Budeme se zabývat proměnnou

body fat. Tato proměnná vyjadřuje procento tělesného tuku pomoćı Brozekovy

rovnice 1.

Protože předpokládáme, že data pocházej́ı z normálńıho rozděleńı, měli bychom

to ověřit. Nejprve se pod́ıváme na histogram a ten potom doplńıme testem nor-

mality. Ověřováńı normality provedeme pomoćı klasického př́ıstupu, přestože se

jedná o práci na téma bayesovských metod. Testováńı hypotéz ale neńı tématem

této práce, hlavńım úkolem je odhadnout parametry za přepokladu normality.

library(UsingR)

f = fat

ggplot(f, aes(x = body.fat)) + geom_histogram(binwidth = 3,

fill = "cadetblue2", col = "cadetblue4") + ylab("Frekvence") +

xlab("Procento tuku")

shapiro.test(f$body.fat)

> shapiro.test(f$body.fat)

Shapiro-Wilk normality test

data: f$body.fat

W = 0.99292, p-value = 0.2747

Když se pod́ıváme na histogram (Obrázek 3.1), tak bychom zde normálńı

chováńı předpokládali, protože je rozděleńı symetrické. P-hodnota je větš́ı než

zvolená hladina testu α = 0,05, tud́ıž hypotézu o tom, že je rozděleńı proměnné

1Procento tělěsného tuku pomoćı Brozekovy rovnice dostaneme (457/ρ − 414,2), kde ρ
vyjadřuje hustotu v g/cm3.
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Obrázek 3.1: Histogram proměnné body fat

body fat normálńı, nelze zamı́tnout. Ještě provedeme odhad rozptylu, který bu-

deme brát za skutečnou hodnotu, protože se nacháźıme v př́ıpadě, kdy σ2 je

známé.

var(f$body.fat)

> var(f$body.fat)

[1] 60.07576

Můžeme pokračovat v odhadu parametru µ. Když se pod́ıváme na tabulku

3.1 [13], vid́ıme, že jsou zde čtyři kategorie. My budeme vycházet z kategorie pro

pr̊uměrné muže, protože chceme odhadnout středńı hodnotu procentuálńıho za-

stoupeńı tělesného tuku. Apriorńı rozděleńı tedy bude mı́t hustotu µ ∼ N(21; 9).

Paramter τ 20 má hodnotu 9, protože když se pod́ıváme na rozpět́ı procentuálńıho

zastoupeńı tělesného tuku pro pr̊uměrné muže, tak od hodnoty 21 % se hodnoty

pohybuj́ı o 3 % ńıže i výše.
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Klasifikace Muži Zastupuj́ıćı hodnota

atleti 6-13 % 9,5 %
fitness 14-17 % 15,5 %

pr̊uměrný 18-24 % 21 %
obézńı 25 % + 37 %

Tabulka 3.1: Tabulka procentuálńıho zastoupeńı tělesného tuku.

K výpočtu využijeme vztahy (3.3) a (3.4).

mu_0 = 21

tau_0 = 9

n = length(f$body.fat)

apost_mu = (sigma_2*mu_0 + tau_0*n*mean(f$body.fat))/

(n*tau_0 + sigma_2)

apost_tau = (sigma_2*tau_0)/(n*tau_0 + sigma_2)

x = seq(17,20,.01)

Hustota = dnorm(x, n.prum.mı́, n.var.mı́)

ggplot(data.frame(Hustota,x), aes(x)) + geom_line(aes(y = Hustota),

colour = "aquamarine2", lwd = 1.3) +

ggtitle("Aposteriornı́ rozdělenı́ parametru" ~ mu)

> n

[1] 252

> apost_mu

[1] 18.99169

> apost_tau

[1] 0.2322441

Odhad parametru µ formou aposteriorńı středńı hodnoty vyšel 18,99. To nám

tedy ř́ıká, že pr̊uměrný muž z tohoto souboru má zhruba 18,99 % tělesného tuku.
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Obrázek 3.2: Aposteriorńı rozděleńı parametru µ při známém σ2 je normálńı
s parametry µn = 18,99 a σ2

n = 0,23.

3.2. Bayesovská analýza při neznámém rozptylu

a neznámé středńı hodnotě

Př́ıpad normálńıho rozděleńı se známým rozptylem je ve většině praktických

situaćı nerealistický. Předpokládejme tedy výběr z normálńıho rozděleńı yi ∼

N(µ, σ2), kde i = 1, . . . , n. Tentokrát neznáme ani σ2 ani µ. Většinou nás zaj́ımá

hlavně hodnota parametru µ.

V tomto př́ıpadě budeme pracovat s převrácenou hodnotou parametru σ2,

kterou budeme značit τ = 1
σ2 . Parametr τ představuje přesnost napozorovaných

hodnot. Věrohodnostńı funkce pro tento př́ıpad má tvar

p(y|µ, τ) =
n∏
i=1

1

(2π)1/2
(τ)1/2e−

τ
2
(yi−µ)2 =

1

(2π)n/2
τn/2e−

τ
2

∑n

i=1
(yi−µ)2 .

Potřebujeme vhodné konjugované apriorńı rozděleńı pro tyto dva parametry
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µ, τ . Pro tuto situaci je vhodné vyj́ıt z normálńıho-gama rozděleńı2, které vzniká

součinem normálńıho rozděleńı a gama rozděleńı3. Předpokládejme tedy apriorńı

rozděleńı

µ|τ ∼ N(µ0, (κ0τ)−1), (3.5)

τ ∼ Gamma(α0, β0). (3.6)

Sdružené konjugované apriorńı rozděleńı odvod́ıme pomoćı hustot jednotlivých

rozděleńı doplněńım parametr̊u ze vztah̊u (3.5) a (3.6),

p(µ, τ) = N(µ|µ0, (κ0τ)−1)×Gamma(τ |α0, β0) =

=
1√
2π

(τκ0)
1/2e

− (µ−µ0)
2

2/κ0τ × βα0
0

Γ(α0)
τα0−1e−β0τ =

=
βα0
0

Γ(α0)

(
κ0
2π

)1/2

× τ 1/2e−
κ0τ

2
(µ−µ0)2 × τα0−1e−β0τ ∝

∝ τ 1/2e−
κ0τ

2
(µ−µ0)2 × τα0−1e−β0τ ∝

∝ τα0−1/2e−
τ
2
[κ0(µ−µ0)2+2β0] ∼ NG(µ, τ |µ0, κ0, α0, β0).

Marginálńı apriorńı rozděleńı parametru µ dostaneme integraćı sdruženého

apriorńıho rozděleńı přes parametr τ ,

p(µ) =
∫ ∞
0

p(µ, τ)dτ.

Po integraci této funkce bychom došli k vyjádřeńı

p(µ) ∝
(

1 +
1

2α0

× α0κ0(µ− µ0)
2

β0

)− 2α0+1

2

,

z čehož vyplývá, že apriorńı rozděleńı parametru µ má zobecněné Studentovo

t-rozděleńı4[7],

p(µ) ∼ t2α0

(
µ0,

β0
α0κ0

)
. (3.7)

2Hustota normálńıho-gama rozděleńı má tvar f(x, τ |µ, λ, α, β) =
βα
√
λ

Γ(α)
√

2π
τα−1/2e−βτe−

λτ(x−µ)2
2 , kde parametry α, β, λ > 0, µ, x ∈ R [4].

3Gama rozděleńı je definováno hustotou f(x) = βα

Γ(α)x
α−1e−βx, x ∈ (0,∞), α, β > 0.

4Hustota zobecněného t-rozděleńı má tvar f(x|ν, µ, σ2) =
Γ( ν+1

2 )

Γ( ν2 )
√
πνσ2

(1+ 1
ν (x−µσ )2)−

ν+1
2 , kde

parametr ν určuje počet stupň̊u volnosti, parametr µ středńı hodnotu a parametr σ2 rozptyl
rozděleńı.
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Aposteriorńı rozděleńı parametru θ = (µ, τ) dostaneme jako součin apriorńıho

rozděleńı a věrohodnosti,

p(µ, τ |y) ∝ p(µ, τ)× p(y|µ, τ) ∝ τα0−1+1/2e−
τ
2
(κ0(µ−µ0)2+β0) × τn/2e−

τ
2

∑n

i=1
(yi−µ)2

∝ τα0−1+1/2+n/2e−
τ
2
[κ0(µ−µ0)2+2β0+

∑n

i=1
(yi−µ)2].

Pod́ıvejme se na výraz
∑n
i=1(yi − µ)2,

n∑
i=1

(yi−µ)2 =
n∑
i=1

[(yi−y)−(µ−y)]2 =
n∑
i=1

(yi−y)2−2
n∑
i=1

(yi−y)(µ−y)+
n∑
i=1

(µ−y)2 =

=
n∑
i=1

(yi − y)2 − 2(µ− y)(
n∑
i=1

yi − ny) +
n∑
i=1

(µ− y)2 =

=
n∑
i=1

(yi − y)2 − 2(µ− y)(ny − ny) +
n∑
i=1

(µ− y)2 =
n∑
i=1

(yi − y)2 +
n∑
i=1

(µ− y)2.

Nyńı se vrat’me ke sdruženému aposteriorńımu rozděleńı. Úpravami exponentu

e−
τ
2
[κ0(µ−µ0)2+2β0+

∑n

i=1
(yi−µ)2],

kde bychom využili skutečnosti uvedené výše (rozepsáńı výrazu
∑n
i=1(yi − µ)2),

bychom se dostali k vyjádřeńı

∝ τ 1/2e−
τ
2
(κ0+n)(µ−µn)2 × τα0+n/2−1e

− τ
2
[2β0+

∑n

i=1
(yi−y)2+

κ0n(y−µ0)
2

(κ0+n)
]

∼ N(µ|µn, ((κ0 + n)τ)−1)×Gamma(τ |αn, βn).

Parametry sdruženého aposteriorńıho rozděleńı představuj́ı hodnoty

µn =
κ0µ0 + ny

κ0 + n
, (3.8)

αn = α0 +
n

2
,

βn = β0 +
1

2

n∑
i=1

(yi − y)2 +
κ0n(y − µ0)

2

2(κ0 + n)
.
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Marginálńı aposteriorńı rozděleńı obou parametr̊u dostaneme aktualizaćı mar-

ginálńıch apriorńıch rozděleńı,

µ|y ∼ t2αn

(
µn,

βn
αn(κ0 + n)

)
, (3.9)

τ |y ∼ Gamma(αn, βn). (3.10)

Kdybychom chtěli znát aposteriorńı rozděleńı parametru σ2 mı́sto τ , vezmeme

mı́sto gama rozděleńı inverzńı gama rozděleńı5.

V tomto př́ıpadě zde máme parametr κ0, se kterým jsme se ještě nesetkali.

Interpretace tohoto parametru je, že středńı hodnota normálńıho rozděleńı µ je

odhadnuta z κ0 pozorováńı se středńı hodnotou µ0. Parametr κ0 vlastně určuje

mı́ru naš́ı jistoty v apriorńım rozděleńı parametru µ. Když zvoĺıme κ0 = 1, potom

si jisti nejsme, protože hodnota rozptylu ze vztahu (3.5) bude velká. Zat́ımco když

budeme hodnotu κ0 zvyšovat, rozptyl se bude snižovat, a t́ım naše jistota bude

větš́ı.

Parametr τ byl určen z 2α0 pozorováńı se středńı hodnotou µ0 a rozptylem

2β0.

3.2.1. Př́ıklad na reálných datech - odhad µ při neznámém

rozptylu

Př́ıklad provedeme opět na datech pod názvem Fat. Normalitu už ověřovat

nemuśıme, tu jsme ověřili v př́ıkladu 3.1.1. Odhad parametru µ provedeme pomoćı

vztahu (3.8). Rozptyl odhadu parametru µ poč́ıtáme, abychom mohli vykreslit

graf aposteriorńıho rozděleńı. Vykresĺıme hustotu aposteriorńıho rozděleńı tohoto

př́ıpadu společně s aposteriorńım rozděleńım v situaci, kdy jsme znali σ2.

Parametry apriorńıho rozděleńı zvoĺıme µ0 = 21, κ0 = 20. U apriorńıho

rozděleńı parametru τ použijeme gama rozděleńı s parametry α0 = 40 a β0 = 5.

kappa_0 = 20

alpha_0 = 40

5Inverzńı Gama rozděleńı má hustotu f(x) = βα

Γ(α)x
−α−1e−

β
x , x ∈ (0,∞), α, β > 0.
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beta_0 = 5

mu_n = (kappa_0*mu_0+n*mean(f$body.fat))/(kappa_0 + n)

beta_n = beta_0 + 1/2*sum((f$body.fat-mean(f$body.fat))^2) +

(kappa_0*n*(mean(f$body.fat)-mu_0)^2)/(2*(kappa_0 + n))

alpha_n = alpha_0 + 1/2

rozpt_n = beta_n/(alpha_n*(kappa_0 + n))

library(mnormt)

#pro vykreslenı́ hustoty t rozdělenı́ s jiným polohovým a

#škálovým parametrem (funkce dmt)

x = seq(17, 21, 0.01)

Hustota = dnorm(x, apost_mu, apost_tau)

Hustota.t = dmt(x.t, mean = mu_n, S = sqrt(rozpt_n),

df = 2*alpha_n)

df=data.frame(x,Hustota,Hustota.t)

ggplot(df, aes(x)) +

geom_line(aes(y = Hustota), colour = "aquamarine2", lwd=1) +

geom_line(aes(y = Hustota.t), colour = "gold2", lwd = 1) +

ggtitle("Hustoty aposteriornı́ch rozdělenı́")

> mu_n

[1] 19.34671

> rozpt_n

[1] 1.85273

Odhad středńı hodnoty µ se lǐśı jen málo. V tomto př́ıpadě jsme dostali

hodnotu 19,35. Rozptyl parametru µ je ale větš́ı. Pro ilustraci jsme aposteri-
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orńı hustoty v tomto př́ıpadě a v př́ıpadě, kdy jsme σ2 znali, nechali vykreslit

(Obrázek 3.3).

Obrázek 3.3: Hustota aposteriorńıho rozděleńı parametru µ při neznámém σ2 je
zobrazena žlutě. Hustotu aposteriorńıho rozděleńı, kdy jsme parametr σ2 znali,
je zobrazena zelenou barvou.
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Kapitola 4

Intervalové odhady

V předchoźıch kapitolách jsme ukázali, jak provést bodové odhady parame-

tru θ. Někdy je dobré znát i odhad intervalový. V klasické statistice tento interval

nazýváme konfidenčńım nebo intervalem spolehlivosti. Interpretace tohoto inter-

valu zńı, s jakou pravděpodobnost́ı pokrývá skutečnou (fixńı) hodnotu daného

parametru θ. V bayesovských metodách mluv́ıme o intervalu věrohodnostńım.

Protože odhadovaný paramtr zde vńımáme jako náhodnou veličinu, interpre-

tace se lǐśı. Zde můžeme ř́ıci, s jakou pravděpodobnost́ı lež́ı hodnota parame-

tru v daném intervalu. Věrohodnostńı interval je tedy bayesovskou obdobou pro

interval spolehlivosti.

V této kapitole jsem čerpala z [6], [11], [16] a [20].

Stejně jako vše ostatńı, odvozeńı intervalového odhadu je založeno opět na

aposteriorńım rozděleńı p(θ|y). Mějme tedy náhodnou veličinu θ (odhadovaný

parametr). 100(1 − α)% věrohodnostńı interval C1−α(y) parametru θ je určen

jako

p(θ ∈ C1−α(y)|y) = 1− α, (4.1)

kde α je námi určená mez, např́ıklad 0,05 a y je náhodný výběr. Ve v́ıcerozměrných

př́ıpadech mluv́ıme o věrohodnostńı množině. Interval můžeme psát i jako

C1−α(y) = (c, d),

P (c ≤ θ ≤ d|y) = 1− α,∫ d

c
p(θ|y)dθ = 1− α.
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Tato definice intervalu může vést k mnoha r̊uzným volbám (c, d). Proto se často

pracuje se specifičtěǰśımi intervaly, např́ıklad se symetrickým nebo s věrohodnost-

ńım intervalem o nejvyšš́ı aposteriorńı hustotě.

4.1. Symetrický věrohodnostńı interval

Uvažujme, že chceme dostat symetrický interval CS
1−α(y) = (c, d), to znamená

že

P (θ < c|y) =
α

2
∧ P (d < θ|y) =

α

2
,

respektive ∫ c

−∞
p(θ|y)dθ =

α

2
∧

∫ ∞
d

p(θ|y)dθ =
α

2
.

Potom je interval CS
1−α(y) = (c, d) 100(1− α)% symetrický věrohodnostńı.

4.2. Věrohodnostńı interval o nejvyšš́ı aposteri-

orńı hustotě

Věrohodnostńı interval o nejvyšš́ı aposteriorńı hustotě (anglicky highest poste-

rior density (HPD)) má tu vlastnost, že každý bod v intervalu má vyšš́ı hustotu,

než jakýkoli jiný bod mimo tento interval. Je to také nejkratš́ı 100(1 − α)%

věrohodnostńı interval. Předpokládejme, že chceme takový věrohodnostńı in-

terval. Takový interval CHPD
1−α (y) dostaneme, když budou splněny následuj́ıćı

podmı́nky:

• CHPD
1−α (y) je 100(1− α)% věrohodnostńı interval,

• p(θin|y) ≥ p(θout|y), ∀θin ∈ CHPD
1−α (y), ∀θout /∈ CHPD

1−α (y).

4.3. Př́ıklady na reálných datech

Abychom doplnili odhadováńı parametru θ úplně, ke všem př́ıklad̊um na reálných

datech provedeme ještě oba intervalové odhady.
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4.3.1. Binomické rozděleńı - rovnoměrné apriorńı rozděleńı

Budeme vycházet z podkapitoly 2.2. Vycházeli jsme z apriorńıho rozděleńı

Ro(0, 1) ≡ Beta(1, 1). Dostali jsme aposteriorńı rozděleńı Beta(78, 49). Naš́ım

úkolem bude sestavit 95% věrohodnostńı interval. Začneme symetrickým. Potřebu-

jeme tedy vyřešit

∫ c

−∞
Beta(78, 49)dθ = 0,025 ∧

∫ ∞
d

Beta(78, 49)dθ = 0,025.

Takové integrály ale neumı́me spoč́ıtat ručně. Pomůže nám k tomu následuj́ıćı

kód v R.

c = qbeta(0.025, apost.a, apost.b)

d = qbeta(1-0.025, apost.a, apost.b)

> c

[1] 0.5282941

> d

[1] 0.6966455

Můžeme učinit závěr, že se zde vyskyuje 95% pravděpodobnost, že proporce

student̊u z Mercyhurst University, kteř́ı sportuj́ı, je mezi hodnotami 0,53 a 0,70.

Nyńı zkusme věrohodnostńı interval o nejvyšš́ı aposteriorńı hustotě. V tomto

př́ıpadě bychom museli řešit integrál

∫ d

c
Beta(78, 49)dθ = 0,95.

To ale opět analyticky neumı́me. S využit́ım baĺıčku Smisc [18] a funkćı hpd to

lze jednoduše provést.

library(Smisc)

apost.hustota = function(x) dbeta(x, apost.a, apost.b)

apost.distr.fce = function(x) pbeta(x, apost.a, apost.b)

hpd.int = hpd(apost.hustota, c(0,1), cdf = apost.distr.fce,
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prob = 0.95)

print(hpd.int)

plot(hpd.int, las = 1, main = "HPD pro aposteriornı́ rozdělenı́

Beta(78,49)", lwd = 2, ylab = "Beta(78,49)")

> print(hpd.int)

$lower

[1] 0.5295197

$upper

[1] 0.6978049

$prob

[1] 0.95

Obrázek 4.1: Vyobrazeńı věrohodnostńıho intervalu o nejvyšš́ı aposteriorńı hus-
totě při aposteriorńım rozděleńı parametru θ ∼ Beta(78, 49).

Můžeme ř́ıci, že s pravděpodobnost́ı 95 % se odhad parametru θ, tedy počet

student̊u z Mercyhurst University, kteř́ı sportuj́ı, vyskytuje v intervalu (0,53;0,70).

Po zaokrouhleńı na dvě desetinná mı́sta v tomto př́ıpadě ve výsledćıch těchto

dvou r̊uzných věrohodnostńıch interval̊u nepoznáme rozd́ıl.
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4.3.2. Binomické rozděleńı - apriorńı rozděleńı beta

V př́ıpadě, kdy jsme náhodně zvolili apriorńı rozděleńı parametru

θ ∼ Beta(50, 20),

jsme dostali aposteriorńı rozděleńı θ|y ∼ Beta(127, 68). Výpočet je analogický,

jako v podkapitole 4.3.1. V R provedeme pouze malé úpravy kódu.

c2 = qbeta(0.025, apost.a.2, apost.b.2)

d2 = qbeta(1-0.025, apost.a.2, apost.b.2)

> c2

[1] 0.5831792

> d2

[1] 0.7164453

Symetrický interval pro aposteriorńı rozděleńı parametru θ|y ∼ Beta(127, 68) je

(0,58;0,72).

Věrohodnostńı interval o nejvyšš́ı aposteriorńı hustotě provedeme také pouze

malými změnami stávaj́ıćıho kódu.

apost.hustota.2 = function(x) dbeta(x, apost.a.2, apost.b.2)

apost.distr.fce.2 = function(x) pbeta(x, apost.a.2, apost.b.2)

hpd.int.2 = hpd(apost.hustota.2, c(0,1), cdf = apost.distr.fce.2,

prob = 0.95)

print(hpd.int.2)

plot(hpd.int.2, las = 1, main = "HPD pro aposteriornı́ rozdělenı́

Beta(127,68)", lwd=2,ylab="Beta(127,68)")

> print(hpd.int.2)

$lower

[1] 0.5842426
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$upper

[1] 0.717446

$prob

[1] 0.949999

Obrázek 4.2: Vyobrazeńı věrohodnostńıho intervalu o nejvyšš́ı aposteriorńı hus-
totě při aposteriorńım rozděleńı parametru θ ∼ Beta(127, 68).

Po zaokrouhleńı na dvě desetinná mı́sta budou opět oba intervaly shodny.

4.3.3. Normálńı rozděleńı - známý rozptyl

Vrát́ıme se ke kapitole 3.1.1, kde jsme předpokládali apriorńı rozděleńı µ ∼

N(21; 9). Aposteriorńı rozděleńı parametru µ mělo tvar N(18,95; 0,23). Výpočty

provedeme nejprve pro symetrický věrohodnostńı interval.

c=qnorm(0.025,apost_mu,apost_tau)

d=qnorm(1-0.025,apost_mu,apost_tau)

> c

[1] 18.5365

> d
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[1] 19.44688

Věrohodnostńı interval o nejvyšš́ı aposteriorńı hustotě dostaneme pomoćı

následuj́ıćıho kódu.

apost.hustota.norm = function(x) dnorm(x, apost_mu, apost_tau)

apost.distr.fce.norm = function(x) pnorm(x, apost_mu, apost_tau)

hpd.int.norm = hpd(apost.hustota.norm, c(16,21),cdf =

apost.distr.fce.norm, prob = 0.95)

print(hpd.int.norm)

plot(hpd.int.norm, las = 1,main = "HPD pro aposteriornı́ rozdělenı́

N(18,94;0,24)", lwd = 2, ylab = "N(18,94;0,24)")

> print(hpd.int.norm)

$lower

[1] 18.5365

$upper

[1] 19.44688

$prob

[1] 0.9499999

Symetrický věrohodnostńı interval a věrohodnostńı interval o nejvyšš́ı apo-

steriorńı hustotě jsou oba rovny (18,54; 19,45). Je zde 95% pravděpodobnost, že

pr̊uměrné procento tělesného tuku u muž̊u, je mezi hodnotami 18,48 a 19,41.

4.3.4. Normálńı rozděleńı - neznámý rozptyl

Zbývá posledńı př́ıklad, kdy jsme neznali jak středńı hodnotu, tak rozptyl

našich dat. Zde jsme dostali aposteriorńı rozděleńı T254(19,02; 2,81). Intervalové

odhady provedeme následovně.

c = qt(0.025, df=2*alpha_n)*sqrt(rozpt_n) + mu_n
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Obrázek 4.3: Vyobrazeńı věrohodnostńıho intervalu o nejvyšš́ı aposteriorńı hus-
totě při aposteriorńım rozděleńı parametru µ ∼ N(18,95; 0,23).

d = qt(1-0.025, df=2*alpha_n)*sqrt(rozpt_n) + mu_n

> c

[1] 17.43918

> d

[1] 20.74096

V tomto př́ıpadě je symetrický věrohodnostńı interval širš́ı, než v př́ıpadě, kdy

jsme parametr σ2 znali, což bychom očekávali. Věrohodnostńı interval o nejvyšš́ı

aposteriorńı hustotě, jak ukážou výpočty, bude o trochu užš́ı.

apost.hustota.t = function(x) dmt(x, mu_n, rozpt_n)

apost.distr.fce.t = function(x) pmt(x, mu_n, rozpt_n)

hpd.int.t = hpd(apost.hustota.t, c(-3,40), cdf = apost.distr.fce.t,

prob = 0.95)

print(hpd.int.t)

plot(hpd.int.t, las = 1, main = bquote("HPD pro aposteriornı́

rozdělenı́"~T[254]~"(18,95;39,74)"),

lwd = 2, ylab = bquote(T[254]~"(18,95;39,74)"))
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> print(hpd.int.t)

$lower

[1] 17.46374

$upper

[1] 20.7164

$prob

[1] 0.9500143

Obrázek 4.4: Vyobrazeńı věrohodnostńıho intervalu o nejvyšš́ı aposteriorńı hus-
totě při aposteriorńım rozděleńı parametru µ ∼ T254(19,02; 2,81).

Symetrický věrohodnostńı interval je (17,44; 20,74). Věrohodnostńı interval o

nejvyšš́ı aposteriorńı hustotě je (17,46; 20,72).
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Závěr

Ćılem této práce bylo seznámeńı se se základńımi principy bayesovských me-

tod a jejich aplikaćı v R. Začali jsme od jednoduchých př́ıklad̊u na základńı

podobu Bayesovy věty a došli jsme k odhad̊um parametr̊u u binomického a

normálńıho rozděleńı. V práci jsme popsali, jak bayesovské metody funguj́ı, co je

to konjugované apriorńı rozděleńı a jak ho vybrat, dále jak spoč́ıtat aposteriorńı

rozděleńı a odhadnout samotný parametr daného rozděleńı.

Bayesovská statistika nám umožňuje využ́ıt apriorńı informaci o datech, např́ı-

klad zkušenost z minulosti. Když žádnou takovou informaci nemáme, můžeme

už́ıt neinformativńı apriorńı rozděleńı, což jsou plochá rozděleńı. Např́ıklad u bi-

nomického rozděleńı lze použ́ıt rovnoměrné apriorńı rozděleńı pro parametr θ.

K vyjádřeńı nejistoty bayesovské metody už́ıvaj́ı podmı́něnou pravděpodobnost.

Ta je mnohem bĺıže k našemu běžnému smyslu užit́ı slova pravděpodobnost. Para-

metr, který chceme odhadovat, považujeme za náhodný, data jsou pro nás pevná.

U klasického př́ıstupu je tato situace opačná.

Tato metodika má ovšem i svá úskaĺı. Vždy po nás požaduje apriorńı rozděleńı,

odvozováńı aposteriorńıch rozděleńı je dost složité. Výsledky samotné analýzy

mohou být komplexněǰśı, než kdybychom užili frekventistický př́ıstup.

Nejtěžš́ı na tomto tématu bylo porozuměńı principu bayesovských metod. Sa-

motná práce neńı tak složitá, jak se na prvńı pohled mohlo zdát, d̊uležité je však

tématu dobře porozumět. Hodně času mi také zabralo pochopit r̊uzné úpravy

v odvozováńı, které nejsou jednoduché.

S bayesovskou statistikou jsem se dř́ıve nesetkala, téma mi přijde velice zaj́ıma-

vé a mysĺım si, že tato práce může být vhodnou inspiraćı pro ty, kteř́ı by se chtěli
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seznámit s jej́ımi základy a umět je aplikovat ve statistickém softwaru R. Práci

doplnily i četné př́ıklady tohoto softwaru, kde bylo jeho použit́ı demonstrováno.
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