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Abstrakt

Hlavnym cielom tejto prace bolo navrhnif a implementovat nastroj, ktory by bol schopny
klasifikovat sekvencie génu 16S rRNA do taxonomickych kategorii s vyuzitim vlastnosti
génu 16S rRNA. Vytvoreny nastroj analyzuje vsetky vstupné sekvencie sucasne, ¢im sa
lisi od beznych klasifika¢nych pristupov, ktoré klasifikuju vstupné sekvencie jednotlivo.
Tento nastroj vyuziva znalost, ze baktérie obsahuji niekolko kopii génu 16S rRNA, ktoré
sa moézu svojou sekvenciou odlisovat. Jednym z hlavnych prinosov tejto prace je préave
navrh, implementicia a vyhodnotenie schopnosti tohto néstroja. Experimenty ukéazali, Ze
navrhnuty néastroj je pre mensie datové sady schopny identifikovat odpovedajice baktérie
a urc¢it spravne pomery ich abundancii. Pri vac¢sich datovych sadach sa vsak prehladavany
priestor stava velmi rozsiahly a ¢lenity, ¢o vyzaduje dalsie vylepsenia navrhovaného nastroja,
aby bol stavovy priestor schopny prehladavat efektivne.

Abstract

The main goal of this thesis was to design and implement a tool that would be able to
classify the sequences of the 16S rRNA gene into taxonomic categories using the properties
of the 16S rRNA gene. The created tool analyzes all input sequences simultaneously, which
differs from common classification approaches, which classify input sequences individually.
This tool relies on the fact that bacteria contain several copies of the 16S rRNA gene, which
may differ in sequence. The main contribution of this work is design, implementation and
evaluation of the capabilities of this tool. Experiments have shown that the proposed tool
is able to identify the corresponding bacteria for smaller datasets and determine the correct
ratios of their abundances. However, with larger datasets, the state space becomes very
large and fragmented, which requires further improvements in order for it to search the
state space in an efficient way.
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klasifikdcia, Metropolis-Hastings

Keywords

metagenomics, 165 rRNA, copies of 16S rRNA gene, RNA secondary structure, taxonomic
classification, Metropolis-Hastings

Citacia

GRESOVA, Katarina. Klasifikace bakterii do tazonomickych kategorii na zdkladé viastnosti
16s rRNA. Brno, 2020. Diplomova prace. Vysoké uceni technické v Brné, Fakulta informac-
nich technologii. Vedouci prace Ing. Stanislav Smatana



Klasifikace bakterii do taxonomickych kategorii
na zakladé vlastnosti 16s rRNA

Prehlasenie

Prehlasujem, Ze som tuto diplomova priacu vypracovala samostatne pod vedenim péana
Ing. Stanislava Smatanu. Uviedla som vsetky literarne zdroje a publikacie, z ktorych som
Cerpala.

Katarina Gresova
10. jana 2020

Podakovanie

Rada by som podakovala panu Ing. Stanislavovi Smatanovi za odborné vedenie prace, tr-
pezlivost pri konzultaciach, priatelsky pristup a pomoc, ktort mi pri tvorbe prace poskytol.



Obsah

1 Uvod 3
2 Geneticka informacia zivych organizmov 4
2.1 Struktira a funkcia nukleovych kyselin . . . . . .. ... ... ... ..... 4
2.2 Parovanie baz . . . . . . . ... e 5
2.3 Sekundarna struktira RNA . . . . . .. ... L o Lo 6
2.4 Formaty reprezentacie genetickej informécie v po¢itaci . . . . . .. ... .. 7
2.5 Porovnavanie sekvencii nukleovych kyselin . . . . . ... ... ... ... 8
3 Metagenomicka analyza s vyuzitim vlastnosti 16S rRNA 11
3.1 Taxondmia . . . . . . . . . . e 12
3.2 Stadium mikrobiému pomocou génu 16S rRNA . . . . ... ... ... ... 12
3.3 Analyza hypervariabilnych oblasti génu 16S TrRNA . . . ... ... .. ... 15
3.4 Rozdiely v rychlosti vyvoja medzi struktirnymi prvkami rRNA . . . . . .. 15
3.5 Fylogenetickd analyza s ohladom na sekundarnu struktdru 16S rRNA . . . . 17
3.6 Komparativna analyza funkcie 16S TRNA . . . . . .. ... ... ... ... 17
3.7 Kbopie génu 16S rRNA v bakteridlnom genéme . . . . . . . .. ... .. ... 18
4 Klasifikacia mikrobiému 19
4.1 Algoritmus Metropolis Hastings . . . . . .. ... ... ... ... ...... 20
5 Navrh klasifikacie baktérii na zaklade variant 16S rRNA 22
5.1 Predfiltrovanie databazy zndmych baktérii . . . . . . . . ... ... ... 22
5.2 Mapovanie vstupnych sekvencii na varianty baktérii . . . .. ... .. ... 24
5.3 Prehladavanie stavového priestoru . . . . . . .. . ... oL 25
5.4 Ohodnotenie stavu systému . . . . . . . ... ... L 27
6 Implementacia navrhnutého nastroja 36
6.1 Klasifikdcia na zaklade variant 16S TRNA . . . . . . .. ... ... .. ... 36
6.2 Transformécia sekvencii do priestoru znamych baktérif . . . . . .. .. ... 38
7 Vyhodnotenie navrhnutého nastroja 41
7.1 Zakladné datovésady . . . . . . . . . .. ... 42
7.2 Porovnanie kombinaci{ evaludtorov . . . . .. ... ... ... ... .. ... 43
7.3 Vplyv normalizacie skdre . . . . . . . . . ... 45
7.4 Pokrocilejsie datovésady . . . . . . . ..o 47
8 Zaver 50



Literatara
A Vysledky porovnania kombinacii evaluatorov

B Obsah paméitového média

52

62

66



Kapitola 1

Uvod

Ludské telo je domovom mnohych baktérii, archei, virusov a hiib. Spolo¢enstvo tychto do-
datocnych buniek sa nazyva Tudsky mikrobiom a ich pocet je aspon tak velky, ako pocet
somatickych buniek Tudského tela [98]. Sthrn genetickej informécie obsiahnutej v mikro-
bidlnych bunkach sa nazyva Iudsky metageném a pozostdva z vic¢sieho pocétu génov ako
samotny ludsky geném [44].

Prevazna cast tychto mikrobov obyva traviaci trakt, pricom najviac sa ich nachadza
v zostupnom hrubom ¢reve, kde syntetizuji nevyhnutné aminokyseliny a vitaminy a spra-
covavaju Casti inak nestravitelnych zloziek potravy [21]. Neddvne technologické pokroky a
vyskumna snaha viedli k narastu informécii v oblasti Tudského ¢revného mikrobiému. Na-
ruseny Crevny mikrobiém bol spojeny s radou zdravotnych tazkosti ako napriklad obezita
[74], Crohnova choroba [34], syndrém drazdivého ¢reva (IBS) [25], CDAD [26], psoriatickd
artritida [96], atopicky ekzém [12], depresia [39] a iné.

Po dlhtt dobu bolo mozné analyzovat baktérie v Tudskom mikrobiéme iba pomocou
ich kultivacie. Mnohé druhy baktérii vSak nie su kultivovatelné, a preto ich nebolo mozné
objavit. Vdaka neddvnemu pokroku vo vysokovykonnom sekvenovani je teraz mozné efek-
tivne skimat mikrobidlne spolocenstva a analyzovaf druhy baktérii, ktoré sa v nich nacha-
dzaju [81].

Ulohou tejto préce je vytvorit novi metédu klasifikdcie baktérii, ktora bude klasifikovat
sekvencie génu 16S rRNA ziskané vysokovykonnym sekvenovanim. Vytvoreny nastroj bude
vyuzivat vlastnosti zadanych sekvencii 16S rRNA na klasifikdciu baktérii do taxonomickych
kategéril a urcovanie pomerov ich abundancii vo vstupnej vzorke.

Navrhnuty systém sa liSi od beznych klasifikacnych pristupov, ktoré klasifikuju vstupné
sekvencie jednotlivo. Tento systém analyzuje vSetky vstupné sekvencie sicasne a vyuziva
znalost, ze baktérie obsahuju niekolko kopii génu 16S rRNA, ktoré sa mo6zu svojou sekven-
ciou odlisovat [66]. Systém obsahuje niekolko pristupov k ohodnoteniu podobnosti sekvencii,
medzi ktoré patri aj pristup zalozeny na podobnosti sekundarnej struktiary 16S rRNA. Cel-
kova struktira nastroja je uvedend v jeho Specifikacii, ktora sa nachadza v kapitole 5.

Vsetky specifikované casti systému boli uspesne implementované a ich schopnosti boli
vyhodnotené pomocou rady experimentov. Implementacia nastroja je prezentovana v kapi-
tole 6 a analyza vysledkov experimentov je popisand v kapitole 7. VSetky teoretické infor-
macie, ktoré si potrebné na pochopenie principov nastroja, s uvedené v kapitolach 2, 3
a 4.



Kapitola 2

Geneticka informacia zivych
organizmov

Povrch nasej planéty je obyvany zivymi bytostami — zlozito organizovanymi chemickymi
tovarnami, ktoré prijimaji hmotu zo svojho okolia a pouzivaju ju na vytvaranie svojich ké-
pii. Objavy minulého storocia ¢iasto¢ne odhalili povahu tychto zivych organizmov. Ukazalo
sa, ze zivé organizmy su zostavené z buniek, a ze tieto jednotky zivota zdielaji rovnaky
mechanizmus na vykondvanie zédkladnych funkecif [16].

2.1 Struktira a funkcia nukleovych kyselin

Zivé bunky na Zemi uchovévaji svoju dedi¢nii informéaciu vo forme dvojvlinkovej mole-
kuly DNA. Oba vlankna st vzdy vytvorené z rovnakych styroch nukleotidov — zakladnych
stavebnych jednotiek nukleovych kyselin. Geneticka informécia je zakédovand linedrnou
sekvenciou tychto nukleotidov, podobne ako postupnost nul a jednotiek kéduje informéciu
v poéitacovom sibore. Kazdy nukleotid vo vldkne DNA pozostava z troch c¢asti: cukor (de-
oxyribdza), fosfatova skupina a dusikatd baza, ktord méze byt bud adenin (A), cytozin (C),
guanin (G) alebo tymin (T) [16].

Sekvencia molekuly DNA je rozdelena na tiseky — gény — ktoré koduju informaciu na syn-
tézu dalsich molekul v bunke. Tento proces zac¢ina transkripciou, kedy je isek DNA pouzity
ako Sabléna na vytvorenie kratsej molekuly — RNA. Podobne ako v pripade DNA, kostra
kazdej molekuly RNA je tvorena cukrom a fosfatovou skupinou, avsak je syntetizovana s po-
wzitim iného cukru — ribézy. Dalsim rozdielom je, ze RNA zvy¢ajne pozostiva z jedného
vlakna a je podstatne kratsia ako molekula DNA. Navyse, RNA neobsahuje bazu tymin,
ale bazu nazyvanu uracil (U) [17]. Porovnanie DNA a RNA molekuly je na obrazku 2.1.

Jednou z hlavnych funkcii RNA je okopirovat genetickt informaciu z DNA a fyzicky ju
preniest na miesto, kde déjde k jej prelozeniu na vysledny protein. V procese prekladu je
postupnost nukleotidov RNA prelozena do postupnosti aminokyselin — stavebnych blokov
proteinov. Cely proces je vykonavany multimolekuldrnym strojom — ribozémom. Ribozém
je tvoreny dvoma hlavnymi vldknami RNA, nazyvanymi ribozomédlna RNA (rRNA), a viac
ako 50 roznymi proteinmi [16].
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Obr. 2.1: Struktiira DNA a RNA. DNA je dvojvlankova molekula, ktord pozostéva z troch
Casti: cukor (deoxyribdza), fosfatova skupina a dusikatd baza, ktord moze byt bud adenin
(A), cytozin (C), guanin (G) alebo tymin (T). RNA je jednovliknova molekula, ktord ako
cukor pouziva ribézu a neobsahuje bazu tymin, ale bazu uracil (U). Obrazok je prevzaty
z ¢ldnku DNA: Definition, Structure €& Discovery od Rachael Rettnerovej [93].

2.2 Parovanie baz

Spodsoby, akymi by molekula DNA mohla specifikovat tvorbu proteinov, a zaroven ako by
tato informéacia mohla byt prendsana z bunky do bunky, boli po dlhy ¢as zahadou. Riesenie
sa objavilo v roku 1953, kedy James Watson a Francis Crick [113] spravne predpovedali
struktiru DNA. Dvojvlaknovost molekuly DNA a komplementarne parovanie baz objasnilo
problém kopirovania a replikdcie informacie ulozenej v DNA [16].

Ako bolo popisané v kapitole 2.1, molekula DNA pozostava z dvoch dlhych vlakien
tvorenych Styrmi typmi nukleotidov. Tieto vlakna si spojené vodikovymi vizbami medzi
bazami opacnych vlakien — bazy si vo vnutri molekuly DNA a kostra je na povrchu. Paro-
vanie baz vsak nie je ndhodné. Podla Watson-Crickovho modelu parovania baz sa A vzdy
paruje s T (alebo U v pripade RNA), C vzdy s G (obrazok 2.2) [16].

Parovanie baz sa neprejavuje len v dvojvlaknovej DNA, ale aj v jednovlaknovych mo-
lekulach DNA a RNA. Vlakno RNA sa rozne staca, vytvara pary vramci tohto vlakna, a
tym definuje sekundarnu struktiru RNA. Rozsiahlejsi popis sekundarnej struktiry RNA sa
nachidza v kapitole 2.3.
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Spociatku sa predpokladalo, Ze parovanie baz v RNA podlieha vyhradne Watson-Cricko-

vym pravidlam. Prva experimentalne zistend strukttira tRNA' ukdzala, 7e to tak nie je [104].
Nasledné vyskumy zistili, ze 60 % péarov béz v Struktirach RNA st kénonické Watson-
Crickove péary, zatial ¢o zvys$né pary baz si nekanonické [73]. Najcastejsimi nekdnonickymi
parmi vo velkych RNA molekuldch, ako je TRNA, st kolisavy par G-U? (obrézok 2.3) a par
G-A [42] [43].

o) .
G / Obr. 2.3: Kolisavé parovanie baz G-U, ktoré je
N geometricky odlisné od kanonického Watson-
/N O----- H—N / Crickovho pédrovania, mé vsak podobnt ter-
r modynamicku stabilitu [28]. Obrézok bol zis-
N / N—H------ 0] kany z Wikimedia Common a je verejne do-

stupny bez obmedzeni.

Sekundarna a terciarna struktira RNA je formovana a udrziavand pomocou kénonic-
kych aj nekdnonickych bazovych parov [51]. Vdaka mnohym typom nekdnonickych bézo-
vych parov moze RNA nadobtdat mnoho réznych Struktir, ktoré jej umoznuji rozmanité
funkcie [73].

2.3 Sekundarna struktira RNA

Vicsina génov obsiahnutych v molekule DNA Specifikuje sekvenciu aminokyselin na tvorbu
proteinu; RNA molekuly vykopirované z tychto génov st nasledne prelozené do proteinov.
Finalny produkt niektorych génov je vsak samotnd RNA. Tieto RNA molekuly, podobne

Ltransferovd RNA
Zanglicky: G-U wobble base pair



ako proteiny, slizia ako enzymatické a struktirne komponenty pre Siroka skalu procesov
v bunke. Jednou z takychto nekédujucich RNA molekul je prave rRNA, ktora tvori jadro
ribozému [16].

Funkcia molekuly je urcend jej struktirov. Molekula RNA vytvara rozne bazové pary,
a tym umoznuje vznik rozmanitym motivom v sekundarnej struktire RNA, ktora popisuje
interakciu v rdmci jedného vldkna nukleovych kyselin [53]. Zakladné sekundérne struktiry
RNA st uvedené na obrazku 2.4.
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Obr. 2.4: Zakladné motivy se-
kundarnej struktiary RNA: stonka,
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Predikcia sekundarnej struktiry molekuly RNA je intenzivne studovany problém. Pr-
votné metddy predikcie sekundarnej struktary z jednej sekvencie boli zalozené na pristupoch
ako termodynamické skladanie [83] [123] a pravdepodobnostné modelovanie [35]. Molekula
RNA vsak moze nadobudat velké mnozstvo teoreticky moznych sekundarnych struktar. Zu-
ker a Sankoff [122] odhadli, Ze poc¢et moznych sekundarnych Struktirnych modelov je vAcsi
nez 1.8™, kde n je pocet nukleotidov v danej sekvencii.

Odlisnym pristupom je komparativna analyza sekvencii [24], ktord je zalozend na jed-
noduchom principe: jedna sekundarna sStruktira RNA moze byt ziskana z roznych RNA
sekvencii. Komparativna metdéda bola validovana v roku 1976, ked bola ziskana krystalova
struktira tRNA [64] a vSetky predpovedané sekundarne interakcie sa v nej nachddzali.

2.4 Formaty reprezentacie genetickej informacie v pocitaci

Sekvencia nukleotidov moéze byt chapana ako retazec nad abecedou obsahujicou styri sym-
boly. Z tohto predpokladu vychadzaju forméaty na reprezentaciu nukleotidovych sekvencii
fasta a fastq. Sekundarna struktira ribonukleovej kyseliny mdze byt popisand parovanim
baz — na Com je zalozena zatvorkova notacia.

Format fasta je textovy format, ktory slizi na reprezentaciu sekvencii nukleovych ky-
selin alebo aminokyselin. V pripade kyseliny ribonukleovej sa jedné o retazce nad abecedou
{A,C,U, G}. Zaznam jednej sekvencie za¢ina riadkom obsahujicim popis sekvencie, po kto-
rom nasleduju riadky so samotnou sekvenciou (obrazok 2.5). Riadok obsahujici popis vzdy
zacina symbolom ,,>“ [8].



>URS00004AF543 Homo sapiens rRNA

GCUAAACCUAGCCCCAAACCCACUCCACCUUACUACCAGACAACCUUAGCCAAACCAUUUACCCAAAUAAAGUAUAGGCG
AUAGAAAUUGAAACCUGGCGCAAUAGAUAUAGUACCGCAAGGGAAAGAUGAAAAAUUAUAACCAAGCAUAAUAUAGCAAG
GACUAACCCCUAUACCUUCUGCAUAAUGAAUUAACUAGAAAUAACUUUGCAAGGAGAGCCAAAGCUAAGACCCCCGAAAC

Obr. 2.5: Cast sekvencie Tudskej 16S ribozomélnej RNA ziskanej z databazy RN Acentral [9].

Format fastq je rozsirenim formatu fasta o hodnoty kvality jednotlivych baz v sek-
vencii. Hodnota kvality bazy je odvodena od odhadu pravdepodobnosti, ze dana baza bola
urc¢end chybne [59]. Zaznam jednej sekvencie je vo forméte fastq zakdédovany pomocou Sty-
roch typov riadkov (obrazok 2.6). Prvy riadok kazdého zdznamu zacina symbolom ,@Q“ a
pokracuje ndzvom zaznamu s jeho popisom. Nasledujtce riadky obsahuji samotna sekven-
ciu. Po sekvencii nasleduje riadok, ktory zacina symbolom ,,+“ a volitelne mo6ze obsahovat
zopakovany nazov zdznamu. Posledné riadky obsahuji hodnoty kvality jednotlivych baz,
zakédované pomocou ASCII symbolov [29].

@SRR001666.1 071112 SLXA-EAS1 s_7:5:1:817:345 length=36
GGGTGATGGCCGCTGCCGATGGCGTCAAATCCCACC
+SRR001666.1 071112 SLXA-EAS1 s_7:5:1:817:345 length=36
IITTIITIITIIIIIIIIIIIIIIIIIIIIIOIGOIC

Obr. 2.6: Ukézka dat vo forméte fastq ziskanych z databazy SRA [72].

Zéatvorkova notacia® je textova reprezentdcia sekundarnej struktiry RNA. Sparované
zatvorky symbolizuji parovanie béz a volné bazy st zobrazené bodkami (obrazok 2.7) [7].

A B CCGAUAGAGGCGUGCGGUCAAGGUCCGG
:A_/_Q C (G (o)) ) )

Obr. 2.7: Sekunddrna Struktira molekuly RNA je zobrazena (A) spolu so sekvenciou (B)
a Struktirov v zatvorkovej notécii (C). Obrazok je prevzaty z prednasky CS Duke Univer-
sity [3].

2.5 Porovnavanie sekvencii nukleovych kyselin

Porovnavanie dvoch sekvencii nukleovych kyselin a urcenie ich podobnosti je beznou tlohou
bioinformatiky. Ak je problém porovnavania zovSeobecneny na problém porovnavania re-
tazcov, potom je mozné pouzit Hammingovu vzdialenost — pocet pozicii, na ktorych sa zod-
povedajuce znaky liSia. Toto zovseobecnenie sa vsak nepouziva. Hammingova vzdialenost
predpoklada, ze i-ty znak jednej sekvencie je zarovnany s i-tym znakom druhej sekvencie.
Tento predpoklad vsak v pripade sekvencii nukleovych kyselin neplati, pretoze v DNA na-
stavaju mutécie, ¢o je evolucny proces, ktory moze viest k substittcii, vloZeniu ¢i vymazaniu
nukleotidu. Aj ked st refazce ATATATAT a TATATATA velmi odlisné z pohladu Hammin-
govej vzdialenosti, ich vzdialenost sa stane podstatne mensou, ak sa zarovnaji posunutim
druhého retazca o jednu poziciu doprava (obrazok 2.8) [60].

3anglicky: dot-bracket notation



A T AT AT A T -

- T A T A T A T A
Obr. 2.8: Zarovnanie sekvencie ATATATAT a TATATATA. Obrazok je prevzaty z knihy An
introduction to bioinformatics algorithms [60].

Vhodnejsim pristupom na porovnavanie sekvencii nukleovych kyselin je editacna vzdia-
lenost, ktora vyjadruje minimalny pocet edita¢nych operacii potrebnych na transformovanie
jednej sekvencie na sekvenciu druhii. Bezne sa pouzivaja tri typy edita¢nych operacii: vlo-
Zenie znaku, vymazanie znaku a nahradenie znaku inym [60]. Pomocou tychto operacii sa
da popisat zarovnanie sekvencii. Zarovnanie z obrazku 2.8 vznikne vlozenim medzery na
prva poziciu druhej sekvencie a vlozenim medzery na deviatu poziciu prvej sekvencie.

2.5.1 Algoritmy zarovnania sekvencii

Algoritmus Needleman-Wunsch bol predstaveny v roku 1970 Needlemanom a Wunschom a
stal sa bezne pouzivanym pristupom na vypocet optimalneho globalneho zarovania dvoch
sekvencii [82]. Jednd sa o vyuzitie dynamického programovania na ziskanie globdlneho za-
rovnania, kde sa optimélne zarovnanie dosiahne po celej dizke oboch sekvencii. Zarovnanie
musi siahat od zaciatku do konca oboch sekvencii, aby bolo dosiahnuté najvyssie celkové
skére [119].

Algoritmus moéze byt demonstrovany na dvoch sekvenciach CGTGAATTCAT a GACT-
TAC. Pre zistenie najvyssieho skore podobnosti dvoch sekvencii algorimus vyuziva maticu,
ktord reprezentuje vsetky mozné kombindacie parov, ktoré moézu byt ziskané zo vstupnych
sekvencii pri vlozeni medzier [4].

Dalsfm krokom je vypocet najvicsieho mozného skére pre kazdi bunku matice. Zaéina
sa z lavého horného rohu a smeruje sa k pravému dolnému rohu, pricom sa postupuje po
riadkoch. Pre kazda bunku 4, j sa po¢ita maximélne skére podla nasledujiiceho vzorca:

Mi—1,j-1+ Si;
Mi,j = max Mi,j—l + W
M; 1;+W

kde S; j reprezentuje penalizdciu i-teho a j-teho znaku zo zarovnavanych sekvencii a W
je penalizicia za vloZenie medzery. Do matice st este vlozené spiatné ukazovatele urcujice,
z ktorej bunky bolo ziskané maximalne skore aktudlnej bunky [4].

Vysledné skore zarovnania sa nachadza v pravom dolnom rohu matice. Pomocou spét-
nych ukazatelov je hladané optimdlne zarovnanie z pravého dolného rohu do Tavého hor-
ného rohu. Ziskana cesta maticou predstavuje optimalne zarovnanie — ukazuje, ktoré bazy
sa maju zarovnat a na ktoré miesta maju byt vlozené medzery. Tychto zarovnani moze
byt vSeobecne viac a vsSetky mo6zu mat rovnaké skére. Pre sekvencie z uvedeného prikladu
existuju dve optiméalne globalne zarovnania, zobrazené na obrazku 2.10 [4].

Modifikdciou algoritmu Needleman-Wunsch je algoritmus Smith-Waterman, ktory bol
predstaveny Smithom a Watermanom v roku 1981 [101] a pouziva sa na riesenie problému
lokalneho zarovnania sekvencii. Tento algoritmus je vhodné pouzit pri vyhladdvani kratsej
sekvencie v dlhsej sekvencii.
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Obr. 2.9: Vyplnend matica dynamického programovania pre vypocet zarovnania sekvencii
CGTGAATTCAT a GACTTAC. Hodnoty v bunkach uréuji najvacsie skére zarovnania
prefixov sekvencii po dani poziciu a spatné ukazovatele urcujice, z ktorej bunky bolo
ziskané maximélne skore aktualnej bunky. Obréazok je prevzaty z clanku Global alignment
of two sequences — Needleman-Wunsch Algorithm [4].

CGTGAATTCHAT CGTGAATTCHAT

- - -GACTT-AC - G--ACTT-AC

Obr. 2.10: Optiméalne globalne zarovnania sekvencii CGTGAATTCAT a GACTTAC azis-
kané algorimom Needleman-Wunsch.

Algoritmus Smith-Waterman vychadza z algoritmu Needleman-Wunsch s niekolkymi
modifikdciami. Bunky v prvom riadku a prvom stipci matice dynamického programovania sa
inicializované na hodnotu 0. Bunky matice dynamického programovania neobsahuju zaporné
hodnoty. Ak pri vypocte skére zarovnania vznikne zadpornd hodnota, do bunky sa ulozi
hodnota 0. Vysledné optimalne zarovnanie sa nehlada len z pravého dolného rohu matice;
maximélne hodnoty skore sa hladaji v celej matici a od tychto miest sa hladd optiméalne
zarovnanie pomocou spatnych ukazatelov.

V pripade potreby zarovnavat velké mnozstvo sekvencii moéze byt kvadraticka ¢asova
zlozitost dynamického programovania nedostacujica. V tom pripade je mozné pouzit he-
uristicky nastroj blast® [19], ktory néjde oblasti lokélnej podobnosti medzi sekvenciami.
Program porovnava nukleotidové alebo proteinové sekvencie so sekvenénymi databazami a
identifikuje tie sekvencia v databéaze, ktorych podobnost je Statisticky vyznamna.

4Basic Local Alignment Search Tool
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Kapitola 3

Metagenomicka analyza s vyuzitim
vlastnosti 16S rRNA

Metagenomika je Stidium genetického materidlu ziskaného z organizmov, ktoré obyvaja
spolocené prostredie. Mikrobiolégia (Stidium mikroorganizmov) bola tradiéne zaloZena
na kultivovani vzoriek v laboratériu. Vacésina mikroorganizmov vSak nemoéze byt takto
vypestovand, a preto ich existencia nebola zistena. Metagenomika pontka objektivny po-
hlad nie len na S$truktiru komunity (bohatost a distribicia druhov), ale aj na funkény
(metabolicky) potencial komunity (obrézok 3.1) [57].

GCGCGATATGCGTATTT
GCGTTAAATGCGCTATT

DNA extraction CGAGTTCCCGGTATATA

DNA sequencing

— | AGTTAACGATTAGGCAT
CGGATAGGTTAGTATCG
GCGCGATATGCGRATTC

S Read
s classification
- -«

s Taxonomic profiling

|
|
|
|
{

I

]
|
!
[

Functional profiling

|

Obr. 3.1: Metagenomicka analyza s vyuzitim sekvenovania druhej generdcie. Obrazok je
prevzaty z ¢lanku Metagenome Analysis [6] a upraveny.

Metagenomika teda pokryva dva hlavné typy analyzy. Prvym typom je taxonomicka
analyza, ktora sa zaoberd zistovanim, aké baktérie si pritomné v danom vzorku. Druhym
typom je funkénd analyza, ktora skiima, ¢oho st baktérie vo vzorke schopné [81]. Tato préca
je zamerand na taxonomickd analyzu.
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3.1 Taxondémia

Taxonomia je veda zaoberajica sa pomenovavanim a klasifikdciou organizmov na zéklade ich
charakteristik [116]. Taxonémia uplatnend na vsetky zivé organizmy poskytuje konzistentny
nastroj na klasifikdciu a identifikdciu organizmov. Tato konzistentnost umoznuje biologom
na celom svete pouzivat spolo¢né oznacenie. Spolo¢ny jazyk, ktory taxondémia poskytuje,
minimalizuje nejasnosti tykajice sa pomenovani a umoznuje sustredit pozornost na doélezité
vedecké otazky a javy [22].

Taxonomicky systém bol prvykrat zavedeny v 18. storoc¢i svédskym prirodovedcom Ca-
rolusom Linnaeusom, ktory je taktiez vynalezcom principu pomenovavania organizmov ich
rodovym a druhovym nézvom. Vyvinul hierarchicky klasifika¢ny systém, ktory sa s urcitymi
zmenami pouziva dodnes — taxonomicki hierarchiu. Organizmy st v tomto systéme orga-
nizované do skupin podla ich morfologickych, behavioralnych, genetickych a biochemickych
vlastnosti. Kazda uroven klasifikdcie sa nazyva taxén [23].

V sti¢asnosti taxonomicka hierarchia obsahuje osem tirovni, ktorymi si (od najvseobec-
nejsej po najspecifickejsiu): doména, risa, kmen, trieda, rad, ¢elad, rod a druh [23]. Niektoré
moderné hierarchie nepouzivaju tiroven risa a v tejto praci s nou taktiez nebude pracované.
Ukéazka zaradenia organizmu do jednotlivych taxonomickych drovni je na obrazku 3.2.

doména [------------1 Bacteria
kmen ~  r------------y Proteobacteria
trieda @ r------------ Gammaproteobacteria
rad p---m---mmmmey Enterobacterales
gelad p------------d Enterobacteriaceae
rod  f-omememoeeoy Escherichia
druh  F------------y Escherichia coli

Obr. 3.2: Taxonomické kategorie Escherichia coli. Vytvorené na zéklade dat z NCBI Taxo-
nomy Browser [37].

3.2 Stadium mikrobiému pomocou génu 16S rRNA

Gén 16S rRNA je sekvencia DNA, ktora kéduje RNA komponentu malej podjednotky ribo-
zOmu. Nachadza sa v gendme vsetkych bakteridlnych druhov a moze byt najdeny v kazdej
bunke. Gén 16S rRNA obsahuje dva typy regiénov: regiony, ktoré sa pocas evolicie menili
velmi pomaly a regiény, ktoré podstipili rapidne zmeny (obrazok 3.3) [16].
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Obr. 3.3: Vizualizicia sekvencie génu 16S rRNA s konzervovanymi (tmavé) a viariabilnymi
(svetlé) regiénmi. Obrazok je prevzany z ¢lanku 16S rRNA Amplicon Sequencing Offers
Enhanced Metagenomic Detection od Bioo Scientific [2].

Pouzitie sekvencif génov 16S rRNA na $tidium baktérialnej fylogénézy' a taxonémie je
zdaleka najbeznejsim pristupom z mnohych dévodov. Tieto dévody zahitiaju (i) pritomnost
v takmer vSetkych baktériach, ¢asto vo forme multigénovej rodiny alebo operénov; (ii)
funkcia génu 16S rRNA sa v priebehu ¢asu nezmenila, ¢o naznacuje, ze ndhodné zmeny
sekvencie si presnou mierov ¢asu (vyvoja) a (iii) gén 16S rRNA (1500 bazovych parov) je
dostatocne velky, aby obsahoval Statisticky relevantné informécie [86].

Pouzitie génu 16S rRNA vo fylogenetike bolo v roku 1973 propagované Carlom Woesom
a Georgom E. Foxom [117]. Poéet $tudii skimajtcich mikrobiém explodoval od technolo-
gického pokroku sekvenacnych metdéd druhej generacie, ktoré ulahéili analyzu nezavisli na
kultivovani a klonovani [67]. Najbeznejsim sekvena¢nym pristupom na analyzu mikrobiému
je amplikénova analyza génu 16S rRNA [58] [91]. V tejto metdde je region 16S rRNA am-
plifikovany pomocou PCR? s primermi®, ktoré rozpoznavaji vysoko konzervované oblasti
génu (obrazok 3.4) [95].

1. Experimental design 2. PCR amplification 3. DNA sequencing

Barcode Fwd  Primer Fwd Primer Rev  Barcode Rew — —
— ~ \ —
d— \
Gene 1 d— Y
\\

—

—
POOOOLOTCOOOTOOeCTOeL \
) Illumina

— ! —— — lon Torrent
— Gene 2 A— / — —— /
— . -y / — /
P2CCOCCTCOCTTTOCOTTT / — — /

/ J/

— —_— — =

: Gene 3 — |

Obr. 3.4: Kroky amplikonového sekvenovania druhej generdcie. 1. Experimentalny ndvrh
sekvencii primerov na amplifikidciu pozadovanych oblasti génov (markerov) a navrh zna-
¢iek na identifikdciu vzorkov alebo jednotlivcov. 2. PCR amplifikdcia markerov. 3. Sek-
venovanie vysledkov aplifikacie. Obrazok je prevzaty z clanku Amplicon sequencing and
high-throughput genotyping — Basics [97] a upraveny.

Okrem vysoko konzervovanych miest, kde sa viazu primery, sekvencia génu 16S rRNA
obsahuje variabilné oblasti, ktoré moézu poskytnut specifické informaécie na identifikaciu bak-
térif aj na trovni druhov [89]. Dosledkom je, ze v lekarskej mikrobiolégii prevlddlo sekveno-
vanie génu 16S rRNA ako rychla a lacna alternativa k fenotypovym metédam bakteridlne;j
identifikacie [27].

1y¥voj biologického druhu poéas celej jeho histérie
2polymerazové retazova reakcia
3kratka molekula, na ktorej sa zaéina polymerazové retazové reakcia DNA
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3.2.1 Cieleny vyber oblasti génu 16S rRNA pomocou primerov

Bakteridlny gén 16S rRNA obsahuje deviit hypervariabilngch oblasti (V1 — V9) s dizkou
od asi 30 do 100 parov baz, ktoré si zapojené do sekundarnej Struktiry malej ribozomalne;j
podjednotky [48]. Aj ked sa hypervariabilné oblasti génu 16S mo6zu dramaticky odliSovat
medzi baktériami, gén 168 ako celok si zachoviva velktt homogénnost dizky, ¢o ulahéuje za-
rovnanie [87]. Gén 16S dalej obsahuje vysoko konzervované oblasti medzi hypervariabilnymi
regiénmi, ¢o umoznuje navrhntt univerzalne primery, ktoré mdzu spolahlivo produkovat
rovnaké sekcie génu 16S v réznych taxdénoch (obrazok 3.5) [111].

68 136 433 576 821 1117 1243 1435

# m 5 5 V8 Vo

. - <= ;;m & & " Sio0k | ==

V1-V3 ~510 bp for Roche 454
V3-V4 ~428 bp for MiSeq PE
V3-V5 ~548 bp for Roche 454
v4 ~252 bp for HiSeq
~562 bp for Roche 454 V6-V9

V1-V9 (Full-length)

Pacific Biosciences

Obr. 3.5: Zhrnutie popularnych sad primerov pre jednotlivé platformy sekvenovania druhej
generacie. Devit hypervariabilnych regiénov identifikovanych medzi baktériami, pomeno-
vané V1 az V9, je zobrazenych ¢erveno. Dopredné primery si zobrazené zeleno, spatné
oranzovo. Obrazok je prevzaty z ¢lanku 16S rRNA and 16S rRNA Gene [10].

Pér primerov sa skladd z dopredného” a spétného® primeru. Dopredny primer je navr-
hnuty tak, aby bol komplementarny k skiimanému vldknu. Spatny primer je komplemen-
tarny k opac¢nému vlaknu (obrazok 3.6) [67].

S’ TTAT 3’

I ——

SacTe? FAATA 5

FWIIII:

37 TGAC 57

Obr. 3.6: Ukazka navrhu dopredného (FW) a spéatného (RV) primeru. Obrézok je prevzaty
z prednasky Genetics & Genotyping [45].

Yanglicky: forward
Sanglicky: reverse
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3.3 Analyza hypervariabilnych oblasti génu 16S rRNA

Aj ked ziadna hypervariabilna oblast nedokaze presne klasifikovat vsetky baktérie od do-
mény k druhu, niektoré mézu spolahlivo predpovedat konkrétne taxonomické tirovne. Stu-
pen konzervovanosti sa znacne 1isi medzi hypervariabilnymi regiénmi, pricom viac konzer-
vované regiony koreluju s taxondémiou vyssSej irovne a menej konzervované regiény s nizsimi
uroviiami, ako si rod a druh [120].

Zatial ¢o cela sekvencia génu 16S umoznuje porovnanie vsetkych hypervariabilnych ob-
lasti, pri dizke 1500 parov béz to moze byt neimerne ndkladné pre studie, ktoré sa snazia
identifikovat alebo charakterizovat rozne bakteridlne spolo¢enstva. Mnohé komunitné stu-
die si vyberaju Ciastocéne konzervované hypervariabilné oblasti, ako je V4, pretoze mdzu
poskytnif rozlisenie na trovni kmena rovnako presne ako uplny gén 16S. Kombinacia re-
giénov V4-V6 bola stanovend ako optimalna podoblast pre fylogenetické studium novych
kmenov [120].

Aj ked je analyza hypervariabilnych regiénov génu 16S silnym nastrojom na stidium
bakteridlnej taxonémie, mé problém s rozligenim tzko pribuznych druhov [111]. Celade
Enterobacteriaceae, Clostridiaceae a Peptostreptococcaceae mézu mat sekvenénii podob-
nost celého génu 16S az 99 % na trovni druhov. Vysledkom je, Ze sekvencie regiénu V4 sa
mozu lisit iba o niekolko nukleotidov, takze klasifikdcia pomocou referenénej databazy nie
je schopnd spolahlivo ur¢it tieto baktérie na nizsich taxonomickych drovniach [61].

Studie, ktoré vyuzivaji analyzu obmedzent na hypervariabilné regiéony génu 16S, nie
su schopné pozorovat rozdiely v tizko pribuznych taxénoch a zoskupia ich do jednej taxo-
nomickej jednotky, ¢im podhodnotia celkovi rozmanitost vzorky [111]. Navyse, bakteridlne
genémy mozu obsahovat niekolko képii génu 16S — najmensia zistend podobnost tychto ké-
pii bola 98,74 % [30]. Aj ked sa nejedna o najpresnejSiu metddu klasifikdcie bakteridlnych
druhov, analyza hypervariabilnych oblasti zostava jednym z najuzito¢nejsich dostupnych
nastrojov pre Studie bakteridlnych spolocenstiev [61].

Sekvencéna diverzita medzi kmenmi je presnejsie merand pomocou DNA-DNA hybridi-
zacie. Taxonémovia definuji druh ako kmene, ktoré maji podobnost pri DNA hybridizacii
asponi 70 % [92]. Druhy s touto troviiou podobnosti typicky maji gény 16S rRNA zhodné
asponi na 97 % [103]. Kmene s identitou génu 16S rRNA mensou ako 97.5 % pravdepodobne
nebudi pribuzné na trovni druhov. Existuje vSak niekolko kmenov, ktoré maja hybridiza¢nt
podobnost DNA mensiu ako 50 %, a preto su klasifikované ako odlisné druhy, ale identitu
génu 16S rRNA maji 99 % az 100 % [70] [102].

3.4 Rozdiely v rychlosti vyvoja medzi struktiarnymi prvkami
rRNA

Molekuly RNA sa skladaju do definovanych struktar, ktoré st kritické pre ich biologické
funkcie. Pocas vyvoja RNA je struktira ovela viac konzervovana nez sekvencia [41] [49].
Varianty sekvencii, ktoré prispievaju k rozdielom medzi druhmi, st tie, ktoré zachovavaju
struktiru a funkciu molekuly RNA.

rRNA je pritomnéa vo vSetkych existujicich druhoch a pravdepodobne sa datuje od naj-
skorsich foriem zivota. Odréaza teda evolu¢nu histériu samotného zZivota a moéze byt pouzita
na vytvorenie evoluénych vztahov medzi vSetkymi druhmi na Zemi [85]. Rekonstrukcia fy-
logenézy zavisi od predpokladaného evolu¢ného modelu, a preto je dolezité pochopit, ako
sa TRNA skutocne vyvija.
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Najrozsirenej$im modelom rRNA evolicie je model ,rychlosti naprie¢ poziciami®“, pri
ktorom sa na priradenie rychlosti evoltucie kazdej pozicii pouziva viacndsobné zarovnanie
[109]. Ocakava sa, ze sekundarna Struktira ovplyvnuje rychlost vyvoja hlavne pomocou
kompenzacénych mutacii v stonkdch (obrazok 3.7). Predpoklada sa, ze dolezitost stoniek
spociva v ich Strukture, a preto by substiticia jedného paru baz za iny mala byt prijaté.

%0

10 10
11 1 Q)—c—é 11

Obr. 3.7: Mutécie mdézu viest na kompenzac¢né mutacie kvoli zachovaniu komplementarity
parovania baz. Obrazok je prevzaty z prednasky RNA 2nd structure prediction based on
multiple alignments [105].

Na rozdiel od toho sa predpokladé, ze nesparované oblasti si dbélezité svojou sekvenciou.
Tento nazor bol podporeny paradoxnym zistenim, Ze vacSina vysoko konzervovanych oblasti
(oblasti so ziadnou alebo len malou variabilitou na drovni sekvencie) v rRNA bakteridlnej
malej podjednotke bola skér nesparovana, nez sparovana [118] [94] [84].

Predpoklad, ze vyvoj RNA je prevazne zalozeny na kompenzac¢nych mutaciach v paro-
vych oblastiach, naznacuje, Ze na popis parovych oblasti vo vyvojovych stididch by mali byt
pouzité matice Specifickych rychlosti. RNA porusuje predpoklad nezavislosti pozicie, ktory
je zakladom mnohych vyvojovych modelov, pretoze udrziavanie parovania baz vyzaduje,
aby sa bazy na dvoch interagujicich miestach menili korela¢nym spdsobom. V sti¢asnosti
mnoho modelov vyvoja RNA pracuje so zavislostou pozicii v parovanych oblastiach tym,
ze umoznuje korelované mutécie [94] [106] [107], vratane nekdnonickych interakcii parov
baz, reprezentovanych pomocou izosterickych matic [73]. Pary baz, ktoré maji podobné
geometrické parametre, si oznacované ako izosterické (obrazok 3.8).
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Obr. 3.8: Nekdnonické parovanie G-U a A-C je izosterické v trans konfiguracii. Watson-
Crickovo parovanie G-C a A-U nie je izosterické v trans konfiguracii. Obrazok je prevzaty
z ¢ldnku Isostericity and tautomerism of base pairs in nucleic acids od Westhofa [114].

Sanglicky: rates across sites
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Aj ked je standardny model rychlo sa vyvyjajtcich stoniek vSeobecne akceptovany [107]
[115] [56], existuju dva dobré dévody domnievat sa, ze rozdelenie RNA oblasti do dvoch
skupin — parované a neparované — poskytuje obmedzeny pohlad na vyvoj RNA.

Po prvé, aj ked mnoho bazovych parov v mnohych molekuldch méze byt experimentalne
zmenenych bez narusenia funkcie, to isté plati pre neparové oblasti. Napriklad, nahradenie
velkych, alebo zle strukturovanych, sluéiek trojitymi sluckami’ sa bezne pouziva na zlepSenie
krystalizdcie RNA [46]. Preto nie je jasné, ¢i st v priemere mutdcie v stonkach tolerované
Castejsie ako mutacie v neparovych oblastiach.

Po druhé, pozorovania toho, ze mnoho vysoko konzervovanych baz v rRNA je neparo-
vych [118], nemusi znamenat, ze vi¢sina neparovych béz v rRNA je vysoko konzerovanych.
Napriklad, mapy konzervovanosti z webovej stranky komparativnej RNA (CRW) [24] uka-
zuju, ze 44-35 % neukleotidovych pozicii v baktéridch a eukaryotach (v oboch velkych pod-
jednotkéch a malej podjednotke ribozému) je konzervovanych vo viac ako 98 % sekvenciach
v zarovnani. Z tychto viac ako 98 % konzervovanych pozicii je iba 50-54 % nesparovanych.
Pretoze v rRNA existuje viac sparovanych pozicii ako nesparovanych, v priemere asi 50 %
nesparovanych pozicii a 30 % sparovanych pozicii je vysoko konzerovanych. Druhé polovica
nesparovanych pozicii sa teda méze volne menit [99].

3.5 Fylogeneticka analyza s ohladom na sekundarnu struk-
taru 16S rRNA

Jednoduché zarovnanie izolovanej sekvencie 16S rRNA je menej informativne ako analyza
tejto sekvencie obmedzenej modelmi sekundarnej struktiry [100]. Vyvoj sekundéarnej Struk-
tury molekuly 16S rRNA je obmedzeny prirodzenym vyberom [50], kedZe funkcionalita
je priamo spojend s roznymi hierarchickymi troviiami molekuldrnej Struktiary [40] [49].
Napriklad, varidcie v sekvencii st pozorované v stonkdch, ale sekundarna struktira nie je
zvy¢ajne narusend touto variiciou, a to vdaka kompenzacnym mutaciam, ktoré zachovavaja
parovanie baz v stonke [79].

Sekundarna struktira 16S rRNA uz bola pouzita v réznych fylogenetickych studiach.
Li a kolektiv [75] pouzili informécie o sekundarnej Struktire na vylepSenie modelu tvorby
fylogenetického stromu pri skimani kaprovitych ryb. Podobny pristup pouzili Smith a Bond
[100] pri skimani fylogenézy pavikov. Obe $tidie vyuzili sekundarnu struktiru na prirade-
nie vah jednotlivym oblastiam sekvencie, ktoré nasledne pouzili na vytvorenie presnejSieho
fylogenetického stromu.

3.6 Komparativna analyza funkcie 16S rRNA

Escherichia coli a Acidobacteria, ktoré st fylogeneticky odlisné na trovni kmenu, maja
sekvencie 16S rRNA zhodné na 78 % (lisia sa v 334 nukleotidoch z priblizne 1500). Bolo
zistené, ze z tychto 334 odlisnych pozicii bol iba jeden par baz skodlivy a zvysnych 332
(99,4 %) nukleoditov malo podobni funkcionalitu (obrazok 3.9) [108].

Tanglicky: tetraloop
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Obr. 3.9: Porovnanie sekundarnych strukttar Escherichia coli a acidobakteridlnej 16S rRNA:
(a) stonka 17, (b) stonka 6 a (c) stonka 33. NS11 16S rRNA, ktoré bolo funkéné v Escherichia
coli, ma sekvenciu zhodni na 78.4 % s Eco 16S rRNA. Nukleotidy, ktoré sa liia medzi
sekvenciami Eco a NS11, st v Struktdre NS11 znazornené cervenou farbou. Obrazok je
prevzaty z ¢lanku Comparative RNA function analysis reveals high functional similarity
between distantly related bacterial 165 rRNAs od Tsukuda a kolektivu [108].

3.7 Kopie génu 16S rRNA v bakteridlnom genéme

Napriek sirokému pouzitiu 16S rRNA na taxonomickt klasifikaciu baktérii existuje niekolko
aspektov, ktoré obmedzuju interpretaciu ziskanych vysledkov. Najdolezitejsia je skutocnost,
ze pocet képii génu 16S rRNA na geném sa 1isi od 1 do 15, alebo aj viac kopii [66]. Zda
sa, ze pocet képii je do urcitej miery Specificky pre taxony, zaznamenali sa vSak aj rozdiely
medzi kmenimi toho istého druhu [14]. Pocet képii génu 16S rRNA bol dany do stvislosti
s bakteridlnou schopnostou prezit, pretoze pocet képii niektorych taxénov koreluje s ich
schopnostou reagovat na priaznivé podmienky pre rast. Predpoklada sa, ze taxény s nizkym
poctom kopii su viac oligotrofné [36] [65].

Dalej sa predpokladé, ze képie génov rRNA v organizme st homogenizované prostred-
nictvom génovej konverzie [54]. Avsak sekvencie 16S z toho istého druhu, alebo dokonca
z rovnakého genému sa casto lisia. V dosledku toho je odhadované, Ze mnozstvo variant
16S rRNA je 2,5-krat vicsie ako pocet bakteridlnych druhov [14] a u niektorych bakte-
ridlnych taxénov [112] [121] sa pozorovali vysoko odlisné 16S rRNA sekvencie. Bakteridlne
druhy so sekvenciami, ktoré sa liSia o viac ako 1%, st celkom bezné [88]. Este vacsia va-
riabilita 16S rRNA sekvencii bola zistend u termofilnych baktérii, kde sa ako potencidlna
pric¢ina navrhol vyssi vyskyt horizontalneho prenosu génov [14].
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Kapitola 4

Klasifikacia mikrobiému

Klasifikdcia je proces priradenia objektu do ucitej triedy na zdklade jeho vlastnosti. Zakla-
dom je pochopenie struktiry dat z datovej sady, ktord uz je rozdelena do skupin — tried.
Toto odvodenie je typicky dosiahnuté pomocou Statistického modelu, ktory je nasledne
pouzity na odhad tried dét, ktoré zatial neboli videné [15].

Klasifika¢né algoritmoy teda typicky obsahuju dve fazy. Prva faza je trénovacia, v ktorej
je z trénovacich dat vytvoreny model. V druhej — testovacej — faze je vytvoreny model
pouzity na urcenie tried testovacich dét, ktoré klasifikaény algoritmus zatial nevidel [15].

Algoritmom, ktorého princip je zdkladom vécsiny metdd klasifikacie baktérii, je algorit-
mus k-najblizsich susedov (skratene k-NN'), ktory je jeden z najstarsich a najjednoduchsich
algoritmov na riesenie klasifikaénych a regresnych problémov, navrhnuty v roku 1951 [38].

Je to neparametricky algortimus, ¢o znamend, ze obsahuje fixny pocet parametrov, bez
ohladu na velkost dat [62]. Patri medzi strojové ucenie s ucitelom a trieda neznameho
vzorku je urCena na zdklade jeho k najblizsich susedov — vzorky s najmesou vzdialenostou
od neznameho vzorku — a objekt je priradeny do triedy, ktora je najviac zastipena medzi
jeho susedmi (obrazok 4.1) [52].

L
] |
Class 1 Obr. 4.1: Klasifikacia objektu ,,éer-
vend hviezda“ do jednej z dvoch
0 tried. Pri & = 3 bude objekt klasi-
fikovany do triedy 2, pri k¥ = 5 bude
o klasifikovany do triedy 1. Obrazok je
n prevzaty z c¢lanku k-Nearest Neigh-
o bors [11]
° .
@ Class2
|
o °

Algoritmus k-nejblizsich susedov jednotlivo analyzuje vstupné bakteridlne sekvencie. Ku
kazdej vstupnej sekvencii urci sekvencie s najvéacsou podobnostou a z nich vytvori vysledné
taxonomické zaradenie skimanej bakteridlnej sekvencie.

langlicky: k-Nearest Neighbors
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Dalsi algoritmus pouzivany na klasifikdciu mikrobiému je metéda podpornych vektorov
(skratene SVM?). SVM je metéda strojového ucenia s uéitelom, v ktorej je model zostaveny
na zéklade trénovacej datovej sady. Metdda je zalozena na principe rozhodovacich hyperro-
vin, kde kazda hyperrovina umoziuje oddelit dve triedy podla rozlozenia ich znakov [31].
SVM sa snazi najst hyperrovinu, ktord najlepsie rozlisuje dve triedy objektov, to znamena
najst hyperrovinu, ktorda vytvara najvacsi okraj medzi tymito dvoma triedami. Princip je
znazorneny na obrazku 4.2.
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Obr. 4.2: Vizualizacia hladania hyperroviny, ktord vytvara najviac¢si okraj medzi dvoma
triedami. Obrazok je prevzaty z ¢lanku Support Vector Machine: Classification [13].

A

Algoritmy k-nejblizsich susedov, metéda podpornych vektorov a im podobné klasifikacné
algoritmy st vhodné na problémy, kde je mozné vstupné objekty klasifikovat jednotlivo.
V pripade, kedy je vstupné objekty potrebné analyzovat ako celok, je potrebné pouzit iny
pristup. Ak je mozné definovat priestor potencidlnych rieseni, potom moéze byt pouzity
niektory z algoritmov prehladavania stavového priestoru.

4.1 Algoritmus Metropolis Hastings

Metropolis Hastings [55] nepatri medzi klasifikacné algoritmy, ale jeho schopnosti je mozné
na klasifikdciu vyuzit. Patri do triedy MCMC? vzorkovacich algoritmov a najbeZnejsie sa
pouziva na optimalizaciu vzorkovania z posteriérneho rozlozenia.

Monte Carlo [80] (alebo simuldcia Monte Carlo) je trieda algoritmov, ktord vyuziva
nahodnost a vzorkovanie na rieSenie matematickych problémov. Obzvlast sa pouziva, ked
je funkcia zlozitd na analyticky zapis (neexistuje ziadna uzavretd forma). Tieto metédy sa
pouzivaju na riesenie problémov, ako je integracia, optimalizacia alebo generovanie vzorkov
z pravdepodobnostného rozdelenia.

Cielom Monte Carlo simulécie je ziskat sadu vzoriek {x(i)}i\il z cielového rozlozenia
p(x) definovaného na vysokorozmernom priestore. Tychto N vzoriek je mozné pouzif na
aproximéaciu cielového rozlozenia s vyuzitim nasledujicej funkcie:

2anglicky: Support Vector Machines
3z anglického Markov Chain Monte Carlo
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1 N
pn(z) =+ > 0,0 (@)
i=1

kde 0 () oznacuje hodnotu detla-Dirac v bode z(¥) [20].

Markovova vlastnost [78] hovori, Ze v postupnosti experimentov poznanie st¢asnosti robi
minulost a budtcnost nezavislou. Experimenty st bez paméti. Presnejsie, pravdepodobnost
nového stavu zavisi len na aktudlnom stave:

P (X1 X1, X5 ... X)) = P (Xp11| X))

Algoritmus Metropolis Hastings teda vzorkuje prehladdavany priestor s vyuzitim Mar-
kovovej vlastnosti. Novy navrhovany stav je generovany len na zdklade aktuilneho stavu
a pravdepodobnost prijatia navrhovaného stavu zavisi na ohodnoteni daného stavu. Pre
stavovy priestor ¢ je postup zobrazeny v algoritme 1 [63].

Algoritmus 1: Algoritmus Metropolis Hastings

Inicializuj: 2(©) ~ ¢(z);
for iterdcia i = 1,2,... do
Navrhni: 24 ~ ¢ (29 |20=1);

0 . . ; . q ;E(i—l) geand ) (cand
Pravdepodobnost prijatia: a (¢"*[z(") = min {17 q((mnd@(i_ﬁ))w((m(i_ﬂ) ;

u ~ Uniform (u;0,1);
if u < a then

| Prijmi ndvrh: z(® ¢ geand,
else

| Odmietni ndvrh: z(® + (-1,
end

end
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Kapitola 5

Navrh klasifikacie baktérii na
zaklade variant 16S rRNA

Hlavnou tlohou tejto prace je navrhniaf nastroj, ktory bude schopny klasifikovat sekvencie
génu 16S do taxonomickych kategérii na zaklade vlastnosti 16S rRNA. Ako jedna z vhod-
nych vlastnosti génu 16S rRNA, ktord mdze byt pouzita pri klasifikacii baktérii, je vyskyt
viacerych képii tohto génu. Ako bolo uvedené v kapitole 3.7, baktérie obsahuji niekolko
képil génu 16S rRNA a pocty a sekvencie tychto kopii sa medzi baktériami lisia. Tento
poznatok je pouzity na vytvorenie systému, ktory sa na nezndme sekvencie pozerd ako na
celok a urcuje, aké baktérie a v akom pomere sa nachadzaji na vstupe.

Zakladom tohto pristupu je hladanie optimalneho mapovania medzi vstupnymi sekven-
ciami a variantami znamych baktérii. Navrhovany pristup urcuje nie len baktériu, ktorej
vstupnd sekvencia odpoveda, ale aj konkrétnu variantu 16S rRNA danej baktérie. Toto
mapovanie nemusi byt jednoznacné a ukazky réznych mapovani st uvedené v kapitole 5.2
spolu s dévodmi, preco je potrebné vyuzit prehladdvanie stavového priestoru.

Pouzity algoritmus Metropolis Hastings dovoluje prehladavanie priestoru moznych ma-
povani s tym, ze frekvencia stavu na vystupe odpoveda hodnote, ako pravdepodobny je
dany stav z pohladu zvoleného Statistického modelu. Prehladavanie stavového priestoru je
popisané v kapitole 5.3. Pri prehladavani je mozné pouzit rozne pristupy na ohodnotenie
stavu systému. Navrhované pristupy su popisané v kapitole 5.4. Vystupom systému teda nie
je presna identifikdcia baktérii, ale pravdepodobnostné rozlozenie nad moznymi baktériami
a ich abundanciami. Schéma navrhu tohto systému je na obrazku 5.1.

Kvoli komplexnosti pristupu prehladavania priestoru moznych mapovani je najskor po-
trebné predfiltrovat databazu zndmych baktérii a dalej pracovat len s tymi baktériami,
ktoré maju potencidl sa vyskytovat vo vstupnych datach, ¢im sa znizi vypocetna narocnost
nasledného prehladéavania stavového priestoru. Tento krok je popisany v kapitole 5.1.

5.1 Predfiltrovanie databazy znamych baktérii

Pri skimani jednotlivych vstupnych sekvenci nevieme urcit, z akej baktéria bola dans sek-
vencia ziskana. Mo6zeme vSak vytvorit zoznam potencidlnych baktérii, ktoré budu nasledne
podrobené dokladnejsiemu skiimaniu. Ziskanie kandidatnych baktérii prebieha pomocou po-
rovnavania vstupnych sekvencii s variantami baktéri{ v databaze. Ak ma baktéria variantu,
ktord je dostatoéne podobnéa s niektorou vstupnou sekvenciou, potom je dana baktéria za-
radend medzi kandidatne baktérie. Pri baktériach, ktorych varianty su priliz vzdialené od
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Obr. 5.1: Navrh architektiry nastroja na klasifikaciu baktérii na zaklade variant 16S rRNA.
Vstupy néastroja st zobrazené sivou farbou, hlavné kroky zu zobrazené modrou farbou a
findlny vystup oranzovou farbou.

vstupnych sekvencii, je vysoka pravdepodobnost, Ze sa nenachidzaji vo vstupnych datach
a preto nie st predmetom dalSieho skiimania. Vdaka tomu sa vyrazne znizi pocet ana-
lyzovanych baktérii, ¢o bude mat za nasledok zniZenie vypocetnej narocnosti nasledného
prehladavania stavového priestoru.

Na meranie podobnosti sekvencii méze byt pouzitych niekolko pristupov. Ak maji sek-
vencie rovnaku dizku, potom je na predfiltrovanie mozné pouzit k-merové spektrum. K-mer
oznacuje podsekvenciu diiky k najdent vo vstupnej sekvencii. K-merové spektrum potom
oznac¢uje abundancie jednotlivych k-merov v sekvencii [71]. Po transformécii do k-meroveho
spektra si vietky sekvencie reprezentované vektormi rovnakej dizky a na ich porovnanie
je mozné pouzit niektort zo vzdialenostnych metrik. Parametrami metédy je hodnota k,
vzdialenostnd metrika a prah urcujici, ako velmi vzdialené sekvencie este maju byt pred-
metom sktimania.

Dalsfm moznym pristupom je pouzitie néstroja blast [19]. Tento néstroj vyhladava
zhody na zaklade lokalneho zarovnania sekvenci a mdze byt pouzity aj pri klasifikacii sek-
vencii, ktoré nepokryvajui cely gén 16S rRNA. Vstupom nastroja si vSetky vstupné sekven-
cie a vSetky sekvencie variant baktérii. Vystupom st vSetky nédjdené lokalne zhody. Tieto
zhody je potrebné nasledne vyfiltrovat a urcit tie baktérie, s ktorymi mali vstupné sekvencie
dostatoéni zhodu. Parametrom tohto pristupu predfiltrovania je maximalny pocet nezhod

23



medzi vstupnou sekvenciou a sekvenciou varianty baktérie. K-merové spektrum a nastroj
blast urcuju podobnost na ziklade sekvencénej podobnosti 16S rRNA.

5.2 Mapovanie vstupnych sekvencii na varianty baktérii

Po ziskani mnoziny kandidatnych baktérii mézeme pristipit k mapovaniu vstupnych sek-
vencii na varianty baktérii a urcovaniu vyslednych baktérii a ich abundancii. Zakladny
princip mapovania je znazorneny na obrazku 5.2, ktory predstavuje idealny pripad, kde
sekvencie na vstupe presne zodpovedaju variantam baktérii v databaze. Po namapovani
sekvencii na spravne varianty je potom vystupom systému, ze na vstupe bola baktéria A
s abundanciou 2 a baktéria B s abundanciou 3.

Vstupné sekvencie: DB baktérii:
e sekvencia_1: 4x AAAAAAAA o Baktéria_A
e sekvencia_2: 2x ACACACAC o varianta_1:2x AAAAAAAA
e sekvencia_3: 9x CCCCCCCC o varianta_2: 1x ACACACAC
o Baktéria_B
o varianta_1: 3x CCCCCCCC
Mapovanie:

4x sekvencia_1 -> Baktéria_A.varianta_1
2x sekvencia_2 -> Baktéria_A.varianta_2
9x sekvencia_3 -> Baktéria_B.varianta_1

Vystup:

Baktéria_ A -> abundancia 2
Baktéria_B -> abundancia 3

Obr. 5.2: Ukazka mapovania vstupnych sekvencii na varianty baktérii v idedlnom pripade,
kedy pocCty aj sekvencie presne zodpovedaji. Vysledné abundancie baktérii si vypocitané
pomocou podielu priradenych sekvencii k variante a abundancie danej varianty. Detajlnejsi
popis sa nachadza v kapitole 5.3.

Pri redlnych datach vSsak nemdzeme ocakavat takéto jednoznaéné mapovanie medzi sek-
venciami a variantami. Samotné sekvenovanie zandsa do vstupnych dat rézne chyby. Sekve-
nacné techniky stdle nedosahuju 100 % presnost, a teda niektoré bazy vstupnych sekvencii
mozu byt pozmenené. Dalej sa moze stat, ze pomery abundancii jednotlivych sekvencii
nebudu pri sekvenovani zachované, alebo ze nejakil variantu 16S rRNA sa nepodari osek-
venovat vobec.

Nejednoznacnost mapovania nastava aj v pripade zdielania rovnakych variant medzi
viacerymi baktériami. Jednoduché ukazka tejto nejednoznacnosti je na obrazku 5.3, kde
uz na prvy pohlad mdézu nastat dve rézne mapovania, ktoré vedi k odliSnej vyslednej
identifikécii baktérii a ich abundancii.
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Vstupné sekvencie: DB baktérii:

e sekvencia_1: 6x AAAAAAAA o Baktéria_A
e sekvencia_2: 4x CCCCCCCC o varianta_1:2x AAAAAAAA
o Baktéria_B

o varianta_1: 3x AAAAAAAA

o varianta_2: 2x CCCCCCCC
o Baktéria_C

o varianta_1: 4x CCCCCCCC

Mapovanie 1:

6x sekvencia_1 -> Baktéria_B.varianta_1
4x sekvencia_2 -> Baktéria_B.varianta_2

Vystup 1:
Baktéria_ A -> abundancia O
Baktéria_B -> abundancia 2
Baktéria_C -> abundancia 0

Mapovanie 2:

6x sekvencia_1 -> Baktéria_A.varianta_1
4x sekvencia_2 -> Baktéria_C.varianta_1

Vystup 2:
Baktéria_ A -> abundancia 3

Baktéria_B -> abundancia O
Baktéria_C -> abundancia 1

Obr. 5.3: Ukazka mapovania vstupnych sekvencii na varianty baktérii v pripade, kedy mapo-
vanie nie je jednoznac¢né. Na prvy pohlad existuji dva tplne odliSné mapovania, pri ktorych
sekvencie aj pomery ich abundancii sedia, ale vysledné abundancie baktérii si odlisné.

5.3 Prehladavanie stavového priestoru

Cielom navrhovanej klasifikacie je najst optimalne mapovanie medzi vstupnymi sekvenciami
a variantami baktérii, ktoré v idedlnom pripade odpovedd skutocnosti. Po ziskani tohto
mapovania je mozné urcit taxonomické zaradenia baktérii vo vsupnej vzorke a pomery ich
abundancii. Ako vSak bolo ukdzané, najdenie optimalneho mapovania je z mnohych dévo-
dov problematické a preto je potrebné pouzit pristup prehladdvania stavového priestoru.
Moznostou je pouzit algoritmus Metropolis Hastings, ktory bol popisany v kapitole 4.1, a
ktory je vhodny pre vzorkovanie z pravdepodobnostného rozloZzenia s mnohymi dimenziami.

V tomto pripade si jeden stav prehladavaného priestor mézeme predstavit ako dvoj-
rozment maticu, kde riadky predstavuji varianty zndmych baktérii a stipce predstavuju
vstupné sekvencie. Cisla v bunkéch matice uréujt, kolko sekvencif z daného stipca je prira-
denych variante v danom riadku. Prevedenie mapovania z obrazku 5.2 do maticového tvaru
je zobrazené na obrazku 5.4.
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Obr. 5.4: Maticové zobrazenie mapovania medzi vstupnymi sekvenciami a variantami bakté-
rii. Stlpce zodpovedaji vstupnym sekvenciam, riadky variantam baktérii a ¢isla v bunkach
matice urc¢uju, kolko sekvencii z daného stlca je priradenych variante v danom riadku.

Na pouzitie algoritmu Metropolis Hasting, potrebujeme byt schopni vygenerovat na-
hodny stav systému, vygenerovat novy stav systému na zaklade aktualneho stavu a ohod-
notit stav systému. Pseudokdéd navrhovaného generovania ndhodného stavu systému je uve-

deny v algoritme 2.

Algoritmus 2: Generovanie ndhodného stavu systému

for kazZdi unikdtnu sekvenciu na vstupe do
while celd abundancia aktudlnej sekvencie nie je priradend do
vygeneruj ndhodné celé ¢islo t z intervalu <0, nepriradend abundancia>;
vyber ndhodni variantu z kandidatnych baktérii;
prirad t vstupnych sekvenci vybratej variante;
od¢itaj hodnotu t od nepriradenej abundancie;

end

end

Pseudokéd navrhovaného generovania nového stavu na zéklade aktudlneho stavu je uve-
deny v algoritme 3. Vstupom algoritmu je aktualny stav systému, teda aktuilne mapovanie
medzi vstupnymi sekvenciami a variantami baktérii. KIicové pre tento algoritmus je, aby
novy stav systému bol v stavovom priestore blizko aktualneho stavu. Tym je zabezpecené,

ze stavovy priestor bude vzorkovany systematicky.

Algoritmus 3: Generovanie nového stavu systému na zdklade aktualneho stavu

for kazZdi unikdtnu sekvenciu na vstupe do

for pozadovany pocet zmien do
nahodne vyber variantu, ktorej je priradeny nenulovy pocet képii aktudlnej

sekvencie;
vygeneruj ndhodné celé ¢islo t z intervalu <1, priradena abundancia>;
vyber ndhodni variantu z kandidatnych baktérii;
presun t sekvenci od aktualnej varianty k ndhodne zvolenej variante;

end
end
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Po vygenerovani nového stavu systému je potrebné vyhodnotit, ako pravdepodobny je
dany stav z pohladu zvoleného Statistického modelu. Ohodnotenie stavu moéze byt vyko-
nané z dvoch pohladov: podobnost vzajomne namapovanych sekvencii a dodrzanie pomerov
abundancii variant pri jednotlivych baktériach. Konkrétne pristupy hodnotenia stavu sys-
tému s popisané v kapitole 5.4 a v navrhovanom nastroji mézu byt na ohodnotenie pouzité
lubovolné kombinacie tychto pristupov.

Ohodnotenia stavu ziskané pomocou réznych pistupov mézu nadobudat hodnoty z réz-
nych intervalov. Preto je vhodné pouzit normalizaciu skére podla vztahu:

(score — scoremin) (b — a)

/
score = a +
SCOT€max — SCOTCmin

kde < scoremin, Scoremax > je povodny interval hodnot skore a < a,b > je pozadovany
interval hodndét skére, v tomto pripade < 0,1 >. Pévodny interval hodndt je potrebné ziskat
pred spustenim samotnej optimalizacie algoritmom Metropolis Hastings. Pre kazdy pristup
ohodnotenia je zvlast spustené prehladavanie stavového pristoru, pricom ohodnocovanie
stavu je vykonavané len pomocou daného pristupu. PocCas prehladdvania sa zaznamena
najnizsia a najvysia hodnota skére, ktoré si nasledne ulozené ako < scoremin, scoremax >.

Po ohodnoteni navrhovaného stavu je potrebné urcif, ¢i ma byt prijaty ako aktualny
stav sytému. Ak je ohodnotenie navrhovaného stavu lepSie ako ohodnotenie aktualneho
stavu, navrhovany stav je prijaty. V opacnom pripade je navrhovany stav prijaty s urci-
tou pravdepodobnostou, ktora sa odvija od toho, ako velmi je navrhovany stav horsi od
aktualneho stavu. Navrhovany stav je potom prijaty, ak plati nasledujici vztah:

roposed__score — current__score
exp prop = = > Uniform(0.3,1.0)
accept__factor

kde accept_factor reguluje silu selekéného tlaku.

Vysledkom prehladavania stavového priestoru je zoznam stavov, ktoré algoritmus pova-
zoval za dostatocéne pravdepodobné. V idedlnom pripade, algoritmus konverguje k jednému
optimalnemu stavu, ktory ma najlepsie skore a reprezentuje skutocni identifikdciu taxo-
nomického zaradenia baktérii vo vzorke a pomery ich abundancii. V pripade viacerych,
podobne dobre ohodnotenych stavov, algoritmus bude oscilovat medzi tymito lokalnymi
extrémami a vo vysledkoch budeme méct tiito neistotu pozorovat.

Stav prehladdvaného systému obsahuje informéciu o mapovani vstupnych sekvencii na
varianty baktérii, ale vo vysledku nas zaujimaji odhadované abundancie baktérii. Pre kazda
baktériu sa ziskaji pocty priradenych sekvencii k jednotlivym variantdm. Odhadovana
abundancia baktérie je potom vypocitand podla vztahu:

n = average(n;/mn,,)

kde n; je pocet vstupnych sekvencii priradenych k variante v;, n,, je abundancia varianty
v; a 1 iteruje cez indexy variant danej baktérie.

5.4 Ohodnotenie stavu systému

Na ohodnotenie vygenerovaného stavu systému boli navrhuté dve triedy pristupov, a to
z pohladu podobnosti sekvenci a z pohladu dodrzania pomerov abundancii variant. Na
vyhodnotenie podobnosti sekvencii boli zvolené pristupy zalozené na algoritme lokalneho
zarovnania sekvencii Smith—Waterman, heuristickom nastroji blast a pristup vyhodnotenia
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komplementarity nukleotidov na vézbovych poziciach. Na ohodnotenie dodrzania pomerov
abundancii variant pri jednotlivych baktéridach boli navrhnuté pristupy zalozené na bino-
midlnom rozdeleni, Kullback—Leiblerovej divergencii a Jensen—Shannonovej divergencii.

5.4.1 Metdda water

Evaluator water vyuziva algoritmus Smith-Waterman popisany v kapitole 2.5.1 na urcéenie
sekvencnej podobnosti sekvencii génu 16S rRNA. Tento algoritmus vypocita lokalne zarov-
nanie zadanych sekvencif a preto je mozné ho pouzit aj na klasifikdciu vstupnych sekvencii,
ktoré nepokryvaju cely gén 16S rRNA.

Jednym z vystupov zarovnania dvojice sekvencii je pocet zhodnych baz v zarovnani.
Téato hodnota je pouzitd na vypocet skére podobnosti:

alignment|identical__matches]

matching__score =
I— alignment|query__length]

Vypocéitané podobnosti sekvencii vSetkych dvojic (vstupnéd sekvencia, varianta bakté-
rie) je pre urychlenie vypoctu vhodné ulozit v maticovom tvare, ktory je znézorneny na
obrazku 5.5. Tato matica moze byt predpocitand pri vsetkych evaluatoroch, ktoré hodno-
tia podobnost sekvencie, pretoze podobnosti sa pocas prehladavania stavového priestoru
nemenia.

AT T
© © ©
(&) (&) (&)
C C C
(0] (0] (0]
> > >
X X X
(0] (0] (0]
(/2] (/2] (/2]
1 0.5 0 varianta_1

Baktéria_A
05 1 0 varianta_2

0 0 1 varianta_1 Baktéria_B

Obr. 5.5: Maticové zobrazenie ulozenia podobnosti medzi vstupnymi sekvenciami a varian-
tami baktérii. Stlpce zodpovedaji vstupnym sekvenciam, riadky variantam baktérii a c¢isla
v bunkédch matice uréuji podobnost zodpovedajicich sekvencii.

Hodnoty podobnosti uvedené v obrazku 5.5 st pre nazornost zjednodusené. V sku-

tocnosti sa eSte vyuziva poznatok, Ze sekvencie patriace jednému organizmu musia mat
sekven¢ni podobnost aspon 97% [103]. Z toho dévodu st hodnoty podobnosti mensie ako
97% orezané na hodnotu 0% a podobnost z intervalu < 97%, 100% > je preskdlovani do
intervalu < 0%, 100% >.

5.4.2 Metdda blast

Ak bol na predfiltrovanie pouzity nastroj blast, potom je mozné ulozit si hodnoty po-
dobnosti do vhodnej $truktary a pouzit ich poc¢as ohodnocovania systému. Toto ukladanie
spoc¢iva v troch krokov. V prvom kroku je vytvoreny slovnik vSetkych kombinécii dvojic
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(vstupna sekvencia, varianta baktérie), pricom sa pracuje uz s predfiltrovanou databédzou
baktérii.

V druhom kroku sa prehladdvaju vysledky néstroja blast a indentifikuju sa zarovnania,
ktoré zodpovedaji dvojiciam vo vytvorenom slovniku. Prehladdvanie pomocou slovnika je
potrebné z toho dévodu, ze vysledky blast-u obsahuju aj zarovnania, ktoré zodpovedaja
baktériam, ktoré uz boli odfiltrované. Zo ziskaného zarovnania je vypocitané skore podob-
nosti podla vztahu:

resultlidentical_matches]

matching__score =
I— result|query_length]

Ku kazdej dvojici sekvencii v slovniku je priradené najlepSie najdené skére. Vytvoreny
slovnik sekvencii s priradenym normalizovanym skére obsahuje vSetky potrebné informacie
pre dalsSiu pracu. Podobne ako pri pouziti metédy water, pre urychlenie vypoc¢tu ohodno-
tenia stavu systému je tento slovnik v trefom kroku este prevedeny do maticového tvaru
znazorneného na obrazku 5.5.

5.4.3 Metdda structure

Evaludtor structure je navrhnuty na ziklade vlastnosti sekundarnej struktiry 16S rRNA
z toho dovodu, ze Struktura je evoluéne konzervovanejsia ako sekvencia. 16S rRNA je suicas-
tou ribozému, ktory svoju funkciu plni vdaka svojej strukture. Z toho dévodu je zachovanie
struktiry dolezitejsie ako zachovanie sekvencie a moze sa stat, ze dve velmi podobné Struk-
tary moézu vznikntt z pomerne odlisnych sekvencii. Zakladom tejto metddy je transformécia
vSetkych pouzivanych sekvencii do priestoru znamych baktérii. Tento priestor obsahuje in-
formaciu o sekundéarnej strukture 16S rRNA a umoznuje jednoduchy vypocet podobnosti
medzi jednotlivymi sekvenciami.

Navrhovany priestor znamych baktérii si moézeme predstavit ako N-rozmerny priestor,
kde kazda dimenzia predstavuje jednu znamu baktériu, ktord je Specifikovand sablonov.
Hodnoty kazdej dimenzie st z intervalu < 0,1 > a reprezentuji skére podobnosti struktiry
skimanej 16S rRNA so struktirou 16S rRNA baktérie danej dimenzie. Schéma zistenia
hodnoty jednej dimenzie pre jednu neznamu sekvenciu je zndzornend na obrazku 5.6. Vy-
sledkom transformaécie sekvencie jednej neznamej baktérie je N-rozmerny vektor obsahujuici
hodnoty z intervalu < 0,1 >.

IEIEIEDUEE ohodnotenie
“ e s -
struktary sablony > podobnosti

na zarovnanie

A A l

skore
podobnosti

sekvencia - zarovnanie
neznamej baktérie sekvencii

Y

sekvencia Sablény Struktdra sablony

Obr. 5.6: Navrh procesu transforméacie sekvencie 16S rRNA neznamej baktérie na skére
podobnosti jednej dimenzie v priestore znamych baktérii. Vstupy procesu st zobrazené sivou
farbou, hlavné kroky zu zobrazené modrou farbou a findlny vystup je zobrazeny oranzovou
farbou.
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Sablény znamych baktérii pozostéavaji zo sekvencie a sekundarne $truktiry 16S rRNA
baktérii, pre ktoré bola sekundarna Struktira zistend (obrézok 5.7). V Sabléne je struktira
reprezentovand zatvorkovou notaciou. Sekvencia aj Stuktura Sablony pokryva cely gén 16S
rRNA.

Filename: d.16.b.S.pyogenes.GEN.bracket;Organism: Streptococcus pyogenes
UACGUAGGUCCCGAGCGUUGUCCGGAUUUAUUGGGCGUAAAGCGAGCGCAGGCGGUUUUUUAAGUCUGAAGUUAAAG
DI INIIIII)) e (((eeunn Co COCC GO0 0O et n

Obr. 5.7: Navrhovany formét $ablény znadmej baktérie. Sabléna obsahuje indentifikdtor bak-
térie, jej sekvenciu a sekundarnu struktiru v zatvorkovej notécii.

Ak sekvencia neznamej baktérie aj sekvencia v Sabléne reprezentuji rovnaki oblast 16S
rRNA, potom je na ich zarovnanie vhodné pouzit globédlne zarovnanie sekvencii — algoritmus
Needleman-Wunsch. Vystupom algoritmu je skore zarovnania a samotné zarovnanie. Skére
zarovnania hovori o vhodnosti zarovnania sekvencii, ¢o v tomto pripade nie je relevantné a
vypovedajicim bude az ohodnotenie podobnosti struktir. Dolezitym vysledkom algoritmu
je teda samotné zarovnanie sekvencii, a hlavne pozicie, na ktoré boli vlozené medzery.

Aby bolo mozné dalej jednotne pracovat so sekvenciami aj strukturou, je potrebné
premietnut informacie ziskané zo zarovnania do struktdary 16S v Ssabléne — vlozif medzery
na miesta, kde boli vlozené medzery pri globdlnom zarovnani sekvencii (obrézok 5.8).

Sekvencia neznamej baktérie
AUACUGUACCCAAAGCGUA

Sablona
Example template
AUACCGUACGGAAACGUA
S P O (P )))))

Globalne zarovnanie sekvencie $ablony a neznamej sekvencie
AUACCGUACGGAAA-CGUA

LIt b
AUACUGUACCCAAAGCGUA

VloZenie medzier do Struktiry $ablény podla zarovnania
B O )=))))

Obr. 5.8: Ukazka procesu upravy struktury 16S v Sabléne podla globalneho zarovnania sek-
vencii. Podla zarovnania sekvencie nezndmej baktérie a sekvencie zo Sablény st do struktiary
16S v Ssablone vlozené medzery.

Upravend Struktura 16S zo Sablény je nasledne namapovana na zarovnani sekvenciu

neznamej baktérie. Dalej je vyhodnotené, ¢i parovanie zo sablony moze nastat aj v nezname;j
sekvencii. Sabléna na obrazku 5.9 obsahuje 5 parov baz a vSetky z nich mézu nastat na
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danych miestach aj v sekvencii neznamej baktérie. Preto je normalizované skore podobnosti
pre tento priklad rovné 1.

AUACUGUACCCAAAGCGUA

16S zo Sablony na zarovnand neznamu sekvenciu a vy-
hodnotenie moznych parovani.

))
| Obr. 5.9: Ukazka namapovania upravenej struktiry
||
||
||
|

Iny vysledok nastava v pripade, kedy st sekundarne struktiry 16S rRNA porovnavanych
baktérii viac odlisné. Ak je na vstupe rovnaka Ssabléna ako na obrazku 5.9, ale odlisna
neznama sekvencia, mozny vysledok je zobrazeny na obrizku 5.10. Sabléna stéle obsahuje
pat parovani, ale na zodpovedajucich miestach v sekvencii je mozné vytvorit len styri. Preto
vysledné normalizované skére pre tento priklad je 0,8, ¢o znamenad, ze porovnavané baktérie
su si menej podobné v sekundarnych struktirach, ako baktérie z obrazku 5.8. V prikladoch
uvedenych na obrazkoch 5.9 a 5.10 sa na vyhodnotenie, ¢i moze parovanie nastat, pouzivalo
Watson-Crickovo parovanie.

Pseudokdéd vypoctu normalizovanej podobnosti Struktiar je uvedeny v algoritme 4. Na
vstupe je zarovnand sekvencia neznamej baktérie a struktiura 16S zo Sablony. Po zarovnani
maji oba vstupy rovnakd dizku, preto st stbezne prechddzané po jednotlivich znakoch.
Zatvorkova notacia Struktiury oznacuje pozicie, na ktorych by mali byt zodpovedajice bazy
sparované. Na zarucenie parovania zodpovedajucich baz je pouzita datova struktira zd-
sobnik'. V pripade otvaracej zatvorky sa pomocou opericie stack.push(b) vlozi prislusné
baza na vrchol zasobnika. Po ndjdeni najblizsej zatvaracej zatvorky sa pomocou operacie
stack.pop() ziska poslednd ulozend béza a té sa porovna s aktudlnou bazou.

Bazy na danych poziciach st ziskané zo skiimanej sekvencie a ich schopnost vytvorit
parovanie je vyhodnotena funkciou match (). Vysledky tejto funkcie sa z intervalu < 0,1 >
a vyjadruju pravdepodobnost, ze dané dvojica baz vytvori validny bazovy par. Vysledkom
analyzy celej sekvencie neznamej baktérie je hodnota, ktora vyjadruje sucet tychto pravde-
podobnosti. Na zaver je este vykonana normalizacia poctom parov baz, ktoré sa nachadzali
v Struktire 16S zo Sablény. Tato normalizacia zarudi, ze kazda vysledna podobnost struktir
bude z intervalu < 0,1 >. Podobnost méze byt vyjadrena vztahom:

sucet pravdepodobnosti

podobnost = — — -
pocet moznych parov

Langlicky: stack
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Sekvencia neznamej baktérie Sabléna

AUUCUGUGCCCAAAGCGUA Example template
AUACCGUACGGAARACGUA

S O O (P O (P )))))

Globalne zarovnanie sekvencie 8ablény a neznamej sekvencie

AUACCGUACGGAAA-CGUA

Llalelbelea bl 1]
AUUCUGUGCCCAAAGCGUA

Vlozenie medzier do Struktury $ablony podla zarovnania

Namapovanie upravenej Struktury $ablony na zarovnanu nezndmu sekvenciu
AUUCUGUGCCCAAAGCGUA

Obr. 5.10: Ukazka procesu Upravy struktiry 16S zo sablény podla globalneho zarovnania
sekvencie zo Sablony a sekvencie neznamej baktérie. Nasledné namapovanie upravenej Struk-
tary 16S zo Ssablény na zarovnand nezndmu sekvenciu a vyhodnotenie moznych parovani.
V uvedenej sekvencii neznamej baktérie nie je mozné vytvorit vSetky parovania, ktoré sa na-
chadzaji v sekundarnej struktire zo Ssablony. Nevytvoreny par U-U je zobrazeny ¢ervenou
farbou.
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Algoritmus 4: Vypocet normalizovanej podobnosti struktar

Input: query_seq_align (aligned query sequence), templ_struct_ align (aligned
template structure)

Result: normalized score

score = 0;

base_ pairs = 0;

stack = empty_ stack;

for (s, b) in (templ_struct_align, query_seq align) do

if s =="(’ then
| stack.push(b);
else
if s ==")" and Istack.empty() then

left_base = stack.pop();
right_ base = b;
score += match(left_ base, right_ base);
base_ pairs += 1;
end

end

end
normalized__score = score / base_ pairs;

Po transformécii sekvencii do priestoru zndmych baktérii bude pre vSetky dvojice (vstupna
sekvencia, varianta baktérie) vypocitana ich podobnost podla vztahov:

distance = euclidean(sequence, variant)

1
1+ distance
Pre urychlenie vypoc¢tu ohodnotenia stavu systému s tieto hodnoty este ulozené do
maticového tvaru, kde stipce zodpovedajt vstupnym sekvencidm a riadky zodpovedajt va-
riantam baktérii. Bunky matice potom obsahuji hodnoty, ktoré uréuji podobnost vstupnej
sekvencie v danom stipci so sekvenciou varianty v danom riadku. Ukézka tohto uloZenia
podobnosti, ktoré vychadza z obrazku 5.2, je znazornena na obrazku 5.5

similarity =

5.4.4 Metdéda binomial

Evaludtor binomial ohodnocuje priradovanie sekvencii k variantdm z pohladu binomialneho
rozdelenia. Na sekvenovanie sa moézeme pozeraf ako na ndhodny vyber sekvencie zo stiboru
vSetkych moznych sekvencii. Pri kazdom ¢itani skiimame, ¢i bola vybrana dana sekvencia,
pripadne ind sekvencia. Tento vyber m6zeme chéapat ako Bernoulliho proces, kde sledovanym
javom je osekvenovanie zvolenej varianty. Pocet sekvencii priradenych k zvolenej variante
bude teda podliehat binomidlnemu rozdeleniu.

Pseudokéd tohto pristupu je uvedeny v algoritme 5. Pocty priradenych sekvencii k jed-
notlivym variantam zodpovedaji sic¢tom hodnét v riadkoch matice stavu systému. Odha-
dovana abundancia je potom vypocitana podla vztahu:

n = average(n;/mn,,)
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kde n; je pocet vstupnych sekvencii priradenych k variante v; a n,, je abundancia va-
rianty v;. Nasledne mézeme vypocitat ocakavany pocet priradenych sekvencii k variante
podla vztahu:

!/
N; = Ny, ¥ N

a pravdepodobnost vytiahnutia varianty pri nadhodnom vzorkovani vstupnych sekvencii
podla vztahu:

/
n;

p(v;) = N

kde N je celkovy pocet vstupnych sekvencii. Nasledne mozeme pomocou binomialneho
rozdelenia vypocitat ohodnotenie aktualneho priradenia vstupnych sekvencii k variantam:

score = Binom(n;, N, p(v;))

Binomialne rozdelenie popisuje pocetnost vyskytu nahodného javu v nezavislych po-
kusoch, kde jav mé& stale rovnakt pravdepodobnost. Pocitame pravdepodobnost, ze pri
nahodnom vybere N vstupnych sekvencii priradime n; sekvencii variante v;, ak pozname
pravdepodobnost vytiahnutia danej varianty — p(v;).

Algoritmus 5: Ohodnotenie stavu na ziklade binomialneho rozdelenia

for kazdi baktériu do
ziskaj pocty priradenych sekvencii k jednotlivym variantam;
vypocitaj odhadovani abundanciu baktérie;
for kazdi variantu do
vypocitaj ocakavany pocet priradenych sekvencii;
vypocitaj pravdepodobnost vytiahnutia varianty pri nahodnom vzorkovani
vstupnych sekvencif;
vypocitaj skore pomocou binomiadlneho rozdelenia;

end
end

5.4.5 Metdda k1

Metdda k1 pracuje s abundanciami variant ako s pravdepodobnostnym rozlozenim a pocita
Kullback—Leiblerovu divergenciu [68] medzi o¢akdvanym a ziskanym pravdepodobnostnym
rozlozenim.

Ak mame baktériu s tromi variantami, kde jednotlivé abundancie si 4, 1 a 3, potom
to mdzeme reprezentovat pravdepodobnostnym rozlozenim [0.5, 0.125, 0.375]. Podobne je
vypocitané rozlozenie nad poc¢tami priradenych sekvencii k jednotlivym variantam baktérie
v aktualnom stave systému. Kullback—Leiblerova divergencia potom urcuje, kolko informa-
cie sa strati, ked nahradime ocakavané pravdepodobnostné rozlozenie rozlozenim v aktual-
nom stave systému.

Kullback—Leiblerova divergencia vychadza z vypoc¢tu entropie, ktord je pre pravdepo-
dobnostné rozlozenie p definovana nasledovne:



Ak na vypocet pouzijeme logs, mbzeme entropiu interpretovat ako minimalny pocet
bitov, ktory potrebujeme na zakédovanie informaéacie. Kullback—Leiblerova divergencia je len
malou modifikdciou vypoctu entropie. K oc¢akédvanému pravdepodobnostnému rozlozeniu
p priddme odhadované pravdepodobnostné rozlozenie g a divergenciu vypocitame podla
vztahu:

N
Drr(plg) =Y p (i) - (logp (z:) —log g (x:))
i=1

Pomocou Kullback—Leiblerovej divergencie mézeme presne vypocitat, kolko informacie
sa strati, ked aproximujeme jedno rozlozenie inym [69]. Pri ohodnocovani stavu systému nés
vsak zaujima podobnost, preto je divergenciu este potrebné transformovat podla vztahu:

1

score = —m—————————
1+ Dkr(pllq)

5.4.6 Metdda js

Metoda js, podobne ako metdéda k1, sa na abundancie variant pozera ako na pravdepodob-
nostné rozlozenie a nasledne poc¢ita Jensen—-Shannonovu divergenciu [32] medzi ocakdvanym
a ziskanym pravdepodobnostnym rozlozenim. Je zalozend na Kullback—Leibler divergencii
[68] s niektorymi vyznamnymi (a uzitoénymi) rozdielmi, vratane toho, Ze je symetrickd a
m4 vzdy konecni hodnotu. Jensen—Shannonova divergencia Djg(p||q) je definovana ako:

Dys(plla) = 5 D(plm) + 5 D(glm)

kde D(pl|q) je Kullback—Leiblerova divergencia a m = %(p + q). Aj tuto divergenciu je
potrebné transformovat podla vztahu:

1

score = —m————
14+ Dys(pllq)
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Kapitola 6

Implementacia navrhnutého
nastroja

Néstroj navrhnuty v kapitole 5 bol tspesne implementovany s vyuzitim programovacich
jazykov Python 3, R a Bash. Celd implementécia pozostava z niekolkych modulov umiest-
nenych v podzlozke src. KItc¢ovymi modulmi si modul inference, ktory obsahuje imple-
mentaciu klasifikdcie na zaklade variant 16S rRNA a modul structure, ktory obsahuje
implementaciu transformacie sekvencii do priestoru znadmych baktérii. Zvysné moduly ob-
sahuji réznu pomocnu funkcionalitu. Moduly 1ib a taxassign boli poskytnuté vedicim
prace, Stanislavom Smatanom.

6.1 Klasifikacia na zaklade variant 16S rRNA

Klasifikdcia na zédklade variant 16S rRNA vyzaduje databdzu baktérii, ktora bude obsahovat
vsetky kopie génu 16S rRNA baktérii a ich taxonomické zaradenie. Tato databaza bola
vytvorend vedicim tejto prace, Stanislavom Smatanom, z dat dostupnych v databaze NCBI
Refseq [90].

Databaza znamych baktérii a sekvencii ich variant génu 16S rRNA je reprezentovana
triedou WholeDB. Tato trieda spracuje vstupnu databdzu baktérii vo formate csv a baktéri
ulozi ako list objektov KnownBacteria. Tento objekt obsahuje informéaciu o taxonomic-
kom zaradeni danej baktérie a dalej obsahuje sekvencie variant baktérie a ich abundancie.
Trieda WholeDB obsahuje metédu close_bacteria, ktora moze byt vyuzitd pri predfiltrova-
vani databazy. Vstupnymi parametrami tejto metédy st sekvencia génu 16S rRNA a prah.
Vystupom metédy je zoznam baktérii, ktoré obsahuji aspon jednu variantu dostatocne
podobnt vstupnej sekvencii. Podobnost je v tomto pripade pocitanid pomocou k-merového
spektra.

Nezname vstupné sekvencie, ktoré si predmetom klasifikdcie, st spravované triedou
InputSequences. Trieda poniika metodu parse_from_fasta, ktord ako vstupny parameter
ocakava cestu k siboru so vstupnymi sekvenciami vo formate fasta. Identifikdtory sekvencii
vo vstupnom subore su ignorované, ulozené su len sekvencie. Zhodné sekvencie si zlicené
do jedného objektu, ktory okrem sekvencie obsahuje aj informéaciu o abundancii.

Nasledujicim krokom v klasifikacii baktérii na zédklade variant 16S rRNA je predfiltrova-
nie databazy znamych baktérii, na ¢o slazi trieda ConstrainedDB. Vstupnymi parametrami
je databaza znamych baktérii reprezentovana objektom WholeDB, nezname vstupné sekven-
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cie reprezentované objektom InputSequences, prah a metdéda, pomocou ktorej sa maju
vyhodnocovat podobnosti sekvencii. Implementované boli dva pristupy: k-mer a blast.

Pristup k-mer, implementovany v metéde create_kmer, vyuziva k-merové spektrum
vstupnych sekvencii a sekvencii variant znadmych baktérii. Tieto spektra si pre sekven-
cie nemenné a preto su predpocitané uz pri ivodnom ukladani sekvencii. Implementéacia
vypoctu k-merového spektra bola prevzatd z diplomovej prace Nikoly Valesovej [110]. Na
predfiltrovanie sa vyuziva popisand metéda close_bacteria z triedy WholeDB.

Pristup blast, implementovany v metéde create_blast, vyuziva lokdlne zarovnanie sek-
vencii. Na ziskanie tychto zarovnani bolo implementované vlastné rozhranie pre unixovy na-
stroj blast od NCBI [77]. Taktiez bola vytvorena lokalna indexovana databdza zndmych
baktérii, ktord nastroj blast pouziva pri vyhladavani.

Predfiltrovanie databaze baktérii vyuziva informéciu o identickych znakoch zarovnania.
K dalsiemu spracovaniu si vybrané len tie baktérie, ktorych varianta je dostatoéne podobna
vstupnej sekvencii. Vysledné zarovnania z néstroja blast su dalej ulozené pre zjednodu-
Senie nasledného ohodnotenia stavu systému. Toto ukladanie je implementované v metdde
create_alignments_array.

Mapovanie medzi vstupnymi sekvenciami a variantami baktérii, teda stav systému, je
reprezentované triedou AssignmentMatrix. Trieda je inicializovand vstupnymi sekvenciami
reprezentovanymi triedou InptuSequences a predfiltrovanou databazou znamych baktérii
reprezentovanou triedou ConstrainedDB. Trieda dalej obsahuje klticové metddy pre pouzitie
algoritmu Metropolis Hastings:

e init_state, ktorad vygeneruje ndhodny stav systému,

e generate_proposed_state, ktord vygeneruje novy stav systému na ziklade aktudl-
neho stavu,

e evaluate_current_state a evaluate_proposed_state, ktoré ohodnotia aktualny a
novo vygenerovany stav systému,

e move_to_proposed_state, ktora priradi novo vygenerovany stav do aktualneho stavu,

e get_current_state_summary, ktorad sluzi na ziskanie aktudlnych ciastkovych ohod-
noteni a na ziskanie odhadovanych abundancii jednotlivych skiimanych baktérii.

Samotna trieda AssignmentMatrix neobsahuje implementiciu na ohodnotenie stavu.
Implementacia sa nachiadza v module evaluators, ktory obsahuje triedy pre jednotlivé
pristupy k ohodnoteniu stavu systému. Kazda trieda pontka rovnaké rozhranie, ¢im je
umoznené, aby bolo mozné pristupy k ohodnoteniu Iubovolne zamienat bez potreby tup-
ravy triedy AssignmentMatrix. Pouzité evaluatory vSak musia byt inicializované rovnakymi
vstupnymi sekvenciami a predfiltrovanou databazou baktérii ako trieda AssignmentMatrix,
pre ktort maju byt pouzité na ohodnotenie stavu.

Kazdy evaluator poskytuje globalnu premenna NAME, kde je ulozeny jeho jedineény iden-
tifikator. Dalej poskytuje metédu evaluate, ktora na vstupe prijima stav systému, ktory
ma byt ohodnoteny a vracia vypocitané ohodnotenie stavu. Pocas vypoctu st jednotlivé
pravdepodobnosti prevadzané do logaritmického meritka, ¢im je zvySena rychlost a nume-
ricka stabilita vypoctu. Kazdy evaluator este umoznuje pouzitie normalizicie vysledného
skore do intervalu < 0,1 >. V tom pripade je potrebné nastavit povodny rozsah skére do
atributu normalize_interval a atribtitu normalize nastavif hodnotu True. P6vodny roz-
sah skére je potrebné ziskaf pred spustenim samotnej optimalizacie algoritmom Metropolis

37



Hastings. Implementacia sa nachddza v metéde find_normalization_intervals v triede
MetropolisHastings. Normalizicia je implementovand v metdde normalize_score. Eva-
luator water vyuziva na vypocet lokdlneho zarovnania sekvencii unixovy ndstroj water
z baliku EMBOSS [76].

Trieda MetropolisHastings je inicializovand dvoma parametrami: objektom, ktory re-
prezentuje stav systému (v tomto pripade AssignmentMatrix) a zoznamom nazvov eva-
luatorov, ktoré maju byt nasledne pouzité na ohodnotenie stavu. Podla nazvov su vytvo-
rené zodpovedajice objekty evaludtorov. Klicovou metddou triedy MetropolisHastings
je metdda walk, ktord vykona prehladavanie stavového priestoru. Vyhodnotenie, ¢i ma byt
navrhovany stav prijaty, teda ¢i je navrhovany stav dostatoéne dobry, sa nachadza v metode
is_proposed_state_good_enough.

Vyaledkom prehladavania stavového priestoru je tabulka, ktora obsahuje informacie
o kazdom prijatom stave. Zaznamenavaju sa tieto idaje:

e celkové ohodnotenie stavu,
e cCiastkové ohodnotenia stavu ziskané jednotlivymi evaludatormi,

e abundacie jednotlivych baktérii.

6.2 Transformacia sekvencii do priestoru znamych baktérii

Evsluator structure pouziva transforméaciu sekvencii do priestoru znamych baktérii. Tato
transformadcia je implementovand v triede ScoreTransformation. Trieda je inicializovana
dvoma stbormi, ktoré obsahuji Sablony. Jeden sibor je vo formate templ, ktory bol navr-
hnuty v kapitole 5.4.3. Druhy stibor obsahuje rovnaké baktérie, ale je vo forméate fasta a
vyuziva sa na zjednodusenie nasledného zarovnania sekvencii.

Inicializovana trieda moze byt opakovane voland s réznymi siibormi vo formate fasta,
ktoré obsahuju sekvencie urcené na transformaciu. Transforméacia spociva vo vypocte nor-
malizovanej podobnosti struktir medzi vstupnymi sekvenciami a sablénami. Vypocet tej
to podobnosti bol implementovany podla algoritmu 4. Na ziskanie globalneho zarovnania
sekvencii bol pouzity néstroj needle z baliku EMBOSS [76].

Transformécia sekvencii do priestoru znamych baktérii vyzaduje sablény, ktoré obsahuju
sekvencie aj sekundarne struktiry 16S rRNA znamych baktérii. Sekvencie aj struktiary boli
ziskané z Comparative RNA Web Site and Project [24]. Nejedn4 sa sice o Struktiry ziskané
experimentalne (napriklad rentgenovou krystalografiou), ale pomocou komparativnej ana-
lyzy sekvencii. Jedna sa o pomerne kvalitni predikciu sekundarnej struktary, ktora ponika
dostato¢né mnozstvo strukttar na vytvorenie Sablén na transformaciu do priestoru znamych
baktérii. Dostupné struktiry rozdelené podla kmenov st zobrazené na obrazku 6.1.

7Z CRW stranky boli ziskané stibory dvoch formétov: bracket, ktory obsahuje sekun-
darnu struktiru v zatvorkovej notécii, ale neobsahuje sekvenciu a format rnaml, ktory
obsahuje informéaciu o sekvencii aj Strukture. Ziskanie tychto siborov je implementované
v skripte crw_retriever.py v module template.common. Siibory boli nésledne analyzo-
vané, pricom sekvencia bola ziskana zo siboru vo forméte rnaml a Struktira z zodpoveda-
juceho stuboru vo formate bracket.

Ziskané stbory zodpovedaju celej dizke 16S rRNA, ale pre niektoré aplikdcie je vhodné
orezat sekvencie na pozadovany regién, napriklad V4. Primery pouzivané pri sekvendcii
regiénu V4 boli ziskané zo stranky 16S Illumina Amplicon Protocol [1]. Pomocou tychto
primerov boli orezané ziskané sekvencie znidmych baktérii a im zodpovedajice sekundarne
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Obr. 6.1: Rozlozenie vyskytu jednotlivych kmenov baktérii v sekundarnych struktirach
dostupnych na stranke CRW.

struktary. Implementacia sa nachiddza v skripte join_templates.py v module template.
Tento skript obsahuje aj implementéiciu vytvorenia Sablon, ktoré pokryvaju cely gén 16S
rRNA. Na orezanie bol pouzity skript v_ripper.py z nastroja SPINGO [18].

Korektnost orezania Sablén bola overend porovnanim ziskanych dizok regiénov V4.
V ¢ldnku od Iuminy [5] je uvedené, ze regién V4 vac¢siny mikrobidlnych druhov je dlhy
priblizne 254 pérov baz, pripadne sa od tejto dizky lisi iba niekolkymi parmi. RozloZenie
dizok ziskanych Sablén je zobrazené na obrazku 6.2.
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Kapitola 7

Vyhodnotenie navrhnutého
nastroja

Po implementacii navrhnutého klasifikatoru bolo potrebné vyhodnotit jeho vykonnost a
analyzovat jeho schopnosti. Kvoli komplexnosti klasifikatoru na zaklade variant 16S rRNA
bol tento klasifikator vyhodnoteny na niekolkych trovniach. Na vyhodnotenie bol vytvo-
reny skript, ktory inicializuje vSetky potrebné objekty a spusti klasifikdciu. Tento skript
pracuje s konfiguraé¢nym slovnikom, v ktorom st definované vSetky potrebné parametre pre
klasifikdciu. Pozadované parametre si uvedené v tabulke 7.1.

| Parameter | Datovy typ | Popis |

whole_ DB retazec Cesta k csv siboru, ktory obsahuje taxo-
némie a varianty znamych baktérii.

DB__method retazec Metdda, ktord sa mé pouzit na predfiltro-
vanie databazy.

threshold celé cislo Prah vzdialenosti pouzity pri predfiltro-
vani databazy baktérii.

input_ samples retazec Cesta k fasta stboru so vstupnymi sek-
venciami.

evaluation_ methods pole retazcov Nézvy pozadovanych evaluatorov.

normalization boolean Zapnutie/vypnutie uréenia normalizac-
nych intervalov pre jednotlivé evaluatory.

normalization_ steps celé ¢islo Pocet krokov algoritmu Metropolis Has-
tings, ktoré sa maji pouzif na urcenie nor-
maliza¢nych intervalov.

steps pole celych cisel Pre kazdu hodnotu pola je spustené pre-
hladdvanie stavového priestoru s danym
poctom krokov. ZvySné parametre s pri
kazdom spusteni rovnaké.

Tabulka 7.1: Parametre potrebné na spustenie klasifikacie na zaklade variant 16S rRNA.
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7.1 Zakladné datové sady

Prvé testovanie a ladenie klasifikdtoru prebehlo na dvoch ruc¢ne pripravenych datovych
sadach, ktoré st urcené na overenie funk¢nosti a ndjdenie problematickych ¢asti implemen-
tovaného klasifikatoru. Prva datova sada predstavuje jednoznacné mapovanie a sekvencie
tejto datovej sady boli ziskané priamo z databazy znamych baktérii, ktorad sa pouziva aj
pri samotnej klasifikacii. Boli zvolené dve baktérie: Bifidobacterium bifidu, kmen PRL2010
a Mesorhizobium ciceri, kmen WSM1271. Baktéria Bifidobacterium bifidu obsahuje 3 képie
génu 16S rRNA, ktoré st identické a baktéria Mesorhizobium ciceri obsahuje 2 kopie, ktoré
sa lisia len pridanim jednej bazy. Podobnost sekvencii medzi tymito dvoma baktériami je
priblizne 76 %. D4tovd sada obsahuje sekvencie zodpovedajuce baktérii Bifidobacterium
bifidu s abundanciou 3 a baktérii Mesorhizobium ciceri s abundanciou 4.

Druhéa datova sada pozostdva zo sekvencii patriacich trom baktériam: Staphylococcus
lugdunensis kmen HKU09-01, Staphylococcus lugdunensis kmen N920148 a Hyperthermus
butylicus kmen DSM 5456. Kmen HKU(09-01 obsahuje 6 képil génu 16S rRNA, pricom
unikatnych z nich je 5, a teda jedna képia mé abundanciu 2. Kmen N920143 obsahuje 4
képie génu 16S rRNA. Vsetky képie st v rdmci kmena N920143 unikatne, ale dve kopie
st zdielané s kmenom HKUO09-01. Baktéria Hyperthermus butylicus obsahuje jednu kopiu
génu, ktord je unikdtna medzi képiami tejto datovej sady. Datova sada obsahje sekvencie,
ktoré zodpovedaji uvedenym baktéridm s abundanciami 2, 4 a 7. Zhrnutie tychto datovych
sad je zobrazené v tabulke 7.2.

Datova | Baktéria Abundancia | Pocet Pomery Popis
sada variant | abundancii
variant
A Bifidobacterium | 3 1 3 Tri zhodné képie
bifidu génu 16S rRNA.
Mesorhizobium | 4 2 1:1 Dve koépie génu
ciceri 16S rRNA, ktoré
sa lisia o jednu
béazu.
Staphylococcus | 2 5 1:1:1:1:2 Sest képii génu
B lugdunensis, 16S rRNA, z kto-
HKU09-01 rych je unikat-
nych pat.
Staphylococcus | 4 4 1:1:1:1 Dve képie génu
lugdunensis, 16S rRNA su
N920143 zdielané s kme-
nom HKU09-01.
Hyperthermus | 7 1 1 Koépia je uni-
butylicus, katna v ramci
DSM_ 5456 celej datovej
sady.

Tabulka 7.2: Datové sady vytvorené na ivodné vyhodnotenie implementovaného klasifika-
toru na zaklade variant 16S rRNA.

Klasifikator bol spusteny s parametrami uvedenymi v tabulke 7.3 s datovou sadou A
a nasledne s datovou sadou B. Pre kazda datovi sadu bola klasifikdcia spustend dvakrat:
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predfiltrovanie databazy zndmych baktérii pomocou metdédy k-mer a nésledne pomocou me-
tédy blast. Hodnota parametru threshold bola zvolena ako 1 z dovodu overenia schopnosti
met6dy predfiltrovania databdzy najst baktérie s presnou zhodou sekvencif. Dalej boli zvo-
lené dva evaludtory, pricom evaludtor water ohodnocuje sekvenént podobnost priradenych
sekvencii a evaludtor binomial ohodnocuje pomery priradenych sekvencii k variantam.

Parameter | Hodnota ‘
whole DB data/knownDB.csv
threshold 1
evaluation methods [water, binomial]
normalization False
normalization_ steps 0
steps [10000]

Tabulka 7.3: Parametre klasifikdcie pouzité na overenie schopnosti metéd predfiltrovania
databazy najst baktérie s presnou zhodou sekvencii. Normalizacia skére je vypnuta a pouzita
je jedna kombindcia evaluatorov — [water, binomiall].

Klasifikator vo vsetkych pripadoch zvolil korektné baktérie v kroku predfiltrovania da-
tabazy baktérii. Poc¢as nésledného prehladavania stavového priestoru boli pre datova sadu
A urcené aj spravne abundancie jednotlivych baktérii. Pri datovej sade B sa klasifikdtoru
nepodarilo skonvergovat k spravnym abundancidm. Rozlozenie abundancii v prijatych sta-
voch systému pri predfiltrovani databdzy pomocou metédy blast pre datovi sadu A je
zobrazné na obrazku 7.1 a pre datovi sadu B na obrizku 7.2.

o . -Bifidobacterium_bifidu

. » -Mesorhizobium_ciceri

Abundance

Obr. 7.1: Rozlozenie abundancii baktérii v prijatych stavoch systému pre datovi sadu A.
Na predfiltrovanie databizy bola pouzitd metdéda blast. Zvysné parametre klasifikacie st
uvedené v tabulke 7.3. Ocakavané abundancie boli 3 pre baktériu Bifidobacterium bifidu a
4 pre baktériu Mesorhizobium ciceri.

7.2 Porovnanie kombinacii evaluatorov

Nasledujtci experiment spoc¢iva v porovnani jednotlivych evaluatorov a ich schopnosti najst
pozadovany stav systému. Klasifikator bol opakovane spusteny s parametrami uvedenymi
v tabulke 7.4. Ako metdda na predfiltrovanie databazy baktérii bola zvolend metdda blast,
aby bolo neskor mozné pouzit zodpovedajuci evaluator. Pocet krokov prehladavania bol zni-
zeny na 5000, pretoze v predchadzajicom experimente bolo zistené, ze klasifikator dokaze
pre datova sadu A skonvergovat aj s takymto po¢tom krokov. Evaluaéné metddy klasifika-
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Obr. 7.2: Rozlozenie abundancii baktérii v prijatych stavoch systému pre datova sadu B.
Na predfiltrovanie databdzy bola pouzitd metdéda blast. Zvysné parametre klasifikacie
st uvedené v tabulke 7.3. Ocakdavané abundancie boli 4 pre kmen N920143, 2 pre kmen
HKU09-01 a 7 pre kmen DSM__5456.

toru boli postupne nastavené na vsSetky kombindcie zo zoznamu dostupnych evaluatorov:
[k1, js, binomial, blast, water, structure].

Parameter ‘ Hodnota ‘
whole DB data/knownDB.csv
DB method blast
threshold 1

input__samples data/datasetA.fasta
evaluation__methods | vsSetky kombinacie

normalization False
normalization_ steps 0
steps [5000]

Tabulka 7.4: Parametre klasifikdcie pouzité s datovou sadou A popisanou v tabulke 7.2
pri experimente na porovnanie vSetkych kombinacii evaluatorov. Normalizacia skére je vy-
pnuta.

Klasifikicia bola spustend 10-krat pre vsetky kombindcie evaludtorov a boli sledované
nasledovné parametre:

e vypocetny ¢as prehladavania stavového priestoru pri 5000 krokoch,
e krok, v ktorom boli prvy krat objavené korektné abundancie baktérii,

e abundancie baktérii, ku ktorym systém skonvergoval — nachidzajui sa vo vystupe
najcastejsie.

Na obrazku A.1 v prilohe A st zobrazené ¢asy vypoctu prehladavania stavového pries-
toru pri 5000 krokoch a pri pouziti réznych kombinacii evaludtorov. Vyrazné spomalenie
prehladavania stavového prietoru nastava pri pouziti evaluatoru binomial.

Dalsim sledovanym parametrom bol krok, v ktorom boli prvykrat objavené korektné
abundancie baktérii. Ziskané vysledky st zobrazené na obrazku A.2 v prilohe A. Niektoré
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kombindcie evaludtorov neboli schopné objavit spravne abundancie (na obrazku A.2 v pri-
lohe A zobrazené bielou farbou) v niektorych behoch klasifikdcie ani po 5000 krokoch. Jedna
sa o evaludtor binomial a jeho kombindcie s evaludtormi js, k1 a structure.

Pri evaludtoroch k1, binomial a js je to z dévodu, ze tieto evaludtory ohodnocuji len
pomery sekvencii priradenych k variantam baktérii. Pri datovej sade, kde je na vstupe 17
sekvencii a pri zodpovedajucich baktériach, kde prva baktéria obsahuje len jednu variantu
a druhd baktéria obsahuje dve varianty v pomere 1:1, existuje niekolko moznosti namapo-
vania sekvencii na varianty, ktoré tieto pomery spliiaji. Uvedené evaludtory vietky tieto
moznosti ohodnotia ako korektny stav, a preto je potrebné pouzit aj ohodnocovanie na
zaklade podobnosti sekvenci.

Dalsie kombindcie evaluatorov, ktorym sa nepodarilo najst spravne riesenie, obsaho-
vali evaluator structure. Ukazalo sa, Ze pridanie evaluatora, ktory ohodnocuje podobnost
struktir, nemusi vzdy stacit na najdenie spravneho vysledku. Zaujimavé vsak je, ze pouzitie
evaludtoru structure osamote, alebo v kombinacii len s evaludtorom js, viedlo k sprav-
nemu vysledku. Moznym vysvetlenim je, ze evaludtory, ktorych skoére je v réznych radoch,
nie st schopné spolu uspesne ohodnocovat stavy systému.

Schopnost klasifikadtoru objavit korektny stav este nie je vypovedajica o jeho tispesnosti.
Dolezité je, aby klasifikator pocas prehladavania stavového priestoru do tohto stavu skonver-
goval, aby dany stav prevazoval medzi prijatymi stavmi. Rozlozenia abundancii baktérii, ku
ktorym klasifikator skonvergoval pri pouziti réznych kombinacii evaluatorov, si zobrazené
na obrazku A.3 v prilohe A. Podmnozina tychto vysledkov pre kombinacie evaluatorov,
ktorym sa nepodarilo skonvergovat k spravnym abundancidm, je na obrdzku 7.3. Prob-
lém skonvergovat k spravnemu rieSeniu maji kombindcie evaludtorov k1, js, binomial a
structure. V nasledujicich experimentoch si preto pouzité len kombindcie evaludtorov,
kde jeden hodnoti podobnost sekvencii a druhy dodrzanie pomerov abundancii variant.

7.3 Vplyv normalizacie skoére

Nésledne bol vyhodnoteny vplyv normalizacie skére na presnost ziskanych vyslednych abun-
dancii. Klasifikdcia bola spustend s parametrami uvedenymi v tabulke 7.5. Evalua¢né me-
tédy boli tvorené dvojicami, kde jeden evaluator hodnoti podobnost sekvencii a druhy
evaludator hodnoti dodrzanie pomerov abundancii variant.

‘ Parameter ‘ Hodnota ‘
whole DB data/knownDB.csv
DB method blast
threshold 1
input_ samples data/datasetB.fasta
evaluation_ methods kombindacie dvojic (evaludtor na ohodnotenie dodrzania
pomerov abundancii variant, evaluator na ohodnotenia
podobnosti sekvencii)
steps [50000]

Tabulka 7.5: Parametre klasifikacie pouzité s datovou sadou B popisanou v tabulke 7.2 pri
experimente na vyhodnotenie vplyvu normalizicie skore na presnost ziskanych vysledkov.

Experiment pozostaval z dvoch casti, kde v prvej ¢asti bola normalizacia skére vypnuta a
v druhej ¢asti bola zapnuta s 50000 krokmi na ndjdene pdvodnych intervalov skére. Kazda
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Obr. 7.3: Vysledné odhadnuté abundancie baktérii, ku ktorym klasifikdtor skonvergoval
— majui najvyssie zastupenie vo vyslednych prijatych stavoch. Zobrazené abundancie st
z 10 iteracii pri pouziti parametrov uvedenych v tabulke 7.4 pre kombinacie evaluatorov,
ktorym sa nepodarilo skonvergovat k spravnym abundancidam. Evaludtor [water] dosiahol
rovnaky (korektny) vysledok ako vsetky nezobrazené kombindcie evaludtorov. Skutoéné
hodnoty abundancii st abundancia 3 pre baktériu Bifidobacterium bifidu a abundancia 4
pre baktériu Mesorhizobium ciceri. Kompletné vysledky st na obrazku A.3 v prilohe A.

cast bola spustena 10-krat pre kazdi kombinaciu evaludtorov. Pre kazdy vysledok bola
vypoéitana stredna kvadraticka chyba' podla vztahu:

Vs = 19~ (1 7))’

i=1

kde Y; st o¢akévané abundancie baktérii a ¥; st abundancie baktérif, ku ktorym klasi-
fikator skonvergoval. Porovnanie vyslednej strednej kvadratickej chyby pre klasifikicie bez
pouzitia normalizacie skore a s pouzitim normalizacie si zobrazené na obrazku 7.4.

Bez pouzitia normalizicie st najlepsie vysledky dosahnuté dvojicou evaluatorov [k1,
structure], ale nie v kazdej iterdcii. Konzistentne dobré vysledky dosahuja dvojice evalu-
atorov [js, water], [js, structure] a [js, blast]. Najvicsej chyby sa dopusta dvoji-
ca evaluatorov [binomial, structure], ktord nie je zobrazend, pretoze strednd priemerna
kvadratickd chyba méa median vacsi nez 24. V pripade pouzitia normalizacie skore dosahuja
najlepsie vysledky dvojice evaludtorov [binomial, water] a [binomial, structure].
Dvojice evaluatorov, ktoré obsahuju evaludtor k1, sa dopustaju vacsej chyby v pripade
pouzitia normalizécie.

langlicky: Mean Squared Error
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Obr. 7.4: Stredné kvadratické chyby vyslednych abundancii od oc¢akdvanych abundancii
baktérii. Klasifikdcia bola spustend s parametrami uvedenymi v tabulke 7.5 10-krat pre
kazda dvojicu evaludtorov, bez normalizacie a s normalizaciou. Vysledok dvojice evaluatorov
[binomial, structure] bez normalizicie nie je zobrazeny, pretoze strednéd kvadraticka
chyba mala medidn vacsi nez 24.

7.4 Pokrocilejsie datové sady

Dalsie testovanie implementovaného nastroja bolo vykonané na dvoch ndhodne vygenero-
vanych datovych sadach. Obe datové sady obsahuju sekvencie zodpovedajice variantam
dvadsiatich ndhodne vybranych baktérii z databazy znadmych baktérii. V prvej datovej
sade boli baktérie vybraté podla uniformného rozlozenia a kazda baktéria ma abundanciu
jedna. Druhd datova sada bola vygenerovand podla logaritmického rozlozenia s parametrom
p = 0.9. Logaritmické rozlozenie sa pouziva na aproximéciu pomerov abundancii baktérii
v bakteridlnych spolocenstvich [47]. Druhd datova sada teda obsahuje sedem unikétnych
baktérii s abundanciami zodpovedajicimi logaritmickému rozlozeniu. Zhrnutie datovy sad
je uvedené v tabulke 7.6.

Datova | Pocet Pocet unikat- | Pocet Pomery abundancii

sada baktérii | nych baktérii | sekvencii | baktérii

C 20 20 85 vSetky baktérie maju
abundanciu 1

D 20 7 87 10:5:1:1:1:1:1

Tabulka 7.6: Charakteristika pokrocilejsich datovych sad vygenerovanych na vyhodnotenie
implementovaného klasifikatoru na zaklade variant 16S rRNA.

Na klasifikaciu pokrocilejsich datovych sad boli pouzité parametre uvedené v tabulke

7.7. Pouzité dvojice evaluatorov vychadzaju z vysledkov experimentu zobrazenych na ob-
razku 7.4, kde dvojice [js, water], [js, structure] a [k1l, structure] vykazovali naj-
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lepsie vysledky bez pouzitia normalizacie. Kvoli komplexnosti datovych sad bol zvyseny
pocet krokov prehladdvania stavového priestoru na 500000.

‘ Parameter ’ Hodnota ‘
whole DB data/knownDB.csv
DB method k-mer
threshold 1
input_ samples [data/datasetC.fasta, data/datasetD.fasta]
evaluation__methods | [[js, water], [js, structure], [kl, structure]]
normalization False
normalization__steps 0
steps [500000]

Tabulka 7.7: Parametre klasifikidcie pouzité s pokrocilejsimi datovymi sadami popisanymi
v tabulke 7.6. Normalizacia skore je vypnutd a pocet krokov prehladavanai stavového pries-
toru je oproti predchadzajicim experimentov zvyseny na 500000.

Experiment bol spusteny 10-krat pre obe datové sady a pre vsSetky pouzité dvojice
evaluatorov. Porovnanej vyslednej strednej kvadratickej chyby pre datovi sadu C je na
obrazku 7.5 a pre datova sadu D na obrazku 7.6.

-['kI', 'structure’]

— — -['js', 'water']

-['js, 'structure’]

0.5 1.0 1.5 2.0
Mean Squared Error
Obr. 7.5: Stredné kvadratické chyby vyslednych abundancii od oc¢akdvanych abundancii

baktérii. Klasifikdcia bola spustend s parametrami uvedenymi v tabulke 7.7 10-krat pre
kazd dvojicu evaluatorov s datovou sadou C popisanou v tabulke 7.6.

Ziadnej dvojici evaludtorov sa nepodarilo skonvergovat k spravnemu rieSeniu v poskytnu-
tom pocte krokov prehladdavania stavového priestoru. Analyza ziskanych vysledkov a hodnot
skore priradenych vyslednym stavom ukéazala, Ze samotny nastroj povazoval najdené stavy
za pomerne nepravdepodobné z pohladu zvolenych modelov.

Pri dalsom experimente bola pouzita datova sada D, dvojica evaluatorov [js, water] a
normalizéicia skére bola vypnutd. Experiment bol spusteny s po¢tami krokov 5-10%, 5107,
5-105 a 5-107. Najlepsie dosiahnuté skére ohodnotenia stavu pri jednotlivych poétoch
krokov prehladévania stavového priesoru je zobrazenda na obrazku 7.7. Systém nebol schopny
skonvergovat ku korektnému stavu, ale pri zvySovani po¢tu krokov prehladdvania sa zlepsuje
skére vyslednych stavov.
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Obr. 7.6: Stredné kvadratické chyby vyslednych abundancii od oc¢akdavanych abundancii

baktérii. Klasifikdcia bola spustend s parametrami uvedenymi v tabulke 7.7 10-krat pre
kazdt dvojicu evaluatorov s datovou sadou D popisanou v tabulke 7.6.
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Obr. 7.7: Vztah medzi poc¢tom krokov prehladavania stavového priestoru a najlepsim dosia-
hnutym skére ohodnotenia stavu. Experiment bol spusteny s po¢tami krokov 5-10%, 5- 10,
5-10% a 5-107. Pre nizornost je na zobrazenie krokov pouzité logaritmicks stupnica. Hod-
noty skore predstavuju logaritmus pravdepodobnosti, ze ziskany stav odpoveda zvolenému
modelu. Pri ndjdeni korektného stavu by sa hodnota skére rovnala 0.
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Kapitola 8

Zaver

Hlavnym cielom tejto prace bolo navrhnit a implementovat nastroj na klasifikaciu sekvencii
bakterialneho génu 16S rRNA do taxonomickych kategorii s vyuzitim vlastnosti 16S rRNA.
Za tymto tcelom bolo najskér nutné ziskat rozsiahle vedomosti z oblasti molekularnej bio-
logie, bioinformatiky a metagenomiky. Ziskané znalosti s prezentované v kapitolach 2,
3 a4

Ziskané informécie boli nésledne pouzité na Specifikaciu nastroja, ktora je popisana
v kapitole 5. Princip tohto néastroja je zaloZeny na vlastnosti génu 16S rRNA, ktora hovori,
ze bakteridlny geném obsahuje niekolko kopii génu 16S rRNA, ktoré sa mozu liSit svojou
sekvenciou. Z tohto dévodu bol zvoleny pristup, kedy sa vstupné sekvencie neklasifikuja
jednotlivo, ale analyzuju sa ako celok.

Navrhovany nastroj vyuziva algoritmus Metropolis Hastings na prehladdvanie priestoru
moznych rieseni. Tento priestor je reprezentovany dvojrozmernou maticou, kde stipce pred-
stavuju vstupné sekvencie, riadky predstavuju sekvencie génu 16S rRNA zndmych baktérii a
hodnoty v bunkach matice urcuju, kolko sekvencii z daného stlpca je priradenych k sekvencii
v danom riadku.

Pri prehladdvani stavového priestoru je potrebné vediet ohodnotit, ako pravdepodobny
je aktualny stav z pohladu zvoleného modelu. Na ohodnotenie stavu systému bolo navr-
hnutych niekolko pristupov, ktoré sa delia do dvoch skupin. Jedna skupina ohodnocuje stav
z pohladu podobnosti priradenych sekvencii a druha skupina z pohladu dodrzania pome-
rov abundacii varidnt 16S rRNA pri jednotlivych baktériach. Jedna z navrhovanych metéd
ohodnotenia stavu z pohladu podobnosti priradenych sekvencii vyuziva podobnost sekun-
darnej struktary 16S rRNA, pretoze Struktira je evolu¢ne konzervovanejsia ako sekvencia
a moze sa stat, ze dve velmi podobné struktiry vznikli z pomerne odlisnych sekvencii.

Navrhnuty nastroj bol ispesne implementovany s vyuzitim programovacich jazykov Pyt-
hon 3, R a Bash. Vyhodnotenie vykonnosti a analyza schopnosti implementovaného nastroja
bola vykonand na osobnom pocitaci. Zakladna funkcionalita bola testovana na jednodu-
chych datovych sadédch, kde bol porovnavany vplyv réznych kombinacii ohodnocovania na
schopnost skonvergovat k stavu, ktory reprezentuje korektné baktérie a pomery ich abun-
dancii. Ukézalo sa, ze ohodnotenie stavu len z pohladu dodrzania pomerov abundacii va-
riant 16S rRNA pri jednotlivych baktéridch nie je dostato¢né na konvergenciu k spravnemu
vysledku.

Pokrocilejsie testovanie implementovaného nastroja bolo vykonané na dvoch ndhodne
vygenerovanych datovych sadach. V prvej datovej sade boli baktérie vybraté podla uniform-
ného rozlozenia a druhéd datova sada bola vygenerovand podla logaritmického rozlozenia,
ktoré sa pouziva na aproximaciu pomerov abundancii baktérii v bakterialnych spolocen-
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stvach. Nastroj nebol schopny skonvergovat ku korektnému stavu, ale pri zvysovani poctu
krokov prehladdvania stavového priestoru sa zlepsovala presnost vyslednych stavov. Pocet
krokov, ktory by viedol ku korektnému rieseniu, sa vsak na osobnom pocitaci nepodarilo
dosiahnut.

V budiicom rozsireni systému by bolo najvhodnejsie umoznit paralelné prehladavanie
stavového priestoru, ¢o by dovolilo efektivnejsie pouzitie nastroja aj na klasifikiciu rozsiah-
lejsich vstupnych datovych sad. Cas v¥pocétu a pamitova naroénost by mohli byt zlepsené aj
profilovanim, ktoré by odhalilo naro¢né ¢asti vypoctu. V naviznosti na to by bolo potrebné
nastroj vyhodnotit na rozsiahlych datovych sadach ziskanych z redlnych experimentov.

Pocas implementacie nastroja bolo zistenych este niekolko moznych budtcich vylepseni.
Pri hodnoteni stavu systému s vyuzitim sekundarnej struktiry RNA sa na vyhodnotenie,
¢i moze parovanie nastat, pouziva len Watson-Crickovo parovanie. Ako vsak bolo uvedené
v kapitole 2.2, az 40 % pédrov baz v Struktire RNA moze byt nekdnonickych, a preto je
vhodné zapojif tieto znalosti do procesu ohodnocovania podobnosti. Jednou z moznosti je
vytvorit Statistiku parovania baz v sablénach znamych baktérii a pouzit ju na ohodnotenie
schopnosti vytvorit parovanie.

Dalsia tiprava hodnotenia stavu systému s vyuzitim sekundarnej struktiry RNA je nutna
pre testovanie na datach z redlnych experimentov. Toto hodnotenie aktualne o¢akava na
vstupe sekvencie celého génu 16S rRNA, a preto pouziva globalne zarovnanie na zarovnanie
sekvencii so Sabléonami, ktoré tiez pokryvaju cely gén 16S rRNA. Sekvencie z redlnych
experimentov vSak obvykle pokryvaji len urcity region. Z toho dévodu by bolo vhodné
pouzit lokdlne zarovnanie a Sablény dynamicky orezat na zarovnani ¢ast 16S rRNA.
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Obr. A.1: Casy prehladavania stavového priestoru pri 5000 krokoch a pri pouziti roznych
kombindcii evaludtorov. Zobrazené ¢asy su z 10 iteracii pri pouziti parametrov uvedenych

v tabulke 7.4.

-['kI', 'blast’
-['kI', 'blast’, 'water']
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- t

-['blast’, 'water']
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-['binomial’; 'water']
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Obr. A.2: Krok prehladavania stavového priestoru, v ktorom systém prvykrat objavil a
prijal stav s korektnymi abundanciami baktérii. Kombinacie evaluatorov, ktoré objavili
spravne riesenie v kazdom z 10 behov, st zobrazené zelenou farbou. Parametre klasifikacie
st uvedené v tabulke 7.4.

64



—
'

o
] '
o
] '
) '
] '
] '
] '
I '
] '

é T ' o
-

t T ' "
-
] '
I '
] '
] '
] '
] '

$ T ' *
o

’ '
) '
] '
] '
) '

| e 1 o

0 1 2 3 4 5 6 7 8
Abundance

E3 Bifidobacterium bifidu B3 Mesorhizobium ciceri

Obr. A.3: Vysledné odhadnuté abundancie baktérii, ku ktorym klasifikdtor skonvergoval —
maji najvyssie zastipenie vo vyslednych prijatych stavoch. Zobrazené abundancie st z 10
iteracii pri pouziti parametrov uvedenych v tabulke 7.4. Skuto¢né hodnoty abundancii st
abundancia 3 pre baktériu Bifidobacterium bifidu a abundancia 4 pre baktériu Mesorhizo-

bium ciceri.
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Priloha B

Obsah pamitového média

e data/ - datové sady pouzité v experimentoch, vytvorené sablony zndmych baktérii a
podmnozina databazy znamych baktérii a ich variant génu 16S rRNA

e doc/ - zdrojové subory tohto textu
e src/ - zdrojové subory implementovaného nastroja

e definitions.py - konfiguracné informéacie pre metédy predfiltrovania databazy me-
todami blast a k-mer

e DP.pdf - elektronicka verzia tohto textu
e INSTALLATION.txt - ndvod na instalaciu potrebnych zavislosti
e requirements.txt - konfigura¢ny stibor so zoznamom zavislosti

e run_example.py - skript s ukdzkou pouzitia implementovaného nastroja
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