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Abstrakt

Tato bakalarska prace se zabyva problematikou ziskavani znalosti z databazi. Jejim cilem je
z provoznich dat nejmenované pojistovny sestavit algoritmicky zpracovatelné datasety, které
budou néasledné analyzovany funkcemi knihovny scikit-learn jazyka Python za pouzitim
ruznych algoritmi z oblasti klasifikace a algoritmu FP-growth v oblasti tvorby silnych
asociacnich pravidel a nasledné vyhodnoceni vysledk.

Abstract

This bachelor thesis deals with the issue of knowledge discovery from databases. Its aim
is to compile algorithmically processable datasets from operational data of an unnamed
insurance company, which will subsequently be analyzed by functions of the scikit-learn
library in the Python language using various classification algorithms and the FP-growth
algorithm in the area of creating strong association rules and subsequent evaluation of
results.
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Kapitola 1

Uvod

Kazdym rokem se celosvétové zvysuje mnozstvi dat, které je lidmi generovano a konzumo-
vano. Do roku 2003 bylo celkové vygenerovano 5 exabytu dat, v roce 2013 uz bylo stejné
mnozstvi dat vygenerovdno za dva dny [7]. Data vznikaji kazdou lidskou ¢innosti, at uz
nakoupenim v obchodé nebo provozem chytré domécnosti. Zpracovani a vizualizace dat je
nutnosti, ale o krok dal, za bezprostrednim zpracovanim, lezi krajina dolovani znalosti z
databazi, kde je mozné ze zdanlivé vyuzitych a nepotiebnych dat ziskat informace, které
skuteéné prohloubi nase porozumeéni problematice v doméné dat.

Jiz roku 1763 publikoval Thomas Bayes svij "An Essay towards solving a Problem in
the Doctrine of Chances", ve kterém navrhl algoritmus, ze kterého pozdéji vznikl Bayestiv
teorém, jeden ze zdkladnich stavebnich kamend dolovani znalosti z databazi. Velky rozvoj
v oblasti probéhl v druhé poloviné 20. stoleti, kdy byly predstaveny dalsi vyznamné algo-
ritmy, jako naptiklad neuronové sité, rozhodovaci stromy nebo ndhodny les, které budou
predstaveny pozdéji v této praci. I dnes prochazi toto odvétvi informatiky dynamickym
rozvojem, kdy jsou bézné k vidéni nové algoritmy i efektivnéjsi modifikace jiz existujicich
algoritmi.

Cilem této prace je prehledova studie vyznamnych dolovacich algoritmu a jejich aplikace
na datech pojistovaci spole¢nosti, kterda k tomu poskytla data, a nasledné vyhodnoceni
vysledkt, které tyto algoritmy pfinesou.

Prace je rozdélena do ¢tyt kapitol. V prvni kapitole bude ¢tenaf uveden do problematiky
ziskavani znalosti z datab&zi, budou mu predstaveny rizné zdroje dat, s kterymi se muze
pri dolovani znalosti z dat pojistovaci spole¢nosti setkat, poté budou predstaveny efektivni

Ve druhé kapitole bude ¢tenar seznamen s praktickymi zéklady dolovani znalosti, tedy
prostiedim a knihovnami, které mohou byt k dolovani pouzity. Ve treti kapitole je popsino
feSeni, které bylo v ramci této prace vypracovano. V posledni kapitole jsou predstaveny
a rozebrany experimenty, které byly provedeny nad poskytnutymi daty, a rovnéz jejich
zhodnoceni. Na zavér jsou diskutovana moznd rozsifeni této prace.



Kapitola 2

Ziskavani znalosti z databazi

Tato kapitola slouzi jako obecny tvod do problematiky ziskavani znalosti z databazi s
ohledem na pozdéjsi implementacéni ¢ast této prace. Nejdiive budou predstaveny zdroje
dat, které jsou pro dolovani pouzivany, nasledovat bude predstaveni metodologie CRISP-
DM. Dalsi ¢ast bude vénovana pripravé dat pro dolovani. Poté budou predstaveny ruzné
druhy dolovacich tloh, nejdiive klasifikace a predikce, a algoritmy, které k témto tloham
pouzivame, nasledné dolovani asocia¢nich pravidel a jejich problematika.

2.1 Uvod do ziskavani znalosti z databazi

Ziskavani znalosti z databézi (preklad z anglického ,Knowledge Discovery in Databases®,
zkracené KDD nebo také ,data mining“ - dolovani dat) oznacuje proces extrakce netri-
vialnich, skrytych, diive neznamych a potencialné uziteénych informaci z velkych objemu
dat.

Netrividlnost a skrytost téchto informaci spociva v slozitosti jejich ziskani, nemély by
tedy byt ziskatelné prostym prikazem v dotazovacim jazyce. Stejné tak by vysledkem do-
lovani neméla byt informace patrna z prostého prohlédnuti databaze. Pozadavek na pred-
chozi neznalost vydolované informace zdtraznuje predevsim explorativni povahu KDD. Pro
potvrzeni dfive znamych hypotéz a vztaht mezi daty je mozné opét pouzit prikazi dota-
zovaciho jazyka, a pracné tyto vztahy dolovat je zbytecné. Znalosti vydolované z databaze
by také mély byt relevantni pro prijemce téchto znalosti. Tento aspekt KDD zajistuje,
aby dolovani prinaselo vysledky pouzitelné pro zlepSeni rozhodovaciho procesu nebo lepsi
predvidani na zakladé dat [4].

2.2 Zdroje dat pro dolovani

Data pouzita pro KDD mohou pochéazet z riznych zdroju a mit rtizné podoby. Podle zdroje
a podoby dat je také vhodné vybirat obecné dolovaci tlohy a konkrétni dolovaci algoritmy.
Obecné mohou jako zdroj dat pro dolovani slouzit jakékoliv smysluplna data [4].

Zdroje dat mohou byt nestrukturované, semi-strukturované a strukturované [7]. Mezi
nestrukturované se radi textové dokumenty, audiovizudlni soubory nebo piispévky na so-
cidlni siti. Za semi-strukturovand data povazujeme data s danou strukturou, jejiz obsah
ale mize byt priklad od prikladu zna¢né odlisny. Do této kategorie se fadi soubory for-
matu XML a JSON, webova data formatu HTML, logovaci soubory a obsah nékterych



typt NoSQL databazi, napiiklad MongoDB. Pro jednodussi zpracovani byvaji data z vyse
zminénych zdroju transformovany do strukturované podoby.

Tradicnéjsi jsou poté data, jejichz struktura je oproti vyse uvedenym znac¢né jednodussi.
Data strukturovana pochézeji z ruznych typtu databazi, napriklad relac¢nich, transakénich,
operacnich nebo z datovych skladi. Zdroje dat relevantni pro tuto praci jsou nasledujici:

e Relac¢ni databaze. Data v relacnich databézich jsou organizovana v zaznamech, které
jsou uloZeny v tabulkach. Kazdy zaznam je n-tice, ktera predstavuje jednu instanci
objektu, ktery je popsan n atributy této n-tice. Mezi atributy zdznamu jsou primarni
a cizi klice, jejichz pomoci je realizovana relace mezi tabulkami. Cizi kli¢ zdznamu je
odkazem na primarni kli¢ jiného zaznamu do nékteré z tabulek databaze. Obecné jsou

vvvvv

jako zdroj dat pro dolovaci dlohy.

e Transakéni databaze. V transakénich databézich jsou data také organizovany v tabul-
kach, kde kazdy zdznam tabulky zachycuje jednu transakci. Zaznam se poté sklada
z unikatniho identifikatoru transakce a seznamu polozek, které transakci tvori. Sou-
Casti transakéni databaze poté mohou byt dalsi tabulky, které obsahuji informace o
nabizeném zbozi. Priklad tabulky transakéni databéaze, ktera je v idedlnim tvaru pro
analyzu nakupniho kosiku, vidime na obrazku 2.1

o Datové sklady. Ucel datového skladu (anglicky data warehouse, zkrdcené DW nebo
také DWH) je jednotnym zpusobem uklddat informace, které jsou sesbirdny z mnoha
zdrojti. Dtlezitym aspektem datového skladu je historickd perspektiva. Data v da-
tovém skladu jsou totiz uklddana kontinualné za delsi ¢asové obdobi. Ukladani dat
do DWH probiha procesem ETL (anglicky Extract, Transform, Load, tedy extrakce,
transformace a nahrani do datového skladu), jehoz pomoci je zajisténa konsolidace
dat a jejich pouzitelnost pro pozdéjsi analyzu.

Transaction_ ID | Purchased_Items_IDs

100 12, 15, 25
200 15, 20, 35, 40
350 12, 20

Obrézek 2.1: Priklad tabulky transakéni databaze [4]

Pro interakci s databdzemi slouzi strukturovany dotazovaci jazyk (SQL - Structured
Query Language). SQL je deklarativni jazyk, ktery umoznuje dotazovani nad daty, jejich
aktualizaci a manipulaci, napiiklad agregaci dat. Jak bylo zminéno vyse, dolovanim znalosti
by mély byt informace, které neni mozné ziskat dotazem jazyka SQL. Presto hraje v kon-
textu dolovani znalost{ vyznamnou roli, protoze jeho pomoci jsou Casto data pfipravovana
a transformovana pro dolovaci tlohy.

2.3 CRISP-DM

Model CRISP-DM (CRoss Industry Standard Process for Data Mining - volné prelozitelné
jako mezioborovy standardni proces pro dolovani dat) [8] je obecné uznavand metodologie



pro fizeni dolovacich projekti. Jedna se o strukturovany a flexibilni ramec, ktery miize
byt prizpusoben konkrétnimu dolovacimu procesu. Dolovaci proces je v modelu CRISP-DM
rozdélen do Sesti fazi, jak muzeme vidét na obrazku 2.2.

Business Data
Understanding Understanding

Data
Preparation
.
| -
t R
. Modeling

Obrézek 2.2: Model CRISP-DM 8]

Pochopeni kontextu, nebo také pochopeni business zadani, je prvni a z ur¢itého pohledu
ness cile, zhodnocena soucasna situace a moznost realizace dolovactho projektu. Na zdakladé
toho muzou byt stanoveny cile, kterych mize byt v rdmci dolovani dosazeno a vypracovan
plan projektu.

Druhym krokem je pochopeni dat. V této fazi jsou data prozkouména, sesbirana a podro-
bena verifikaci, ¢imz je zjisténa jejich kvalita. Tento krok je s prvnim krokem provazany,
protoze naroky zadavatele nemusi odpovidat kvalité a moznostem dat. Stejné tak je potfeba
zkoumat jen ¢ast dat, kterd bude pozdéji pouzita ve vysledném dolovacim procesu.

Po zvladnuti druhého kroku se muze dolovaci projekt presunout do tieti faze - pripravy
dat. Data jsou vy¢isténa od Sumu, zintegrovana (z vice zdroju do jedné datové sady), jsou
vytvoreny uzite¢né nebo odebrany nadbyteéné atributy. Datova sada je vytvarena s ohledem
na dolovaci dlohy, které nad ni maji byt provadény. Proto je tento krok opét provazany s
krokem nésledujicim.

Tim je krok modelovani. V tomto kroku je vybrana konkrétni modelovaci technika
(dolovaci tloha), kterd bude nad datovou sadou spousténa. Model je v tomto kroku také
sestaven a jeho parametry jsou ladény, aby dosahovaly pozadovanych kritérii, at uz je to
celkova Uispésnost, nebo dalsi metriky, které budou rozebrany pozdéji.

Nasleduje krok zhodnoceni, pti kterém se hodnoti tspéch dolovaciho projektu z hlediska
ptvodniho business zadani. Je zhodnocen také cely proces a jsou stanoveny néasledujici
kroky. Témi muze byt bud vraceni na zacatek procesu a nova dohoda s business zadavateli,
nebo nasazeni projektu.

Pr1i kroku nasazeni je samotny projekt zpristupnén uzivateli. Dale jsou dohodnuty pod-
minky udrzby projektu a monitorovani jeho stavu. Je vypracovana dokumentace a finalni
report.

Metodologie CRISP-DM si od svého uvedeni v roce 1996 vydobyla pozici standardniho
procesu pro jakékoliv dolovaci projekty, pricemz pomahd jak zkuSenym datovym analyti-
kiim, tak zacatecniktim. Toto mizeme metodologii piipsat diky jeji praktické orientaci a
skutecnosti, Ze neni proprietarni [8].



2.4 Predzpracovani dat

Priprava dat je klicovou a potencidlné velice ¢asové narocnou soucasti kazdého dolovaciho
projektu. Protoze na kvalité dat primo zavisi ispésnost dolovaciho projektu, a protoze data
v databdazich jsou k Sumu a obecné nizké kvalité velmi nachylna, priprava dat mize zabrat
az 60 % celkového usili vénovaného dolovacimu projektu. Tato sekce vychéazi z [4] a [10].

Mezi bézné problémy zpusobujici nizkou kvalitu dat patii netiplnost dat, projevujici se v
chybéjicich hodnotach, zasuméni dat, které se projevuje v nesmyslnych hodnotach. DalSimi
problémy muzou byt nekonzistence dat, kdy si rizné ¢asti databaze navzajem odporuji,
nebo Spatny rozsah dat a to jak prilis nizky, tak prilis velky, jak v poctu atributu, tak v
poctu zdznaml.

2.4.1 Cisténi chybéjicich dat

Kazdy z problémii nekvalitnich dat ma jiné reseni. Obecnym fesenim chybéjicich hodnot
nebo Sumu v datech muze byt ignorovani Spatnych zaznamt, pokud se timto nedostane
pocet zadznami na prilis nizkou droven.

S chybéjicimi hodnotami je mozné se vyporadat doplnénim zaznamu. Toto doplnéni
miize byt ruéni, pokud chybéjicich zdznami neni mnoho. Pfi vétsim poctu chybéjicich dat
je ale tento pristup neproveditelny.

Doplnéni muze byt provedeno automaticky, na vybér jsou ruzné pristupy:

e Doplnéni globalni konstantou znacici chybéjici udaj
e Doplnéni hodnotou vypocitanou primérem, medidnem nebo modem
¢ Doplnéni hodnotou stfedu t¥idy

e Doplnéni nejpravdépodobnéjsi hodnotou vypocitanou naptiklad regresi

Pri doplnovani chybéjicich hodnot je dilezité mit na paméti kontext dat, protoze ne
vzdy musi byt chybéjici hodnota chybou. Obecné nejlepsim pristupem pii automatickém
doplnovani hodnot je volit posledni zminény pristup, protoze je pfi ném do rozhodovaciho
procesu zapojeno nejvetsi mnozstvi informaci. Je také dobré mit na paméti, Ze atribut,
ktery obsahuje mnoho chybéjicich hodnot, nemusi byt pro pozdéjsi trénovani dolovaciho
algoritmu uzitecny.

2.4.2 Cisténi zaSuménych dat

Sum je ndhodn4 chyba nebo odchylka v zkoumaném atributu. ReSeni problému zasuménych
dat se mize lisit v zavislosti na druhu atributu, tedy zda je kategoricky nebo numericky.

Pokud identifikujeme zasuménou hodnotu v numerickém atributu, k jejimu vycisténi
muzeme pristupovat podobné jako pfi doplnovani chybéjicich hodnot. Zaznamy s Sumem je
mozné vynechat, nebo dopliiovat pravdépodobnou hodnotu. K tomu muzeme vyuzit regresi,
nebo plnéni do kost, kdy v serazenych datech doplnujeme naptiklad medidnem okolnich
hodnot.

U kategorickych atributti k doplnéni nemuzeme vyuzit regresi. Spise je mozné zasuména
data nahradit pravdépodobnou hodnotou z oboru hodnot daného kategorického atributu,
nebo zasuméné hodnoty tGplné odstranit [4].



2.4.3 ReSeni nevyvaZenosti dat

Pokud podkladni datova sada trpi malym poc¢tem zaznamu néjaké tiidy, trénovany algo-
ritmus muze vykazovat neoptimdlni vysledky. P¥i ruznych dolovacich tlohdch (naptiklad
klasifikaci, ktera je popsana pozdéji, hraje dulezitou roli vyvazenost tiid v datové sadé. V
pripadé, kdy tridy nejsou rovnomérné zastoupeny, muze klasifikator castéji prehlizet t¥idu,
kterd je zastoupena minoritné.

Tento problém je obzvlasté nebezpecény pro svoji nendpadnost, jak bude ukazano na
prikladu.

Priklad 1 Uvazujme lékarskou kliniku, na které jsou provdadény testy na blize nespecifiko-
vanou nemoc, kterou trpi priblizné 5 % populace. Kvili cené testu, kterd je vysokd, je vyvinut
klasifikdtor. K jeho vytrénovdnd byla poskytnuta datovd sada, v niz je 90 % zdznamai z testi,
které vysly negativni, a zbyvajicich 10 % jsou zdznamy pozitivni. Natrénovany klasifikator
vykazuje presnost 95 % pri klasifikaci nemoci, coZ se na pruni pohled zdd byt jako skvély
uspech. Lepsi ndhled na skutecnou duveryhodnost klasifikatoru ale ziskdme, pokud se podi-
vdme na tzv. matici zamen.

‘ Predikovano zdravi Predikovdana nemoc
Zdravy clovék 9 % 1%
Nemocnyj clovék 4% 1%

Protoze klasifikdator nebyl natrénovdn na vyvdzené datové sadé, nerozpoznd méné zastou-
penou tridu a v témer kazdém pripadé predikuje zdravi pacienta.

Resenfm problému nevyvazenych dat miiZze byt nadvzorkovani a podvzorkovéani [4]. Pii
nadvzorkovani jsou do trénovaci datové sady pridany duplicitné zaznamy minoritné za-
stoupené tridy. Klasifikator tedy dostane vétsi prostor pro nauceni se vlastnosti minoritné
zastoupené tifdy. Castym problémem, ktery ovSem tento piistup pifinasi, je pieuceni se.
Klasifikator se tak specializuje na nékolik konkrétnich zaznami, ale nové zaznamy poté
muze klasifikovat o to hut (viz obrazek 2.3). Dalsim problémem muze byt zvySeni vypo-
Cetni naroc¢nosti pfi trénovani na uz tak obsahlych datovych sadach.

o © o ©
O 0O o o 0O o
zadany stav zadany stav
skute¢ny stav
o) © ® m skute¢ny stav

Obrazek 2.3: Priklad nadvzorkovani - inspirovano [1]

P1i podvzorkovani jsou naopak nékteré zdznamy majoritné zastoupené tiidy vynechany.
Mize ale dojit ke ztraté dilezitych zdznamt, které zachycuji klicové rozdily mezi tridami,
coz také neni zddouci vysledek (viz obrazek 2.4).
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Obrézek 2.4: Piiklad podvzorkovani - inspirovano [1]

Odpovédi na tyto nedostatky je technika SMOTE (z anglického Synthetic Minority
Over-sampling Technique) [3]. Pfi ni je nevyvazenost tiid fesena syntézou novych prvki. Ty
jsou vytvoreny na zakladé existujicich prvka minoritni t¥idy, doplnéné o mirnou ndhodnou
odchylku (viz obrézek 2.5). Tim nedojde k zddnému z vyse zminénych problémi, i tak ale
tato technika ma svoje limitace. Pokud je minoritné zastoupena tiida prilis komplexni, nebo
se vyrazné prolina s jinou tfidou, syntéza novych prvkt nemusi problém nevyvazenosti dat
resit. I tak se jedna o klasickou a efektivni techniku feseni problému vyvazenosti trid, ktera
je pro svoji efektivitu a jednoduchost implementace stale vyuzivana.

o © o ©
@) o OO @) o OO
O OO0 o O OO0
Zadany stav zadany stav
skute¢ny stav m sutetng stav
e ° 000°
(@) (@)

Obrézek 2.5: Piiklad vyuziti techniky SMOTE - inspirovano [1]

2.4.4 Transformace dat

Za tucelem piipravy datové sady pro konkrétni dolovaci algoritmus je v mnoha piipadech
nutné data néjakym zptsobem transformovat. Pii transformaci dat je podstatné mit na
paméti, pro jaky konkrétni algoritmus datovou sadu pripravujeme, protoze kazdy algoritmus
m4 na data ruzné pozadavky. Obecné fesime néasledujici strategie [4]:

e Vyhlazeni dat. Souvisi s jiz dfive zminovanou problematikou ¢isténi zasuménych dat,
kdy pomoci regrese, rozdélovani do kosu nebo shlukovani fesime Sum a nekonzistenci
v datech.

o Konstrukce atributt. 7 jiz stavajicich atributi, které nejsou vhodné pro dolovaci al-
goritmus, vytvorime novy atribut, ktery bude v dolovacim procesu uzite¢néjsi.
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e Agregace. Pti piipravé dat pro datovou kostku nebo pri seskupovani vice zdznamii do
jedné tridy je nutné vypocitat agregované nebo sumarizované hodnoty.

« Normalizace. Cisla z §irokého nebo nestandardnfho rozsahu jsou normalizovdna na
nizsi rozsah, napriklad na hodnoty od -1 do 1, nebo od 0.0 do 1.

o Diskretizace. Pii pripravé datové sady pro algoritmus, ktery vyzaduje kategorické
atributy, je nutné prevést Ciselny atribut na nékolik intervalti nebo do nékolika kosi.

2.4.5 Redukce dimenzionality

Casto se vyskytujicim problémem u datové sady je piilis velky pocet atributi. Tento pro-
blém se projevuje ¢asovou néarocnosti trénovani dolovacich algoritmt. Z toho davodu je
potfeba redukovat dimenzionalitu datové sady.

Dimenzionalitu redukujeme konstrukei atributi, jak bylo zminéno v ¢asti transformace
dat. Dalsim zpusobem redukce dimenzionality je extrakce atributl, v ramci niz jsou ve
zdrojovych datech hledany atributy, které nejlépe popisuji zdrojova data s ohledem na cile
dolovaciho projektu.

Korelaéni matice

Pro vybér nadbytec¢nych atributt lze pouzit silny nastroj ve formé korela¢ni matice. Kore-
la¢ni matice je Ctvercova matice, kterd zobrazuje korela¢ni koeficienty kazdého paru atributa
v datové sadé.

Definice 1 (Pearsonuv korela¢ni koeficient) Pearsoniv korelacni koeficient r je spo-
citan vztahem:

- i (@i —7)(yi — 7)
Vi (i — )20 (i — 1)?

kde x; a y; jsou jednotlivé hodnoty dvou proménniych, T a y jsou prumérné hodnoty
techto dvou proménngch a n je pocet zdznamai.

Hodnoty korela¢niho koeficientu se nachézeji v rozmezi od —1 do +1 a vyjadfuje silu
linearity mezi dvéma proménnymi. Hodnota +1 znadi silny kladny linearni vztah, hodnota
—1 poté znaci zaporny linearni vztah. Korela¢ni koeficient rovny 0 indikuje absenci linear-
niho vztahu mezi dvéma proménnymi. P¥iklad korela¢ni matice miazeme vidét na obrazku
2.6.
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Korelaénf matice

-

Proménna
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Proménna

Obrazek 2.6: Priklad jednoduché korela¢ni matice

V nékterych piipadech je vhodné silné korelované atributy z datové sady odstranit,
pokud je trénovan algoritmus, ktery neni vic¢i korelovanym hodnotam dostateéné robustni.
Dalsim divodem pro odstranéni korelovanych hodnot je poté redundance, kterou v sobé
dva korelované atributy mohou nést, a tim zabranit pretrénovani algoritmu. Ve vysledku
ale zavisi na kontextu dat a konkrétnim dolovacim projektu.

2.5 Kilasifikace a predikce

Klasifikace je druh datové analyzy, pfi niz jsou trénovany klasifikatory popisujici dilezité
tridy dat. Tyto klasifikdtory uméji fadit data na zdkladé hodnot jejich atributt do t¥id.
Typickym pripadem je fazeni zdkaznikd banky do skupin podle rizika. Predikce oproti
tomu prifazuje datim hodnoty, které muzou byt spojité. Prikladem muze byt predvidani
ceny nemovitosti na zakladé jejich atributti. Protoze se model ué¢i na trénovacich datech,
jednd se z hlediska strojového uceni o uceni s ucitelem. Tato ¢ast vychazi z [4] a [10].

Prubéh klasifikace za¢ind sbiranim a ¢isténim dat, nésledné jsou vybrany dulezité atri-
buty, jak bylo popsano v oddile 2.4. Nasleduje trénovani modelu za pouziti historickych
dat. Model je nasledné vyhodnocen z ruznych hledisek, a poté jsou jeho pomoci prediko-
vana data.

Natrénovany klasifikator muze byt velice komplexni, a jak bylo ukazéno diive (viz 2.4.3),
jedno ¢islo nemusi zachytit komplexni realitu dolovaciho projektu. Proto klasifikacni metody
hodnotime z nékolika hledisek, naptiklad [4]:
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e Presnost. Jedna se o dulezitou metriku zachycujici, jaké procento zaznamu umi kla-
sifikdtor spravné zaradit.

o Rychlost a efektivita (zejména prostorova efekta, tedy néroky algoritmu na vypocetni
pamét).

¢ Robustnost. Vyjadiuje miru odolnosti klasifikatoru vuci Sumu a chybéjicim hodnotam.
e Interpretovatelnost. Mnohdy je dilezité, aby mél uzivatel klasifikatoru davéru v jeho
rozhodnuti.
2.5.1 Rozhodovaci stromy

Rozhodovaci strom je vSestranny algoritmus strojového uceni, ktery se uci predikovat tiidu
dat rekurzivnim délenim vstupnich hodnot na regiony. Rozhodovaci strom mé& stromovou
podobu, kde kazdy vnitini uzel odpovidd jednomu rozhodovacimu kroku a kazdy listovy
uzel mé hodnotu nazvu tridy. Nize je popsan algoritmus rozhodovaciho stromu.

Algorithm 1 Rozhodovaci strom

Vstup : Datovd sada D, sestavajici ze zaznamu a jejich oznacenich tiid;
seznamAtributu, mnozinu kandidatnich atributt na déleni; metodu Vyber-
NejlepsiDéliciKritérium rozhodujici o délicim kritériu pro dany uzel.

Vystup : Rozhodovaci strom.

Function RozhodovaciStrom(D, seznamAtributu):

Vytvorit uzel N;

if Vsechny proky v D patri stejné tridée C then

| return N jako listovy uzel oznaceny tridou C,
end

if Seznam atributi je prdzdny then
| return N jako listovy uzel oznaceny majoritni tridou v D;

end
VyberNejlepsiDéliciKritérium (D, seznam Atributu) — kriterium;
Oznacit uzel N kriteriem déleni;
if Délici atribut md diskrétni hodnoty a je povoleno vicendsobné rozdéleni then
seznamAtributu < seznamAtributu — delici Atribut;
for kazdy vysledek j delictho kritéria do
Necht D; je mnozina datovych prvka v D spliujici vysledek j;
if D; je prdzdné then
| Pripojit k uzlu N list oznaceny majoritni tfidou v D;
end
else
Pripojit uzel vraceny funkci RozhodovaciStrom(D;, seznamAtributu) k uzlu
N;
end

end

end
return N;

Na obrazku 2.7 nize mizeme vidét priklad vygenerovaného rozhodovaciho stromu, ktery
predikuje hodnotu domu na zakladé atributi, které jsou o ném k dispozici.
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Poloha domu

Vesnice Centrum mésta  Okraj mésta
Vzdalenost k StaFi domu

méstu

>20km 5-20km  <5km >= 50 let <50 let
< Nizka > < Stiedni ) ( Vysoka > < Vysoka > < Stiedni > < Vysoka >

Obrazek 2.7: Piiklad jednoduchého rozhodovaciho stromu

Vybér vhodného atributu pro déleni - metoda ID3

Proces vybéru vhodného atributu (v algoritmu vySe zaznaceného metodou VyberNejlep-
siDéliciKritérium) je klicovy krok v procesu uceni rozhodovaciho stromu, protoze nejvice
ovliviiuje celkovou efektivitu a vysvétlitelnost klasifikatoru. V metodé ID3 je pro zjisténi
nejlepsiho atributu k déleni pouzit atribut, ktery piinasi nejvyssi informac¢ni hodnotu.
Informace potfebna pro klasifikaci D, nebo také entropie D, je vypocten vztahem:

Definice 2 (Entropie)
m
Info(D) = = pilog,(pi),
i=1

kde p; je nenulovd pravdépodobnost Ze libovolnd n-tice v D ndlezi do tridy C; a je od-
hadnuta |C|§)j|j|. Info(D) je primeérné mnozstvi informace potrebné k urcend tridy n-tice v D.

Logaritmus o zdkladu dvou je pouZit proto, Ze informace je kédovdna v bitech.

Pokud bychom chtéli n-tice v D rozdélit podle atributu A ktery ma v jedineénych dis-
krétnich hodnot, oznac¢enych jako {aq, as, ..., a, }. P¥i pouziti atributu A rozdélime D na v
podmnozin {Dy, Da, ..., Dy}, kde D; obsahuje n-tice D s vysledkem a; z A. Kazda podmno-
zina predstavuje jednu vétev stromu z uzlu N. Idedlnim vysledkem by byla podmnozina
obsahujici zdznamy stejné tridy, béznéjsi je smiSeni zdznami z vice tfid v jedné podmnoziné.

Informace, kterou potrebujeme po déleni pro dosazeni presného urceni tiidy, je

Definice 3 (Informace k atributu A)

v

Info,(D) =3 % - Info(D;),
j=1

kde % oznacuje cast n-tic v datové sadé D, které ndlezi k délent j.
Vysledny informacni piinos je potom spocitan rozdilem entropie D a o¢ekavanou infor-
maci nutnou ke klasifikaci n-tice z D pti déleni podle A.
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Definice 4 (Gain(A))
Gaing = Info(D) — Infoa(D).

Vyznam Gain(A) je tedy kolik informace ziskdme, pokud provedeme déleni podle atri-
butu A. Pro déleni je nasledné zvolen takovy atribut A, ktery ma hodnotu Gain(A) nejvyssi.

Split-point

V pripadé, ze je atribut A spojitého charakteru, tedy v kroku pripravy dat neprobéhla jeho
diskretizace, musi byt urcen nejlepsi délici hranice atributu A, tzv. Split-point.

Pro urceni split-pointu je potfeba mit hodnoty v A serazené. Pro kazdou dvojici a; a
a;+1 je spocitan split-point podle vztahu

Definice 5 (Split-point)

a; + a;41

Split-point = 5

Nasleduje vypocet Gain4 (D) pro kazdy split-point, vybran je ten, ktery prindsi nejveétsi
mnozstvi informace. D je nasledné rozdéleno do podmnozin Di, v niz jsou n-tice z D
splnujici podminku A < split — point, a Do, jejiz n-tice splnuji podminku A > split — point.

Dalsi vylepseni

Algoritmus rozhodovaciho stromu mé néktera slaba mista, ktera jsou resena metodami C4.5
a Gini index [4].

Pristup popsany u metody ID3 zvyhodnuje atributy, které nabyvaji velkého mnozstvi
hodnot. Metoda C4.5 pracuje s normalizovanymi hodnotami Gain 4(D), které normalizuje
hodnotou Splitinfoa.

Hodnota SplitInfos zachycuje potencidlni informace, které by prineslo déleni podle
atributu A, s dirazem na celkovou magnitudu D. Vyslednad rozhodovaci hodnota se poté
nazyva GainRatio.

Nevyhodou této metody zustava vypocetné slozity krok v podobé logaritmu. Vylepseni
v tomto ohledu pfinadsi metoda Gini index, kterd nahrazuje Info(A) hodnotou Gini(A),
kterd znaci miru nejednoty celé datové sady D, pro jejiz vypocet neni pouzit logaritmus.

Zhodnoceni

Rozhodovaci strom je zdkladni a jednoduse pochopitelny algoritmus. Jeho velkymi pred-
nostmi jsou rychlost uceni a snadnd interpretovatelnost, protoze jeho struktura je velmi
transparentni a pro kazdy zdznam je jasné, jak probihal rozhodovaci proces. Navic je odolny
vici odlehlym hodnotdm v datech.

Mezi jeho nevyhody patii nachylnost k preuceni a Spatna skédlovatelnost. Je totiz efek-
tivni pouze tehdy, kdyz se trénovaci data vejdou do paméti.

2.5.2 Nahodné lesy

Jednd se o metodu rozsitujici algoritmus rozhodovacich stromi. Klicova myslenka zde spo-
¢iva ve vytvoreni mnoha rozhodovacich stromt, které jsou kazdy natrénovany na jiném
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vzorku dat. Pri klasifikaci probiha hlasovani vsech stromu, do které tridy bude vzorek za-
fazen [4].
Nahodny les byl v praci L. Breimana [2] zaveden takto:

Definice 6 (Nahodny les) Ndhodny les je klasifikitor sestdvajici z kolekce klasifikdtori
stromové struktury h(z,O),k = 1,..., kde O jsou nezdvislé vektory s identickym roz-
lozenim hodnot a kazZdy strom wvrhd jeden hlas pro nejvice podporovanou tridu na vstupu
z.

Vybér trénovaciho vzorku dat dil¢iho klasifikdtoru probiha pro kazdy klasifikator na-
hodné z celé vstupni datové sady. Nékteré vzorky proto mohou byt pouzity vicekrat. Jak
je také uvedeno v tom samém cClinku, s pridanim vice dil¢ich stromu do klasifika¢niho
procesu nedochazi k pretrénovani, ale celkova chyba limitné dosahuje generalizacni chyby.
P1i opakovaném nahodném vybéru totiz mohou byt nékteré zaznamy vynechany, s velkou
pravdépodobnosti se ale jednd o malé mnozstvi pripadu, které v celkovém rozhodovacim
procesu nemusi hrat zadnou roli [2].

Kromé nahodného vybéru vzorka pro jednotlivé stromy dochézi i k ndhodnému vybéru
mnoziny uvazovanych atributti. DalSim pouzivanym pristupem je poté les-RC, kdy je pro
rozhodovani vytvoren novy atribut skrze ndhodnou linearni kombinaci existujicich atributi.

Pri klasifikaci pomoci ndhodného lesa je nejdiive nutné urcit pocet dil¢ich rozhodovacich
stromt, ktery bude vytvoren. Nasledné je vytvoreno stejné mnozstvi trénovacich vzorkua
dat, na kazdém je natrénovan jeden dil¢i strom. Klasifikace probiha hlasovanim, jak bylo
zminéno diive.

Diky pristupu ndhodného lesa ke klasifikaci jako k souboru nékolika podobnych ope-
raci, je celd metoda znacné skalovatelnéjsi nez rozhodovaci strom, predevsim diky moznosti
paralelizace, ale také diky ndhodnému vybéru vzorkl, ktery sam omezuje generovani prilis
velkého stromu. Dalsi vyhodou je poté zlepseni presnosti oproti rozhodovacim stromim,
kdy uz nezéalezi na presnosti jednoho stromu, ale ndhodného lesa jako celku. Nevyhodou
nahodného lesa je poté nizsi interpretovatelnost, obzvlasté pri srovnani s rozhodovacim
stromem.

O @
o O @ @
O0O000O ©0000

@ O
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Obrazek 2.8: Princip fungovani ndhodného lesa v porovnani s rozhodovacim stromem
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2.5.3 Naivni Bayesovska klasifikace

Bayesovska klasifikace je zaloZena na statistice. Predikuje prislusenstvi k tiidé na zdkladeé
pravdépodobnosti, Zze dana n-tice by do tfidy mohla patfit. Vychazi z Bayesova vzorce:

Definice 7 (Bayesova klasifikace) Vzorek je zarazen do tridy s mazimdlni hodnotou
P(Ci|X)
P(X|C;)P(Cy)

PXx) 7
je Bayestv vzorec, kde X je vzorek dat a C; je jedna ze trid, do které mizZe bijt vzorek
zarazen.

P(Ci|X) =

Jsil
Ei

kde s; je mnozina trénovacich vzoru ve tridée C; a S je mnozina vsech trénovacich vzori.

P(Cy) =

n

P(X|C)) H (21|C5),

tedy apriori pravdépodobnost je spocitina vynasobemm podminéné pravdépodobnosti, zZe kon-
krétni vzorek xy, ndlezi do tridy C;.

Pro diskrétni atribut:
|Szk|
sl
kde s;, je mnozina trénovacich vzoru ze tridy C; splnujici podminku, Ze hodnota jeho k-tého
atributu je rovna xj.

Pro spojity atribut:

P(x1|C;) =

P(Xg|C;) = g(zk, peis oci),
kde g(xk, pci,oc:) je Gaussova normdlni funkce.

»Naivita® ptristupu spociva v predpokladu, ze proménné v datové sadé jsou na sobé ne-
zavislé, coz se v praxi prilis ¢asto nestava. Je proto potieba podle toho upravit datovou sadu
a odstranit korelované atributy, nebo pouzit pokrocilejsi metody, které z naivni Bayesovské
klasifikace vychazeji (napt. Bayesovské sité).

Dalsi slabé misto naivniho Bayesovského klasifikatoru je odhaleno, pokud mé néktera
tiida v trénovacich datech nulové zastoupeni. V takovém piipadé je totiz hodnota P(X|C};)
rovna nule, a tedy pravdépodobnost zatazeni do t¥idy bude vzdy nulova. Pro feseni tohoto
problému se pouziva Laplaceova korekce, pti niz je k magnitudé kazdé tridy prictena mala
nenulovd konstantni hodnota, vétsinou 1. Tim dojde k zachovani malé pravdépodobnosti
zarazeni klasifikovaného vzorku do tfidy, ktera je jinak méné pocetna.

Naivni Bayesovska klasifikace ma mnoho vyhod, kvili kterym je stale pouzivana. Predné
je implementace této metody snadné a Casto dosahuje v porovnéni podobné tspésnosti jako
¢emz je vypocetné méné narocna. Dalsi vyhodou je snadna interpretovatelnost, protoze roz-
hodnuti probihéa na zédkladé pravdépodobnosti jednotlivych atributi. Také nevyzaduje velké
mnozstvi trénovacich dat a funguje efektivné i na velkych datovych sadach. Pres vSechny
tyto vyhody ale vétsinou nedosahuje tak dobrych vysledku, jako komplexnéjsi rozhodovaci
algoritmy.
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2.5.4 Neuronové sité

Algoritmus backpropagation je v dolovacich ulohach vyznamnym klasifikdtorem z oblasti
neuronovych sitich. Vznikl v rdmci mezioborovych snah psychologt a neurobiologti. Sklada
se z nékolika urovni perceptront, coz je vstupné / vystupni mechanismus, ktery na za-
kladé vstupu, vektoru vah vstupt a vnitiniho biasu vraci jedno vystupni ¢islo. Trénovani
takové neuronové sité s sebou nese pravé trénovani vah vstupt vsech perceptronti, ¢imz jsou
trénovany prediktivni schopnosti neuronové sité.

I kdyz neuronové sité potiebuji znacny Cas pro natrénovani a vykazuji velice nizkou in-
terpretovatelnost, zpuisobenou slozitou vnitfni strukturou, jsou velice schopné ve zpracovani
zasumeénych dat a rozpoznavani vzorcu, na kterych nebyly natrénovany.

Jejich dalsi vyhodou jsou schopnost zpracovat spojita data a moznost paralelniho zpra-
covani. Vynikaji v piipadech, kdy je vztah mezi tfidou a atributem nezietelny a prokazuji
svoji u¢innost v realnych dolovacich projektech.

Perceptron

Perceptron (nebo také neuron) je zdkladni stavebni prvek neuronové sité, ktery je schopen
binarni klasifikace. Jeho vstupem je nékolik signalu, pricemz ke kazdému je pfitazena néjaka
vaha, a jeho vystupem je jedna bindrni hodnota. Perceptron poc¢itd vazenou sumu svych
vstupnich signéli, aplikuje na ni aktivacni funkci a vrati binarni ¢islo, jehoz hodnota zavisi
na tom, jestli vysledna hodnota prekrocila urcitou hranici.

Matematicky je neuron definovan nasledovné:

Definice 8 (Perceptron)

1 a3 wi - w4 0 > hrandce
0, otherwise

kde w je vektor vah, x je vektor vstupnich signdli, 0 je bias neuronu, hodnota hranice
je urcena aktivacni funkci neuronu.

Fungovani perceptronu je také zaznaceno na obrazku 2.9, kde f je aktivacni funkce a
ostatni znaceni je stejné.

Obrazek 2.9: Princip fungovani perceptronu

Algoritmus, ktery popisuje trénovani jednoho perceptronu, je nasledujici:
1. Inicializace. Vahy w; a bias 6 jsou inicializoviny ndhodnymi hodnotami.

2. Vstupy a aktivace. Pro kazdy vstup z; perceptron spocitd vazenou sumu ke které
pricte bias 0. Tento soucet je nasledné pouzit jako vstup pro aktivacni funkci f,
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jejimz vystupem je ¢islo y. Tento vystup je porovnéan se skute¢nou tridou, kterou by
mél perceptron urcit.

3. Spocitani chyby. Je spocitan rozdil mezi predikovanou tfidou y a skutecnou ti¥idou,
¢imz je urcena chyba.

4. Aktualizace vah. Vahy vstupt jsou aktualizovany podle pouzivaného uciciho pravidla.

5. Iterace. Proces se opakuje od kroku 2, pokud nebyl dosazen maximalni pocet iteraci,
nebo pokud nebyly splnény pozadované podminky pfesnosti. V kazdé iteraci jsou
zpresnovany vahy perceptronu.

6. Konvergence. Vysledkem jsou nastavené vahy perceptronu.

Vicevrstvé perceptrony

MLP (angicky Multi-Layer Perceptron) predstavuji podstatny pokrok oproti jednoduchému
perceptronu tim, Ze spojuji neurony do vrstev, kterych muze byt v modelu nékolik, ¢imz
vrstvy, mezi nimiz je jedna a vice dalsich vrstev, které se nazyvaji skryté vrstvy (viz obrazek
2.10. Tyto skryté vrstvy slouzi jako mezistupné zpracovani. Spojenim neuronti do nékolika
vrstev je znacné navySena vypocetni a klasifika¢ni schopnost modelu oproti jednomu neu-
ront.

Vstupni vrstva dostava na vstup vektory ¢isel reprezentujicich vstupni data. Tyto vstupy
jsou nasledné propagovany skrze jednu nebo vice skrytych vrstev, v nichz kazdy neuron
spocita vazeny soucet svych vstupu a vysledek posle skrze aktivaéni funkci do dalsi vrstvy,
kde to samé ¢islo slouzi jako vstup. Skryta vrstva slouzi jako exktraktor nelinedrnich rysu
tim, Ze vstupni data transformuje na reprezentaci vyssi irovné, ¢imz je déla pristupnéjsi pro
naslednou klasifikaci. Na zavér jsou vystupni vrstvou agregovany vysledky posledni skryté
vrstvy a je vyprodukovana predikce nebo rozhodnuti celé neuronové sité.

Obrazek 2.10: Neuronova sif bez zpétné vazby s jednou skrytou vrstvou, O zde znadci akti-
vacni funkei, pfevzato z [4]

Algoritmus backproapgation

Algoritmus backpropagation (volné prelozeno jako zpétnd propagace) se odlisuje od pri-
stuptd zminénych vyse tim, Ze do procesu trénovani pridava cCast zpétného sireni chyby.
Algoritmus je nasledujici:
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1. Inicializace. VSechny vahy w;; a vSechny biasy 6; jsou inicializovany ndhodnymi ma-
Iymi hodnotami.

2. Sfieni vstupu k vystupu. Pro kazdy trénovaci vzor je pro vSechny neurony ve vsech
skrytych a ve vystupni vrstvé spocitano:

Ij :Zwij 'Oi—i—ej,
4

1

Oj=—
T el

)
kde I; je vaZeny soucet vstupll neuronu j, w;; jsou vahy vstupl spojujici neuron i a
neuron j, O; je vystup neuronu 4, ¢; je bias neuronu j.

3. Zpétné sifeni chyby. Pro kazdy neuron vystupni vrstvy je spocitdna chyba:

Errj=0;(1 - 0;)(T; - 05),

kde Tj je vystup, ktery mél vyjit.

Pro kazdy neuron kazdé skryté vrstvy je spocitana chyba:

Err; = 0(1 - 0j) ZErrk - Wik,
k

podle toho jsou modifikovany vSechny vahy w;; a biasy 6; nasledovné:

Awij =1 ETTj . OZ’,
Aej =1 ETTj,

wij = wij + Awj,
0; =0, + Ab

kde I € (0;1) je koeficient uceni. Koeficient by mél za¢inat na maximu a v prubéhu
trénovani klasifikdtoru se postupné snizovat, napiiklad [ = 1/¢, kde t je ¢islo aktudlni
iterace.

Neuronova sit se prestava ucit, kdyz dosdhne predem urceného poctu iteraci, presidhne
definovanou hranici spravné uréenych vzorkt, a nebo jsou zmény ve vahach ptilis malé.

Oproti teorii se v praxi osvédcily v nékterych pripadech odlisné pristupy. To se tyka
napriklad frekvence aktualizovani vah a biast, které by se mély pocitat po celé iteraci, v
praxi se méni po kazdém vzorku, coz vede k rychlejsi konvergenci celé sité. Jinym piikladem
je predpoklad, ze ¢im vice vrstev neuronova sif ma, tim lepsi budou jeji vysledky. To se
ale u algoritmu backpropagation ukazuje jako mylna predstava, protoze zpétné siteni chyby
se smérem od vystupni vrstvy ke vstupni vrstvé oslabuje, takze na vrstvy nejblize vstupni
vrstvy nemd téméf zadny uéinek. ReSenim tohoto problému je piedtrénovini neuronové
sité, aby nebyla inicializovana ndhodnymi ¢isly.
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Zhodnoceni

Neuronova sit typu MLP pouzitd pro klasifikaci ma spoustu vyhod, a to jejich vSestrannost
a prirozend paralelita. Do neuronové sité mizou vstupovat spojité i nespojité hodnoty, bez
jakéhokoliv zvyseni vypocetni naro¢nosti. Dalsimi vyhodami z hlediska piipravy dat jsou
tolerance zasuménych dat a fakt, ze u podkladni datové sady neni vyzadovana analyza
vztahtl mezi atributy.

Hlavnimi nevyhodami MLP jsou dlouhé trénovaci ¢asy a nizka interpretovatelnost dat,
protoze analyza vyznamu vah jednotlivych neuronti muze byt velmi naro¢ny proces. Dalsi
nevyhodou je poté nutnost urcovat parametry a topologii neuronové sité [10].

2.6 Dolovani asociacnich pravidel

Dolovani asociacnich pravidel je silny a uziteény nastroj pifi odkryvani skrytych vzoru a
vztaht ve velkych datovych sadach. Spoc¢iva v analyze frekventovanych mnozin, tedy mnozin
prvki, které se spolu ¢asto vyskytuji v jednom zdznamu. Jako ptiklad byva c¢asto uvadén
nakupni kosik, ve kterém miizeme c¢asto najit napriklad chléb a Sunku, méné ¢asto potom
brokolici a chlazeny hotovy pokrm. Tato ¢ast vychazi predevsim z [4].

Frekventovand mnozina je podmnozina polozek nebo atributi datové sady, které se
dostatecné casto vyskytuji spoleé¢né v zdznamu, ¢imz presahuji predem definované minimum
hodnoty podpory. Jsou tedy povazovany za smysluplné nebo vyznamné oproti nahodnym
vzorum v datech.

Asocia¢ni pravidlo je logicky vyraz ktery popisuje vztah mezi dvéma mnozinami prvka v
datové sadé. Mize byt interpretovano jako pravidlo tvaru ,,pokud, tak®, nebo ,if-then*, kde
jedna strana pravidla (antecedent) implikuje druhou stranu pravidla (konsekvenci). Asoci-
acni pravidla jsou vydolovana z frekventovanych mnozin, pricemz kazdé pravidlo indikuje
potencialni korelaci nebo asociaci mezi specifickymi kombinacemi prvki.

2.6.1 Podpora a spolehlivost

Spolehlivost (anglicky confidence) a podpora (anglicky support) jsou dvé klicové hodnoty,
kterymi je urcovana duvéryhodnost nalezenych pravidel. Podpora kvantifikuje ¢etnost, s
kterou se kombinace polozek objevuje v datové sadé. Je spocitana jako pomér poctu trans-
akci obsahujicich danou polozku a poc¢tu transakei celkove.

Definice 9 (Podpora a spolehlivost) Pravidlo X = Y md podporu s v mnoziné
transakci D, jestlize s% transakci v D obsahuje mnozinu polozek X UY . Pravidlo X — Y
md ve mnoziné transakci D spolehlivost ¢, jestlize ¢% transakct, které obsahuji X, obsahuji
také Y, tedy:

s(A = B)=P(AUB),
¢(A = B) = P(A|B).

2.6.2 Asociacni pravidla

Hledani asociac¢nich pravidel probiha pravé na zakladé spolehlivosti a podpory, a to ve dvou
krocich:
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1. Nalezeni mnozin polozek, které splnuji podminku minimalni podpory, tedy frekven-
tovanych mnozin.

2. Generovani pravidel z frekventovanych mnozin, které spliuji podminku minimalni
podpory i spolehlivosti, tedy silnych asocia¢nich pravidel.

Asocia¢ni pravidla se déli podle nékolika kritérii na:

e Booleovské vs. kvantitativni. Booleovské asociacni pravidla jsou zalozeny na binarnich
atributech, vychazi z pritomnosti nebo neptitomnosti polozky v ndkupnim kosi. Oproti
tomu kvantitativni asocia¢ni pravidla zahrnuji numerické atributy. Misto pfitomnosti
a nepritomnosti se zaméruji na numerické hodnoty asociované s polozkami. Piikladem
muze byt booleovské asocia¢ni pravidlo

(koupi mys, koupi klavesnici) = (koupi pocitac),
oproti kvantitativnimu
(vék > 30, prijem > 50 000) — (koupi pocitac).

e Jednodimenziondlni vs. vicedimenzionalni. Jednodimenzionalni pravidla zahrnuji je-
diny atribut, vicedimenzionalni se oproti tomu tykaji vice atributii a nezaméruji se
pouze na polozky pritomné v ndkupnim kosi, ale i na demografické tidaje nakupujiciho
apod.

e Jednotrovnova vs. vicetroviiova. Jednoturoviiova asocia¢ni pravidla neuvazuji hierar-
chii polozek, zatimco viceuroviiova ano. U viceliroviiovych asociac¢nich pravidel proto
ziskavame moznost analyzovat konkrétni poddruhy polozek, které zakaznik nakupuje.
Prikladem muzou byt mobilni telefony, které jsou chytré stredni t¥idy, chytré vyssi
tridy, ale i tlac¢itkové. Tyto druhy ale pfi analyze jednotdroviiovych asocia¢nich pravidel
zanedbavame.

2.6.3 Algoritmus Apriori

Zakladnim algoritmem kterym mohou byt dolovany frekventované mnoziny, z nichz jsou na-
sledné generovany asociac¢ni pravidla, je algoritmus Apriori. Vychazi z ,,Apriori“ vlastnosti,
kterd tika, ze pokud ma byt mnozina frekventovand, musi byt frekventované i vSechny jeji
podmnoziny.

Algoritmus Apriori je sloZzen ze dvou zdkladnich kroku:

1. Slucovaci krok. V tomto kroku jsou algoritmem generovany kandidatni k-mnoziny
prvki spojovanim frekventovanych k— 1 mnozin se sebou samymi. Tito kandidati jsou
tvoreni kombinaci dvou k£ — 1 mnozin, pokud jsou jejich prvni k — 2 prvky identické.
Vysledna k-mnozina je vytvorena pripojenim posledni polozky jedné k — 1 mnoziny
polozek k druhé, ¢imz je zajisténo, ze nedojde k duplicitam. Tento proces vytvoii sadu
kandidatnich mnozin Cj.

2. Vylucovaci krok. Jakmile jsou vygenerovany kandidatni mnoziny CY, je cilem tohoto
kroku odstranéni téch, které pravdépodobné nebudou frekventované. Protoze C, obsa-
huje frekventované i nefrekventované mnoziny, ur¢ovani poctu kazdého kandidata skrz
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prochazeni celé databize muze byt vypocetné velmi narocné. Aby bylo predejito pro-
chazeni celé databaze, je vyuzita Apriori vlastnost: pokud jakakoliv £ — 1-podmnozina
kandidatni £ mnoziny neni frekventovana, potom tento kandidat nemtze byt frekven-
tovany. Proto kazdy kandidat, jehoz k—1 podmnoziny nejsou frekventované, muze byt
z C}, odstranén. Tento proces miize byt provadén efektivné diky uchovavani hasovaciho
stromu vsech frekventovanych mnozin.

Obrovské mnozstvi ¢teni z transakéni databaze a obrovské mnozstvi kandidatt na frek-
ventované mnoziny, u kterych je nutné pomérné slozité pocitat jejich podporu, vedla k
identifikaci a vylepSovani algoritmu v nékolika oblastech [4]:

¢ Redukce poc¢tu pruchodu transakéni databézi,
e Snizeni poc¢tu kandidati,

¢ Usnadnéni vypocta podpory kandidatu.

2.6.4 Efektivni dolovani frekventovanych vzort: FP-growth

Pres rtizna vylepseni ma algoritmus Apriori vazné nedostatky. Stale je mozné, ze v ramci
ného bude vygenerovano velké mnozstvi kandidatnich mnozin. Pokud by bylo nalezeno
10* kandidatnich 1-mnozin, bude z nich vygenerovano vice nez 107 kandidatnich 2-mnozin.
Dalsim faktem je, ze muze opakované prochéazet celou databazi a kontrolovat velkou mnozinu
kandidati neustalym porovnavanim. Pocitat takto minimalni podporu je vypocetné velmi
narocné.

Zajimavou metodou, kterd se vydava pristupem ,rozdél a panuj“, je FP-growth (z an-
glického Frequent Pattern - frekventované vzory) navrzeny Hanem J. a Peiem J. [5], ktery
nejdiive komprimuje informace z databaze vytvorenim FP-stromu kandidatnich mnozin, ve
kterém jsou zachovany vsechny informace o asociacich mnozin. Zkomprimovanou databézi
nasledné rozdéli do podminénych databazi, které jsou propojeny s frekventovanym prvkem.
Pro kazdy prvek jsou proto nutné zkoumat jen zaznamy, které jsou s nim propojené.
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Algorithm 2 FP-growth [4]
Vstup : Transakéni databdze D, minimalni podpora minsup.
Vystup : Kompletni mnozina frekventovanych vzori

FP-strom je vytvoren v naslednych krocich:

e Projdi jednou transakéni databdzi D. Sesbirej mnozinu frekventovanych prvka F' a
hodnoty jejich podpory. Sefad F' podle podpory sestupné do seznamu frekventovanych
prvka L.

o Vytvor kofen FP_ stromu T a oznac¢ ho jako null. Pro kazdou transakci ¢ v D proved
nasledujici:

— Serad frekventované mnoziny v ¢ podle poradi L. Sefazeny frekventovany seznam
prvku v t necht je [p|P], kde p je prvni prvek a P je zbytek seznamu.

— Pokud mé strom T potomka N takového, ze N.item_name = p.item_name,
inkrementuj ¢ita¢ N o 1, jinak vytvor novy uzel N s ¢itacem rovnym 1, jeho
rodicovska vétev at je napojend na 1" a propoj ho s ostatnimi uzly, které obsahuji
stejné N.item_ name, tim je vytvarena struktura node-links.

— Opakuj, dokud je P neprazdné.
o Zavolej metodu FP_growth (implementovand nize)

Function FP_growth(1'ree, a):
if Tree obsahuje jedinou cestu, P then

foreach kombinaci 8 uzlu v cest¢ P do
generuj vzor U a s hodnotou podpory = minimaln{ podpora uzlu v 3

end
else
foreach a; v zdhlavi Tree do
generuj vzor § = a; U« s podporou = a;.podpora
vytvor zaklad podminéného vzoru
vytvol podminény FP_strom [, oznaceny jako T'reeg
if Treeg # () then
| zavolej FP_Growth(T'reeg, [3)
end

end

end

Priklad

Pro ilustraci uvazujme nasledujici priklad. Méjme transakéni databdzi D 2.1. P1i jejim prv-
nim prichodu jsou nalezeny 1-mnoziny, tedy mnoziny s kardinalitou 1. Ty jsou v tabulce 2.1
ve sloupci frekventované polozky. Tyto frekventované polozky jsou v dalsim kroku sefazeny
podle poc¢tu vyskytu sestupné jak v tabulce poc¢tu vyskytu (obrézek 2.11, levda ¢ast), tak v
sloupci frekventovanych polozek.
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Tabulka 2.1: Transakéni databaze D

TID Polozky Frekventované polozky
100 | f, a,¢c,d, g, i, m, p f,c,a, m,p

200 a, b,c, f,1, m,o f,c,a, b, m

300 b, f, h, j, o f, b

400 b, c, k, 8, p ¢, b, p

500 | a,f,c,e, ], p,m,n f,c,a, m,p

Po serazeni polozek zac¢ne samotna konstrukce FP-stromu. Prvni transakce obsahuje
(sefazeno sestupné podle celkového pocétu vyskyti) hodnoty f,c,a, m,p. Za kofen null je
napojeno f, za néj ¢, atd. Ziskdme tedy strom, v némz kazdy uzel ma jednoho potomka a
kazdy uzel ma v ¢itacéi vyskyti hodnotu 1. Nasleduje druhy transakce f,c, a,b, m. Polozky
f,c,a uz v FP-stromu mame, tedy jim pouze zvysime ¢ita¢ o 1. Polozky b, m ovsem v FP-
stromu zatim nejsou, proto je uzel b vytvoren a napojen na a, poté nasleduje uzel m, oba
maji hodnotu 1.

V dalsi transakei f, b je nejdiive vyskyt f pripoc¢ten do uzlu f (nyni dosahuje hodnoty
3), uzel b ovSem zatim neni bezprostfednim néaslednikem uzlu f, proto je vytvofen novy
uzel b, ktery je za uzel f napojen. Néasledné je strukturou node-link propojen s uzlem b,
ktery vznikl pfi zpracovani predchozi transakce. U transakce c, b, p je vytvorena nova vétev
s uzly ¢,b a p a tyto uzly jsou opét propojeny strukturou node-link s dfive vytvorenymi
uzly stejného jména. Posledni transakce f, ¢, a, m,p uz pouze zvysi ¢itace u vétve vytvorené
prvni transakei a topologii stromu nijak neméni.

Vysledny FP-strom vidime na obrazku 2.11.

polozka| pocet vyskytl
f 4
c 4
a 3
b 3
m 3
p 3

Obrazek 2.11: Konstrukce FP stromu. Prerusovand spojnice zobrazuje tzv. node-links.
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Zhodnoceni

FP-strom ma dvé velké vyhody, a to Ze je kompletni a kompaktni. Kompletnost se projevuje
tim, ze v struktufe FP-stromu je udrzovana kompletni informace pro pozdéjsi ziskavani
frekventovanych mnozin. Kompaktnost je poté zapii¢inéna absolutni redukci irelevantnich
informaci, protoze vSechny nefrekventované polozky jsou smaziny. Tyto polozky jsou déale
serazené podle frekvence vyskytu, tedy tim spise budou blizko kofene stromu a sdilené mezi
transakcemi. FP-strom také nikdy nebude vétsi nez puvodni databaze. V nejhorsim pripadeé
by mél zcela odlisné prvky, v tom pripadé by ale také neexistovaly zadné frekventované
mnoziny.

Nevyhodami FP-stromu je naro¢nost jeho budovani a mozné velikost. Kosaty FP-strom
se nemusi vejit do paméti. Ve vysledku je ale metoda mnohem rychlejsi nez Apriori algo-
ritmus a dalsi metody [5].

2.6.5 Hodnoceni asociac¢nich pravidel

Asocia¢ni pravidla jsou generovana vzdy na zakladé splnéni minimélni hodnoty néjaké me-
triky. Jiz dfive byly zminény podpora a spolehlivost. Tyto metriky jsou objektivni a lehce
pouzitelné i vysvétlitelné. Nejsou to ale jediné metriky, které mizeme u asociac¢nich pravidel
posuzovat. Silberschatz a Tuzhilin [9] pFedstavili subjektivni metriky zajimavosti asociac-
niho pravidla. Pravidlo je podle nich zajimavé, pokud je neocekavané, prekvapivé, prinasi
novou informaci, nebo akéni, tedy ze na zakladé jeho odhaleni lze vykonat akci, a véri, ze
tyto dvé subjektivni metriky spolu souviseji.

Posouzeni téchto subjektivnich metrik je na koneéném zakaznikovi, pro kterého jsou do-
lovaci ulohy vypracovany, pro datového analytika se ale nabizi jesté nékolik jinych metrik,
které hodnoti asociacni pravidla z vice uhli a kazdad svym kouskem prispiva ke zpravé o
celkové kvalité a pouzitelnosti vydolovaného asocia¢niho pravidla. Kromé podpory a spo-
lehlivosti jimi jsou:

o Lift (zdvih). Je spo¢itdn nasledovné:

s(AU B)

Lift(A — B) = SA) 5B

Tedy porovnava pravdépodobnost, ze se dva prvky objevi spole¢né ku pravdépodob-
nosti, ze se objevi kterykoliv z nich. Hodnota vétsi nez 1 znaci pozitivni korelaci prvkia,
tedy Ze se spolu objevuji ¢astéji, nez bychom océekavali pfi zcela ndhodném vyskytu.
Hodnota mensi nez 1 ukazuje negativni korelaci, tedy ze jeden prvek snizuje prav-
dépodobnost vyskytu druhého. Hodnoty kolem 1 znac¢i vzajemnou nezavislost téchto
dvou prvki. Lift je symetricky a nebere v potaz smér implikace asocia¢niho pravidla.

o Conviction (pfesvédéivost). Je spocitana jako

s(4) - s(-B)

Conviction(A — B) = SAU-B) '

tedy kvantifikuje, do jaké miry vyskyt prvni polozky ovliviiuje nepritomnost nasledné
polozky. Vyznamem se podobé spolehlivosti a stejné jako u liftu vysledek vyssi nez 1
znadi pozitivni zavislost. Nevyhodou je, Zze obor hodnot presvédéivosti je neohraniceny.
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o Leverage (vliv). Je spocitan vztahem
Leverage(A — B) = s(AU B) — s(A) - s(B).

Meéri rozdil mezi frekvenci spoleéného vyskytu dvou polozek a frekvenci, kterd by se
ocCekavala, kdyby byly tyto dvé polozky nezavislé. Hodnoty leverage se pohybuji v
rozmez{ od -1 do 1, kdy 0 znaci nezavislost, zaporné hodnoty znac¢i negativni korelaci
a kladné hodnoty znadi pozitivni korelaci. Oproti liftu, kterému je leverage podobny,
bere vice v potaz frekvenci souc¢asného vyskytu. Lift oproti tomu muze byt vysoky i
pro polozky s pomérné nizkym poctem vyskytu.

2.7 Shrnuti

V této kapitole jsme se vénovali teoretickému zakladu dolovani znalosti z databazi s ohledem
na implementaci feseni predstaveného pozdéji v této praci. Nejdrive byly shrnuty zdroje dat
vhodné pro dolovani, jejich podoby, specifika a dolovaci tlohy, pro které jsou vhodné. Na-
sledné byl predstaven model CRISP-DM, standardni metodologie, vyuzivana pri dolovacich
projektech. Dalsi ¢ast kapitoly byla vénovana predzpracovani dat, kdy byly zevrubné pred-
staveny nedostatky, které muzou realna data obsahovat, a zptsoby, jak tyto nedostatky resit.
Nésledujici podkapitola se zamérila na problematiku klasifikace a predikce. Byly predsta-
veny 4 vyznamné algoritmy, zpusob, jakjym jsou nejcastéji implementovany, jejich limitace
a varianty. Na zavér jsme se vénovali dolovani asociacnich pravidel, byly predstaveny teo-
reticky, nasledné byl rozebran algoritmus Apriori, jeho limitace a vylepseni, a algoritmus
FP-growth. Na zavér byly rozebrany rizné metriky hodnoceni asocia¢nich pravidel.
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Kapitola 3

Dolovani znalosti v jazyce Python

V této kapitole je prostor vénovan popisu programovaciho jazyka Python, nasledné je po-
psana webova aplikace Jupyter Notebook a déale jsou popsany knihovny pouzitelné k imple-
mentaci dolovaciho projektu v prostiedi jazyka Python. Tento jazyk byl pro implementaci
vybran pro sviij bohaty systém knihoven udrzovany rozsahlou komunitou, v nichz jsou do-
lovaci algoritmy jiz implementované. Rtzné knihovny, které budou predstaveny pozdéji v
této kapitole se navzajem dopliuji a s vysledky dolovacich tloh je mozné nasledné pracovat
v kterémkoliv prostiedi dle volby datového analytika. Dalsi vyhodou pro tento projekt byla
skdlovatelnost a moznost pouziti knihoven usnadnujici zpracovani velkych objemt dat. Po-
sledni vyhodou je poté svobodné prostredi jazyka Python, tedy nezavislost na jakychkoliv
proprietarnich produktech.

3.1 Popis jazyka

Jazyk Python! je programovaci jezyk, ktery byl navrzen roku 1991 Guidem van Rossumem.
Podle indexu TIOBE? se Python dlouhodobé fadi mezi nejoblibenéjsi programovaci jazyky,
v dobé vzniku této prace je vibec nejoblibenéjsim jazykem.

Python je vysokouroviovy, interpretovany, objektové orientovany, dynamicky typovany
jazyk. Velky daraz je u néj kladen na citelnost a jednoduchost pouziti. Lisi se syntaxi oproti
ostatnim jazykum, které pouzivaji pro zanotreni ridicich sekvenci zavorky tim, ze vyuziva
ruzné urovné odsazeni. Jednoduchost pouziti je podporena automatickou spravou pameéti, o
kterou se stara garbage collector. Jakdkoliv pamét nutna pro béh programu je automaticky
pridélena a nasledné automaticky dealokovana.

Od svého vzniku mél jazyk 3 velké verze. V soucasnosti je mimo verzi Python 3, ktera
byla vydana v roce 2008, jesté pouzivana verze jazyka Python 2 uvedena v roce 2000. Tyto
verze spolu nejsou kompatibilni a posledni verze Pythonu 2 vysla v roce 2020.

3.2 Webova aplikace Jupyter Notebook

Webova aplikace Jupyter Notebook je zastitovana projektem Jupyter® a jedn se o aplikaci
pro tvorbu a sdileni vypocetnich dokumenti s podporou riznych programovacich jazyki.
Dokument spustitelny v prostfedi Jupyter Notebook ma priponu .notebook, je kédovany

"https:/ /www.pythong.org
*https:/ /www.tiobe.com
Shttps:/ /www.jupyter.org
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ve formatu JSON a sklada se z metadat, vypocetnich bunék a popisnych bunék, které pou-
zivaji format Markdown. V praxi je tak velmi snadné komentovat a vysvétlovat jednotlivé
vypocteni kroky, které muizou byt provadény napriklad v jazyce Python.

3.3 Pouzité knihovny

Jak bylo zminéno drive, Python se vyznacuje vysokym poctem rtznych knihoven, které
mohou byt pouzity. Protoze kazda knihovna se zaméruje na urcity problém, ktery je pfi
implementaci dolovaciho projektu resit, je zde uvedeno relativné velké mnozstvi balicku.
Nékteré z nich usnadniuji praci s daty (Pandas, Dask), nékteré umoznuji vizualizaci dat a
tvorbu grafi (Matplotlib, Seaborn) a jiné maji implementované algoritmy popsané v minulé
kapitole (scikit-learn, mlxtend).

3.3.1 Knihovna Pandas

Knihovna Pandas? se zaméfuje na manipulaci a analyzu dat. Jejimi zédkladnimi datovymi
typy jsou DataFrame, dvoudimenzionalni datova struktura do které muze byt ulozena ta-
bulka, a Series, jednorozmérna struktura reprezentujici sloupec DataFrame.

Jedna z klicovych vlastnosti Pandas je zpusob, jakym se dokaze vyporadat s chybéjicimi
daty. Prinasi metody pro detekovani chybéjicich dat, jejich odstranéni nebo doplnéni, ¢imz
znacné zjednodusuje proces ¢isténi dat.

Celkové je mozné pomoci metod knihovny Pandas nacist data, analyzovat, fadit, trans-
formovat a ¢istit. Diky provazanosti s ostatnimi baliky pouzivanymi pro vizualizaci dat je
Pandas nepostradatelnym nastrojem pii analyze dat.

3.3.2 Knihovna Numpy

Numpy® je dalsi ze zékladnich knihoven Pythonu. Poskytuje efektivni néstroje pro nume-
rické vypocty nad velkymi (potencidlné vicedimenziondlnimi) poli nebo maticemi, jmeno-
vité napiiklad datovy typ numpy.ndarray. Zaméiuje se na vysoky vykon vypocta, ktery
je zajistén diky metodam implementovanych v jazycich C a Fortran. Sam slouzi také jako
zaklad pro ostatni knihovny, které jeho metody casto vyuzivaji, a dopliuje se s ostatnimi
knihovnami.

3.3.3 Knihovna Dask

Dask® je flexibilni knihovna pro paralelni vipocty, kterd se snazi vyfesit problémy kom-
plexnich vypoc¢tu nad velkymi datasety, které by jinak naroky presahly pamét pocitace.
Rozsituje tim funkcionalitu knihoven jako Pandas nebo Numpy.

Dask poskytuje vysokouroviové rozhrani, které napodobuje rozhrani vyse zminénych
knihoven, ¢imz znac¢né usnadniuje proces uceni a pouzivani novym uzivatelim. Samotné
vypocty poté mohou probihat nejen ve vice vlaknech, ale také naptic¢ vice stroji, pri¢emz
Dask zajistuje rozvrzeni vypocetnich ukont, déleni dat, osetfeni chyb i rovnomeérné rozlozeni
vypoctt mezi vypocetnimi uzly.

“https:/ /pandas.pydata.org
®https:/ /numpy.org
Shttps://www.dask.org
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3.3.4 Knihovna Matplotlib

Knihovna Matplotlib” s sebou pFinasi metody pro tvorbu statickych, ale také interaktivnich
a animovanych vizualizaci dat. Podporuje velké mnozstvi grafu (¢arové, bodové, sloupcové,
kolacové grafy, histogramy a mnoho dalsich) a poskytuje moznost kompletniho pfizptso-
beni grafu potiebam uzivatele. Knihovna je také kompatibilni s vysSe zminénymi objekty
(numpy .ndarray, pandas.dataFrame) a je dobfe kombinovatelnd s knihovnou Seaborn.
Grafy vygenerované touto knihovnou jsou ve vysoké kvalité a tim padem i pouzitelné ve
védeckych publikacich, ale také prezentacich nebo reportech v soukromé sfére.

3.3.5 Knihovna Seaborn

Seaborn® je knihovna Pythonu pro vizualizaci dat, zaloZen4 na vyse zminéné knihovné Mat-
plotlib. Stejné jako knihovna Matplotlib je propojena s knihovnami Pandas a Numpy, ale
nabizi oproti ni i Sirsi seznam grafu (jednd se o statistické grafy zahrnujici v sobé vice infor-
mace, napiiklad houslovy graf, boxplot, nebo linedrni regresi), jejichz statistické hodnoty

vvvvv

ukolu.

3.3.6 Knihovna scikit-learn

vvvvv

strojového uceni nebo dolovani dat. Velkd vyhoda knihovny je jednoduché a konzistentni
aplika¢ni rozhrani, které usnadnuje pouzivani a zjednodusuje analyzu pomoci ruznych na-
stroji.

Nabizi mnozstvi algoritmu uceni s ucitelem i bez ucitele, véetné klasifikac¢nich, regresnich
nebo shlukovacich algoritmii, jmenovité algoritmy linedrni regrese, SVM, nahodné lesy, k-
means shlukovani a mnoho dalsich. Spolu s témito modely pfinasi také metriky méreni
jejich tspésnosti a vykonu, coz je nezbytna podminka pro validaci vysledkt modelu.

Dalsi dulezitou soucasti jsou metody pro predzpracovani dat, které tato knihovna také
nabizi, véetné normalizace atributu, oSetfeni chybéjicich hodnot nebo kédovani kategoric-
kych atributti. Knihovna je taky dobfe integrovana s dfive zminénymi knihovnami véetné
Numpy, Pandas nebo Matplotlib, coz jen déle usnadnuje ziskani a prezentaci vysledk.

3.3.7 Doplnkové knihovny imbalanced-learn a mlxtend

Knihovny imbalanced-learn!® a mlxtend!! jsou doplitkovymi knihovnami navazujici na
y J P y ]

Numpy, Pandas a Matplotlib, pfedevsim ale rozsifuji funkcionalitu knihovny scikit-learn.
Obé nabizi jednoduché pouziti v jiz existujicich projektech, kde jsou vyuzity vSechny vyse
zminéné knihovny.

Knihovna imbalanced-learn se zaméruje specificky na problematiku nevyvazenosti dat a
implementuje metody pro nadvzorkovani a podvzorkovani dat. Komunikuje jak s knihovnou
Pandas, tak i jeji ndstavbou Dask, coz vyrazné usnadnuje jeji pouziti.

"https:/ /matplotlib.org
Shttps://seaborn.pydata.org

“https:/ /scikit-learn.org
Ohttps://imbalanced-learn.org/stable/
Hhttps:/ /rasbt.github.io/mlxtend/
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Knihovna mlxtend rozsiruje funkcionalitu knihovny scikit-learn o implementaci dalsich
funkcionalit a algoritmi, které v této knihovné nejsou zahrnuty. Pro tuto praci je dulezita
implementace algoritmu FP-strom.

3.4 Shrnuti

V této kapitole byl predstaven Python jako vSestranny a Siroce oblibeny programovaci jazyk
v prostredi datové analyzy. Popularita Pythonu v této doméné je dana jeho jednoduchosti,
Citelnosti a sirokou nabidkou knihoven vytvorenych na miru konkrétnim tukolim datové
analyzy.

Nasledné byla prozkoumaéana aplikace Jupyter Notebook, interaktivni prostredi umozinu-
jici prehledné a interaktivni tvoreni programi s moznosti vizualizace a vkladani vysvétlu-
jictho textu.

V posledni ¢asti kapitoly byly diskutovany dulezité knihovny Pythonu z hlediska datové
analyzy a strojového uceni. Knihovny NumPy a Pandas pro zdkladni a pokrocilou mani-
pulaci s daty, knihovny Matplotlib a Seaborn pro jednodussi a rozsitenou tvorbu grafi a
vizualizaci dat, a nakonec scikit-learn, knihovna predstavujici zakladni stavebni kdmen pro
strojové uceni v Pythonu.

Dohromady tyto aplikace a knihovny spolu s Pythonem samotnym tvorii silné prostredi,
ve kterém muize byt implementace dolovaciho projektu fesena od explorativni analyzy az
po trénovani a nasazeni hotovych modelt.
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Kapitola 4

Implementace reseni

V této kapitole bude popsana implementace feseni. V ramci této prace byly vypracovany
dvé dolovaci tlohy, a to predikce hodnot atributu a dolovani asocia¢nich pravidel. Budou
popsany dostupné tabulky, z kterych byly dolovany znalosti, nasledné bude popsan proces,
kterym byla data pripravena a vyciSténa.

Vypracovani této prace bylo mozné diky dattum, které byly autorovi prace poskytnuty
pojistovnou, ktera si neptrala byt v rdmci zachovani obchodniho tajemstvi jmenovana. Oba
dolovaci tikoly maji tedy ndvaznost na pojistovaci prostredi, jehoz kontext bude v ramci
této kapitoly predstaven a vysvétlen spolu s kroky, které byly provedeny.

4.1 Kontext dat

Dolovaci projekt podle modelu CRISP-DM zacina pochopenim kontextu z hlediska busi-
nessu. I v této praci byl prvni krok pochopeni business problému, konkrétné dvou proble-
matik, které jsou v pojistovacim prostredi pritomny.

Prvni problematikou jsou tzv. likvidace. Dojde-li k pojistné udalosti, pojistitel (v tomto
piipadé pojistovna) je povinnen podle zékona ¢.89/2012 sb.! poskytnout jednorazové & opa-
kované pojistné plnéni v ujednaném rozsahu. Nejdrive ale musi pojistnou udalost posoudit
likvidator, ktery provéii narok na pojistné plnéni a vy¢isli skodu. Na vykonu konkrétniho
likvidatora tedy do urcité miry zavisi, kolik penéz musi pojistovna v ramci pojistného pl-
néni vyplacet. Z pohledu pojistovny je proto dulezité svérovat likvidaci pojistnych udélosti
zkusenym likvidatorim a sledovat atributy plnéni pojistnych udélosti, napiiklad celkova
délka procesu likvidace, vyplacené pojistné plnéni a jiné.

Druhou problematikou je tzv. propojisténost. Jedna se o zcela business problém, kdy je
hlavnim cilem navyseni prodeji pojistnych produktii. Toho 1ze dosdhnout tim, ze zdkaznici
pojisténi v jedné oblasti pojisténi jsou kontaktovani, aby uzavieli pojisténi v dalsich ob-
lastech. K tomu jsou motivovani naptiklad slevou za propojisténost. Z pohledu pojistovny
je tedy opét dilezité mit znalost, jakd je pravdépodobnost, ze zdkaznik uzavie pojisténi z
konkrétni oblasti, pokud byl jiz diive pojistény v oblasti jiné.

4.2 Pochopeni dat

Pro tvorbu obou datovych sad byla pouzita produkéni databaze pojistovny. Jedna se o
klasickou rela¢ni databazi, kde jsou navzajem tabulky odkazovany cizimi kli¢i. Seznam

!Zde konkrétné paragraf §2821
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atributa v tabulkdch neni kompletni, nebot jsou vSechny velmi rozsahlé. Klicové atributy
jsou podrobné vysvétleny v nasledujici kapitole.

Prvni datova sada popisuje pojistné udélosti. Byla pouzita k zodpovézeni bussiness
otazek:

e Dokazeme v momenté, kdy doslo k pojistné udalosti, predikovat pribliznou vysi po-
jistného plnéni?

e Dokazeme predikovat délku trvani vyiizeni likvidace?
Datova sada byla slozena z nasledujicich tabulek?:

e hlaseni_pojistnych_udalosti. Zaznam v této tabulce vznikd bezprostifedné po
vzniku pojistné udalosti. Obsahuje informace znamé v dobé nahlaseni pojistné uda-
losti, ale také obsahuje atributy, které jsou k zdznamu pozdéji doplnény, jako napiiklad
datum likvidace. Protoze je tabulka pomérné rozsahla, jsou zde uvedeny ilustracné
nékteré atributy. Kromé oc¢ekdvatelnych atributt popisujicich pojistnou udédlost (da-
tum pojistné udélosti, misto pojistné uddlosti, ptic¢ina, cizi klice do jinych tabulek,
apod.) je zde také uveden likviddtor, jeho organiza¢éni jednotka, informace o pojisténi
(zda muze vzniknout narok na rentu, zda muze probéhnout automaticka likvidace).

e druh_pojistneho_plneni. Jedna se o tabulku ve které jsou zdznamy o druzich kon-
krétniho pojistného plnéni. Jsou zde atributy popisujici, zda je pojistné plnéni danéno,
jakym zpusobem ma& byt zictovano, zda je nutna kontrola lékaie nebo existence di-
agnozy. Obsahuje i dalsi informace odbornéjsiho razu, naptiklad priznak svodni uda-
losti.

e ciselnik_pricin. Tato ¢iselnikova tabulka obsahuje informace k jednotlivym prici-
nam, jmenovité kéd pric¢iny, nazev pric¢iny, ndzev pri¢iny pro tisk apod.

e likvidace. V této tabulce lze nalézt zadznamy o probihajici i dokonc¢ené likvidaci.
Protoze je tato tabulka soucasti provozni databdze, je jeji obsah prubézné aktuali-
zovan, proto obsahuje kromé predem zndmych informaci (hodnota vozidla, naklady
na opravu, informaci o vinikovi nehody, zda je skoda totélni, ¢astka pojisténi) také
informace neznamé ve chvili hlaseni pojistné udalosti. Takové informace byly v ramci
tvorby datové sady odstranény, aby vysledky nebyly zkresleny.

Dalsi dvé datové sady byly vytvoreny pro problematiku propojisténosti. Klicova otdzka,
na kterou je s pomoci této datové sady hledana odpovéd, zni: ,,Pokud vime, ze zdkaznik ma
zajem o produkt A, jaky produkt B mu mame doporucit, aby byla co nejvyssi pravdépo-
dobnost, ze si zdkaznik tento produkt také koupi? A o ktery produkt nejspise nebude mit
zajem?“.

Datova sada vznikla sloZzenim nésledujicich tabulek:

e partneri. Tato tabulka v sobé zahrnuje informace o vSech klientech pojistovny, véetné
jejich osobnich tdaju. Z této tabulky byl pro analyzu pouzit pouze jeji primarni kIi¢,
s jehoz pomoci byly pozdéji hleddny smlouvy, které klient uzavrel.

2Jména tabulek jsou pro téely préace a zachovani anonymity zménéna. Z tabulek byly odstranény vSechny
osobni tdaje.
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e smlouvy. V této tabulce jsou uvedeny vSechny aktivni i jiz neaktivni smlouvy, které
kdy byly s pojistovnou uzavieny. Kromé prostého faktu, ze smlouva existuje, a jejiho
ciziho klice do ¢iselnikové tabulky typu pojistnych produkti nebyla z této tabulky
vyuzita zadné informace.

e ciselnik_pojistnych_produktu. V této tabulce nalezneme obecné informace o kon-
krétnich pojistnych produktech, tedy typech pojisténi. Z této tabulky byly pouzity
informace o obecném druhu pojisténi a konkrétnim pojistném produktu, na jejichz
zakladé byly nasledné vytvoreny dvé datové sady.

Jedna datova sada se zaméfuje pouze na obecné typy produktu (napriklad cestovni po-
jisténi, podnikatelské pojisténi, apod.), nasledné je tato datova sada zminovana jako datova
sada s nizsi granularitou. Druha datova sada s vyssi granularitou se zaméruje na konkrétni
pojistné produkty, které byly zdkazniky vyuzivany. Jedna se tedy o konkrétni cestovni pojis-
téni nebo konkrétni povinné ruceni, pricemz u kazdé z téchto i jinych skupin ma pojistovna
Sirokou nabidku produktu. Tato datova sada je proto oproti té s nizsi granularitou ridsi.

4.3 Priprava dat

Dalsim krokem je podle CRISP-DM priprava dat, tedy krok, pfi kterém jsou data z puvod-
niho formatu, obecné pro dolovani jen stézi pouzitelného, pretransformovana a pripravena
pro konkrétni dolovaci ulohy, které jsou predem znamé. Obé datové sady byly proto z
podkladnich dat vytvoreny na miru pro klasifikaci a dolovani asocia¢nich pravidel.

4.3.1 Datova sada likvidaci

Prvni necekanou prekazkou pii vypracovani tohoto podikolu byla jiz samotné velikost da-
tové sady popisujici pojistné udalosti. Protoze je tato datova sada rozsahld co do poctu
sloupcu i zdznamu, ukazalo se, ze pro jeji zpracovani nestac¢i pouziti knihovny Pandas, jako
je bézné u datové analyzy v Pythonu. Misto této knihovny byla proto pouzita knihovna
Dask, kterd umoznuje paralelizaci a tim i znacéné zrychleni vypoctu. Rychlost nacteni
datové sady piikazem pro ¢teni souboru formatu csv (pandas.read_csv(), respektive
dask.read_csv()), ktery m4 6,5 milionu zdznamu, je vidét na obrazku 4.1. Zatimco Dask
zvladl soubor nacist primérné za 3 vteriny, Pandas ten samy soubor nacital 1 minutu a 39
vtefin.
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Obrézek 4.1: Nacteni analyzovaného souboru knihovnami Dask a Pandas. Cislo bylo spoci-
tano z primérné délky trvani pri 10 spusténich.

Po nacteni souboru byla provedena korela¢ni analyza numerickych atributt a jeji vizu-
alizace pomoci metod dataframe.corr() seaborn.heatmap() (viz obrazek 4.2). Na grafu
I1ze vidét nékteré silné korelované atributy, které byly proto odstranény. Zaroven s korelo-
vanymi atributy byly odstranény rovnéz atributy bez informac¢niho prinosu. Mezi témito
atributy byly napiiklad datumy, nadbyte¢né informace popisujici organiza¢ni strukturu za-
meéstnancu pojistovny a jiné atributy, jejichz vyznam je z divodi nedostatecné dokumentace
zdrojovych tabulek neznamy.
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Obrazek 4.2: Korelaéni matice numerickych atribut datové sady pojistnych udélosti.

Nasledné pokusy o zpracovani ukazaly, ze v zdznamech datové sady je pomérné rozsahly
Sum a mnoho zdznamu nemé znamé hodnoty podstatné ¢asti atributa. Kvili velkému mnoz-
stvi podkladnich dat se jako nejlepsi zptisob feSeni tohoto problému jevilo smazani vSech
takovych zaznami. Tento krok vyrazné prispél v rychlosti zpracovani datové sady, protoze
jeji velikost se timto snizila z puvodnich 8,5 GB ¢istych dat na 3,3 GB. Pocet zdznamu po
tomto kroku stdle dosahoval 6,5 milionu zdznamu vyrazné vyssi kvality nez pavodné, coz
bylo vyhodnoceno jako dostateény pocet pro trénovani klasifika¢nich modeli.
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Pro pripravu atributu ke klasifikaci bylo jesté nutné prevedeni kategorickych atributi na
numerické, protoze knihovni metody klasifikdtorti z knihovny scikit-learn takové atributy
vyzaduji. Pro tento prevod byla vyuzita metoda z knihovny scikit-learn.preprocessing
jménem LabelEncoder (). Tato metoda nahradi vSechny hodnoty kategorického atributu
kladnou nenulovou celo¢iselnou hodnotou. Specidlni hodnotou byly nahrazeny také jednotky
chybéjicich hodnot, které v datové sadé zustaly i pres predchozi kroky.

Celkové vyplacené prostredky

250000 +

200000

150000

»

Mnozstvi

100000 A

50000 +

2] O O
er ~ 2
“ R

Rozsah ¢astky k vyplaceni (tis. K¢)

Obrazek 4.3: Pocet vyplacenych prostiedki v tis. K¢.

Nasledujicim krokem bylo rozdéleni zaznamu do tfid, protoze v podkladnich tabulkéch
datové sady se nenachazi zadny atribut, ktery by tuto roli plnil. Rozsahy t¥id byly voleny
experimentalné s prihlédnutim k vyznamtm jednotlivych hranic a podobnym velikostem
t¥id.

U atributu popisujici celkové vyplacené prostiedky (viz obrazek 4.3) byly zdznamy roz-
déleny do ¢tyr trid. Hranice byly stanoveny v rozmezi do péti tisic korun, do deseti tisic
korun, do 50-ti tisic korun a nad padesat tisic korun.

Pri rozdélovani zdznamu do t¥id podle délky zpracovani pojistné udalosti bylo nutné brat
v ivahu hranici 30-ti dnii, do které ma pojistovna povinnost vyplatit pojistné plnéni. Pti
pohledu na graf 4.4 si lze povSimnout, ze do této lhity je zlikvidovana jen ¢ast pojistnych
udélosti. Dalsi hranice trid byly stanoveny do dvou standardnich mésicti, poté do ¢tyr
mésicd, a nad Ctyfi mésice.
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Délka zpracovani pojistné udalosti
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Obrazek 4.4: Délka trvani vytizeni pojistné udalosti ve dnech.

Poslednim krokem pted trénovanim klasifikatort bylo nadvzorkovani a podvzorkovani
zaznamu. To bylo provedeno pomoci knihovny imbalanced-learn a jejich metod, konkrétné
RandomUndersampler a RandomOversampler.

4.3.2 Datova sada druhti pojisténi

U datovych sad druht pojisténi nebylo nutné fesit problémy tykajici se kvality dat. Prace
nutnd k pripravé této datové sady spocivala kompletné na jejich transformaci. Bylo totiz
nutné z rela¢nich tabulek, které uchovavaji informace o ndkupu pojisténi (tedy transakci),
vytvorit tabulku transakéni, tedy data aplné pretransformovat.

K této transformaci byly vyuzity prostiedky jazyka SQL. Vyslednd podoba obou tabulek
napodobuje transakéni databazi. Tabulka nizsi granularity se sklada z klice a n booleovskych
hodnot pro kazdy druh pojistného produktu, tabulka vyssi granularity obsahuje také kli¢
a rovnéz booleovské hodnoty, tentokrate ovsem pro kazdy konkrétni pojistny produkt.

7 hlediska dalsich druhu dpravy dat nebylo nutné pouzit zadné éistici techniky, protoze
datové sady neobsahuji zddnou redundanci, pouze seznam vsech relevantnich zdkazniku.
Ten neni sam o sobé zasumeény ani neobsahuje nekvalitni informace.

4.4 Shrnuti

V této kapitole byly shrnuty kroky nutné k pripravé dolovaciho projektu, z hlediska CRISP-
DM se jedna o kroky pochopeni kontextu, pochopeni dat a pripravy dat. Byl vysvétlen
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kontext obou dolovacich tloh a dtvod, pro¢ by v praxi byly tlohy provadény. Byly také
predstaveny klicové otéazky, na které ma dolovaci projekt hledat odpovédi. Byly popsany
zdrojové tabulky, z kterych vznikly obé podkladni datové sady. Na zavér byl popsan proces
pripravy dat, byly uvedeny konkrétni vyuzité knihovny a klicové metody, diky kterym
byla priprava dat provedena. Byly popsany konkrétni prekazky, které pti feseni dolovaciho
projektu nastaly, a také zpusob, jakym byly tyto prekazky vyreSeny.
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Kapitola 5

Experimenty

V této kapitole budou provedeny experimenty nad datovou sadou likvidaci, natrénované
klasifikatory a jejich vysledky. Nasledné budou predstavena a diskutoviana vydolovana aso-
cia¢ni pravidla.

5.1 Predikce vysSe pojistného plnéni

Trénovani probihalo nad vzorkem jednoho milionu zaznamu, z néhoz sto tisic bylo pouzito
jako testovaci podmnozina.

Na datové sadé likvidaci bylo pro predikci vyplaceného pojistného plnéni natrénovino
celkem 12 klasifikatortu. Jako zakladni klasifikdtor pro porovnani s ostatnimi byl vybran
algoritmus rozhodovactho stromu. Dalsimi vyzkousenymi algoritmy byly ndhodny les, MLP
a naivni Bayesovska klasifikace. Kazdy druh klasifikdtoru byl trénovan nad zdkladni da-
tovou sadou a nasledné nad podvzorkovanou a nadvzorkovanou datovou sadou. Presnosti
klasifikdtoru jsou zaneseny v tabulce 5.1.

Model Zakladni | Podvzorkovany | Nadvzorkovany
Rozhodovaci strom 0.618 0.562 0.579
Néhodny les 0.634 0.566 0.582
MLP 0.616 0.555 0.555
Naive Bayes 0.392 0.403 0.392

Tabulka 5.1: Presnost klasifikatora pii predikci vyplaceného pojistného plnéni.
Na hodnoté presnosti si mizeme povSimnout nékolika dilezitych skutec¢nosti:

o Prekvapivé nizké ispésnosti nékterych klasifikatoria. V porovnani s rozhodovacim stro-
mem presnosti predikce prekvapivé podléhaji jak klasifikitor MLP, tak naivni Baye-
sovskd klasifikace.

e Podvzorkovani ani nadvzorkovani nezvysuje tspésnost klasifikdtort. Jedinou vyjim-
kou je naivni Bayesovska klasifikace, ktera, pokud je natrénovana na podvzorkované
datové sadé, ma vyssi tspésnost nez pokud je natrénovana na zikladni datové sadeé.

Vzhledem ke komplikovanosti dat je tspésnost 63,4 % vysledek, ktery mda smysl déle
analyzovat. Pro lepsi pochopeni vysledku klasifikace se nyni podivejme na matici zimén pro
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datové sadé (viz obréazek 5.1).

Rozhodovaci strom nejlépe rozpozna tiidu zdznami s nejnizsi a nejvyssi vyplacenou
¢astkou. U téchto tiid dosahuje 67,5 %, respektive 71,7 % presnosti. Naopak tfidu s dru-
hou nejvyssi vyplacenou c¢astkou klasifikuje pomérné spatné. Spravné u této tiidy zaradi
rozhodovaci strom pouze 31,0 % zdznamu.

Matice zdmén rozhodovacfho stromu
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Obrazek 5.1: Matice zdmén rozhodovaciho stromu natrénovaného na zakladni datové sadé.

Na obrazku 5.2 mizeme vidét, jaka vaha byla pfifazena jednotlivym atributim pii roz-
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vyjadfuje tu samou skutecnost, ale v procentech). To neni piekvapivd informace, protoze
odvozovat vyplacenou ¢astku od ¢astky, na kterou je zakaznik pojistény, je standardni po-
stup. Dalsim dulezitym atributem je kategoricky atribut urcujici, zda byla Skoda zavinéna,
nezavinéna, nebo zavinéna s alkoholem (rozhod).

informace nam rika, Ze u pojisténi muze dochéazet k zvySovani pojistného, pokud neni pla-
ceno vcas. Jedna se tedy o informaci o druhu pojisténi obecné, ne o konkrétnim pojisténd,
na jehoz zakladé vznika narok na pojistné plnéni. Fakt, Ze tato informace muze hrat roli
pri rozhodovani o vysi vyplaceného pojistného plnéni, lze vysvétlit souvislosti mezi uréitym
druhem pojisténi a obvyklou ¢astkou vyplaceného pojistného plnéni. Napiiklad u havarij-
niho pojisténi je tato informace kontroloviana, kdezto u pojisténi odpovédnosti neni. Rozdil
pojistného plnéni mezi témito dvéma druhy pojisténi miaze byt ovsem znacny.

Dalsimi dulezitymi atributy jsou:

o pri¢ina pojistné udalosti (pricina),
e jiné vydaje pojistovny (jine_min),

o délka zpracovani pojistné uddlosti (trvani_kategorie),
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 organizacni jednotka, tedy oblast, ve které se pojistnd udalost stala (ojreg),
o hodnota zbytku vozidla (zbytky) a

o nazev pojistného produktu (zn).
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Obrazek 5.2: Dulezitost atributt rozhodovaciho stromu.

Velmi podobné vysledky vidime i pfi analyze natrénovaného ndhodného lesa (viz obrazky
5.3 a 5.4). Jako vyznamné byly vyhodnoceny stejné atributy, pouze v jiném potadi. Ndhodny
les se tedy pri rozhodovani shodné opiral o ¢astku pojisténé spoluicasti (spol), nésledné o
pric¢inu (ktera byla pro rozhodovaci strom az na patém misté, pricina), poté o délku trvani
(ta byla u rozhodovaciho stromu na sedmém misté, trvani_kategorie).

Vétsi vahu priklddd ndhodny les organizacni jednotce (ojreg). Vzhledem k nerovnomér-
nému rozlozeni bohatstvi napii¢ Ceskem [13] je oéekavatelné, Ze v riiznych ¢astech zemé se
bude prumérna vyse vyplaceného pojistného plnéni lisit.

Pozoruhodny je rozdil vyznamnosti atributu kontroly dluzného pojistného (d1_poj),
ktery je pro rozhodovaci strom na tfetim misté, zatimco ndhodny les mu tak velky vyznam
nepiikldda. PovSsimnéme si také, Ze kromé nazvu pojistného plnéni (zn) je vySe nez d1_poj
také atribut druhu pojistného plnéni (typ_druh). Ocividné tak doslo k situaci, kdy byl
rozhodovacim stromem vybran atribut s nejvyssim informac¢nim piinosem, ktery plnil stej-
nou roli, jako v pripadé ndhodného lesa plnily ¢itelnéjsi atributy nazvu a druhu pojistného
plnéni.
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Obrazek 5.3: Dulezitost atributtt nadhodného lesa.
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Obrazek 5.4: Matice zamén ndhodného lesa natrénovaného na zakladni datové sadé.
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5.2 Predikce délky trvani likvidace

Pro predikci délky trvani likvidace bylo natrénovano 9 klasifikatora. Nadvzorkovani ani pod-
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predikce byl ndhodny les s presnosti 43 %, nésledovan rozhodovacim stromem s presnosti
42,7 % (viz tabulka 5.2).

Model Zakladni | Podvzorkovany | Nadvzorkovany
Rozhodovaci strom 0.427 0.286 0.386
Néhodny les 0.430 0.286 0.389
MLP 0.388 0.294 0.337

Tabulka 5.2: Presnost predikce délky trvani likvidace

Na matici zdmén (obrazek 5.5) vidime, ze se klasifikdtor nenaudil vétsinu t¥id klasifiko-
vat s vysokou presnosti. Vyjimkou jsou v tomto ohledu zaznamy zlikvidované do jednoho
mésice. Ty rozpoznal klasifikdtor v 70,5 % pripadu. Velmi Spatné poté klasifikitor prediko-
val tf¥idu zdznamu zlikvidované v rozmezi 60-ti az 120-ti dnii. U nich klasifikator urcil pouze
20,2 % spravné, tedy o necelych 5 % méné, nez kdybychom nechali délku trvani predvidat
étytsténnou kostku.

vvvvv

pravidla a vzory se naucil.
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Obrazek 5.5: Matice zadmén nahodného lesa pti predikci trvani likvidace.

Pro interpretaci ndhodného lesa opét pouzijeme graf dulezitosti atributu (viz obrézek
5.6). Pti pohledu na graf si mizeme povsimnout, ze dulezité atributy jsou relativné podobné
s dulezitymi atributy pro predikci vysSe pojistného plnéni. Rozdil je atribut urcujici zavinéni
pojistné udélosti (rozhod), ktery pro predikci trvani likvidace neni témér viubec dulezity.
Dulezitym je opét atribut pojisténi spoluticasti (spol), coz neni prekvapiva informace. Pti
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likvidacich velkych ¢astek je z hlediska pojistovny nepochybné nutné postupovat dusledné,
zatimco u mensich pojistnych udalosti neni vyjimkou tzv. automaticka likvidace, ktera je
likvidatorem pouze zkontrolovidna a potvrzena.

Dalsimi dulezitymi atributy jsou atributy jinych vydaju a prijmi pojistovny (jine_min,

jine_plus). Tato informace znovu potvrzuje, ze délku likvidace doopravdy nejvice ovliviiuje
vysledna castka, kterda mize byt v rdmci pojistného plnéni vyplacena.
a pri¢iny pojistné udélosti (pricina). Toto ndm pfindsi informaci o vztahu naroc¢nosti
likvidace a pri¢iny, nebo také ¢asti Ceska, kde doslo k pojistné udalosti. To mize byt z
hlediska pojistovny zajimava informace, protoze s jeji pomoci miize urcit druhy pri¢in, které
této informace muze byt néaslednd hloubkova analyza procesu likvidace v organiza¢nich
jednotkach a zefektivnéni procesii v téch méné vykonnych.
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Obrazek 5.6: Dilezitost atributd ndhodného lesa pri predikci trvani likvidace.

5.3 Dolovani asociac¢nich pravidel nizsi granularity

Pro dolovani asocia¢nich pravidel byly pouzity dvé datové sady rtzné granularity. Protoze
pojistovna, z jejichz dat byla asocia¢ni pravidla dolovana, poskytuje mnoho druht pojisténi
a ma mnoho zakazniki, bylo nutné nalezité nastavovat minimalni hodnoty metrik, podle
nichz méla byt pravidla dolovana.

Na datové sadé nizsi granularity byl spustén algoritmus FP-stromu, z néhoz byly na-
sledné dolovany asocia¢ni pravidla. Frekventované mnoziny, které zjistil FP-strom, vidime
v tabulce 5.3.
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Skupina produkti  Podpora

POV 0.473216
LEC 0.337280
REZ 0.281293
MAJ 0.243042

MAJ, POV 0.113951
LEC, POV 0.104450
POD 0.104108
POV, REZ 0.102501
LEC, REZ 0.083664
HAV 0.082428

Tabulka 5.3: Frekventované mnoziny vygenerované z datové sady nizsi granularity.

Skupina produkti POV v sobé zahrnuje povinné ruceni. Vidime tedy, Ze se jedna o
nejcastéjsi skupinu produktt zakoupenou zakazniky, ze vsech zakazniku mélo néjakou formu
povinného ruceni zakoupeno 47,3 % z nich.

Dalsi vyznamnou skupinou produktt je LEC, kterd je tvorena produkty cestovniho po-
jisténi. Tato skupina dosahuje podpory 28,1 %. Skupina REZ obsahuje vSechny druhy inves-
ti¢niho pojisténi, tedy napriklad dichodové nebo kapitalové zivotni pojisténi. Ve skupiné
MAJ jsou obsazeny ruzné druhy majetkového pojisténi.

7 hlediska oblibenych kombinaci skupiny produkti se nejcastéji vyskytuje kombinace
majetkového pojisténi a povinného ruceni, nasledovano kombinaci cestovniho pojisténi a
povinného ruceni. Pro Uplnost zde jesté uvedme, ze POD znaci pojisténi pro podnikatele a
HAV jsou havarijni pojisténi.

V tabulce 5.4 se mizeme podivat na t¥i pravidla s nejvyssi hodnotou spolehlivosti (con-
fidence). Pomérné neptekvapivé vSechny tii fikaji, ze pokud ma zdkaznik u pojistovny
sjednané néjaké pojisténi mimo povinné ruceni, mél by si ho také sjednat.

Antecedent Konsekvent Popdpora Spolehlivost Lift Leverage Conviction

HAV POV 0.073802 0.895350 1.892052 0.034796  5.033745
LEC, MAJ POV 0.044159 0.596553 1.260634 0.009130  1.305706
MAJ, REZ POV 0.043890 0.587489 1.241482  0.008537  1.277019

Tabulka 5.4: Asocia¢ni pravidla fazena dle podpory.

Nejsilnéjsi spolehlivost ma prekvapivé pravidlo, jehoz leva strana je tvorena havarij-
nim pojisténim, které oproti ostatnim skupindm neni ptilis zastoupené. Vysoka hodnota
spolehlivosti nam ale k4, ze pokud bychom v databéazi méli zdkaznika, ktery ma sjednané
havarijni pojistén{ a nema sjednané povinné ruceni, méli bychom ho kontaktovat s nabidkou
povinného ruceni.

Dalsimi pomérné spolehlivymi pravidly jsou poté pravidla predpokladajici dvé skupiny
produkti, a to nejdrive kombinaci cestovni pojisténi a majetkové pojisténi, nasledné ma-
jetkové pojisténi a investiéni pojisténi. Tato dvé pravidla tedy cili na finan¢né zodpovédné
zékazniky, ktefl maji majetek k pojisténi a bud jezdi do zahrani¢i na dovolenou, nebo si
spoif finanéni prostiedky. Toto je v Cesku silné zastoupend skupina, vlastni bydleni ma
75 % doméacnosti [12].

Méné silné je zastoupend skupina obcanu, ktefi podnikaji cesty do zahraniéi (pred ko-
ronavirovou pandemii pres 30 %, v roce 2022 26 %) a ob¢anu sporicich v rdmeci investi¢niho
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pojisténi (16 %) [12][11]. Diky tomuto vyhranéni ziskdvame uzsi a presnéjsi popis skupiny
zakaznik1, na kterou je napriklad mozno cilit kampan propagujici novy nebo vyhodny pro-
dukt povinného ruceni.

V tabulce 5.5 mizeme vidét asociacni pravidla fazend dle metriky lift. U metriky lift
je dulezité mit na paméti, ze pravidlo hodnoti symetricky, tedy stejna hodnota liftu je pro
pravidlo HAV =— POV a POV =— HAV. Pro prehlednost je v tabulce uvedeno z
dvojice pravidel vzdy pouze jedno, hodnoceno ale bude z obou stran.

Antecedent Konsekvent Popdpora Spolehlivost Lift Leverage Conviction

HAV POV 0.073802 0.895350 1.892052 0.034796  5.033745
POV, REZ MAJ 0.043890 0.428190 1.761796 0.018978  1.323793
LEC, POV MAJ 0.044159 0.422780 1.739535 0.018774  1.311385

POV MAJ 0.113951 0.240800 0.990777 -0.001061  0.997048

Tabulka 5.5: Asociacni pravidla fazena dle liftu.

Na prvnim misté opét vidime pravidlo HAV = POV. Toto pravidlo je se spolehli-
vosti 89,5 % a piresvédéivosti (conviction) vyssi nez 5 skutecné dilezité pravidlo!. Protoze
ale z hlediska subjektivnich metrik hodnoceni asocia¢nich pravidel (popsédno v 2.6.5) ne-
prinasi necekanou informaci a akénost tohoto pravidla byla popsana drive, nebude zde jiz
rozebrano.

Zajimavou hodnotu liftu méa pravidlo POV, REZ —> M AJ. Na rozdil od dfive zmino-
vanych pravidel, toto pravidlo ndm lépe popisuje chovani vérnéjsich zdkaznikti pojistovny,
ktefi uz diive uzavreli povinné ruceni a investicni pojisténi. Vzhledem k diive uvedenému
faktu, ze vlastni bydleni ma 75 % domadcnosti, ndm na zikladé tohoto pravidla vyvstava
nova zajimava informace o pomérné silné skupiné zakaznikti. Doporuceni majetkového po-
jisténi této skupiné miize opét vést k prostoru pro potencidlné zajimavé zvyseni piijmu
pojistovny. Ale naopak zdkaznici, ktefi maji pojistény majetek, nemuseji mit zdjem o in-
vestiéni pojisténi a povinné ruceni, protoze z obou pravidel toto dosahuje pouze 19,0 %
spolehlivosti, oproti 42,8 % spolehlivosti pravidla uvedeného v tabulce.

Dalsim zajimavym pravidlem z hlediska liftu je LEC, POV = M AJ. Toto pravidlo
nam opét prindsi informaci o chovani vérnéjsich zakazniki, ktefi si pojistuji cesty do za-
hranic¢i i dopravni prostfedek u nasi pojistovny. I na tyto klienty mé smysl mitit kampan
o pripadném novém produktti majetkového pojisténi, protoze stejné jako predesla pravidlo
dosahuje relativné vysoké spolehlivosti 42,3 %. A stejné jako u predeslého pravidla, i zde
by nebylo vhodné uvazovat opac¢nou implikaci. Zakaznik, ktery ma u nasi pojistovny pojis-
tény pouze majetek, nejspise nebude uvazovat o pojisténi do zahrani¢i a povinném ruceni,
protoze takové asocia¢ni pravidlo md podporu pouze 18,7 % spolehlivosti.

Tato dvé pravidla ndm tedy prinasi znalost o rozdilném chovani zakaznikt, ktefi jiz
maji povinné ruceni a cestovni nebo investiéni pojisténi, a zdkaznikl, ktefi maji pouze
majetkové pojisténi. Zakaznici s pouze majetkovym pojisténi budou mit obecné nizsi zdjem
o dalsi nabizené produkty, zatimco zakaznici vérni nasi pojistovné spise dopteji pripadné
nabidce majetkového pojisténi vice sluchu.

Jako posledni asocia¢ni pravidlo, které je potencidlné zajimavé pro vedeni pojistovny, je
na prvni pohled nendpadné pravidlo POV = M AJ. Toto pravidlo ve vétsiné metrik ne-
dosahuje takovych hodnot, jako vSechna vyse zminénd pravidla. Zajimavé je predevsim pro

Pro zajimavost, pravidlo POV = HAV mé spolehlivost pouze necelych 16 % a presvédéivost 1,08.
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podporu, kterou mé v datové sadé skupina produktu POV, tedy 47,3 %. Toto pravidlo ndm
tedy prinasi ddlezitou informaci o druhu pojistného produktu, ktery nejpravdépodobnéji
bude prijat zakaznikem, ktery si prijde sjednat pojisténi z oblasti povinného ruceni. Ziska-
vame tim dilezity poznatek z hlediska akénosti, tedy konkrétni krok, ktery mize pojistovna
na zakladé tohoto dolovani pfijmout, a to doporuceni majetkového pojisténi pripadnému
zajemci o povinné ruceni.

5.4 Dolovani asociacnich pravidel vyssi granularity

V tabulce 5.6 vidime frekventované mnoziny vydolované z datové sady vyssi granularity?.
MizZeme si povSimnout, Ze obecné je podpora mnohem nizsi nez u tabulky uvedené diive
(viz 5.3). Vzhledem k nizké podpore viceprvkovych frekventovanych mnozin (spodni ¢ést
tabulky) se z téchto konkrétnich frekventovanych 2-mnozin nepovedlo vygenerovat jakakoliv
asocia¢ni pravidla. I kdyby byla piipadné néjakd vygenerovana, mozna by jejich interpre-
tace mohla byt odborniky na pojistovnictvi povazovana spise za spekulaci, proto se jimi
nebudeme v ramci této prace zabyvat. Vzhledem k vice nejasnému oznaceni pojistného pro-
duktu na této drovni budou jednotlivé zkratky vysvétleny spolu s pravidly, které budou
tvorit.

Skupina produkti Podpora

prod_ IN8 0.161250
prod_ 180 0.137621
prod_ DZS 0.117322
prod_ GA3 0.108509
prod_ IN9 0.080765
prod_DLB 0.073007

prod_ GAM 0.072214

prod_DZS, prod_ 180 0.041368
prod_INS8, prod_IN9 0.034369
prod_INS8, prod__DZS 0.032552

Tabulka 5.6: Frekventované mnoziny vygenerované z datové sady vyssi granularity.

Prestoze frekventované mnoziny dosahuji pomeérné nizké spolehlivosti a celkové byla
podkladni datova sada vyssi granularity ridsi nez predchozi datova sada. Presto vygene-
rovand asociacni pravidla (zanesand v tabulce 5.7) dosahuji vyssich hodnot liftu. Hodnoty
spolehlivosti také musime brat vzhledem k velikosti datové sady s vétsi toleranci.

7 interpretace vyse uvedenych asociacnich pravidel se spiSe neda zjistit zajimava infor-
mace o chovani zakaznikt na vyssi irovni. VSechna pravidla totiz z hlediska obecnych typu
produkti, jako jsme uvazovali v predchozi ¢asti, mifi z konkrétniho druhu na ten samy druh
pojisténi, tedy napiiklad produkt prod_GAM i prod_GA3 jsou cestovni pojisténi druhu LEC.

Obecné tedy mizeme fFici, ze pokud zakaznik v minulosti vyuzil jedno z vyse uvedenych
pojisténi, je velmi pravdépodobné, Ze ma smysl nabidnout mu novy, vyhodnéjsi nebo jinak
zajimavéjsi produkt z té samé oblasti. To uz muze byt opét zajimava informace, z hlediska
akénosti bychom tak mohli doporucit napiiklad sezéonni kampan na propagaci nového ces-

2Zkratky pojisténi v této Gasti byly pozménény z diivodu zachovani anonymity pojistovny.

48



Antecedent  Konsekvent Popdpora Spolehlivost —Lift Leverage Conviction

prod_ GAM prod_GA3 0.072214  0.382524 3.525272  0.019788  1.443766
prod  GA3 prod GAM 0.108509  0.254575 3.525272  0.019788  1.244639
prod_DZS prod_DLB 0.117322  0.226192 3.098215 0.017972 1.197962
prod DLB prod DZS  0.073007  0.363488 3.098215 0.017972 1.386743
prod__INS prod_IN9 0.161250  0.213138 2.638992 0.021345 1.168229
prod_IN9 prod_INS 0.080765  0.425538 2.638992 0.021345 1.460062
prod_DZS  prod_180 0.117322  0.352600 2.562119 0.025222 1.332066
prod_ 180 prod DZS  0.137621  0.300593 2.562119 0.025222 1.262037
prod__INS prod_ DLB  0.161250  0.174224 2.386394 0.016321 1.122572
prod DLB  prod IN8 0.073007  0.384807 2.386394 0.016321 1.363392

Tabulka 5.7: Vygenerovana asocia¢ni pravidla

tovniho pojisténi, které bychom doporucovali zakaznikim, kteri jiz v minulosti cestovniho
pojisténi u nasi spolecnosti vyuzili.

Ostatni pojistné produkty uvedené v tabulce se tykaji povinného ruceni (v predchozi
¢asti druh POV). Zde tedy nejspise odhalujeme praktiku, kdy je vérnému zdkaznikovi po
ur¢ité dobé nabizen vyhodnéjsi produkt z té samé kategorie. Toto zjisténi nas tedy ze
subjektivniho hlediska neprekvapi, ani na jeho zakladé nebude provedena konkrétni akce,
muze ovSem slouzit Ctenari jako jista forma potvrzeni této skutec¢nosti a jako znalost, kterou
mize vyuzit pii reSeni svého ptistitho povinného ruceni.

5.5 Shrnuti

V této kapitole byly na teoretickém zakladé a praktické implementaci popsané v této praci
vystavény experimenty, diky kterym byly dolovany znalosti z dat pojistovny. Nejdiive byly
popsany experimenty provedené nad natrénovanymi klasifikdtory, na jejichz zakladé byly
ziskany znalosti o procesu likvidace pojistnych udalosti. Bylo zjisténo, jaké skutecnosti
maji vliv na délku trvani likvidace a vysi pojistného plnéni. V druhé c¢asti této kapitoly
byly na zdkladé vydolovanych asociac¢nich pravidel zjistény informace o chovani zdkaznika
pojistovny a rovnéz byla ziskdna urcitd mira vhledu do fungovani pojistovny a nabidky
pojisténi.
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Kapitola 6
Zaver

V této praci jsme byli nejdiive sezndmeni s problematikou ziskavani znalosti z databazi
v kapitole 2. V kapitole 3 jsme prozkoumali prostiedi jazyka Python, které slouzilo jako
implementac¢ni rozhrani pro vypracovani prace. Déle jsme se v kapitole 4 seznamili také s
daty poskytnutymi pojistovnou, na jejichz zakladé byly navrzeny ulohy ziskdvani znalosti
z databazi, konkrétné dolovani asociacnich pravidel a klasifikace pojistnych udalosti. Tyto
ulohy byly implementovany v prostiedi jazyka Python a jeho knihoven (popséano v kapitole
4) a byly nad nimi provedeny experimenty, které jsou popsany v kapitole 5. Ty byly na
zaveér této prace vyhodnoceny a na jejich zakladé byly ziskany zajimavé a uzite¢né znalosti
z fungovani pojistovny.

Nejdtlezitéjsim prinosem této prace jsou prave znalosti, které ma dolovani z dat pfinaset.
V priitbéhu prace jsme diky spojeni vice druhti a zdroju dat a provedeni vice druhti dolovacich
uloh prozkoumali zajimavé souvislosti, které se tykaji pojistovnictvi. Ukazali jsme si také,
jak je mozné z komplexnich a neprehlednych dat ziskat jednoduché a snadno pochopitelné
znalosti. A v neposledni fadé jsme na vlastni kuzi zazili, jak je datova analyza krasna a
zajimava oblast informatiky, ktera ma potencial pozorného a zvidavého datového analytika
v mnohém obohatit.

V pribéhu tvorby této prace nebyla moznost konzultovat vysledky s odborniky z oblasti
pojistovnictvi. Tato limitace je velkym prostorem pro zlepseni pii pripadném pokracovani
prace, protoze odborné konzultace by vyustily ve vétsi pocty asociac¢nich pravidel a klasifi-
kacnich atributt k diskuzi. Celkové by tim byla tato priace vyznamné obohacena a zjisténé
skutecnosti by mohly byt presnéji formulovany.

Moznych pokracovani této prace je mnoho. V prubéhu této prace byly prozkoumany
pouze nékteré oblasti pojistovnictvi, je proto nasnadé zamérit se na dalsi oblasti, jako jsou
napriklad vykony pojistovacich poradci, spojit pouzitd data s volné dostupnymi geoprosto-
rovymi daty a odhalovat dalsi souvislosti pojistovnictvi v SirSim kontextu. Béhem dalsiho
ronové sité, které by mohly byt pouzity pro robustnéjsi a presnéjsi klasifikaci i predikei v
stavajicich dolovacich tilohéch.
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