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Abstrakt

Cilem této prace je vyvoj knihovny umoznujici fesSeni optimalizacnich tiloh pomoci technik
PSO. Prace predstavuje knihovnu implementovanou za timto tcelem v jazyce Kotlin, navr-
zenou s ohledem na rozsiritelnost a pouzitelnost. Soucasti prace je nastroj implementovany
v Pythonu za pomoci technologie Jupyter Notebook, ktery umoznuje statistické zpracovani
experimenti provedenych pomoci dané knihovny. V praci je tak vytvoren systém, ktery
poskytuje vhodné prostfedi pro pokusy se soucasnymi a vyvoj novych variaci algoritmu
PSO.

Abstract

The aim of this thesis is to develop a library that is able to solve optimization tasks using
PSO. The library is implemented using Kotlin and is designed to achieve high extensibility
and usability. Moreover, a tool for processing and statistical analysis of experiments per-
formed using the library is implemented by means of the Jupyter Notebook environment.
The utilization of these tools creates a setup suitable for experimenting with the current
and developing new variations of the PSO algorithm.
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Kapitola 1

Uvod

Optimalizace je snaha o nalezeni vhodnych hodnot mnoziny parametru, ktera reprezentuje
spravné nebo nejlepsi feseni daného problému. Jednou z moznosti, jak tyto problémy re-
§it, jsou algoritmy inspirované prirodou. Jedna se o tfidu stochastickych algoritmii, jejichz
princip spo¢ivd v napodobeni néjakého prirodniho jevu, napt. evoluce (evoluéni algoritmy)
nebo chovani zviteciho spolecenstva (mravenct, véel, ryb apod.).

Optimalizace pomoci hejna ¢éstic (z anglického Particle Swarm Optimization, dale jen
PSO) je algoritmus inspirovany chovanim hejna ptaku. Mezi typické priklady vyuziti patii
planovani tras [25] [19], planovani ¢asovych rozvrhu [21] nebo ndvrh dimenzi podpérnych
tramu [16]. Algoritmus lze aplikovat i na problém barveni grafi, pomoci kterého muzeme
modelovat napriklad alokaci CPU registri, prifazovani radiovych frekvenci nebo problém
barveni map. Dalsi moznou aplikaci je problém obchodniho cestujictho, ktery lze uplatnit
napr. k optimalizaci drahy nédstroje pfi vrtani desek plosnych spoja.

Cilem této prace je implementovat knihovnu umoznujici vyuziti PSO v rtznych variacich na
rizné optimaliza¢ni problémy. Knihovna umoznuje uzivateli snadnou konfiguraci algoritmu
i rozsireni o vlastni obmény. V nésledujici kapitole jsou popsany soucasné dostupné nastroje
zabyvajici se touto problematikou. Kapitola 3 vysvétluje princip fungovani PSO a dilezité
komponenty algoritmu. Kapitoly 4 a 5 se zabyvaji ndvrhem knihovny a popisuji rozhrani
pro rozsiteni knihovny a detaily implementace. V posledni kapitole jsou shrnuty provedené
experimenty doplnéné o statistické zpracovani vysledk.



Kapitola 2

Prehled soucasnych nastroju

Tato kapitola poskytuje obraz o volné dostupnych knihovnach, které se zabyvaji optimalizaci
pomoci hejna ¢astic. Vzhledem k implementa¢nimu jazyku prace, popsaném v sekci 5.1, je
tato sekce zaméfena predevsim na knihovny dostupné v ekosystému Javy (Java', Kotlin?,
Scala®). Volné dostupnych knihoven s fadnou dokumentaci neni mnoho. Do nésledujiciho
prehledu byly zahrnuty pouze ty, které obsahuji alespon stru¢ny uzivatelsky manual a jsou
do jisté miry rozsititelné a pouzitelné na rizné optimalizacni problémy.

2.1 Ekosystém Javy
JSwarm-PSO

Tato knihovna * je navrzena pouze pro praci s redlnymi éisly. Z uzivatelského hlediska po-
skytuje velmi limitované moznosti konfigurace. Lze nastavit zdkladni parametry algoritmu
a definovat vlastni optimaliza¢ni problém. Knihovna nabiz{ podporu pro N dimenzionélni
problémy. K dispozici je také zakladni zobrazeni statistik, které ovSsem nefunguje bez pred-
chozi konfigurace a neni integrovino napfi¢ celym algoritmem. Bez dalsiho rozsiteni tedy
neni mozné logy béhi algoritmu jednoduse statisticky zpracovavat a vyhodnocovat. Souc¢asti
knihovny je i jednoduché grafické uzivatelské rozhrani, které nabizi moznost vizualizace ¢as-
tic v prohledavaném prostoru v pribéhu algoritmu. Dokumentace ke knihovné je pomérné
strucna a popisuje pouze zdkladni priklad uziti a vyznam jednotlivych konfigurovatelnych
parametru.

7 pohledu architektonického navrhu je hierarchie tiid velice dobfe navrzena a predsta-
vuje kvalitni zéaklad pripraveny na rozsiteni. Stejné jako pro uzivatelskou ¢ast vSak chybi do-
kumentace a implementace variaci algoritmu je tedy problematicka. Posledni verze knihovny
byla vydana v roce 2009 a od té doby uz dalsi vyvoj neprobiha. Implementac¢nim jazykem
je Java.

MOEA Framework

MOEA Framework ° je komplexn{ knihovna umoziiujici experimenty s algoritmy multikri-
teridlni optimalizace. Krom PSO nabizi celou fadu dalsich evoluc¢nich algoritmi. Soucasti

"https://www.java.com/en/
https:/ /kotlinlang.org/

Shttps:/ /www.scala-lang.org/
“http://jswarm-pso.sourceforge.net/
®http://moeaframework.org/
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knihovny je grafické uzivatelské rozhrani, které slouzi pro vybér a konfiguraci algoritmu a
pro vizualizaci vysledkt. Vzhledem k Sirokému zaméfeni knihovny zahrnuje pouze dvé va-
riace PSO. M4 vsak kvalitni dokumentaci a dobfe navrzené aplika¢ni rozhrani a umoznuje
tedy snadnou implementaci dalsich algoritmu. Implementa¢nim jazykem je Java.

2.2 Python

Pyswarm

Pyswarm ° je jednoduch4 knihovna, uréena pro optimalizaci N dimenzionélnich problémi ve
stavovém prostoru s realnymi ¢isly. Jeji hlavni vyhodou je jednoduchost pouziti. Knihovna
nabizi pouze zakladni verzi algoritmu a spusténi experimentu tedy vyzaduje minimalni kon-
figuraci. Uzivatel vSak nemd moznost ménit chovani algoritmu vice nez pomoci zédkladnich
parametrli, z ¢ehoz vyplyva, ze hlavni vyuziti bude jako demonstracni néastroj. K tomuto
ucelu by bylo vhodné vyuziti grafického uzivatelského rozhrani, které knihovna postrada.
Pyswarm nenabizi moznost logovani statistik ani zhodnoceni vysledkti béht algoritmu.

Zajimavou funkci je moznost paralelizace vyhodnoceni optimalizované funkce a urych-
leni vypoctu. Knihovna neni uréena pro rozsifeni a implementace novych funkci a variaci
algoritmu by znamenala vyrazné zasahy do soucasného kodu. Implementac¢nim jazykem je
Python.

Pyswarms

Knihovna Pyswarms  je sada néstrojii vytvorend pro snadné experimentovani s riiznymi va-
riantami PSO. Umoznuje uzivateli Sirokou skalu konfigura¢nich moznosti a mnozstvi variaci
algoritmu. Jako jedna z méla nabizi i moznost optimalizace diskrétnich problémi, konkrétné
pomoci implementace bindrniho PSO. Knihovna zahrnuje nastroj na statistické zpracovani
vysledkt experimentid, dokaze z béhu algoritmu vygenerovat grafy a vizualizovat pribéh
optimalizace. Dal$im z nastrojui je optimalizator hyper parametrti, ktery dokaze pomoci
zvolené strategie vybrat pro konkrétni optimaliza¢ni problém vhodné parametry algoritmu.
Pyswarms ma kvalitné navrzené aplikac¢ni rozhrani, které umoznuje snadno piidavat a upra-
vovat Casti algoritmu. Diky obsahlé dokumentaci, ktera ukazuje nékolik prikladd vyuziti a
navod na rozsiteni knihovny o vlastni implementaci, a vyse zminénym funkcim je knihovna
Pyswarms vhodnym nastrojem pro vyzkum a experimentovani s PSO. Implementacnim
jazykem je Python.

2.3 C/C++

V jazycich C a C++ existuje celd fada nastroju, které implementuji algoritmus PSO. Vét-
Sina z téchto programt neni navrzena jako knihovna ale spis$ jako demonstracni aplikace a
soustTedi se na nékolik malo variaci algoritmu. Jednou ze zajimavych je napiiklad knihovna
pso napsand v jazyce C ° fungujici jako modul, ktery miize byt pouzity pro optimalizaci spo-
jitych funkei. Tato knihovna v8ak neposkytuje rozhrani pro organizované logovani statistik
a jejich vyhodnoceni. Dalsi podobnou knihovnou je PSOLib ?, napsané v jazyce Objective-

Shttps:/ /pythonhosted.org/pyswarm/
"https:/ /pyswarms.readthedocs.io/en/latest/
Shttps://github.com /kkentzo,/pso
“https://github.com /IvanRublev/PSOLib
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C, zamérena na platformy iOS a OSX. Stejné jako pfedchozi knihovny nenabizi néstroj na
vyhodnoceni statistik. Jeji prednosti je dobie navrzené aplika¢ni rozhrani a snadnd moznost
rozsifeni.



Kapitola 3
Optimalizace pomoci hejna castic

Optimalizace pomoci hejna c¢astic je algoritmus kopirujici chovani skupin, které nemaji
zadného vudce. Tato spolecenstva nemaji zadné celistvé povédomi o prostiedi, ve kterém
se nachdazi. Veskeré informace ziskavaji pouze z pozorovani omezené ¢asti svého okoli a
z interakce s ostatnimi jedinci ve spole¢enstvu. Diky tomu jsou pak schopna hromadné se
pohybovat a dosahovat spoleénych cili - nejc¢astéji lov, presun a hledani potravy.

PSO vyuziva téchto konceptu k nalezeni globalniho extrému (pripadné vice riznych, stejné
dobrych feseni) optimalizované funkce. Motivaci k vyuziti PSO je pfilisnd ¢asovd naroc-
nost jinych algoritmu, které jsou tudiz na slozité problémy nepouzitelné. Puvodni forma
algoritmu publikovana v roce 1995 [12] je popsana v nasledujici kapitole.

3.1 Zakladni model PSO

Model se sklada z hejna ¢astic, které nazyvame populaci. Kazda ¢astice v rdmci populace
reprezentuje potencidlni reseni pomoci svych N soufadnic v N-dimenzionalnim prostoru.
Céstice se pohybuji v prostoru na zikladé informace o své piedchozi nejlepsi pozici a in-
formace o pozici aktualné nejlepsi ¢astice ze svého okoli. Velikost okoli, z kterého ziskavaji
informace muze zahrnovat celou populaci, nebo pouze jeji ¢ast, potom mluvime o tzv. gbest
PSO a lbest PSO (globélni a lokalni PSO). Kvalita aktudlni pozice se hodnoti{ pomoci fit-
ness funkce, jejimz vstupem je vektor soutadnic ¢astice a vystupem realné ¢islo - hodnota
optimalizované funkce v daném bodé. Oznacime-li & jako pozici ¢astice, ¥ jako jeji rych-
lost a t jako cas, ktery reprezentuje jednotlivé iterace algoritmu (jedna se tedy o diskrétni
veli¢inu), potom pro kazdou iteraci plati nésledujici:

zi(t+1)=zi(t) +vi(t+1) pro i€1l.N (3.1)

Rychlost ¢astice ¥ je, stejné jako jeji pozice, reprezentovana pomoci N-dimenzionalniho
vektoru a je aktualizovana kazdou iteraci dle rovnice 3.2.

vi(t4+1) = vi(t)-w+ry-ci-(gbest;(t) —x;(t)) +ra-ca- (pbesti(t) —x;(t)) pro i€ 1.N (3.2)

Vektor gbest obsahuje souradnice nejlepsi ¢astice v okoli, pbest predstavuje dosud nej-
lepsi pozici dané ¢astice, koeficienty r1 a ro jsou nahodné éisla z rovnomérného rozlozeni
(0, 1), generovana pro kazdou soufadnici ¢astice zv1ast, kterd do algoritmu ptinasi stochasti-
citu a zarucuji jeho nedeterministicky prubéh. Koeficienty ¢ a co jsou uzivatelem nastavené
parametry urcené k ovladani kognitivniho a socidlniho komponentu algoritmu, tedy zda ¢as-
tice budou mit tendenci smérovat spis k vlastni doposud nejlepsi pozici, nebo spis k nejlepsi



pozici v ramci celého hejna. Vektor rychlosti z predchoziho kroku iterace, ktery se k hodnoté
v aktudlnim kroku pfi¢ita, nasobime konstantou w, jejiz hodnota je zpravidla mensi nez 1.
Tim docilime efektu setrvac¢nosti. Novy vektor rychlosti ¢astice je tedy slozen ze 3 vektoru
- vektor sméfujici smérem ke globalné nejlepsi ¢astici, vektor smérujici k nejlepsi predchozi
pozici dané ¢astice a vektor zachovavajici smér ¢astice v predchozi iteraci. Ilustrace zmény
pozice Castice je zobrazena na obrazku 3.1.

Obrézek 3.1: Vypocet vektoru rychlosti a aktualizace pozice ¢astice [14] (Znazornéno jako
priklad optimalizace ve dvourozmérném stavovém prostoru.)

3.2 Pruabéh algoritmu

Zakladni verze algoritmu [12] se ¥idi timto postupem.

1. Inicializace uzivatelem nastavenych parametri w, c¢1, co, maximélniho poctu iteraci,
velikosti populace a volba optimalizované funkce.

2. Inicializace populace a nastaveni ndhodnych vektort pozic a rychlosti pro kazdou
Castici.

3. Pro kazdou ¢éastici v populaci: Vypocitej hodnotu fitness funkce. Pokud je lepsi nez
hodnota v pbest, aktualizuj souradnice pbest na aktualni pozici. Pokud je fitness lepsi
nez hodnota v gbest, nastav soufadnice gbest na aktualni pozici této Castice.

4. Pokud je splnéna ukoncovaci podminka (podrobné popsana v kapitole 3.5), ukoncéi
simulaci. Jinak pokracuj.

5. Pro kazdou ¢astici v populaci: Vypocitej novou rychlost podle vztahu 3.2. Aktualizuj
pozici ¢astice podle vztahu 3.1

6. Pokud ¢islo aktualni iterace je mensi nez maximaln{ pocet iteraci, vrat se na krok 3.
Jinak ukonc¢i simulaci.

Nésledujici sekce popisuji aspekty, které byly zkoumény a prokazaly vliv na chovani algo-
ritmu.



3.3 Inicializace populace

Na zacatku béhu algoritmu je tfeba vytvorit hejno c¢astic a kazdé castici prifadit néja-
kou pozici a rychlost. Rychlost se zpravidla generuje ndhodné (s omezenimi popsanymi
nize v sekci 3.4) nebo se nastavi na 0 - pro kazdou ¢éstici dojde prvné k vypoctu nové
rychlosti podle rovnice 3.2 a teprve poté k aktualizace pozice podle rovnice 3.1, takze ne-
hrozi, Ze by astice ztistaly na misté. Zadny z téchto piistupt nenabizi znatelnou vyhodu.
Experimenty prokazaly [4], ze nékteré pokrocilé strategie generovani pocateéni rychlosti
v kombinaci s konkrétni topologii hejna dosahuji na testovacich funkcich lepsich vysledku
nez tradic¢ni pristup ndhodného generovani. Volba pocatecnich pozic ¢astic hraje vyrazneé
vétsi roli v kvalité algoritmu nez vybér pocatecnich rychlosti. Hlavnim cilem pii tvorbé
heuristiky pro volbu poc¢atecnich pozic je co nejrovnomérnéji pokryt prohledavany stavovy
prostor. Ackoliv generovani ndhodnych pozic poskytuje relativné kvalitni pokryti, pomoci
nékterych metod [4][18] 1ze dosdhnout startovni konfigurace, kterd zejména v problémech
s velkym poctem dimenzi pred¢i ndhodnou startovni konfiguraci. Zminéné metody na dru-
hou stranu také prinasi zvysenou vypocetni naro¢nost pri generovani populace.

3.4 Omezeni rychlosti

Rychlost ¢éstice se v kazdé iteraci algoritmu standardné vypocita podle rovnice 3.2. Kromé
pozice Castice, nejlepsi pozice Castice a pozice nejlepsi ¢astice v populaci na ni maji vliv i
konfigurovatelné parametry cq, co a w. Pomoci téchto parametri lze tedy regulovat rychlost
do pozadovanych mezi, ale ne vzdy je to dostacujici. Napriklad muze nastat situace, kdy
castice ma prilis vysokou rychlost, ziskanou kviili jeji vysoké vzdélenosti od gbest, a gbest
"preleti", tim padem se ocitne opét ve velké vzdélenosti. Tato interakce sice prispiva k pro-
zkoumavani vétsi ¢asti stavového prostoru, ale pokud se v ni ocitne znac¢né ¢ast populace,
hrozi, ze se vSechny Castice budou pohybovat vysokou rychlosti a ke konvergenci a nalezeni
optima nikdy nedojde. Abychom vyrovnali pomér prizkumu novych oblasti a detailniho
prohledavani okoli jiz nalezenych dobrych feSeni (exploration/exploitation), Casto za-
vadime omezeni na maximalni rychlost ¢astice, které muze dosdhnout. Vhodna hranice je
predmétem k diskuzi a v jednotlivych implementacich se lisi. Oznac¢ime-li maximalni rych-
lost jako vz, rychlost v (zde v a vyq, reprezentuji velikost rychlosti jako skalarni veli¢inu,
ne vektor rychlosti) potom upravime podle vztahu:

UV = Umax Pro v 2 Umaz
V = —Umaz Pro v < —Umaz (3.3)
v = jinak

3.5 Ukoncovaci podminky

Dilezitou soucasti algoritmu je volba vhodné ukoncovaci podminky. Pfi jejim Spatném
nastaveni muze dojit k zbytetnym iteracim algoritmu a vyhodnocovani fitness funkce a
nebo naopak k predcasnému ukonceni simulace, coz muze zpusobit zvySenou vypocetni
naroc¢nost nebo ziskani nepresného reseni. Ve vétsiné implementaci algoritmu byla pouzita
jedna z nasledujicich ukonc¢ovacich podminek.

e Ukonceni na zakladé poctu provedenych iteraci
Tato podminka se vétSinou pouziva jako doplnék k néjaké dalsi ukoncovaci podmince.



Hlavni motivaci pro jeji zavedeni je ukonc¢eni béhu algoritmu v piipadech, kdy se po-
pulaci nezdaii v rozumném poctu iteraci naplnit hlavni ukoncovaci podminku, napft.
konvergovat k néjakému bodu nebo najit dostatecné dobré feseni. Nastavenim maxi-
malniho poctu iteraci tak zabranime teoreticky nekoneénému cyklu. Dalsi pouziti je
v pripadech, kdy chceme béh algoritmu ¢asové limitovat a zajima nas nejlepsi nalezené
feSeni v omezeném casovém useku.

e Ukonceni, pokud se populace prestane dostatecné zlepsovat
Tato podminka miize byt implementovana nékolika zptisoby. Pokud algoritmus nema
néjakou mechaniku, kterou by podporoval pohyb Castic a prozkoumavani prostoru i
po nalezeni lokalniho optima, celd populace ve vétsiné pripadi konverguje k néja-
kému reSeni kdy vSechny castice jsou témér ve stejném bodé a uz neexistuje Sance,
ze bude nalezeno vyrazné lepsi feseni. Tento stav muzeme detekovat napriklad meére-
nim prumeérné vzdalenosti mezi ¢asticemi, méfenim priameérné rychlosti populace nebo
méfenim vzdalenost! mezi pozicemi ¢astice v jednotlivych iteracich. Dalsi moznosti je
uchovavani si informace o kvalité globalné nejlepsiho feseni v jednotlivych iteracich
a pokud se tato hodnota po urcitou dobu nezméni, lze béh algoritmu ukoncit. Tato
metoda vsak nezarucuje, ze doslo ke konvergenci populace. Pokud je parametr urcujici
pocet iteraci, jaky musi probéhnout bez zlepseni, vhodné zvolen, 1ze ji detekovat béhy
algoritmu, které budou pravdépodobné netispésné a vcas je ukoncit.

e Ukonceni pri nalezeni dostate¢né dobrého reseni
U nékterych specifickych problémi fesenych pomoci PSO muzeme predem znat hod-
notu optima (napf. problém barveni grafi, vice v kapitole 3.8.1), pfipadné hranici
hodnoty fitness funkce, kterou musime dosahnout. V takovém ptipadé je pak vhodné
simulaci ukon¢it hned, jakmile je nalezeno feseni vyhovujici témto pozadavkim.

3.6 Stavovy prostor

PSO lze aplikovat na problémy s ohrani¢enym i neohrani¢enym [23] [22] stavovym pro-
storem. PTi optimalizaci v neohrani¢eném stavovém prostoru neni potfeba zavadét zadné
specialni podminky. Pokud vsak méme nastaveny hranice, za kterymi se nesmi nachézet na-
lezené feseni, je potieba definovat chovani ¢astic tak, aby tato podminka nebyla porusena.
K tomu se pouziva nékolik metod podrobné popsanych v literature [5].

e Odmitnuti ¢astic mimo prostor
Nejjednodusim fesenim je vyrazeni ¢astic, které se dostanou mimo stavovy prostor,
z populace a jejich nahrazeni ndhodné generovanymi jedinci. Tato strategie je vhodna,
zejména pokud se prohledavany stavovy prostor skldda z vice vzajemné nepropojenych
usekt, protoze dovoli ¢asticim opustit oblast, v které se optimum pravdépodobné
nenachazi (jinak by se ¢astice nedostala za hranici této oblasti, naopak by v ni ztstala)
a nova Castice muze prozkoumavat jinou oblast.

e Odmitnuti pozic mimo prostor jako gbest a pbest
Pokud se néjaka z ¢astic dostane mimo stavovy prostor, jeji pamét pro svou vlastni
nejlepsi pozici se neméni a zistane nastavena na pozici, kterd se nachazi v povoleném
prostoru. Céstice také nemtize byt oznacena jako nejlepsi v rdmci populace. Pozice
gbest a pbest vyrazné ovliviiuji smér, kterym se castice bude pohybovat, a tato
strategie garantuje, ze se dané pozice nachazi v povoleném stavovém prostoru. Tim



zarucuje, ze pokud se nékterd ¢astice pri prohledavani dostane mimo stavovy prostor,
bude postupné nasmérovana zpét mezi zvolené hranice. Castice mimo stavovy prostor
také nemtize ovlivnit ostatni ¢astice, protoze nemuze byt oznacena jako gbest.

e Neumoznit Casticim prekrodit hranice

Pri zméné pozice kazdé ¢astice lze urdit, zda se cilova pozice nachazi mimo stavovy
prostor. V takovém pripadé pak muzeme vektor rychlosti ¢astice upravit nékolika zpt-
soby, které zarudi, ze c¢astice skonéi ve stavovém prostoru. Hranici si muzeme pted-
stavit jako sténu, jak lze vidét na obrazku 3.2. Nejprostsim zpisobem je vynulovani
rychlosti ¢astice ve sméru, ve kterém narazi na sténu stavového prostoru. Vysled-
kem bude pohyb rovnobézny se sténou. Dalsi moznosti je simulovat odraz castice
od pomyslné stény stavového prostoru. Odraz muze byt deterministicky, pii kterém
se Castice odrazi s presné stejnou velikosti vektoru rychlosti ale do opacného sméru
v dané dimenzi a nebo muze byt jeji nova rychlost generovana nahodné.

e Penalizace ¢astic mimo stavovy prostor
Pokud c¢astice prohledévaji vice navzajem nepropojenych regionti, je zadouci, aby mezi
nimi mohly cestovat. Zaroven vsSak chceme ¢astic odradit od setrvavani v prostoru,
o kterém vime, Ze se v ném feSeni nenachézi. Jednou z moznosti je zavedeni penaliza¢ni
funkce, ktera je aplikovana na dané ¢astice a snizuje hodnotu jejich fitness, pokud se
nachézi mimo limity prohledavaného prostoru.

(a) Absorbing Walls (b) Reflecting Walls (¢) Invisible Walls
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Obrazek 3.2: Priklad mozného chovani ¢astice na hranicich prohledavaného stavového pro-
storu podle [20] pfi optimalizaci dvou parametru. (a) Sténa absorbuje rychlost v dané di-
menzi. (b) Céstice se odrazi zpatky do stavového prostoru. (c) Céstice cestuje mimo stavovy
prostor ale neni dédle zahrnovana jakou souc¢ast populace, dokud se nevrati.

3.7 Dalsi rozsireni technik PSO

Kromé vyse zminénych moznosti, jak modifikovat algoritmus PSO, existuji i dalsi znamé
varianty, které upravuji PSO. Tyto varianty jsou pokrocilé, protoze méni princip algoritmu
do vétsi miry a zavadi do néj nové koncepty.
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Struktura populace

Jako strukturu populace oznacujeme skupiny ¢astic, které mezi sebou komunikuji a navza-
jem se ovlivnuji. Protoze interakce a adaptace ¢astic je hlavni myslenkou algoritmu, zvolena
struktura ma vyrazny vliv na prubéh algoritmu a jeho schopnost konvergovat k dobrému
feSeni. Puvodni a nejjednodussi myslenkou PSO byla jednolita struktura vsech ¢astic, na-
zyvand jako gbest PSO0 nebo star (hvézda). V tomto usporddéni komunikuje kazd4 ¢astice
s kazdou a populace hledd optimum jako jedno hejno. Hlavni vyhodou této struktury je
rychld konvergence ¢astice k jednomu feseni - vSechny jsou ovliviiovany stejnou gbest ¢éas-
tici. Rychla konvergence mé vsak za nasledek nedostatecné prozkoumani stavového prostoru
a Casté uvéznéni ¢astic v lokdlnim optimu. Rozdilnym pristupem je 1best PS0. Rozdéle-
nim populace do mensich skupin zachovame myslenku vzajemné komunikace a uceni se od
ostatnich a zaroven docilime dikladnéjsiho prohledavani stavového prostoru. Jednou z mys-
lenek je rozdéleni populace do nékolika nezavislych hejn. Céstice mezi sebou komunikuji
v ramci hejna a jednotliva hejna si prenasi informace mezi sebou. Tento pristup byl ispésné
aplikovdn na fadu standardnich testovacich optimaliza¢nich problému [24]. Vyhodou néko-
lika hejn je moznost najit vice nezavislych reseni a proto jsou jejich hlavni aplikaci prave
problémy, pti kterych potfebujeme ziskat vice nez jedno feseni. Dalsi moznosti je zave-
denf logicky tvofené socidlni struktury. Céstice komunikuje pouze s ¢asti populace, ktera
je zvolena na zakladé predem definovanych pravidel. Studie téchto tzv. topologii prokazala
vyrazny dopad na vykon algoritmu [11].

Predator a korist

Modifikace predator a kofist [1] rozdéli ¢astice do dvou skupin. Prvni skupina, oznacend jako
kotist, stejné jako v pivodni verzi prozkoumava stavovy prostor, avSak navic je odpuzovana
od predatori. Druha skupina, predatori, je pritahoviana k nejlepsim jedinctiim ve skupiné
kotisti. Tyto nové sily maji za nasledek zavedeni nové dynamiky. Hejno kofisti, konvergujici
kolem nejlepsi ¢astice v hejnu, je rozptyleno prichodem predétora a je nuceno prozkouméavat
dalsi ¢asti stavového prostoru.

3.8 Diskrétni PSO

Algoritmus PSO byl ptvodné navrzen pro praci s redlnymi ¢isly. Motivaci k vytvoreni
diskrétniho PSO byla fada optimaliza¢nich problému, definovanych v diskrétnim stavo-
vém prostoru, jako naptiklad problém barveni grafii, problém obchodniho cestujiciho nebo
problém n dam. Pomoci nékolika zmén ve zpusobu reprezentace pozice a rychlosti ¢astic,
definici operatoru v zakladnich rovnicich PSO a dalsich tprav mtzeme dosahnout adaptace
puvodniho PSO na zminéné problémy. Konkrétnich zptisobii implementace diskrétniho PSO
existuje cela fada, protoze kazdy ze zminovanych diskrétnich problémt muze vyzadovat ji-
nou reprezentaci pozice ¢astic a speciidlné upravené rovnice pro zménu pozice. Specialni verzi
diskrétniho PSO je bindrni PSO [13], pfi¢emz tato varianta byla vyvinuta pro optimalizaci
v bindrnim stavovém prostoru.

Problém barveni grafti

Jako graf oznacujeme v teorii grafii objekt, ktery reprezentujeme pomoci mnoziny vrcholt
a mnoziny hran spojujicich nékteré z vrchold. Pro problém barveni grafii se budeme za-
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Obrazek 3.3: Skupina dvou predétori pusobi na skupinu kofisti. [1].

byvat pouze obyc¢ejnym neorientovanym grafem s koneé¢nou mmnozinou vrchold. Presnéjsi
matematickou definici je: [8]

Graf G je usporddana dvojice (V, E), kde V je néjaka neprdzdnd mnozina a E
je mnozina dvoubodovych podmnozin mnoziny V. Prvky mnoziny V se jmenuji
vrcholy grafu G a prvky mnoziny E hrany grafu G.

Grafem muzeme reprezentovat napriklad mésta a cesty mezi jednotlivymi mésty nebo
skupinu lid{ a jejich vzajemné vazby (ktefi se navzajem znaji). Problém barveni grafu se
zabyva prirazenim barvy kazdém z vrcholu tak, ze zddné dva vrcholy spojené alespon jed-
nou hranou nemaji stejnou barvu. Cilem je pritom graf vybarvit za pouziti co nejmensiho
poctu barev. Jako barevnost grafu (nebo také chromatické &islo) oznacujeme nejmensi
prirozené ¢islo x(G), pro které existuje obarveni grafu G pomoci x(G) barev. Obarvenim
grafu G pomoci k barev myslime libovolné zobrazeni [6]:

c:V (G)—1{1,2,...,k}

takové, ze kazdé dva vrcholy spojené hranou dostanou ruzné barvy, tj c(u) #
c¢(v) pro vsechny u,v € E(G).

Problém barveni grafu se fadi do N P-tiplnych problémi [17]. Jednd se o t¥idu problémn,
pro které lze v polynomidlnim Gase ovérit spravnost feseni ale (zatim) nelze v polynomidl-
nim c¢ase spravné feseni nalézt. Jednou z moznosti, jak tyto problémy fesit, jsou evolucni
algoritmy. Prestoze evolu¢ni algoritmy nezarucuji nalezeni feSeni i pokud existuje, protoze
jsou nedeterministické, stale jsou vyrazné lepsi moznosti nez napiiklad prohledavani hrubou
silou. Timto pristupem bychom pro graf o n vrcholech za pouziti k barev museli provést
(v nejhorsim pripadé) k™ prifazeni barev a kontrol, zda se jedna o spréavné obarveni. Dal-
$im zajimavym pristupem je hladové barveni (greedy coloring). Pomoci tohoto algoritmu
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lze najit reseni pro kazdy graf, ne vzdy je vSak feseni rozumné kvalitni. Hladové barveni
prochézi postupné vsechny vrcholy grafu a kazdému prifadi nejmensi moznou barvu (barvy
jsou Casto reprezentovany jako celd ¢isla), které neporusuje podminky obarveni grafu. Po-
fadi vrcholi, které si zvolime, tedy vyrazné ovlivni chromatické ¢islo grafu, které algoritmus
vypocita. Tato situace je ilustrovana obrazkem 3.4. Hladové barveni je vypocetné nenarocné
a dalo by se pouzit napiiklad jako soucdst nékteré metody inicializace populace (metody
inicializace popsany v kapitole 3.3).

Obrazek 3.4: Ukazka dvou ruznych obarveni stejného grafu pfi zméné poradi vrchola za
pouziti hladového barveni. V prvnim pripadé jsme ziskali chromatické ¢islo x = 2, v druhém
x = 4. Priklad prevzat z [7].

3.8.1 PSO pro barveni grafi

Jedna z moznych modifikaci klasického PSO na diskrétni byla navrzena pro problém barveni
grafi. Konkrétni implementacni detaily, zptisob reprezentace grafu, ¢astic a iprava rovnic
pro aktualizaci pozice ¢astic, vychazejici z literatury [10] [9], jsou popsdny v nasledujici
kapitole.

Graf

Z mnoha zpusobu, jakymi se di graf reprezentovat, pro PSO postaci nejjednodussi repre-
zentace. Graf miiZzeme zapsat jako seznam vSech hran. Jeden zdznam v seznamu predstavuje
jednu hranu a obsahuje informace o dvou vrcholech - z kterého hrana vychéazi a v kterém
kondéi (jedné se o obycejny neorientovany graf, takze na potradi vrcholu v zépisu nezélezi).
Jednotlivé vrcholy jsou reprezentovany celymi ¢isly, po¢inaje od jednicky, jde pouze o prosté
¢islovani, aby slo na vrcholy néjak odkazovat.

Graf na obrazku 3.5 tedy zapiSeme jako:

e hrana 1 2
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hrana 1 5

hrana 2 3

hrana 2 4

hrana 2 5

hrana 3 4
e hrana 4 5

Tento zplsob zapisu ndm umozni mimo jiné snadno kontrolovat, zda je graf spravné
obarveny. Stac¢i iterovat pres dany seznam hran, a pro kazdou ovérit, zda oba jeji vrcholy
maji rozdilnou barvu.

Obrazek 3.5: Ukazka jednoduchého grafu. Priklad prevzat z [2].

Stavovy prostor

Stavovy prostor predstavuje vSechny mozné pozice, na kterych se mohou jednotlivé ¢éstice
v prubéhu béhu algoritmu vyskytovat. Snazime-li se obarvit graf z obrazku 3.5 pomoci tii
barev, stavovy prostor ¢itéd 3° tedy 243 moznych stavii. Jedn se tedy o koneénou mnozinu,
na rozdil od ptivodniho PSO s redlnymi hodnotami. Obecné lze tedy pocet kombinaci vy-
jadrit jako k™ kde k je pocet barev a n je pocet vrcholi grafu. Reprezentaci jednotlivych
Castic ve stavovém prostoru se vénuje nasledujici kapitola.

Pozice castic
Pozici ¢astice zapisujeme jako vektor celych nezapornych ¢isel. Vektor ma vzdy délku prave

n, kde n je poc¢et vrcholi grafu. Cisla, kterd se mohou vyskytovat, za¢inaji od 0 a ma-
ximalné mohou nabyvat hodnoty k& — 1, kde k je chromatické ¢islo, kterého se snazime
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barvenim dosdhnout. Tato ¢isla reprezentuji jednotlivé barvy a poradi ¢isel souhlasi s po-
fadim ocislovanych vrchola grafu, takze takto zapsand pozice urcuje konkrétni obarveni
grafu (ve skutecnosti se nejednd o jediné konkrétni obarveni, pro pozici vyuzivajici k barev
existuje k! raznych permutaci z téhoz zapisu, jde vSak pouze o zménu poradi barev a to je
z hlediska barveni grafu irelevantni).

Na obrazku 3.6 lze vidét graf s n = 6 a k = 3. Céstici piedstavujici zobrazené obarveni
bychom zapsali naptiklad jako (0,1,2,0,2,1).

Rychlosti castic

Rychlost ¢astic je, podobné jako jejich pozice, zapisovana pomoci vektoru celych éisel délky
pravé n, avsak muze nabyvat i zdpornych hodnot. Pfipomenme, Ze rychlost urcuje, o jakou
vzdalenost (a kterym smérem) se v dané dimenzi ¢dstice v aktudlnim kroku algoritmu
posune. Protoze se pohybujeme v diskrétnich ¢islech, je potfeba rovnici vypocétu rychlosti
upravit tak, aby jejim vysledkem byla diskrétni hodnota. Uprava rovnice je popsdna niZe.

Hodnoceni ¢astic

Céstice hodnotime pomoci fitness funkce. Hodnocenim mtizeme uréit kvalitu feseni, ktera
aktudlni pozice reprezentuje. Ve vétsiné problémil, na které lze PSO aplikovat, predem
nezname optimum, vime pouze, Ze se snazime dosdhnout co nejnizsiho (pfipadné co nejvys-
stho, zalezi, jak si zvolime fitness funkci) ohodnoceni. Pro barveni grafu definujeme vypocet
fitness funkce tak, ze hodnota 0 znaci globalni optimum, tedy korektné obarveny graf. Tento
zpusob predstavuje velkou vyhodu zvlast pro volbu koncové podminky, jak je popsano v ka-
pitole 3.5. Oznacime-li celkovy pocet hran, které maji oba vrcholy obarvené stejnou barvou
jako con fictEdges a celkovy pocet vrcholu, které nalezi alespon k jedné hrané, kterd ma
oba vrcholy obarvené stejnou barvou jako con flictV ertices, ohodnoceni ¢astice vypocitame
podle rovnice 3.4 [10].

f =a x conflictVertices + confict Edges (3.4)

Konstanta a je pozitivni koeficient, zpravidla nastaveny na hodnotu vétsi nez 1. U grafu
s vysokou hustotou hran (vysokém poméru hrany/vrcholy) ¢asto dojde k tomu, ze pocet
vrcholi s konfliktem je také vyrazné vétsi nez pocet hran s konfliktem a nemé tim padem no
hodnotu fitness funkce velky vliv. Vynasobenim konstantou a dosahneme vétsi rovnovahy
a rovnomeérného vlivu obou faktori.

Upravené operace algoritmu

Jak jiz bylo Teceno, pro aplikaci PSO na barveni grafi musime upravit nékteré rovnice
algoritmu a upfresnit nékteré operace. Rovnice vypoc¢tu rychlosti 3.2 musi produkovat vek-
tor celych cisel, proto pouzijeme celociselné zaokrouhleni. Vyslednd rovnice potom bude
vypadat takto:

vi(t+1) = INT(v;(t) - w)+INT(rl-cl-(gbest;(t) —x;(t))) +INT(r2-c2-(pbest;(t) —z;(t)))
(3.5)

pro 1€ 1.N
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Alternativni moznosti implementace vypoctu rychlosti je strategie zalozenad na prav-
dépodobnosti. Vektory generované generované standardni rovnici pro vypocet rychlosti se
stanou vektory pravdépodobnosti, kterd urcuje zda ¢astice v dané dimenzi zméni pozici.

Rovnice 3.1 popisujici aktualizaci pozic Castic pak muze zustat stejna. Jakou vstup
dostane vzdy celd ¢isla a provadi pouze sc¢itani, vystupem budou tedy vzdy také celd ¢isla.
Scitani a odcitani rychlosti a pozic dodrzuje pravidla prace s vektory, stejné jako nasobeni
rychlosti konstantou.

Obrazek 3.6: Graf o 6 vrcholech barveny pomoci 3 barev. Pfevzato z [10].
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Kapitola 4

Navrh knihovny kipso

Tato a nasledujici kapitola popisuji jadro prace — navrh a implementaci knihovny kipso.
Soucasti této kapitoly je popis pozadavku na navrhovanou knihovnu. Pozadavky vychazi
z potreb cilové uzivatelské skupiny a z nedostatkid odhalenych pri reSersi soucasnych na-
stroji popsanych v kapitole 2. Na zakladé jejich analyzy je pak prezentovan navrh dekom-
pozice knihovny.

4.1 Specifikace pozadavki

Hlavni cilové uzivatelské skupiny pro vytvarenou aplikaci jsou studenti a vyzkumnici v ob-
lasti PSO algoritmii. Knihovna by méla slouzit primarné jako nastroj pro experimentovani
s PSO. Pro pouziti za timto tcelem musi poskytovat predevsim nasledujici funkénost.

e Testovani aplikace algoritmu na libovolné optimalizac¢ni tlohy.
e Implementace vlastnich optimalizacnich tloh.
e Moznost konfigurace algoritmu.

e Moznost implementace vlastnich variaci algoritmu a uziti libovolnych kombinaci téchto
variaci.

e Shér statistik z experimentii.

e Moznost vyhodnoceni statistik a jejich interpretace a srovnani vykonosti jednotlivych
variaci algoritmu.

e Srozumitelné a kvalitné zdokumentované aplikac¢ni rozhrani.

4.2 Moduly

Navrh rozdéleni do moduli byl zaméfen na pouzitelnost a rozsiritelnost. Implementace
algoritmu PSO musi byt logicky oddélend od dalsich ¢asti knihovny, které poskytuji po-
mocné funkce. Diky tomuto rozcélenéni dosdhneme nizké proviazanosti mezi jadrem a zbyt-
kem knihovny. To je zadouci, protoze umoznuje upravy vnitini logiky jednotlivych ¢asti
bez nutnosti zasahu do implementace ostatnich komponent. Dalsi vyhodou této struktury
je moznost testovat jednotlivé ¢asti oddélené. Ve zbytku této sekce je popsdan navrh roz-
déleni do modult, zndzornény na obrazku 4.1, a vysvétlen vyznam a zavislosti kazdého
z modula.
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core

Cilem bylo vytvorit tstfedni modul implementujici algoritmus PSO, ktery je do nejvétsi
mozné miry izolovany od zbytku knihovny. Tento modul zapouzdiuje veskerou funkcio-
nalitu algoritmu. Balicek core se skldda z jedné hlavni komponenty, kterda je abstrakci
algoritmu PSO, a ostatnich komponent, které reprezentuji jednotlivé logické celky v ramci
algoritmu. Ustfedni komponenta je potom tvofena kompozici ostatnich komponent. Tento
vztah rozdéli algoritmus do ¢éasti, které mohou byt nezavisle na sobé nahrazovany riznymi
implementacemi. Detaily implementace modulu jsou popsany v kapitole 5.3.

task

Tento balicek obsahuje konkrétni optimalizacni tilohy. Ty jsou ¢lenény do dvou podiazenych
balicku discrete a real podle charakteru dané tlohy. Jeho jedinou z&avislosti je bali¢ek

gcp.

gcp

Balicek gcp je jednoduchd nezavisla jednotka, kterd poskytuje potfebné nastroje k praci
s grafy. Je vyuzivan balickem task, ktery s jeho pomoci formuje problém barveni grafa
jako optimalizacni tlohu. Nahrazenim tohoto modulu implementaci specifickou pro jiny
optimaliza¢ni problém lze snadno vytvorit prostfedky pro feseni daného problému.

random

Bali¢ek random poskytuje funkcionalitu pro generovani nahodnych ¢isel. Tato komponenta
je vyuzita pro kompozici algoritmu PSO — kazdy vytvoreny algoritmus ma vlastni generator
nahodnych ¢isel. Provedené experimenty jsou potom snadno reprodukovatelné. Komponenta
neni souc¢asti balicku core, protoze se nejedna o konfigurovatelny prvek, ktery by byl pfimou
soucasti algoritmu PSO, ale spis o nastroj, ktery je modulem core vyuzivan.

helper

Pro usnadnéni prace s knihovnou existuje balicek helper. Obsahuje funkcionalitu, ktera
je spolecnd pro implementaci nékterych komponent v balicku core a muze tedy byt znovu
pouzita pii rozsifeni knihovny. Déale také obsahuje pomocné nastroje, pomoci kterych lze
snadno provadét experimenty.

utils

Balicek utils poskytuje obecné nastroje, které nesouvisi s PSO ale jsou v knihovné vyuzi-
vany napftiklad pro logovani a nebo validaci.

statistics

Jedinym vystupnim bodem knihovny je balicek statistics, pod ktery patii dvé kompo-
nenty. Prvni z nich pfistupuje do core a z relevantnich komponent extrahuje data o prubéhu
algoritmu. Je zodpovédna za zpracovani téchto dat a jejich agregaci do podstatnych metrik.
Zpracovana data predava druhé komponenté, ktera formuje vystup knihovny ve zvoleném
formatu. Ten muze byt dale libovolné zpracovan — to uz je mimo kompetenci knihovny
kipso.
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evaluation

Na rozdil od piedchozich, evaluation neni sou¢asti knihovny kipso. Cte vystupy vytvorené
modulem statistics a provadi jejich vyhodnoceni, srovnani a vizualizaci. Je pouze jednim
z prikladt, jak lze vystup knihovny vyuzit.
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Kapitola 5

Implementace

Tato kapitola popisuje prostiedky zvolené pro implementaci knihovny. Dale rozebird navr-
zené aplikac¢ni rozhrani a funkcionalitu jejich klicovych komponent.

5.1 Implementacni jazyk

V dané oblasti, jak vyplyva z popisu soucasnych nastroju v kapitole 2, standardné vyrazneé
dominuje Python. Pro implementaci knihovny kipso byl zvolen Kotlin. Tento ponékud ne-
tradi¢ni jazyk v oblasti umeélé inteligence byl zvolen z nékolika duvodu. Kotlin je multiplat-
formni. Umoznuje kompilaci do javovského bajtkddu, javascriptu a do nativniho strojového
kédu, podporujici véechny z hlavnich platforem '. Knihovna kipso tak miZe potencidlné
najit uplatnéni v siroké skale aplikaci. Kotlin je kompatibilni s Javou a umoznuje pouzivani
jakékoliv javovské knihovny. K dispozici je tak obrovsky ekosystém vybudovany za dlouhou
dobe existence Javy a celd fada néastroji, kterd mize byt vyuzita k rozsiteni knihovny.
V neposledni fadé knihovna implementovana v Kotlinu také predstavuje alternativu pro
uzivatele, ktefl nemaji s Pythonem zkusenosti.

5.2 Uchovavani dat

Knihovna produkuje p¥i béhu nékolik typt dat. Jednim z vystupi jsou logovaci informace.
Primarnim tucelem logovacich zprav je ladéni aplikace a podavani informaci o aktudlnim
prubéhu experimentu. Knihovna vyuziva logovaci knihovnu Logback, ktera je plné konfigu-
rovatelnd a umoziiuje nékolik typu ukladani dat 2. Vzhledem k povaze knihovny jsou tyto
vystupy dilezité predevsim pii vyvoji a proto je vétsinou neni potfeba dlouhodobé uchova-
vat. Hlavnim datovym vystupem jsou statistiky z prubéhii experimenti. Zpusob ukladani
téchto dat je konfigurovatelny a to kvuli flexibilité a moznosti vyhovét vsem uzivatelim.
Predpoklada se vsak, ze vétsina si vystaci s vychozi implementaci kterd uklada statistiky
do souboru csv. Jeji konfigurace je popsana v kapitole 5.3. Ta byla zvolena, protoze data
nevyzaduji zadné Sifrovani, nedosahuji extrémné velkého objemu a je zadouci, aby format
byl ¢itelny v textovém editoru.

"https://kotlinlang.org/docs/reference/native-overview.html#ttarget-platforms
*https:/ /logback.qos.ch /manual /index.html
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5.3 Rozhrani

Rozhrani a zavislosti klicovych komponent knihovny je modelovano v diagramu tiid na
obrazku 5.1. Diagram se zameéiuje predevsim na tridy z balicku core, protoze tento balicek je
hlavni komponentou, ktera se bude v prubéhu zivotniho cyklu knihovny vyvijet a rozsirovat.
Zahrnuje v8ak i dalsi tiidy a rozhrani, pokud jsou urcena k rozsifovani a jsou tedy z pohledu
uzivatele knihovny dilezita.

Kompozice algoritmu PSO

Algoritmus PSO je v ramci knihovny reprezentovan tf¥idou Pso. Tato komponenta imple-
mentuje prubéh algoritmu ve zjednodusené podobé. Provede inicializaci a poté aktualizuje
populaci, dokud neni splnéna ukoncovaci podminka. Je zodpovédnd za koordinaci a Ti-
zeni celého algoritmu. Veskerou konfigurovatelnou logiku vsak deleguje. Vzhledem k vysoké
obecnosti této tiidy neni pravdépodobné, Ze ji bude potieba v rdmci implementace nékteré
z modifikaci algoritmu ménit, piesto je véak oznadena modifikdtorem open® a poskytuje
tak maximalni flexibilitu. Pro instanciaci tfidy je potfeba dodat implementaci jejich jed-
notlivych komponent a tim definovat chovani algoritmu. Piiklad vytvofeni instance Pso je
zapsany v ukazce kédu 5.1. V prikladu uvedené komponenty jsou jednou z moznych kon-
krétnich implementaci rozhrani zndzornénych v diagramu trid. Knihovna je navrzena tak,
aby mohla pracovat s riznymi datovymi typy (Double pro PSO s redlnymi ¢isly a Integer
pro diskrétni PSO)?. K tomu vyuzivé generické typové parametry’. Viechna rozhrani jsou
definovana jako jako nezavisld na datovych typech a jednotlivé konkrétni implementace
se mohou omezit pouze na zvoleny datovy typ. Nasledujici sekce popisuji funkcionalitu a
pouziti jednotlivych rozhrani.

1 wval pso = Pso(
2 PsoConfiguration(0.5, 2.0, 2.0, 0.6, 3000),

3 SphericalOptimizationTask(30),

4 CombinedEndCondition.any(

5 FixedCountEndCondition(5000),

6 FitnessValueEndCondition(RealFitness(.0))
7 ),

8 OriginalPopulationUpdateStrategy(),

9 SlidingConstraintsFulfillmentStrategy(),

10 RandomConstraintsConformingPopulationInitializationStrategy(),
11 DefaultRandomNumberGenerator(),

12 FileStatisticsLogger (

13 LOG_DIRECORY,

14 RealStatisticUtil(),

15 StatisticsLoggingConfig(frequency = 10)
16 )

17 )

Vypis 5.1: Instanciace tiidy Pso

3open je v kotlinu modifikitor piistupu, umoziiujici z dané t¥idy dédit
4Double v kotlinu reprezentuje 64 bitové &islo s pohyblivou Fadovou &rkou, Integer je celé &islo
®https:/ /kotlinlang.org/docs/reference/generics.html
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Konfigurace parametri

Jako prvni parametr o¢ekava konstruktor tiidy Pso objekt drzici konfigura¢ni parametry.
V ukézce kédu jsou parametry vytvoreny na fadce 2. Ttida PsoConfiguration je pouze
data class’. V jejim konstruktoru ji predévame parametry PSO, tedy koeficienty w, ¢,
c9, omezeni rychlosti ¢astic a pocet ¢astic.

Definice optimalizacni tilohy

Rédek 3 ve vypisu 5.1 definuje optimaliza¢ni tlohu — zde reprezentovanou tifdou
SphericalOptimizationTask (protoZze se jednd o n dimenziondlni funkci, je zde pomoci
parametru specifikovdno, ze chceme vytvorit instanci s 30 dimenzemi). Kazdd tfida re-
prezentujici optimalizacni Glohu musi implementovat rozhrani OptimizationTask. Toto
rozhrani vyzaduje implementaci nasledujicich instan¢nich proménnych a metod.

e optimizationType — Urcuje zda se pro danou ilohu snazime minimalizovat ¢i maxi-
malizovat hodnotu fitness funkce. Nabyva hodnot z vyétového typu
OptimizationTask.OptimizationType.

e dimensions — Specifikuje pocet dimenz{ dané tlohy.

e optimizationConstraints — Ocekava instanci t¥idy implementujici rozhrani
OptimizationConstraints, kterd specifikuje omezeni stavového prostoru pro danou
optimaliza¢ni tlohu a provadi validaci jeho dodrzeni.

e evaluate(particles) — Tato metoda obsahuje samotnou logiku vypoc¢tu hodnoty
fitness.

Konfigurace ukoncovaci podminky

Ukoncovaci podminka se kontroluje jednou za kazdou iteraci v hlavni smycce algoritmu.
Tento kontrakt je pevné dany a pri implementaci vlastni ukoncovaci podminky s nim lze po-
Citat. Trida reprezentujici ukoncovaci podminku musi implementovat rozhrani EndCondition.
Toto rozhrani ma jedinou metodu, isFulfilled(pso), kterd jako parametr dostava ak-
tudlni stav béhu algoritmu a vraci informaci, zda je danid podminka splnéna a béh al-
goritmu ma byt ukoncen. Je zodpovédnosti uzivatele podminku vhodné nakonfigurovat,
neobsahuje zadny bezpec¢nostni mechanismus proti nekone¢nému béhu. Specidlnim pii-
padem ukoncujici podminky je CombinedEndCondition umoznujici vytvoreni ukoncovaci
podminky slozené z vice ruznych podminek. Ta mize byt pomoci svych tovarnich metod
nakonfigurovana tak, Ze pro jeji splnéni sta¢i bud splnéni pouze jedné z danych podmi-
nek (CombinedEndCondition.any(conditions)) a nebo musi byt splnény vSechny specifi-
kované (CombinedEndCondition.all(conditions)). V pfilozeném vypisu kédu 5.1 je na
rfadku 4 az 7 ukazka definice ukoncujici podminky, ktera je splnéna, pokud algoritmus vy-
konal alespon 5000 iteraci a nebo pokud bylo nalezeno feseni s hodnotou fitness lepsi nebo
rovnou 0.

SData class je v Kotlinu tiida, jejiz jedingm téelem je drzet data, neposkytuje zaddnou logiku. (Teoreticky
je mozné vyuzit ji i jinak ale jednd se o poruseni konvence.)
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Aktualizace pozic ¢astic

Zpusob aktualizace pozice ¢astic je ve vypisu 5.1 definovan na radku 8 a 9. Tato zodpovéd-
nost je rozdélena mezi 2 komponenty. Prvni z nich je implementace rozhrani
ConstraintsFulfillmentStrategy. Ta dostdva na vstupu aktudlni pozici a rychlost ¢éas-
tice, a jejim tkolem je pozici aktualizovat na zdkladé dané rychlosti. Pritom vsSak musi
dbat na to, aby nedoslo k vyboceni ¢astice z omezeného stavového prostoru definovaného
v OptimizationTask.optimizationConstraints. Pokud by k vyboceni mélo dojit, jeji
jedind metoda obsahuje logiku, jak aktualizovat rychlost a pozici ¢astice, aby se opét na-
chazela v ramci stanoveného stavového prostoru. Za predpokladu, ze dand optimaliza¢ni
uloha nemé omezenych stavovy prostor, lze vyuzit implementaci
IgnoreConstraintsFulfillmentStrategy, kterd neprovadi zidnou kontrolu. Druhou z vy-
tvarenych komponent je implementace rozhrani PopulationUpdateStrategy. Jeji zodpo-
védnosti je vypocitat aktudlni rychlost ¢astic a provést aktualizaci jejich pozic (kterou
deleguje na vyse zminénou prvni komponentu). Vypocet novych rychlosti ¢astic je samé
jadro algoritmu. Zde je v prilozeném vypisu 5.1 na rddku 8 instanciovana tiida
OriginalPopulationUpdateStrategy, kterd obsahuje implementaci ptivodni verze PSO
definované rovnici 3.2.

Inicializace populace

Inicializace populace je Tizena rozhranim PopulationInicializationStrategy. V pii-
kladu 5.1 je implementace tohoto rozhrani instanciovana na fadku 10. Rozhrani m4 jedinou
metodu, init, kterd ocekava instanci tiidy Pso a pocet ¢astic k inicializaci.

Vypocet a logovani statistik

Rédek 12 az 16 ve vypisu kédu 5.1 definuje zptisob logovani statistik. T¥da zajistujici logo-
vani statistik musi implementovat rozhrani StatisticsLogger a musi povinné obsahovat
StatisticsLoggingConfig (konfigurace definujici frekvenci a troven detailu logovanych
statistik) a pomocnou t¥idu implementujici rozhrani StatisticsUtil. Ve vypisu kédu 5.1
je tato pomocna tfida instanciovana na radku 14. Konkrétni zde zvolend implementace je
t¥ida RealStatisticUtil, protoze optimalizovana tloha pracuje s redlnymi ¢isly . Imple-
mentace rozhrani StatisticsUtil musi poskytovat metody pro vypocet statistik z aktual-
niho stavu populace (napf. ziskéani nejlepsi hodnoty fitness, vypocet priamérné rychlosti ¢as-
tic a dalsi relevantni metriky). Zodpovédnosti vySe zminéného rozhrani StatisticsLogger
je pak vyuziti této pomocné tiidy k vypoctu statistik a jejich logovani. To se provadi pomoci
nasledujicich metod.

e init(pso) — Tato metoda je volana po inicializaci vSech ostatnich Casti algoritmu.
Meéla by logovat pocatecni konfiguraci algoritmu.

e log(pso) — Metoda log je volana kazdou iteraci algoritmu. Jeji zodpovédnosti je
zaznamenat aktudlni stav sledovanych metrik a umoznit tak naslednou analyzu jejich
vyvoje.

e summary(pso) — Na konci algoritmu je pouze jednou volina metoda summary, ktera
je urcena k zaznamenani stavu algoritmu po ukoncéeni béhu. Umoznuje logovat data,
jejichz vyvoj neni dulezity, ale zajima nas pouze posledni dosazena hodnota.
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Spousténi experimentti

Experiment definovany ve vypisu kédu 5.1 1ze spustit nékolika zptsoby. Jednoduché jedno-
rdzové spusténi lze provést volanim metody run — pso.run(), piipadné zkricené pso()”.
Algoritmus zahdji béh a po jeho ukoncéeni muze byt dand instance zahozena. Pro snadné;jsi
spousténi experiment existuje tfida ExperimentRunner nabizejici nasledujici funkce.

e runExperiment () — Slouzi pro spusténi dané instance Pso vicekrat. Po kazdém jed-
notlivém béhu znovu inicializuje vSechny potfebné komponenty. Prvni radek vypisu
kédu 5.2 ukazuje pouziti této funkce pro spusténi experimentu stokrat.

e gridSearch() — Zbytek vypisu 5.2 demonstruje vyuziti funkce gridSearch. Tato po-
mocna funkce je urcena k optimalizaci parametra PSO. Na zdkladé dodané mnoziny
parametr vytvari a provadi experimenty s riznymi nastavenimi. Ta je ve vypisu kédu
5.2 na fadku 4 a mize byt predédna bud formou seznamu a nebo range®. Ridek 5 a
6 definuje optimalizovanou tlohu a implementaci rozhrani na logovani statistik. Tyto
dvé komponenty nepatii mezi optimalizované parametry a budou proto pro vsechny
béhy spoleéné. Nasledujici fadek definuje strategii pro volbu parametri. K dispozici
jsou CartesianSearchStrategy — strategie, kterd vyzkousi vSechny mozné kombinace
parametri pravé jednou a RandomSearchStrategy — strategie, kterd pii kazdém dal-
$im experimentu vygeneruje parametry nahodné. Radky 11 az 13 omezuji maximaln{
pocet vyzkousenych kombinaci na 1000, poc¢et béht pro jedno konkrétni nastaveni na
100 a celkovou maximalni dobu experimentu na 48 hodin. Dalsi ukonc¢ovaci podminku
je nalezeni FeSeni s fitness alespon 0,0001. Poslednim predavanym parametrem je hod-
nota seed, kterd bude pouzita pro inicializaci generatoru nahodnych ¢isel. Pomoci této
hodnoty lze reprodukovat experimenty.

ExperimentRunner.runExperiment (times = 100) { pso }

1

2

3 ExperimentRunner.gridSearch(

4 hyperParams,

5 AckleyOptimizationTask(5),
6 FileStatisticsLogger (LOG_DIRECTORY,

7 RealStatisticUtil(),

8 StatisticsLoggingConfig(frequency = 10)
9

),
10 HyperSpaceSearchStrategy.CartesianSearchStrategy (),
11 maxRuns = 1000,
12 runsPerConfig = 100,
13 maxRuntime = TimePeriod(48, TimeUnit.HOURS),
14 stoppingFitness = RealFitness(.0001),
15 seed = 123
16 )

Vypis 5.2: Ukazka pouziti ExperimentRunner

"Zde je vyuzito pretizeni operdtoru voldni. https://kotlinlang.org/docs/reference/operator-
overloading.html#invoke
8 Range je v Kotlinu vyraz definujici rozsah srovnatelnych hodnot.
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Interpretace vysledki

Pozadavky na analyzu vysledku daly vzniknout néstroji, jehoz tiCelem je nacteni, zpraco-
vani, interpretace a vizualizace statistik z prabéhu algoritmu. Neni zadouci, aby tento na-
stroj byl soucasti samotné knihovny, ta poskytuje pouze logovani surovych dat a Castec¢né
agregovanych hodnot. Z tohoto divodu byl nastroj implementovan jako Jupyter notebook
dokument ? v jazyku Python. Tento dokument umoziiuje bez dalsich tprav naéist logy
vyprodukované knihovnou a vygenerovat z nich zpravu o dosazenych vysledcich. Jednou
z motivaci pro zvolenou technologii byla i vysoka mira interaktivity, kterou dané prostiedi
nabizi. Analyza dat ¢asto vyzaduje individudlni pristup k jednotlivym experimentim a
sledovanich ruznych metrik. Python v kombinaci s Jupyter notebook umoznuje rychlé pro-
totypovani a upravy. Aktualné dostupné funkce pro analyzu dat jsou dostupné v Jupyter
notebook dokumentu s ndzvem model _multi_run_evaluation.ipynb.

e load_data(path) — Nacte data o priibéhu experimentu ze slozky ur¢ené proménnou
path.

e plot_run(data) — Vykresli krabicové grafy vyvoje vSech sledovanych metrik béhem
iteraci.

e plot_final_state(data) — Vykresli histogramy rozlozeni sledovanych metrik na
konci algoritmu.

e print_extreme_solutions(data) — Vrati nejlepsi a nejhorsi nalezené feseni a jejich
hodnoty fitness.

e get_configs_by_fitness(data) — Vypocita agregacni statistiky pro vsechny nale-
zené konfigurace. Vraci objekt ktery je vstupem pro nasledujici dvé funkce.

e best_configs_by_mean_fitness(configs) — VypiSe vSechny pouzité konfigurace se-
fazené podle prumérné dosazené hodnoty fitness.

e best_configs_by_optimums_found(configs) — Vypise vSechny pouzité konfigurace
sefazené podle poc¢tu nalezenych optimélnich feseni.

e get_iterations_to_converge(data) — VypiSe statistiky o vypocetni naroc¢nosti da-
nych experimenti.

“https://jupyter.org/
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Kapitola 6

Experimentalni vysledky

Tato kapitola se zabyva aplikaci knihovny kipso na konkrétni vzorové optimaliza¢ni pro-
blémy a demonstruje funkénost na znamych benchmarkovych tlohach. Déle ukazuje srov-
nani dosazenych vysledku s teoretickym optimem pro jednotlivé tlohy. U nékterych jedno-
s nejlepsim zndmym nalezenym FeSenim. Pro zajiSténi statistické relevance vysledkt bylo
pro kazdy experiment provedeno alespon 100 nezavislych béhu a uvedené zavéry vyhodno-
cuji nejlepsi a pramérné dosazené vysledky. V nasledujicich sekcich jsou popsany podrobné
vysledky aplikace algoritmu PSO v tlohach s redlnymi ¢isly a varianta diskrétniho PSO
aplikovana na problém barveni grafu.

6.1 Vysledky pro tlohy s redalnymi cisly

Na zdkladé predchozich experimenti byly zvoleny 4 rizné konfigurace parametra PSO
pomoci kterych byly provedeny testovaci béhy algoritmu. Parametry jsou zaneseny v tabulce
6.1. Pouziti téchto parametri poskytovalo dobré vysledky na siroké skale optimalizacnich
uloh.

Tabulka 6.1: Konfigura¢ni parametry pouzité pro experimenty

konfigurace setrvacnost ¢l ¢2 limitace rychlosti pocet ¢astic

1 0,3 2,0 2,0 0,6 3000
2 0,5 2,0 2,0 0,6 100
3 0,8 14 0,6 2,0 100
4 0,3 09 14 2,0 3000

Nasledujici podsekce obsahuji popis optimalizovanych problémi a podminek experi-
mentu. Ke kazdému problému je také uvedena interpretace vysledku a graf prubéhu ex-
perimentu. Graf zndzornuje hodnotu fitness pro nejlepsi Céstici z hejna v zavislosti na
poctu iteraci. Kazdy graf obsahuje naméfené hodnoty ze 100 béht, které byly omezeny na
10000 iteraci a ukazuje nejvyssi a nejnizsi hodnotu, medidn a hodnoty prvniho a tfetiho
kvartilu. Tabulky s metrikami vychézi ze stejnych hodnot. Po provedeni 10000 iteraci se jiz
nejlepsi nalezené feseni za pouziti jakékoliv konfigurace nezlepsovalo, mizeme tuto hranici
tedy prohlasit za dostacujici. Namérené hodnoty jsou zaokrouhleny na tfi desetinné mista.
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Griwankova funkce

Griewankova funkce je jedna z bézné pouzivanych testovacich optimaliza¢nich funkci. Je
definovana pro n dimenzi, kdy n > 1. Nasledujici test byl proveden pro n = 10.

n 2 n

fr) =3 2 cos (L) +1 (6.1)
Z4000 131 Vi

i=1 i

Grewank Function

f(=1,x2)

%2 -10 -10 %1

Obrazek 6.1: Griewankova funkce ve dvou dimenzich. Pfevzato z [15]. Upraveno.

Hodnota globdlniho minima je f(z*) = 0. Jak lze vidét na obrdzku 6.1, funkce ma
velké mnozstvi lokalnich extrému a predstavuje tak pro optimalizaci pomoci PSO naro¢ny
problém. Stavovy prostor se omezuje na xz; € [—600,600].

Tabulka 6.2: Namétené hodnoty pro optimalizaci Griewankovy funkce.

metrika konfigurace 1 konfigurace 2 konfigurace 3 konfigurace 4
optimum 0
nejlepsi reseni 0 0 0 0
podil optimalnich Feseni 45 % 23 % 100 % 4%
median 0,002 0,015 0 0
prvni kvartil 0 0,002 0 0
prumér iteraci ke konvergenci 14104 2364,3 367,2 452.9

Pro optimalizaci Griewankovy funkce dosahl algoritmus velice dobrych vysledkt. Vsechny
konfigurace nalezly optimélni feseni ve velké ¢asti béht. Pramér iteraci ke konvergenci je
metrika, kterd ukazuje, za kolik iteraci bylo nalezeno feseni, které jiz béhem stejného béhu
nebylo prekondno. Lze tedy povazovat za ukazatel vypocetni naroc¢nosti. Je tfeba si vSak
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Obrazek 6.2: Optimalizace Griewankovy funkce pomoci specifikovanych konfiguraci z ta-
bulky 6.1.
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uvédomit, ze konfigurace s vyssim poctem ¢astic bude provadét stejné mnozstvi iteraci vy-
razné delsi dobu a provede vice vyhodnoceni funkce fitness. Primér iteraci ke konvergenci
1ze tedy povazovat pouze jako orientacni hodnotu. Pokud srovname pocet iteraci, potfebny
k nalezeni feseni u Griwankovy funkce s ostatnimi ptiklady, zjistime, ze je znatelné vyssi.
Duvodem je vétsi stavovy prostor, ktery pii této tiloze algoritmus prohledaval. Pii pohledu
na graf 6.2 si lze povsimnou, ze konfigurace 3 a 4 nalezly TeSeni vyrazné rychleji nez kon-
figurace 1 a 2. Je to zptisobeno niz$imi koeficienty c1 a c2 v téchto konfiguracich. Céstice
maji mensi celkovou rychlost a proto rychleji konverguji. Pii ostatnich experimentech, na
grafech 6.4, 6.6 a 6.8 je tento jev také patrny.

Schwefelova funkce

Schwefelova funkce je definovana pro n dimenzi, kdy n > 1. Pfi vykresleni ve dvou dimenzich
1ze vidét, ze obsahuje velké mnozstvi husté rozmisténych lokalnich extrému. Stavovy prostor
se pro optimalizaci omezuje na x; € [—512,512]. Hodnota globalniho minima je f(z*) = 0
pro z* = (420.968746, ...,420.968746). Nésledujici béhy algoritmu byly provedeny s n = 5.

f(x) = 418.982887n — i zisin(y/|z4) (6.2)

i=1
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Obrézek 6.3: Schwefelova funkce ve dvou dimenzich. Prevzato z [3].
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Tabulka 6.3: Namétené hodnoty pro optimalizaci Schwefelovy funkce.

metrika konfigurace 1 konfigurace 2 konfigurace 3 konfigurace 4
optimum 0
nejlepsi reseni 0 118,438 118,438 0
podil optimalnich Feseni 9% 0% 0% 11%
median 118,483 562,586 454,016 118,438
prvni kvartil 118,483 444,148 355,315 118,438
prumér iteraci ke konvergenci 581,1 996,3 326,6 225.5

Optimalizace Schwefelovy funkce je dle o¢ekavani celkové méné ispésna. Vysledky jsou
zapsany v tabulce 6.3. Optimalni Tfeseni se podarilo najit pouze pomoci konfiguraci 1 a 4,
tedy téch s vysokym poctem cCastic v hejnu. Zde se ukazuje, jak je vysoky pocet Castic
dilezity u optimalizaci funkei s které maji mnoho lokalnich extrémii. Pokud neni jedna
z Castic inicializovana v blizkosti hledaného globalniho extrému, Sance, ze globalni extrém
objevi, se vyrazné zmensuje.

Styblinski-Tang funkce

Styblinski-Tang je spojita, nekonvexni funkce definovana v n dimenzich, kdy n > 1. Jedna
se o multimodélni optimalizaéni problém. Stavovy prostor se omezuje na z; € [—5,5].
Globélni minimum se nachazi na * = (—2.903534, ..., —2.903534) a jeho hodnota je f(z*) =
—39.16599n. Pro néasledujici priklad byla optimalizovana funkce s n = 15, takze hodnota
globalniho minima je -587.48985.

n

P00 = Flan, o) = 5 3t — 1607 + 522) (63)
i=1

Tabulka 6.4: Namérené hodnoty pro optimalizaci Styblinski-Tang funkce.

metrika konfigurace 1 konfigurace 2 konfigurace 3 konfigurace 4
optimum -587.48985
nejlepsi reseni -587,4925 -573,356 -573,356 -573,356
podil optimalnich Feseni 1% 0% 0% 0%
median -559,219 -530,946 -516,809 -545,082
prvni kvartil -559,219 -545.082 -530,946 -559,219
prumér iteraci ke konvergenci 32,84 91,86 130,93 27,65

V tabulce 6.4 jsou zapsany vysledky experimentti na Styblinski-Tang funkci. Funkce
vypada na prvni pohled jako jednodusSe optimalizovatelnd — ma tvar pripominajici tdoli.
To ma za dusledek velice rychlou konvergenci, pohybujici se v desitkach iteraci, na rozdil
od predchozich funkci, kde byl pocet iteraci radové vyssi. Presto se vSak optimum podafilo
nalézt pouze pfi jednom jediném béhu. Lze si vS§imnout, Ze nemald ¢ast béhli mé relativné
dobré feseni, které vSak neni pfesnym optimem. Zde opét hraje roli vysoky pocet lokalnich
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Obrézek 6.5: Styblinski-Tang funkce ve dvou dimenzich. Pfevzato z [3].

extrému, které se od sebe navzdjem lisi jen o velice malé hodnoty funkce a algoritmus
s danymi konfiguracemi nedokaze najit ten nejlepsi. Lepsich vysledkt by pravdépodobné
bylo mozno dosdhnout za pomoci nékteré z variaci algoritmu podporujici explora¢ni fazi
algoritmu.

Ackleyho funkce

Ackleyho funkce predstavuje multimodaln{ optimalizac¢ni problém definovany v n dimenzich,
kdy n > 1. Stavovy prostor se pro optimalizaci omezuje na x; € [—32, 768, 32, 768]. Funkce
je definovand rovnici 6.4. Koeficienty a, b a c byly pro tento priklad nastaveny na hodnoty
20, 0.2 a 27. Globalni minimum funkce se nachézi na x* = (0,...,0) a jeho hodnota je
f(x*) = 0. Néasledujici priklad pocita s funkei ve 20 dimenzich.

% Z z?) — e:rp(% Z cos(cz;)) +a+exp(l) (6.4)
i=1

i=1

Tabulka 6.5: Namétfené hodnoty pro optimalizaci Ackleyho funkce.

metrika konfigurace 1 konfigurace 2 konfigurace 3 konfigurace 4
optimum 0
nejlepsi reseni 0 0 0 0,010
podil optimalnich Feseni 36 % 2% 7% 0%
median 1,155 2,868 2,171 1,856
prvni kvartil 0 2,317 1,646 1,646
prumér iteraci ke konvergenci 93,5 161,93 219,01 72,16
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Ackley Function

Obrézek 6.7: Ackleyho funkce ve dvou dimenzich. Prevzato z [3].

Ackleyho funkci se podarilo Gispésné optimalizovat pomoci 1., 2. a 3. konfigurace. Obra-
zek 6.8 ukazuje prubéh experimentu. Je zde vidét, ze konfigurace 1 na dané tloze fungovala
vyrazné lépe nez ostatni. Konfigurace 4, ktery méla na ostatnich tlohéch dobré vysledky, se
na presné optimum nedostala. Je zde vidét, Zze kazdy optimaliza¢ni problém vyzaduje pro
nejlepsi vysledky individualni konfiguraci.

6.2 Vysledky pro problém barveni grafii

Pro problém barveni grafii, popsany v kapitole 3.8, byl zvolen lehce odlisny zptisob experi-
menti. Bylo vybrano jedenéct instanci grafii', lisicich se po¢tem vrcholtt a hran. Tyto grafy
i optimalni pocet barev pro jejich vybarveni jsou popsany v tabulce 6.6. Na kazdy z grafa
byl aplikovan algoritmus barveni pomoci rtiznych konfiguraci, zaznamenanych v tabulce 6.7.
Algoritmus provedl pro kazdou instanci grafu a kazdou konfiguraci 100 béhii a byl nastaven
tak, aby hledal feseni s optiméalnim poc¢tem barev. Horsi feseni nez optimum je povazovano
za neuspeéch.

1Zdroj a metoda pouzitd k  vygenerovdni  zvolenych  grafi  jsou  popsdny  na
https://mat.tepper.cmu.edu/COLOR/instances.html#XXSGB
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Tabulka 6.6: Grafy barvené pomoci PSO

jméno pocet vrchold pocet hran optiméalni pocet barev
anna.col 138 493 11
david.col 87 406 11
games120.col 120 638 9
huck.col 74 301 11
jean.col 80 254 10
miles250.col 128 387 8
myciel3.col 11 20 4
mycield.col 23 71 5
myciel5.col 47 236 6
myciel6.col 95 755 7
queen5__5.col 25 160 5

Tabulka 6.7: Konfiguraéni parametry pouzité pro experimenty barveni grafa

konfigurace setrvacnost ¢l ¢2 limitace rychlosti pocet ¢astic strategie

1 0,9 1,2 20 3 2000 bounce
2 0,9 1,6 08 3 2000 slide
3 0,9 1,6 2,0 5 2000 bounce
4 0,9 1,6 2,0 5 2000 slide

Konfiguraéni parametry které zde definujeme jsou stejné jako v predchozi kapitole. Navic
vSak pribyla strategie chovani ¢astic pri kolizi s pomyslnou sténou stavového prostoru.
Vyznam této strategie je popsan v kapitole 5.3. Konfigurace 3 a 4 se 1isi pouze v této
strategii a lze vidét, ze pri aplikaci algoritmu na nékteré konkrétni grafy se jejich vysledky
vyrazné lisi, napt. graf games120, u kterého konfigurace 3 nasla optimum ve 14 %, zatimco
konfigurace 4 ani v jednom béhu.
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Tabulka 6.8: Vysledky barveni grafii ziskané pomoci konfigurace 1

graf pramérné podil optimélnich nejlepsi pramér iteraci

reseni reseni reseni ke konvergenci
anna.col 10,45 2% 0 154,09
david.col 7,57 4% 0 134,74
games120.col 9,14 13 % 0 192,53
huck.col 2,77 44 % 0 118,43
jean.col 3,18 37 % 0 117,0
miles250.col 9,67 1% 0 180,04
myciel3.col 0,0 100 % 0 1,43
myciel4.col 0,0 100 % 0 20,25
myciel5.col 0,96 76 % 0 69,23
myciel6.col 11,06 3% 0 169.,4
queen5__5.col 9,55 44 % 0 52,48

Tabulka 6.9: Vysledky barveni grafii ziskané pomoci konfigurace 2

graf prumérné podil optimalnich nejlepsi prumeér iteraci
feseni feseni feseni ke konvergenci
anna.col 9,26 1% 0 213,78
david.col 7,79 0% 4 207,47
games120.col 17,91 1% 0 358,45
huck.col 3,87 31 % 0 216,65
jean.col 4,42 18 % 0 190,37
miles250.col 12,55 1% 0 240,35
myciel3.col 0,0 100 % 0 1,47
myciel4.col 0,0 100 % 0 29,24
myciel5.col 0,99 76 % 0 94,7
myciel6.col 12,0 7% 0 295,05
queen5__5.col 9,41 45 % 0 119,5
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Tabulka 6.10: Vysledky barveni graft ziskané pomoci konfigurace 3

graf pramérné podil optimélnich nejlepsi pramér iteraci

reseni reseni reseni ke konvergenci
anna.col 8,92 0% 4 267,14
david.col 6,91 1% 0 224,72
games120.col 7,12 14 % 0 288,58
huck.col 1,65 65 % 0 196,7
jean.col 2,2 51 % 0 157,5
miles250.col 7,99 5% 0 248,92
myciel3.col 0,0 100 % 0 1,18
myciel4.col 0,0 100 % 0 23,53
myciel5.col 0,48 88 % 0 90,28
myciel6.col 7,68 16 % 0 255,84
queen5__5.col 6,65 62 % 0 73,81

Tabulka 6.11: Vysledky barveni graft ziskané pomoci konfigurace 4

graf prumérné podil optimalnich nejlepsi prumeér iteraci

feseni feseni feseni ke konvergenci
anna.col 10,06 0% 4 289,68
david.col 7,91 2% 0 240,5
games120.col 25,6 0% 8 362,03
huck.col 3,09 38 % 0 199,99
jean.col 3,1 32 % 0 183,43
miles250.col 13,69 0% 4 292,61
myciel3.col 0,0 100 % 0 1,17
myciel4.col 0,0 100 % 0 15,07
myciel5.col 0,63 85 % 0 74,75
myciel6.col 20,57 2% 0 223,38
queen5__5.col 9,57 39 % 0 72,34

Hlavni metrika, kterd je u experimentt sledovana, je podil optimélnich feseni. Metriky
prumeérné feSeni a nejlepsi feseni predstavuji prameérné a nejlepsi nalezené hodnoty fitness,
nejedna se o pocet barev pouzity pro obarveni grafu. Pomoci nich mtzeme ziskat informaci,
jak blizko byl dany béh tspésnému obarveni. ReSeni s fitness = 0 predstavuje obarveni
grafu optimdalnim pocétem barev. Pro grafy huck, jean, myciel3, myciel4, myciel5 a
queen5_5 dosahovaly vSechny konfigurace velice dobrych vysledkt. Jedna se o ¢ast sady
grafi s nizkym poctem vrcholu (11 az 80). Pro slozitéjsi grafy se vykony jednotlivych
konfiguraci ve vétsiné piipadi lisily pouze mirné. Nejlépe fungovala konfigurace 1, ktera
dokazala optimalizovat vSechny z uvedenych grafu. Konfigurace, které byly pouzity pfi zde
prezentovanych experimentech byly vybrany jako nejvice vykonné ze vSech testovanych
konfiguraci. Zajimavé je, ze u problému barveni grafii ve trech ze Ctyrech pripadi je slozka
c2 vétsi nez cl, zatimco na funkcich s redlnymi ¢isly je tomu tak pouze u jedné ze ctyt
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konfiguraci. Socidlni komponent rovnice 3.2 tedy nema u diskrétniho PSO v porovnani
s originalni verzi PSO tak vyznamny vliv.
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Kapitola 7
Zaver

Tato prace se zabyva vyvojem knihovny vyuzivajici techniky PSO. Byl proveden prizkum
aktualniho stavu knihoven v dané oblasti a na zakladé ziskanych poznatkd navrzena a im-
plementovana knihovna kipso. Knihovna fesi fadu problémt popsanych v kapitole 2. Diky
flexibilnimu rozdéleni do modulti umoznuje snadné rozsifeni a vyuziti na rizné optimali-
zacni ulohy. Podafilo se také vytvorit systém na vypocet, ukladani a interpretaci prubéhu
experimentl, ktery umoznuje snadné zhodnoceni vysledki. Prednosti knihovny je navr-
zené rozhrani, které je snadno srozumitelné a poskytuje pomocné nastroje pro nenaro¢né
spousténi experimentid. Kipso je jednou z mala knihoven v javovském ekosystému s vyse
popsanou funkcionalitou.

Cinnost implementované knihovny byla ovéfena na nékolika netrivialnich spojitych funk-
cich a na problému barveni grafti, vyuzivajicim implementaci diskrétniho PSO. Bylo demon-
strovano vyuziti riznych konfiguraci algoritmu na stejny problém a zvyraznén vliv nékterych
jeho slozek. Pomoci knihovny bylo u vSech vybranych tloh nalezeno teoretické optimum.

Projekt byl publikovan jako otevieny software na portalu github. Plan pro jeho dalsi
vyvoj spociva primarné v implementaci dalSich variaci algoritmu a rozsifeni. Dal$im kro-
kem muze byt nahrazeni sou¢asného zpusobu interpretace statistik plnohodnotnou aplikaci
s vlastnim grafickym uzivatelskym rozhranim. Soucasny nastroj je vhodny pro mensi pro-
jekty, ale pokud vznikne potfeba srovnavat velké mnozstvi experimentt provedenych za
delsi tsek casu, je zadouci mit systém, ktery v nich umi vyhledavat a tridit. Poslednim
z navrhovanych rozsiteni je prosta optimalizace knihovny. Ptvodni navrh se soustiedil na
pouzitelnost na tkor rychlosti. Velka ¢ast operaci mtze byt provadéna paralelné a zvysit
rychlost experimenti. Jedné se vSak o netrividlni zasah, ktery musi byt dobfe navrzen a
otestovan.
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Priloha A

Obsah CD

kipso/src — zdrojové kédy knihovny
kipso.jar — zkompilovand knihovna

evaluation/model _multi_ run_ visualization — néstroj na interpretaci a vizua-
lizaci vysledku

kipso/docs — dokumentace vygenerovand ze zdrojového kédu
xhruba08_ bp.pdf — vysazeny text BP ve formatu PDF

data — data z experimentid prezentovanych v BP
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Priloha B

Manual

Cilem tohoto manudlu je ukazat uzivateli jak lze knihovnu vyuzit k nalezeni extrému libo-
volné funkce. V druhé ¢asti manualu bude demonstrovano jak lze knihovnu rozsirit o jed-
noduchou funkcionalitu. Posledni ¢ast ukazuje jak lze vysledky interpretovat. Prerekvizitou
této kapitoly je kapitola 5.

Pro kompilaci zdrojovych kédu je pouzivim systém maven. Pro sestaveni knihovny
sta¢i navigovat do adresare se zdrojovymi kody a spustit piikaz mvn clean install. Pro
uspésnou kompilaci je vyzadovan maven verze 3.5.3 a vysSsi a java 8. Po dokonceni
kompilace bude vyprodukovan artefakt v adresafi kipso/targets ndzvem kipso-version-jar-
with-dependencies.jar. Tento artefakt lze pridat do existujiciho projektu jako zavislost a
tim padem v projektu vyuzivat funkci knihovny. Alternativni moznosti ziskani artefaktu je
vyuziti kopie na prilozeném CD.

Tento odstavec obsahuje navod k definici vlastni optimalizované tlohy. Vzorové vypra-
cované teseni je ve zdrojovych kédech knihovny v souboru
src/main/kotlin/com/ehmeed/kipso/demo/Demo01Optimization Task.kt. Predvedeme imple-
mentaci jednoduché funkce definované rovnici f(x) = cos?(zy) + sin?(x2).

1 class DemoO1Task : OptimizationTask<Double> {

2

3 override val optimizationType =

4 OptimizationTask.OptimizationType.MINIMIZE

5

6 override val dimensions = 2

7

8 override val constraints = SimpleRealOptimizationConstraints(5.0)
9

10 override fun evaluate(values: List<Double>): Fitness {
11 super.validateSize(values)

12

13 return RealFitness(

14 cos(values[0]) .pow(2) + sin(values[1]).pow(2)
15 )

16 b

17 }

Vypis B.1: Definice optimalizované funkce
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Prvnim krokem je deklarace nové tiidy pojmenované DemoO1Task. Tiida implementuje
rozhrani OptimizationTask typu Double. Tim fikdme zZe vytvarime optimaliza¢ni tlohu
pracujici s redlnymi ¢sly. Radek 3 a 4 ve vypisu B.1 specifikuje typ optimalizace — cilem
je minimalizovat hodnotu fitness. Pocet dimenzi, tedy pocet vstupnich hodnot, je nasta-
ven na 2. Omezeni stavového prostoru je definovano na tadku 8 — zvolend implementace
predstavuje stejné omezeni ve vSech dimenzich. Parametr 5.0 tedy znamena stavovy pro-
stor od [-5.0, 5.0]. Funkce evaluate m4 za tkol vypocet hodnoty fitness. Jeji parametr
values obsahuje hodnoty TeSeni, které chceme ohodnotit. Nejprve tedy volanim funkce
validateSize oveéiime, ze nedoslo k chybé a seznam values skutecné obsahuje ocekavané
2 hodnoty. Nasleduje samotny vypocet funkce podle vyse uvedené rovnice. Vysledek vypo-
¢tu je zabalen do objektu RealFitness, ktery je obalkou nad hodnotou fitness pro tlohy
s realnymi cisly.

Tento odstavec obsahuje navod k definici vlastni ukoncovaci podminky. Vzorové vypra-
cované teseni je ve zdrojovych kédech knihovny v souboru
src/main/kotlin/com/ehmeed/kipso/demo/Demo02EndCondition.kt. Pro demonstracéni ucely
vytvorime ukoncujici podminku, kterd je splnéna pravé tehdy, pokud vSechny ¢astice maji
stejnou nebo lepsi nez specifikovanou hodnotu fitness. Ve vypisu kédu B.2 nejprve deklaru-
jeme tiidu implementujici rozhran{ EndCondition typu Double. Poté stac¢i implementovat
jedinou metodu — isFulfilled. V jeji implementaci ptistupujeme k populaci objektu pso,
ktery byl preddan jako parametr. Pro kazdou castici z populace ovérime, zda je jeji fitness
mensi nez hodnota specifikovand v konstruktoru tfidy. Tim je implementace ukoncujici
podminky hotova.

1 class Demo0O2EndCondition(private val maxFitness: RealFitness)
EndCondition<Double> {

2 override fun isFulfilled(pso: Pso<Double>) =
3 pso.population.iterator() .asSequence()

4 .all { it.fitness <= maxFitness }
5%}

Vypis B.2: Definice ukoncovaci podminky

Priklad vyuziti pravé vytvorenych komponent v algoritmu je piilozen ve zdrojovych ké-
dech knihovny v souboru src/main/kotlin/com/ehmeed /kipso /demo/Demo03RunExperiment.kt.
Tento priklad 1ze také spustit bez jakykoliv tiprav pomoci prikazu
java -jar kipso.jar pathToLogDirectory. Kde proménnd pathToLogDirectory je ad-
resal pro ulozeni dat. Vychozi nastaveni je /tmp/kipso_logs.

Na analyzu vysledki je potfeba python verze 3.5, knihovny pandas a plotly a Jupyter
notebook. Po otevieni Jupyter notebooku piikazem jupyter notebook v kofenovém adre-
sari projektu navigujeme do adresare evaluation. Otevieme dokument
model _multi_run_visualization. Nasledné stac¢i uz jen prepsat parametr funkce load_data,
ktery urcuje zdroj nac¢itanych dat na nami zvoleny adresar (v pfipadé ponechéni ptivodnich
hodnot v predchozim piikladu muzeme i zde ponechat pivodni hodnoty) a pomoci prikazu
Run A1l spustime analyzu dat.
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