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Abstrakt

Praca sa zaobera generovanim EKG signalov pomocou generativnych kompetitivnych
sieti (GAN). Podrobne skima zaklady umelych neurénovych sieti a principy ich
fungovania. Teoreticky popisuje vyuzitie a fungovanie anajéastejSie typy zlyhani
generativnych kompetitivnych sieti. V praci bol odvodeny vSeobecny postup
predspracovania signalov Vhodnych pre trénovanie GAN, ktory bol vyuzity na
zostavenie databazy. V tejto praci boli navrhnuté a implementované celkovo 3 rozne
modely GAN. Vysledky modelov boli vizualne zobrazené a podrobne analyzované. Na
zaver praca komentuje dosiahnuté vysledky a navrhuje d’al$ie smerovanie vyskumu
metod zaoberajucich sa generovanim EKG signalov.

Kli¢ova slova

Generativne kompetitivne siete, GAN, umelé neurénové siete, neuron, EKG, arytmie,
generovanie signalov, Python, CNN, BiLSTM

Abstract

The work deals with the generation of ECG signals using generative adversarial
networks (GAN). It examines in detail the basics of artificial neural networks and the
principles of their operation. It theoretically describes the use and operation and the
most common types of failures of generative adversarial networks. In this work, a
general procedure of signal preprocessing suitable for GAN training was derived, which
was used to compile a database. In this work, a total of 3 different GAN models were
designed and implemented. The results of the models were visually displayed and
analyzed in detail. Finally, the work comments on the achieved results and suggests
further research direction of methods dealing with the generation of ECG signals.
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UVOD

V dnesnej pokrocilej dobe je mnoho rieseni ako detekovat’ a analyzovat’ signaly EKG.
Boli vyvinuté rdzne algoritmy na diagnostiku kardiovaskularnych choréb. Hodnotenie
a analyza EKG kriviek, je dnes bezne realizovand pomocou pokrocilych pocitacovych
metod, avSak v praxi stale pretrvava problém s nedostatkom signalov v dostupnych
databazach.

Tento problém riesi prave naSa praca, ktora sa zaoberd generovanim umelych
EKG zaznamov za ucelom rozSirenia databazy dostupnych signalov. Generovanie
umelych EKG zaznamov bolo realizované pomocou generativnych kompetitivnych sieti
(GAN), ktoré su vel'mi perspektivnou oblastou umelych neurénovych sieti.

V préaci je podrobne vysvetleny okruh umelych neurénovych sieti, ktory je
nutnym krokom pre pochopenie funkcie GAN. Nasledne préaca teoreticky rozobera
vyuzitie GAN a zdkladné principy ich fungovania ale aj najcastejSie dovody ich
zlyhania. Teoreticky popisuje vznik, prejav, delenie a typy arytmii v signdloch EKG.
Dalej je v praci zostavena databéza signalov, ktorych pouZitelnost pre tréning GAN je
nasledne analyzovana. Na zaklade tejto analyzy praca poukazuje na vhodné
predspracovanie signalov a postup pri vybere trénovacich signalov zo zostavenej
databazy.

Celkovo praca navrhuje a priamo implementuje tri rozne modely GAN. Zacina
jednoduch§imi modelmi a postupne zvySuje komplexnost’ rieSenych problémov
a modelov GAN. Popisuje architektiry pouZzitych modelov a sposoby ich trénovania.
Dosiahnuté vysledky generovania signalov apriebehov wucenia su dokladne
okomentované spolu s vizudlnymi ukézkami vystupov. Vystupy st d’alej odovodnené
a praca sa snazi pochopit’ dovody spravneho aj nespravneho fungovania modelov GAN.

Diskusia rozobera nadobudnuté vysledky aslovne komentuje pri¢iny ich
spravania. Dosiahnuté vysledky su porovnané s vysledkami odbornych prac. Praca
taktiez opravuje niektoré ztvrdeni odbornych c¢lankov avyvodzuje nové tvrdenia
arieSenia. Praca poskytuje niekol’ko tipov pre trénovanie modelov GAN pre
generovanie EKG signalov na zidklade nadobudnutych vedomosti. Na zdver praca
poukazuje na smerovanie vyvoja metdod generovania EKG signalov pomocou GAN
a navrhuje d’alSie postupy, ktoré by mohli byt kl'aCové pre GispeSné generovanie realne
vyzerajucich EKG zdznamov.



1 UMELE NEURONOVE SIETE

V sucasnej dobe rychleho technologického pokroku a obrovského mnozstva dat, ktoré
mame K dispozicii, vznika problém tieto data spracovavat. Tento problém, dokazu
vel'mi dobre rieSit umelé neurénové siete. Pomocou pocitacu moézeme analyzovat
komplexné data a ziskat' z nich cenné informacie, ktoré ndm pomozu vyriesit' rdzne
problémy. Neuroénové siete si dnes preto casto aplikované v réznych vedeckych
odvetviach, zasahujucich oblast’ matematiky, fyziky, mediciny ¢i financii. [1]

Spravne pouzitie neurénovych sieti avSak vyzaduje podrobni znalost’
teoretickych zakladov. Aby sme dosiahli optimalnych vysledkov, je za potreby poznat’
ich vlastnosti — klady aj zapory. Z dévodu obrovskej komplexnosti neurénovych sieti,
sa v d’alsich podkapitolach zameriame na zakladné pojmy a definicie, ktoré postupne
rozvinieme do SpecifickejSich oblasti, tykajucich sa tejto prace.

1.1 Biologicky neurén

Pri pojme neurdénové siete je nutné si zadefinovat’, ¢i mame na mysli biologické alebo
umelé neurdnové siete. Umelé neurdnové siete boli inSpirované funkciou l'udského
mozgu, ktory sa sklada z priblizne 20 az 100 miliard neurénov. Neurdny su Zivé bunky,
ktoré su stavebnym zakladom komplikovanej Struktury mozgu a st charakterizované
svojimi mimoriadne zlozitymi spojeniami — biologické neurénové siete. [2]

Neuron (vid’. Obr. 1.1) sa Specializuje na prijmanie, ukladanie alebo prenos
jednotlivych informacii. Bez tejto funkcie by biologické systémy neboli schopné prezit’
a rozvijat’ sa. Biologicky neurdn pozostava z 4 roznych ¢asti : [1]

e Soma — tzv. telo neurdénu (obsahuje bunkové jadro)

e Dendrity — vstupy neurénu (st zodpovedné za prijmanie informacii v bunke)

e AXxon — vystup neurénu (vzdy len 1), rézne dlhy a silnejsi ako dendrity

e Synapsie — st zakoncenia axonov a slizia na prenos informacii medzi
jednotlivymi neurénmi. M6zeme ich teda prirovnat’ k akymsi mostom, ktoré sa
vyznacuju velkou plasticitou. To znamena, Ze priechodnost’ informacii cez tieto
,»mosty* zavisi na danej situacii (potrebe) - synapsie sa dokdzu adaptovat’ (ucit)
a ich priechodnost sa v ¢asovom priebehu méze menit’. [1]

Neurony su vS§ak omnoho komplikovanej$ie bunky, ktoré komunikuji navzajom.
Ak vstupné impulzy z ostatnych neurénov (prichadzajuce do dendritov) prekrocia urcity
prah, neurén vySle signal — tieto matematické operacie prebiehajuce v neurénovych
sietiach vytvaraji obrovsku variabilitu moznych stavov. Snaha popisat’ spominané
mechanizmy viedla k vytvoreniu matematického modelu neurénu. [1, 2]
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Obr. 1.1: Hlavné ¢asti biologického neurénu, prevzaté z [9].

1.2 Matematicky model neuronu

Zakladnou stavebnou jednotkou umelych neurénovych sieti (d’alej uz len UNS) je
matematicky model neurénu. Pouzitim odliSnych typov matematickych funkcii
neur6énov aich vzidjomnymi kombiniciami dokdzeme vytvérat’ Specifické architektary
UNS. [1]

Prvy matematicky model neurénu bol popisany v roku 1943 [10] a nazyvame ho
McCulloch-Pittsov neur6on (vid. Obr. 1.2). Hodnoty vstupného vektoru Xi simuluja
impulzy prichadzajice do dendritov, vektor synaptickych vah wiji j-tého neurdénu
odpovedd synaptickym zakonCeniam aich premenlivému toku informécii (neurdny
maju schopnost’ sa ucit’ — adaptovat’), prah j-tého neurénu znacime ¢, a vyjadruje nam,
kedy je neurdon aktivny (vyslednd suma vstupov nasobenych vdhami musi byt véicsia
ako hodnota prahu), u; predstavuje tzv. potencial j-tého neurdnu, aktivaénu funkciu
definuje blok AF anakoniec dostavame vystup neurénu y, ktory moézeme chapat’ ako
vysledny signdl nervovej bunky, ktory sa pomocou axonu posiela do d’alSich buniek,
kde sa tento proces znova opakuje. [1, 4]

Pre lepSie pochopenie funkcie tohto neurdénu sa hlbsie pozrieme na matematické
operacie, ktoré v niom prebiehaju. Potencial j-t¢ho neurénu vypocitame ako vazenl
sumu vektoru vstupnych hodnoét (rovnica 1.1): [1]

n
i

Vypocitand hodnota potencidlu Uj je vstupom pre aktivacnu funkciu AF, ktora
nam urCuje sposob transformacie vstupnych dat na vystupné hodnoty. Vystupnu
hodnotu yj, teda dostavame po dosadeni do rovnice 1.2: [1]

Yi = fAF(uj) (1.2)



Z tohto dovodu ju ¢asto nazyvame aj ako transformacnt funkciu neurénu. [1]
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Obr. 1.2: Model McCulloch-Pittsovho neurénu.

1.3 Zakladné principy navrhu neurdnovej siete

Po zadefinovani matematického modelu neurénu sa d’alej pozrieme ako takéto neurony
spojit’ a vytvorit’ tak jednoducht neurénovu siet’. Kazd4d umela neurdénova siet’ je dana
svojou architektirou - poftom neurdénov, spésobom ich prepojenia a metoédou ucenia
siete. [1]

Na Obrazku 1.3 moZeme vidiet' jednoduchu architekturu UNS, ktora sa sklada
Z troch casti : [1]

e V/stupna vrstva — jedna sa o distribuénu vrstvu (vstupnych dat) a neprebiehajt
na nej ziadne vypocty, vstupné data st posielané d’alej do skrytych vrstiev

e Skryté vrstvy — prijmaji data zo vstupnych vrstiev, ktoré pomocou réznych
matematickych operécii transformujt a d’alej posielaji do vystupnej vrstvy

e Vystupna vrstva — obsahuje finalne vysledky (odozvy modelu na vstup),
vystupy siete zalezia od typu rieSenej tlohy

Skryté vrstvy

Vstupna vrstva

Vystupna vrstva

Obr. 1.3: Zjednodu$na architektira viacvrstvovej doprednej neurénove;j siete.

Pocet neurdnov a vrstiev volime podl'a povahy rieseného problému. Pri malom
pocte neurénov siet’ nebude schopné aproximovat’ (pokryt’) vSetky vlastnosti rieSeného



problému. Naopak privelky pocet neurébnov modze sposobit’ tzv. preucenie siete - siet
straca schopnost’ generalizovat’ a uci sa zbyto¢ne dlho. [3]

Ako sme uviedli v predchadzajiacej podkapitole, potencial kazdého neurdonu je
pocitany ako linearna kombinacia vstupov (vid. Rovnica 1.1). Kazdy neurén teda
mozeme chapat’ ako rovnicu nadroviny, ktorej stupeni urcuje pocet vstupov — napriklad
pre dve vstupné hodnoty dostdvame rovnicu priamky, pre tri vstupné hodnoty zas
rovnicu roviny. Zvysovanim poc¢tu neuréonov zvySujeme pocet nadrovin, ktorymi sme
schopni rozdelovat' data do jednotlivych tried. Do dalSej vrstvy vstupuje vystup
z predchadzajicej vrstvy — tymto spdsobom je mozné kombinovat nadroviny do
otvorenych alebo zatvorenych konvexnych usporiadani. Tento proces sa opakuje,
a kon¢i az na vystupnej vrstve — zjednodusene mézeme tvrdit, ze ¢im viac neurdnov
a vrstiev pouzijeme, tym komplexnejsi priestor dokaze siet’ vytvorit’ (simulovat’). [3]

Predstavili sme si zadkladné casti UNS — jej tri hlavné vrstvy a principy
spravneho vyberu poctu jej neuronov a vrstiev. Tieto znalosti nam ale eSte nebudu stacit’
na pochopenie procesu vytvarania optimalnej architektury UNS a preto sa v
nasledujucej podkapitole pozrieme podrobnejSie na uz spominané aktivacné funkcie.

1.4 Aktivaéné funkcie UNS

Hlavnou ulohou aktiva¢nej funkcie (dalej uz len AF) je vhodna transformacia
vstupnych hodndt na vystupné hodnoty, ktoré tvoria vstup do d’alSich vrstiev siete. Je
vel'mi podstatné aka AF pri tvorbe UNS zvolime. Vyber samotnej AF zaleZi na
rieSenom probléme a definuje nam zlozitost’ vypocétov ateda priamo ovplyviuje Cas
trénovania UNS. Aktiva¢né funkcie mézeme rozdelit’ na tri hlavné skupiny — skokové,

linearne a nelinearne AF.[1, 11]

1.4.1 Skokové aktivacné funkcie

Tento typ AF transformuje vstupné data na zdklade zvoleného prahu. Ako priklad si
uvedieme binarnu skokovu funkciu. Ako vidime na Obr. 1.4, hodnoty vicsie ako prah
ktory je rovny 0, sa transformuju na 1, naopak hodnoty mensSie ako prah budi rovné
nule.[11]

0 0>x

”’d:{1 x>0

0 X
Obr. 1.4: Binarna skokova funkcia.



Jedna sa o vel'mi jednoduchu AF, je vypoctovo nenaro¢na ale pouziva sa len
zriedka. Nevyhodou tejto AF je neschopnost’ klasifikacie vstupnych dat do viacerych
tried (dokaze klasifikovat’ len do dvoch tried).[11]

1.4.2 Linearne aktiva¢né funkcie

Pre linedrne problémy ako aproximacia (regresia), je vhodné pouzivat prave linearne
AF. Linearne AF su taktiez vel'mi jednoduché a 'ahko spocitateI'né a pouzivaji sa Vo
vystupnych vrstvach siete.[13]
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Obr. 1.5: Linearna aktiva¢na funkcia.

Nevyhodou tychto AF je, ze ich derivaciou dostavame konsStantu — gradient tejto
funkcie sa nebude menit. Pouzitim linearnych AF eventualne ,,menime* vsetky vrstvy
(nezaleziac na ich poéte) na vystupna vrstvu, ktora je linearnou kombinaciou prvej
vrstvy. Mozeme teda povedat, Ze linearne AF nam ,transformuju® vsetky pouzité
vrstvy do jednej vystupnej vrstvy a teda stracame moznost’ tieto vrstvy kombinovat’.[13,
12]

1.4.3 Nelinearne aktivaéné funkcie

Medzi najpouzivanejSie AF patria prave nelinearne AF a to z dovodu, Ze zavadzaju do
vystupu neurénu nelinearitu. To ndm umoznuje pouzit' algoritmus spédtného Sirenia
chyby (pretoZe ich derivacia je viazand na vstupné hodnoty) — siet’ sa dokaze ucit.
TaktieZ nam tato vlastnost dovoluje implementovat’ viaceré vrstvy, na rozdiel od
linearnych AF. [13]

Nelinearne AF su schopné lepSie mapovat’ vztahy vstupu a vystupu — model
obecne lepSie generalizuje a je vhodnejsi pre reprezentdciu komplexnych dat, ktoré su
vo vacSine pripadov nelinedrne a maji viacdimenziondlny charakter (vided, obrazy,
signaly). [13]

Sigmoidalna (logistickd) AF (vid Obr. 1.6) je pouzivana najmé v pripadoch,
kedy chceme na vystupe neurénu predikovat’ pravdepodobnost’ — jej vystup je vzdy
vintervale < 0,1 >. Ma hladky gradient (vystupné hodnoty nemaju tendenciu nahle sa
menit, ako pri skokovej binarnej funkcii) a normalizuje vystup neurénu. Je vhodna na
klasifikaciu dat do viacerych tried, avSak Casto je nahradzovana AF typu Softmax. [13]
[25]

Nevyhodou logistickej AF je problém mizntceho gradientu (gradient vanishing
problem). Funkcia sa pri veI'mi vysokych alebo vel'mi nizkych vstupnych hodnotach



saturuje (dosiahne maxima alebo minima - 0/1) a gradient tak postupne vymizne alebo
dosiahne nulovych hodnét. Dalsou z nevyhod je, Ze vystupy tejto AF nie st centrované
okolo nuly — vystup bude vzdy pozitivny. Zjednodusene to spdsobi, Ze gradient
vSetkych vah napajanych na jeden konkrétny neurén bude vzdy pozitivny alebo
negativny — optimalizacia bude vzdy prebiehat’ len jednym ,,smerom® a je tym padom
vypoctovo naro¢nejsia. [13, 25]

Y
1 —_—
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olx) = 1+
0 10 X

X
) -10
Obr. 1.6: Sigmoidalna (logisticka) aktiva¢na funkcia.

Druhou, vel'mi podobnou nelinedrnou AF je hyperbolicky tangens. V porovnani
so sigmoidalnou (logistickou) AF sa pouziva castejSie (hlavne v rekurentnych
neuronovych sietach), ma strmsi gradient (vid’ Obr. 1.7) ajej vystupy st centrované
okolo nuly — vystup sa nachadza v intervale < -1,1 > Prave ztohto dovodu je
optimalizacia siete pri jej pouziti rychlejSia a jednoduchs$ia. Negativa pri jej pouziti
zostavaju rovnaké ako pri logistickej funkcii. [26]

14y

f(x) = tanh (x)
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Obr. 1.7: Hyperbolicky tangens - aktiva¢na funkcia.

Medzi najpouzivanejSie AF radime ReLU (vid. Obr. 1.8) ajej modifikaciu
Leaky ReLU (vid’. Obr. 1.9). Vyhodou tychto AF je ich jednoduchost’ — s vypoctovo
nenaro¢né a sietam umoziuju rychlu konvergenciu. Prva spomenuta AF, je rovna nule
pre vSetky negativne vstupné hodnoty a pre vSetky pozitivne vstupné hodnoty sa chova
rovnako ako linearna AF — vystupné hodnoty sa teda pohybuja v intervale < 0,00 >, [26]

Na rozdiel od hyperbolického tangensu a logistickej AF nema problém
s miznutim gradientu a taktiez nedochadza k jej saturacii pri kladnych vstupnych
hodnotach. Pri jej vyuziti je aktivacia siete riedkejsia — niektoré neurony (napr. 50%
z celkového poctu) tak nebudu aktivované (pre x < 0) acela siet bude omnoho
efektivnejsia. [12]
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f(x) = max(0,x)
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Obr. 1.8: ReLU aktiva¢na funkcia.

Tato vyhoda je ale zaroven aj nevyhodou tejto AF. Gradient je nulovy v oblasti
kde x < 0, véhy sa teda nebudu aktualizovat — neurény d’alej nebudu reagovat’ na
vstupné hodnoty, hovorime o tzv. dying ReLU probléme. Tento problém riesi prave
Leaky ReLU — zaporna cast’ tejto AF je narozdiel od ReLU mierne naklonena
(nelinearna) — gradient je nenulovy. Tento sklon mézeme menit’ podl'a potreby. [12, 25]

Obidve AF sa vSeobecne pouzivaju v skrytych vrstvach sieti, v praxi sa jedna
najmé o konvoluéné neurénové siete. [26]

10

f (x) = max(0.01x,x)
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Obr. 1.9: Leaky ReLU aktiva¢na funkcia.

1.5 Princip trénovania UNS

Teraz, ked rozumieme funkcii matematického modelu neur6onu, zdkladnym prvkom
UNS a aktivaénym funkcidm, ktoré v nich mézeme pouzit’ sa pozrieme na ucenie siete.

1.5.1 Inicializacia vah

Ako prvé, musime najrpv V sieti spravne nastavit’ vahy — hovorime o tzv. inicializacii
vah. Cielom inicializacie vah je ochranit’ vystupy z aktivovanych vrstiev pred ich
nekontrolovatelnym narastanim alebo pred problémom miznuceho gradientu, ktory sme
si popisali v podkapitole 1.4.3. [28, 29]

Existuje viacero typov inicializacie vah, uvedieme si ale len niektoré. Medzi
najpouzivanejsie techniky inicializacii vah patria: [28, 29]

e Xavier inicializacia vah — pouziva sa pri tanh aktiva¢nych funkciach.
e He inicializacia vah — pouziva sa pri ReLU aktiva¢nych funkciach



1.5.2 Vybavovacia faza UNS

Ucenie siete zacina vybavovacou fazou — vstupné hodnoty dopredne Sirime sietou,
naprie¢ skrytymi vrstvami, kde (ako bolo popisane v podkapitole 1.3) postupne
prebiehaju matematické vypocty potencialov vSetkych neurénov (vid. Rovnica 1.1)
aktualnej vrstvy. Nasledne su tieto vypocitané hodnoty transformované AF, ktoré sme
popisali v podkapitole 1.4. Tymto spoésobom prechddzame vsetky skryté vrstvy UNS
a dostdvame sa az k vrstve vystupnej, v ktorej dostdvame vysledné vystupy siete.

Tieto vystupy (zvacsa sa jedna o realne Cisla) nakoniec eSte transformuje AF
vystupnej vrstvy do pozadovanej podoby. Napriklad v pripade, ked’ chceme
klasifikovat’ vystupné data do dvoch tried, pouzijeme logistickti funkciu (alebo
Softmax), ktora nam tieto hodnoty transformuje do intervalu < 0,1 >.

1.5.3 Vypocet chyby siete

Zakladnou myslienkou ucenia siete, je uprava jej vah za cielom minimalizacie chyby.
Vypocet chyby je realizovany tzv. chybovou funkciou siete. Vyber chybovej funkcie
zavisi od rieSeného problému a zvoleného spdsobu ucenia siete. Chybové funkcie
mozeme rozdelit’ na 3 skupiny: [30]

e Regresné chybové funkcie — pouZivame pri regresnych modeloch, kde sa
snazime odhadnut’, predpovedat’ vystupni hodnotu (redlne ¢islo)

o MSE - vyuziva strednt kvadraticka chybu.

o MSLE — vyuziva strednt kvadratickl logaritmicku chybu.

o MAE — vyuziva strednt absolitnu chybu.

e Binarne klasifikacné chybové funkcie - pouZivame pri modeloch, kde
potrebujeme na vystupe urCit' jednu z dvoch moZnosti (bindrne), napriklad
ano/nie, triedal/trieda2 a podobne.

o Binarna krizové entropia — Standartne pouZzivana pre binarne problémy
(klasifikacia do tried 0 a 1).

o Hinge chyba - alternativna nahrada binarnej kriZzovej entropie,
pouzivana hlavne v metodach podpornych vektorov (SVM) s
klasifikaciou do tried s hodnotou -1 a 1.

o Kvadraticka hinge chyba — modifikacia Hinge chyby, taktieZ pouzivana
v SVM, vyhladzuje priebeh chybovej funkcie a rovnako klasifikuje do
tried s hodnotou -1 a 1.

e Chybové funkcie pre klasifikaciu do viacerych tried — pouzivame pri modeloch,
kde predikujeme pravdepodobnost zaradenia vystupu do kazdej z viacerych
tried (viac ako dvoch).

o Multi-class krizova entropia — $tandartne pouzivana pre zaradenie do
viacerych tried (pre kazdu z tried dostavame pravdepodobnost
zaradenia).



o Riedka multi-class krizova entropia — modifikacia predoslej chybove;j
funkcie, pouzivana v pripadoch, kde mame vac¢si pocet klasifikaénych
tried.

o Divergentna Kullback Leiblerova chyba — vyuzivana pri porovnavani
chyb distribucii pravdepodobnosti.

Chybu siete mézeme zjednodusene chapat’ ako rozdiel pozadovanych vystupov a
vystupov aktudlnej iterdcie — jej minimalizaciou sa UNS uci. Po vypocitani aktudlne;j
chyby modelu ndm jej minimalizaciu zaruci algoritmus spétného Sirenia chyby.

1.5.4 Algoritmus spétného Sirenia chyby

Ulohou algoritmu spitného $irenia chyby je menit’ vahy neurénov (predstavuju akusi
pamét siete) tak, aby sa aktualna chyba siete minimalizovala a aby sme sa priblizili
blizsie k spravnym vysledkom siete. Jedna sa o iteracny proces - po vybavovacej faze
UNS dostavame vystup, ktory podla chybovej funkcii porovndme s pozadovanym
vystupom, vypocitame chybu, ktorid pomocou spétného Sirenia chyby minimalizujeme
(vid’. Obr. 1.10) az k vstupnej vrstve, kde sa tento proces opakuje, az kym sa nesplni
podmienka ukoncenia (pocet iteracii, pozadovana minimalna chyba atd’.).

Jeden takyto proces (vybavovanie siete + spdtné Sirenie chyby) pre vsetky
trénovacie data nazyvame epochou, pocet iteracii v jednej epoche definujeme ako podiel
poctu vSetkych trénovacich dat a velkostou skupiny (batch_size) spracovavanych dat.
[1, 29]

Jednoduchym rieSenim by bolo ngjst’ vSetky mozné nastavenia vah, vypocitat’
chybu pre kazdé nastavenie a vybrat’ pripad s najmenSou chybou. Tento spdsob je ale
viacmenej nerealizovatelny (vypoftovo naro¢ny) pri pouZziti hlbokych neurénovych
sieti, ktoré maju viacero skrytych vrstiev a vel’ky pocet neurénov. [31, 1]

Prave z tohto dovodu bolo nutné najst’ lepsi sposob hladania optimalneho
nastavenia vah — to vyrieSil algoritmus spédtného Sirenia chyby. Tento algoritmus
minimalizuje chybova funkciu pomocou gradientnych metoéd. Zakladné verzie
vyuzivajuce gradientného zostupu menia hodnoty vah a prahu, parametry AF vsak
nemenia. Jediny optimalizacny parameter, ktoré je v tychto verzidch mozné menit’ je
parameter rychlosti ucenia 7. [1]
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Obr. 1.10: Grafické znazornenie algoritmu spéatného Sirenia chyby, prevzaté z [11]. Po vybavovacej faze
UNS dostavame vystupné hodnoty (sivé kruhy), z ktorych sa vypocita chyba a ta je nasledne spitne
§irena naprie¢ vSetkymi skrytymi vrstvami siete (tyrkysové kruhy) az k vstupnej vrstve (biele kruhy).

Medzi zakladné optimaliza¢né ucebné algoritmy, vyuzivajuce gradientného zostupu
patria nasledujuce metody: [29]

e Metoda gradientného zostupu (GD) — vahy sa aktualizuji kazdu epochu,
nepouziva sa, je vel'mi pomala.

e Metdda nahodného gradientného zostupu (SGD) — vahy st aktualizované kazdu
iteraciu, ¢o je vypoctovo naro¢né ale metdda je ajtak rychlejSia ako GD.
Hodnoty sa rychlo menia, ¢o umoznuje sieti “sko¢it™

minima.

do lepSieho globalneho

e Mini-batch metdda gradientného zostupu — vahy st aktualizované po urcitom
pocte iteracii, redukuje rychle zmeny vah, jedna sa o akysi kompromis
predchadzajucich dvoch metdd.

Velkost' parametru rychlosti u€enia 7, je velmi dodlezita pre konvergenciu
k spravnemu vysledku siete. Pri vysokej hodnote # je na jednej strane ucenie siete
rychle, ale moéze lahko ,preskoéit* spravne rieSenie a divergovat. Naopak, pri
nastaveni # na vel'mi nizke hodnoty, bude chyba klesat’ vel'mi pomaly a siet’ sa bude
ucit’ prili§ dlho. Tieto problémy rieSia dnes uz dostupné optimaliza¢né algoritmy. [4]

Modifikované metddy algoritmu spédtného Sirenia chyby vyuzivaji navyse aj
adaptaciu prahov a sklonov AF, celkovo vyuzivaji viac optimalizacnych parametrov
(napriklad parameter momentu), su vypoctovo naro¢nejsie ale dosahuji omnoho lepSich
vysledkov. Medzi najpouzivanejsie optimaliza¢né algoritmy patria hlavne: [29]

e SGD s momentom — obsahuje parameter momentu, ktory akceleruje gradient do
smeru predchadzajej iteracie a zaroven redukuje jeho pohyb v opa¢nom smere.

e Nestrovov akcelerovany gradient (NAG) — modifikacia predoslej metody, ktora
predchadza rychlemu pohybu gradientu nesprdvnym smerom.

e Adagrad — meni parameter ucenia osobite, pre kazda z vah (parametrov).
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e Adadelta/RMSprop — modifikacia Adagradu, ktora riesi problém rychleho
zZmensovania parametru ucenia.

e Adaptivne uréovanie momentu (ADAM) — Standartne pouzivany, kombinuje
exponencialny upadok priemeru predoSlych kvadratickych gradientov
momentov.

e Nestrovove akcelerované uréovanie momentu (NADAM) - modifikacia
ADAM, pouziva Nestrovovo momentum.

Po nastaveni typu inicializacii vah, vyberu chybovej funkcie a zvoleni u¢ebného
algoritmu model moézeme zacat ucit. Po skonfeni ucenia, je model pripraveny
predikovat’ nezname vstupné data.

1.6 Vrstvy neurdonovych sieti

Teraz ked’ chapeme ako UNS funguju, pozrieme sa na typy vrstiev UNS. Neuronové
siete vyuzivaju mnohé typy vrstiev, my sa vSak v tejto praci zameriame na vrstvy, ktoré
budt d’alej implementované v praktickej Casti prace.

1.6.1 Konvoluéna vrstva 1D

Dimenzia pouzitej konvolu€nej vrstvy zaleZi na rieSenom probléme. V tejto praci sa
zaoberame generovanim EKG signilov a na§ vstup je jednodimenzionalny (1D).
V pripade spracovania obrazov pouzivame 2D konvolu¢né vrstvy, alebo v pripade videa
je mozné pouzit’ 3D konvoluéné vrstvy.

Konvoluéné vrstvy dokazu dobre zachytit' lokalne vlastnosti vstupnych dat. Pre
pouzitie 1D konvolu¢nej vrstvy, v neurénovej sieti, si najprv ale musime zadefinovat’
niekol’ko parametrov. Ak je tato vrstva uplne prvou pouZzitou vrstvou v UNS, je nutné
zadefinovat’ vel'kost’ a tvar vstupnych dat. Nasledne si mozeme zvolit’ pocet pouzitych
filtrov (urcuju velkost’ dimenzie vystupu), vel'kost’ posuvného okna (kernel) a nakoniec
velkost kroku, s ktorym sa okno posuva. V pripade, ze chceme zachovat velkost
vstupnych dat, musime vystupnt sekvenciu doplnit’ nulami (pretoze konvolucné vrstvy
redukuju dlzku vstupnych dat) — tzv. “padding”. [29]

Na Obrazku 1.11 vidime, princip fungovania 1D konvoluénej vrstvy, kde bol pre
zjednoduSenie pouzity iba jeden filter, s posuvnym oknom o velkosti 3, ktoré¢ sa
posuvalo zakazdym o jeden krok. Vystupna sekvencia v tomto pripade nebola doplnena
nulami.
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Obr. 1.11: ZjednoduSeny princip fungovania 1D konvolucenej vrstvy. Hodnoty vstupného vektora su
postupne nasobené s posuvnym oknom (kernel) a ich suma sa uklada na vystup.

Po konvoluénych vrstvach sa v praxi ¢asto pouZiva nelinearna aktivacia (napr.
ReLU aktivacna funkcia — popisand v podkapitole 1.4.3) nasledovana ,,poolingovou*
vrstvou. Na poolingové vrstvy sa pozrieme bliZzsie v nasledujtcej podkapitole.

1.6.2 MaxPooling vrstva 1D

Poolingové vrstvy mozno rozdelit na dve zakladné skupiny — Maximum Pooling
a Average Pooling vrstvy. Cielom tychto vrstiev je zmensSit' dimenzionalitu (v nasom
ID pripade — podvzorkovat signal) a extrahovat charakteristické vlastnosti zo
vstupnych dat. Tieto nové abstraktné reprezentacie dat pomahaji sieti riesit’ problém
preuCenia zaroven redukuju pocet parametrov siete a znizuju tak jej vypoctova
naro¢nost’. [29]

Opit ako aj pri konvoluénych vrstvach si musime zvolit’ parametre tejto vrstvy.
V poolingovych vrstvach si volime velkost’ poolingového okna a velkost’ jeho kroku.
Tieto vrstvy aplikuju na vstupné data prislusny filter (v pripade MaxPooling vyberame
maximum a v pripade AveragePooling vyberame priemerni hodnotu v danom okne).
Tato hodnota sa nasledne uklada do vystupného vektoru (vid’. Obr. 1.12 — sivé Stvorce).

Krok 1 Krok 2 Krok 3
vsup JEEROUOEE OO0 00 OAE
Kernel i ) o I ¢
Vystup 300 @0 ajaje

Obr. 1.12: Zjednoduseny princip fungovania MaxPooling 1D vrstvy. Na hodnoty vstupného vektoru je

aplikovany max filter, ktory vybera maximalnu hodnotu v prislusnom okne (kernel), ktora je nasledne

uloZena do vystupného vektoru. V pripade AveragePoolingu sa namiesto maximalnej hodnoty vybera
priemerna hodnota v prislusnom okne.

1.6.3 PIne prepojené vrstvy

Tento typ vrstiev pouzivame véésinou vo finalnej (vystupnej) casti UNS. Plne
prepojené vrstvy sa dokdzu naucit vztahy medzi extrahovanymi vlastnostami
vstupnych dat z predchadzajucich vrstiev (napr. po extrakcii priznakov pomocou
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konvolu¢nych a poolingovych vrstiev) a tak pomoct’ pri vyslednej klasifikacii/regresii.
[33]

Pred vstupom do plne prepojenej vrstvy sa vyuziva tzv. ,flatten* vrstva, ktora
nam transformuje data do stipcového vektoru ako mézeme vidiet' na Obrazku 1.13.
Vsetky vstupné hodnoty predchadzajucej vrstvy su kompletne prepojené (kazdy
s kazdym) s neurébnmi plne prepojenej vrstvy, ale neobsahuju ziadne spojenia vramci
svojej (rovnakej) vrstvy. Vystupnt vrstvu navrhujeme podla rieSeného problému. Ak
chceme na vystupe hodnotu pravdepodobnosti zaradenia do jednej z klasifikaénych
tried - pouzijeme napriklad sigmoidalnu aktiva¢nu funkciu (pouzitie AF opét’ zavisi na
rieSenom probléme). [33]

Vstup Flatten Plne prepojena vrstva

B Gl [E

Obr. 1.13: Ukazka pouzitia plne prepojenej vrstvy s 3 neurénmi vo vystupnej Casti siete. VSetky vstupné
hodnoty predchadzajucej vrstvy st najprv transformované na stipcovy vektor pomocou Flatten vrstvy,
a nasledne plne prepojené (kazdy s kazdym) s neurénmi plne prepojenej vrstvy.

1.6.4 LSTM vrstva

Ked pracujeme s datami, ktoré maji urCitd zdvislost (navdznost) medzi ich
jednotlivymi ¢astami je vhodné pouzit' rekurentné neurdénové siete. Tie si schopné,
zapamitat’ si vzt'ahy sekvencnych (napr. casovo zavislych) dat do pamét'ovych buniek,
ktoré pomahaju sieti pochopit’ doasné vzt'ahy a zavislosti spracovavanych dat. [29]

Medzi najpopularnejSie pouzitia rekurentnych neurénovych sieti patri
spracovavanie l'udskej reci — tieto siete dokazu pochopit’ kontext viet, prekladat’ text do
inych jazykov a podobne. Nevyhodou tychto sieti je ale problém mizniceho gradientu.
Vystupné neurdny tychto sieti st omnoho menej nachylné na vstupné data — nedokazu
si dobre pamétat’ informacie zo zaciatku sekvencii (nemaju dlhodobu pamit) — maju
kratkodobu pamat’.

Tento problém riesia tzv. LSTM (long short-term memory) vrstvy. Tie boli prvy
krat popisané v roku 1997 [34] a ako plynie z ich nazvu — dokazu si dlhodobo pamétat’
kratkodobé zavislosti spracovavanych dat a cCiastocne rieSia problém miznuceho
gradientu.
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Jedna bunka LSTM vrstvy pozostava zo hlavnych 4 casti [34]:

e Stav bunky — reprezentuje zdiel'anti pamat’ siete

e Brana zabudania — rozhoduje 0 zachovani informacie

e Vstupna brana — reguluje skryty aj vysledny stav bunky
e Vystupna brana — definuje nasledujuci skryty stav bunky

Brana Stav
zabudania bunky
{Ct-1
N
hey
Vstupna Vystupna
X; brana brina

Obr. 1.14: Bunka LSTM a jej jednotlivé Casti, prevzaté z [29]. Jedna LSTM bunka pozostava zo
4 hlavnych casti - stavom bunky (Cierne prerusovana ¢iara), a troch bran (biele prerusované Ciary).
Sigmoidalnu aktivaciu znaéi blok S, hyperbolicky tangens naopak blok T. Do bunky vstupuje
predchadzajuci stav bunky ce.1, predchadzajici skryty stav hes a aktualny vstup x.. Vystupom z LSTM
bunky je novy stav bunky c; a novy skryty stav hy.

Na zaciatku do bunky vstupuju tri premenné (vid’. Obr. 1.14) - predchadzajici
stav bunky ct.1, predchadzajuci skryty stav hei a aktualny vstup X Prvym krokom, je
vypocet vystupu brany zabtdania, do ktorej vstupuje ht1 a X . Pomocou sigmoidalnej
aktivacie S je ur¢end miera relavancie tychto dat (0 — zabudnut, 1 — ponechat).
Nasledne rovnakym postupom vypocitame po sigmoidalnej aktivacii vystup vstupnej
brany, ktory je nasledne nasobeny s vystupom z aktivacie hi.1 pomocou hyperbolického
tangensu T. Tymto spdsobom regulujeme skryty aj vysledny stav bunky. Tretim krokom
je vypocet aktualneho stavu bunky Ct, ktory dostaneme séitanim (prvok po prvku)
regulovaného vystupu vstupnej brany a vystupu z bradny zabudania. Posledny krok
vykonava vystupna brana, ktorej vystup ht ziskame vynasobenim predchajiceho
skrytého stavu hi1 po sigmoidalnej aktivacii S s aktualnym regulovanym (po aktivacii
hyperbolickym tangensom - T) stavom bunky. [34]

1.6.5 Dropout vrstva

Problém preucenia UNS, kedy siet’ produkuje dobré vysledky na trénovacich datach ale
zI¢é na testovacich, riesi tzv. “Dropout” vrstva. Jedna sa v podstate o formu regularizacie

UNS, kedy sieti méZzeme nastavit' pravdepodobnost’ “vypnutia” kazdého z neurdénov.
[29]
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V trénovacej fazi siete sa kazdy jeden z neurénov méze s pravdepodobnost'ou p
(ktora si mozZzeme nastavit, napriklad p = 0.5) ndhodne vypnut, a teda jeho vahy
nevstupuju (st ignorované) do uc¢ebného procesu siete. Pre zachovanie energie, je kazdy
vystup v d’alSej vrstve podeleny parametrom p z predchédzajicej vrstvy. Nasledne sa
algoritmom spétného S$irenia chyby (podkapitola 1.5.4) aktualizuji vahy neurénov,
ktoré neboli vypnuté a proces sa takto opakuje znova. [29]

Tymto spésobom sa UNS uci na réznych sub-architekturach siete a dokaze sa
naucit’ robustnejsSie vlastnosti, avSak za cenu vicsej vypoctovej narocnosti. Ako vyzerd
siet’ po pouziti dropoutu moézeme vidiet' na Obrazku 1.15. [29]

Viacvrstvova dopredna siet Siet po pouziti Dropout-u

Obr. 1.15: Jednoduché znazornenie pouzitia Dropout vrstvy na viacvrstvovi dopredni siet, prevzaté z
[29]. Vidime, Ze po pouziti Dropout vrstvy siet’ vypla 4 neurény a na aktualizacii vah sa podiel’a len
zvysnych 5 neurénov.

1.7 Architektury neurdonovych sieti

V predchadzajicej podkapitole sme si popisali niekol’ko typov vrstiev pouZivanych v
UNS. Tychto vrstiev je vSak omnoho viac, a kazdd z vrstiev ma svoje vyhody aj
nevyhody. Skladanim jednotlivych typov vrstiev a volenim ich parametrov moéZeme
budovat’ tzv. architektiry neurdnovych sieti.

Ako mdzeme vidiet' na Obrazku 1.16, dostupnych architektir neurdnovych sieti
je vdnesnej dobe nespoCetne vela. V tejto praci budeme na generovanie umelych
signalov EKG vyuzivat' prave generativne kompetitivne siete (GAN), na ktoré sa
pozrieme V nasledujtcej kapitole.
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Prehlad dostupnych architektur
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Obr. 1.16: Prehl'ad dostupnych architektir neurénovych sieti, prevzaté z [27].
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2 GENERATIVNE KOMPETITIVNE
NEURONOVE SIETE (GAN)

Generativne kompetitivne siete nazyvané aj ako ,,Generative Adversarial Networks*
(d’alej uz len GAN) st pomerne novou oblast'ou v strojovom uceni, prvy ¢lanok na tato
tématiku bol publikovany v roku 2014 [5]. Typologicky ich radime do metdd ucenia
UNS bez ucitel'a, GAN dokazu najst’ vlastnosti a charakteristiky vstupnych dat — tymto
sposobom dokazu generovat’ nové data, ktoré su vel'mi podobné datam trénovacim. [5]

Ich vyuzitie teda spociva v ndhodnom (vystup je zakazdym iny) generovani
novych dat, ktoré ale stale pripominaju vstupné data, na ktorych boli trénované. Pouzitie
GAN ma velky potencidl v budicnosti, jedna sa o ve'mi rychlo rozvijajici sa obor
(vid. Obr. 2.1) — schopnost’ generovat’ realistické data je mozné vyuzit' v rdéznych
oblastiach. Pévodny ¢lanok z roku 2014 [5], bol aktudlne (maj 2020) citovany na portali
Web of Science uz celkovo 5409 krat. [8]

Kumulativny pocet publikdcii GAN podla mesiacov

Celkovy potet publikdcif
0
&

2014 2015 2016 2017 2018
Rok

Obr. 2.1: Kumulativny pocet publikacii GAN podl'a mesiacov, do konca roku 2018, prevzaté z [35].
2.1 Vyuzitie GAN

Informécii a dat je v dnesnej technologickej dobe az privel’a, a preto sa moze zdat’, ze
generovanie novych bude zbytocné. Predstavime si teda hlavné dovody Studovania
a vyuzitia GAN : [8]

e Aplikovanie v modeloch s posilnenym ucenim [14, 15, 16] — GAN st schopné
vygenerovat mnozstvo moznych vysledkov (rozsirit' trénovacie data) a tak
pomdct’ s u¢enim a predikovanim modelu (podrobnejsie v [8] - sekcia 5.6).

e Moznost trénovat GAN aj schybajucimi datami — pouzitie v modeloch
s Ciastoéne riadenym uc¢enim[17, 18], kde sa pouziva maly pocet trénovacich dat
zaradenych do klasifika¢nych tried (podrobnejsie v [8] - sekcia 5.4).
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e Pouzitie v grafike [20, 21] — interaktivne programy, ktoré dokazu ,,kreslit* alebo
editovat’ obrazky na zaklade vstupov (uprav) pouzivatel’a.

e Prevod obrazu na obraz [22] — Siroké spektrum aplikacii ako napriklad prevod
satelitnych snimkov na mapy, prevod skecov l'udskych tvari na redlne fotografie
(kriminalistika) a rozne iné kreativne vyuzitia (vid’. Obr. 2.2).

Satelitny snimok na mapu Prevod Sedoténového obrazu na farebny Hrany na obraz

vstup vystup vstup vystup vstup vystup

Obr. 2.2: Ukéazka pouzitia GAN na prevod obrazu na obraz, prevzaté z [22].

e Super-resolution techniky [19] — v porovnani s metodami vyuZzivajicimi
minimalizdciu MSE medzi vygenerovanym obrazkom a vzorom, GAN dokazu
lepSie zachytit’ podrobné detaily a textary obrazkov (vid’ Obr. 2.3).

bicubic SRResNet SRGAN original
(21.59dB/0.6423) (23.53dB/0.7832) (21.15dB/0.6868)

| .,g?"

Obr. 2.3: Zl'ava do prava: Vysledok bikubickej interpolacie, hlboka reziduélna siet’ optimalizovana
pomocou MSE, rezidualny GAN optimalizovany na zéklade kritéria definovaného na zaklade 'udského
vnimania, prevzaté z [19].

e Schopnost GAN generovat’ viacero unikatnych vystupov [24] — na rozdiel od
vacsiny klasickych pristupov strojového ucenia, kde sa snazime minimalizovat’
MSE (stredna kvadradicka chyba) medzi pozadovanym (spravnym) vystupom
a modelom vygenerovanym vystupom (dostavame len jeden vysledok), GAN
dokaze vygenerovat’ viacero rozliSnych vystupov. Tento rozdiel je dobre vidiet
na Obrazku 2.4.

e Generovanie (neexistujucich) ludskych tvari [5, 37, 38, 39, 40] — prakticky
vyznam tohto vyuzitia GAN mbdzeme chapat’ ako tzv. ,benchmark® (test)
vykonnosti GAN. Na Obrazku 2.5 mdézeme vidiet vyvoj schopnosti GAN
generovat’ realne vyzerajuice l'udské tvare.
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Obr. 2.4: Ukazka predikcie snimku z videosekvencie, prevzaté z [24]. Uplne vlavo vidime pohybujice sa
(predchadzajtice) 3D snimky modelu hlavy. Model bol trénovany predikovat’ nasledujtci snimok.

o

2014

Obr. 2.5: Ukazka postupného vyvoju schopnosti GAN generovat’ redlne vyzerajice udské tvare (vietky
uvedené tvare su vygenerované), prevzaté postupne zlava do prava [5, 37, 38, 39, 40]

e V tejto praci sa budeme podrobnejSie zaoberat’” vyuzitim GAN na generovanie
umelych EKG signalov za Ucelom rozsirenia databazy dostupnych signalov
podobne ako v [7, 23, 41, 42].

2.2 Princip fungovania GAN

Princip GAN spociva vo vzdjomnom “suboji” dvoch neurénovych sieti — preto nazov
kompetitivne siete. Prvi zo sieti nazyvame generator a druht diskriminator. [5]

Pre jednoduch$ie pochopenie moézeme generator prirovnat’ k falSovatelovi
bankoviek, ktory sa snazi vyrobit' o najddveryhodnejSie falzifikaty. Diskriminator
naopak prirovnavame k policii a teda jeho ulohou je odhalit’, ¢i sa jednad o falzifikat
alebo pravé peniaze. Zo zaciatku policia (diskriminator) vel'mi 'ahko odhali, Ze sa jedna
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0 falzifikat a s vysokym sebavedomim (pravdepodobnost'ou) tieto bankovky ur¢i ako
falosné. Naopak falSovatel, sa na svojich chybach rychlo nau¢i, ¢o bude potreba
zmenit', aby vyrobil lepsi falzifikat. [5]

Tento proces sa opakuje, az do bodu, kedy policia nedokaze rozoznat falzifikat
od originalu — vtedy sme dosiahli optimum a povazujeme model za nau¢eny. Model uz
od tejto chvile netrénujeme a generator (falSovatel’) uz len vyuzivame na generovanie
novych falzifikatov, ktoré diskriminator (policia) nedokaze odhalit’. [5]

2.2.1 Diskriminator

Diskriminator je prva z neurénovych sieti pouzitd v GAN. Ako sme uz spomenuli v
predchadzajicej podkapitole, jej ulohou je rozhodnut ¢i su vstupné data realne
(z trénovacej mnoziny) alebo falosné (vygenerované generatorom). Jedna sa teda o
bindrny klasifikator.

Generovana
vzorka
Binar

Diskriminator Klasifile

Redlna
vzorka

Obr. 2.6: Blokova schéma diskriminatoru v GAN. Do diskriminatoru vstupuje generovana alebo realna
vzorka (vZdy vSak len jedna, nikdy nie dve naraz) a alohou diskriminatoru je rozhodnut’ ¢&i sa jedna
0 realnu alebo falo$nu (generovantl) vzorku.

Architektira diskriminatoru sa vac¢Sinou skladd zo série blokov konvolu¢nych
vrstiev v kombindcii s aktivaénymi a poolingovymi vrstvami. Ulohou tychto vrstiev je
extrahovat’ zo vstupnych dét Co najviac priznakov a charakteristickych vlastnosti (tak
ako bolo popisané¢ v podkapitole 1.6) aby bol diskriminator schopny spravne
klasifikovat. Podet tychto blokov (hibku siete) sa snazime zvolit' ¢o najoptimalnejsie —
dostatocne hlboku aby dokazala spravne klasifikovat’ data, ale zaroven s ¢o najmensSim
poctom parametrov z dovodu vypoctovej naroCnosti siete.

Toto v8ak nie je pravidlom, a v architekarach diskriminatorov sa vyskytuja
rozne kombinacie typov pouzitych vrstiev. Kazdy rieSeny problém si vyzaduje
individudlny pristup a navrhnutie spravnej architektiry je vel'mi dolezité, avSak
komplexnost’ funkcionality GAN spoc¢iva vo vzajomne vyvazenom suboji dvoch UNS.
V d’alSej podkapitole sa preto pozrieme na hlavného stpera diskriminatoru — generator.

2.2.2 Generator

GAN zarad’'ujeme do generativnych modelov hlbokého ucenia. Tieto modely rieSia
omnoho komplikovanejsi problém ako diskrimina¢né modely (napr. klasifikatory). Na
rozdiel od diskriminaénych modelov, kde h'adame hranicu, ktora ndm data rozdeli do
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skupin, v generativnych modeloch sa snazime ndjst’ rozlozenie pravdepodobnosti, ktoré
charakterizuje data, ktoré chceme generovat’. [43]

Generator je druhou pouzitou UNS v GAN. Jeho tlohou je naudit’ sa generovat’
prijatelné vzorky dat na zaklade spatnej viazby diskriminatora. Podrobnejsi popis ako
generator vyuziva vahy diskriminatora pre svoj tréning, Si popiSeme V nasledujtcich
podkapitolach. Teraz je ale dolezité uvedomit’ si, ako generator principialne funguje.

Vstupom do generdtoru je nahodny vektor Cisel z tzv. latentného priestoru,
ktorého dimenziu si mézeme nastavit. Generator tento nahodne vygenerovany vektor
(Sum) transformuje na zmysluplny vystup (vid’. Obr. 2.7). Generator sa tymto spdsobom
snazi “namapovat™ vzorky z latentného priestoru, na ¢o najrealnejSie vyzerajlci vystup.

Nahodny
vstupny vektor

Generovana
vzorka

Generator

Obr. 2.7: Blokova schéma generatoru v GAN. Do generatoru vstupuje nahodny vektor (napriklad
z Gaussovského rozlozenia) a ulohou generatoru je vygenerovat' novl vzorku, ktord bude ¢o najviac
pripominat’ redlnu vzorku (z trénovacich dat).

2.2.3 Latentny priestor

Latentny priestor je multidimenzionalny priestor, z ktorého si generator nahodne vybera
vzorky (Sum), ktoré nésledne pouzije na vygenerovanie doveryhodného vystupu. Tento
vstupny Sum je voleny z urCitého typu rozlozenia — vaésinou sa pouziva Gaussovské
alebo uniformné rozloZenie pravdepodobnosti. [44]

Obr. 2.8: Ukazka latentného priestoru generativneho modelu, prevzaté z [44]. Generativny model (v
nasom pripade GAN) sa pocas tréningu u¢i mapovat’ vystupné vzorky (l'udské tvare) do
multidimenzionalneho latentného priestoru.

Povedzme, Ze si zvolime celkovo 5 dimenzii a teda dostdvame abstraktny 5D
priestor. Kazdy bod v tomto priestore je reprezentovany 5 ¢islami (suradnicami). Po
dostato¢ne dlhom tréningu, budu body v latentnom priestore zodpovedat’ bodom z
vystupnej oblasti a tymto sposobom reprezentovat rozlozenie vstupnych dat.
ZjednoduSene mdézeme povedat, ze generator sa snazi tymto bodom dat’ zmysel — na
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Obrazku 2.8, vidime, ze fotografie usmievajucich sa I'udi sa nachédzaju v inej casti
latentného priestoru ako fotografie I'udi s neutralnym vyrazom. [44]

Po nauceni modelu, mézeme generator vyuzit' na generovanie novych, nahodne
vyzerajucich ludskych tvari. Pokrocilejsie techniky dokonca dokdzu zistit' vztahy
medzi polohou v latentnom priestore a vystupnym obrazom — atymto sposobom
vykonavaju aritmetické operacie. Ak pozname, kde sa v latentnom priestore nachadzaju
fotografie muzov s neutrdlnym vyrazom tvare abudeme sa pohybovat smerom
K priestoru, kde sa vyskytuju fotografie muzov s ismevom, postupne sa bude aktualny
neutralny vyraz vystupu tvare menit’ na usmiati muzsku tvar ($ipka na Obr. 2.8). [44]

2.2.4 Zostavenie modelu GAN

Teraz, ked’ sme si predstavili vSetky dolezité sucasti GAN, mdzeme zostavit' celkovy
model. Model je zostaveny prepojenim diskriminatoru, generatoru a latentného
priestoru ako mézeme vidiet’ na Obrazku 2.9.

Nahodny
vstupny vektor,

Generator

Generovana Redlna
vzorka vzorka

Aktualizacia
modelu

Diskriminator

Aktualizacia
modelu

klasifikagia

Obr. 2.9: Ukazka zjednodusenej architektiry GAN.

Vstupom do generatoru je vektor ndhodne vybranych hodnoét z latentného
priestoru. Generovana vzorka a realna vzorka tvoria dve skupiny vstupnych dat pre
diskriminator. Jeho tilohou je urcit’ pravdepodobnost’, ¢i sa jedna o falosnu alebo realnu
vzorku (binarna klasifikéacia). Diskriminator je trénovany postupne v skupinach, ktorych
velkost” definuje parameter batch_size, obsahujucich ako falo$né (trieda 0), tak i realne
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vzorky (trieda 1). Trénovanie generatoru je omnoho komplikovanejSie — generator
vyuziva “zmrazené” vahy diskriminatoru pre aktualizovanie svojich vah. Tento proces
si ale podrobnejsie vysvetlime v praktickej Casti prace.

2.2.5 Definovanie matematického modelu GAN

Diskriminator si mézeme zadefinovat' ako funkciu D, do ktorej vstupujii hodnoty X
atato funkcia pouziva parametre 6°). Generator si zadefinujeme ako funkciu G, do
ktorého vstupuju hodnoty z a jej parametre ozna¢ime #®. Uloha diskrimintoru spoéiva
v minimalizacii svojej chybovej funkcie JO(@®), §©)). K jej minimalizicii viak, moze
vyuzit' len svoje parametre #®), rovnako ako generator mdze vyuZit' svoje parametre
6© k minimalizacii vlastnej chybovej funkcie J©@®), 6©), [8]

Obidve neuronové siete (diskriminator aj generator) maju teda vlastné chybové
funkcie a vlastné optimaliza¢né parametre. [8]

2.2.6 Sposob trénovania GAN

Trénovanie GAN moze zniet ako komplikovand tloha, ale mdzeme ho popisat’
nasledovne. Najprv vyberieme realne vzorky X (z trénovacich dat) o zvolenej velkosti
(batch_size). Druhym krokom je vygenerovanie falo$nych vzoriek z (z latentného
priestoru, ktorého dimenziu si volime) o rovnakej vel'kosti. [8]

Samotné trénovanie vyuziva metddy nahodného gradientného zostupu (popisané
v podkapitole 1.5.4) apozostava z dvoch simultalne prebichajucich krokov. Prvy
z krokov aktualizuje parametry 6, za uéelom minimalizacie J® a zarovenr druhy
z krokov aktualizuje parametre 6 a minimalizuje J©. Optimaliza¢ny ucebny
algoritmus je mozné volit’, Casto sa pouziva SGD alebo ADAM. [8]

2.2.7 Typy chybovych funkcii GAN

Ako sme uz spomenuli v podkapitole 2.2.5, diskriminator aj generator maji vlastné
chybové funkcie. Vo vsetkych modeloch GAN sa pre diskriminator pouziva rovnaka
chybova funkcia, ktord mézeme popisat’ ako: [8]

1 1
JP(OD,09) = 2y ., 108D () — 5 E, log (1-p(6(2)), 2.1)

kde Ex odpoveda ocakavanej hodnote vsetkych redlnych (trénovacich) dat — teda 1,
a naopak E; odpoveda ocakavanej hodnote vsetkych generovanych dat — teda 0. Vsetky
modely GAN sa snazia o minimaliziciu tejto funkcie, ktora je v podstate modifikaciou
binarnej krizovej entropie (popisanej v podkapitole 1.5.3).

Pre generator GAN mozeme volit’ tri rézne chybové funkcie - vV prvom pripade
ide 0 hru s nulovym suc¢tom ¢o znamena, ze stcet ziskov a strat oboch hracov je rovny
nule. Akékol'vek zlepSenie jedného z hracov vedie k umernému zhorSeniu druhého
hraca : [8]
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]G_ ]D (22)

Hra s nulovym suc¢tom sa ¢asto nazyva aj ako min-max hra, pretoze jej rieSenie
spociva v minimalizacii vonkaj$ej funkcie a maximalizacii vnatornej funkcie. Min-max
hru definuje rovnica:

mGin max V(D,G) = Ex~paatac [log D(x)] + E;~p, (z)[log (1 - D(G(z)))]. (2.3)

Diskriminator D trénujeme tak, aby maximalizoval pravdepodobnost’ spravneho
zaradenia dat do realnych aj falo$nych tried. Zaroven, trénujeme generator G tak, aby
minimalizoval pravdepodobnost’ chyby diskriminatoru ([log (1 - D(G(2)))]).

V praxi, sa ale vyuziva modifikicia Rovnice 2.3, pretoze tento sposob ucenia
neprinasa dostatocny gradient pre ucenie generatoru (vid’. Obr. 2.10 — I'ava plocha cast’
modrej krivky). V pociatoénych fazach tréningu, kedy sa generator len zacina ucit
a podava vel'mi slaby vykon (generované data nepripominaju realne data), diskriminator
dokaze s vysokym sebavedomim (pravdepodobnost'ou) tieto data odlisit’ od realnych.
V tomto pripade log (1 - D(G(z))) rychlo saturuje.

[

| — Hra s nulovym stiétom
| | — Heuristickd nesatura¢na hra
—— Maximalna pravdepodobnost

—20 I I I I
0.0 0.2 0.4 0.6 0.8 1.0

D(G(=z))

Obr. 2.10: Porovnanie troch chybovych funkcii generatoru GAN, prevzaté z [8]. Na y-ovej osi vidime
hodnotu chyby generatoru J©, na x-ovej osi pravdepodobnost’ zaradenia falo$ne vygenerovanej vzorky
do jednej z tried (0 — falo$na, 1 — realna), ur¢enu diskriminatorom.

Tento saturany problém riesi prave heuristickd nesaturacnd hra, kde tiez
minimalizujeme chybu bindrnej kriZovej entropie, tentoraz ale generator neminimalizuje
pravdepodobnost’ chyby diskriminatoru (vid. Rovnica 2.3) ale maximalizuje
pravdepodobnost’, Ze sa diskriminator pomyli: [8]

J© = —%Ez log D(G(2)). (2.4)

To v konecnom dosledku sposobi, Ze kazdy z hraCov bude mat’ silny gradient
ked’ bude aktualne ,,prehravat™. [8]
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Poslednou z hier je maximalna pravdepodobnost’, kde sa snazime minimalizovat’
Kullback-Leiblerovu divergenciu, medzi datami a modelom. Existuje mnoho spdsobov,
ako tento princip vyuzit' v GAN modeloch, av§ak tato metdoda je eSte vo fazi vyskumu,
a podrobne;jsi popis tejto metddy je zbyto¢ne nad ramec tejto prace. [8]

2.3 NajcastejSie dovody zlyhania GAN

Trénovanie dvoch neurénovych sieti je vel'mi narocna uloha. Modely GAN su cCasto
nestabilné a dochddza u nich k zlyhaniam. V tejto podkapitole si popiSeme najcastejSie
pri¢iny zlyhania GAN modelov a ako tieto problémy riesit’.

Z dovodu komplexnosti GAN, su avSak tieto rieSenia len akési heuristické tipy a
triky, ktoré sa osved¢ili v pomerne mladom obore modelov GAN a stale su predmetom
d’alsiecho skamania. Medzi 3 hlavné dovody zlyhania modelov GAN patria: [36]

e Problém mizntceho gradientu
e Strata unikatnosti vystupu modelu

e Neschopnost’ konvergovat’ do lokélneho optima
2.3.1 Problém mizniceho gradientu

V pripade, Ze diskriminator l'ahko dokaZe rozliSit medzi faloSnymi a redlnymi
vzorkami, je gradient generatoru maly a trénovanie generatoru moze zlyhat' z dovodu
miznuceho gradientu. Tento problém bol spomenuty aj v podkapitole 2.2.7, a mdzeme
ho riesit’ nasledovnymi krokmi: [45]

e Pouzitie Wassersteinovej chybovej funkcie [46] — neminimalizuje vzdialenost
medzi distribiiciou realnych a faloSnych dat, ale minimalizuje “asilie” zmeny
potrebnej k vzajomnému priblizeniu tychto distribucii.

e Pouzitie heuristickej nesatura¢nej hry [8] — podrobne popisané v podkapitole
2.2.7.

2.3.2 Strata unikatnosti vystupu modelu

Jednou z hlavnych vyhod modelov GAN, je schopnost’ generovat unikatne vystupy.
Ked'Ze do generatoru vstupuje zakazdym novy nahodne vygenerovany Sum, dostavame
zakazdym iny vystup, ktory ale stile pripomina objekt nasho zdujmu. Prakticky to
Znamena, ze ak chceme generovat’ 'udské tvare, o¢akavame na vystupe zakazdym novi
(jedinecnu) tvar. [45]

Beznym problémom modelov GAN je ale strata unikatnosti vystupu. Zlyhanie
modelu je sposobené tym, Ze generator sa nauci generovat’ len zopar vzoriek, ktorymi
dokaze diskriminator dokonale “oklamat™. NajlepSou stratégiou diskriminatoru je tieto
nemenné vzorky z generatoru odmietat. Ak ale diskrimindtor uviazne v lokdlnom
minime, nedokéze sa z neho v tomto pripade dostat’, a generator opakovane generuje to
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isté — hovorime o strate unikatnosti vystupu modelu. Aby sme tomutu zlyhaniu predisli
je mozné pouzit’: [45]

e Wassersteinovi chybova funckiu [46] — umoznuje trénovat’ diskriminator bez
rizika spojeného s miznicim gradientom. To predchadza uviaznutiu
diskriminatora v lokalnom minime — generdtor sa znova musi snazit
vygenerovat’ noveé vystupy.

e Rozbalené modely GAN [47] — chybova funkcia generatoru obsahuje nielen
aktualne ale aj buduce predikcie diskriminatoru a tak predchadza, preuceniu
generatoru na aktudlny model diskriminatoru.

2.3.3 Neschopnost’ konvergovat’ do lokalneho minima

Konvergencia u GAN modelov je tazko dosiahnutel'nd a Casto nestdla. Na zaciatku
tréningu, by mala byt’ chyba generatoru omnoho vécsia ako chyba diskriminatoru — ten
by mal jasne dokazat’ rozliSovat’ medzi falosnymi a redlnymi datami. Pocas tréningu by
sa chyba oboch UNS (generatoru a diskriminatoru) mala postupne znizovat. [45]

V pripade generatoru moézeme ocakavat’ znacné kolisanie chybovych hodnot
(velktd odchylku), naopak chyba diskriminatoru by mala klesat’ pomalSie (stabilnejSie)
s malou odchylkou. V idedlnom pripade chceme, aby obe UNS dosiahli stabilny stav,
kedy diskriminator nedokaze rozlisit’, ¢i sa jedna o falo$nu alebo realnu vzorku a teda
na vystupe dostavame 50% presnost’ zaradenia do tried. [45]

Na4jst’ tento optimalny stav mdze byt ale vel'mi naro¢né. Ako sme si popisali v
predchadzajlicom odstavci, chyba diskriminatoru s uplynulym ¢asom tréningu klesa a
generator je aktualizovany menej. Ak tréning GAN pokracuje aj po ndjdeni tohto
optimamalneho stavu, méze dojst’ k zlyhaniu modelu. Generator sa zacne ucit’ na
zmitenych predikciach diskriminatoru (50/50) a kvalita generovanych vzoriek bude
Klesat'. [45]

Z tohto dovodu sa pri navrhovani a trénovani GAN architektur snazime o ¢o
najstabilnejsi tréning, poc€as ktorého si zaroven zalohujeme aktualne modely (v pripade
zlyhania modelu sa moZeme vratit' k este fungujicemu modelu). Dalej si uvedieme
niekol'ko heuristickych tipov, ktoré sa v rozvijajicom obore GAN osvedc¢ili a mali by
pomoct’ Ciastoéne stabilizovat’ trénovaci proces: [48]

e Normalizicia vstupnych dat — data je vhodné normalizovat’ do intervalu <-1,1>
Zz dovodu nasledného pouzitia aktivacnej funkcie hyperbolického tangensu
V generatore.

e Pouzitie heuristickej nesaturacnej hry pri tréningu GAN [5, 8] - tym
predchaddzame problému s miznicim gradientom.

e Pouzitiec Gaussovského rozdelenia v latentnom priestore. [44]
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e Osobité trénovanie realnych a faloSnych dat [48] — pri trénovani diskriminatoru
vyuzivat’ osobitné trénovacie skupiny pre redlne a faloSné vzorky (nemiesat’ ich
dokopy).

e Pouzitic LeakyReLU aktivacnej vrstvy [48] — pre zamedzenie problému
miznuceho gradientu.

e Transformacia hodnoty klasifikaénych tried [17] — nahradenie ,tvrdych*
oznaceni tried (0,1), hodnotami v ur¢itom intervale (napr. 0-0.3, 0.7-1). Tato
zmena hodnoty klasifikacnych tried zvysi robustnost’ nasho modelu a pomédze
S problémom miznuceho gradientu.

e Pridanie Sumu do diskriminatora [48] — pri trénovani diskriminatora, prevratime
oznacenie klasifika¢nych tried pre uréity pocet (napr. 5 %) vzoriek, a tymto
sposobom zavedieme Sum do diskriminatoru.

e Pouzitie optimalizaéného algoritmu ADAM [37] — kombinicia ADAM
Vv generatore a SGD v diskriminatore dosahovala dobrych vysledkov.

e Sledovanie chyby generatoru aj diskriminatoru [48] — analyza a sledovanie
aktualnych chyb oboch UNS pred zlyhanim modelu.

e Pouzitie Dropout vrstvy V generatore. [22]

Je potrebné poznamenat’, ze vicSina modelov GAN je vyuzivana na generovanie
obrazovych dat (2D). My sa v tejto praci avSak zameriavame na generovanie ¢asovo
zavislych dat (1D), v podobe EKG signalov. Nemdzeme teda predpokladat’, Zze vSetky
spomenut¢ tipy a triky budi rovnako dobre aplikovateI'né aj na nas§ konkrétny problém.
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3 ZOSTAVENIE DATABAZY SIGNALOV PRE
TRENOVANIE GAN

Pred generovanim EKG signalov pomocou GAN sa najprv pozrieme blizSie na
arytmické zédznamy EKG. Po teoretickom rozdeleni arytmii anaslednej analyze
poskytnutych signalov bude zostavend databaza vhodna na generovanie zaznamov
EKG.

Za normalnych podmienok srdce bije fyziologickym (sinusovym) rytmom.
Mozu vsak nastat’ pripady, kedy toto neplati — hovorime o tzv. arytmiach srdca. Arytmie
st charakterizované nepravidel'nym srdcovym rytmom. [32]

3.1 Zakladné¢ delenie arytmii podla tepovej frekvencie

Pravidelny srdcovy rytmus sa pohybuje v hodnotach medzi 60-100 uderov srdca za
minutu. Pri arytmiach vSak srdce bije abnormalne, nastavaju 4 rézne pripady: [32]

e Fibrilacie — maju nepravidelny rytmus srdca, charakterizovany asynchrénnym
Sirenim vzruchu

e Extrasystoly — pred¢asné, nepravidelné stahy srdca, charakterizované
abnormalne velkym QRS komplexom

e Tachykardie — charakterizované zrychlenim srdcového rytmu (viac ako 100
uderov za minttu)

e Bradykardie — vystihujuce sa spomalenim srdcového rytmu (menej ako 60
uderov za minttu)

Arytmie sa vSak liSia aj miestom svojho vzniku — jednotlivé miesta vzniku si
d’alej popiSeme v nasledujucej podkapitole.

3.2 Zakladné delenie arytmii podPa miesta vzniku

Arytmie sa moZu tvorit’ na réznych miestach v srdci. Jednd sa o poruchy srdcového
rytmu, ateda mozu vznikat pri miestach zlyhania akéhokol'vek ¢lanku prevodného
systému srdca (fyziologické Sirenie vzruchu). Podl'a miestu vzniku moézeme arytmie
rozdelit’ na 3 skupiny: [32]

e Sienové arytmie — vznikaju vo svalovine predsieni

e Komorové arytmie — vznikajl vo svalovine komor
e Junk¢né arytmie — vznikaja v oblasti AV uzlu

29



Arytmie mozeme delit’ na r6zne sub-kategorie a podla roznych kritérii, pre ucely
tejto prace si vSak vystacime s jednoduchym rozdelenim. V d’al$ej kapitole sa pozrieme
na ukazky konkrétnych typov arytmii a ich prejavov v EKG signaloch.

3.3 Vytvorenie databazy arytmickych EKG signalov

Pre vytvorenie databazy arytmickych signalov bolo pouzitych celkovo 6884 signélov.
Jedna sa o kratke (10 sekundové) zaznamy, ktoré boli poskytnuté veducim tejto prace.
Vzorkovacia frekvencia tychto signalov bola 500 Hz a boli pouzité filtrované data.
Celkovo sme mali k dispozicii 12 rdznych zvodov, d’alej sme ale pracovali uz len so
zvodom 1.

Kazdy zo signédlov obsahoval aj prislusny vektor anotécii, ktory popisoval aké
typy rytmov (popripade artefaktov) sa v signale nachadzali. Celkovo tento vektor
obsahoval 10 typov anotacii. Databaza bola rozdelena do 8 skupin (vid’. Tabul'ka 3.1),
vynechané boli len dva typy anotacii. Jednalo sa o anotécie ,,noisy* a ,,other*, ktoré
anotuju zaSumen¢ signdly s roznymi artefaktami — pre tieto anotacie nebola vytvorena
samostatnd skupina signalov, ale stale sa m6zu nachadzat’ v ostatnych signaloch.

Tabulka 3.1 : Databdza arytmickych EKG signalov pre trénovanie GAN

553 267
Atrialna fibrilacia
) 5942 3350
Sinusovy rytmus
) 194 89
Supraventrikularny rytmus
) 102 69
Ventrikuldmy rytmus
250 0
Blokada AV uzlu
. 434 0
Blokada Tawarovho ramienka
418 0
Sienova extrasystola
413 0
Komorova extrasystola

Jednotlivé skupiny signalov boli d’alej rozdelené na dve podskupiny ato na
signaly obsahujuce viacero anotacii (multi-label) a signaly obsahujuce len jediny typ
anotacie (single-label). Prvé z nich, obsahuju vsetky signaly, ktoré obsahovali anotaciu
svojej skupiny, ale mézu obsahovat’ aj in¢ typy anotacii (Sum, pohyb pacienta, iny typ
arytmie). Naopak v druhej skupine sa vyskytuju len signaly, ktoré obsahovali jedine
anotaciu svojej skupiny. Ako priklad, sa pozrieme na atrialne fibrilacie — existuje 553
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signalov obsahujtcich atridlnu fibrilaciu ale len 267 z nich obsahuje samostatné (bez
ostatnych anotécii) atridlne fibrilacie.

Signaly boli spracovavané v jazykovom prostredi Python. Importovanie signalov
(vo formate .mat) bolo realizované pomocou dostupnej kniznice SCipy.i0 a po nahrati
dat bola vytvorena databaza arytmickych signalov pre trénovanie GAN (vid’. Obr. 3.1).
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Obr. 3.1: Ukazka signalov vytvorenej databazy EKG. Databaza obsahuje 8 skupin signalov (Tabul'ka
3.1), z kazdej skupiny bol vykresleny prave jeden signal - nazov skupiny je uvedeny v titulke grafu.
Zobrazené signaly su zo zvodu II.

3.4 Analyza pouzitel’nosti poskytnutych signalov

Po vytvoreni databazy bolo potrebné zvolit' signaly vhodné pre trénovanie GAN. Ako
prvé sme sa pozreli na odborné ¢lanky, ktoré sa zaoberali generovanim medicinskych
signalov pomocou GAN. Pri Studovani tychto ¢lankov, sme sa snazili najst’ spolo¢né
znaky a odvodit’ obecny pristup predspracovania EKG signalov.

3.4.1 Predspracovanie signalov publikovanych metod

V stadii [7], bolo pre trénovanie GAN na generovanie EKG zaznamov pouzitych 48
signalov EKG z databazy MIT-BIH. Kazdy zo signalov trval 30 mintit a vzorkovacia
frekvencia tychto signdlov bola 360Hz. Pre d’alSie spracovanie bol pouzity len zvod II a
dizka generovanych signalov bola rozdelenia na tseky o dizke 3120 vzoriek, ¢o
odpoveda priblizne 8,67s zaznamu. Celkovo bolo teda pre trénovanie GAN pouzitych
priblizne 9970 signalov.

Druha zo stadii [23] vyuzila pre svoj tréning databazu z jednotky intenzivnej
starostlivosti (Philips eICU), ktora obsahovala zaznamy priblizne 17 000 pacientov.
Nejednalo sa vSak o zaznamy EKG, ale o Styri rozne hodnoty monitorovanych
zivotnych funkcii — saturacia kyslikom, pulz, dychova frekvencia a stredny arterialny
tlak. Na zaklade tychto parametrov, sa snazili vyvinat varovny systém, ktory by
dokazal vopred predpovedat’ kriticky stav pacienta.
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Dalsi z ¢lankov [41] generoval syntetické EKG zaznamy o dizke 187 vzoriek.
Na tréning bola opit’ pouzitd databaza MIT-BIH so signdlmi o dizke 30 minuit a
vzorkovacou frekvenciou 360Hz. Signaly boli nésledne prevzorkované na 125Hz a
rozdelené na 10 sekundové useky. Kazdy z usekov bol normalizovany samostatne.
Nasledne boli signaly rozdelené na useky obsahujice dve R viny, kazdy tsek o dizke
187 vzoriek signalu. Nakoniec bolo 90 589 takychto tisekov rozdelenych na trénovaciu
(72471) a testovaciu skupinu (18118).

V poslednej stadii [42], boli pouzité experimentalne EKG signaly. Jednalo sa o
signaly s vysokou vzorkovacou frekvenciou — 5000 Hz. Dalej boli signaly rozdelené na
sekundové useky, ktoré obsahovali jeden QRS komplex. Amplitady signalov boli
transformované na Sedoténové hodnoty v intervale <0, 255> a nasledne pretvorené na
obrazy o velkosti 64x64 pixelov. Jednalo sa teda o sekvencie o dizke 4096 vzoriek.
Celkovo bolo pre tréning GAN pouzitych 4880 takychto transformovanych signalov.

3.4.2 Predspracovanie poskytnutych signalov EKG

Vidime, ze pristupy a spdsoby predspracovania signalov odbornych §tadii sa ¢asto lisia.
Avsak, kazda z §tadii pouziva pre trénovanie GAN len jeden zvod EKG. Preto sme sa
rozhodli v nasej praci d’alej pracovat’ uz len so zvodom II.

Dalsim krokom bol vyber skupiny signalov, ktori sa budeme snaZit' generovat’,
Vidime, ze ziadny z c¢lankov, ktoré generovali EKG signaly sa nezameriaval na
konkrétny typ arytmie. Dalej pozorujeme, e kazdy z ¢lankov potreboval pre tréning
dostatocne velku databazu signdlov. Z tohto dovodu, sme sa rozhodli v praci d’alej
pracovat’ uz len so signalmi sinusového rytmu. Tychto signdlov mame najviac (vid'.
Tabulka 3.1), a povazujeme ich teda za najvhodnejSiu skupinu signédlov pre tréning
GAN. Na obrazku 3.2 mozeme vidiet’ ukdzku prvych Siestich EKG signéalov zo skupiny
sinusového rytmu. Rozhodli sme sa pracovat’ so skupinou single-label signalov, ktora
obsahovala 3350 signalov EKG, nakol’ko skupina multi-label signalov mohla obsahovat’
aj iné typy anoticii.

Skupina signalov sinusového rytmu, zvod Il
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Obr. 3.2: Ukéazka prvych Siestich EKG signalov zo skupiny sinusového rytmu.
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4 NAVRH A IMPLEMENTACIA MODELOQOV
GAN

Pred tym ako sa pokusime generovat’ realne vyzerajice EKG signaly pomocou GAN,
sme sa najprv rozhodli otestovat’ funkcionalitu GAN modelov pre jednodimenzionalne
data. Ako sme spomenuli v podkapitole 2.3.3, vdc¢Sina GAN modelov sa zaobera
generovanim obrazovych (2D) dat. Prave ztohto dovodu, sme si najprv otestovali
spravanie GAN modelov na jednoduchych 1D datach.

Vsetky pouzité modely boli navrhované v programovom prostredi Python 3.6.9,
pomocou sluzby Google Colab (Jupyter notebook). Pre implementaciu modelov bola
vyuzita kniznica hlbokého ucéenia Keras s verziou 2.3.1.

4.1 GAN pre generovanie mocninovej funkcie x?

Ako prvé, sme sa rozhodli generovat’ jednoduchu 1D funkciu, podobne ako v [49].
Modely GAN su vel'mi komplexné a prave ztohto dovodu, sme zvolili zo zaciatku
vel'mi jednoduchu ulohu, na ktorej si dobre vysvetlime ako GAN funguju. Vysledky
generovanych aj vzorovych dat st lahko zobrazitené a jednoducha 1D funkcia
nevyzaduje komplikovanu neurénovu siet’ na jej realizaciu.

Konkrétne budeme generovat’ kvadratickt funkciu f(x)=x?, ktorti mézeme vidiet
na Obrazku 4.1. Vstupy do tejto funkcie boli vyberané z intervalu <-0.5, 0.5>.
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Obr. 4.1 : Ukazka mocninovej funkcie x? (vI'avo) a 50 ndhodne dosadenych bodov do tejto funkcie
(vpravo). Nasim ciel'om je vytvorit model GAN schopny generovat’ podobné vystupy.

Ako sme si popisali v podkapitole 2.2.4, na vytvorenie GAN potrebujeme
zostavit model pozostavajuci z generatoru a diskrimindtoru. Nasledne tento model
natrénovat’ a nakoniec generovat’ pozadované vystupy.

4.1.1 Zostavenie diskriminatoru

Vstupom do diskriminatoru st dva vektory vstupnych hodnét (siradnice bodov) o dizke
n. Model obsahuje jednu plne prepojenu skryta vrstvu s 25 neurénmi a pouziva He
inicializdciu véh, ktor je vhodné kombinovat' spolu s ReLu aktiva¢nou funkciou
(podkapitola 1.5.1). Vo vystupnej vrstve je realizovana binarna klasifikacia pomocou
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sigmoidalnej AF — pretoze na vystupe chceme dostat’ pravdepodobnost’ zaradenia do
jednej z tried. Ako chybova funkcia bola pouzitd binarna krizova entropia, ktora sa
vyuziva vo vSetkych modeloch GAN (vid’. podkapitola 2.2.7) a ako ucebny algoritmus
bol zvoleny ADAM s predvolenymi hodnotami parametru rychlosti ucenia # a
parametru zabudania beta_1 (=0.001 / beta_1=0.9) — rovnako ako v [49]. Nakoniec
bola eSte zvolend metrika — presnost, podla ktorej mdzeme hodnotit’ spravanie
diskriminatoru.

Zostavenie diskriminéatoru je v kdéde realizované pomocou vytvorenej funkcie
define_discriminator, ktora je znazornena na Obrazku 4.2 spolu s blokovym diagramom
architektiry navrhnutého diskriminatoru.

] vstup: (n,2)
Vstupna vrstva

vystup: (n,2)

vstup: (n,2)

vystup: (n, 25)

Plne prepo]ené vstup: (n, 25)

vrstva (1) wystup: (n,1)

Obr. 4.2: Implementacia (hore) architekttry (dole) diskriminatoru pre generovanie mocninovej funkcie
X2. V pravej ¢asti kazdého z troch blokov, ktoré znazortiuji jednotlivé vrstvy diskriminatoru, je uvedeny
rozmer vstupnych aj vystupnych dat. Po¢et neurénov vrstvy je uvedeny v zatvorke za jej nazvom.

4.1.2 Zostavenie generatoru

Vstupom do generatoru st ndhodne vygenerované vzorky z latentného priestoru
s velkostou dimenzie d. Vygenerované latentné body maju teda velkost' dxn, kde n
odpoveda poctu generovanych bodov. Na Obrazku 4.3 sme vygenerovali 50 bodov v 5
dimenziach, tieto body st ndhodne vyberané z Gaussovského rozlozenia (u=0, 6=1).

Nakoniec boli vygenerované body este transformované na rozmer nxd, aby
zodpovedali poZziadavkam pre rozmer vstupnych dat generatoru. Pri kazdej predikcii
generatoru su najprv vygenerované latentné body, ktoré st nésledne transformované na
cielové vystupné data. Generovanie latentnych bodov zabezpecuje funkcia
generate_latent_points (Obr. 4.3).
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Histogram latentnych bodov

25

def generate latent points(latent dim, n):
x_input = randn(latent _dim * n)
x_input = x _input.reshape(n, latent_dim)

Pocet latentnych bodov

return x input

latent_points=generate_ latent_points(5,50)

-1 o 1
Hodnota latentného bodu

Obr. 4.3: Funkcia na generovanie latentnych bodov (hore) a histogram 250 bodov (50x5) latentného
priestoru (dole). Vidime, Ze vygenerované latentné body zodpovedaju krivke Gaussovského rozlozenia.

Generator [49], obsahuje jednu plne prepojenti vrstvu s 15 neurénmi, pouziva
He inicializdciu vah a ReLU aktivaéni funkciu, zrovnakého doévodu ako pri
zostavovani diskriminatoru. Vystupom st stradnice bodov (x, y) — dva samostatné
vektory a vyuziva sa linearna aktivacna funkcia. Linearna aktiva¢na funkcia bola
pouzita, z dovodu, ze ofakavame realne vystupné hodnoty generatoru Vv intervale
<-0.5, 0.5> pre stradnicu x a Vv intervale <0, 0.25> pre stradnicu y. Generator je
zostavené pomocou funkcie define_generator, ako mézeme vidiet’ na Obrazku 4.4.

def define generator (latent_dim, n_outputs=2):

generator_model = Sequential()

generator model.add(D , activation='relu', kernel initializer='he uniform', input_dim=latent dim))

generator_model.add (D (n_outputs, activation='linear'))

return generator model

i vstup: (n, 5)
Vstupna vrstva

vystup: {n, 5)

vstup: (n, 5)

vystup: (n, 15)

Plne prepojena vstup: (n, 15)

vrstva (1) vystup: (n,2)

Obr. 4.4: Implementécia (hore) architektiry (dole) generatoru pre generovanie mocninovej funkcie x2.
V pravej Casti kazdého z troch blokov, ktoré znazoriiuju jednotlivé vrstvy generatoru, je uvedeny rozmer
vstupnych aj vystupnych dat. Po¢et neurénov vrstvy je uvedeny v zatvorke za jej ndzvom.

4.1.3 Zostavenie submodelu pre trénovanie generatoru

Pre zostavenie finalnecho modelu GAN, je eSte potreba vytvorit' submodel pomocou,
ktorého budeme trénovat’ generator. Trénovanie generatoru je odlisné od trénovania
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diskriminatoru — generator vyuziva pre svoj tréning vahy diskriminatora (vid’. Obr. 2.9).
Submodel je vytvoreny pomocou funkcie define_gan (vid. Obr. 4.5).

def define gan(generator model, discriminator_ model):
discriminator _model.trainable = False
gan_model = Sequential()
gan_model.add (generator_model)
gan_model.add (discriminator_model)
gan_model.compile (loss="binary crossentropy', optimizer='adam')

irn gan_model
gan_model = define gan(generator_model, discriminator_model)

Obr. 4.5: Funkcia na vytvorenie submodelu GAN pre trénovanie generatoru.

Ako chybova funkcia bola pouzitd binarna krizova entropia a ako ucebny
algoritmus bol zvoleny ADAM s predvolenymi hodnotami parametru rychlosti ucenia #
a parametru zabudania beta_1 (#=0.001 / beta_1=0.9) — rovnako ako [49].

4.1.4 Trénovanie modelu GAN

Trénovanie modelu GAN zacina nastavenim trénovacich parametrov:

e Dimenzia latentného priestoru latent_dim=5, rovnako ako v [7, 49]

e Pocet iteracii n_iter bol experimentalne stanoveny na 100 000

e Velkost' trénovacej skupiny (batch_size) bola stanovena na hodnotu 512.
Vyssia hodnota bola vybrata z dovodu urychlenia tréningu GAN.

e Krok evaluacie modelu n_eval bol nastaveny na 500 — kazda 500.t4 iteraciu
dostavame vizualne vyhodnotenie modelu.

Tréning modelu prebieha v dvoch striedavych krokoch. Véac¢sina pristupov
strojového ucenia zvycajne UNS trénuje iba raz — spolocne s faloSnymi aj realnymi
datami, ktoré eSte zvyknl byt ndhodne zamieSané. My sme sa rozhodli pouzit’ tip pre
stabilné trénovanie GAN (popisany v podkapitole 2.3.3) — osobité trénovanie realnych a
falosnych dat. Pouzili sme identické chybové funkcie a optimaliza¢né algoritmy pre
generator aj diskrimindtor, avSak toto nemusi byt pravidlom. Ladenie modelov GAN
podl'a pomeru frekvencie trénovania jednotlivych modelov sa neodporuaca. [48]

Prvym zkrokov je tréning diskriminatoru. V kazdej iteracii, sa nahodne
vygeneruje polovica poctu trénovacej skupiny (512/2=256) realnych (x_real) aj
generovanych (x_fake) dat spolu s prislusnymi oznaceniami skupiny (y_real, y_fake)
pomocou funkcii generate_real_samples a generate_fake samples (Obr. 4.6). Realne
(trénovacie) data st v tomto pripade nahodne vybraté ¢isla v intervale <-0.5, 0.5> pre
vektor x a vo vektore y su tieto ¢isla umocnené na druht. Dostavame teda dva vektory
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o rovnakej dizke, ktoré d’alej vstupuji do diskriminatoru. Diskriminator je trénovany
dva krat — osobite na obidvoch skupinach.

Obr. 4.6: Funkcie pre generovanie falosnych (vl'avo) a realnych (vpravo) dat pre tréning modelu GAN.

Druhy krok zacina vygenerovanim latentnych bodov (ktoré su vstupom pre
generator) pomocou funkcie generate latent points. Generator trénujeme pouzitim
zmrazenych vah aktudlneho modelu diskriminatoru (generator je prepojeny
s diskriminatorom — submodel v podkapitole 4.1.3). Pri trénovani diskriminatoru, st
prichadzajice vstupy oznacené prislusnou triedou (0 — falosné, 1 — redlne). Pri trénovani
generatoru avSak pouzivame trik, kedy prevratime oznacenie triedy falo$nych dat na
redlne — premennd y_gan. Tento pristup ma stabilnejSie a lepSie vysledky (podkapitola
2.3.3) a hovorime o pouziti heuristickej nesaturacnej hry pri tréningu GAN. Generator
je pocas jednej iteracie trénovany iba raz.

iples (generator_model, latent dim, half batch)

Obr. 4.7: Implementacia trénovacieho algoritmu GAN.

Na konci kazdej iteracie si eSte ulozime chyby diskriminatoru na realnych aj
faloSnych datach do premennych d_real loss _graph ad_fake loss_graph, spolu
s aktualnou metrikou presnosti diskriminatoru d_real_acc_graph a d_fake_acc_graph.
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Chyba generatoru bola ulozena v premennej g_loss_graph. Tieto premenné budi neskor
pouzité pre vykreslenie grafov a naslednti analyzu modelu GAN v d’alSich kapitolach.

4.2 GAN pre generovanie funkcie sinus

Druhy zmodelov bol velmi podobny prvému modelu. Tentoraz sme sa snazili
generovat’ funkciu sinus. Generovanie tejto funkcie je o0 nieco narocnejSie ale princip
zostava rovnaky. Architektiru druhého modelu GAN sme sa pokusili vylepsit —
nakol’ko sa jedna o komplexnejsi problém.

Celkovo budeme GAN trénovat’ na dvoch réznych skupinach realnych dat. Prva
skupina obsahuje funkcie sinus s rovnakou frekvenciou aj amplitadou. V druhej skupine
dat sme trénovaciu skupinu zl'ahka augmentovali — amplitudy jednotlivych sinusoviek
sa mohli menit. Tymto sposobom moZeme lepSie analyzovat’ a porovnat jednotlivé
pristupy — ¢o ndm pomdze pochopit’ spravanie GAN pri komplexnejSich tlohéch.

4.2.1 Zostavenie diskriminatoru

Tentoraz sme zvolili viac skrytych vrstiev v diskriminatore, ktoré by mali byt schopné
lepsie zachytit’ charakter vstupnych dat.

def i%f:i%7::;5 criminator (niinput5=l) =
model = Sequential ()
model.add (Dense (25, kernel initializer='he uniform', input_dim=n_inputs))

model.add (LeakyReLU(alpha=0.01))

model.add (Dense (15))

model.add (LeakyReLU (alpha=0.01))

model . add (Dense (10))

model.add (LeakyReLU (alpha=0.01))

model.add (Dense (5) )

model.add (LeakyReLU(alpha=0.01))

model.add (Dense (1, activation="'sigmoid'))

model.compile (loss="binary crossentropy', optimizer='adam', metrics=['accuracy'])
return model

discriminator2 = defineidiscriminator ()

3 vstup: (n, 2) vstup: (n, 15)
Vstupna vrstva

vystup: (n, 2) vystup: (n, 10)

vstup: (n, 5) vstup: (n, 10)

vystup: (n, 25) vystup: (n, 5)

vstup: (n, 25) Plne prepojené vstup: (n, 5)

vystup: (n, 15) vrstva (1) vystup: {n, 1)

Obr. 4.9: Implementacia (hore) architektiry diskriminatoru (dole) pre generovanie funkcie sinus. V pravej
Casti kazdého z Siestich blokov, ktoré znazorniuju jednotlivé vrstvy diskriminatoru, je uvedeny rozmer
vstupnych aj vystupnych dat. Pocet neurdénov vrstvy je uvedeny v zatvorke za jej nazvom.
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Diskrimininator pozostaval zcelkovo 4 plne prepojenych skrytych vrstiev
(25,15,10 a 5 neurénov) vyuzival rovnaku inicializaciu vah (He) a namiesto AF ReLU
bola pouzitd AF Leaky ReLU. Toto vylepSenie by malo sieti pomdct predchadzat
problému mizniceho gradientu. Parameter alpha v AF LeakyReLU vyjadruje sklon
tejto funkcie (vid. Obr. 1.9). Vytvorenie diskriminatoru je realizované pomocou funkcie
define_discriminator (vid’. Obr. 4.9). [48]

Aktivacnd funkcia vo vystupnej vrstve diskrimindtoru zostala rovnakd —
sigmoidalna AF. Ako chybovi funkciu sme opdt pouzili bindrnu krizovl entropiu
a parametre optimalizacného algoritmu ADAM sme ponechali taktiez nezmenené —
rovnako ako v podkapitole 4.1. [49]

4.2.2 Zostavenie generatoru

Vstupom do generatoru su latentné body — ich generovanie bolo zabezpecné funkciou
generate_latent_points (popisanou v podkapitole 4.1.2). Velkost’ dimenzie latentného
priestoru sme ponechali rovnakt ako v [49] latent_dim=5, jedinou zmenou v generatore
bolo zvysenie poctu neurdonov pouzitych v skrytej vrstve na 50 — nakol'ko o¢akavame,
ze generovanie funkcie sinus bude komplexnejsi problém (vid’. podkapitola 1.3).

Generator znova pouziva He inicializaciu véh, ktora je vhodné kombinovat
spolu s ReLu aktiva¢nou funkciou (podkapitola 1.5.1). Linearna aktiva¢na funkcia bola
pouzita, pretoze ocCakavame opiat realne vystupné hodnoty generdtoru v urcitom
intervale. Architektira generatoru druhého modelu spolu s funkciou define_generator je
zobrazena na Obrazku 4.10.

def define generator(latent dim, n outputs=2):
model = Sequential()
model.add (Dense (50, activation='relu', kernel initializer='he uniform', input dim=latent_dim))
model.add (Dense (n_outputs, activation='linear'))
return model

i vstup: (n, 5)
Vstupna vrstva

vystup: (n, 5)

vstup: (n, 5)

vystup: {n, 50)

Plne prepojena vstup: [ (n, 50)

vrstva (1) vystup: (n,2)

Obr. 4.10: Architektara generatoru pre generovanie funkcie sinus. V pravej ¢asti kazdého z troch blokov,
ktoré znazoriuju jednotlivé vrstvy generatoru, je uvedeny rozmer vstupnych aj vystupnych dat. Pocet
neuronov vrstvy je uvedeny v zatvorke za jej ndzvom.
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4.2.3 Zostavenie submodelu pre trénovanie generatoru

Submodel pre trénovanie generatoru druhého modelu bol zostaveny rovnako ako v
podkapitole 4.1.3 (vid. Obrazok 4.5) — pouzitim funkcie define_gan. Chybova funkcia
zostala nezmenend — bindrna krizova entropia, a ako ucebny algoritmus bol nastaveny
ADAM s predvolenymi hodnotami parametru rychlosti ucenia # a parametru zabudania
beta_1 (#=0.001/ beta_1=0.9). [49]

4.2.4 Trénovanie modelu GAN

Ako bolo spomenuté v podkapitole 4.2, model bol trénovany na dvoch réznych
trénovacich skupinach. Prva zo skupin, obsahovala funkcie sinus, ktoré mali rovnaka
amplitadu aj frekvenciu. Naopak v druhej skupine, bolo pre kazda z realnych vzoriek
vygenerované nahodné Cislo v intervale <1, 2>, ktorym bola funkcia sinus vynasobena.
Tymto spoésobom sme augmentovali trénovacie data na funkcie sinus s variabilnou

s
amplitadou.
def generate real mples(n) : je f at - . (n) :
X1l = np.linspace(0,10,n) X1 = np.linspace(0,10,n)
Lnus ¢ nu premenliv
X2 = np.sin(Xl) X2 = (np.random.random(l)+1)*np.sin(X1)
X1l = Xl.reshape(n, 1) X1 = Xl.reshape(n, 1)
X2 = X2.reshape (n, ) X2 = X2.reshape (n, )
X = hstack((X1, X2)) X = hstack((X1, X2))
¥ Znacenie Kxupiny # Ooznacenle skKupliny

y = ones((n, 1)) y = ones((n, 1))
e rn X, y turn X, y

Obr. 4.11: Funkcie pre generovanie realnych sinusovych signalov s nemennou amplitidou (vlavo)
a realnych sinusovych signalov s premenlivou amplitidou (vpravo) pre tréning modelu GAN.

NaSim predpokladom bolo, Ze generovat’ funkciu sinus bude naro¢nejSie, a preto
bolo v tréningu druhého modelu zmenenych niekol'’ko parametrov:

e Pocet iteracii n_iter bol zvySeny na 500 000 (pre prva skupinu) a 1 000 000
(pre druhu skupinu s premenlivou amplitidou funkcii sinus).

e Krok evaluacie modelu n_eval bol nastaveny na 5 000 (pre prva skupinu) a
10000 (pre druhu skupinu) — vizualne vyhodnotenie modelu, tentoraz
nebudeme potrebovat’ tak ¢asto — model sa uci pomalSie.

e Dimenzia latentného priestoru latent_dim=>5, zostala rovnaka ako v [7, 49].

e Velkost' trénovacej skupiny (batch_size) bola ponechana na hodnotu 512.
Tato hodnota nam prisla v predchadzajicom modeli ako dostato¢ne vel’ka.

Sposob trénovania GAN bol podrobne popisany Vv podkapitole 4.1.4.
Implementacia je aj v druhom modeli rovnakd anebudeme ju znova popisovat —
jedinym rozdielom je spdsob generovania redlnych dat, ktoré zabezpecuju funkcie
zobrazené na Obrazku 4.11.
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4.3 GAN pre generovanie signalov EKG

Generovanie EKG signalov, je pomerne nova oblast’ pouzitia GAN — podarilo sa nam
najst’ celkovo 4 odborné ¢lanky, ktoré sa zaoberali touto tématikou [7, 23, 41, 42].
Vsetky clanky generovali sinusové EKG signaly — okrem ¢lanku [23], ktory sa snazil
predikovat’ kriticky stav pacientov na zaklade hodnét monitorovanych zivotnych funkcii
(generoval predpokladany vyvoj stavu pacienta).

Po prestudovani vsetkych ¢lankov, sme zistili, Ze iba ¢lanky [7, 41] zverejnili
pouzité¢ architektury a parametre trénovania. Preto sme sa rozhodli, zacat' s prvym
Z ¢lankov a pokusit’ sa implementovat’ dany model GAN. Tento ¢lanok bol doporuceny
aj v zadani tejto diplomovej prace [7].

4.3.1 Prepojenie s Google Drive

Konkrétne data (poskytnuté veducim tejto prace), na ktorych sme model trénovali
nemo6zu byt v tejto praci zverejnené. Napriek tomu, si popiSeme postup akym je
akékol'vek data (ak by niekto chcel tento model implementovat’ s vlastnymi datami)
mozné nahrat’ na Google Disk.

Uzivatel’ musi byt prihlaseny na svojom Google ucte — prepojenie pracovného
zositu (Jupyter notebook) s diskom je realizované pomocou nasledovného bloku (vid'.
Obr. 4.12). Uzivatel’ musi Specifikovat’ ndzov pracovného priecienku, s ktorym bude
d’alej pracovat’ v premennej WORKDIR.

from google.colab import drive
drive.mount ('/content/gdrive')

GOOGLE_DRIVE_PATH = Path('/content/gdrive/My Drive')
WORKDIR = 'ECG DATA' # nazov pracovnel priecinku

WORKDIR PATH = GOOGLE DRIVE PATH / WORKDIR

f not os.path.exists (WORKDIR PATH) :
os.mkdir (WORKDIR PATH)

Obr. 4.12: Nastavenie prepojenia sluzby Google Disk s pracovnym zoSitom (Jupyter notebook).

4.3.2 Predspracovanie signalov

Pred tym, ako zostavime model GAN a za¢neme ho trénovat — musime predspracovat’
pouzité¢ signaly. Spravne vstupné data sa velmi dolezité¢, pre spravnu funkciu
neurénovych sieti. Ako sme popisali v podkapitole 3.4.2 — v tejto praci bol pouzity zvod
Il a na testovanie modelu bola zvolena skupina signalov obsahujuca sinusové signaly.

Tie boli nasledne prevzorkované zpdvodnych 500Hz na 360Hz - tuto
vzorkovaciu frekvenciu pouzili aj [7]. Podvzorkovanie signalu bolo realizované
pomocou funkcie scipy.signal.resample, ktora vyuziva Fourierovu transformaciu. Pocet
vzoriek novych 10 sekundovych signalov sa teda zmenil z povodnych 5000 na 3600. V
praci [7], generovali signaly o diZke 3120 vzoriek — prave z tohto dovodu sme sa
rozhodili este signaly skratit’ (prvych 480 vzoriek bolo odstranenych).
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Druhym krokom bolo odstranenie nevhodnych signalov. VSetky signaly, ktorych
amplitida, sa nenechadzala v intervale <-1500uV, 2000uV> boli odstranené. Celkovy
pocet tychto signalov bol 55 a ukazku takychto signalov vidime na Obr. 4.13. Skupina
sinusovych signdlov po tomto kroku obsahovala uz len 3295 signélov.
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Obr. 4.13: Ukazka odstranenych (nevhodnych) sinusovych signalov.

Dalsim krokom bolo orezanie signidlov — tento krok bol vykonany z dovodu,
centrovania signalov okolo 0. Vsetky body signalov, ktorych amplitida prekrocila jeden
z limitov intervalu <-1200uV, 1200uV> boli nahradené hrani¢nou hodnotou
spomenutého intervalu. Vdaka orezaniu, sme signaly jednoducho transformovali na
rozsah hodnét <-1, 1>, podelenim kazdého signdlu hodnotou 1200. Tato transformacia
bola dolezita, nakol’ko budeme v generatore modelu GAN pouzivat’ AF hyperbolického
tangensu (vid’. podkapitola 2.3.3 — normalizacia vstupnych dat).

Poslednym krokom bolo vytvorenie zaSumenych signalov, ktoré vyuzijeme
neskor, pri testovani diskriminatoru. Takto vytvorené signdly, boli zaSumené
Gaussovskym Sumom s parametrami p=0, ¢=0.1. Sum bol postupne pri¢itany ku
kazdému zo signalov. UkaZzku za§umenych signadlov moZeme vidiet na Obrazku 4.14.

Zasumeny signal cislo 1 Zasumeny signal ¢islo 2 Zasumeny signal ¢islo 3

025 {
= 0.00 |

Amplitada [-]
Amplitada [-]

-0.25 |

Amplitdda [-]

a 14 : 4 7 ] % : 3 7 R 4
Cas [s] Cas [s] Cas [s]

Obr. 4.14: Ukazka zaSumenych signalov pre testovanie diskriminatoru.
4.3.3 Zostavanie diskriminatoru

Architektura diskriminatoru bola prevzatd z ¢lanku [7]. Do diskriminatoru vstupuje
EKG signal o dizke 3120 vzoriek, nasleduji dvojice konvoluénych 1D vrstiev a
MaxPoolingovych vrstiev (popisané v podkapitole 1.6). Diskrimindtor pouziva He
inicializaciu vah, pretoze pouzivame Leaky ReLU AF (podkapitola 1.5.1).
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Po dvoch takychto dvojiciach, nasledovala plne prepojena vrstva s 25 neurénmi.
Pred pouztim tejto vrstvy sme eSte pouzili Flatten vrstvu, popisanti v Obrazku 1.13. Vo
vystupnej vrstve je realizovana binarna klasifikacia pomocou sigmoidalnej AF — pretoze
na vystupe chceme dostat’ pravdepodobnost’ zaradenia do jednej z tried. V tomto modeli
bola vysktSana aj softmax AF — ktoru pouzivali v [7]. Tato AF avSak v naSej
implementacii nedosahovala dobrych vysledkov, a rozhodli sme sa d’alej pouzivat uz
len sigmoidalnu AF, ktora sa osvedc¢ila aj v modeloch pre generovanie 1D signalov.
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Obr. 4.15: Ukazka implementacie (dole) prevzatej architektury (hore) z odborného ¢lanku [7].

Porovnanie architektiry s naSou implementiciou pomocou funkcie
define_discriminator vidime na Obr. 4.15. Architektaru sme este doplnili o vrstvy AF
LeakyReLU, ktoré by mali pomoct s problémom mizniceho gradientu (podkapitola
2.3.3 — pouzitie Leaky ReLLU AF). Tato vrstva taktiez dosahovala dobrych vysledkov
pri generovani sinusovych signalov v podkapitole 4.2. Parameter alpha vyjadruje sklon
Leaky ReLU AF, zvolili sme hodnotu 0.2, ktora bola experimentalne stanovena.
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Parametre konvolu¢nych a poolingovych vrstiev boli prevzaté z [7], pocet filtrov
urCuje parameter filters, velkost’ posuvnych okien parametre kernel_size a pool_size,
krok posuvného okna definuje parameter strides. Ako posledné bolo potrebné nastavit
typ optimalizaéného algoritmu — v praci [7] pouzivali SGD s paramatrom rychlosti
ucenia o velkosti 1x10°. Tato prica otestovala niekol’ko optimalizaénych algoritmov
S roznymi rychlostami ucenia, ktoré su popisané v d’alSich kapitolach prace. Metrika
vyhodnocovania diskriminatoru bola nastavena na presnost’ a chybova funkcia bola
binarna krizova entropia.

4.3.4 Zostavenie generatoru

Vstupom do generdtoru su ndhodne vygenerované vzorky z latentného priestoru 0
rozmeroch batch_sizexlength of signal*latent dim. Parameter batch_size udava
velkost' skupiny (pocet signalov), parameter length_of signal udava dizku signalu a
parameter latent_dim uréuje vel'kost’ dimenzie latentného priestoru.

Generovanie latentnych bodov zabezpecuje funkcia generate_latent_points
(Obr. 4.16), ktora generuje latentné body, vhodné pre vstup generatoru, pomocou
Gaussovského rozlozenia s parametrami mu a sigma. Tieto parametre aproximuja
rozlozenie nami spracovavanych signalov — parameter mu odpoveda priemernej hodnote
databazy signalov (izolinia signalu) a parameter sigma odpoveda smerodajnej odchylke
tychto signalov. Tymto sposobom generatoru Ciastocne ,,pomozZeme* — takto nahodne
vybraté vzorky budu dobre popisovat’ vlastnosti trénovacich signalov (nejedna sa teda
0 ndhodny Sum).

Ukazku vygenerovania jedného signalu mézeme vidiet' na Obrazku 4.17. Ako
prvé si zistime parametre mu a sigma z databazy trénovaich signalov — na Obrazku 4.17
vidime, ze mu=0.0612 a sigma=0.123. Ked’ze generujeme jeden signal, parameter
batch_size ma hodnotu 1 a velkost’ parametru latentnej dimenzie sme v tomto priklade
nastavili na latent_dim=100. Ako bolo spomenuté v podkapitole 3.4.1, nase signaly
maji dizku 3120 vzoriek. Dostavame latentné body o rozmere 1x3120x100, celkovo
teda hovorime o 312000 bodoch. V histograme na Obrazku 4.17, vidime, ze
vygenerované latentné body st Gaussovsky rozlozené — avSak s parametrami pouZitych
signalov. Vygenerovany signal samozrejme nepripomina EKG signal, nakol’ko model
generatoru eSte nebol natrénovany.

def generate latent points(latent dim,batch size,mu,sigma):
latent_points = np.random.normal (mu,sigma, size=(3120 * latent_dim * batch_size))
latent points=latent points.reshape(batch size,length of signal,latent dim) #batch x 31:
return latent points

Obr. 4.16: Funkcia pre generovanie latentnych bodov.
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Obr. 4.17: Ukazka generovania signélu z latentnych bodov

Model generatoru pozostava z dvoch BIiLSTM vrstiev [7], ktoré by mali dobre
zachytavat’ kratkodobé vlastnosti (zavislosti) spracovavanych signalov. Narozdiel od
klasickych LSTM vrstiev, ktoré sme si popisali v podkapitole 1.6.4, BiLSTM dokazu
lepsie zachytit’” kontext dat — vystup zavisi na minulych aj budutcich stavoch bunky.
ZjednoduSene mozeme povedat, ze LSTM sa snazia predikovat’ nasledujuci prvok na
zaklade informacii z ,,minulosti“ na rozdiel od BiLSTM vrstiev, ktoré svoju predikciu
zakladaji na ,minulosti“ aj ,budlcnosti“. Obidve BiLSTM vrstvy obsahuju 100
nearonov [7] aVv prvej vrstve sme sa rozhodli pouzit' Xavier inicializaciu vah — ta je
vhodni kombinovat s AF hyperbolického tangensu (podkapitola 1.5.1), ktort
Vv generatore pouzivame. Velmi dolezitym parametrom v BiILSTM vrstvach je sposob
spracovania (spojenia) minulych a buducich stavov bunky — Vv tejto praci su tieto stavy
s¢itané, rovnako ako v [7], ¢o nam udava parameter merge_mode=‘sum‘. Poslednym
z parametrov je return_sequences, ktory rozhoduje, ¢i chceme na vystupe posledny stav
bunky alebo vSetky stavy bunky — ked’ze chceme vygenerovat’ cely signal, nie len jeho
Cast’ nastavili sme parameter na hodnotu True.

Architekturu generatora prevzatého z ¢lanku [7], vidime na Obrazku 4.18. Po
spominanych BiLSTM vrstvach je pridana Dropout vrstva (podkapitola 1.6.5), ktord ma
zamedzit preuceniu siete. Jej hodnota bola nastavena na hodnotu 0.5 [7]. Poslednou
vrstvou je plne prepojena vrstva s jednym neurénom, ktora nam vygeneruje hodnoty
vystupného signalu.
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Obr. 4.18: Ukazka implementacie (dole) prevzatej architektary (hore) z odborného ¢lanku [7].

4.3.5 Zostavenie submodelu pre trénovanie GAN

Trénovanie generatoru bolo realizované pomocou vytvoreného submodelu, ktory
spojuje generator a diskriminator. Generator pre svoj tréning vyuziva zmrazené vahy
diskriminatoru. Chybova funkcia spolu s typom optimalizaéného algoritmu pre tréning
generatora sa nastavuje prave v tomto submodeli, ktory je vytvoreny pomocou funkcie
define_gan, ktort mézeme vidiet' na Obrazku 4.19.
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, optimizer=sgd)
gan_model = define gan(generator model, discriminator model)

Obr. 4.19: Funkcia na vytvorenie submodelu GAN pre trénovanie generatoru.

4.3.6 Tréning modelu GAN

NajzlozitejSou ¢ast'ou implementacie modelov GAN pre generovanie EKG signalov je
algoritmus ucenia GAN. Ten pozostava z troch hlavnych casti. Hovorime o tréningu
diskriminatoru, generatoru a nakoniec o ulozeni evaluécie vysledkov modelu.

Prvym krokom trénovania modelu GAN, je nastavenie parametrov trénovania
spolu s pripravenim vstupnych dat — predspracovanie signalov bolo podrobne popisané
v podkapitole 4.3.2. Po pripraveni signalov, je vytvorena databaza trénovacich
a testovacich signalov. Dostupnych 3295 signdlov sme rozdelili na 2636 testovacich
a 659 trénovacich signalov (v pomere 80/20). Nasledne st vypocitané parametre mu
a sigma — ktoré charakterizuju Statistické rozlozenie hodnoét signalu (podkapitola 4.3.4).
Dalej je potrebné nastavit’ parametre uéenia siete:

e Pocet epoch trénovania — parameter n_epochs.

e Velkost trénovacej skupiny — parameter batch_size.

e Velkost dimenzie latentného priestoru — parameter latent_dim.

e Optimaliza¢ny algoritmus diskriminatoru spolu s parametrom rychlosti u¢enia
e Optimalizacny algoritmus generatoru spolu s parametrom rychlosti ucenia

e Krok evaluacie modelu — parameter n_eval.

Teraz, ked’ sme si pripravili databdzu signdlov a nastavili parametre trénovania
GAN mozZeme zacat’ s tréningom modelu GAN. Trénovanie je realizované pomocou
osobitného trénovania realnych aj faloSnych signalov (podkapitola 2.3.3) a samotny
algoritmus tréningu je principialne podobny algoritmu pouzitému v generovani 1D
funkcii. Algoritmus sme samozrejme museli ale znacne pomenit a prisposobit
generovaniu EKG signalov.

Tréning zalina trénovanim diskriminatoru (vid. Obrazok 4.20) — pomocou
funkcie generate_real_samples sa ako prvé vygeneruji realne trénovacie signaly z
vytvorenej trénovacej databazy o spomenutej velkosti (2636). Nahodne vyberieme
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presne polovicu signalov z trénovacej skupiny (batch_size). Vybraté signaly ulozime do
premennej x_real a oznacéenia tejto skupiny (1) si vygenerujeme do premennej y_real.
Diskriminator na tychto datach trénujeme prvykrat — aktualnu chybu a presnost’ si
ukladame do premennych loss_real a acc_real.

Druhykrat trénujeme diskriminator na faloSnych (vygenerovanych) signaloch,
ktoré si pripravime spolu s prislusnymi oznaceniami skupiny (0) pomocou funkcie
generate_fake _samples do premennych x_fake a y_fake. Vstupom do tejto funkcie je
aktudlny model generatoru — sposom generovania dat je popisany v podkapitole 4.3.4.
Chybu a presnost’ diskriminatoru na falosnych datach si znovu ukladame do
premennych loss_fake a acc_fake.

x_fake vystup_fake y_fake loss_fake acc_fake
generate_fake_samples ‘ ‘ ‘
_ 0.18 0 0.52 0.92
Generator Ll \
»‘“MWW 0.15 0 0.61 0.86
. . 0l A |
Nahodny M‘NMM«W 0.23 0 0.55 0.90
Ustupny vektop | biskriminétor
3
5| || l‘ 1 | ], ’ l 0.92 1 0.42 0.98
- |
g ‘ H | m H’ 0.85 1 0.49 0.95
QJI -\"J H‘J. ‘l.\‘t\"-ﬂ “4, N"L“/} ."",
8
Q
S RARAN I 0.79 1 0.62 0.87
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Obr. 4.20: Ukazka spdsobu osobitného trénovania diskriminatora na EKG signaloch. Vsetky pouzité
obrazky EKG signalov, su z databazy signalov poskytnutych veducim tejto prace.

Tréning pokracuje vygenerovanim latentnych bodov pomocou funkcie
generate_latent_points do premennej x_gan. Tieto body st nasledne vstupom pre
generator. Nasledujuci krok, je vel'mi dblezity — oznacenie skupiny pre latentné body,
menime na 1 aukladdme do premennej y _gan. Tymto trikom, pouZzijeme princip
heuristickej nesaturacnej hry pri tréningu GAN, ktor sme popisali v podkapitole 2.2.7.
Jej pouzitie stabilizuje tréning ucenia GAN (podkapitoly 2.3.1 a 2.3.3) a predchadza
problému miznuceho gradientu. Diskriminator, samozrejme tieto vzorky odmietne
s velkou pravdepodobnostou (ur¢i ich za falo$né). Proces spétného Sirenia chyby to

ree
1

vSak ,,uvidi* ako vel'ktu chybu a aktualizuje vahy omnoho viac — generator bude lepsi
Vv generovani (klamani) hodnovernych dat.

Ako sme uz niekolkokrat spomenuli — trénovanie generatoru je odlisné od
trénovania diskriminatoru. Spoésobom akym sa generator trénuje vidime na Obrazku

4.21, po vygenerovani latentnych bodov a signdlov sa generator aktualizuje pomocou
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zmrazenych vah diskriminatoru — ten sa v tento moment neu¢i. Chybu generatoru si

ukladame do premenej g_loss.

generate_latent_points

vystup y_gan
. 0.18 1
Generator
Dlskrlmlnafor 0.15 1
(zmrazeny)
0.23 1

g_loss

1.08

1.25

1.12

Obr. 4.21: Sposob trénovania generatoru na EKG signaloch. Vsetky pouzité obrazky EKG signalov, st

z databazy signalov poskytnutych vedicim tejto prace.

Kompletni implementaciu algoritmu pre trénovanie tohto modelu GAN,
mozeme vidiet' na Obr. 4.22. Zvysné Casti trénovacej funkcie train, ktoré poméahaja
s evaludciou a ukladanim aktualnych modelov si popiSeme v nasledujucej podkapitole.

[ 1, d _model, gan_model, latent_dim, signal_train, signal_test,
mu, sigma,length of_ signal, n_epochs =200, n_eval=2):

¢epocha
for i in (n_epochs) :
$# iter
for j in ge (batch_per_epoch) :
s nie rea s ov a trening diskriminatoru
x_: = te_real samples(half_batch,signal_train)
loss_real,acc_real = d model.train on batch(x_real, y real)
# vygenercvanie falosnych signalov a trening diskriminateru

$

x_fake, y_fake = generate_fake_ samples(g_model, latent_dim, half_batch, mu, sigma)
loss fake, acc_fake =d m:del.::axn_cn_ba::h(x_!ake, y_!ake)

erovanie latentnych b v
generate_latent_points(late;

tenie oznacenia triedy falo h signalov

._dim, batch_size,mu, sigma)

na realne

(batch_size):
y = np.round(random.uniform(0.9, 1),2)
label.append(y)
label=np.asarray(label)
1 abel.reshape (batch_size,l)

g_loss = gan_model.trai
# uloczenie pre
d _real loss graph sgd3 latent.append(loss_real)
d_real acc_graph_sgd3_latent.append(acc_real)
d_fake_ loss_graph sgd3_latent.append(loss_fake)
d_fake acc_graph sgd3_latent.append(acc_fake)
g_loss_graph sgd3_latent.append(g_loss)
$ukladanie chyb na disk v
np.save (WORKDIR_PATH /
np.save (WORKDIR_PATH
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acc_fake*100, (loss_:eal+1css_!ake), q_loss))

ia GAN

1=%.0f%% d_fake=%.0f%%
per_epoch, acc_real

ukladania priebehu ucen

if (i+1) % n_eval 0:

summarize performance(i+l, g_mcdel, d_mcdel, sxgnal_:esb, latent_dim, batch_size,
SI2_IT_11 crain mean, SI2_II 11 train std, length of signal

Obr. 4.

22: Implementacia algoritmu trénovania GAN pre generovanie EKG signalov.
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4.3.7 Automatické ukladanie vysledkov a aktualneho modelu GAN

Zostavenie stabilného modelu GAN je vel'mi naro¢na uloha. Modely su ¢asto nestabilné
a ich optimalizovanie trvd dlhu dobu — trvanie tréningu je dlhé, kazdd zmena
hyperparametrov a nésledné testovanie zabera dlha dobu. Z tohto doévodu je ukladanie
aktudlnych modelov a sledovanie vysledkou nutnostou.

Vyhodnotenie modelu spolu s ulozenim vizudlneho vystupu a aktudlnych
modelov generatoru a diskriminatoru zabezpecCuje funkcia summarize_performance,
ktort vidime na Obrazku 4.2.3. Funkcia je volana na zaklade parametru n_eval, ktory
nam urcuje krok evaluacie modelu (napriklad kazda 5-tu epochu).

Diskriminator vyhodnocujeme na testovacich signdloch (659), ktoré si
vygenerujeme pomocou funkcie generate_real_samples. Nasledne rovnako evaluujeme
diskriminator aj na faloSnych signaloch, generovanych aktudlnym modelom generatoru.
Funkcia save_plot uklada aktualne vystupy generatoru spolu s realnymi signalmi
(v jednom okne) v mriezke obrazkov o zvolenej vel'kosti. Tieto vystupy boli pouzité pre
analyzu modelov GAN, ktort si popiSeme v d’alSej kapitole. Funkcia nakoniec vSetky
udaje spolu s aktualnymi modelmi generatoru a diskriminatoru uklada na Google Disk,
do konkrétneho priecinku, ktory si zada uzivatel.

def I riz erformance (epoch, g _model, d model, SI2_II 11 test,

latent_dim, batch _size, mu, sigma,length of signal):

x real, y real = generate real_ samples(batch_size,SI2_II 11 test)

s acc_real = d_model.evalua:e(x_real, y_:eal, verbose=0)
evaluacia falosnych vygenerovanych signalov
x_fake, y fake = generate_fake samples(g_model, latent dim, batch_size, mu, sigma)
_r acc_fake = d model.evaluate (x_fake, y_ fake, verbose=0)
int ('>Acc Test Real: %.0f%%, Acc Fake: %.0f%%' % (acc_real*100, acc_fake*100))
razxov priepenu icenla SAN

save_plot (acc_real, acc_fake, x real,x fake,length_of signal,epoch, n=5)

g_model.save ( (WORKDIR PATH / "GAN/trainé/generatormodel") + (epoch))
d_model.save (str (WORKDIR PATH / "GAN/trainé/discriminatormodel"”) + str(epoch))

Obr. 4.23: Funkcia automatického ukladania vysledkov a priebehu u¢enia GAN
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5 VYSLEDKY MODELOV GAN

V tejto kapitole sa blizSie pozrieme na vizualne vystupy modelov GAN. Zacneme
jednoduchsimi modelmi pre generovanie 1D funkcii — X* a sinus. Nésledne sa vrhneme
na komplexny model pre generovanie EKG zdznamov. Kazdy z modelov si budeme
podrobne analyzovat’, a snazit’ sa pochopit’ dovody jeho spravania.

Analyza modelov je realizovand pomocou porovnania kriviek chyb generatora a
diskriminatora spolu s vyhodnotenim priebeznej presnosti diskriminatora. Na zaklade
tychto kriviek, dokaZzeme dobre zdovodnit vizualne vystupy modelov GAN.
Pochopenie spravania modelov GAN je vel'mi dolezité pre néasledni optimalizaciu
modelu — najmai analyza zlyhania modelov, ktoru sme si popisali v podkapitole 2.3.

5.1 Vysledky modelu GAN pre generovanie funkcie x?

Za¢neme vysledkami z najjednoduchsieho modelu — GAN pre generovanie funkcie x2.
Implementaciu, architektiru a podrobny popis fungovania modelu sme popisali v
podkapitole 4.1. Trénovanie celého modelu trvalo s pouzitim GPU (Google Colab)
priblizne 20 minut.

5.1.1 Vizualizacia dosiahnutych vysledkov modelu GAN pre generovanie funkcie x?

Trénovacie parametre modelu boli nasledovné:

e Pocet iteracii n_iter bol nastaveny na 100 000.

e Velkost trénovacej skupiny n_batch bola zvolena 512.

e Velkost dimenzie latentného priestoru latent_dim nastavena na 5.

e Optimalizany algoritmus pre diskiminator — ADAM s nastavenymi
parametrami rychlosti u¢enia #=0.001 a zabudania beta_1=0.9.

e Optimalizacny algoritmus pre generator — ADAM s nastavenymi parametrami
rychlosti ué¢enia #=0.001 a zabudania beta_1=0.9.

e Krok evaluacie modelu n_eval bol zvoleny 500.

Tréning tohto konkrétneho modelu GAN bol ukonceny v pripade, Ze pocet
iteracii bol vacsi ako 50 000, a presnost’ diskrimindtoru sa pre realne aj falo§né vzorky
nachadzala v intervale <0.475, 0.525>. Ciel'om trénovania GAN, je naucit generator
generovat’ vzorky, ktoré diskriminator nebude schopny odlisit’ od realnych (podkapitola
2.2). Preto sme nastavili tento interval — bolo ocakavané, ze po dostatoénom pocte
iteracii (50 000) diskriminator dospeje do bodu, kedy priradi obom vzorkdm
pravdepodobnost’ 2 a teda nebude schopny rozoznat’ realne vzorky od falosnych.

Tato podmienka bola splnena v iteracii ¢islo 53 000. Na Obrazku 5.1 vidime, ze
generator generuje dostatocne realne vyzerajuce vzorky. Teraz ked mame tréning
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zastaveny, mozeme nauceny model generdtoru vyuzit' na generovanie novych dat —
pripominajucich kvadraticki funkciu f(x)=x? (podkapitola 4.1). Generované vysledky
(vid’. Obr. 5.2) povazujeme za dostatocné a ciel’ ulohy povazujeme za splneny.
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Obr. 5.1: Zobrazenie postupného u¢enia GAN pre generovanie funkcie x2. Vidime, Ze s narastajiicim
poctom iteracii sa GAN uci generovat’ (modré body) podobné vzorky ako realne data (Cervené body).
V néazve grafu vidime v akej iteracii sa GAN aktualne nachadza a s akou pravdepodobnostou si
diskriminator mysli, Ze sa jedna o realnu (acc_real) a falosnu (acc_fake) vzorku.

Mocninova funkeia x*2 Vygenerovana funkcia Eislo 1 Vygenerovana funkcia islo 2

A 2 |\ 7

"‘.\\ 1}_._- :J ..\ / o n\\ "l

-04 -02 ) [¥] 0s 04 012 00 02 (1] -04 01 0o 02 04
x x %
Vygenerovand funkcia gislo 3 Vygenerovana funkcia Cislo 4 Vygenerovand funkcia gislo 5
025

Obr. 5.2: Porovnanie vystupov nau¢eného generatora s cielovou mocninovou funkciou x2. Celkovo bolo
generovanych 250 bodov pre kazdu z funkcii.

V d’alSej podkapitole sa pozrieme na podrobnejsSiu analyzu tohto modelu GAN,
kde si zobrazime chyby diskriminatora aj generatora a budeme komentovat’ dosiahnuté
vysledky.

5.1.2 Analyza modelu GAN pre generovanie funkcie x?

Vysledky alebo zlyhania modelov GAN moézeme analyzovat’ na zaklade vyvoja chyb
diskriminatora a generatora. Taktiez sa modzeme pozriet na presnosti, s akymi
diskriminator zarad’oval falosné aj realne vzorky v priebehu trénovania.
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Ako sme spomenuli v podkapitole 2.3.3, nasim cielom je aby model GAN
dosiahol stabilného stavu — chyby generatoru a diskriminatoru sa nebuda zna¢ne menit’
a ustalia sa na urcitej hodnote. Na Obrazku 5.3 vidime, ze na zacCiatku tréningu chyby
diskriminatoru aj generatoru oscilovali s velkou odchylkou — model sa ucil. Priblizne v
iteracii ¢islo 8000 sa chyby oboch UNS ustalili — bolo dosiahnuté stabilného stavu. To
moézeme vidiet’ aj v iteracii ¢islo 8500 (na Obr. 5.1 - vl'avo dole) — generované vysledky
zacali pripominat’ tvar funkcie x2.

2.25 o
—— Chyba diskriminatora

—— Chyba generétora
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Obr. 5.3: Vyvoj chyb diskriminitoru a generatoru podas ucenia modelu GAN pre generovanie funkcie x2.
Chyba diskriminatoru bola pocitana ako sucet chyb diskriminatoru na redlnych aj falosnych datach.

Dalej sa pozrieme na analyzu presnosti diskriminatora po¢as ucenia modelu
GAN. Na Obrazku 5.4 vidime, ze priebeh presnosti diskrimindtoru méa podobny
charakter ako priebeh chyb. Zo zaciatku si diskriminator nebol isty, o st redlne a ¢o
falosné data — priebeh presnosti znacne osciloval. Nasledne rovnako ako v predoSlom
pripade, priblizne pri 8000-tej iteracii oscilacie mierne poklesli. Vidime, ze od tejto
chvile, generdtor dokonale ,klamal*“ diskriminétor, ktory v celom dalSom procese
tréningu osciloval okolo hodnoty 0.5 pre realne aj falosné vzorky. Pévodny graf vyvoja
presnosti diskriminatoru bol neprehl'adny — z tohto dovodu sme na zobrazenie presnosti,
vyberali len kazdu 100-ta hodnotu presnosti.
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Obr. 5.4: Vyvoj presnosti diskriminatoru na redlnych a falo§nych datach pocas trénovania modelu GAN
pre generovanie funkcie x2. Pre lepsiu nazornost’ je zobrazena len kazda 100-t4 hodnota presnosti.
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5.2 Vysledky modelu GAN pre generovanie funkcie sinus

Pokrac¢ujeme vysledkami z mierne pokrocilého modelu — GAN pre generovanie funkcie
sinus. Implementaciu, architektiiru a podrobny popis fungovania modelu sme popisali v
podkapitole 4.2.

Model GAN budeme trénovat’ na dvoch roznych skupindch realnych dat. Prva
skupina pozostava z funkcii sinus s rovnakou frekvenciou aj amplitidou. V druhej
skupine dat bola trénovacia skupina mierne augmentovana — amplitidy jednotlivych
sinusoviek mali rovnaka frekveniciu ale ich amplitida sa ndhodne menila. Tymto
spdsobom moézeme podrobnejSie analyzovat’ a porovnat’ jednotlivé pristupy — ¢o ndm
pomoze pochopit’ spravanie GAN pri mierne pokrocilych problémoch.

Trénovanie prvého z modelov trvalo s pouzitim GPU (Google Colab) priblizne
165 minat, tréning druhého modelu (GPU) trval 340 minut.

5.2.1 Vizualizacia dosiahnutych vysledkov modelu GAN s nemennou amplitidou

Trénovacie parametre prvého modelu (s nemennou amplitudou) boli nasledovné:

e Pocet iteracii n_iter bol nastaveny na 500 000.

e Velkost trénovacej skupiny n_batch bola zvolena 512.

e Velkost dimenzie latentného priestoru latent_dim nastavena na 5 [7, 49].

e Optimalizacny algoritmus pre diskimindtor — ADAM s nastavenymi
parametrami rychlosti u¢enia #=0.001 a zabudania beta_1=0.9 [49].

e Optimaliza¢ny algoritmus pre generator — ADAM s nastavenymi parametrami
rychlosti u¢enia #=0.001 a zabtidania beta_1=0.9 [49].

e Krok evaluacie modelu n_eval bol zvoleny 5000.

Z postupného priebehu trénovania (s nemennou amplitidou) GAN na Obrazku
5.5 vidime, Ze zo zaciatku GAN dobre rozoznava extrémy funkcie sinus. Generované
body su zvicsa rozptylené okolo tychto extrémov a nésledne sa ucia kopirovat’ priebeh
funkcie. V posledne;j iteracii viak vidime, Ze GAN nedokézal pokryt’ cela dizku funkcie
sinus. Tento jav sa opakoval aj v inych testovaniach modelu, niekedy vSak na opacnej
strane funkcie. Pri¢inou mohla byt mald velkost’ skupiny trénovacich aj generovanych
dat, alebo spdsob generovania latentnych bodov.

Po dosiahnuti maximalneho poctu iteracii, v tomto pripade hovorime o 500 000
iteraciach, bolo trénovanie modelu ukoncené. Vysledny model sa dobre naudil
kopirovat’ funkciu sinus, aviak zachytil len priblizne dve tretiny dizky tejto funkcie.
Vystupy z nauceného generatoru su uvedené na Obrazku 5.6. Vidime, ze priblizne
v 100 000-tej iteracii zacinaju vygenerované body pripominat’ priebeh funkcie sinus. Na
zaklade tejto informacie predpokladdme, Ze v rovnakej iterdcii ndjdeme pri krivkach
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chyby diskrimindtoru a generatoru kl'aicové zmeny, ktoré si budeme analyzovat’ v d’alSej
podkapitole.

Iterdcia : 5000 | acc real = 0.415 | acc fake = 0,82 Iterdcia - 10000 | acc real = 0,375 | acc fake = 094 Iterdcia : 30000 | acc real = 0435 | acc fake = 0,96
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Obr. 5.5: Zobrazenie postupného uéenia GAN pre generovanie funkcie sinus S nemennou amplitadou.
Vidime, Ze s narastajicim poctom iteracii sa GAN uci generovat’ (modré body) podobné vzorky ako
realne data (Cervené body). V nazve grafu vidime v akej iteracii sa GAN aktualne nachadza a s akou

pravdepodobnostou si diskrimindtor mysli, Ze sa jedna o redlnu (acc_real) a falosnu (acc_fake) vzorku.
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Obr. 5.6: Porovnanie vystupov nau¢eného generatora s cielovou funkciou sinus. Celkovo bolo
generovanych 250 bodov pre kazdl z funkcii.

5.2.2 Analyza modelu GAN s nemennou amplitidou

Prvy z modelov, sa dokonale naucil kopirovat’ priebeh dvoch tretin funkcie sinus (vid'.
Obr. 5.1). Tento model bol trénovany vzdy na rovnakej skupine nemennych funkcii
sinus — ich amplituda ani frekvencia sa nemenila. Preto bolo predpokladané, Ze v tomto
pripade sa moze GAN vel'mi lahko preucit a nebude generovat’ unikatne vystupy.
Vidime, ze “nauceny” (preuceny) generator tohto modelu, generoval viacmenej rovnaké
vystupy (Obr. 5.2) — hovorime o strate unikatnosti vystupu GAN (podkapitola 2.3.3).
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Zaciatok tohto zlyhania mézeme vidiet’ priblizne v iteracii ¢islo 100 000, kedy
sa grafy chyb zacinaji prekrizovat. Chyba generatoru osciluje s vysokou odchylkou —
generator skace z jednej hodnoty chyby na druht a naopak. Tento typ zlyhania je u
GAN modelov bezny — avsak v tomto pripade bol spdsobeny pouzitou databazou
trénovacich dat. Generator sa naucil generovat’ jeden vystup, a naopak diskriminator sa
ho naucil jednoducho odlisit’ od redlnych dat. To mozeme vidiet' na Obrazku 5.7. Na
obrazku, vidime, Ze chyba diskriminitora je mald a stabilnd (Cervena farba) —
diskriminator sa uz d’alej neuci, respektive sa u¢i minimalne.
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Obr. 5.7: Vyvoj chyb diskriminatoru a generatoru pocas u¢enia modelu GAN pre generovanie funkcie
sinus s nemennou amplitidou. Chyba diskriminatoru bola pocitana ako sti¢et chyb diskrimindtoru na
realnych aj falo§nych datach.

Této situdcia vyvoja chyby diskriminatoru je idedlna — chceme, aby sa diskriminéator
najrpv naucil rozozndvat’ vstupné data a nasledne chceme aby jeho chyba pomaly
klesala. Lokalne oscilacie chyby diskriminatoru st znakom ucenia modelu.

Naucil sa teda dobre rozozndvat’ falo$né a redlne vzorky, o nam potvrdzuje aj
Obréazok 5.8 — diskriminator dosiahol vysokych hodndt presnosti pre obe triedy dat.
Tento fakt, v§ak hodnotime negativne — chceme aby presnost’ oscilovala okolo Y2, ¢o by
znaCilo ze generator generuje vzorky, ktoré diskriminator nedokdze rozoznat od
realnych.
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Obr. 5.8: Vyvoj presnosti diskriminatoru na realnych a falosnych datach pocas trénovania modelu GAN
pre generovanie funkcie sinus nemennou amplitidou. Pre lepSiu ndzornost’ je zobrazena len kazda 100-ta
hodnota presnosti.
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Model sa teda naucil generovat funkciu sinus, ale nakolko tieto body
zachytavali len ur€ity rozsah (2/3 osi x) ciel'ovej funkcie— diskriminator pravdepodobne
vedel, Ze sa jedna o falosné data — vid’. Obr. 5.5.

5.2.3 Vizualizacia dosiahnutych vysledkov modelu GAN s premenlivou amplitidou

Druhy z modelov GAN, sa trénoval na sinusovych funkcidch s premenlivou amplitiidou.
Tymto sme sa viac priblizili k ciel'u tejto diplomovej prace — generovaniu signalov
EKG. Databaza, ktort sme vytvorili v kapitole 3, obsahuje mnozstvo signalov, ktoré
maju sice rovnaké vlastnosti, ale samotné signaly sa liSia. Prave z tohto dovodu, sme
cheeli zistit’ ako bude reagovat’ GAN na takto zmenu trénovacich dat.

Nastavenie trénovacich parametrov druhého modelu (s premenlivou amplitidou):

e Pocet iteracii n_iter bol zvyseny na 1 000 000 — z dévodu vécsej komplexnosti
rieSené¢ho problému.

e Velkost' trénovacej skupiny n_batch bola ponechana na hodnotu 512. Tato
hodnota nam prisla v predchéddzajucom modeli ako dostato¢ne velka.

e Dimenzia latentného priestoru latent_dim=5, zostala rovnaka [7, 49].

e Optimaliza¢ny algoritmus pre diskiminator bol ten isty — ADAM s nastavenymi
parametrami rychlosti u¢enia #=0.001 a zabtdania beta_1=0.9 [49].

e Optimaliza¢ny algoritmus pre generator zostal rovnaky — ADAM s nastavenymi
parametrami rychlosti u¢enia #=0.001 a zabtidania beta_1=0.9 [49].

e Krok evaluacie modelu n_eval bol zvyseny na 10 000— vizualne vyhodnotenie
modelu, tentoraz nebudeme potrebovat’ tak ¢asto — model sa u¢i pomalsie.

Priebeh trénovania tohto modelu vidime na Obrazku 5.9. Uz po 100 000
iteraciach pozorujeme podobnost’ medzi generovanymi a realnymi datami. Na rozdiel
od prvého sposobu trénovania GAN, kde sme GAN trénovali na rovnakej funkcii sinus,
V tomto pripade augmentécia dat pomohla robustnosti tohto modelu.

Vidime, Ze model sa nepretrénoval na urcitej Casti funkcie, a lepSie pochopil ako
ma funkcia ,,vyzerat*. Kvalita generovanych dat ale nie je tak dobra a body su vel'mi
rozptylené. To mohlo byt spdsobené nedostatocnym tréningom siete, alebo
jednoduchost’'ou pouzitej architektury na rieSeny problém.

Vystupy z generatoru tohto modelu, st uvedené na Obrazku 5.10. Pozorujeme,
ze GAN znovu pridelil extrémom funkcie viac vzoriek — mdzeme teda tvrdit, Ze GAN
zo zacCiatku najlepSie ,,chape* prave tieto oblasti funkcie. Predpokladame, Ze pri dlhSom
tréningu a ladeni siete, by sme dosiahli lepSich vysledkov. NasSe vysledky avSak
povazujeme za dostaCujuce. V nasledujicej podkapitole sa pozrieme na analyzu tohto
modelu.
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Obr. 5.9: Zobrazenie postupného uéenia GAN pre generovanie funkcie sinus S premenlivou amplitidou.
Vidime, Ze s narastajucim poctom iteracii sa GAN uéi generovat’ (modré body) podobné vzorky ako
realne data (Cervené body). V nazve grafu vidime v akej iteracii sa GAN aktualne nachadza a s akou

pravdepodobnostou si diskriminator mysli, Ze sa jedna o realnu (acc_real) a falo$nt (acc_fake) vzorku.
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Obr. 5.10: Porovnanie vystupov nau¢eného generatora s cielovou funkciou sinus s premenlivou
amplitidou. Na prvych dvoch obrazkoch vidime, ze trénovacie data mali rozdielne amplitidy. Celkovo
bolo generovanych 250 bodov pre kazdu z funkcii.

5.2.4 Analyza modelu GAN s premenlivou amplitidou

Tento model sice nedosiahol dokonalych vysledkov, ale jeho priebeh tréningu posobil
stabilne. Ked’ sa pozrieme na vyvoj chyby modelu GAN pre generovanie funkcie x?
(vid. Obr. 5.3), vidime medzi nimi urCitd podobnost. Hodnoty chyb generatora aj
diskriminatora su si zo zaciatku vel'mi podobné, druhy z modelov ma vSak omnoho
vécsie oscilacie — model sa este stale ucil (vid’. Obrazok 5.11).

Na Obrazku 5.12, je jasne vidiet, ze diskriminator si bol ¢asom menej isty
presnostou falosnych bodov — krivka postupne klesala. Taktiez vidime, Zze zo zaciatku
tréningu diskriminator nevedel dobre rozlisit’ jednotlivé skupiny signalov — odchylka
bola privel’kd. Postupne, priblizne v 400 000 iteracii, sa presnost’ na redlnych aj
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falosnych datach ustalila. Predpokladdme, ze model sa esSte stile ucil, a S dostato¢ne
dlhym ¢asom tréningu, alebo ladenim siete by dosiahol lepSich vysledkov.

Konstatujeme, ze proces ucenia druhého modelu GAN pre generovanie funkcii
sinus s premenlivou amplitidou bol stabilny — augmentacia trénovacich dat mala
pozitivny vplyv na stabilitu a robustnost modelu. Na rozdiel od prvého modelu
s nemennou amplitidou sinusovych funkcii sa tento model nepreucil a pokracoval
Vv efektivnom tréningu.

—— Chyba diskriminatora
16 —— Chyba generatora

Hodnota chyby

0 200000 400000 600000 800000 1000000
Iterdcia

Obr. 5.11: Vyvoj chyb diskriminatoru a generatoru po¢as u¢enia modelu GAN pre generovanie funkcie
sinus s premenlivou amplitidou. Chyba diskriminatoru bola pocitana ako stucet chyb diskriminatoru na
realnych aj falo$nych datach.
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Obr. 5.12: Vyvoj presnosti diskriminatoru na realnych a falosnych datach pocas trénovania modelu GAN
pre generovanie funkcie sinus premenlivou amplitidou. Pre lepSiu ndzornost’ je zobrazena len kazda 100-
ta hodnota presnosti.

Vidime, Ze trénovanie GAN modelov je zdihavé a konvergencia do lokalneho
minima moze byt ndrocnd. Modely GAN su ¢asto nestabilné, avSak po hlbSej analyze,
sa da pochopit’ dovodom ich zlyhania — rieSenie tychto problémov a optimalizacia je ale
tou tazSou Castou trénovania GAN.

Uvedené modely sme sa d’alej uz nesnazili vylepsit’, nakol'ko ciel'om prace bolo
vygenerovat EKG signaly. Ako bolo spomenuté v podkapitole 5.2, prvy z modelov sa
ucil 165 minut a druhy zmodelov 340 minut. Kazdy pokus o zmenu parametrov
(ladenia siete) zaberal dlhy cas — modely GAN su taktiez ,,stochastické®, pri kazdom
d’alSom spusteni mo6zeme dostat’ znac¢ne rozdielne vysledky.
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5.3 Vysledky modelu GAN pre generovanie EKG signalov

Finalny model GAN pre generovanie EKG signalov bol in$pirovany odbornym ¢lankom
[7], ktory vyuzival tzv. BILSTM-CNN model GAN. Ten pozostaval z diskriminatora
vyuzivajuceho 1D konvolu¢né vrstvy, a z generatoru, ktory pouzival BILSTM vrstvy.
Predspracovanie signalov, potrebnych na trénovanie tohto modelu bolo popisané v
kapitole 3, implementacia a ukdzka architektur sa nachadza v podkapitole 4.3.

5.3.1 Vizualizacia dosiahnutych vysledkov odborného ¢lanku

Ako prvé sa pozrieme na vysledky z ¢lanku [7], ktoré sme sa v tejto praci snazili
napodobnit a néasledne vylep$it — hovorime o optimalizicii modelu. Clanok [7]
vyuzival pre tréning pocita¢ s procesorom Intel i7-7820X (8 jadier) CPU, s primarnou
pamédtou o velkosti 16GB. Ako programovaci jazyk autori pouzili Python 2.7, na
zostavenie sieti boli pouzité balicky PyTorch a NumPy.

Autori tejto prace pouzivali na tréning 30 minatové signaly z MIT-BIH
databazy, detailnejsi popis sa nachadza v podkapitole 3.4.1. Praca porovnavala 4 rdzne
pouzité architektiry na generovanie EKG signalov. Vsetky modely boli trénované po
dobu 500 epoch, so signalmi o dizke 3120. Velkost trénovacej skupiny zvolili na
hodnotu 100 a pouzivali optimalizacny algoritmus SGD s parametrom rychlosti u¢enia
o velkosti 10°. Dirka vyslednych generovanych signalov bola 400 — vysledné
generované signaly 4 réznych architektir moéZeme vidiet na Obr. 5.13.

STA \
BiLSTM-CNN BILSTM-GRU

§ e o R P ————

(a) (b)

BILSTM-MLP BiLSTM-LSTM

(c) (d)

Obr. 5.13: Vygenerované EKG signaly pomocou 4 rdoznych architektir — BILSTM-CNN (a), BiLSTM-
GRU (b), BIiLSTM-MLP (c) a BILSTM-LSTM (d). Na horizontalnej osi si zobrazené ¢asové kroky
signalu, na vertikalnej osi hodnoty zvodu signalu, prevzaté z [7].

V zaveri prace autori tvrdia, Ze ich vygenerované signdly boli morfologicky
podobné s EKG signalmi a mali podobnt Statistickt distribiciu ako signadly EKG. Toto
tvrdenie nam avSak nepride pravdivé (vid. Obr. 5.13). Signdly mohli odpovedat
Statistickému rozlozeniu EKG signalov ale rozhodne neboli EKG signdlom podobné.
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Dalej praca ukazuje krivky chyb generativnych modelov (vid. Obr. 5.14) —
presnej$i popis kriviek sme v praci nenasli. Autori argumentuju, ze ich model
konvergoval k nule zo vSetkych modelov najrychlejsie (epocha 200) a zaciatocna chyba
modelu GAN bola zna¢ne mensia ako chyba ostatnych modelov. Toto tvrdenie avSak
povazujeme za nespravne — ak jeden z “hracov”’ GAN (generator, diskriminator)
dosiahne hodnotu chyby blizku 0, vdhy sa prestani aktualizovat a model zacina
zlyhavat. Ako sme videli na Obrazku 5.3 — vyvoj chyb oboch hracov by sa mal sice
ustalit,, ale nikdy by nemal dosiahnat’ nuly.

losses of generative models

loss

epoch
Obr. 5.14: Krivka chyb niekol’kych generativnych modelov, prevzata z [7].

Praci ale nemoéZeme popriet’ tvrdenie, Ze ich model dosahoval najlepSich
vysledkov spomedzi vSetkych porovnavanych metdd.

5.3.2 Vizualizacia vysledkov modelu GAN pre generovanie EKG signalov

Architektira findlneho modelu GAN pre generovanie EKG signélov je vysvetlend a
dopodrobne popisana spolu s implementaciou a ukazkami kodu. Kym sme dospeli k
findlnemu modelu prevadzali sme v samotnej architekture niekolko zmien. V
nasledujiicom odstavci si struéne popiSeme zistené informadcie, ktoré sme nadobudli pri
trénovani a navrhovani architektiry naSho modelu GAN.

V architektire diskriminatoru boli pridané AF LeakyReLU (autori ¢lanku [7]
nespomenuli ich pouZitie). Tieto vrstvy mali zamedzit’ problému miznuceho gradientu.

Leaky ReLU vrstvy sme skusili aplikovat’ aj do generatoru, ten vSak po ich
aplikécii znizil amplitudy vygenerovanych signalov a celkovo generator fungoval lepSie
bez pouzitia Leaky ReLU vrstiev medzi jednotlivymi BiLSTM vrstvami. Parameter
Dropout vrstvy sme nemenili — bol ponechany rovnako ako v [7].

Dal§im vylep$enim modelu bolo tzv. transformacia hodnoty klasifika¢nych tried
[17], ktora spocivala v nahradeni ,,tvrdych* oznaceni tried (0,1), hodnotami v ur¢itom
intervale (napr. 0-0.1, 0.9-1). Tato zmena hodnoty klasifikaénych tried mala zvysit
robustnost’ naSho modelu a taktiez pomoct’ s robustnost’ou modelu.
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Narozdiel od klasickych spdsobov generovania latentnych bodov — sme
generovanie latentnych bodov prisposobili Statististickému rozlozeniu trénovacih dat
(signalov). Toto vylepSenie malo pozitivny vplyv na generované data.

Dalsim z parametrov, ktoré sme sa snazili otestovat’ bol pouzity optimalizadny
algoritmus. Celkovo bolo vyskusané dva tipy algoritmov — ADAM, ktory sme pouzivali
aj v generovani 1D signalov a algoritmus SGD. Algoritmus SGD pouzivali aj v praci
[7], z tohto dovodu sme ho pouzivali aj pri naSom modely na generovanie EKG
signalov.

Parameter rychlosti ucenia sa ukdzal ako jeden z najddlezitejSich parametrov
ladenia siete. Testovali sme celkovo 3 rychlosti u¢enia — 1x103, 1x10#, 1x107°. V praci
[7] pouzivali algoritmus SGD s rychlostou uéenia 1x10°, aviak nam sa viac osved¢ili
rychlosti 1x1073, 1x10* pretoze sme kvoli vypo&tovym obmedzeniam nedokézali model
trénovat’ dlho — Google Colab poskytuje GPU len na 12 hodin. Z tohto dévodu, sme
vopred vedeli, ze nebude model mozné dostatocne dlho trénovat’ a zvolili vicsie
rychlosti trénovania.

Velkost trénovacej skupiny sme zvolili na 200 — aby sme naplno vyuzili pamét’
GPU, nakol’ko sme vedeli, ze tréning bude prebiehat’ maximalne 12 hodin.

Poslednym z parametrov bola velkost latentnej dimenzie latent_dim. Boli
vyskusané 2 velkosti — velkost’ 5, pouzivana v [7,49] a velkost’ 100. Pri pouziti vicsej
dimenzie, sme zaznamenali va¢Siu amplitidu vygenerovanych signalov, celkovo
S lepSimi vizualnymi vystupmi.

Pocet epdch trénovania a krok evaluacie sme volili na zaklade dostupného €asu
(12h), ktory bol spolu s vypoctovou silou najvacsim problémom pri ladeni siete. Kazda
zmena modelu potrebovala naslednti analyzu — tréning modelu vSak vécSinou trval 8-10
hodin. Daldim faktorom bol aj ,stochasticky charakter GAN modelov, ktorych
spravanie je ¢asto nestabilné a pri kazdom novom spusteni modelu, méZzeme dosiahnut’
vel'mi rozdielnych vysledkov.

N4s najlepsi model vyuZzival nasledujice parametre a vylepSenia:

e Pocet epoch trénovania n_epochs=50

e Velkost trénovacej skupiny — parameter batch_size = 200

e Velkost dimenzie latentného priestoru — parameter latent_dim = 100

e Optimaliza¢ny algoritmus diskriminatoru spolu s parametrom rychlosti u¢enia —
SGD s rychlost'ou u¢enia 1073,

e Optimalizacny algoritmus generatoru spolu s parametrom rychlosti u¢enia —
SGD s rychlostou uéenia 1073,

e Krok evaluacie modelu — parameter n_eval = 2

e Generator bez pouzitia Leaky ReLU vrstiev.

e Pouzitie transformovanych oznaceni klasifikacnych tried

e Pouzitie Leaky ReLU vrstvy v diskriminatore
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Dosiahnuté vysledky mozeme vidiet' na Obrazkoch 5.16 a 5.17. Vidime, Ze charakter

vygenerovanych signalov sa pocas trvania 40 epoch nezmenil. Vygenerované signaly

dokazali dobre zachytit’ izoliniu signalu, a vidime, ze sa periodicky opakuju — amplitida

vygenerovanych signalov bola ale nizka — Ziadny zo signalov nedokdzal simulovat’ R

vinu.
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Obr. 5.16: Zobrazenie generovanych signalov spolu s trénovacimi signalmi (¢ervené) pomocou modelu

GAN pre generovanie EKG signalov. Hodnota zvodu signalov bola transformovana na interval <-1, 1>.

V nazve grafu vidime v akej iteracii sa GAN aktualne nachadza a s akou pravdepodobnostou si
diskriminator mysli, Ze sa jedna o realnu (acc_real) a falo$na (acc_fake) vzorku.
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Obr. 5.17: Zobrazenie generovanych signalov spolu s trénovacimi signalmi (¢ervené) pomocou modelu

GAN pre generovanie EKG signalov. Hodnota zvodu signalov bola transformovana na interval <-1, 1>,

V nézve grafu vidime v akej iteracii sa GAN aktudlne nachadza a s akou pravdepodobnostou si
diskriminator mysli, Ze sa jedna o realnu (acc_real) a falo$na (acc_fake) vzorku.
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5.3.3 Analyza modelu GAN pre generovanie EKG signalov

V tejto kapitole sa pozrieme na mozné dévody pre¢o na§ model GAN zlyhal. Vidime,
ze kvalita generovanych signalov je slaba — generator sa nedokazal naucit’ generovat’
vieruhodné data. Taktiez vidime, ze presnost’ diskriminatoru je velmi nizka —
diskriminator nedokdzal dobre rozliSovat’ medzi faloSnymi a redlnymi datami.

Na Obrazku 5.17, vidime ze chyba generdtoru aj diskriminatoru postupne
klesala. Oscilacie oboch “hra¢ov” st minimalne — trénovanie neprebiehalo optimalne.
Podrla skusenosti ziskanych v tejto diplomovej praci odhadujeme, ze hlavnou pricinou
chyby by mohla byt nedostatocne hlboka architektura sieti. Vysledky taktiez nemo6zme
dostato¢ne analyzovat’, pretoze sme boli limitovany vypoctovou naro¢nostou pouzitej
platformy a nedokézali model trénovat’ po dostatocne dlha dobu.
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Obr. 5.17: Vyvoj chyb diskriminatoru a generatoru pocas uc¢enia modelu GAN pre generovanie EKG
signalov. Chyba diskriminatoru bola poc¢itana ako sucet chyb diskriminatoru na realnych aj falo$nych
datach.

Na druhom Obréazku 5.18, vidime, ze diskriminator dosahoval vel'mi nizkych
hodnét presnosti — pravdepodobne kvéli nedostatoénej hibke pouZitej architektury,
popripade parametrov konvolu¢nych ¢i Max Pooling vrstiev.
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—— Presnost realnych trénovacich dat
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Obr. 5.18: Vyvoj presnosti diskriminatoru na realnych a falo§nych datach pocas trénovania modelu GAN
pre generovanie EKG signélov.
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Pre porovnanie v ¢lanku [7], model trénovali celkovo po dobu 500 epoch, ndm
sa podarilo modeli trénovat’ len 50 epoch aztohto dovodu sme pouzivali vysSie
hodnoty parametru rychlosti u¢enia. Napriek tomu predpokladame, Zze architektara v [7]
nie je vhodna na generovanie realisticky vyzerajucich EKG signalov.
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6 DISKUSIA

Generovanie EKG zdznamov pomocou GAN je velmi mladd a perspektivna metoda.
Pretrvavajici problém nedostatku EKG signéalov pre trénovanie roznych algoritmov je
rieSitelny — metdda pouzitia GAN ukazuje nadejné vysledky. Tento problém si vSak
eSte vyzaduje d’al$i vyskum, nakol’ko nedosahuje prakticky pouziteI'né vysledky.

Pre generovanie arytmickych signdlov potrebujeme velkt databazu signalov,
ktora zatial’ nie je k dispozicii. Preto sa metoda generovania signadlov EKG zameriava
na sinusové signaly, ktoré su dostupné vo vacsich poctoch ako arytmické signaly. Zistili
sme, ze trénovanie GAN je ¢asovo narocné a vyzaduje si vel'l vypocetni narocnost’. Z
tohto dovodu je optimalizaicia GAN modelov vel'mi narocnou ulohou. Napriek tomu
predpokladame, ze vyskum tejto metdédy ma zmysel.

Na jednoduchych 1D signdloch sme si ukazali, Ze modely GAN su schopné
generovat’ realne vyzerajuce signaly. Taktiez sme zistili, Ze pri trénovani 1D signalov,
GAN najrychlejsie rozpoznaval extrémy funkcii. Ukazali sme, ze diverznost’ vstupnych
dat ma pozitivny vplyv na stabilizaciu trénovacieho procesu GAN. Dokazali sme, ze
pomocou kriviek chyb generatoru a diskrimindtoru dok4dzeme analyzovat spravanie
GAN. Ukazalo sa, Ze pochopenie a spravna interpretacia zlyhani modelov je kIi¢ovym
faktorom pre optimalizaciu daného modelu.

Vytvorili sme niekol’ko pouzitelnych architektur pre trénovanie modelov GAN,
zaCinajuc S jednoduchymi modelmi az po model pre generovanie EKG signalov. Pri
navrhovani architektir je vhodné zacat’ s mensim modelom a postupne ho zvicSovat’,
aby sme dokazali lepSie pochopit’ a analyzovat’ tak komplexnu architektiru akou je
GAN.

Implementovali sme kompletni Struktiru algoritmov pre trénovanie GAN.
Zistili sme, Ze najtazSou castou ndvrhu modelov je samotna realizacia architektar a
trénovaciecho procesu GAN. Po zostaveni funkénej Struktury trénovania a
vyhodnocovania GAN dokaZzeme modely spravne a vedecky analyzovat. Doélezitym
faktorom je sledovanie vyvoja chyb modelu a presnosti diskriminatoru. Néasledne sme
dospeli k zaveru, Zze na efektivne optimalizovanie modelov GAN je nutnost’ou
disponovat’ velkou vypocetnou silou a prehl'adnym ukladanim parametrov.

Opravili sme tvrdenia autorov [7] - konvergencia chyb modelu k nule nie je
pozitivum ale znak zlyhania modelu. V préaci sme podrobne popisali dovody zlyhania
modelov av praktickej casti navrhli aukazali sposoby ich detekcie. Tvrdime, ze
architektura spolu s pouzitymi parametrami v praci [7], nie je vhodna na generovanie
EKG signalov. Navrhujeme pouzit' hlbs§i model siete — napriklad vacsi pocet
konvolu¢nych vrstiev.

Pouzitie Leaky ReLU vrstvy v diskriminatore modelov malo dobré vysledky,
naopak pouzitie Leaky ReLU vrstvy Vv generdtore znizovalo amplitidu generovanych
signalov — konStatujeme, ze pouzitie Leaky ReLU nie je vhodné pre architektary
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generatorov pre generovanie EKG signalov. ZvySenie dimenzie latentného priestoru na
hodnotu 100 dosahovalo lepSich vizalnych vysledkov ako pri hodnote 5, avSak toto
tvrdenie by si vyzadovalo vacsi pocet realizacii takychto modelov. Preto toto trvdenie
povazujeme za heuristicky typ, zisteny pri u¢eni malého po¢tu modelov GAN.

Jadrom nasej prace bolo zostavenie funkénych modelov GAN. Tieto modely
spolu s trénovacim, zalohovacim a evaluaénym algoritmom su kl'u€om k zaciatku
optimalizacie akéhokol'vek modelu GAN. Nasu implementovanu Struktiru modelov
GAN je mozné jednoducho vyuzit’ a tymto sposobom sme prispeli k d’alSiemu vyskumu
tématiky generovania EKG signalov pomocou GAN. Konstatujeme, Ze nasa praca moze
byt po pouziti inych architektir pomocnym krokom k vyrieseniu problému generovania
EKG signalov.

Nakoniec by sme sa chceli zmienit' o zaujimavych postupoch pri generovani
EKG signalov, ktoré vyuzili prace [23, 41, 42]. Tieto postupy by mohli byt d’al§im
predmetom skumania tohto problému. V prilohe prace poskytujeme vsSetky navrhnuté
architektury, spolu s reSerSom modelov GAN pre generovanie ¢asovo zavislych dat.
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ZAVER

Zaciatok prace teoreticky popisuje zakladné principy a vysvetluje funkciu
umelych neurénovych sieti. Popisuje aktivacné funkcie, principy trénovania siete
avysvetluje fungovanie niekolkych typov vrstiev neurénovych sieti. Dalej boli
vypracované literarne resersSe na tému generativnych neurénovych kompetitivnych sieti,
kde bolo popisané ich vyuzitie a principy fungovania spolu s hlavnymi dévodmi ich
zlyhania.

Bola zostavena vlastna databaza EKG signalov vhodnych na trénovanie GAN,
pomocou signalov poskytnutych veducim prace. Na zéklade odbornych publikacii sme
navrhli v§eobecny postup predspracovania signalov EKG pre trénovanie modelov GAN.

Praca d’alej implementovala tri funkéné modely GAN. Dva modely sa zaoberali
generovanim jednoduchych 1D funkcii. Dokézali sme, Ze modely GAN st vhodné na
generovanie jednoduchsich signalov. Augmentacia vstupnych dat mala pozitivny vplyv
na stabilny tréning modelu GAN. Treti zmodelov sa zaoberal generovanim EKG
signalov. Bol popisany podrobny postup spdsobu a implementacie tréningu modelu
GAN. Tento model modifikoval spdsob generovania latentnych bodov a tak pomohol
generatoru generovat kvalitnejSie vystupy. Zaroven sme vtomto modeli vytvorili
funkciu na zalohovanie aktualnych modelov a ukladanie priebeznych chyb modelu
spolu s presnost'ou diskriminatoru. Ukazali sme, Ze ukladanie a nasledné vizualizovanie
tychto dat bolo kl'icovym krokom k analyzovaniu spravania modelov GAN.

Vyhodnetenie kriviek chyb generatoru a diskriminatoru zna¢ne pomohlo
S pochopenim uspesnej aj neuspesnej funkcie modelov GAN. Potvrdili sme, Ze analyza
chyb modelu je prvym krokom k jeho optimalizacii. Navrhli sme zvySenie parametru
rychlosti u€enia, nakol’ko sme boli limitovany vypoctovou silou.

Poukazali sme na chybné tvrdenia v praci [7], Ktoré sme oddvodnene vysvetlili
na naSich vysledkoch. Architektra pouzitd v [7], nie je dostato¢ne hlboka na
generovanie realne vyzerajucich EKG signalov. Navrhli sme zvysit’ pocet konvoluénych
vrstiev a uviedli sme niekol’ko tipov, ktoré sme nadobudli pocas vytvarania tejto prace.

Hlavnym prinosom prace boli tri funkéné architektiry modelov GAN, ktorych
implemtacie ja podrobne vysvetlena. Tieto modely by mohli byt v budtcnosti pouzité
na implementaciu inych architektar, ktoré by problém generovania novych syntetickych
EKG signalov mohli vyrieSit. Dosiahnuté vysledky sme slovne okomentovali a v
diskusii, sme nacrtli d’alSie smerovanie vyskumu metdd zaoberajicich sa generovanim
EKG signalov.
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