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ABSTRAKT

Bakalafska prace se zaméfuje na problematiku méreni citlivosti mikrobialnich kultur na
antibiotika (AST), konkrétné na vylepSeni a automatizaci vyhodnoceni diskové diftizni
metody pomoci strojového uceni a architektur pro detekci objekti v obraze. Diky vyuziti
vyvojové platformy TensorFlow a rozsahlé datové sady, na niz byly vytrénovany vlastni
detekéni modely, jako je EfficientDet, je umoznéno zpracovani Siroké skaly vstupnich
dat. To prinasi moznost vyuziti mobilnich zatizeni vedle tradi¢nich laboratornich pfistroji
pri vyhodnocovani této metody. Pomoci dalSich technik zpracovani obrazu a knihovny
OpenCV byl vyvinut vlastni algoritmus na méreni velikosti inhibi¢nich zén, ktery je spo-
lecné s detekénimi modely integrovan v ramci modulu do webové aplikace spolecnosti
Bruker Daltonics GmbH & Co. KG. Tento modul, vyvijeny pomoci platformy ASP.NET,
je prehlednym a uziteCnym nastrojem pro asistenci pracovnikiim v mikrobiologickych
laboratofrich.

KLICOVA SLOVA

AST, ASP.NET, C++, C#, diskova difizni metoda, Jupyter, konvolu¢ni neuronova sit,
OpenCV, Python, strojové uceni, TensorFlow, testovani citlivosti na antibiotika, uméla
inteligence

ABSTRACT

The bachelor's thesis focuses on antibiotic susceptibility testing (AST), specifically en-
hancing and automating the assessment of the disk diffusion method using machine learn-
ing and object detection architectures. Thanks to the TensorFlow development platform
and extensive dataset, on which custom detection models like EfficientDet were trained,
processing a wide range of input data is enabled. This brings the possibility of using
mobile devices alongside traditional laboratory equipment when evaluating this method.
By employing additional image processing techniques and the OpenCV library, a custom
algorithm for measuring the size of inhibitory zones was developed, which, along with the
detection models, is integrated within the application module developed by Bruker Dal-
tonics GmbH & Co. KG. This module, created using the ASP.NET platform, is a precise
and valuable tool for assisting personnel in microbiological laboratories.

KEYWORDS

antibiotic susceptibility testing, AST, artificial intelligence, ASP.NET, convolutional neu-
ral network, C++, C#, disk diffusion method, EfficientDet, Jupyter, machine learning,
OpenCV, Python, TensorFlow
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Uvod

Oblast strojového uceni a umélé inteligence je v posledni dobé velmi rozsitrenym
fenoménem. At uz se jednd o cilenou reklamu na webu, personalizovana doporuceni
obsahu na socidlnich sitich nebo systémy pro rozpoznavani poznavacich znacek aut,
strojové uceni a uméld inteligence maji vyznamny vliv na nas zivot. Diky jejich
schopnostem, kterym je mozno nahradit a v nékterych ptripadech dokonce i pred¢it
ty lidské, se uméla inteligence uplatnuje v celé radé odvetvi.

Uméla inteligence nachazi uplatnéni i v mediciné a zdravotnictvi, které patii
problémi v tomto odvétvi je neustdle rostouci odolnost mikrobialnich kultur vici
antibiotikim. Proto je nezbytné s antibiotiky zachazet odpovédné a pouzivat je
pouze v pripadech, kdy je jisté, Ze budou uc¢inna a cilové mikroorganismy na né
budou citlivé. K tomu slouzi metody meéreni citlivosti na antibiotika.

Jednou z klicovych metod tohoto oboru je diskova diftizni metoda. Jeji nevy-
hodou je, ze pri jejim vyhodnoceni je nutna pritomnost kvalifikovaného lidského
operatora. Automatizace a vylepseni postupt pri vyhodnoceni této metody by zna-
menala celkové zefektivnéni a umoznila by laboratornimu personalu zamérit se na

Tato bakalarska prace se zabyva feSenim pravé tohoto problému. Aplikuje tech-
niky strojového uceni, umélé inteligence a zpracovani obrazu k vylepseni postupti pri
vyhodnocovani diskové difiizni metody a jeji automatizaci. Navrhované reseni klade
vybavenim a snazi se vyuzit i Siroce dostupna zarizeni, jako jsou mobilni telefony.

Samotnym vystupem této prace je modul do webové aplikace spole¢nosti Bruker
Daltonics GmbH & Co. KG, ktery umoznuje automatizované zpracovani vysledku
diskové difizni metody a jejich efektivni a prehledné prezentovani uzivateli aplikace.

Prvni dvé kapitoly predstavuji teoreticky tivod, ten se nejdrive vénuje procesu
méfeni citlivosti na antibiotika a popisuje ho z mikrobiologické stranky, shrnuje
nejcastéji pouzivané metody a jejich lisici se vlastnosti. Druha kapitola se zabyva
problematikou strojového uceni, hlubokého uceni a konvolué¢nim neuronovym sitim,
které jsou klicové pro zpracovani obrazu.

Nasledujici kapitoly se vénuji praktické casti této bakalarské prace. Treti ka-
pitola se zabyva navrhem vysledného feSeni pro vyhodnocovani vysledkt diskové
difizni metody a definuje modul webové aplikace. Rozdéluje nasledujici vyvoj do
dvou hlavnich ¢asti: detekovani antibiotickych disk®l a vyhodnoceni velikosti inhi-
bi¢nich zoén. V ramci prvni ¢asti pro velkou variabilitu vstupnich dat navrhuje feSeni
v podobé natrénovani vlastni architektury detekce objekt v obraze a pro métfeni

velikosti inhibi¢nich z6n uvazuje algoritmicky postup. Vénuje se mimo uvedené také
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ptipravé datovych sad pro trénovani, coz zahrnuje zejména anotaci snimkii a pre-
zentuje klicové vyvojové platformy pro dalsi praci.

Ctvrta kapitola se zabyva implementaci navrZenych postupti a jejich vyhodnoceni
a posledni, pata kapitola, se vénuje samotné integraci postupii z kapitol pedchozich

do vysledné webové aplikace.
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1 Meéreni citlivosti na antibiotika

Meéfteni citlivosti na antibiotika, zkracené AST z anglického Antibiotic Susceptibi-
lity Testing hraje klicovou roli v oblasti klinické mikrobiologie. Pro nékteré druhy
U ostatnich patogentu je vSak nutné nasadit pristup a lécbu individualni. To plati
napr. u patogenu bézné vykazujici odolnost vici antimikrobialnim léciviim. Prikla-
dem mohou byt gram-negativni bakterie v travicim traktu. Stfevni bakterie jsou
totiz casto imunni vici antibiotikiim a je tedy nutné najit druh lécby, ktery bude
proti danému kmenu patogenu ucinny [1].

Antibiotika jsou prirodni latky vytvareny mikroorganismy k potlaceni organismii
konkurenc¢nich. Prirozené je produkuji bakterie a houby jako penicilin. Pro 1ékai-
ské tcely jsou casto modifikovana a uméle syntetizovana. Diky svym schopnostem
let jako lé¢iva. Existuje mnoho typu antibiotik s riznym tucinkem na bakterie. Pti
vybéru se v konkrétnim ptripadé bere v ivahu, na jaky druh mikroorganismu maji
cilit, prostfedi, ve kterém maji ptisobit a dalsi faktory. Hodnoceni u¢inku antibiotik
zahrnuje napriklad jejich potfebné mnozstvi, dobu ptsobeni a zda-li pozadovany
mikroorganismus zahyne, pfestane se Sirit nebo se jeho sifeni pouze zpomali [2].

Odolnost mikroorganismii vii¢i antibiotikim predstavuje vazny problém v boji
proti infekénim onemocnénim. Postupem casu se jejich odolnost zvysSuje a u né-
kterych kombinaci i skokové. Mikroorganismy jsou mimoradné proménlivé a rychle
rostou, nékteré se dokonce reprodukuji kazdych 30 minut, a tak i casto mutuji.
V pritomnosti primého ohrozeni v prostiedi s antibiotiky jsou pak schopny prezit
jen odolné mutace [3]. K snizovani i¢innosti antibiotik prispiva jejich ¢asto zbytecné
nebo preventivni nasazovani, a to jak u lidi, tak zvitat [2].

AST je tedy nepostradatelnym diagnostickym ndastrojem, jenz umoznuje cile-
nou a vcasnou léébu bakteridlnich onemocnéni a zabranuje nasazovani nevhodnych
a neucinnych antibiotik. To v kone¢ném dusledku také znamena, ze zamezuje i zby-

tecnému zvysovani odolnosti mikrobu [1, 2, 4].

1.1 Metody AST

Aby se mohla citlivost na antibiotika zmérit, je prvné nutné vzorky mikrobt ode-
brat a potfebné mikroby izolovat. Vzorkiim se poskytnou vhodné podminky pro
rust a kultivuji se [1]. Samotné péstovani mikrobt, nebo-li kultivace, probiha za pii-
tomnosti takzvaného zivného média. Jedna se o smés zivin, které dané mikroby pro
svij rust potfebuji. Déli se do dvou kategorii, a to na pevné a tekuta [4]. Tekutymi

zivnymi médii mohou byt naptiklad mléko nebo sladidlo [2], u pevnych je zdkladem
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agar, ktery se vyrabi z morské rasy. Po kultivaci je mozné zahajit samotné métreni

jejich citlivosti [4].

1.1.1 Diskovy difaizni test

Diskova diftzni metoda je jednoduchy, levny a standardizovany zptsob testovani cit-
livosti bakterii na antibiotika [5, 6]. Pfed inkubaci jsou naneseny mikroby na Petriho
misku obsahujici pevné agarové zivné médium. Na agarovy povrch se pak nanesou za
pomoci specialniho davkovace disky s antibiotiky. Mnozstvi antibiotik v jednotlivych
discich je pevné stanoveno. Misky se nasledné umisti do inkubatoru, kde probéhne
rust a mnozeni bakterii. Pokud je antibiotikum v daném disku na pritomné mikroby
uc¢inné, v oblasti kolem disku se bakterie nemnozi. Tato oblast je nazyvana inhibi¢ni.
Vysledkem testu je pak jeden z dvou stavi, a tedy jestli jsou dané mikroby na tes-
tované antibiotikum citlivé nebo rezistentni [4]. Za prisnéjsich a standardizovanych
podminek 1ze zaznamenédvat i miru inhibice bakterii v oblasti kolem disku a prova-
dét tak kvantitativni hodnoceni u¢innosti antibiotika [5]. Vysledek testu se odviji
od velikosti inhibi¢ni zény, kterd se urcuje v milimetrech posuvnym métidlem. Pro
potfeby urceni ic¢innosti antibiotik jsou velikosti jejich inhibi¢nich z6n uvedeny ve
standardizovanych tabulkach, které poskytuje napiiklad Institut klinickych a labo-

ratornich standardu [4, 7).

Obr. 1.1: Diskovy difuizni test, prevzato z [5].

1.1.2 Diluéni metoda

U diluéni metody se citlivost na antimikrobidlni latky hodnoti pomoci minimalni
inhibi¢ni koncentrace (MIC), coz predstavuje nejmensi mnozstvi latky potiebné
k Uplnému zamezeni ristu testovaného organismu v laboratornim prostiedi. Oproti
diskové difuzni metodé je pouzito tekuté zivné médium. Testovani diluéni metodou
tradi¢né zahrnuje pripravu série zkumavek s mikroby a riznymi koncentracemi an-

timikrobialni latky. MIC je pak stanovena jako nejnizsi koncentrace, ktera zamezuje
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rustu organismu [1]. Rust organismu je pfitom pozorovatelny okem a plati, Ze za-
kalenéjsi vzorky obsahuji vyssi koncentraci mikrobu [4]. Vyhodou dilu¢ni metody je

jeji presnost, je vSak Casové narocna a finanéné nékladna [6].

Obr. 1.2: Diluéni metoda, prevzato z [5].

1.1.3 Gradientova difizni metoda

Gradientova difizni metoda (Etest) vyuziva tenké plastové prouzky obsahujici po-
stupné se zvysujici mnozstvi antibiotika [5]. Po inkubaci za ptsobeni antibiotika
vznikne kolem prouzku inhibi¢ni zéna a hleda se bod, kde jeji okraj protind okraj
prouzku. Ze stupnice na prouzku se pak odecte priblizna prislusna hodnota MIC.
Ockovani pudy zkoumanym kmenem probihd pred polozenim testu, rovnéz se pou-
ziva agarové zivné médium, coz je obdobny postup jako u diskové diftizni metody
[4]. Tato metoda mize byt pouzita jako levnéjsi a méné Casové narocnd alterna-
tiva k diluénim testiim, nevyhodou je vSsak mensi presnost a oproti diskové diftizni

metodé stéle vyssi cena [6].

Obr. 1.3: Gradientova diftzni metoda, prevzato z [5].
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2 Strojové uceni

Strojové uceni je védni obor zasahujici do mnoha dalsich jako je informatika, statis-
tika a datova véda. Jeho smyslem je docilit, aby se navrzeny pocitacovy systém sam
zdokonaloval v zavislosti na jeho predeslych zkuSenostech a vstupnich datech, a tedy
se ,ucil“ [8]. Strojové uceni je nedilnou soucasti obecnéjsiho oboru umélé inteligence,
ktera slouzi jako nahrada lidského faktoru u typu rozhodovani vyzadujicich néjakou
formu lidské intuice a sirsi predstavu o svété napt. rozpoznavani objektt nebo Teci.

Naprogramovat takovy systém manualné pomoci logickych pravidel je slozité
a vyzadovalo by velké mnozstvi lidskych prostiedkt — programatori. Ti by zase mu-
seli byt schopni presné definovat fungovani lidskych rozhodovacich procest a v do-
statecné slozitosti je prevést pravé do logickych pravidel. Od podobnych postupt
vytvoreni rozsahlejsich systémt umélé inteligence se z dtivodu jejich slozitosti a ne-

velkych uspécht jiz upustilo [9].

2.1 Metody uceni

Uceni s ucitelem je metoda, kdy se ma navrzeny model za kol naucit interpretovat
urcité vzory ve vstupnich datech. Pro trénovani je pak tfeba modelu dodat data ve
formé dvojic vstup — vystup, kde jednotlivé vystupy urcuje ucitel v podobé algoritmu
nebo ¢lovéka [9]. Prikladem muze byt bindrni klasifikace nevyzadanych emaili, kde
je model trénovan na emailech oznacenych jako vyzadané a nevyzadané.

Uceni bez ucitele se naopak vyznacuje tim, Ze se model uci z pozorovani a ana-
Iyzy vzorcti namisto z predem definovanych dvojic vstuptu a vystupi. Prikladem je
takzvané shlukovani, kde dochézi k rozdéleni vstupnich dat na mensi celky — shluky,
objekty v nich pak maji urcité spolecné vlastnosti.

Kombinace uceni s ucitelem a bez ucitele je situace, kdy c¢ast trénovacich dat je
predem prifazena k jednotliviym vystupim a ¢ast ne.

Zpétnovazebné uceni je oproti drive zminénym podstatné odlisné. Systém tohoto
typu zavadi do predem definovaného prostredi takzvaného agenta, ktery prostiedi
pozoruje a kona tkony, pti kterych dostava zpétnou vazbu v podobé pozitivni nebo

negativni odmeény [10].

2.2 Hluboké uceni

Hluboké uceni se specializuje na feseni velmi naroc¢nych tkont strojového uceni,
které vyzaduji témer lidské porozumeéni svétu. Hluboké uceni je v dnesni dobé za-
sadni pro vyuziti umélé inteligence v realném svété, kde existuje spousta faktort,

které mohou pozorovana data zasadné ovlivnit. Naptiklad pri detekci objekti je
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nutné docilit toho, aby byl objekt v obraze detekovan bez ohledu na to, v jakém
prostiedi se nachazi, jak je osvétlen nebo pod jakym thlem je pozorovan [9]. Jadro

dnesniho hlubokého uceni tvori takzvané umélé neuronové sité [10].

2.2.1 Umélé neuronové sité

Umélé neuronové sité jsou komplexni systémy inspirované architekturou biologickych
neuroni v mozku. Ve své podstaté se vSak funkcim a procesiim v mozku primo
nepodobaji a nemaji je za cil simulovat [9].

Umélé neuronové sité se skladaji z velkého mnozstvi jednodussich jednotek na-
zyvanych neurony nebo uzly. Tyto jednotky jsou shlukovany do jednotlivych vrstev.
Konkrétni uzly mohou napti¢ vrstvami prijimat vystupy od jinych uzli nebo z ex-
ternich zdroji. Kazdy uzel dostupné informace zpracuje a vyhodnoti, pficemz muize
zustat nec¢inny nebo se aktivovat a vygenerovat vystup. Toto propojeni a kolek-
tivni chovani neuronii v siti umoznuje pomoci relativné jednoduchych mechanismii
jednoho neuronu modelovat slozité vztahy v ramci celé, komplexni sité [11].

Umélé neuronové sité se daji rozdélit na dopredné, kde se signal a aktivace Siri
jednim smérem od vstupu k vystupu a rekurentni, které obsahuji zpétné vazby a jsou
délky a maji schopnost predpovidat nasledujici udalosti [10]. Umélé neuronové sité
se typicky sestavaji ze vstupni vrstvy, jedné nebo vice skrytych vrstev a vrstvy

vystupni [12].

Biologicky neuron

Biologické neurony jsou builky nervového systému, které se nachazeji predevsim
v mozku. Jejich ¢innost spociva v generovani a zpracovavani kratkych elektrickych
impulst — vzruchti. Pomoci systémt téchto bunék nervovy systém tidi cely, napriklad
lidsky, organismus [12].

Kromé bunécéného téla, jak je ilustrovdno na obrazku 2.1, se neurony sestavaji
z mnoho vétvicich se ¢asti zvanych dendrity a ¢asti daleko delsi nez jejich télo zvanou
axon. Na konci se axon déli na nékolik vétvi zakoncenych drobnymi strukturami —
synapsemi. Ty slouzi k propojeni s dendrity nebo bunécénymi tély jinych neuront
a pravé za jejich pomoci jsou propojeny do neuronovych siti [10].

Z pohledu siteni vzruchti predstavuji dendrity vstupy do téla neuronu a axony
naopak vystup neuronu. Jednotlivé synapse pak mohou jesté jimi prochazené signaly
utlumovat nebo budit [12].
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Dendrit

Bunécné télo

Synapse

Bunécné jadro Axon

Obr. 2.1: Biologicky neuron

Umély neuron

Umély neuron, tedy obdoba toho biologického, tvorici jednotlivé ¢asti neuronovych
siti, se da popsat pomoci matematického modelu znazornéného na obrazku 2.2.
Vstupy do jeho téla jsou znaceny jako x a jsou vazeny vahou w. Takto ohodnocené
vstupy pripominaji synapse biologického neuronu. Do téla jesté vstupuje konstantni
hodnota nazyvana prah h. V téle se pak tvori potencial neuronu £ a dale je tady

blok aktivac¢ni prenosové funkce s a vystup y.

Vstupy Vahy
Vnitini Aktivacni
potencial pfenosova

X1 W\Qneuronu funkce Vystup
X2 u—LEJ;_;> e |:"> |:"> y

h Prah

Obr. 2.2: Model umélého neuronu

Hodnoty vstupniho vektoru o n prvcich, prahu a vah jsou obecné realné. Na-
priklad hodnoty vah mohou nabyvat jak kladnych, tak zapornych hodnot, a timto
zptisobem modelovat aktivacni a inhibi¢ni synapse.

Jednotlivé prvky vstupniho vektoru jsou nasobeny odpovidajici vahou a nasledné
se tyto souciny sc¢itaji pro vsechny prvky vstupniho vektoru a od této celkové sumy
se odecte hodnota prahu. Tento vysledek se nakonec stava argumentem aktivacni

funkce a dostavame vysledek y. Cely vztah lze vyjadrit rovnici
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y=o <§: wi; — h) 12]. (2.1)

Aktivacni funkce o je dulezitou soucasti umélého neuronu, a to hlavné v pri-
padé, ze pozadujeme po neuronové siti feseni komplexnich situaci. Vnitini potencidl
neuronu ¢ je funkei linedrni a pokud bychom v tomhle stavu neurony fetézili a tvo-
fili z nich sit, vystupem by byla opét linearni zavislost. Aktivac¢ni funkce slouzi
k nelinerazaci potencidlu a priblizeni vystupu realnému svétu. To umozni vysledné
neuronové siti aproximovat teoreticky jakoukoliv spojitou funkci [10, 12]. Na obrazku

2.3 jsou uvedeny priklady castych aktivacnich funkei umélého neuronu.

RelLU Jednotkovy skok Hyperbolicky tangens
0 proxz<0 0 prox<0 et —e™*
o(§) = ) o) = o(§)=——
r prox >0 1 proxz>0 er 4 e %
y y y
1 1
0 & 0 3 0 S
-1

Obr. 2.3: Priklady c¢astych aktivac¢nich funkei umélého neuronu

2.3 Konvoluéni neuronové sité

Konvoluéni neuronové sité jsou specidlnim druhem neuronovych siti, vznikly na za-
kladé védeckych poznatkit o zrakové casti biologického mozku. Mnoho neuronti v této
¢asti mozku reaguje pouze na malé, specifické oblasti v zorném poli. Nékteré z téchto
neuront jsou specializovany na detekci horizontalnich car, zatimco jiné reaguji na
cary s ruznymi orientacemi. Kromé toho se v této struktufe nachézeji i neurony
notlivych neuront maji moznost se prekryvat, coz umoznuje spolecné pokryti celého
zorného pole a detekei Siroké skaly vizudlnich vzoru.

Pouziti neuronovych sité s plné propojenymi vrstvami by pro praci s velkymi
vstupy bylo prilis vypocetné narocné. Napr. v situaci, kdy je vstupem obraz s roz-
méry 100x 100 px (obsahuje 10000 pixeli) a pocatec¢ni vrstva neuronové sité ma
1000 neuront, vznikne jiz pro tuto vrstvu celkem 10 milionti spojeni. Konvoluc¢ni
neuronové sité tento problém resi ¢astecné sdilenim parametri a pouzitim ne zcela

propojenych vrstev [10].
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Konvoluéni neuronova sit se sestava z konvolucnich, sdruZovacich a plné propoje-
nych vrstev. Jednotlivé vrstvy mohou byt poskladany rizné za sebou, a tedy rizné
kombinovany. Plné propojené vrstvy jsou zpravidla tmistény pouze na konci sité

a jejich vstup je jiz znacné zmenseny [13].

2.3.1 Konvoluéni vrstva

Konvoluéni vrstva je zakladni vrstvou konvoluéni neuronové sité. Na rozdil od plné
propojenych vrstev jsou neurony v ni propojeny pouze s malou ¢asti neuront ve
vrstvé predchozi, a to v zavislosti na preddefinované velikosti receptivniho pole jed-
notlivych neuronu [13]. Ukolem této vrstvy je ze vstupu za pomoci konvoluénich
filtr, nazyvanych také jako priznakové detektory (feature detectors), vygenerovat
vystup v podobé takzvanych priznakovijch map (feature maps) [13, 14].

Pokud je vstupem barevny obraz, kde kazdy pixel obsahuje tii hodnoty (¢ervena,
zelend, modré) nese kazdy bod v obraze informace nejen o své prostorové poloze
(Sifce a vysce), ale také o hloubce spojené s uvedenymi barevnymi kandly. Tento
trojrozmérny vstup je nasledné zpracovan prostrednictvim konvoluc¢nich filtrt.

Konvoluéni filtry jsou v pripadé konvolucéni vrstvy slozeny z jednotlivych spojeni
neuront a z prislusnych vah a prahu. Kazdy filtr slouzi k detekci uréitého vzoru
v obraze, nebo-li priznaku. Vahy pak urcuji, jak moc jsou filtry na dané priznaky
citlivé. Tyto filtry jsou aplikovany postupné na cely vstup vrstvy, coz predstavuje
proces konvoluce [13].

Aplikaci jednotlivych filtrii pomoci konvoluce vznikaji mapy priznaku. Na kazdé
z téchto map jsou zvyraznéna mista, kde byly identifikovany ptiznaky ve vstupnich
datech pomoci konkrétniho filtru [10].

[lustrativni priklad prvni konvolu¢ni vrstvy je uveden na obrazku 2.4. Zde je
vstupni obraz disponujicich tfemi barevnymi kanaly s velikosti 9x9x 3, zluté je pak
vyznacena vyse¢ konvolucni vrstvy. Jak je z obrazku vidét, kazdy neuron v konvo-
lu¢ni vrstvé je z hlediska prostorového rozlozeni propojen pouze se vstupnimi body
v jeho dosahu, pokryva vsak celou hloubku vstupu, a tedy vSechny tii barevné ka-
naly. Konvolucni vrstva je nékolik neuront hluboka, vyznacené neurony maji vSechny
stejny dosah ve vstupni oblasti a v tomto pripadé je kazdy z nich soucasti jednoho

z péti konvolucnich filtra [14].

Architektura konvolucni vrstvy

Pocet neuronti v konvoluc¢ni vrstvé je urcen tfemi klicovymi parametry, které se také
uvadi pod pojmem hyperparametry“: hloubkou, velikosti kroku a velikosti nulové
vyplné. Hloubka vrstvy zavisi na poctu pozadovanych filtri. Velikost kroku urcuje,

jak se filtr pti konvoluéni operaci pohybuje po vstupu. Naptiklad pri velikosti kroku 1
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Obr. 2.4: Priklad prvni konvoluéni vrstvy

se filtr pohybuje pixel po pixelu, pfi hodnoté 2 dochazi k pohybu ob dva pixely. Vyssi
hodnota velikosti kroku vede k mensimu poc¢tu neuronti. Hodnota nulové vyplné
urcuje, o kolik nul se ma vstup kolem hranice zvétsit. Takto uméle zvétseni vstupu
je vhodné zejména v pripadé, ze chceme docilit, aby vystup konvoluc¢ni vrstvy mél
stejny rozmér jako vstup.

Velikost konvoluc¢ni vrstvy X, a tedy pocet neurontu v ni, lze vypocitat z velikosti

vstupni vrstvy W a za pomoci pouzitych hyperparametri z nasledujiciho vztahu:

W — F+2P)
S
kde F je velikost receptivniho pole (filtru), S znaci velikost kroku a P je velikost

o

+1, (2.2)

nulové vyplné. Pokud mame vstupni vrstvu o velikosti 7x7, velikost filtru je 3x3,
velikost kroku 1 a nulova vypln je 0, pak bude mit konvoluéni vrstva rozméry 5x5
neuronti. Dilezité je, aby vystupni hodnota X byla celé cislo.

Priklad prostorového usporadani neurontu je uveden na obrazku 2.5, pro zjedno-
duseni ma vstupni vrstva pouze jeden rozmér. Hodnoty hyperparametri jsou F' = 3,
W =5, P = 1. Na obréazku vlevo je pak velikost kroku S nastavena na hodnotu 1

a vpravo na hodnotu 2. Pti S = 2 se pocet neuront zmensi z 5 na 3 [14].

Konvoluce

Jak jiz bylo zminéno, proces, jakym dostat ze vstupni vrstvy skrz konvoluéni vrstvu
vystup, zahrnuje matematickou operaci zvanou konvoluce [13].
Vzhledem k obtiZznosti popisu konvoluce v pripadé trojrozmérného vstupu lze

vstup rozclenit do dvourozmeérnych rezii. Naptiklad pokud je vstupem obraz s tfemi
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Obr. 2.5: Priklad prostorového usporadani neuront konvoluc¢ni vrstvy

barevnymi kandly, a tedy je tii hodnoty Siroky, je tento vstup rozdélen do t¥i dvou-
rozmérnych fezll. Provedenim konvoluce za pomoci filtru na kazdém z téchto fezt
vyusti v dvourozmérny vystup. Tyto vystupy lze poté opét zkombinovat nasklada-
nim na sebe do jednoho, trojrozmérného vystupu.

Proces je vizualizovan na obrazku 2.6 pro jednu z vystupnich hodnot s jednim te-
zem vstupniho obrazu symbolizujici ¢erveny kanal. Vstupni obraz o tfech barevnych
kanalech R, G a B méa v tomto pripadé rozmér 5x5x3 obrazovych bodu. Zvolené
hyperparametry konvolucni vrstvy jsou F = 3, S = 2, P = 1. Pocet filtra K je 1
a vstup je nadstaven nulovou vyplni. Samotny konvolucni filtr ma rozméry 3x3x3.
Uvedené parametry znamenaji, ze vystup bude mit rozméry 3x3x1. Vypocet pro
kazdy prvek vystupniho obrazu zahrnuje vynasobeni prislusnych hodnot v jednotli-
vych Tezech vstupu s jednotlivymi fezy filtru. Vysledné hodnoty téchto soucini jsou

seCteny spolu s hodnotou prahu, ktery je u filtru nastaven na 1.

Vstupni obraz:
Gervené pixely

ololo|lolololo Konvoluéni filtr: Soudet vysledkl Vystupni obraz
fez 1 pro jednotlivé kandly a prahu (3x3x1)

ofo0o|1]2|0(1]|0

ol2(2|0|2|ate] |1l G B prah 21212

oo |1 la1o|1lel |o|-1]1 ++E|+= 2|12

of1]1]0[1]12]|0 110(1 51-41-1

olofof2|o]2)eT

o|o]otef0]|oleT

Obr. 2.6: Priklad konvoluce

2.3.2 Sdruzovaci vrstva

Sdruzovaci vrstva (pooling layer) ma za tikol zmensit vysku a sitku jejiho vstupu,
hloubku vstupu vsak neovlivni. Snizeni velikosti na jednu stranu vede ke ztraté méné

podstatnych detaili, na druhou stranu vyznamné redukuje vypocetni narocnosti

22



nasledujicich vrstev. Nejcastéji probiha sdruzovani na zakladé primeérovani hodnot
(average pooling) nebo na zdkladé vybirdani maximalnich hodnot (max pooling) [15].

V praxi se vice uplatiiuje sdruzovani na zakladé maximélnich hodnot [14], na-
pomahé totiz zachovani téch nejvyznamnéjsich ryst ve vstupnim obraze. Podobné
jako konvoluéni vrstva, ma i sdruzovaci vrstva hyperparametry podobné s konvo-
luéni vrstvou. Konkrétné se jedna o velikost kroku S a velikost receptivniho pole
F'. Nejcastéjsim pripadem jsou filtry o velikosti 2x2, které se uplatnuji postupné
s velikosti kroku S = 2 a velikosti receptivniho pole F' = 2. Tato sdruzovaci vrstva
zmensi kazdy Tez trojrozmérného vstupu na polovinu a vysledny trojrozmérny vy-
stup bude rozmérové tvorit pouhych 25 % vstupu. Aplikace tohoto konkrétniho filtru

je zndzornéna na obrazku 2.7, a to na vstupni fez o velikosti 4x4.

Vstup
Vystu
2 | 3|2 |68 ystup
4 | 1| 2 1 4 |6
4 | 7 |1 3 7|3
6 | 2| o0 1

Obr. 2.7: Demonstrace funkce sdruzovaci vrstvy

2.3.3 Modely detekce objektt

Specialnim pripadem konvolu¢nich neuronovych siti jsou architektury detekce ob-
jektu v obraze. Jejich vstupem je snimek a vystupem mimo jiné pozice jednotlivych
detekovanych objekti, jejich typ a jistota jejich urceni. Piikladem jsou modely z ro-
diny EfficientDet.

EfficientDet

EfficientDet je skupina modeltt umélych neuronovych siti vyvinuta spolecnosti Go-
ogle v roce 2020. Byly navrzeny pro efektivni a presnou detekci objekt v obraze
a patii mezi jedny z nejmodernéjsi. Jejich architektura je verejné dostupna.

Pateri modelu je model EfficientNet, ktery spolecnost Google vyvinula jiz v roce
2019 s tmyslem zefektivnit trénovani neuronovych siti. Slouzi k extrakci obecnych
priznakti ze vstupnich obrazki.

Obecna architektura modelt ze skupiny EfficientDet je znazornéna na obrazku

2.8. Vystupni ptiznakové mapy z paterni sité jsou v ném oznaceny od vstupni vrstvy
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vzestupné Py az Pr. Architektura modelu implementuje vazenou dvousmérnou pyra-
midovou sit priznaki (BiFPN), kterd extrahuje ptiznaky z drovni P; az P; zakladni
sité a nasledné je opakované propojuje jak smérem nahoru, tak smérem dolti. Z téchto
findlnich map priznakid model pomoci sité pro klasifikaci a lokalizaci generuje vy-
sledné informace o tiidach objektl a jejich umisténi v samotném vstupnim obraze.
Sitée BiFPN a sité pro klasifikaci a lokalizaci mohou byt opakované pouzity, a to
v zavislosti na konkrétnim modelu.

Jednotlivé modely z fady EfficientDet jsou oznaceny od DO do D7 a kazdy
z nich ma rizné vstupni rozméry obrazu a pocet BiFPN vrstev. EfficientDet DO
pracuje s nejmensimi vstupnimi rozméry obrazu 512x512 px a obsahuje tii vrstvy

BiFPN, coz z néj ¢ini nejméné vypocetné naroénou variantu. Naopak D7, s rozméry

P, /4 BiFPN Layer

EfficientNet backbone

Obr. 2.8: Architektura modeli EfficientDet, pfevzato z [16].
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3 NAavrh reseni

Zameérem této prace je vytvorit modul do webové aplikace spolecnosti Bruker Dalto-
nics GmbH & Co. KG, ktery co nejvice zautomatizuje proces vyhodnoceni diskovych
diftznich testi a bude vhodna pro pouziti v laboratotich. Diky webové implementaci
bude umoznéno fungovani vysledného feseni nezavisle na cilové platformé a konco-
vém zarizeni. Implementaci postupu strojového uceni a technik zpracovani obrazu
bude vyslednéa aplikace schopna analyzovat snimky diskové diftiizni metody a mi-
nimalizovat v tomto procesu potrebu lidského faktoru a nevyhody, které se s tim
poji.

Zékladni myslenka TeSeni je znazornéna na obrazku 3.1. Modul umozni pracov-
nikovi laboratore nahrat snimky pro vyhodnoceni na server. Server snimky zpracuje
a zobrazi laborantovi vysledky o efektivité jednotlivych antibiotik.

Klient Server
Evaluator OOO
https://atbevaluator.com
Nahrani, Detekce ATB
predzpracovani a diski za pomoci
-’ uloZeni snimku na modell detekce

objekttl v obraze.

@@ ® server.
©

Evaluator OOO
https://atbevaluator.com
Prezentovani Algoritmické

ATB Results [Processed image| vysledkuvuzvlv’atell, vyhoc_inocgm
T Tasmm <= umoznéni velikosti
2 |15mm © pfipadnych Gprav jednotlivych
3 |3t mm @ © na jeho strané. inhibi¢nich zon.
4 |27mm @ @
5 |13 mm

Obr. 3.1: Princip aplikace

Jelikoz koncept diskové diftizni metody spociva v pfesném méreni velikosti inhi-
bi¢ni zény, kterda se tvori v okoli jednotlivych diskti s antibiotiky, je cely proces
rozdélen do dvou hlavnich c¢asti. Nejprve je nutné jednotlivé disky ve snimku co nej-
presnéji lokalizovat a poté, za pomoci dalsiho postupu, urcit velikost jednotlivych
inhibi¢nich zén. Tyto klicové tlohy serveru jsou na obrazku 3.1 vyznaceny modre.

V priitbéhu feseni je nutné dbat na takové postupy, aby bylo umoznéno zpracovani
co nejsirsi mnoziny snimki, které jsou porizeny za nejriiznorodéjsich akviziénich

podminek pomoci riiznych zarizeni. Tento postup, umoznujici zpracovani snimkt
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porizenych jak profesiondlnim laboratornim vybavenim, tak mobilnimi zafizenimi,

povede k sirsimu vyuziti tohoto feseni v laboratorich.

3.1 Detekce antibiotickych diskii

Jednotlivé antibiotické disky jsou zejména kruhového tvaru, avsak jejich podoba
se lisi v zavislosti na riznych akviziénich podminkéch. To lze pozorovat na obrazku
3.2, kde v horni fadé jsou snimky porizené za standardizovanych podminek s pomoci
reseni MBT Pathfinder® vyvijeného spolecnosti Bruker Daltonics GmbH & Co. KG,
v dolni Tadé jsou pak snimky, které byly porizeny mobilnimi telefony. Z jednotlivych
snimk jsou vidét zasadni rozdily.

Na snimky potizenych mobilnim telefonem ma totiz dopad vétsi pocet promeénli-
vych okolnosti. To je dano i zptisobem, jakym jsou porizovany. Mnohdy se lisi tihel,
pod jakym jsou porizeny, osvétleni, ostrost a dalsi parametry. Jelikoz je tikolem s co
nejvetsi presnosti detekovat antibiotické disky i ve vySe uvedenych snimcich, byla

pro detekci diskt zvolena aplikace vlastniho modelu konvoluéni neuronové sité.

P¥fenosové uceni

Jelikoz je trénovani velkych konvoluc¢nich neuronovych siti s velkym pozadavkem
na presnost velice casové a financné narocné, v praxi se uplatinuje technika tzv.
prenosového uceni. To znamena, Ze se pouzije na velké datové sadé natrénovany
model a nésledné se dalsim trénovanim adaptuje na pozadovanou aplikaci. Jeho
koncept cCerpa z teorie prenosu v pedagogické psychologii. Vyplyva z ni, ze lidé se
efektivnéji uc¢i nové dovednosti, pokud je mohou stavét na predchozich zkusenostech.
S vyuzitim téchto poznatki je vybran model, ktery je zaméfen na rozpoznavani
béznych obrazovych priznakt vyskytujicich se ve vsech obrazech. Ten se za pomoci
prenosového uceni a dalstho trénovani dale specializuje na rozpoznavani priznakt
potfebnych pro pozadovanou aplikaci, jako je v tomto pripadé detekce antibiotickych
diskii [10, 17].

3.1.1 Ptiprava trénovacich dat

Pro natrénovani vlastni architektury na detekci antibiotickych diski je zapotiebi pti-
pravit odpovidajici datovou sadu. To zahrnuje nashromazdéni co nejvétsiho mnozstvi
snimkt s objekty, které budou predmétem detekce a kazdy takovy snimek této sady,
podle techniky uceni s ucitelem, ,anotovat®.

Anotace v ramci detekénich modeld je proces, kdy je ve snimku urcena poloha
a typ hledaného objektu. Nejcastéji se objekty oznacuji obdélnikovymi ramecky

(bounding box). Pro dobfe a pfesné fungujici model je dulezitda presnost tohoto
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Obr. 3.2: Priklady idedlné zpracovanych snimkt: snimky nahote potizené profesio-

nalnim laboratornim vybavenim (MBT Pathfinder®), dole mobilnimi telefony.

vyznaceni. Samotna anotace je zdlouhavy a nakladny tkon. Vyzaduje pritomnost
lidského operatora, ktery ruéné prochazi jeden snimek za druhym a peclivé vyzna-
cuje vSechny objekty s presnosti na trovni jednotlivych pixelu.

V ramci pripravy vstupnich dat pro trénovani modelu na detekci diskl ve snim-
cich pro diskovou difiizni metodu byl firmou Bruker Daltonics GmbH & Co. KG
poskytnuta datova sada citajici pres 3200 snimki. Vyhodou této datové sady pak
je, ze obsahuje snimky ziskané sirokou skalou zafizeni od téch profesionalnich po ty
mobilni. V jednotlivych snimcich pak byly rucné vyznaceny disky, které jsou na ob-
razku 3.2 vyznaceny zelenym ohrani¢enim, a to za pomoci bezplatné webové aplikace
makesense.ai [18]. Ukazka anotace pomoci makesense.ai je uvedena na obrazku 3.3.
Vystupem anotace v této aplikaci mohou byt rtizné forméaty souboru. Nejvhodnéjsim
pro nas pripad, kdy je dat k anotaci opravdu mnoho, je vytvoreni XML souboru
se soufadnicemi pro kazdy jeden snimek datové sady. Diky dvojicim snimek /XML

soubor je mozné ziskat lepsi pojem o tom, ktery snimek jiz anotovan byl.

Prace s makesense.ai

Anotacni software makesense.ai je volné dostupny, ale zdaleka neintegruje vsechny
postupy, které umoznuji proces anotace urychlit. V tomto pripadé je dost zasadni

absence jakychkoliv klavesovych zkratek. Pomoci vytvoreného skriptu v jazyce Ja-
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Obr. 3.3: Anotace antibiotickych disku za pomoci webové aplikace makesense.ai do-

stupné online.
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vaScript, ktery se da nahrat primo do konzole prohlizece, byl tento problém elegantné
vyTesen. Skript mapuje naptiklad klavesu W na prepindanim mezi anotac¢nim a po-
hybovym moédem kurzoru, zminéna ¢ast skriptu je zobrazena ve vypisu 3.1. Skript
vyuziva metody document.addEventListener, a tedy naslouchd na udalost stisku
klavesy, kterd je dale v kédu specifikovana a ovérovana. Obdobné vytvoreny skript
naslouchd na klavesy jako A a D pro prepinani mezi predchozim a nasledujicim snim-
kem pro anotaci. Toto ,banalni* ulehceni v podobé mapovani prislusnych klaves
pomoci skriptu usettilo velké mnozstvi ¢asu. A to hlavné v tomto ptipadé, kdy cely

proces anotace zabral desitky hodin cistého casu.

1 document.addEventListener (’keydown’, function(event) {

2 // Check if the pressed key is ’w’

3 if (event.key === ’W’ || event.key === ’w’) {

4 // Find the button element using XPath

5 var buttonElement = document.evaluate(

6 "/html/body/div/div/div/div[2]/div[2]/div[1]/div[2]/div([1]/div",
7 document , null, XPathResult.FIRST_ORDERED_NODE_TYPE, null
8 ) .singleNodeValue;

9 // Check if the button element is found, click

10 if (buttonElement) {

11 buttonElement.click() ;

12 } else {

13 console.error (’Annotate/move button element not found.’);
14 }

15 }

Vypis 3.1: Cést ze skriptu v jazyce JavaScript pro zajisténi podpory klavesovych

zkratek a urychleni anotace ve webové aplikace makesense.ai.

Rozdéleni datové sady

Anotovanou datovou sadu je pro proces trénovani vhodné rozdélit do tii ¢asti. Tré-
novaci ¢ast tvori vétsinu, na které se model postupné uci a zdokonaluje. Validac¢ni
skupina snimki je také pouzita v pribéhu trénovani, ale pro pribézné ovéreni efek-
tivity modelu béhem trénovani. Treti — testovaci ¢ast datové sady neni pouzita pri
trénovani a od celého procesu je oddélena. Je pouzita pro ovéreni efektivity az po
findlnim natrénovani modelu. Diky tomu, Ze model tyto snimky jesté ,nespattil“, si
miizeme byt jisti, Ze i¢innost modelu a jeho schopnost generalizace bude po ovéreni

na testovaci ¢asti datové sady objektivni.

3.1.2 Ptiprava modeli a trénovaciho prostredi

V oblasti umélé inteligence a strojového uceni je nejcastéji vyuzivan programovaci

jazyk Python. Pro praci s umélymi neuronovymi sitémi jsou k dispozici specialni vy-
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vojové platformy. Mezi nejpopularnéjsi z nich patti PyTorch, kterou vyviji spolecnost
Meta, a TensorFlow [19], kterd patii pod spolecnost Google. Obé tyto platformy jsou
otevienym a zdarma dostupnym softwarem.

Velmi pouzivanym v kontextu datové védy a umélé inteligence je projekt Jupy-
ter [20]. Jedna se o otevienou a zdarma dostupnou platformu, kterd je vyvijena za
ucelem interaktivniho programovani v riznych programovacich jazycich. Implemen-
tuje otevieny format dokumentu Jupyter Notebook a webovou aplikaci umoznujici
jednotlivé dokumenty, neboli sesity, vytvaret a sdilet. Interaktivita této platformy
Spoc¢iva v tom, ze je v ramci Jupyter seSitu mozné spojovat jak kod v riznych pro-
gramovacich jazycich, tak naptiklad i text, rovnice, obrazky a dalsi prvky soucasné.

Jednotlivé Jupyter sesity jsou rozdéleny na tzv. ,bunky*, kazda buiika obsahuje
kéd jednoho programovaciho jazyka, ktery mize byt obohacen napt. o systémové
prikazy. Tato skutecnost je ilustrovana na obrazku 3.4, ktery zobrazuje ¢ast Jupyter
sesitu otevieného v editoru Visual Studo Code. Jak je mozné vidét, jednotlivé sys-
témové prikazy operac¢niho systému Linux jsou zde uvozovany vykficnikem. Velice
uzitecéné je také to, ze proménné z jazyka Python je mozné prenaset do systémového
prostiedi pomoci znaku dolaru (a naopak). Jednotlivé buriky lze samostatné nebo
jednu po druhé spoustét a pouzité proménné jsou ulozeny v kontextu celého Jupyter

sesitu, coz usnadnuje jejich pouziti v kterékoliv bunce.

Get all Tensorflow models, install TF dependencies

The following cell section will install all needed dependencies along with newest version of TensorFlow
It will also install newest Protocol Buffers Python package which can be then downgraded to older version for better
compatibility.

notebook_directory
clone --depth 1 “h

Python

ath
tion_pat!

source_path $destination_path

Python

cd $ndir
protoc proto --python_out-.

Python

Obr. 3.4: Ukézka sesitu Jupyter obsahujici 4 bunky: prvni buiika je tvorena textem
formatovanym pomoci jazyka Markdown, ostatni bunky obsahuji kod v jazyce Py-

thon doplnény o systémové prikazy.
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3.2 Méreni velikosti inhibiénich zé6n

Dalsi ¢ast metodiky se zabyva navrhem algoritmu zaméreném na vyhodnoceni veli-
kosti jednotlivych inhibi¢nich zén diskové difizni metody. Hlavnim zamérem je ur-
¢eni polomért téchto zon vygenerovanych kolem jednotlivych antibiotickych disku.
K tomuto poslouzi rizné algoritmy, véetné téch z knihovny OpenCV [21].

Pozadované vysledky tohoto experimentu jsou opét ilustrovany na obrazku 3.2.
Tentokrat se jedna o inhibic¢ni zény, které jsou ohranic¢ené kruznicemi azurové barvy.
Nad kazdou kruznici je umistén popisek s velikosti jejtho poloméru v pixelech.

Je dilezité poznamenat, ze pro pozdéjsi hodnoceni efektivity vytvoreného algo-
ritmu a pro proces jeho ladéni, je nutné po pozici vsech antibiotickych diskii anotovat
také velikost polomérii jednotlivych inhibi¢nich zén.

Pro tento tucel byl za pomoci programovaciho jazyku Python a v ném podpo-
rované knihovny OpenCV vytvoren jednoduchy program. Pii jeho spusténi s pa-
rametrem -dir, tak jako je znazornéno na obrazku 3.5, uzivatel specifikuje cestu
k adresati obsahujicimu snimky pro anotaci. Parametry -mw a -mh umoznuji defino-
vat maximalni rozméry zobrazovaného okna se snimkem a pocatecni index snimku
muze byt nastaven parametrem -id. Povinnym je vSak jen parametr -dir.

Program umoznuje uzivateli prochazet jednotlivé snimky ze zvoleného adresare.
V pripadé potieby je lze prepinat klavesami A a D. Pro kazdy snimek program na-
¢ita prislusné boxy z XML souboru a uzivatel pomoci kurzoru mysi urcuje polomér
inhibi¢ni zény kolem stfedu kazdého boxu. Aktudlni polomér je vykreslovan v redl-
ném case purpurovou barvou. Po kliknuti levym tlac¢itkem mysi se predchozi pur-
purovy kruh zméni na éerveny a vyznaceny polomér se ulozi do souboru ve formatu
JSON. Uzivatel nasledné prechazi k boxu dalsimu. Pokud dany disk nevygeneroval
inhibi¢ni zénu, uzivatel pomoci presunuti kurzoru mysi dovniti oznacujictho boxu
inhibi¢ni zénu ,zrusi“ a uvnitt daného boxu se vykresli ktizek. VSe zminéné je k vi-
déni na obratku 3.5. K odstranéni predchoziho poloméru slouzi pravé tlacitko mysi.
Po dokonceni anotace jednoho, nebo vicero snimki z adresare, muze uzivatel anoto-
vané snimky prochazet a pripadné libovolny polomér pravym tlacitkem mysi vybrat
(aktudlné vybrand inhibiéni zéna se vykresluje azurovou barvou). Po stisku levého

tlacitka mysi takto vybrany polomér muze znovu upravit.
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Obr. 3.5: Anotace inhibi¢nich zén za pomoci vytvoreného programu.
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4 Implementace

Implementace feseni zahrnuje natrénovani modelu pro detekci antibiotickych diskt
a nasledny vyvoj algoritmu pro vyhodnoceni velikosti jednotlivych inhibi¢nich zon.
Vyhodnoceni velikosti zon vychazi z predpokladu, Ze je pozice antibiotického disku

jiz. znama, proto je vhodné implementovat tyto ¢asti pravé v tomto poradi.

4.1 Trénovani detekénich modeli

Pro trénovani rozsahlych modeli konvoluc¢nich neuronovych siti se ¢asto vyuziva
hardwarové akcelerace pomoci grafickych karet. Jejich vyhodou je hlavné mnozstvi
grafické paméti. Pamét grafické karty slouzi k nacteni celého modelu a ukladani
nejen samotnych trénovacich a validac¢nich dat, ale také vypocetné naro¢nych me-
zivysledkii trénovaciho procesu. Zvlasté pri pouziti slozitych modela s vysokym po-
¢tem parametri je schopnost udrzet velké mnozstvi informaci v paméti klicova pro
uspésné a efektivni trénovani. Pro podporu grafického procesoru je nezbytné upravit
prostiedi platformy TensorFlow tak, aby bylo kompatibilni s pridanym grafickym
procesorem. Tento proces zahrnuje instalaci klicovych knihoven, jako jsou Nvidia
CUDA SDK a cuDNN, a to v presné danych a odpovidajicich verzich.

Pro nas postup byly pouzity predtrénované modely pro detekci objektii z GitHub
repozitafe TensorFlow 2 Detection Model Zoo [22]. Pro trénovani byla vyuzita ser-
verova infrastruktura spolecnosti Bruker Daltonics GmbH & Co. KG disponujicimi
spickovymi grafickymi kartami NVIDIA RTX 4090 s 24 GB grafické paméti.

4.1.1 Konfigurace

Kazdy trénovany model je potfeba nakonfigurovat za pomoci hyperparametri, které
ovliviiuji samotny proces trénovani. Hlavnimi hyperparametry jsou wvelikost ddvky,
rychlost ucent, pocet zahrivacich cykli a zahtivaci rychlost. V praxi jsou hodnoty
téchto hyperparametri casto experimentalné naladény na zékladé vykonu modelu
v prubéhu trénovani. Optimalizace téchto parametrii miuze mit vyznamny dopad na
rychlost trénovani a kvalitu nauc¢eného modelu.

Velikost davky (batch size) urcuje, kolik snimku je zpracovano soucasné béhem
jednoho trénovaciho cyklu. Zvétseni velikosti davky mize urychlit trénovani na mo-
dernich GPU, avsak vyzaduje vétsi pamétovou kapacitu. Naopak mensi velikosti
davky mohou zptisobit vétsi variabilitu pri aktualizacich vah, coz mize prispét k lep-
simu vykonu modelu tim, Ze umozni modelu citlivéji reagovat na riznorodost tré-

novacich vzorku a snizovat riziko preuceni na specifické vzory dat. Preuceni nastava
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v situaci, kdy se model az prilis adaptuje na trénovaci data a snizi se jeho schopnost
generalizace na datech novych.

Rychlost uceni (learning rate) definuje, jak rychle by se vahy modelu pfi tréno-
vani mély ménit. Kdyz je tato rychlost nastavena prilis vysoko, muze to vést k nekon-
trolovanym vykyvim nebo preuceni modelu. Pokud je nastavena prilis nizko, miize
trénovani probihat pomalu a vysledné vahy se mohou zastavit v néjakém lokalnim
minimu a nedosahnout optimalnich vysledk.

Zahtitvaci rychlost (warm-up learning rate) urcuje rychlost uceni béhem poca-
tecnich iteraci (krokt) trénovani. Touto technikou dochézi k postupnému zvySovani
rychlosti uc¢eni na pocatku trénovani, coz mize pomoci stabilizovat a zrychlit kon-
vergenci modelu. Pocet zahrivacich cykli (warm-up steps) je pak hodnota cykli na
pocatku trénovani, ve kterych tento proces probiha zahrivaci rychlosti.

Pri trénovani s Tensorflow je zapotiebi tyto parametry nastavit v konfigura¢nim
souboru ve formatu protobuf. Jako referen¢ni poslouzily hodnoty z vychozich konfi-
guracnich soubort, které byly ziskany spolecné s predtrénovanymi modely z Tensor-
Flow 2 Detection Model Zoo. Napt. ptuvodni konfiguracéni soubor pro model Efficien-
tDet D2 obsahoval velikost davky 128, rychlost uceni 0,08 a zahtivaci rychlost 0,001.
Samotné trénovani se vsak na grafické karté s 24 GB grafické paméti podarilo spus-
tit maximalné s velikosti davky 8, pro vétsi velikost davky karta neméla dostatek
paméti. Podle poméru ptivodni a nové velikosti davky jsme nasledné také upravili
parametry rychlosti trénovani. Jak je patrné z ukazky konfigura¢niho souboru ve
vypisu 4.1, rychlost uceni byla nastavena na hodnotu 4e-4 a pro zahtivaci rychlost
byla zvolena hodnota 2.6e-5.

V konfigura¢nim souboru je nutné také specifikovat cesty souborti potrebnych
pro trénovani. Prvnim je soubor specifikujici nazvy detekovanych objektt, v tomto
pripadé je pouze jeden — nazvany ,sample®. Dale je potieba pripravit seznam ano-
tovanych snimki, ktery je preveden ze souboru formatu VOC XML do separatnich
CSV soubori pro trénovaci a validac¢ni data. Pro tento tcel vyuzijeme skript v jazyce
Python. Tyto CSV soubory jsou nasledné pouzity k vytvoreni soubort ve formatu

.tfrecord, coz je formét platformy TensorFlow, ktery je pro tento tcel nezbytny.

4.1.2 Trénovani

Pro trénovani jsme zvolili dva modely z rodiny EfficientDet s rtiznymi velikostmi
vstupnich obrazii: DO s 512x512px a D2 s 768x768 px. Tyto modely se jevi jako
nejvhodnéjsi z dostupnych v TensorFlow 2 Detection Model Zoo [22]. Dosahuji dob-
rého pomeéru mezi vypocetni narocnosti a presnosti detekce. V repozitari modeli

jsou uvedeny i presnéjsi architektury, které jsou vsak podle uvedenych metrik mno-

Vv,
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1 # SSD with EfficientNet-b2 + BiFPN feature extractor,
2 # shared box predictor and focal loss (a.k.a EfficientDet-d42).

140 train_config {

144 batch_size: 8

161 optimizer {

162 momentum_optimizer {

163 learning_rate {

164 cosine_decay_learning_rate {
165 learning_rate_base: 4e-4
166 total_steps: 300000

167 warmup_learning_rate: 2.6e-5
168 warmup_steps: 2500

169 }

170 }

171 momentum_optimizer_value: 0.9
172 }

173 use_moving_average: false

174 }

199 1}

Vypis 4.1: Ukazka c¢asti konfiguracniho souboru ve formatu protobuf s nastavenim

hyperparametri pouzitém pro trénovani modelu EfficientDet D2.

a naroc¢nosti jsme do trénovanych modelt zatadili i Mask R-CNN Inception ResNet
V2 (déle jen Mask R-CNN), ktery mé z vyse uvedenych i nejvétsi velikost vstupu,
a to 1024x1024 px. Pro kazdy model detekce objekti byl vytvoren samostatny Ju-
pyter sesit, trénovani na serveru probihalo s vyuzitim opera¢nim systému Ubuntu
22.04 LTS.

Trénovani je spusténo pomoci skriptu napsaného v jazyce Python z repozitare
TensorFlow 2 Detection Model Zoo [22]. Jak je vidét z vypisu 4.2, ktery obsahuje kbd
z bunky z jednoho z trénovacich sesitli, s vyuzitim parametru je nutné specifikovat
vyse popsany konfigura¢ni soubor (parametr --pipeline_config path), nésledné

také uvést cestu k samotnému predtrénovanému modelu (parametr --model_dir).

1 # Run training!

2 !python3 $notebook_directory"models/research/object_detection/model_main_tf2.

py" \
3 --pipeline_config_path={pipeline_filel} \
4 --model_dir={model_dir} \
5 --alsologtostderr

Vypis 4.2: Kod z bunky sesitu Jupyter pro spusténi trénovaciho skriptu.
Se spusténim trénovani a vyuzitim nastroje TensorBoard je mozné v realném

case pozorovat Fadu metrik. Jedna z nejdulezitéjsich je ,total loss“, neboli hodnota

celkové ztratové funkce. Hodnota ztratové funkce vyjadiuje pribézny rozdil mezi
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predikcemi modelu a skutecnymi hodnotami na validac¢nich snimcich. Celkova ztrata
pak zahrnuje hodnoty ztratovych funkci na vSech valida¢nich snimcich datasetu,
a tedy urcuje, zdali se model spravné uci a zdokonaluje ve svych predikcich. V grafu
4.1 je vynesena zavislost hodnoty této funkce na poctu krokt pri trénovani modelu
EfficientDet D2.
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Obr. 4.1: Zavislost hodnoty ztratové funkce na poctu kroku (iteraci) z néastroje Te-

sorBoard, vyhlazeno.

7 pocatku trénovani jsou jeji hodnoty vyssi a prudce klesaji, rychlost poklesu
klesa a s ni taky i efektivita uc¢eni modelu. Trénovani modelu je vhodné rovnéz véas
ukoncit, aby nedoslo k pretrénovani (preuceni).

Vystupem trénovani vlastniho modelu pomoci vyse uvedeného postupu vzniknou
tzv. ,checkpointy“, ¢ili soubory obsahujici pribézné ukladané vahy modelu. Pro
dalsi praci s modelem a jeho nasazeni je nutné checkpointy exportovat do formatu
s nazvem saved_ data. To je mozné uc¢init opét pomoci skriptu spousténého z Jupyter

bunky, jak je uvedeno ve vypisu 4.3.

1 # Export the model checkpoints to saved_data format

2 !python $notebook_directory"models/research/object_detection/exporter_main_v2
.py" \

3 --pipeline_config_path={pipeline_file} \

4 --trained_checkpoint_dir={last_model_pathl} \

5 --output_directory={output_directory}

Vypis 4.3: Kod z bunky sesitu Jupyter pro spusténi skriptu pro export z checkpointii

do formétu saved data.
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4.1.3 Vyhodnoceni

Vysledky natrénovanych modelt detekce objektt 1ze posoudit jak subjektivnimi, tak
i objektivnimi metodami. Pro posouzeni presnosti byla vybrana objektivni metrika
mAP (Mean Average Precision), ktera je v oblasti detekénich modeli rozsitend. Tato
metrika byla poprvé definovana v [23] a pro samotné vyhodnoceni vysledk pomoci
této metriky bude vyuzit skript v jazyce Python, ktery byl specidlné vytvoren pro
pouziti v [24]. Jak jiz bylo dfive nastinéno, pro modely s vySsi presnosti je typicka
i vyssi vypocetni narocnost a béhem vyhodnoceni t¢innosti bude brana v dvahu

i primérna doba, za kterou dojde k zpracovani jednoho snimku modelem.

Metrika pro vyhodnoceni presnosti

Metrika mAP se vypocita jako prumérnd hodnota z dilé¢ich primérnych presnosti
detekce AP (Average Precision) jednotlivych objekti v obraze pro urcité hodnoty
IoU (Intersection over Union). Hodnota IoU vyjadifuje miru prekryvu mezi predi-
kovanou oblasti objektu a skutecnou oblasti objektu ve snimku. Vypocet IoU je

zalozZen na pomeéru plochy prekryvu a sjednoceni téchto dvou oblasti:
Sp
Sg’

kde plocha sjednoceni Sg predstavuje celkovou plochu, kterou zahrnuji oba objekty

IoU = (4.1)

(predikovany a skutecny) véetné oblasti prekryvu Sp. Plocha prekryvu Sp predsta-
vuje oblast, kde se predikovany objekt a skutecny objekt v obraze vzajemné prekry-
vaji. Na obrazku 4.2 je znazornén princip loU, skutecny objekt je vyznacen modre,

predikovany objekt cervené, fialové je pak vyznacena oblast prekryvu Sp [25].

loU=0 loU=1/7 loU=1

Obr. 4.2: Priklady jednotlivych hodnot IoU.

Celkova hodnota mAP je v tomto pripadé urcena z deseti dil¢ich hodnot pri-
mérné presnosti AP prii deseti rtuznych IoU, a to od ToU = 0,5 az do [oU = 0,95
pri kroku 0,05. Pro vypocet AP je nutné u kazdého objektu podrobeného detekci

urcit presnost a uplnost.
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Pro urceni téchto hodnot je tfeba znat nasledujici terminy: Falesné pozitivni
detekce nastava, kdyz model nespravné identifikuje objekt, ktery ve skutecnosti
v obraze neni. Naopak pravdivé pozitivni detekce odpovida spravné identifikaci sku-
tecného objektu. Falesné negativni detekce se vyskytuje, kdyz model neidentifikuje
objekt, ktery ve skutecnosti v obraze existuje.

Uréenim presnosti (precision) P mérime presnost predikce, a tedy kolik z nich je

skutecné spravnych:

PP
~ PP+ FP’
kde PP je pocet pravdivé pozitivnich vysledki a F'P je pocet falesné pozitivnich

(4.2)

vysledkii.
Uplnost (recall) R urcuje s jakou efektivitou jsou identifikovany vSechny skutecné
pozitivni pripady vzhledem k celkovému pocétu pozitivnich ptripadi:
R=_tP (4.3)
PP+ FN
kde PP je pocet pravdivé pozitivnich vysledki a F'N pocet falesné negativnich
vysledkii.
Pro danou tridu objektu a IoU se takto vypocita presnost P a tiplnost R a vynese
se do zavislosti, z té se pak uréi priumérna presnost AP. Primérnou presnost AP

lze ziskat vypoctem plochy pod krivkou zavislosti pfesnosti na tplnosti:

1
AP = / PdR. (4.4)
0
Celkova hodnota mAP se tak za pomoci dil¢ich hodnot AP vypocitd jako:
0,95
mAP = — Z AP 10 AP05 + APO 55 + -+ AP0795), (45)
j=0,5

kde AR5 je urcena pii hodnoté IoU = 0,5, hodnota AF, 55 pii [oU = 0,55 a tak
dale [25].

Vysledky hodnoceni

Hodnoceni natrénovanych modelti pomoci metriky mAP a primérné doby zpraco-
vani jednoho snimku jsou uvedeny v tabulce 4.1. Detekéni modely byly testovany na
testovaci ¢asti pouzitého datasetu, kterd zahrnuje 10 % z celkového poctu snimki,
a to na notebooku s procesorem AMD Ryzen 5800H bez grafické akcelerace.

Z vysledku vyplyva, ze Mask R-CNN dosahl nejvysstho mAP, a to 94,37 %. Na
druhou stranu vsak tento model potiebuje v priuméru 3 896 ms na zpracovani jed-

noho snimku pri pouziti vyse uvedeného hardwaru. I ptes to, Ze modely z rodiny
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Tab. 4.1: Porovnani presnosti detekce a vypocetni naroc¢nosti natrénovanych modelu.

Architektura Priameérna doba zpracovani mAP
modelu snimku [ms] [%]
EfficientDet DO 237 87,43
EfficientDet D2 454 88,62
Mask R-CNN 3896 94,37

EfficientDet vykazuji mirné nizsi mAP skore ve srovnani s Mask R-CNN, jsou vy-
razné méné vypocetné narocéné. EfficientDet DO a D2 dosahly mAP skore 87,43 %
a 88,62 %, s prumérnou dobou na zpracovani jednoho snimku 236 ms a 453 ms.

Pr1i porovnani modeli D2 a DO rodiny EfficientDet je patrny dvojnasobny nartst
vypocetni doby. Dalo by se predpokladat, Ze s rostouci vstupni velikosti obrazu
a i ¢asem potfebném pro detekci, se zvysi i jeji presnost. V tomto pripadé vsak
EfficientDet D2, se vstupnimi rozmeéry snimku 768 x 768 px, prinasi pouze minimalni
nartst presnosti oproti modelu DO, ktery pracuje s rozméry 512x512 px.

Diky vysledktim z tohoto vyhodnoceni bylo ovéreno, ze natrénované modely pro
detekci antibiotickych vzorkt ve snimcich jsou dostatecné ic¢inné a vhodné pro po-

uziti v dalsim postupu této prace.

4.2 Meéreni inhibic¢nich zdén

Pro nas postup a jeho postupné ladéni a optimalizaci vyuzijeme programovaci jazyk
Python a v ném dostupnou knihovnu OpenCV.

V ramci predzpracovani dat se nejprve snimek, na kterém bude provedeno méreni
inhibic¢nich zén, ,vyhladi“ za pomoci algoritmu ,non-local means“ na redukei Sumu.
Nasledné se aplikuje Gaussovsky filtr a snimek se mirné rozmaze. Dalsi postup je ilu-
strovan na obrazku 4.3. Dojde k vyuziti presné ziskanych pozic antibiotickych diski,
které jsou vystupem natrénovanych detekcnich modeli ze sekce 4.1. V okoli kazdého
disku dojde k vygenerovani mnoziny bodu — tzv. ,seminek*, které jsou v prvni ¢asti
obrazku 4.3 vyznaceny zlutymi body. Tyto body vyuzijeme jako vstupni data pro
tzv. food-fill*“ algoritmus. Ktery se snazi v rdmci obrazu vyplnit, neboli ,zaplavit*
jeho vizudlné ,uzavrenou oblast“. Vystupem tohoto procesu je binarni maska s vy-
plnénou oblasti. Nasledné pak pomoci navrzeného algoritmu pojmenovaného ICE
(Iterative Circle Enlargement) dochazi k postupnému rozsitovani zoény okolo disku
a zkouma se, zdali se soucasna oblast jiz nenachazi mimo zaplavenou c¢ast.

Navrzeny algoritmus pro urc¢eni poloméru inhibiéni zény implementuje néasledu-

jici metodu _find zone, kterd je zobrazena ve vypisu 4.4. Nejprve se vytvori kopie
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Vlygenerovani seminek ‘ ’ Vytvoreni masky ‘ ’ Urceni hranice z6ny

Obr. 4.3: Postup algoritmu pro méfeni inhibi¢nich zén antibiotickych diskt.

ptvodniho snimku, metoda _generate_seeds_around_center pak vygeneruje se-
znam seminek. Funkce tyto body, reprezentované dvojicemi soutradnic, vybira v okoli
antibiotického disku. Z nich pak vypocte primérny rozdil jasu pro kazdy barevny
kanal metodou _calculate_seeds_average brightness, do které vstupuje pravé
seznam seminek a vystup tvori trojice hodnot rozdili jednotlivych barevnych kanalu.
Po ziskani této referencni hodnoty se pro kazdé jedno seminko v ramci jeho pozice
od této hodnoty vypocte rozdil. Jak je vidét z vypisu 4.4, takto ziskané rozdily hod-
not vstupuji do vytvorené metody _seedfill. Jeji obsah je zobrazen ve vypisu 4.5.
Vyvinutd metoda implementuje tzv. ,flood-fill“ funkci z knihovny OpenCV. Tato
funkce se snazi v ramci obrazu vyplnit jeho ,uzavienou oblast®, a to na zakladé
zadaného pocatecniho bodu (seminka) a maximalni dolni a horni hranice rozdilu
jasu (loDiff, upDiff). V okoli seminka pak algoritmus postupné rozhoduje, zda podle
téchto kritérii sousedni pixely zahrne do zaplavené oblasti.

Z vypisu 4.5 je ziejmé, ze se podle kompenzacnich hodnot prvné urcéi para-
metry up_diff a lo_diff pro vsSechny barevné kanaly. Chovani flood-fill algo-
ritmu z knihovny OpenCV lze jesté ovlivnit vyuzitim ,vlajek“. Vlajka s nazvem
cv2.FLOODFILL_MASK ONLY, urcuje, ze vystupem bude pouze maska s ,rozlitym
prostorem. Vlajka (255 « 8) rozsiti oblast rozhodovani algoritmu v rdmci jednot-
livych seminek tak, Ze oproti vychozi vlajce (255 « 4) budou zahrnuty i pixely
sdilejici roh se seminkem. Posledni vlajkou je cv2.FLOODFILL_FIXED RANGE, ktera
zajistuje, ze rozhodujici rozdil pro rozsireni na dalsi pixel v hodnotach barev mezi
aktudlnim pixelem a pixelem seminka bude v pevném rozsahu (lo_diff a up_diff).

Poté, co jsou pomoci vyse uvedené metody ziskany jednotlivé masky, slouc¢i se do
jedné, coz je patrné z Casti zac¢inajici na radku 21 vypisu 4.4. Nésledné se aplikuje
morfologicka operace pro uzavieni pripadnych dér, které se mohly v masce vyskyt-
nout. Tento postup je naznacen na obrazku 4.4. Takto vytvorend maska vstupuje
do algoritmu ICE (_iterative_circle_enlarging), kterd ma za tikol pretransfor-

movat masku na polomér inhibi¢ni zény v pixelech.
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1 def _find_zone(self, image, bbox_center, bbox_width, bbox_height, seed_num,
seed_offset_comp, seed_offset_rand, seed_lo_comp, seed_up_comp,
ice_rad_end, ice_thickness, ice_thresh, ice_step, exclude_extremes,

debug) :

2 image_processed = image.copy ()

3 max_height, max_width = image_processed.shape [:2]

4

5 # Generate the seeds

6 seeds = self._generate_seeds_around_center (bbox_center, bbox_width,
bbox_height , max_height , max_width, seed_num, seed_offset_comp,
seed_offset_rand, debug)

7 seed_brightness_avg = self._calculate_seeds_average_brightness(
image_processed, seeds, exclude_extremes, debug)

8

9 masks_filled = []

10

11 # Iterate over the seeds and feed them into the seedfill

12 for seed in seeds:

13 current_seed_diff = self._calculate_seed_diff (image_processed, seed,

seed_brightness_avg, debug)

14 mask = image_processed.copy ()

15 if len(current_seed_diff) > 1:

16 mask = self._seedfill (mask, seed, current_seed_diff [0],
current_seed_diff [1], current_seed_diff[2], seed_lo_comp,
seed_up_comp, debug)

17 else:

18 mask = self._seedfill_grayscale (mask, seed, current_seed_diff [0],

seed_lo_comp, seed_up_comp, debug)

19 masks_filled.append(mask[1:-1, 1:-1])

20

21 mask_conc = np.zeros (image.shape[:2], dtype=np.uint8)

22

23 # Concatenate the flood-filled masks

24 for image_filled in masks_filled:

25 mask_conc = cv2.max(mask_conc, image_filled)

26

27 cv2.morphologyEx (mask_conc, cv2.MORPH_CLOSE, cv2.getStructuringElement (
cv2.MORPH_ELLIPSE, (10, 10)))

28 start_radius = round(math.sqrt ((bbox_width / 2) ** 2 + (bbox_height / 2)
*x*x 2))

29 found_radius = self._iterative_circle_enlarging(mask_conc, bbox_center,
start_radius, ice_rad_end, ice_thickness, ice_step, ice_thresh,
debug)

30 return found_radius

Vypis 4.4: Metoda _find_zone v jazyce Python pro méreni velikosti inhibi¢nich zon.

Obsah algoritmu ICE je uveden ve vypisu 4.6. Jak je z néj patrné, dochazi k po-
stupné iteraci pres rozsah hodnot polomért s krokem uré¢enym hodnotou step. Po-
catecni hodnota je tvorena polomérem antibiotického disku a koncova je pevné dana.
V kazdé iteraci dojde k vytvoteni ,oblasti zdjmu“ (z anglického ROI — Region of In-
terest), tedy duté kruhové masky, jejiz tloustka je urcena parametrem thickness.
V této oblasti se pak vyextrahuji vSechny pixely z binarni masky, které nabyvaji

hodnoty jasu 1.
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1 def _seedfill(self, img, seed, r_diff, g_diff, b_diff, lo_comp, up_comp,
debug) :

2 up_diff = [int(r_diff + up_comp), int(g_diff + up_comp), int(b_diff +
up_comp) ]

3 lo_diff = [int(r_diff + lo_comp), int(g_diff + lo_comp), int(b_diff +
lo_comp)]

4

5 # Crop the values

6 for i in range(3):

7 up_diff[i] = min(max(up_diff[i], 0), 255)

8 lo_diff[i] = min(max(lo_diff[i]l, 0), 255)

9

10 floodflags = 4

11 floodflags |= cv2.FLOODFILL_MASK_ONLY

12 floodflags |= (255 << 8)

13 floodflags |= cv2.FLOODFILL_FIXED_RANGE

14

15 mask = np.zeros ((img.shape [0] + 2, img.shape[1] + 2), dtype=np.uint8)

16

17 cv2.floodFill (img, mask, seed, (255, 255, 255), loDiff=(lo_diff [0],
lo_diff [1], lo_diff [2]), upDiff=(up_diff[0], up_diff[1], up_diff
[2]), flags=floodflags)

18 return mask

Vypis 4.5: Metoda _seedfill v jazyce Python implementujici tzv. ,flood-fill*
algoritmus knihovny OpenCV.

Vytvoreni jednotlivych masek ‘ ‘ Slou¢eni masek ‘ ‘ Aplikace morfologického filtru

Obr. 4.4: Proces vytvoreni vysledné bindrni masky.

Na radku 13 (vypisu 4.6) se pak vypocita pocet vSech pixelu v ramci vyextraho-
vané oblasti, které nabyvaji hodnoty jasu vétsi nez 0. Totéz se provede pro samotnou
oblast zajmu. Nakonec se za pomoci téchto dvou hodnot vypocéte pomér a paklize
je mensi nebo roven stanovené prahové hodnoté thresh, funkce vrati aktualni ite-
rovany polomeér. Pokud se béhem iterace nesplni prahova podminka, metoda vrati
hodnotu 1e7, coz indikuje, Ze inhibi¢ni z6na nebyla nalezena (pravdépodobné disk
zadnou nevygeneroval).

Cely vyse uvedeny postup algoritmu ICE je naznacen na obrazku 4.5. Pro vétsi

zietelnost je parametr thickness nastaven na 30 px, stejné tak jako pocateéni hod-
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1 def _iterative_circle_enlarging(self, img, center, rad_start, rad_end,
thickness, step, thresh, debug):

2 for radius in range(rad_start, rad_end, step):

3

4 # Create a hollow circular mask of a given thickness
5 mask = np.zeros (img.shape[:2], dtype=np.uint8)

6 cv2.circle(mask, center, radius, 255, thickness)

7

8 # Extract the region of interest using the circular mask
9 masked = cv2.bitwise_and(img, img, mask=mask)

10 total_non_zero = cv2.countNonZero (mask)

11 roi_non_zero = cv2.countNonZero (masked)

12

13 if roi_non_zero <= total_non_zero * thresh:

14 return radius

15 return int(le7)

Vypis 4.6: Algoritmus ICE, metoda v jazyce Python pro ur¢eni poloméru inhibic¢ni

z6ny v pixelech ze vstupni masky.

nota poloméru je 147 px. Iterace probiha s krokem 30 px. Maska urcena zvétsujicim
se polomérem je zde znazornéna ruzovou barvou, vyextrahované pixely pak barvou
tyrkysovou. V prvnim kroku je pomér vyextrahovanych pixelti k pocétu pixeld ob-
lasti zajmu 98,7 %, pii druhé iteraci je tento pomér 57,0 %. Pokud bychom nastavili
prahovou hodnotu thresh na 0,5, ¢ili 50 %, k jeji prekroceni by doslo pravé pri
treti iteraci, kde je polomér jiz 207 px a vysledkem ICE by tedy byl pravé polomér
o velikosti 207 px.

Polomér r = 147 px ‘ ‘ Polomérr =177 px ‘ ‘ Polomér r = 207 px

98,7 % 11,4 %

Obr. 4.5: Proces urceni hranice zény a jeji vysledné velikosti pomoci algoritmu ICE.

4.2.1 Vyhodnoceni

Navrzeny algoritmus pro méteni velikosti inhibi¢nich zén byl otestovan na mno-

ziné tvorené 60 profesiondlné porizenymi snimky (snimky z MBT Pathfinder®) a 60
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snimky porizenymi mobilnimi telefony. Pozice diski byly urcéeny z anotovanych hod-
not. Detailni vysledky jsou uvedeny v tabulce 4.2. Relativni chyba zde uvadi pru-
mérnou odchylku méfeného poloméru od jeho skutecéné velikosti a nabyva 12,61 %.
Hodnota ,,Spravné vysledky“ znaci soucet vsech pravdivé pozitivnich a pravdivé ne-
gativnich vysledkt. Z vysledki vyplyva, ze z celkového poctu 545 polomeéri dokazal
nas algoritmus urc¢it pro 519 z nich to, zda dany antibioticky disk inhibi¢ni zénu
vygeneroval, ¢i nikoliv. Algoritmus v této metrice tedy dosahuje tispésnosti 95,23 %.

Diky tomuto postupu byla funkénost navrzeného algoritmu tispésné ovétrena.

Tab. 4.2: Vysledky presnosti algoritmu pro méreni velikosti inhibi¢nich zon.

Relativni Spravné Spatné Uspésnost
chyba [%)] vysledky [-] vysledky [-] [%]
12,61 519 26 95,23
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5 Integrace

Vsechny postupy uvedené v predchozi kapitole jsou integrovany ve formé modulu
webové aplikace spole¢nosti Bruker Daltonics GmbH & Co. KG, ktera vyuziva plat-
formu ASP.NET vyvijenou spoleénosti Microsoft. Jednotlivé postupy je nutné pie-
vést do takové podoby, abychom zajistili jejich podporu v rameci platformy ASP.NET

a mohli je tak integrovat do vysledné webové aplikace.

5.1 Detekce antibiotickych diskii

Trénovani modelii detekce antibiotickych diskt probéhlo za vyuziti jazyka Python,
prostiedi Jupyter a platformy TensorFlow. Modely byly vyexportovany z checkpoitii
do TensorFlow formatu saved data. Integraci natrénovanych modeli v ramci pro-
sttedi .NET zajisti ONNX. Jedna se o ekosystém umoznujici flexibilni prechézeni
mezi ruznymi platformami zabyvajicimi se strojovym ucenim a umélou inteligenci.
Pro praci s ONNX Runtime, coz je ¢ast ekosystému ONNX, ktera umozinuje spoustét
modely formatu ONNX, je nutné nainstalovat prislusny .NET balicek a vyexporto-
vané modely ptrevést do ONNX formatu. K tomu je vhodné pouzit tf2onnx balicek
jazyka Python, ktery lze nainstalovat pomoci balickového manazeru pip.

O detekci antibiotickych diskii se v ramci navrhované aplikace stara ttida s na-
zvem ATBDiskDetector, implementovana v jazyce C#. Ve vypisu 5.1 je zobrazena
metoda ObtainDiskDetection této tfidy. Pti jejim zavolani se nejprve ziska in-
formace o Sifce a vysSce vstupniho snimku a obrazova data se prevedou do formatu
kompatibilniho s modelem. Z dat se vytvori tenzor, ktery se vlozi do seznamu vstupi
pro predikci. Nasledné se spusti predikce, diky které model vygeneruje seznam vy-
stupt zahrnujicich ramecky ohranic¢ujici detekované disky. Vystup pro kazdy takto
detekovany disk dale obsahuje desetinnou hodnotu urcujici miru jistoty predikce.

Po ziskani hodnot z vystupniho tensoru metoda projde vysledné detekce a pokud
je jistota jejich predikce mensi nez prahova hodnota, detekovany disk zahodi. Pro
zbylé disky se z vystupnich dat extrahuji souradnice jejich ohranicujicich rameckiu
a pomoci Convert . ToInt32 se prevedou na celoc¢iselné hodnoty odpovidajici pixelim
v obrazku. Navratovou hodnotou této metody je vysledek detekce v podobé seznamu

s objekty typu BoundingBox.

5.2 Méreni velikosti inhibi¢énich zé6n

Béhem préci na vyvoji algoritmu pro méreni velikosti inhibi¢nich zén byl vyuzivan
programovaci jazyk Python a knihovna OpenCV, kterou podporuje. Spolu s praci se

sesity Jupyter tento postup umoznoval snadné zmény a ladéni. Jelikoz neni knihovna
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1 public List<BoundingBox> ObtainObjectDetection(BVIBitmap dishImage)

2 {

3 int width = dishImage.Width;

4 int height = dishImage.Height;

5 var data = MachineLearningConverter.ConvertImageByte (dishImage, swapRB:
true, MachineLearningConverter.Format.NHWC) ;

6

7 DenseTensor<byte> tensor = new(data, new[] { 1, height, width, 3 1});

8

9 List<NamedOnnxValue > inputs = new() { NamedOnnxValue.CreateFromTensor (
_inputColumnName, tensor) 1};

10

11 var prediction = _session.Run(inputs);

12 var detectionBoxes = prediction.ElementAt (1) .AsTensor<float>();

13 var detectionScores = prediction.ElementAt (4).AsTensor<float>();

14

15 List<BoundingBox> resultBoundingBoxes = new();

16 for (int i = 0; i < detectionScores.Length; i++)

17 {

18 var confidence = detectionScores.ElementAt (i) ;

19 if (confidence < _confidence) { continue; }

20 var ymin = detectionBoxes.ElementAt (i * 4);

21 var xmin = detectionBoxes.ElementAt(i * 4 + 1);

22 var ymax = detectionBoxes.ElementAt (i * 4 + 2);

23 var xmax = detectionBoxes.ElementAt(i * 4 + 3);

24

25 var left = Convert.ToInt32(xmin * width);

26 var top = Convert.ToInt32(ymin * height);

27 var right = Convert.ToInt32(xmax * width);

28 var bottom = Convert.ToInt32(ymax * height);

29 resultBoundingBoxes .Add(new(left, top, right, bottom, confidence));

30 }

31 return resultBoundingBoxes;

32}

Vypis 5.1: Metoda ObtainDiskDetection tiidy ATBDiskDetector v jazyce C#
obstaravajici detekci antibiotickych disk.

OpenCV primo podporovana v ramci .NET a jazyka C# a spousténi kodu v jazyce
Python napr. pomoci implementace IronPython v C# neni pro vypocetné narocné
aplikace optimalni, je nutné koéd napsany v jazyce Python prepsat do jazyka C++.
Diky tomuto postupu bude mozné prepsany kéd zkompilovat jako dynamickou kni-
hovnu DLL a jeji obsah volat pomoci PInvoke z .NET prosttedi, a tudiz i z vysledné
webové aplikace.

Ve vypisu 5.2 je metoda FindZoneSeedfill ze tiidy AstDiffusionZoneFinder
v jazyce C++. Obstarava tutéz funkci jako metoda _find_zone ve vypisu 4.4 ze
sekce 4.2 v jazyce Python. Aby bylo mozné metodu zkompilovat jako dynamic-
kou knihovnu DLL a jeji obsah mohl interagovat s kdédem v jazyce C# a pro-
sttedi .NET, je nutné pred kompilaci uvazované metody pattiéné oznacit. Z tohoto
divodu byly pro kazdou metodu vytvoreny zapouzdiovaci funkce, ta pro metodu

FindZoneSeedfill je zobrazena ve vypisu 5.3.
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1 int32_t AstDiffusionZoneFinder::FindZoneSeedfill(const cv::Mat image, const cv
::Point2i bboxCenter , int32_t bboxWidth, int32_t bboxHeight, int32_t
seedNum, double seed0OffsetComp, double seedOffsetRand, double
seedLoComp, double seedUpComp, int32_t IceRadEnd, int32_t IceThickness,

double IceThresh, int32_t IceStep, int32_t debug) {

2 cv::Mat imageProcessed = image.clone();

3

4 // Get image dimensions

5 int32_t maxHeight = imageProcessed.rows;

6 int32_t maxWidth = imageProcessed.cols;

7 // Generate the seeds

8 std::vector<cv::Point2i> seeds = AstDiffusionZoneFinder::
GenerateSeedsAroundCenter (bboxCenter , bboxWidth, bboxHeight,
maxHeight , maxWidth, seedNum, seedOffsetComp, seed0OffsetRand) ;

9 std::vector <double> seedBrightnessAvg = AstDiffusionZoneFinder::
CalculateSeedsAverageBrightness (imageProcessed, seeds, debug);

10

11 std::vector<cv::Mat> masksFilled;

12 for (const auto& seed : seeds) {

13 // Calculate the difference in brightness for the seed

14 std::vector <double> currentSeedDiff = AstDiffusionZoneFinder::

CalculateSeedDiff (imageProcessed, seed, seedBrightnessAvg,
debug) ;
15 cv::Mat mask = imageProcessed.clone();
16 if (currentSeedDiff.size() > 1) { mask = Seedfill (mask, seed,

currentSeedDiff [0], currentSeedDiff [1], currentSeedDiff [2],
seedLoComp, seedUpComp, debug); }

17 else { mask = SeedfillGrayscale (mask, seed, currentSeedDiff [0],
seedLoComp, seedUpComp, debug); }

18 masksFilled.push_back(mask(cv::Rect(1, 1, mask.cols - 2, mask.rows -
2)));

19 }

20 // Concatenate the flood-filled masks

21 cv::Mat maskConc = cv::Mat::zeros(image.size(), CV_8UC1);

22 for (auto& imageFilled : masksFilled) { maskConc = cv::max(maskConc,
imageFilled); 1}

23 cv::morphologyEx (maskConc , maskConc, cv::MORPH_CLOSE, cv::
getStructuringElement (cv::MORPH_ELLIPSE, cv::S8ize (10, 10)));

24 int32_t found_radius = AstDiffusionZoneFinder::IterativeCircleEnlarging(

maskConc, bboxCenter, cvRound(sqrt(pow(bboxWidth / 2, 2) + pow(
bboxHeight / 2, 2))), IceRadEnd, IceThickness, IceStep, IceThresh);
25 return found_radius;
26

Vypis 5.2: Metoda FindZoneSeedfill tiidy AstDiffusionZoneFinder v jazyce C++
obstaravajici tutéz funkci jako metoda _find_zone v jazyce Python ve vypisu 4.4

ze sekce 4.2.

Poté je mozné vytvorené zapouzdiovaci funkce v hlavickovém souboru .h ohra-
nicit klicovou kombinaci extern "C" tak, jak je naznaceno ve vypise 5.4. V. .NET
projektu bude kompilator informovan o tom, ze definice této funkce existuje jinde
a méla by byt pri generovani findlniho spustitelného souboru propojena. Pied defi-
nici kazdé funkce jesté pouzijeme makro EXPORT, funkce pak bude viditelna i mimo

soucasny modul nebo knihovnu.
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1 int32_t IFindZoneSeedfill (IABase::BVIBitmap* image, int32_t bboxCenterX,
int32_t bboxCenterY, int32_t bboxWidth, int32_t bboxHeight, int32_t
seedNum, double seed0OffsetComp, double seedOffsetRand, double
seedLoComp, double seedUpComp, int32_t IceRadEnd, int32_t IceThickness,

double IceCircleThresh, int32_t IceStep, int32_t debug) {

2 AstDiffusionZoneFinder zoneFinder;

3 return zoneFinder.FindZoneSeedfill (image->getImage (), cv::Point2i(
bboxCenterX, bboxCenterY), bboxWidth, bboxHeight, seedNum,
seed0ffsetComp, seedOffsetRand, seedLoComp, seedUpComp, IceRadEnd,
IceThickness, IceCircleThresh, IceStep, debug);

4 }

Vypis 5.3: Zapouzdiovaci funkce IFindZoneSeedfill v jazyce C++ slouzici jako
rozhranni pro metodu FindZoneSeedfill ttidy AstDiffusionZoneFinder.

1 extern "C" {

2 EXPORT int32_t IFindZoneSeedfill (IABase::BVIBitmap* image, int32_t
bboxCenterX, int32_t bboxCenterY, int32_t bboxWidth, int32_t
bboxHeight , int32_t seedNum, double seedOffsetComp, double
seed0ffsetRand, double seedLoComp, double seedUpComp, int32_t
IceRadEnd, int32_t IceThickness, double IceCircleThresh, int32_t
IceStep, int32_t debug);

6 }

Vypis 5.4: Exportace funkci v jazyce C+—+ pred kompilaci dynamické knihovny za

pomoci klicové kombinace extern "C" a makra EXPORT.

Po zkompilovani dynamické knihovny za pomoci patri¢né nastaveného souboru
CMakeLists.txt, propojeni projekti a pridani spravnych cest, jiz muzeme volat
funkce v rdmci projektového prostiedi webové aplikace. O interakci s DLL modu-
lem pomoci Plnvoke se v rdmci .NET aplikace starda zapouzdiovaci staticka tiida
UnsafeNativeMethods, kterd je zobrazena ve vypise 5.5. Samotny algoritmus hle-
dani kruznic a dalsi funkce prejaté z dynamické knihovny DLL jsou pak volany

pomoci jednotlivych metod statické tiidy ZoneFinder.

1 internal static partial class UnsafeNativeMethods

2 {

6 [D11Import ("Bruker.ImageAnalysisPlus.IAAST", CallingConvention =
CallingConvention.Cdecl)]

7 unsafe public static extern int IFindZoneSeedfill (BitmapSafeHandle image,
int bboxCenterX, int bboxCenterY, int bboxWidth, int bboxHeight,
int seedNum, double seedOffsetComp, double seed0ffsetRand, double
seedLoComp, double seedUpComp, int IceRadEnd, int IceThickness,
double IceCircleThresh, int IceStep, int debug);

15 }

Vypis 5.5: Staticka tiida UnsafeNativeMethods v jazyce C# pro volani funkci
z dynamické knihovny DLL.
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5.3 Webova aplikace

V predchozi kapitole byly vytvoreny tiidy ATBDiskDetector a ZoneFinder v pro-
gramovacim jazyce C#, které se staraji o zpracovani snimkt. Na vyvoj serverové
¢asti aplikace vyuzijeme prosttedi ASP.NET a jazyka C#. Vysledky o ucinnosti
antibiotickych vzorkti budou prezentovany na strané klienta, kde je uzivatel taktéz
bude moci upravit. Pravé o tuto funkcionalitu se bude starat ¢ast aplikace napsana
v jazyce JavaScript. Prehlednou grafickou prezentaci uzivateli v prohlizec¢i zajisti

pouziti vhodnych kaskadovych styla CSS.

Nahravani snimku, konfigurace

Pro nahrani samotného snimku na serverovou cast poslouzi formular, ktery bude
uzivatelem vyplnén a odeslan na server. Formulai obsahuje velké mnozstvi polozek.
Mezi ty zakladni patii tlacitko, pomoci kterého se formular odesle, vstupni snimek,
tlacitko pro zobrazeni podrobné konfigurace a k nému pridruzend skryta vstupni
hodnota. Ukazka z této ¢asti ASP.NET projektu je zobrazena ve vypisu 5.6. Jed-
notlivé elementy jsou propojeny s JavaScript kédem: napt. tlac¢itko SubmitButton je
prinacteni stranky deaktivovano (atribut disabled) a az po nahrani snimku dochézi
k jeho aktivaci. Tlac¢itko EnableConfButton je zase propojeno s JavaScript funkci
toggleAdvSettings, ta slouzi k zapnuti, ¢i vypnuti konfigura¢ni nabidky v rdmci
formulare. Podstatnym je také skryty vstup s ¢asovou znackou, ta se generuje v pro-
hlize¢i za pomoci skriptu jazyka JavaScript a na strané serveru se ovéruje. Jedna se

o jednoduchy mechanismus zabranéni opétovného odeslani stejného formulare.

1 <form id="submitForm" asp-page-handler="Async" method="post" enctype=
multipart/form-data" class="content">

[\

<div class="form-container-main">

3 <button class="button" type="submit" id="SubmitButton" disabled>
Process image</button>

4 <input type="file" name="FormFile" id="FormFile" />

5 <button class="button" type="button" id="EnableConfButton"

aria-checked="false" onclick="toggleAdvSettings ()">Enable
configuration</button>
<input type="hidden" asp-for="FormData.ADVConf">
@* Send the timestamp *@
<input type="hidden" asp-for="FormData.Timestamp" />
</div>

NoReIEEN BN

57 </form>
Vypis 5.6: Cast ASP.NET formuléfe pro odeslani snimku a konfigura¢nich dat na

server.

Na obrazku 5.1 je zobrazen nahled ¢asti webové stranky se zminénym formula-

fem, na kterou byly aplikovany kaskadové styly se snadno skalovatelnym prostredim
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flexbox. Uzivatel v horni ¢asti vybere snimek, v dolni ¢asti (nepovinné a zobrazi-
telné pomoci tlacitka) muze ladit parametry diive uvedenych algoritmi, které po

stisknuti tlac¢itka s napisem ,Process image* snimek zpracuji.

Process image Soubor nevybran. Disable configuration

Uploads processing ATB Detector ZoneFinder Prep

. v

Crop: (do not disable!, WIP) - o g

Detector Confidence: ‘ 015 < ‘ Crop: (]

Downscale: Downscale: (]

ZoneFinder ICE ZoneFinder Seedfill
Threshold: | 05°% Number: ‘ e ‘
T |? Lo bound compensation: ‘ oE ‘
— Up bound compensation: ‘ 52 ‘
End radius: =

nETasES |ﬂ Offset compensation: ‘ 20° ‘
Step size: | 5% Offset randomised: ‘ 202 ‘

Obr. 5.1: Formular webové aplikace pro konfiguraci a nahrani snimku ke zpracovani.

Zpracovani snimku

P1i odesilani formulafe je vyuzita metoda OnPostAsync zobrazena ve vypisu 5.7.
Nastavené moznosti jsou serializovany a ulozeny do dat relace TempData, kterou
je mozno v ASP.NET prostredi vyuzit. Po opétovném nacteni stranky uzivatel ne-
musi nastavovat hodnoty znovu. Data jsou deserializovana a nactena praveé z dat
relace. Obsah formulafe je néasledné zkontrolovan metodou IsValid statické tridy
FormDataVerifier a paklize jsou data spravna, dojde k pokusu o jejich nacteni
za pomoci tiidy MemoryStream. Po nacteni je snimek ofiznut a zmensen (pokud je
povoleno) a ulozen pod ndhodnym jménem na server, aby jej bylo mozné uzivateli
na webové strance zobrazit. Nasledné se snimek pomoci funkce volané z dynamické
knihovny DLL vyhladi a rozmaze Gaussovskym filtrem a je mozné spustit detekci
antibiotickych diskli a na ni navazujici proces méteni velikosti inhibi¢nich zén.

Po zpracovani snimku se detekované disky a jejich pridruzené zény zobrazi v po-
dobé vypisu v horni ¢asti obrazovce uzivateli tak, jako to je znazornéno na ukazce
5.2. Jsou zde vypsany vysledky pro jednotlivé detekované disky: jednoznacny iden-
tifikator ID, hodnota jistoty detekce Confidence a prumér kruhové inhibi¢ni zény
v pixelech. Pro prehledné a skalovatelné zobrazeni téchto dat bylo opét vyuzito
prostredi flexbox, kazdy disk pak tvori jeho dalsi polozku.

V dolni ¢asti je jiz zpracovany (a podle potfeby i ofezany) snimek, ktery byl

nahran uzivatelem na server. Ukazka této ¢asti webové aplikace je znazornéna na
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1 public async Task<IActionResult> OnPostAsync(IFormFile formFile)
2 {

3 InferenceDone = false;

4 // Store useful FormData to TempData

5 TempData.Clear () ;

6 TempData ["FormData"] = SerializeFormData(FormData.GetFormDataToStore ());
7 TempData.Keep ("FormData") ;

8

9 FormData.FileData = formFile;

10 if (!FormDataVerifier.IsValid(FormData, TempData, _logger, L0G))
11 {

12 return Page () ;

13 }

14 // Attempt to upload the file

15 var memoryStream = new MemoryStream() ;

16 try

17 {

18 var fileStream = FormData.FileData.OpenReadStream() ;

19 // Copy the file stream to the memory stream

20 await fileStream.CopyToAsync(memoryStream) ;

21 // Reset the memory stream position to the beginning

22 memoryStream.Seek (0, SeekOrigin.Begin);

23 }

61 1}

Vypis 5.7: Metoda vyuzivana pri odeslani formulafe v ramci projektu webové
aplikace v ASP.NET.

ID: 0 1 2 g 4
Confidence: 1,00 1,00 1,00 1,00 1,00
Measured diameter (px): 328 318 268 268 378

Measured diameter (mm):

Obr. 5.2: Prezentace detekovanych antibiotickych diski a jim pridruzenych inhibic-

nich zén uzivateli v ramci webové aplikace.

obrazku 5.3. Zelené ramecky ohranicujici detekované disky a Cervené kruznice ohra-
nicujici inhibiéni zény jsou umistény v rdmci vrstvy prekryvajici element se snim-
kem. Jsou tvoreny elementy tfid circle a boudning-box. Jejich pozice je urcéena
absolutné prepoctem z bodti na procenta pomoci funkce calc, kterou prohlizece pod-
porujici CSS nabizi. Diilezité je také nastaveni spravné hodnoty z-index. Ta udava,
v jakém poradi jsou vrstvy na sebe sklddany. Po najeti kurzorem na patri¢nou zénu
¢i disk je za pomoci kdédu v jazyce JavaScript zobrazen popisek s identifikatorem ID

a dalsimi hodnotami.
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ID: 1, Radius: 159 px, Confidence: 1,00
4 . T

Obr. 5.3: Prezentace zpracovaného snimku uzivateli v ramci webové aplikace.

Uzivatelské apravy, vysledky méreni z6n

Jak jiz bylo naznaceno, samotné vyhodnoceni vysledkti probiha na strané klienta,
a proto je tato funkcionalita zpracovana zejména v ramci jazyka JavaScript. Aby bylo
mozné vysledky v pixelech prepocitat do hodnot v milimetrech, je nutné umoznit
Petriho misku uzivateli vyklicovat a uvést jeji rozmér. Na obrazku 5.4 je uvedena
cast webové aplikace, ktera se zabyva pravé timto postupem.

Ukazka popisuje stav po stisknuti tlacitka s ndzvem ,Segment out the dish*.
Uprostied snimku je vykreslen kruh tyrkysové barvy, ktery znazornuje prave klico-
vanou Petriho misku. Drive viditelné elementy jsou skryty. Kruh je mozné pomoci
kurzoru mysi a podrzenim levého tlac¢itka uvniti ¢tvercového tahla libovolné pre-

mistovat. Kruh je také mozné zmensit prejetim a tazenim kurzoru smérem do nebo
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Obr. 5.4: Cést webova aplikace, kde je umoznéno uzivateli vykliovat Petriho misku,

a tak umoznit prepocet velikosti inhibi¢nich zén v pixelech na milimetry.

od stfedu tahla. Paklize je uzivatel s vyznac¢enim misky spokojen, pomoci stejného
tlacitka postup ulozi a puvodni elementy jsou opét zobrazeny. Po zadani poloméru
vyklicované misky v milimetrech do pole uvedeného jako ,Dish diameter*, jsou v re-
alném case pruméry inhibi¢nich zén prepocteny do velikosti v milimetrech, coz je
vidét na obrazku 5.6.

Béhem pouzivani aplikace je mozné, ze bude zapotiebi upravit automaticky vy-
generovanou pozici antibiotického disku, nebo velikost vygenerované inhibi¢ni zény
v jeho blizkosti. Proto lze kazdy ramecek oznacujici antibioticky disk libovolné pre-

mistit, zveétsit, zmensit a nebo upravit jeho pomér stran. Jelikoz je jeden vysledek
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reprezentovan nékolika prekryvajicimi se elementy a u kazdého by méla byt moznost
jeho interaktivni upravy uzivatelem, byl implementovan systém tahel zobrazeny na
obrazku 5.5.

N
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Obr. 5.5: Tahla jednotlivych ramecki slouzici pro zménu pozice a rozméru vysledku.

Kazdy vysledek zobrazeny na snimku je tedy ve skutec¢nosti reprezentovan nejen
zelenym ohranicujicim rameckem a cervenym kruhem, ale i péti tahly, které jsou
viditelné pro kurzor mysi, avsak nikoli pro uzivatele. Prosttedni tdhlo slouzi k pre-
mistovani libovolného ramecku v rdmci snimku. Tahla oznacena na obrazku 5.5 jako
SHLC, JHP“ DL“ a  DP“ jsou urCena pro zménu rozméru ramecku, a to v jim
odpovidajicich smérech. Napt. tahlo ,HL“ znacici horni levy roh umoznuje zménu
rozmeéru ramecku ve dvou smérech soucasné, a to od jeho stfedu doleva a nahoru.
Zeleny ramecek je pro kurzor mysi uplné neviditelny, ale ¢ervené ohraniceny kruh
slouzi ke zméné velikosti inhibiéni zony. Jelikoz nejmensi velikost inhibi¢ni zony je
dand velikosti vepsané kruznice zeleného ramecku, doslo by pravé pii této situaci ke
kompletnimu prekryti téchto dvou objekti. ReSenim je fakt, Ze prost¥edni tdhlo tvoii
vzdy 90 % rozméru zeleného ramecku, a tak je mozné v jakémkoliv pripadé s kruhem
reprezentujici inhibi¢ni zénu spolehlivé interagovat. Pi zméné pozice boxu ohranicu-
jici disk nebo jeho rozmérii se v prehledu jednotlivych detekei zmeéni i jistota detekce
z desetinné hodnoty na slovo ,user“ a v plovoucim popisku pak bude tato hodnota
nastavena na ,,User Defined“, a to tak, jak je ukdzano na obrazku 5.6.

Ramecky oznacujici antibiotické disky a jimi vygenerované zony je také mozné
odstranovat a pridavat. Pro odstranovani nechténych vysledkt detekéniho algo-
ritmu je mozné vyuzit tlacitka ,Remove selected box“, ale nejdriv je zapotiebi
dany box oznacit, a to kliknutim levym tlac¢itkem mysi. To je mozné pomoci funkce
handleMouseDownSel, kterd je zobrazena ve vypise 5.8.

Funkce vybrany box vybarvi zlutou barvou a néasledné je mozné vybrany box
spolu se zénou odstranit. Tento postup je zobrazen na obrazku 5.6. K pridavani
novych vysledku slouzi tlac¢itko s nazvem ,,Add new ATB box*“, po jeho stisknuti

je vyvolana JavaScriptova funkce a uprostied snimku se objevi novy box a uzivatel
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1 function handleMouseDownSel (event) {

2

3 // Get parent - bounding box

4 const boundingBox = event.target.parentNode;

5 const value = parselnt (boundingBox.getAttribute("value"));

6 resetMouseDownSel () ;

7

8 // Reset on second click

9 if (selectedBoxId === value) {

10 selectedBoxId = -1;

11 return;

12 }

13 selectedBoxId = value;

14 boundingBox.style.border = "2px dashed yellow";

15 boundingBox.style.backgroundColor = "rgba(255, 255, 0, 0.2)";

16

17 // Get result container with result-id = value

18 const resultContainer = document.querySelector (‘#atb-result-value[value="
${valuel}"] );

19 resultContainer.style.border = "1px dashed black";

20 resultContainer.querySelector ("#result-id").style.backgroundColor = "rgba
(255, 255, 0, 0.5)";

21 resultContainer.querySelector ("#result-px").style.backgroundColor = "rgba
(255, 255, 0, 0.5)";

22

23 // Update removeBoxButton onclick to removeBoundingBox (value)

24 const removeButton = document.querySelector ("#removeBoxButton") ;

25 removeButton.setAttribute ("onclick", ‘removeBoundingBox(${valuel}) ¢)

26}

Vypis 5.8: Funkce handleMouseDownSel v jazyce JavaScript obstaravajici vybirani

jednotlivych detekovanych diskt uzivatelem.

jej muze podle potreb premistit a jeho inhibi¢ni zénu interaktivné zvétsit. Pomoci
tohoto postupu a vyuziti jazyka JavaScript je mozné vse vyse uvedené provadét

dynamicky a usnadnit tak praci uzivatele.
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-gg- Al Hub Home Laboratory Analyzer (Preview) AST Privacy Register Login

Soubor nevybran. Enable configuration

ID: 0 1 2 Add new ATB box

4
Confidence: user user 1,00 1,00
Measured diameter (px): 328 | 368 | 358 326

Measured diameter (mm): 31.68 || 35.54 34.57 31.48

e aenaus M Dish diameter: |90 = | mm

Obr. 5.6: Ukazka celé webové aplikace se zamérenim na tipravu vysledkt uzivatelem.
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Zavér

Zameérem této bakalarské prace bylo aplikovat metody umélé inteligence, strojového
uceni a algoritmt zpracovani obrazu v oblasti méreni citlivosti na antibiotika. Po-
moci téchto postupt pak konkrétné zautomatizovat a vylepsit proces vyhodnoceni
diskové diftzni metody, kterd v souc¢asném svété hraje klicovou roli pti stanovovani
Uc¢innosti antibiotik na mikrobidlni kultury.

Prvni kapitola této prace nazvand Meéreni citlivosti na antibiotika se vénovala
ivodu do problematiky oboru méteni citlivosti na antibiotika a popisu soucasné
pouzivanych metod v tomto odvétvi. Druhé kapitola s ndzvem Strojové uceni, po-
jednéavala o oblasti strojového uceni, umélé inteligence a s nimi souvisejicimi tech-
nologiemi zpracovani obrazu, které vyuzivaji modely detekce objektii v obraze. Byla
podrobné popsana architektura slouzici pro detekci objekti — EfficientDet.

V treti kapitole, Navrh feseni, byl nastinén navrh celkového postupu pii im-
plementaci webové aplikace urcené pro pouziti v laboratorich a byly podrobnéji
rozebrany jeji klicové prvky. Dalsi postup byl rozdélen na dvé hlavni ¢asti: detekci
antibiotickych diski a méreni velikosti inhibi¢nich zén. V ramci ptipravy datovych
sad pro prvni ¢ast byla provedena anotace vice nez 3200 snimkt diskové diftzni
metody, které byly poskytnuty spole¢nosti Bruker Daltonics GmbH & Co. KG.
Jednotlivé snimky této sady byly porizeny jak pomoci profesiondlniho laborator-
niho vybaveni (MBT Pathfinder®), tak mobilnimi telefony. Anotované snimky byly
rozdéleny na tii Casti: ¢ast pro trénovani, validacni a testovaci ¢ast. Pri priprave
podkladii pro vyvoj algoritmu na méreni velikosti inhibi¢nich zén byl vytvoren jed-
noduchy program v jazyce Python umoznujici jejich anotaci. Diky dat ziskanych
pomoci tohoto programu bylo mozné v nasledujicich krocich objektivné vyhodnotit
uc¢innost navrzeného algoritmického feseni pro méteni velikosti inhibi¢nich zon.

Ctvrté kapitola, kterda byla nazvana Implementace, pojednava o vyvoji Feseni
jednotlivych komponent pro navrhovanou aplikaci. Byly natrénovany modely de-
tekce objektii v obraze pro detekovani antibiotickych diski za pomoci platformy
TensorFlow, sesitt Jupyter a programovaciho jazyka Python.

V ramci vyhodnoceni modeli byla definovana metrika mAP a byla porovnana
presnost detekce natrénovanych architektur. Model Mask R-CNN Inception ResNet
V2 dosdhl mAP 94,37 % a je nejpresnéj$im, ale také nejvice vypocetné naroénym,
jelikoz primérna doba na zpracovani jednoho snimku timto modelem ¢ini 3 896 ms.
Modely z rodiny EfficientDet dosahuji lepstho poméru mezi nutnym vypocetnim
vykonem a presnosti detekce. EfficientDet DO dosdhl hodnoty m AP 87,43 % s dobou
zpracovani 237 ms a model D2 hodnoty 88,62 % prii 454 ms. Z vyhodnoceni vyplyva,
ze modely jsou spolehlivé a jsou vhodné pro dalsi postup.

Pii implementaci algoritmu pro méreni velikosti inhibi¢nich zén bylo vyuzito
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knihovny OpenCV v jazyce Python a vysledky algoritmu byly statisticky shrnuty.
Vyskyt inhibiéni zony je algoritmus schopny urcit spravné v 95,23 % piipadu a rela-
tivni chyba velikosti poloméru inhibiéni zény je 12,61 %, coz je vzhledem k vysoké
variabilité vstupnich dat vyborny vysledek. Algoritmus je tedy vhodné integrovat
do vysledné aplikace.

Posledni, pata kapitola, nesouci nazev Integrace, shrnula znalosti a postupy
z predchozich kapitol do modulu webové aplikace spole¢nosti Bruker Daltonics
GmbH & Co. KG. Samotna aplikace byla vyvinuta pomoci platformy ASP.NET
a programovacich jazyku C#, JavaScript a CSS. Obé klicové ¢asti byly pro im-
plementaci v ramci webové aplikace upraveny. Pro integraci natrénovanych modeli
byl pouzit ekosystém ONNX. Algoritmicky postup vyhodnoceni velikosti inhibi¢nich
zom byl prepsan do jazyka C++, coz umoznilo jeho integraci do dynamické knihovny
DLL a jeho vyuziti ve vysledné webové aplikaci.

Vysledkem celého vyvoje, a tedy i celé této bakalarské prace, je funkéni a pre-
hledna webova aplikace, ktera je vhodna pro pouziti v siroké skale laboratori. To je
umoznéno vyuzitim detekénich algoritmii a neuronovych siti, pomoci kterych lze ve
vysledné aplikaci zpracovat rtizné variabilni vstupni data, véetné snimki porizenych
mobilnim telefonem. Tento pristup vede k dalsimu rozsiteni metody a k celkovému
usnadnéni postupu pii vyhodnocovani diskovych diftiznich testti.

Jednotlivé postupy uvedené a pozdéji integrované do vysledného feseni byly pre-
zentovany jako védecky ¢lanek na studentské konferenci EEICT 2024, coz mimo jiné
umoznilo ziskat cennou zpétnou vazbu, kterd do této bakalarské prace mohla byt

zakomponovana.
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Seznam symboli a zkratek

AP

AST

ATB

BiFPN

DLL

GPU

mAP

ICE

IoU

MIC

RelLU

ROI

Priamérna presnost detekce — Average Precision
Meéfeni citlivosti na antibiotika — Antibiotic Susceptibility Testing
Antibiotika, antibioticky

Vazena dvousmérna pyramidova sif priznakt — Weighted

Bi-Directional Feature Pyramid Network
Dynamicka linkovana knihovna — Dynamic Link Library
Graficky procesor — Graphics Processing Unit

Metrika pro hodnoceni t¢innosti detekcnich modelit — Mean Average

Precision
Algoritmus iterativniho rozsitovani kruhu — Iterative Circle Enlarging

Mira prekryvu mezi predikovanou oblasti a skutecnou oblasti —

Intersection over Union
Minimalni inhibi¢ni koncentrace — Minimum inhibitory concentration
Typ aktivac¢ni funkce jedné realné proménné — Rectified Linear Unit

Oblast zajmu — Region of Interest
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A Obsah elektronické prilohy

V archivu elektronické prilohy se naléza rada zdrojovych soubori. Skript vytvo-
feny v jazyce JavaScript, ktery zajistuje podporu klavesovych zkratek ve webové
aplikaci makesense.ai ze sekce 3.1, je uveden v souboru KeyBindings.js. Sou-
bory vytvoreného programu pro anotaci inhibi¢nich zon ze sekce 3.2 jsou uvedeny
v adresari ZoneMarker. Zde uvedeny soubor zone_marker.py slouzi ke spusténi
programu a podadresal zm_data obsahuje data potfebna pro jeho chod. V sesitu
ATBDiskModelTraining. ipynb je uveden postup pro trénovani modeli ze sekce 4.1.
Algoritmus pro méreni velikosti inhibi¢nich zén vyvijeny v jazyce Python, ktery
byl uvedeny v sekci 4.2, se nachazi v Jupyter sesitu InhibitionZoneFinder.ipynb.
Zdrojovy kod v jazyce C++, ktery byl pouzit pro vytvoreni dynamické knihovny
v sekci 5.2, je umistén v adresari InhibitionZoneFinderDLL. Dalsi soubory jsou
soucasti vyvijeného webového modulu, ktery je popsan v sekci 5.3 a nachazi se v
adresari WebAppModule. Jednotlivé tiidy pro zpracovani snimki jsou v podadresari
ASTImageProcessing. Soubory z webové stranky vytvorené pomoci ASP.NET jsou
uvedeny v podadresari Pages. Kaskadové styly a JavaScriptovy kod je uveden v

podadresari wwwroot.

elektronicka-priloha..........coovuuunennn. korenovy adresar prilozeného archivu

| ATBDiskModelTraining.ipynb

| InhibitionZoneFinder.ipynb

| InhibitionZoneFinderDLL

t AstDiffusionZoneFinder. cpp
AstDiffusionZoneFinder.h

| KeyBindings.js

| WebAppModule

| ASTImageProcessing

tATBDiskDetector .cs
ZoneFinderWrapper.cs

| DataStructures
L BoundingBox.cs

| Pages

| AST.cshtml

| AST.cshtml.cs

| AST.cshtml.FormData.cs

| AST.cshtml.FormDataVerifier.cs

| AST.cshtml.FormInputHandler.cs

| wwwroot

| AST.css
| AST.js
| _ZoneMarker

t zm_data
zone_marker.py
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