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Kapitola 1. Uvod 1

1 Uvod

Tato diplomova prace vznikla jako zadvére¢na prace studia navazujiciho magisterského
oboru Aplikovana informatika na P¥irodovédecké fakulté Jihoceské univerzity v Ceskych
Bud¢jovicich. Motivaci ke vzniku prace je potieba feSeni automatizovaného zpracovani dat
z vetejn¢ dostupnych zdroji, zejména z webovych serverd. Prace je zaméfena na
specifickou oblast realitni inzerce, nicméné popsané algoritmy a postupy mohou byt
vyuzitelné 1 pro zpracovani jiného nestrukturovaného obsahu. Automatizovanym
zpracovanim dat je mysleno takové zpracovani, které umozni v datech jednoduchym
zpusobem vyhledavat, ziskavat z dat poZadované idaje ve strukturované formé, popt. data
srozumitelnym zptisobem prezentovat uzivateli. Zvlastnim piipadem zpracovani je
sjednoceni dat ziskanych z riznych zdroji. Konkrétné v ptipad¢ realitni inzerce je tim
myslena jakasi agregace inzeratl a jejich uloZeni a zpracovani v jednom informacnim
systému.

Zpracovana témata jsou volena tak, aby bylo mozné prezentovat zajimava feSeni
zdanlivé jednoduchych problémd, které jsou ovSem obtizné feSitelné béznymi algoritmy a
pro jejichz feSeni jsou vyuzitelné algoritmy a techniky strojového uceni.

1.1 Cile prace

Vysledkem prace by mél byt prehled algoritmt, postupl a ndvrhi feSeni vyuzitelnych
pro vytvoreni aplikace, kterd koncovému uzivateli poskytne:

* nestrukturované vyhleddvani inzerati dle zadaného textu, ktery se v inzeratu
vyskytuje — tj. fulltextové vyhledavani, které umoziuje vyhledani pozadovaného
inzeratu dle lokality, popisu nemovitosti, vybaveni, apod.,

* filtrovani inzerat dle ceny nemovitosti ziskané z ¢astecné strukturovanych udaji
pii pfedzpracovani textu inzeratu,

e filtrovani inzerati dle vybranych kritérii, jako typ inzerce (prodej, pronajem,
poptavka, apod.) nebo kategorie nemovitosti (byt, dim, chata, komercni prostor,
apod.) ziskanych metodami strojového uceni (jde o aplikaci problému
klasifikace),

* spojeni totoznych inzeratl ve vysledcich vyhledavani (jde naptf. o duplicitné
zvetejnéné inzeraty, nebo inzeraty tykajici se stejné nemovitosti zveiejnéné na
riznych inzertnich portdlech); sloucenim totoznych inzerath je v nckterych
piipadech mozné ziskat o podrobnéjsi informace o nemovitosti,'

*  vyhledani podobnych inzeratl k zobrazenému inzeratu; jde o obdobu zobrazeni
podobného zboZi k vyrobku zobrazeného v e-shopu.?

[

Podrobnosti 0 moznostech vyuziti spojeni totoznych inzerati jsou uvedeny v kapitole 4.

2 Tento zptisob pouziti neni mozné zameéiovat se zobrazovanim doporuc¢eného zbozi nebo zbozi, které si
také zakaznici koupili spoleéné s danym vyrobkem. V takovém piipadé¢ by se jednalo o odlisnou tlohu
data miningu, a sice analyzu nakupniho kosiku realizovanou vyhledavanim tzv. asociacnich pravidel.



2 1.1 Cile prace

Préci tvoii dvé ¢asti. Teoretickou Casti prace je provedeni analyzy a popisu vybranych
algoritmu, které je mozné pro naplnéni vySe uvedenych cili vyuzit. Praktickou casti prace
je navrh a implementace aplikace, kterd uzivateli poskytne konkrétni softwarové nastroje
spliujici vySe uvedené cile. Jedna se o prototypové feSeni jednoduchého Information
Retrieval’ systému, ktery dokaze ziskat data z nékolika vefejné dostupnych inzertnich
portall, tato data zpracovat a umoznit uzivatelsky srozumitelné a jednoduché vyhledavani
v databazi ziskanych inzeratt.

1.2 Usporadani textu

Text prace je rozdelen do deviti kapitoly. Prvni dvé tvoti tvod prace a popis feSeného
problému. Druhé kapitola je vice zaméfena na popis specifik realitni inzerce a pfedstaveni
procesu data miningu. Tteti kapitola je Gzce zaméfena na feSeni problému ziskani dat z
vefejné dostupnych realitnich serverii. Ctvrtd az sedméa kapitola se zabyvaji vlastnim
zpracovanim realitnich inzerati a postupy pro dolovani dat. Soucasti téchto kapitol je
vysvétleni principu vybranych algoritmi a odkaz na jejich implementaci v prototypovém
feSeni. Osma kapitola popisuje obecnou architekturu prototypového feseni vytvoreného v
ramci prace. V této kapitole je pfedstaveno i uZzivatelské rozhrani umoziujici ovéteni
vysledki prace. V zavérecné devaté kapitole jsou uvedeny nékteré ndmety na dalsi mozné
vyuziti vysledkl préce.

1.3 Prilozené DVD

Na pfilozeném DVD jsou uloZzeny kompletni zdrojové kody zahrnujici implementaci
vSech popsanych algoritmt a prototypového feSeni. K dispozici je i1 spustitelnd verze s jiz
ptipravenou databazi inzeratl ziskanych v dobé tvorby préace.

Celou praci v elektronické formé vcetné obsahu DVD je rovnéz mozné stdhnout z
internetové adresy: https://sites.google.com/site/thondiplomka/.

1.4 Pouzité technologie

Prototypové feseni je vyvinuto v prostiedi Microsoft .NET Framework 4.5 s pouzitim
vyvojového prostiedi Microsoft Visual Studio 2012. V jednotlivych projektech jsou
vyuzity nasledujici knihovny:

 HTML Agility Pack 1.4.6,

* System.Data.SQLite 1.0.88 (ADO.NET ovladac obsahujici SQLite verze 3.7.17),
* Lucene.NET 3.03 a

* Log4net 1.2.11.

3 Pojem Information Retrieval je blize vysvétlen v kapitole 2.2.



Kapitola 2. Ziskavani informaci z realitni inzerce 3

2 Ziskavani informaci z realitni inzerce

Existuje velké mnozstvi internetovych portali zaméfenych na poskytovani urcitého
typu obsahu a na urcitou oblast uzivatelli, ktefi jejich sluZzeb vyuZivaji. Jednim typem z
nich jsou portaly zaméfené na realitni inzerci, jejichZ zpracovanim se zabyva tato prace.
Zamérné zde neuvazujeme jiné zdroje realitni inzerce, jako jsou napf. noviny. U takovych
zdrojii témef neprichazi v uvahu jakékoliv jejich automatizované zpracovani pomoci
vypocetni techniky. Navic vzhledem k vyraznym odliSnostem ve formé zvetejiiovani
inzerce by pravdépodobné byly mnohé postupy rozebrané v této praci nepouzitelné.

Obsah zvetejiiovany na realitnich portdlech méa sva specifika. Néktera specifika je
samoziejm¢ mozné pozorovat i u jinych typl obsahu. Velmi Castym typem obsahu, pokud
pochopitelné pomineme obecny webovy obsah zpracovdvany internetovymi vyhledavaci,
jsou napt. zpravodajské weby nebo internetové obchody. Existuje spousta systémil, které
urcitym zpusobem data z téchto portalt ziskavaji, dale zpracovavaji a agreguji a poskytuji
uzivatelim mnozstvi nastrojii pro vyhledavani ¢i jiné zpracovani takového obsahu. Pokud
se podrobnéji zaméfime na obsah realitni inzerce zvefejiilované na internetu, miizeme
pozorovat nékolik charakteristickych ryst.

Mnozstvi dajli v inzeratu je relativné malé. D4 se fici, ze je do urcité miry podobné
napt. s mnozstvim udaji zvetejiovanym u zbozi v internetovém obchodu. Text je Casto
tvofen spiSe jednoduchymi vétami nebo dokonce pouze slovnimi spojenimi. Naproti tomu
obsah zvetejiiovany na zpravodajskych serverech je Casto vyrazné obsahlejsi a obsahuje
souvisly text tvofeny pievazné souvétimi. MnoZstvi textu pro zpracovani je mnohdy
zdsadni pro aplikaci nékterych algoritmii strojového uceni. Napiiklad problémem
klasifikace kratkych textl ¢i problémem vyhledavani duplicitniho obsahu v piipadé
kratkého textu se zabyvaji Clanky [1], [2] a [3]. Jak bude patré z vysledkl prace, pro
potieby zpracovani realitni inzerce je mozné i pies uvedena specifika povaZzovat obsah
inzerata za standardné dlouhy text.

Ve vétsine piipadu je Cast tidajii v obsahu inzeratu dostupna ve strukturované podobg.
Podobné jako v predchozim ptipadé mizeme i zde pozorovat podobnost s internetovymi
obchody, na rozdil od zpravodajskych portali. Nékteré vlastnosti popisujici inzerovanou
nemovitost jsou na portalu zobrazovany v odd€lené tabulce spole¢né s nazvy jednotlivych
vlastnosti. Casto byva oddélené od vlastniho textu inzeratu uvedena cena, lokalita, typ
nemovitosti, kontaktni Gdaje inzerenta a dal$i idaje. Nekteré z téchto udaji je mozné
piimo ziskat parsovanim webové stranky, zpracovanim textu s pouzitim regularnich
vyrazl, apod. Jde o techniky souhrnné nazyvané Web Scraping nebo jen scraping.'
Takovou extrakci tdajii je mozné velmi snadno automatizovat pro jeden konkrétni realitni
portal, naopak pomérné obtizné je automatizovat ji pro obecny internetovy obsah.

Ptedchozi dva rysy byly pro inzerci podobné s internetovymi obchody. U nasledujicich
dvou je tomu naopak. Z textu zvefejnéné¢ho inzerdtu je prakticky nemoZné ziskat
jakoukoliv jeho jednoznacnou identifikaci pro ucely ztotoznéni shodnych inzerath
zvetejnénych na rGznych portalech. Zbozi v internetovém obchod¢ je Casto oznaceno

1 Viz http://en.wikipedia.org/wiki/Web_scraping.
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pfiznacnym nazvem ¢i modelovym oznacenim. U inzerati je podobny problém jako v
ptipadé zpravodajského ¢lanku. Ackoliv inzerat je ¢asto dobfe strukturovany, téméf nikdy
neobsahuje udaj, ktery by ho mohl jednozna¢né identifikovat. Nékteré portaly uvadeji v
inzerati Cislo zakazky. To je vSak jednoznacné pouze v ramci jednoho portalu. Nékteré
portaly dokonce zamérné zatrazuji do vyhledavani jeden inzerat vicekrat z odlisSnym cislem
zakdzky. Mizeme se pouze domnivat, zda je to obrana proti systémiim, které inzeraty
agreguji, nebo zda se portaly snazi zvySit Sanci vyhledani inzeratu v internetovych
vyhledavacich. V kapitole 7 uvidime, jakym zplsobem je mozné zjistit, zda se jedna o
totozné inzeraty. A to i ptes jejich odlisné oznaceni, které je zdanliveé jednoznacné.

Poslednim zminénym rysem realitni inzerce je velmi kratkd trvanlivost obsahu. Tim je
mysleno, Ze zvetfejiované inzeraty se velmi Casto méni, pfi¢emz neplatné inzeraty jsou
prubézné odstraiiovany z vyhledavani. Neni vyjimkou, kdy platnost inzeratu je pouze jeden
az n€kolik dni. Pro systém, ktery se snaZi inzeraty automatizované zpracovavat, tedy
vznikd problém s aktualizaci databaze inzeratd. Doba zvetejnéni nabidky konkrétniho
zbozi v internetovém obchodu bude vétSinou delsi. Malokteré zbozi je v nabidce pouze
nekolik dni. V pfipadé zpravodajskych serverii mizeme dokonce tvrdit, ze trvanlivost
obsahu je téméf neomezend. Rada portali poskytuje dokonce i archivy velmi starych
¢lankd.

7 =

2.1 Moznosti vyuziti informaci

Jednotlivci z fad vefejnosti nebo firmy maji rizné potieby vyuziti udaji ziskanych z
realitni inzerce. Pivodem téchto potieb mohou byt bud’ osobni z4jmy nalezeni vlastniho
bydleni ¢i naopak prodej vlastni nemovitosti. Mnoho lidi zcela urcité vyuziva realitni
inzerci pouze za Uelem vytvofeni piedstavy o cendch nemovitosti. Pon€kud odlisné
potfeby mohou mit firmy zabyvajici se zprosttedkovanim prodeje nemovitosti. Takové
firmy budou mit potfebu vyuzit udaje z realitni inzerce primarné za ucelem nalezeni
vhodného poptavajiciho ¢i nabizejiciho a ndsledné nalezeni vhodné protistrany ve vlastni
databdzi klientt.

Z uvedenych potieb je mozné vyvodit i zdkladni zpisoby vyuziti systému pro
automatizované zpracovani inzerce. Pravdépodobné nejsnazSim zplsobem vyuziti je
ad hoc vyhledavani v databazi inzerati. Pod timto oznacenim si mlizeme piedstavit
pocitacovy software, ktery uzivateli poskytne moznosti vyhledavani v obsahu inzeratu,
popf. bude inzeraty urcitym zptisobem kategorizovat a vytvaret tak jakysi katalog. S timto
zpusobem vyuziti souvisi 1 problém spojeni stejného ¢i podobného obsahu z riiznych
zdrojii do jedné kolekce. Obdobu miizeme opét nalézt u internetovych portalt, které
sdruzuji nabidky zbozi z internetovych obchodi nebo sdruzuji clanky publikované
zpravodajskymi servery.? Cinnost vedouci k nalezeni a ziskani informaci z takto pfipravené
kolekce dokumentii je oznacovéna jako Information Retrieval. Pravé tento zplusob vyuziti
realitni inzerce tvofi hlavni népln této prace.

DalSim zplisobem vyuziti je monitoring realit, kterym se u nas komercné zabyva
nekolik firem. Jde o pomérné specifickou oblast zdjmu, kterd uzce souvisi s pfedchozim
zptisobem vyuziti. Hlavnim poZadavkem na pocitacovy systém je v tomto piipadé
automatické upozornovani uZivatele o vyskytu nového inzeratu, ktery odpovida zadanym

2 Znamé jako srovnavace i agregatory.
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parametrim. Vznika zde tedy urcitd potieba strukturovaného vyhledavani a velmi cCasté
kontroly existence inzeratl na realitnich portalech.

Oba piedchozi zplsoby vyuziti mohou byt, a vétSinou i jsou, cileny na Sirokou
vefejnost. OdliSnym zplsobem vyuziti realitni inzerce miiZze byt nejriznéjSi analyticka
¢innost. Jejim pfedmétem muZe byt provadéni cenovych odhadl, vytvareni cenovych map
¢1 provadéni marketingovych prizkumi. Zajmovou skupinou mohou v tomto piipadé¢ byt
realitni kancelafe, odhadci nemovitosti ¢i nezavisli analytici. Tato problematika jiz
piekraCuje ramec této prace.

2.2 Information retrieval

V [4] je nastinén piiklad Information Retrieval problému,’ jako potieba vyhledavani
informaci v néjaké kolekci dokumenti. Kolekci dokumenti mutze byt napt. sbirka
publikaci v knihovné, vefejné dostupny internetovy obsah nebo v naSem piipad¢ databaze
realitnich inzeratl ziskanych z rznych vetejnych realitnich portalt. Lidé, kteti potiebuji v
takové kolekci vyhledavat, neznaji jeji cely obsah. Ten muze byt velmi rozsahly a citat
fadove sta tisice ¢i miliony dokumentli. V piipadé obecného internetového obsahu jde
dokonce o miliardy dokumentii. Zcela ptirozeny je vSak pozadavek v takto obsahlé kolekci
dokumentii vyhledavat urcité pozadované informace a ty pak dale vyuzit, popf. i strojové
zpracovat. Cinnost vedouci k ziskani pozadovanych informaci se nazyva Information
Retrieval. Pocitacovy systém, ktery poskytuje nastroje pro ziskani pozadovanych
informaci, oznac¢me jako Information Retrieval System nebo zkracené IR System.

Jednim ze zplsobii vyhledavani udajii z databazi je tzv. strukturované vyhleddvani,
které je velmi Casto realizovano relacnim databazovym systémem. V relacni databazi jsou
uloZena strukturovand data, ve kterych je mozné vyhledavat zaddnim SQL dotazi. Ty
umoznuji velmi snadno kombinovat a pomérné presné definovat podminky vyhledavani.
Jiz z textu dotazu je ziejmé, jaky bude obsah vyhledanych zaznamt. Napiiklad tento
jednoduchy dotaz:

SELECT Title, Text, Price FROM Adverts WHERE Price <= 12000 AND
Locality = 'Ceské Budé&jovice'

zajisti vyhledani vSech inzeratd tykajicich se nemovitosti v Ceskych Budgjovicich s cenou
nizsi nebo rovnou 12 000 K&. Nespornou vyhodou tohoto ptistupu je piesnost vyhledavani.
Miizeme téz predpokladat, ze stejny dotaz bude mozné bez zmény vyuzitelny i1 v piipadé
zmény obsahu databaze. Nevyhodou je vSak nutnost velmi piesného ulozeni dat v databazi.
Pti ziskdvani udaji z vefejné dostupnych webovych portdli vétSinou neni mozné
jednoduchym zptisobem ziskat dobfe strukturovana data. Kuptikladu tdaje cena a lokalita,
uvedené v piikladu, nemuseji byt vzdy v inzeratu uvedeny. Cena muze chybét, lokalita
miZze byt uvedena pouze pfiblizn¢, apod. Nékteré dalsi problémy pii ziskdvani udaji z
textu jsou uvedeny v kapitole 2.4.1.

Odlisnym piistupem je vyhledavani pomoci tzv. fiee text queries,’ neboli pomoci
dotazii zadanych ve formé¢ volného textu. Jednd se tedy o formu nestrukturovaného
vyhledavani pouzivanou pfi ziskavani informaci z nestrukturované¢ho textu. Pfi tomto
zpusobu vyhleddvani je mozné zadat dotaz:

3 Kapitola 1.1 — An example information retrieval problem.
4 Viz [4], kapitola 1.4.
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byt prondjem cCeské budéjovice jizni cCechy

Je zfejmé, Ze od strukturovaného dotazu se tento dotaz vyrazné lisi. Napf. neni mozné
jednoduchym zpiisobem zadat podminku omezujici maximalni cenu. Tato informace miize
byt ¢astecné nahrazena vyrazem ,byt pronajem®. Je totiz ziejmé, ze tato kategorie
inzeratl bude nejlépe odpovidat cenové relaci do 12 000 K¢. Kromé toho je mozné
mnohem volné&ji formulovat pozadavek na lokalitu inzeratu. Vyraz ,,5izni &echy™ zajisti
zafazeni inzeratt do vysledkii vyhledavani, ve kterych neni piimo uvedena lokalita Ceské
Budgjovice, ale je zde uvedena oblast Jizni Cechy. Jakym zptsobem je ale mozné cely
dotaz chapat? Pii vyhodnoceni takového dotazu ptedpoklddame, Zze vysledkem
vyhledévani budou takové inzeraty, které nejlépe odpovidaji zadanému dotazu, neboli jsou
mu nejpodobnéjsi. Vyhodou tohoto zpisobu vyhledavani je tedy moznost volného
formulovani dotazu v databazi nestrukturovanych dokument. Naproti tomu je potieba
pocitat s tim, ze vysledek dotazu nemusi zcela pfesné odpovidat tomu, co uzivatel
pozaduje. V takovém piipad¢ je nutné dotaz vhodnym zplsobem upravit a vyhledavani
opakovat. VétSina IR systémil nabizi kombinaci strukturovaného a nestrukturovaného
vyhleddvani. Takovou kombinaci vyhledavani poskytuje i aplikace vytvofena v ramci této
prace.

2.3 Princip fungovani IR systému

Jak jiz bylo uvedeno v ptedchozi kapitole, zdkladem pro vyhledavani ve
strukturovanych datech je nejCastéji relacni databaze. Naproti tomu zakladnim nastrojem
pro vyhledavani v kolekci nestrukturovanych dokumentti je index.’ Jedna se o datovou
strukturu obsahujici sefazeny seznam vSech vyrazl (tzv. terms) vyskytujicich se v databazi
dokumenti.® Vyrazem mize byt slovo, popi. zakladni tvar slova, nebo n&jaka specificka
hodnota vyjadiujici napt. zatfazeni dokumentu do urcité kategorie nebo popisujici néjakou
konkrétni vlastnost. Ke kazdému vyrazu je pfifazen seznam dokumentii, ve kterych se
vyraz vyskytuje (tzv. posting list). V ukdzce 2.1 je zndzornéna struktura jednoduchého
indexu se seznamem piislusSnych dokumentt.

Vyrazy v indexu nemuseji byt pouze jednoduché, jak je uvedeno na ptikladu, ale
mohou byt rozdéleny do tzv. zon. Pomoci zon je mozné oddélit samostatné informace
tykajici se jednoho dokumentu, jako je napf. nadpis inzeratu, text, cena, kategorie, apod.
Dokument mtize tedy byt ¢astecné strukturovany, tj. tvofeny mnozinou vice polozek (tzv.
field). Stejné polozky vSech dokumentli v databazi pak pfedstavuji jednu zonu. Zony je
nasledné mozné vyuzit pro ¢astecné strukturovani vyhledavacich dotazd. V této praci je
tento mechanizmus vyuzit pro vyhleddvani inzerati dle kategorie nemovitosti, typu
obchodu a ceny. V indexu je tedy v samostatné polozce ulozen nazev kategorie, oznaceni
typu obchodu a ¢iselnd hodnota ceny nemovitosti. Podrobnosti o konkrétnim zplsobu
feSeni jsou uvedeny v kapitole 8.

Jakym zptsobem zajistit vyhleddvani v indexu? Nejjednodussim zplsobem je
vyhodnocovani tzv. boolean queries. Jde zplGsob vyhodnoceni dotazu na zaklade
pritomnosti ¢i neptitomnosti zadan¢ho slova v dokumentu. V dotazu je navic mozné slova
kombinovat pomoci logickych operatort AND, OR a NOT. Tento zpiisob vyhledavani byl

5 Casto téz oznaCovany jako invertovany index.
6 V nasem piipad¢ je dokumentem jeden realitni inzerat, nicméné pro zachovani terminologie s pouzitou
literaturou je zde ponechano oznaceni dokument.
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budéjovicich: 1, 2
Dokument 1: byt: 1,2
Prodam byt v Ceskych Bud¢jovicich. teskych: 1,2

Dokument 2: dim: 3

Prondjem bytu v Ceskych Budgjovicich. | koupim: 3
prodam: 1

Dokument 3: pronajem: 2

Koupim diim se zahradou. sahradou: 3

Ukazka 2.1: Ukadzka trech kratkych inzeratii a z nich sestaveného indexu. Obsah indexu je zndzornén v
ramecku, kde u kazdého vyrazu je za dvojteckou oddéleny posting list.

vyuzit i u prvnich internetovych vyhledavaci. V modernich IR systémech se vyuziva
zpusob vyhodnocovani zalozeny na porovnani podobnosti zadaného dotazu s dokumenty
ulozenymi v indexu. Za tim G¢elem je nutné vhodnym zplisobem reprezentovat dokumenty
ve vicerozmérném prostoru, ohodnotit vyznam jednotlivych slov, resp. vyrazi, kterymi je
dokument tvofen a nésledn¢ provést porovnani dokumentli se zadanym dotazem a
vyhodnoceni vyhledavaciho dotazu. Proces vyhodnoceni dotazu se nazyva scoring.

Vhodnym modelem pro reprezentovani dokumentl je Vector Space Model, ktery je
dnes standardn¢ vyuzivan fulltextovymi vyhledavaci. V tomto modelu je kazdy dokument
reprezentovan vektorem, ktery ma tolik slozek, kolik je unikatnich vyrazii v celé databazi
dokumenti. Pfirozené¢ kazdy dokument obsahuje pouze nékolik vyrazi, ostatni slozky
vektoru maji tedy hodnotu 0. Pro vyrazy obsazené v dokumentu je hodnotou piislusné
slozky vektoru hodnota odpovidajici dilezitosti dan¢ho vyrazu, tj. jeho vdha. Jednou z
metrik pro vyjadieni vahy vyrazu je Tf-idf.” Hodnotou je realné ¢&islo definované vztahem

tf-idf,  =tf, , -idf, ,

kde #f,, je pocet vyskytl vyrazu ¢ v dokumentu d (term frequency), idf; je hodnota Inverted
Document Frequency vyrazu t, ktera je definovana vztahem

idf, =log d% ,
t

kde N je pocet vSech dokumentt v databazi a df, je poCet dokumentti obsahujicich vyraz ¢.
Vyznamem ¢&lenu ff je zvyseni vahy vyrazi, které se v dokumentu vyskytuji vicekrat. Clen
idf naopak zajiStuje snizeni vahy vyrazl, které se vyskytuji ve velkém mnozstvi
dokumentti. Vysledna vaha je tedy nejvyssi pro vyrazy, které se vyskytuji vicekrat v daném
dokumentu a nevyskytuji se v ostatnich dokumentech, tedy jsou pro dokument
charakteristické. Naproti tomu malou vahu maji vyrazy, které¢ se ve stejné mire vyskytuji
ve vSech dokumentech v databazi, coz jsou Casto obecna slova, zdjmena, spojky, apod. Pti
vyhodnoceni dotazu je pak vysledné skore pro kazdy dokument urceno jako
Score(q,d)=Y t-idf, , ,
teq

kde d je dokument, pro ktery je skore pocitano a ¢ je zadany dotaz tvoreny jednim ¢i vice
vyrazy. Skore je zarovenl udajem, podle kterého jsou fazeny vysledky vyhleddvani. Na

7  Vzorce uvedené v této kapitole jsou pievzaty z [4], kapitola 6.2 Term frequency and weighting.
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prvnim misté je vysledek s nejvyssim skore, coz odpovidd dokumentu, ktery je zadanému
dotazu nejpodobnéjsi. Zjednodusené¢ mizeme fici, ze dokument je dotazu podobny v
piipadé, ze obsahuje maximum vyrazi, které jsou pro pozadovany dokument typické a
maji tedy vysokou vahu.

Pro implementaci indexu v rdmeci této prace je vyuzita knihovna Apache Lucene.NET.
Tato knihovna poskytuje nizkourovitové API pro tvorbu indexu a pro vyhodnocovani v§ech
vySe uvedenych typi dotazl. Zaroven implementuje uvedeny zplsob vyhodnocovani
dotaz(i a poskytuje piistup k tdajim pouzitym pro vypocet vahy jednotlivych vyrazi.
Napf. je mozné z indexu ziskat pocet dokumentii obsahujicich zadany vyraz nebo pocet
vyskytii zadaného vyrazu v konkrétnim dokumentu. Tyto udaje jsou pfimo vyuzivany pro
feSeni dalSich problémd, jako je klasifikace inzerati ¢i vyhledavani podobnych inzerath.
Kromé bézného vyhodnocovani dotazii umoziuje knihovna filtrovani zaznama dle
zadanych kritérii. Filtrovani omezi mnoZinu vyslednych zdznama tak, Ze zéznamy
neodpovidajici zadanému filtru neovlivni skore ostatnich dokumenti. Filtrovani je vyuZito
napf. pro omezeni inzeratl patficich pouze do vybrané kategorie nemovitosti (byt, dim,
komer¢ni objekt, apod.) Implementace 7f-idf je v prototypovém feSeni obsazena ve tiidé
Thon.WebMining.Utils v projektu Thon.WebMining. Tato implementace je vyuZita pii
klasifikaci a shlukové analyze.®

2.4 Shér a predzpracovani dat

Abychom mohli v IR systému vytvofit databazi dokumentli a zejména index pro
zajisténi vyhledavani, je potieba nejprve ziskat pozadovana data a urcitym zpiisobem je
pfedzpracovat. Pfedzpracovani dat je nutné i pro nasledné vytvoteni a aplikovani data
miningovych modeld. Ty nam umozni ziskat dal§i zajimavé udaje, které nejsou piimo
ulozeny v obsahu inzeratu. V ptipadé této prace se jedna o modely zajist'ujici automatickou
klasifikaci inzerat a vyhledavani podobnych inzeratt.

Sbér dat je v ptipad¢ realitnich serveri relativné jednoducha zaleZitost. V zasad¢ jde o
stazeni webové stranky pomoci HTTP protokolu. Implementace HTTP protokolu je
dostupna pro vétsinu vyvojovych platforem’ a nebudeme se ji blize zabyvat. Nasledné je
nutné zpracovat obsah ziskané HTML stranky. Musime samoziejmé rozlisit stranky
obsahujici cely obsah jednoho inzeratu a stranky obsahujici pouze jejich seznam. VétSina
realitnich portalti zobrazuje nejprve seznam inzerat, ze kterého je mozné se pomoci
odkazli navigovat na konkrétni inzeraty. Cast systému, kterd provadi takové prochazeni
webovych stranek se nazyva crawler. Podrobnosti o zpracovani a prochazeni webovych
stranek a o navrhu konkrétniho feSeni pro potieby zpracovani realitni inzerce jsou uvedeny
v kapitole 3.

24

vSechny realitni portaly totiz poskytuji udaje strukturované. Napt. na nékterych realitnich
portalech je cena inzeratu uvedena v samostatné ¢asti HTML stranky a je mozné pfi jejim
parsovani jednoznacn¢ identifikovat HTML element, ve kterém je cena inzeratu uvedena.
Na nékterych portalech je cena inzeratu uvedena pfimo v textu inzeratu. Je tedy ziejmé, Ze
urcita cast predzpracovani dat musi byt provedena pro kazdy realitni portal samostatné. V

8 Pojem shlukova analyza je blize vysvétlen v kapitole 2.5.
9  V prostfedi NET Frameworku miZzeme napf. vyuzit APl System.Net.WebClient nebo
System.Net.HttpWebRequest.
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Nazev Hodnota

Nadpis S - Prodej udrzovaného druzstevniho bytu 1+kk, 38 m2, Praha 17 Repy, ul.
Bazovského

Cena 1430 000 K&

Text Prodej udrzovaného druzstevniho bytu 1+kk, 38 m2, Praha 17 Repy, ul.
Bazovského. Nabizime k prodeji pekny byt 1+kk v druzstevnim vlastnictvi,
nachézvejici se ve 4. patfe zrekonstruovaného panelového domu s vytahem v
Praze Repich. ...

Lokalita Praha 6, Repy, Bazovského

Cislo zakazky RI-AN7631T6

Pocet podlazi budovy 8

Poschodi 5

Uzitna plocha 38 m

Konstrukce budovy panelova

Stav budovy po celkové rekonstrukeci

Stav bytu po rekonstrukci

Lokalita objektu centrum obce / mésta

Topeni ustfedni - dalkové

Zdroj: http://reality.idnes.cz/detail/prodej/byt/1 +kk/praha-repy-bazovskeho/6968506 ze dne 15. 9. 2013

Priklad 2.1: Priklad datové struktury pro uchovani inzerdtu v pomocné databazi, kterd je vystupem
crawleru. V tabulce je uveden priklad dobre strukturovanych udajii zverejnénych realitnim portdlem.

pfipadé€ této prace je tato Cast predzpracovani soucasti crawleru, jehoZ vystupem je datova
struktura obsahujici textové udaje ve formé dvojic: [ndzev, hodnota]. V naprosté vetSing
pfipadll je mozné z inzeratu ziskat minimaln¢ dvé takové dvojice, z nichZ jedna obsahuje
nadpis inzeratu, druha text. Velmi €asto je mozné ziskat z inzeratu dalsi udaje, jako je cena,
lokalita, dispozice bytu a dal$i idaje o nemovitosti. V piikladu 2.1 je vidét obsah takové
datové struktury. V nékterych ptipadech je vhodné inzerat strukturovat do vice urovni, kdy
hodnotou jedné dvojice v datové struktuie neni prosty text, ale dalsi seznam dvojic [nazev,
hodnota]. Dalsi zpracovani inzeratli probihd jiz pouze s vyuzitim takto ziskané datové

struktury.

V této fazi prfedzpracovani je mozné z ptipravené datové struktury ziskat n¢které tidaje
pomoci technik scrapingu. Ptikladem je jiz zminéna cena inzeratu, jejiz ziskani je ve
vétsin€ piipadu feSitelné pomoci regularnich vyrazl ¢i jednoduchych pravidel. U portald,
které uvadéji cenu inzeratu oddélen¢ od ostatniho textu, sta¢i z pripravené datové struktury
pouzit tu, kterd obsahuje cenu. V ostatnich pfipadech je nutné cenu vyhledavat v textu
inzeratu. Nékteré slozitéjsi problémy ziskani udaji z textu inzeratu jsou uvedeny v kapitole
2.4.1. V této praci je jako soucast prototypového feSeni implementovano ziskani ceny
inzeratu. Reseni tohoto problému je podrobngji popsano v kapitole 8.4.

Dalsi fazi predzpracovani je zpracovani textu inzeratu pro ucely vytvoreni indexu a
nékterych data miningovych modelt. Tento proces zafina tzv. fokenizaci textu, tedy jeho
rozdélenim na slova ¢i vyrazy. Z jednotlivych slov jsou vypusténa tzv. stop slova, ktera
nemaji zadny vyznam pro dal§i zpracovani. Jedna se o slova, ktera nenesou Zadnou
informaci tykajici se nemovitosti, jako jsou napiiklad ptredlozky, spojky, ukazovaci
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Pivodni text Vysledek predzpracovani
Prodam byt v Ceskych Budgjovicich. prod byt ¢esk budéjovik

Pronajem bytu v Ceskych Bud&jovicich. prongj byt ¢esk budéjovik

Koupim diim se zahradou. koup dom zahrad

Tabulka 2.1: Vysledek predzpracovani textu pomoci knihovny Apache Lucene.NET a implementace
stemmeru pro cCesky jazyk

zajmena, nékteré tvary sloves byt a mit, apod. Zbyvajici vyznamova slova jsou ptevedeny
na urcity normalizovany tvar. Existuji v zasad¢ dva pfistupy k normalizaci slov. Jednim z
nich je pfevedeni na zékladni tvar, kterym je u podstatnych jmen tvar v 1. padu jednotného
Cisla, u sloves pak 1. osoba jednotného ¢isla v pfitomném case. Tento zptisob normalizace
je nazyvan lemmatizace. V ptipade, kdy nepotfebujeme koncovému uzivateli prezentovat
zékladni normalizovany tvar slova, posta¢i jednodussi zpiisob zpracovani, pii kterém ze
slova pouze odstranime koncovky a ziskame tak kofen slova. Dulezité je pouze to, aby
rizna slova majici stejny kofen byla pifevedena pokud mozno na stejny zakladni tvar. Tento
proces je oznacovan jako stemming a je vyrazné sndze implementovatelny za pomoci
relativné jednoduchych algoritmt. V piipadé pouziti jednoduchého algoritmu je vSak
potieba pocitat s ur¢itou mirou nepiesnosti, kdy vysledkem zpracovani urcitého slova neni
jeho spravny koten. V tabulce 2.1 je vidét vysledek predzpracovani texta kratkych inzerath
z obrazku 2.1 (strana 7).

Jako implementace nastrojii pro ptredzpracovani textu v této praci je pouzita jiz
zminéna knihovna Apache Lucene.NET. V ramci prace byla pfevzata implementace
stemmeru pro Cesky jazyk,'® ktera v této knihovné chybi, nicméné je obsazena v puvodni
knihovné Apache Lucene pro prostfedi Java, na které je Apache Lucene.NET zaloZena.

2.41 Problémy pfri ziskavani udaja z textu

Jak jiz bylo uvedeno v ptedchozi kapitole, souc¢asti prace je i1 jednoduché feseni ziskani
ceny z textu inzerdtu. Pro zajiSténi urcité spolehlivosti je nutné pamatovat na rizné
zpusoby formatovani ceny. Jde o rGzné pouZiti oddélovacli fadh (mezera, popf. jiny
oddélovac, nahrazeni bezvyznamovych nul zkratkou (napf. 10 tis. namisto 10 000), rizné
oznaceni jednotky (napt. K¢, K&/mésic nebo symbol ,--). Dal§im problémem muZe byt
uvedeni n€kolika cen v textu inzeratu, z nichz pouze jedna ma pozadovany vyznam a
ostatni jsou pouze dopliujici (napf. kromé ceny ndjmu muze byt v inzeratu uvedena vyse
kauce a samostatné uvedend vyse poplatki).

Podobnym problémem jako v pfipadé zjiSténi ceny nemovitosti mize byt problém
vyhledani kontaktnich udaji. Ve vétsin€ pripadu je tento problém opét fesitelny technikami
scrapingu. Pomoci regularnich vyrazii je mozné popsat obecny zépis e-mailové adresy,
internetové adresy nebo telefonniho ¢isla. Takové udaje mohou byt dale vyuzity napt. pro
ztotoznéni inzerenta, ktery zvetejiiuje nekolik riznych inzeratl, nebo jen pro piehledné
zobrazeni ve vysledcich vyhledavani.

Vv

SlozitéjSim problémem je zjiSténi lokality z textu inzeratu, kterd navic nemusi byt
pfesné urcena. Pro vyhledani nazvi ulic, obci, mést ¢i krajii bychom mohli vyuzit néjaky
pfedem piipraveny seznam. Vhodnym zdrojem by mohla byt napt. vefejné¢ dostupna

10 Konkrétné jde o tfidu Thon.WebMining.Utils.Analyzers.CzechStemmer v projektu
Thon.WebMining.
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databaze RUIAN (Registr uzemni identifikace, adres a nemovitosti), kterou spravuje Cesky
ufad zeméméticsky a katastralni. Vyhodou databdze RUIAN je to, Ze obsahuje kompletni
seznam adresnich mist v Ceské republice. Byla by tedy vyuZitelnd pro vyhledavani
spravnosti ulic v urcité obci nebo pro zjisténi do jakého okresu ¢i kraje dand obec patii.
Tato databaze dokonce obsahuje nazvy obci ve vSech padech kromé patého, coz umoznuje
presnéjsi vyhledani ndzvu obce v textu inzeratu. I v pfipadé vyuziti takovéto referencni
databaze je potieba pamatovat na mozné nepiesnosti v textu zpiisobené napfi. pieklepy v
nazvu mést a obci, popt. pouzitim zkratek u viceslovnych nazvi. Je ziejmé, ze piesné
zjisténi lokality z nestrukturovaného textu inzeratu neni trivialni zalezitosti.

2.5 Data Mining

Dolovani dat neboli Data mining ptedstavuje proces ziskavani uzite¢nych informaci z
dat. Jde pfitom o informace, ktera nejsou v datech piimo obsazena. Takovymi informacemi
jsou Casto skryté zavislosti v datech. Primarnim zdrojem dat v tomto procesu jsou data
ulozenéd ve strukturovanych databazich. Specifickou disciplinou je dolovani informaci z
textu neboli Text mining, ktera se zabyva zpracovanim nestrukturovanych dat.

Data mining i text mining se mimo jiné zabyvaji dvéma zakladnimi ulohami. Jednou z
nich je tfidéni dokumentii do ptedem urcenych skupin neboli tfid, tj. problém klasifikace.
Druhou tulohou je seskupovéani textl podle podobnosti bez ohledu na pojmenovani
vzniklych skupin. ZplGsobem feSeni tohoto problému je tzv. shlukova analyza. V obou
ulohach jde o nalezeni jistych podobnosti mezi realitnimi inzeraty. Existuje celd tada
dal$ich uloh, kterymi se data mining zabyva, pro naplnéni cili této prace se budeme dale
podrobnéji vénovat dvéma vyse uvedenym.

Proces data miningu zahrnuje krom¢ dolovani informaci nékolik dalSich fazi, kterymi
je nutné projit, abychom mohli ze zdrojovych dat ziskat pozadované informace a ty
vhodnou formou prezentovat uzivateli. Cely proces je znazornén na obrazku 2.1. Selekei
dat je v naSem piipadé ziskani inzeratl z realitnich portala. Selekce tedy piimo vyplyva ze
zadani feSené¢ho problému. Predzpracovani dat zahrnuje vytvoieni datové struktury
obsahujici jednotlivé Casti inzeratu popsané v kapitole 2.4 a zndzornéné v prikladu 2.1
(strana 9), ptfipadné ziskani nékterych konkrétnich tdajii z inzeratu (v naSem piipadé
zejména ziskdni ceny nemovitosti). V ramci transformace dat je proveden vybér

selekce predzpracovani transformace dolovani interpretace

WWWwW
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databaze predzpracovana transformovana
inzeratud data data

zdrojova data model vysledky

Obrazek 2.1: Proces dolovani dat (s upravami prevzato z [5], kapitola 1, obr. 1)
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specifickych casti inzeratu a jejich prevedeni do formy, kterou vyzaduje konkrétni data
miningovy model. Tato faze je tedy na rozdil od ptfedchozich odlisnd pro feSeni dvou
feSenych uloh. Dolovani dat je realizovano aplikovanim vytvofenych modelu. Tato faze
celého procesu je pfedmétem samostatnych kapitol 4 a 5.

Posledni, dosud nezminénou, fazi procesu dolovani dat je interpretace vysledki.
Z pohledu celé prace ma tato faze vyznamnou spojitost s problematikou Information
Retrieval. Praveé IR systém vytvofeny v ramci této prace interpretaci vysledkil zajiStuje.
Jedna se o moznost filtrovani inzerati dle typu obchodu a kategorie nemovitosti.
V systému jsou tyto udaje ulozeny v indexu, nicméné jde o daje, které nejsou piimo
ziskéany ze zdrojovych dat, ale jsou na zakladé vytvoifenych modelii dolovany. Vysledky
shlukové analyzy jsou interpretovany ve formé nabidky n¢kolika nejpodobnéjsich inzerati
k inzerdtu zobrazeném z vysledkii vyhleddvani. To umoziiuje uzivateli dal§i zptisob
navigace a prohledavani celé¢ databdze inzeradti bez nutnosti vytvafeni jiného
vyhledavaciho dotazu.

2.6 Problém aktualizace inzeratu

Jednim zajimavym problémem, ktery byl jiZ zminén v vodu kapitoly, je problém
aktualizace inzeratt. Pokud odhlédneme od poZadavku na vysokou aktudlnost inzeratu,
kterou nékteré komer¢ni sluzby na internetu nabizeji 1 v fadu nékolika malo minut, stale
nam ziistane zakladni problém. Tedy zjiSténi, zda diive stazeny inzerat je stale platny a zda
nejsou na realitnim portalu zvefejnény inzeraty nové, které jesté nejsou ulozeny v databazi
naseho IR systému. Naprosto samoziejmym je totiz poZadavek, aby systém zpracovavajici
realitni inzerci nenabizel uzivateli inzeraty, které jiz byly z pivodniho portilu staZzeny.
Naopak je zadouci, aby systém umoziioval prubézné ukladani novych inzerati do své
databaze, v¢etné jejich nasledného zpracovani.

Zékladnim zplisobem zjiSténi nové zvefejnénych inzerati neni nic jiného nez
opakované prochéazeni zdrojovych portall. V ptipadé, ze crawler nalezne odkaz na inzerat,
jehoz URL adresu jest¢ nema ve své databazi, uloZzi jej a pfipravi jej pro dalsi zpracovani.
U kazdého inzeratu navic zaznamena Cas ulozeni. V piipadé, kdy je nalezena adresa
inzeratu, kterd je jiz v databazi ulozena, miize crawler vynechat jeji zpracovani, ale
provede aktualizaci Casu uloZeni inzeratu. Pro ovéfeni platnosti diive navstivené URL
adresy existuji 2 zakladni moznosti. Jednou z nich je prosté nastaveni doby platnosti
inzeratu v databazi, ptficemz inzeraty, které jsou v databazi ulozeny déle nez je nastaveny
limit, jsou automaticky odstranény. Toto feSeni spoléhd na funkcnost crawleru, ktery u
opakované navstivenych inzeratl pribézné aktualizuje Cas jejich ulozeni do databaze.
Druhym zptisobem je piima kontrola difive zjistené URL adresy. Provedenim nového
HTTP pozadavku na tuto adresu mizeme podle navratového kodu zjistit, zda je adresa
stale platna. Zasadni nevyhodou tohoto feSeni je skuteCnost, ze neni mozné spoléhat pouze
na navratovy HTTP kod ziskany v odpovédi webového serveru. Realitni portaly mohou
zamern¢ z bezpecnostnich divodi pro vSechny URL adresy vracet navratovy kéd 200 ox i
v piipadég, Ze jiZz na adrese neni zvetejnén zadny inzerat. V t€le HTTP odpovédi je pouze
textova poznamka informujici uzivatele portalu, Ze inzerat jiz neexistuje. Pfi pouziti této
varianty feSeni by tedy bylo nutné znat urcitou strukturu chybové stranky piisluSného
portalu a rozlisit ji od stranek obsahujici inzerat.
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Konkrétni feSeni problému aktualizace inzerat piekraCuje ramec této prace, nicméné
je s nim pocitano pfi navrhu algoritmt a data miningovych modelt. V kapitole 5 je blize
popsan algoritmus K-Means pouzity pro vyhledavani podobnych inzerati. V této kapitole
je uvedeno, jakym zplsobem je mozné feSit provadéni K-Means algoritmu pfiristkovym
zpusobem, tedy v piipad¢, kdy dojde k ulozeni novych inzerati do databaze, popft. k jejich
odstranéni. Déle je v kapitole 7 popsan zpusob detekce duplicitnich inzeratd. I v tomto
piipad¢ navrh feSeni pamatuje na ¢asté zmény obsahu databaze.
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3 Ziskani dat

Kazdy systém, ktery ziskava data z vefejné dostupnych webovych stranek, musi
uréitym systematickym zplsobem tyto webové stranky prochazet a vyhledavat v nich
pozadované udaje. Princip prochéazeni je ve vSech ptipadech stejny a je realizovan pomoci
internetovych odkazii. Jednd se o naprosto stejny princip, ktery vyuziva kazdy uzivatel
internetu pfi prochazeni stranek. Problémem k feSeni v pocitacovém softwaru je
automatizace tohoto prochazeni.

Pii automatizaci prochazeni webovych stranek je nutné kazdou stranku rozdélit
minimaln¢ na dv¢ ¢asti: odkazy smétujici na dalsi stranky a vlastni obsah stranky, ktery ma
byt uréen pro dalsi zpracovani. Pokud se pfi prochazeni webovych stranek omezime pouze
na prochédzeni obsahu realitnich portalli, je navic nutné provést urCitou selekci odkazii a
obsahu stranky. Je tedy nutné vhodnym zptisobem definovat strukturu webovych stranek.
U realitnich portala je typicky nutné rozlisit stranky obsahujici seznam inzeratl a stranky
obsahujici kompletni obsah jednoho inzerdtu. Ve strdnce se seznamem inzeratl
vyhleddvame odkazy na stranky s obsahy inzerati. Na strdnce s obsahem inzeratu
vyhledavame vlastni textovy obsah, ktery mize byt ¢astecné strukturovany.

Vyhodou tohoto pfistupu automatizace, kdy mame piedem definovanou strukturu
webového portdlu, je relativné snadné ziskani pozadovaného obsahu v castecné
strukturované¢ formé. Provadime tedy zaroven 1 ur€itou C¢ast predzpracovani dat.
Nevyhodou ovSem je odliSnost struktury kazdého realitniho portdlu. Musime udrzovat
popis struktura pro kazdy portéal, ze kterého chceme ziskavat data. Tento popis vSak neni
mozné provést pouze jednordzove, ale je nutné jej udrzovat s ohledem na to, jak se v
pribéhu Casu meéni forma prezentace inzeratl na daném realitnim portalu. Proces
prochazeni, stazeni a zpracovani webovych stranek je oznafovan jako crawling.! V
prototypovém feseni je realizovan samostatnym programem crawler.exe.

3.1 Zpracovani HTML

Samotné zpracovani webovych stranek je feSeno v zasad¢ pouze parsovanim HTML.
Ackoli je HTML standardizovano, zasadnim problémem pfi jeho programovém zpracovani
je Spatné formatovéani. Typickymi chybami ve formatovani HTML jsou neukoncené
elementy, prekiizené elementy nebo chybéjici uvozovky pro zapis hodnot atributi. Ve
standardu HTMLS5* je popsan algoritmus parsovani chybné strukturovaného HTML
dokumentu. Ptikladem implementace parseru, ktery tento algoritmus implementuje, je
knihovna jsoup.’ V prototypovém feSeni je pro parsovani pouzita knihovna Himl Agility
Pack,' ktera pfimo neimplementuje uvedeny algoritmus, nicméné umoZziuje formou
konfigurace urcité ptrizpisobeni moznym druhiim chyb ve strukture HTML stranky. Tato
knihovna poskytuje jednoduché API pro zpracovani HTML, které je velmi podobné XML

Viz [4], kapitola 20.1.
http://www.w3.org/TR/html5/, kapitola 8.2
http://jsoup.org/
http://htmlagilitypack.codeplex.com/

B W N —
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DOM. Pouziti je tedy velmi jednoduché, zejména pro vyvojare, kteti maji zkuSenost se
zpracovanim XML v prostfedi Microsoft .NET Frameworku.

Vysledkem uspéSného parsovani webové stranky je datova struktura pro kazdy ziskany
inzerat, ktera jiz byla popsdna v kapitole 2.4 a ukazéna na piikladu 2.1 (strana 9). V
prototypovém feSeni jsou tyto datové struktury ukladany do SQL databaze.’ V
prototypovém feSeni je vytvoreno jednoduché API, které umozituje programoveé popsat
strukturu webového portdlu. Pomoci néj je mozné specifikovat hledany inzerat ve webové
strance a popsat jeho strukturu, ktera je vystupem crawleru. API je tvofeno né¢kolika
zakladnimi tiidami v projektu Thon.WebMining, v namespace
Thon.WebMining.Crawler.BasicHtmlSite.

* Trtida site pfedstavuje konkrétni realitni portal a definuje sadu vychozich stranek
pro prochdzeni, tzv. seed set, ve form¢ seznami instanci tfidy page.

* Trida page uchovava URL adresu stranky a jeji typ definovany tfidou pageType.

* Tfida pageType definuje obecnou strukturu webovych stranek stejného typu.
Struktura stranek je popsana dvéma typy elementii: odkaz na dal§i stranku
(instance tfidy FollowLinkElement) s uvedenim jejiho typu (opét instance tiidy
PageType) a pozadovany obsah, tj. inzerat (instance tiidy DocumentElement).

* Tifida DocumentElement popisuje strukturu konkrétniho realitniho inzeratu ve
formé polozek instanci tfid odvozenych od abstraktni tfidy Fie1ld. Polozka muize
byt bud’ jednoduché (tfida p1ainField) obsahujici pouze ndzev a textovy obsah
nebo muze jit o skupinu polozek (tiida FieldGroup), ktera predstavuje seznam
dalSich jednoduchych polozek ¢i skupin polozek.

Konkrétni ¢asti webové stranky jsou v pfislusnych instancich vyse uvedenych tfid popsany
formou XPath vyrazil, které jsou vyuZzity pro zpracovani konkrétniho HTML dokumentu
ve fazi parsovani. Vysledkem parsovani je pak datova struktura inzeratu uvedena v
ptikladu 2.1 (strana 9), kterd vznikne extrahovanim textovych udaji popsanych instancemi
tfid PlainField a FieldGroup.

Soucasti prototypového feseni je implementace Ctyfech znamych realitnich portal:
*  Avizo.cz (http://reality.avizo.cz/),

*  Bazos.cz (http://reality.bazos.cz/),

* Inzerce pro Brno a okoli — ibyty.com (http://www.ibyty.com/) a

*  Reality iDNES.cz (http://reality.idnes.cz/).
Ttidy popisujici uvedené portaly jsou v namespace Thon.WebMining.Portal. Na piikladu
portalu Reality iDNES.cz uvedeme, jakym relativné snadnym zpiisobem je mozné popsat
strukturu tohoto portdlu. Pro tento portal jsou definovany dva typy stranek: seznam
inzeratl, detail inzeratu. Dale je uréena jedna vychozi stranka pro prochazeni portalu typu
seznam inzeratl:

http://reality.idnes.cz/s/?st=1&gs=6&gs_loc=

5V prototypovém feSeni je konkrétné pouzita databaze SQLite, nicméné v projektu je vytvorena abstraktni
datova vrstva (namespace Thon.WebMining.DataLayer) umoziujici pomérné snadnou implementaci
jiné SQL databaze.
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Definice stranky se seznamem inzerati obsahuje dva elementy typu odkaz z nichz jeden
vzdy odkazuje na detail inzeratu a je ur¢en XPath vyrazem

//table[@class='list-summary2']/tbody/tr/td[1]/a[l]/@href
druhy odkazuje na dalsi stranku seznamu inzeratd a je ur€en XPath vyrazem
//div[@class="nav2 ']/a[Qclass='pagination']/@href

Definice stranky s detailem inzeratu obsahuje element, jehoz obsahem je inzerat a je urcen
XPath vyrazem

/html/body/div[@id="main"']//div[@class="full"']

Podobnym zptisobem jsou dale definovany jednotlivé Casti inzeratu, jako je nadpis, cena,
text a dvé skupiny dalSich popisnych tdaji strukturovanych v HTML tabulce. Je vidét, ze z
tohoto portalu je mozné ziskat relativné dobte strukturované tidaje.

3.2 Architektura crawleru

Pfi navrhu architektury crawleru je vhodné oddélit urcité faze zpracovani webovych
stranek. Jak jiz bylo zminéno v tivodu kapitoly, n€které ¢asti zpracovani jsou specifické pro
konkrétni realitni portal, jiné jsou naopak spolecné. Zaroven je vhodné pamatovat pii
navrhu na moZznost jednoduché upravy v piipadé zmény struktury portdlu nebo v ptipadé
pozadavku na ziskavani dat z nového portalu. Zakladni architektura crawleru ur¢eného pro
prochazeni obecného webového obsahu je popsdna v [4], kapitola 20.2. Z této architektury
vychézi i prototypové feSeni, které je soucasti prace. Pro potieby zpracovani konkrétniho
typu webového obsahu, v naSem piipadé realitni inzerce, je tato architektura patficné
upravena.

Navrh architektury je znazornén na obrazku 3.1. Cinnost crawleru je vlastnd
nekonecny proces, ktery je fizen komponentou zvanou URL Frontier. Jde v podstaté o
frontu, ve které jsou uloZeny jednotlivé webové stranky, resp. piislusné URL adresy
stranek. Pti zahajeni procesu jsou do URL frontieru zatazeny vychozi stranky pro
prochazeni webového portalu, tedy jiz zminény seed set.

Proces crawleru zajisti vyzvednuti jedné stranky z fronty a ptfeda ji komponenté fetch
zajiStujici ziskdni obsahu pozadované stranky z webového serveru pomoci HTTP
protokolu a uloZeni celého obsahu do pomocné databdze oznacené jako WWW Cache.
V ptipadé, ze je jiz pozadovand stranka v této databdzi ulozena, je pouze nactena bez
nutnosti nového stazeni z webového serveru. Toho je mozné vyuzit napt. pro opakované
zpracovani stejné stranky v pfipad¢ potfeby opravy chyby pfi zpracovani. Déle je tato
pomocna databaze pouzita pro poskytnuti pivodniho obsahu zdrojové stranky uzivateli.®

Nactend webova stranka je ptfedana komponenté oznacené jako parse, ktera zajistuje
zpracovani HTML zptsobem popsanym v kapitole 3.1. Vysledkem parseru je datova
struktura dokumentu, kterd je v prototypovém feSeni implementovdna v namespace
Thon.WebMining.Documents. Tato komponenta zajisti uloZeni ziskanych inzerati do

6 Tato funkce je dostupna v uzivatelském rozhrani, které je soucasti prototypového feseni popsaného v
kapitole 8.
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Obrazek 3.1: Architektura crawleru — zakladni komponenty a postaveni dvou uloZist pouzivanych
crawlerem v procesu zpracovani webovych stranek

provozni databdze oznacené jako Doc DB, ve které je u kazdého inzeratu ulozen caste¢né
strukturovany textovy obsah, URL adresa, ze které¢ byl ziskan a datum staZeni. Datum
stazeni by byl vyuzitelny pro ptipadnou aktualizaci inzeratt.

Pti parsovani stranek zaroven dochazi k vyhledani odkazli na dalsi stranky portalu,
které maji byt zpracovany. Jejich URL adresy parser pfedd komponenté Duplicate URL
Elimination, ktera provede kontrolu, zda jiz nebyla pfislusna URL adresa jednou
zpracovana. Typicky stranky se seznamy inzeratll obsahuji odkazy na nékolik dalSich
stranek. Prvni stranka mize obsahovat odkazy na stranky 2 az 5. Druh4 stranka vSak bude
obsahovat odkaz zpét na prvni stranku a dale na stranky 3 az 6. Pfi opétovném zpracovani
kazdé stranky by doslo jednoduse k zacykleni crawleru, ktery by se snazil prochazet stale
stejné stranky. Tato komponenta tedy zajisti zpracovani kazdé stranky pouze jednou.
Existuje nékolik moznosti, jakym zplisobem tuto kontrolu implementovat. V prototypovém
feSeni je dostupnd jednoduchéd implementace, ktera zajistuje uchovavani unikatnich URL
adres v paméti. Kontrola opakovaného navstiveni webové stranky je provedena pouhou
kontrolou existence dané URL adresy v mnoZzing jizZ navstivenych adres. Implementace v
realném systému by byla mozna napf. pomoci kontroly kazdé URL adresy v databazi
uloZenych inzeratu.

Nov¢ ziskané URL adresy, které nebyly dosud navstiveny, jsou zafazeny do URL
frontieru a cely proces zpracovani muze pokraCovat. Proces crawleru milize pracovat
teoreticky neomezené s tim, Ze pokud URL frontier neobsahuje Zadnou URL adresu, je
proces blokovan. V prototypovém feSeni je crawler realizovan jednoduchou konzolovou
aplikaci crawler.exe, kterd v okamziku zpracovani vSech adres v URL frontieru
ukoncena. Kromé vychoziho seznamu URL adres a adres ziskanych pfi zpracovani
webovych stranek je mozné do URL frontieru zafazovat stranky odpovidajici diive
ziskanym inzeratim, u kterych pozadujeme jejich aktualizaci. Problém aktualizace byl jiz
nastinén v kapitole 2.6 a jeho feSeni piesahuje rozsah této prace.

V prototypovém feSeni jsou jednotlivé komponenty crawleru definovany pomoci
nékolika rozhrani v namespace Thon.WebMining.Crawler:
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* IUrlFrontier predstavuje frontu stranek pro zpracovani, ptficemz kazda stranka
je definovana rozhranim 1page,

* IHttpClient pfedstavuje komponentu zajiStujici stazeni webovych stranek z
webovych serverq,

* Iparser pfedstavuje komponentu zajistujici zpracovani HTML dokumentu,

* IDuplicateUrlElimination zajiStuje kontrolu jiz navstivenych stranek.
Cely proces je implementovan ve tfid€ CrawlerProcess, kterd pro svou inicializaci
vyzaduje pfistup k databdzi inzerati a definici jednoho realitniho portilu, ktery je
definovén rozhranim 1site. To poskytuje crawleru vychozi mnozinu webovych stranek
daného portalu pro spusténi prochazeni a zpracovani obsahu. Konkrétni piiklad spusténi
crawleru je uveden v kapitole 8.

3.3 Zajisténi spolehlivosti

V prototypovém feSeni je implementovana pouze jednoduché varianta crawleru, ktery
je spustén v jednom procesu konzolové aplikace a dokdze v jednu chvili zpracovat jeden
uréeny realitni portdl. NavrZend architektura ovSem poskytuje moznosti provozu v
prostiedi s pozadavky na zajisténi vysokého vykonu a spolehlivosti.

Zékladnim pozadavkem na zajisténi spolehlivosti je moZznost obnovy procesu crawleru
v ptipad¢€ jeho padu. Jak jiz bylo popsano, jedinou komponentou, ktera cely proces tidi a
zarovenl udrzuje stav crawleru je URL Frontier. Pro zajiSténi obnovy procesu tedy staci
obsah URL frontieru prubézné ukladat do bezpecného ulozisté. Pokud opétovné spustime
proces crawleru, je mozné nacist obsah URL frontieru z ulozisté, namisto nacteni vychozi
sady webovych stranek. Proces prochédzeni portalti pak pokracuje stejnou strankou, kterou
pii padu skoncil.

S minimalnimi upravami je mozné spustit paraleln¢ vice procesti crawleru, piicemz
kazdy proces zajisti zpracovani jednoho konkrétniho realitniho portalu. V tomto piipadé je
kazdy proces fizen samostatnym URL frontierem. Toto feSeni je relativné snadno
implementovatelné, je vSak nutné zajistit a sledovat provoz vice nezavislych procest z
nichZ kazdy pouziva vlastni tlozi$té pro ulozeni stavu URL frontieru.

Jinym feSenim by bylo paralelni zpracovani webovych stranek, které jsou ziskavany z
jednoho spole¢ného URL frontieru. Takové feSeni by naopak zajistilo zachovani provozu v
piipad¢ padu nekterého z procesu. Webové stranky by jednoduSe byly zpracovany jinym
procesem, jelikoz si je vSechny procesy vyzvedavaji ze spoleéného URL frontieru. Slabym
mistem tohoto feseni je riziko nedostupnosti samotného URL frontieru. V tom ptipadé¢ by
ostatni procesy nemohly vykonéavat svou ¢innost.

Pro zajisténi vysokého vykonu muze byt kazdd komponenta crawleru realizovana
samostatnym nezavislym procesem poskytujicim jednu konkrétni sluzbu. VSechny
komponenty crawleru s vyjimkou URL frontieru jsou totiZ v principu bezstavové a pouze
transformuji zadany vstup na pozadovany vystup. Cely proces je pak popsan ve formé
orchestrace. V takovém pfipad¢ je crawler realizovan jednim distribuovanym systémem s
pouzitim vhodného middleware. Z uvedenych ptipadd pouziti je vidét, jak zdanlivé
jednoducha komponenta URL frontier piedstavuje zivotné dilezitou soucast crawleru.
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4 Klasifikace inzeratu

Problém klasifikace je jednou ze zdkladnich uloh data miningu. Jejim pfedmétem je
tfidéni vzorl, resp. dokumentt,' do pfedem danych skupin neboli #7d. V piipadé realitni
inzerce je dokumentem jeden konkrétni realitni inzerat a tfidami mohou byt jiz zminéné:
typ obchodu a kategorie nemovitosti.” Jednim z cili prace je vytvoreni klasifikaéniho
modelu, ktery zajisti tfidéni inzeratt dle typu a kategorie, a to i pies to, Ze pochazeji z
ruznych zdroji a jejich forma se mlize znacné lisit.

Ponékud odlisny pohled na problém klasifikace z pohledu IR systému je uveden v [4].°
Dle uvedeného zdroje je problémem klasifikace zobecnéni urcitého typu uzivatelskych
pozadavkl pii vyhledavéani, resp. ziskavani informaci. Uzivatel systému intuitivné
predpokladé, ze hledana informace muze byt obsazena v dokumentech, které maji urcité
spole¢né vlastnosti, tj. patii do stejné tfidy. Samoziejme nastroje fulltextového vyhledavani
umoziuji kombinovat vyhledédvaci dotaz slozenim nckolika vyrazl, které nejlépe
charakterizuji pozadovanou tfidu dokumentd, pomoci logickych operatorti. Pokud by v
piipadé¢ realitni inzerce uzivatel pozadoval vyhledavat pouze inzeraty, ve kterych inzerent
poptava chatu, mohl by formulovat nasledujici dotaz:

(koupim OR hledédm OR shanim) AND (chata OR chalupa)

V takovém dotazu se pokousime prvnimi tfemi vyrazy charakterizovat skupinu inzeratl
spadajicich do tfidy inzeratii s nabidkami, zbyl¢ dva vyrazy pak urcuji skupinu inzerati
tykajici se rekreacnich chat. Pokud k takovému dotazu pfipojime dal§i vyrazy pro
upfesnéni hledanych inzeratii, vysledny dotaz bude pro vétSinu wuzivateli obtizné
srozumitelny. Nehledé¢ na problémy zplsobené nelplnym vyjmenovanim vyrazi
popisujicich danou tfidu dokumenti nebo naopak uvedenim velkého mnozstvi vyrazi,
které mnozinu relevantnich vysledkd pfili§ rozsiti. Cilem je tedy vytvofeni
automatizovaného zpusobu tfidéni inzerati tak, aby mél uzivatel jednoduchou moznost
zvolit, v jaké tfid¢ inzerath se ma vyhledavat. Ttidu vSak uZivatel neurcuje zadanim
nekolika vyrazi, ale ptimo vybira jednu z n€kolika tfid, které mu systém nabidne.

Jednoduchym pfistupem k feSeni problému by mohlo byt trividlni roztfidéni inzeratu
podle vyskytu n¢jakého klicového slova s tim, ze inzeraty neobsahujici zddné predem
definované klicové slovo budou patiit do tfidy ,,nezafazeno®. Dal$i moznosti by bylo
ziskani udaje pro tfidéni inzeratd ptimo z realitniho portalu, na kterém je inzerat zvefejnén.
Vétsina realitnich portali nabizi moznost vyhledavani inzerati dle zadané kategorie. Ne
vSechny portaly ale tento udaj poskytuji v obsahu inzeratu nebo jako souc¢ast URL adresy.
Krom¢ toho, mnozina pouzivanych kategorii se mize na raznych portalech lisit.

1 Vzorem je myslena jedna datova n-tice. V prostiedi nestrukturovanych textovych dokumentti se namisto
vzoru obvykle pouziva ozna¢eni dokument.

2 Viz kapitola 1.1.

3 Obecny problém klasifikace textu je nastinén v [4], v ivodu kapitoly 13 - Text classification and Naive
Bayes. V této praci je problém zameéten na klasifikaci textu realitnich inzeratu.
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Cilem je nalézt pokud moznost univerzalni zptisob klasifikace inzerati ziskanych z
ruznych zdroju. Je ziejmé, ze klasifikaci je mozné provadét pouze na zékladé informaci
obsazenych piimo v textu inzeratu, piicemz zakladni jednotkou informace je obvykle
slovo. Klasifikaci je tedy mozné provadeét pouze pro dolovani dat, kterd jsou n¢jakym
zpusobem v textu vyjadifena, ale neni mozné je jednoduchym zplisobem cCist. Za tim
ucelem je v této praci popsano a implementovano nékolik klasifika¢nich metod. VSechny
metody pouzité v této praci jsou vyuzité pro klasifikaci inzerath na zakladé jejich
textového obsahu. Zakladnim ptfedpokladem pro uspésnou klasifikaci je predpoklad, ze
informace o typu obchodu a kategorii nemovitosti jsou v textu inzeratu n¢jakym zptisobem
vyjadieny.

Pravdépodobné nejznaméjsi metodou je Naive Bayes, neboli naivni bayesovska
klasifikace. Jde o statistickou metodu klasifikace a v praci jsou popsany dvé jeji varianty.
DalSimi metodami jsou metody zalozené na porovnani vzdalenosti dokumentt ve Vector
Space Modelu.* Ve vsech piipadech se jedna o metody strojového udeni s ucitelem. Pro
vytvofeni spolehlivého klasifikaéniho modelu tedy potfebujeme mit k dispozici sadu
dokumentii, u kterych mame pfedem urcené pozadované tridy. Jedna Cast dat je pouzita ve
fazi u€eni modelu, jde tedy o tzv. trénovaci mnozinu. Druha c¢ast dat, tzv. testovaci
mnoZzina, je pak pouzita pro ovéteni spravnosti modelu a nasledné vyhodnoceni.

Existuji 1 dal§i metody strojového u€eni pro feSeni problému klasifikace, které nejsou v
ramci této prace predstaveny. Jako piiklad je mozné uvést tzv. Support Vector Machines.
Jde o skupinu klasifikacnich metod, které primarn¢ fesi problém rozdéleni dokumentti do
dvou tfid. Existuji zpusoby, jak kombinovat vice takovych klasifikatori pro feSeni
problému tfidéni dokumentt do vice tfid. DalSim ptikladem jsou tzv. rozhodovaci stromy.
Rozhodovaci strom je klasifikacni model tvofeny pravidly organizovanymi ve formé
stromu. Uzly stromu pfedstavuji pravidla pro rozhodovani, listy stromu pak tfidy.

4.1 Priprava dat

Pted tim, nez je mozné vytvoftit klasifikaéni model, je nutné mit dostatecné mnozstvi
ptedzpracovanych dat, ktera budou pouzita pro uceni a nasledné ovéieni modelu. Jak bylo
uvedeno v uvodu kapitoly, u kazdého dokumentu v této mnozin¢ dat potfebujeme znat
tiidu. Bylo by mozné takovou mnozinu dat pfipravit ruéné, tedy ptifadit kazdému
dokumentu pozadovanou tfidu a tu ulozit do pracovni databaze. Nastésti v ptipad¢ realitni
inzerce miZeme vyuzit data ziskana z portalt Reality iDNES.cz’ (dale jen iDNES) a
Inzerce pro Brno a okoli — ibyty.com® (dale jen ibyty.com), které poskytuji potiebné tdaje
jako soucast URL adresy kazdého inzeratu. Jednoduchym oddélenim urcité ¢asti URL
adresy tedy ziskdme oznadeni téidy — typ nebo kategorii’ inzeratu. Pfedpokladame, Ze
inzeraty jsou na portalu tfidény spravné a piipadnou chybu ve zdrojovych datech
zanedbavame.

Pro potieby této prace bylo ziskdno 10 688 inzerati z portdlu iDNES a 90 inzeratl z
portalu ibyty.com. Tyto dva portaly byly zamérné zvoleny z toho diivodu, ze poskytuji
inzeraty ve velmi odlisné formé¢. Na portalu iDNES jsou k dispozici dobie strukturované

Pojem Vector Space Model je podrobngji vysvétlen v kapitole 2.3.
http://reality.idnes.cz/

http://www.ibyty.com/

Oznaceni kategorie je v URL adrese dostupné pouze u portalu iDNES.

NN »n A
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Zdroj: http://reality.idnes.cz/detail/prodej/dum/radovy/most-slovanska/6968494

Ze dne: 15. 9. 2013

Nadpis: Prodej, rodinny dim, 3+1, Most, ul. Slovanska

Text: Pfedmétem nabidky je prodej rodinného domu 3+1 v klidné ¢asti mésta Mostu ...
Typ obchodu: prodej Kategorie nemovitosti: dum

Zdroj: http://reality.idnes.cz/detail/pronajem/byt/3+kk/praha-5/6968491

Ze dne: 15. 9. 2013

Nadpis: Pronajem, byt 3+kk, 70 m?, Praha 5 - Smichov

Text: Pronajem, svétlého, nové zrekonstruovaného bytu 3+kk ve 2. NP o CP 70 m2 ...
Typ obchodu: pronajem Kategorie nemovitosti: byt

Zdroj: http://lwww.ibyty.com/main.php?choice=11&ID_INZERATU=4549&NABPOP=poptavka
Ze dne: 20.7. 2014

Nadpis: Koupim byt

Text. Koupim byt v Brné v blizkosti Kampusu do 1000000 K&.

Typ obchodu: poptavka Kategorie nemovitosti: neuvedeno (klasifikovano jako byt)

Priklad 4.1: Vybrané inzeraty z trénovaci mnoziny. Tucné jsou zvyraznéna oznaceni trid.

inzeraty s mnozstvim udaji uvedenych v textu inzeradtu nebo samostatné¢ v castecné
strukturované formé€. Naproti tomu portal ibyty.com poskytuje pouze inzeraty tvoiené
kratkym nestrukturovanym textovym obsahem. Tento rozdil je pochopitelné dan i odliSnym
zaméfenim obou realitnich portall. Inzeraty jsou uloZeny v provozni databazi tak, jak bylo
popsano v kapitole 3 a bylo provedeno indexovani jejich textového obsahu tak, jak bylo
uvedeno v kapitole 2.4. Dle typu klasifikacniho modelu je pouzit bud’ text inzeratu ulozeny
v databazi nebo tzv. Term Vector nebo také Term Frequency Vector, ktery je uloZen v
indexu. Kazdd slozka tohoto vektoru odpovidd zdkladnimu tvaru jednoho slova
obsazené¢ho v inzeratu, hodnotou je pocet vyskytti daného slova.

V piikladu 4.1 je uvedeno nekolik inzerati vyuzitych pfi tvorbé klasifikacnich modelt.
U kazdého inzeratu je uvedena URL adresa zdroje, ve které je tu¢n€ zvyraznéno oznaceni
typu obchodu nebo kategorie nemovitosti, nadpis inzeratu a ¢ast textu. Oznaceni v URL
adrese je pro potieby klasifikace pouZito jako oznaceni tfidy. Na zéklad¢ vysledkl
klasifikace byla vypusténa kategorie nemovitosti drazba. Takto oznacenych inzeratd je v
databazi prototypového feSeni relativné malo a nékteré portily takovy typ vibec
nerozliSuji. Vytvofené klasifikaéni modely vétSinu takovych inzeratd klasifikuji jako
prodej. Uvazujeme-li, Zze drazba je ve skuteCnosti specificky typ prodeje nemovitosti
muzeme pro zjednoduSeni tyto dva typy obchodu sloucit a povazovat je za prode;j.
Vysledny vycet typt a kategorii pouzitych v prototypovém feseni je uveden v piikladu 4.2.
Vysledkem provedené klasifikace je doplnéni téchto typl a kategorii do indexti za ucelem
zajisténi uzivatelského filtrovani inzerata.

Typy inzerati Kategorie inzeratii

poptavka byt komercni-nemovitost
prodej chata-chalupa maly-objekt-garaz
pronajem dim pozemek

Priklad 4.2: Typy a kategorie inzeratu, které jsou vysledkem klasifikace provedené v prototypovém
Fesent.
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4.2 Vyhodnoceni klasifikaéniho modelu

Ziskani a predzpracovani dat je nutnou podminkou pro vytvoreni klasifika¢niho
modelu. Existuje mnoho metod klasifikace, pficemz kazdé je vhodna pro feSeni jiné ulohy.
Vybér metody, ktera poskytne uspokojivé vysledky vyuzitelné v redlném systému, je tedy
nutné provést na zakladé¢ urcittho vyhodnoceni uspéSnosti klasifikaéniho modelu.
Vyhodnoceni modelu je mozné provést jednoduse tak, ze aplikujeme vytvoieny model na
dokumenty v testovaci mnoziné, které nebyly pouzity pfi uceni. Tim ziskdme sadu
dokumentt, u kterych mame informaci o tom do jaké tfidy patii a jaka tfida byla urcena
klasifika¢énim modelem. Na zdkladé vhodného porovnani takto ziskanych udaji mizeme
usuzovat, jak spolehliva je zvolena metoda klasifikace.

Pro ucely této prace byla zvolena zdkladni metoda pro vyhodnoceni klasifika¢niho
modelu — tzv. Split Validation. Trénovaci a testovaci mnozina jsou vytvoreny rozdélenim
ptedzpracovanych dat v poméru 70% pro trénovaci mnozinu a 30% pro testovaci, piicemz
zustava zachovano pomérné zastoupeni vSech tfid v trénovaci i testovaci mnoziné. Po
vytvoieni modelu a jeho aplikovéani na data v testovaci mnoziné je sestavena tzv. matice
zamén. Jde o matici typu nxn, kde n je pocet tfid. Hodnotou prvku a; je po€et dokument,
které patii do tfidy i a modelem jim byla pfifazena tiida j. Je tedy zfejmé, Ze na diagonale
matice jsou pocty spravné klasifikovanych dokumenti, mimo diagonalu jsou pocty chybné
klasifikovanych dokumentl. Z matice zamén je mozné ziskat ukazatele, pomoci kterych je
mozné vyhodnotit uspesnost klasifikace. Mezi zakladni ukazatele patii:

*  Precision (presnost®) Jde o pomér spravné klasifikovanych dokumentti a

vSech dokumentti. Mize byt vyjadien bud’ celkové nebo pro danou tfidu i jako:

n
2. q
1

precision=————— precision,=—

ZZ%— zay

i=1 j=1 j=1

a ..

123

* Recall (uplnost) Jde o pomé&r spravné klasifikovanych dokumenti a vSech
dokumentti v dané tfidé¢ j vyjadieny jako:

ajj

n
Z a;

=1

recall =

*  F-measure (F-mira) Jde o ukazatel, ktery kombinuje pfesnost a Uplnost dané
tiidy c. Jeho hodnota je vysoka v ptipadé, ze je vysoka zaroven presnost i plnost.
V pfipad¢, Ze hodnota jednoho z dil¢ich ukazateli klesne, klesa i1 hodnota
F-measure. Hodnota tohoto ukazatele je dana vztahem:

2-precision - recall

F-measure, = —
precision, +recall,

Pro potfeby této prace se jako vhodny ukazatel pro celkové vyhodnoceni uspésnosti
klasifikace jevi F-measure. Na piikladu porovnani klasifikacnich metod Naive Bayes a
Rocchio s pouzitim kosinové vzdalenosti bude vidét, ze ackoli je celkova presnost jednoho
z uvedenych modelti mirn€ vyssi, je u ngj vyrazné nizsi pramérna hodnota F-measure. To
je zpisobeno malym zastoupenim dokumentid v jedné ze tiid, pfi¢emz s vzhledem k

8 Dle [5], kapitola 6.1.1 také spravnost, resp. celkova spravnost.
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relativné malému mnozstvi chybné klasifikovanych dokumenti vyrazné klesne hodnota
ukazatele uplnosti, a tedy i hodnota F-measure, pro danou tfidu. V takovém ptipad¢ by se
mohlo stat, ze ackoli by mél jeden klasifikacni model vyssi piesnost, pii klasifikaci by
téméf nebyla Vyuiita jedna konkrétni tiida. V zévislosti na tom, zda poiadujeme pouze

vvvvvv

ukazatele F-measure, 1 kdyz ma nizsi celkovou piesnost.

V prototypovém fteSeni je cely proces klasifikace vCetné¢ vyhodnoceni realizovan
samostatnou konzolovou aplikaci classifier.exe. Aplikace zajisti pfedzpracovani dat,
rozdé€leni na trénovaci a testovaci mnozinu, vytvoreni zvoleného klasifikacniho modelu a
jeho vyhodnoceni. Vysledek vyhodnoceni je vypsan v podobé matice zamén doplnéné o
hodnoty vyse uvedenych ukazatelli UspéSnosti klasifikace. Implementace metody Split
Validation a uvedenych ukazateli uspéSnosti klasifikace je dostupnd ve tfidach
Validation a ValidationResult.’ Vysledny klasifikitor miZe byt nasledné vyuzit pro
vytvofeni findlni podoby indexu vyuzitelného v prototypu IR systému. Podrobnosti o
konkrétnim zpusobu vyuziti vysledkl klasifikace jsou popsany v kapitole 8.

4.3 Naive Bayes

Jednou z typickych metod strojového uceni pro feseni ulohy klasifikace textu je Naive
Bayes. Jde o statistickou metodu, kterd vyuziva pravdépodobnostni model pro vyjadieni
ptislusnosti dokumentu d ke tfid¢ ¢ jako podminénou pravdépodobnost P(c|d). V této praci
jsou predstaveny dve varianty této metody. Varianta multinomial zohlediiuje pii vypoctu
pravdépodobnosti vyskyt vSech slov obsazenych v dokumentech ve trénovaci mnozing.
Podminéné pravdépodobnost piislusnosti dokumentu ke tfid¢ je dana vztahem:

Plecld)= HP t,]c) ,

kde P(c) je apriorni pravdépodobnost vyskytu dokumentu ve tiidé ¢, n, je pocet vyrazi v
dokumentu d a P(t|c) je podminéna pravdépodobnost, kterd udava, jakou mérou ovlivni
vyraz t piislusnost dokumentu pravé ke tfidé c. Cilem klasifikace je nalézt nejvhodnégjsi
ttidu pro dany dokument. Nejlepsi tfidou pti pouziti tohoto modu je tfida, pro kterou je
podminéna pravdépodobnost P(c|d) nejvyssi. Hledame tedy tzv. maximdlni aposteriorni
pravdepodobnost (MAP) cup tiidy ¢ v mnoziné tfid C, tj.:
c,up=arg max P(c|d)
ceC
Z divoda vypocetniho vykonu a mozné ztraty presnosti pii vypoctu v plovouci fadové

carce se pouzivd odlisSné vyjaddieni hodnoty cyur, ve kterém je soucin dil€ich
pravdépodobnosti nahrazen souctem jejich logaritmd, tj,:

cMAP—argmax(logP +ZlogP (¢.1¢c))

Vysledna hodnota cuuprbude odliSnd, ale stale bude platit, Ze vyssi hodnota odpovida vyssi
aposteriorni pravdépodobnosti. Je ziejmé, ze tento model je velmi citlivy na struktufe
trénovacich dat, zejména pak na spravném poméru zastoupeni vSech tfid, ktery vyrazné

9 Namespace Thon.WebMining.Algorithms.Classification v projektu Thon.WebMining.
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ovlivni hodnotu apriorni pravdépodobnosti P(c) a opakovany vyskyt stejného slova v
jednom dokumentu ovlivni podminénou pravdépodobnost P(z|c).

Pro nauceni klasifikaéniho modelu je nutné vyjadiit zékladni pravdépodobnosti.
Pravdépodobnost P(c) je dana pomérem poctu dokumentii ve tfidé ¢ a poctu vSech
dokumentil v trénovaci mnozing, tj.:

kde N. je pocet dokumentii ve tfidé ¢ a N je celkovy pocet dokumentl. Pravdépodobnost
P(tc) je dana pomérem poctu vyskytl vyrazu ¢ ve tfid¢ ¢, véetné opakovanych vyskyta
stejného vyrazu, a celkového poctu vyrazli ve tfidé c. Pfi vytvafeni modelu je nutné
vyjadiit 1 podminéné pravdépodobnosti pro takové kombinace vyrazu a ttidy, jejichz
hodnota bude 0. Vyskyt jedné takové hodnoty by znamenal, Ze i vyslednd hodnota P(c|d)
bude mit vzhledem k soucinu dil¢ich pravdépodobnosti hodnotu 0. Proto se ke kazdé
hodnoté T, vyjadiujici pocet vyrazi ¢ ve t¥idé ¢ pfipoc¢itdva hodnota 1.'° Dil¢i podminéna
pravdépodobnost je tedy dana vztahem:

Pltlc) T, +1 T, +1
cl= =
2 (Tal) (XL T.)+B
t'eV t'elV
kde V je slovnik vSech vyrazii v trénovaci mnozin¢ a B = |V]. Postup vytvofeni a

aplikovani klasifikacniho modelu je popsan ve formé pseudokddu algoritmem 4.1. Pro
zapis pseudokoddu existuje fada pristupd. Pseudokdd téchto algoritmi je uveden i v [4] v
kapitole 13.2, ktery je orientovan spiSe na matematické vyjadieni. Pseudokdd uvedeny v
této praci vice odrdzi zpiisob skutecné implementace a vyuzivd tedy zakladni fidici
struktury. Implementace algoritmii je v prototypovém feSeni dostupnd ve tiide

. 11
NalveBayes.

Druhou variantou modelu Naive Bayes je tzv. Bernoulli model, ktera je rovnéz
rozdilem této varianty je odliSny zptsob vypoctu dil¢ich podminénych pravdépodobnosti
P(t|c). V této variant¢ se nezohledituje opakovany vyskyt stejného vyrazu v jednom
dokumentu. Pocet vyskytii jednoho vyrazu v jednom dokumentu je tedy nahrazen
hodnotou 1 v piipadé, Ze dokument dany vyraz obsahuje, nebo hodnotou 0 v opacném
ptipad€. Postup uceni a aplikovani modelu se zasadnim zpiisobem nelisi od multinomial
varianty. Podrobnosti k vypoctu pravdépodobnosti a k implementaci algoritmu je mozné
snadno odvodit pfimo z implementace v prototypovém feSeni.

Varianta Bernoulli model ma za cil feSit problém vysSi chybovosti klasifikace
dlouhych dokumentti, ve kterych obvykle existuje mald mnozina Casto se opakujicich slov.
Dalo by se predpokladat, ze v ptipad¢ realitnich inzeratl ptijde o kratké texty, ve kterych se
jednotliva slova priliS Casto neopakuji a tato varianta bude tedy vyhodnéjsi. Nékolik
provedenych pokust vSak ukazalo, ze varianta multinomial vykazuje lepsi vysledky
klasifikace. V tabulkach 4.1 a 4.2 jsou vidét vysledky vyhodnoceni dvou pokust. V
kazdém pokusu je pouzita jind varianta Naive Bayes modelu a v obou ptipadech jde o
klasifikaci dle kategorie nemovitosti. Z uvedenych vysledkil je mozné usuzovat, ze textovy
obsah realitnich inzeratl neni vzdy mozné povazovat za kratky text. Z tohoto usudku
budeme vychdzet i pii feseni problému detekce duplicitnich inzerath v kapitole 7. Pti

10 Jde o tzv. Laplace smoothing, viz [4], kapitola 13.2.
11 Namespace Thon.WebMining.Algorithms.Classification, projekt Thon.wWebMining.
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srovnani vysledkli obou pokusti je mozné si vSimnout, ze ackoli celkova presnost Bernoulli
modelu je jen nepatrné niz$i, doSlo k absolutni chybé pii klasifikaci tiidy
maly-objekt-garaz a hodnota F-measure je pro vSechny tfidy nizsi.

TrainMultinomial (trainingSet)
FOREACH sample IN trainingSet
classSize[sample.class] += 1
IF (!classes.contains (sample.class))
classes.add (sample.class)
FOREACH t IN sample.splitIntoTerms ()
termVector[sample.class] [t] += 1
IF (!vocabulary.contains(t))
vocabulary.add (t)
FOREACH c IN classes
prior[c] = classSizelc]
sum = vocabulary.size
FOREACH t IN termVector[c]
sum += termVector[c] [t]
FOREACH t IN vocabulary
condProb[c] [t] = (termVector[c][t] + 1)/sum
RETURN classes, vocabulary, prior, condProb

/ trainingSet.size

ApplyMultinomial (sample, classes, vocabulary, prior, condProb)

maxScore = 0
FOREACH c IN classes
score[c] = log(prior(c])

FOREACH t IN sample.splitIntoTerms ()
IF (vocabulary.contains(t))
score[c] += log(condProb[c][t])
IF (score[c] > maxScore)
maxScore = score[c]
class = ¢
RETURN class

Algoritmus 4.1: Pseudokod algoritmii pro trénovani a aplikovani multinomial Naive Bayes modelu.

Spravné klasifikovanych: 3035
Celkova presnost: 94,58%

Tabulka 4.1: Vyhodnoceni klasifikace dle kategorie nemovitosti pomoci multinomial Naive Bayes

Chybné klasifikovanych: 174

Prameérna F-measure: 0,7720

modelu ziskané z vystupu aplikace classifier.exe.

class byt komercni- pozemek  dum chata- maly-objekt- | precision
nemovitost chalupa garaz
byt 1381 3 0 19 0 0 98,43%
i 0,
komergn/ ] 328 4 2 1 0 90,36%
nemovitost
pozemek 0 4 457 3 6 0 97,23%
dum 11 9 9 778 0 96,29%
- o,
chata 1 0 5 50 90 0 61,64%
chalupa
~obj _ o
maly-objekt 5 4 0 9 0 | 5,26%
garaz
recall 98,22%  94,25% 96,21% 88,31% 91,84% 100,00%
F-measure |0,9833 0,9226 0,9672 0,9213 0,7377 0,1000
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class byt komercni- pozemek  dum chata- maly-objekt- | precision
nemovitost chalupa garaz

byt 1374 2 0 27 0 0 97,93%

komerc_n/- 0 320 7 24 1 0 88,15%

nemovitost

pozemek 19 2 467 1 0 0 99,36%

dum 0 3 31 755 0 0 93,44%

chata- 0 0 31 96 19 0 13,01%

chalupa

maly-objekt- 4 4 5 6 0 0 0,00%

garaz

recall 97,65%  96,68% 86,16% 83,06% 95,00% 0,00%

F-measure |0,9779 0,9222 0,9229 0,8794 0,2289 0,0000

Spravné klasifikovanych: 2935 Chybné klasifikovanych: 274

Celkova presnost: 91,46% Priimérna F-measure: 0,6552

Tabulka 4.2: Vyhodnoceni klasifikace dle kategorie nemovitosti pomoci Naive Bayes - Bernoulli
modelu ziskané z vystupu aplikace classifier.exe.

4.4 Rocchio model

Odlisny pfistup oproti statistické metod¢ klasifikace predstavuje Rocchio model™
zaloZzeny na vypo¢tu vzdalenosti dokumenti ve Vector Space Modelu.” Jde o tzv.
centroidni metodu klasifikace, pii které je kazda tiida reprezentovana vektorem obdobné
jako dokumenty. Vektor reprezentujici tfidu dokumenti — centroid — je vyjadien jako
priamér normalizovanych vektorii odpovidajicich dokumentim v dané tfidé c:

i(c)=—t 3 v(d) |

‘Dc deD,

kde D. je mnozina dokumentl ve tfid€ c¢ a vektor v je normalizovany vektor dokumentu d
definovany jako:

(@ &=,

2. Vild)

i=1
kde M je pocet slozek vektoru V a V; je hodnota i-t¢ slozky vektoru V. Tato metoda je
zalozena na ptfedpokladu, Ze dokumenty patiici do stejné tfidy jsou v prostoru blizko u
sebe, tzn. hranici kazdych dvou tiid tvofi nadrovina." Jde tedy o feSeni tzv. linearné
separabilniho problému.

Vytvoteni klasifikaéniho modelu je jednoduse provedeno urCenim centroidil, resp.
vektord u pro vSechna c¢. UrCeni odpovidajici tfidy k pozadovanému dokumentu je
provedeno nalezenim nejbliz§iho centroidu. Existuji dvé zakladni varianty urceni
vzdalenosti pozadovaného dokumentu a centroidu. Jednou metodou je vypocet tzv.
kosinové vzdalenosti ¢i kosinové podobnosti (cosine similarity). Tato metoda se vyuZziva

12 Podrobnéji popsan v [4], kapitola 14.2.

13 Jak jiz bylo zminéno v kapitole 2.3, jde o prostor, ve kterém je kazdy dokument reprezentovan vektorem,
pficemz hodnoty vektoru odpovidaji hodnotam metriky Tf-idf jednotlivych vyrazi ze slovniku.

14 Tou je ve dvojrozmérném prostoru pifimka a v trojrozmérném prostoru rovina.
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pro vyjadieni podobnosti dvou dokumenti ve Vector Space Modelu, piicemz hodnota
podobnosti dvou dokumentti d; a d- je dana vztahem:

_ I7(61’1)'17<dz>
a7 ()

Oznaceni ,.kosinova vzdalenost™ vyplyva ze skutecnosti, ze jeho hodnota je hodnotou
kosinu uhlu danych vektort. Hodnota podobnosti blizkd hodnoté 1 tedy znaci vysokou
podobnost dokumenti, naopak hodnota blizkéd 0 znaci velmi malou podobnost. Tento vztah
podobnosti je zalozen na predpokladu, ze podobné dokumenty budou obsahovat stejné
vyrazy s podobnou vahou a odpovidajici vektory takovych dokumentt budou svirat maly
uhel jehoz kosinus se blizi jedné. Naopak vektory odpovidajici dokumentim bez jediného
spole¢ného vyrazu budou na sebe kolmé, tedy hodnota kosinu bude rovna 0." Stejnou
metodu vyjadieni podobnosti jednoduse pouzijeme pro vyjadieni podobnosti dokumentu a
centroidu, pfic¢emz nejpodobnéjsi centroid uréi tfidu dokumentu. Druhou variantou pro
vyjadieni vzdalenosti je prosté urceni eukleidovské vzdalenosti dokumentu a centroidu.
Vysledna tfida urcena klasifikacnim modelem dokumentu d je dana vztahem:

arg maxii(c)v(d)
ceC

Sim(dl,dz):‘;(dl)";(dz)

v ptipadé€ kosinové vzdalenosti, resp.:
arg min|i (c)—7(d )|
ceC
v piipade eukleidovské vzdalenosti. Postup vytvofeni a aplikovani klasifika¢éniho modelu
je popsan ve formé pseudokodu algoritmem 4.2. Pii pouziti eukleidovské vzdalenosti neni
nutné provadét normalizaci vektor. Hodnoty vzdalenosti se budou lisit, ale zlstane
zachovan pomér vzdalenosti mezi vice podobnymi dokumenty a méné podobnymi

wvewr

vzdalenosti.

Implementace obou uvedenych variant Rocchio modelu je v prototypovém feSeni
dostupna ve tiidé rRocchio.'® V implementaci vypocétu kosinové vzdalenosti je provedena
ur¢itd optimalizace,'” ktera neni zohlednéna v algoritmu 4.2. Pokud poZadujeme nalézt
centroid s nejvyssi hodnotou kosinové vzdalenosti od daného dokumentu, je mozné
vzdalenost vyjadfit vztahem:

i)V (d)
ii (c)]
ve kterém je ve jmenovateli vypusténa velikost vektoru dokumentu. Pii vypoctu

podobnosti jednoho dokumentu pro vSechny tfidy budou vysledné hodnoty podobnosti
odlisné, ale bude platit:

sim'(u,d )=

sim(u,,d)< sim(u,,d)e sim'(u,,d) <sim'(u,,d)

Tato Gprava nemd tedy zddny vliv na vysledek klasifikace, ale vyznamnym zplsobem
ovlivni vypocetni naro¢nost algoritmu.

V tabulkdch 4.3 a 4.4 jsou uvedeny vysledky vyhodnoceni klasifikace provedené
obéma variantami Rocchio modelu. Z vysledki je patrné, ze pouziti kosinové vzdalenosti

15 Toto je ztejmé jiz z vypoctu skalarniho soucinu vektori v ¢itateli. Pokud dva dokumenty obsahuji rizna
slova, pfislusné slozky vektorti budou maji vzdy pro jeden dokument hodnotu 0, tedy i hodnota
skalarniho sou¢inu bude rovna 0 a vysledna hodnota sim(d;,d,) taktéz.

16 Namespace Thon.WebMining.Algorithms.Classification, projekt Thon.WebMining.

17 Vychazi ze vztahti podrobn€ popsanych v [4], kapitola 7.1.
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TrainRocchio (trainingSet)
FOREACH sample IN trainingSet
classSize[sample.class] += 1
IF (!centroids.containsKey (sample.class))
centroids[sample.class] = EMPTY VECTOR
FOREACH v IN sample.getDocumentVector ()
centroid[sample.class] [v.term] += v.value
FOREACH c IN classes
FOREACH v IN centroidlc]
v.value = v.value / classSize[c]
length = centroid[c].computeEuclideanLength ()
FOREACH v IN centroid[c]
v.value = v.value / length
RETURN centroids

ApplyRocchioCosine (sample, centroids)
max = 0
FOREACH c IN centroids.getKeys ()
sim = cosineSimilarity(centroids[c], sample)
IF sim > max

max = sim
class = c
RETURN c

Algoritmus 4.2: Pseudokod algoritmi pro trénovani a aplikovani Rocchio modelu. Varianta
aplikovani s vyuzitim eukleidovské vzdalenosti je obdobna s tim rozdilem, Ze nehledame maximalni
hodnotu podobnosti, ale minimalni vzdalenost.

vede k lepSim vysledkim nez pouziti eukleidovské vzdalenosti. Klasifikace s pouzitim
eukleidovské vzdalenosti je co se tykéd celkové presnosti dokonce horsi nez obé pouzité
varianty Naive Bayes modelu. Zajimavé je ale porovnani primérné hodnoty F-measure
Rocchio modelu s kosinovou vzdéalenosti a multinomial Naive Bayes modelu. Ackoli
presnost prvniho uvedeného modelu je nepatrné nizsi, primérna hodnota F-measure je
naopak vyrazné vys§i. Porovnanim jednotlivych ukazateld je mozné pozorovat, ze v
piipadé Naive Bayes klasifikace dochdzi k velkym rozdilim v piesnosti a Uplnosti pro
jednotlivé tfidy, zatimco u Rocchio modelu se ukazatele pro jednotlivé tfidy ptili§ nelisi. Je

class byt komercni- pozemek  dum chata- maly-objekt- | precision
nemovitost chalupa garaz
byt 1335 12 4 50 2 0 95,15%
i o,
komerc_n/ 6 336 4 15 | 1 92,56%
nemovitost
pozemek 0 4 448 3 15 0 95,32%
dum 15 25 39 707 22 0 87,50%
chata- 1 0 1 14 129 | 88,36%
chalupa
-0bj - o,
maly-objekt 0 4 0 | 0 14 73,68%
garaz
recall 98,38%  88,19% 90,32% 89,49% 76,33% 87,50%
F-measure |0,9674 0,9032 0,9275 0,8849 0,8190 0,8000
Spravné klasifikovanych: 2969 Chybné klasifikovanych: 240
Celkova presnost: 92,52% Primérna F-measure: 0,8837

Tabulka 4.3: Vyhodnoceni klasifikace dle kategorie nemovitosti pomoci Rocchio modelu s vyuZitim
kosinové vzdalenosti ziskané z vystupu aplikace classifier.exe.
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class byt komercni- pozemek  dum chata- maly-objekt- | precision
nemovitost chalupa garaz
byt 1359 7 5 30 2 0 96,86%
i o,
komergn/ 15 325 7 15 0 | 89,53%
nemovitost
pozemek 1 3 457 0 9 0 97,23%
dum 50 23 72 651 12 0 80,57%
chata- 5 1 14 23 106 0 72,60%
chalupa
—obij _ o
maly-objekt 3 | 0 3 0 12 63,16%
garaz
recall 95,03%  90,28% 82,34% 90,17% 82,17% 92,31%
F-measure |0,9594 0,8990 0,8917 0,8510 0,7709 0,7500
Spravné klasifikovanych: 2910 Chybné klasifikovanych: 299
Celkova presnost: 90,68% Priimérna F-measure: 0,8537

Tabulka 4.4: Vyhodnoceni klasifikace dle kategorie nemovitosti pomoci Rocchio modelu s vyuZitim
eukleidovske vzdalenosti ziskané z vystupu aplikace classifier.exe.

mozn¢é tedy usuzovat, ze vysledky Rocchio modelu nejsou v takové mife ovlivnény znacné
rozdilnym velikostmi jednotlivych tfid v trénovaci mnoziné.

4.5 K-Nearest Neighbor

Posledni metodou klasifikace pouZzitou v této praci je metoda K-Nearest Neighbor.
Stejn¢ jako v pripadé Rocchio modelu vyuziva 1 tato metoda reprezentaci dokumentii ve
Vector Space Modelu. Na rozdil od Rocchio modelu fesi nelinearné separovatelny
problém. Prostor dokumentil neni v tomto ptipadé délen pifimkami, které by predstavovali
hranice tfid, ale je délen na buiky, pficemz kazda buiika je urcena jednim vektorem a je
tvofena vSemi body, které jsou k tomuto vektoru blize, nez k jakémukoliv jinému vektoru.
Mnozina nékolika bun¢k tedy miize vymezit tfidu dokumentli, pficemz takové bunky
nemusi tvofit souvisly prostor.

Uceni klasifika¢niho modelu predstavuje pouze jakési predzpracovani trénovacich dat,
kdy ke kazdému dokumentu z trénovaci mnoziny uréime jeho normalizovany vektor v(d )
a pfiradime k nému pftislusnou tfidu. Vysledkem je mnozina

D'=(¥(d):deD] ,
kde D je trénovaci mnozina a C je mnozina vSech tfid, a zobrazeni
f:D'>C |

které prvku z mnoziny D' ptifazuje odpovidajici tfidu. Aplikovani klasifikacniho modelu je
provedeno nalezenim mnoziny S;, ktera je tvofena K nejbliz§imi dokumenty z mnoziny D'
pomoci kosinové vzdalenosti. Pro kazdou tfidu ¢ vyjadifime miru jejiho zastoupeni v
mnozing S; jako:

p.=IS| .kde S ={d:deS,f(d)=c|
Vyslednou tiidou je tfida, ktera je nejvice zastoupena v mnozing Sy, tj.

arg max p .,
ceC
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TrainKNearestNeighbor (trainingSet)
FOREACH sample IN trainingSet
classes[sample] = sample.class
vector = sample.getDocumentVector ()
length = vector.computeEuclideanLength ()
FOREACH v IN vector
v = v / length
docs.add (vector)
RETURN docs, classes

ApplyKNearestNeighbor (sample, docs, classes, k)
queue = CREATE PriorityQueue
v = sample.getDocumentVector ()
FOREACH d IN docs
sim = cosineSimilarity(sample, d)
IF (sim > queue.last.sim)
IF (queue.size > k)
queue.removelast ()
entry = CREATE entry
entry.sim = sim
entry.class = classes|[d]
queue.add (entry)
FOR i FROM 1 TO k

e = queue.pop ()
ple.class] +=1
max = 0

FOREACH c IN classes
IF plc] > max
max = plc]
class = c
RETURN class

Algoritmus 4.3: Pseudokod algoritmit pro trénovani a aplikovani modelu K- Nearest Neighbor.

Pro dosazeni uspokojivych vysledkli je nutné zvolit hodnotu parametru K. Neexistuje
presny zpusob, jak tuto hodnotu zvolit. Obvykle se voli liché Cislo, pficemz se ptihlizi k
velikosti trénovaci mnoziny. Vy$s$i hodnota muze zajistit vyssi piesnost modelu, protoze
dojde k jemné&jSimu rozdé€leni prostoru. Zaroven ale mirn€ roste narocnost vypoctu hodnot
Pe, protoze je nutné zpracovat veétsi mnozinu Sy, a mirné roste mnozstvi porovnani nutnych
k nalezeni vétSiho mnozstvi nejblizSich dokumentti. Vyhledani nejblizSich K dokumenti je
vSak mozné velmi efektivné implementovat pomoci prioritni fronty.

Postup vytvoreni a aplikovéni klasifikacniho modelu je popsan ve form¢ pseudokodu
algoritmem 4.3. Pfi implementaci algoritmu je mozné provést stejnou optimalizaci vypoctu
kosinové vzdalenosti, kterd byla uvedena v kapitole 4.4. V prototypovém feSeni je
algoritmus implementovan ve tfid€ KNearestNeighbor.'®

Pti nékolika provedenych pokusech se stejnou trénovaci mnozinou s tim, Ze hodnota K
byla postupné volena 51, 71 a 101 bylo postupné dosazeno vyssi presnosti klasifikace. Pti
volbé hodnoty 151 byla naopak piesnost klasifikace nizsi, nez v ptedchozich ptipadech. V
tabulce 4.5 je uveden nejlepsi dosazeny vysledek, kdy hodnota K byla 101.

Z vysledki je patrné, ze pii malém zastoupeni nékteré ze tiid ve trénovaci mnoziné
dochazi k podobnému efektu, jako v ptipadé Naive Bayes klasifikace, a sice, ze dana tfida
neni pii aplikovani modelu viibec pouzita. Dale je patrné, klasifikace touto metodou
poskytuje horsi vysledky, nez v piipadé pouziti Rocchio modelu. Z toho je mozné
usuzovat, ze problém klasifikace realitnich inzerath pfedstavuje linedrn¢ separabilni

18 Namespace Thon.WebMining.Algorithms.Classification, projekt Thon.WebMining.
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class byt komercni- pozemek  dum chata- maly-objekt- | precision
nemovitost chalupa garaz

byt 1387 4 0 11 1 0 98,86%

komergn/- 29 307 5 25 0 0 84,57%

nemovitost

pozemek 34 4 412 12 8 0 87,66%

dum 126 9 21 644 0 79,70%

chata- 4 5 4 32 104 0 71,23%

chalupa

maly-objekt- 16 | 0 ) 0 0 0,00%

garaz

recall 86,90%  93,88% 93,85% 88,71% 85,95% 0,00%

F-measure |0,9250 0,8899 0,9065 0,8396 0,7790 0,0000

Spravné klasifikovanych: 2854 Chybné klasifikovanych: 355

Celkova presnost: 88,94% Priimérna F-measure: 0,7233

Tabulka 4.5: Vyhodnoceni klasifikace dle kategorie nemovitosti pomoci metody K- Nearest Neighbor
privolbe K=101 ziskané z vystupu aplikace classifier.exe.

problém. Pfi porovnani celkové presnosti a primérné hodnoty F-measure je ziejmé, ze pro
klasifikaci realitnich inzeratd neni tato metoda vhodna. Z uvedenych modeli vykazuje

vvvvvvvv

Bernoulli modelu.

4.6 Srovnani modelu

Predmétem prace neni provedeni a piesné zdokumentovani experimentl. Pouziti
vybranych algoritmi mé za cil spiSe vytvotfeni pfedstavy o vhodnosti jejich pouziti v
oblasti realitni inzerce. Proto byly v priibéhu testovani prototypového feSeni provedeny
jednoduché pokusy s cilem poskytnuti urcitého srovnani vhodnosti jednotlivych metod
klasifikace. Provedené pokusy potvrzuji, Ze z pohledu vykonnosti je nejvhodnéjsi metodou
Naive Bayes, a to jak ve fazi uceni, tak ve fazi aplikovdni modelu. Naopak nejméné
vhodnou metodou je K-Nearest Neighbor, u které je vypocetné narocnéa faze aplikovani
modelu. Oba uvedené modely jsou vSak velmi citlivé na pfedzpracovani dat a na strukturu
trénovaci mnoziny. Uvedenymi problémy naopak tolik netrpi Rocchio model, u kterého
nebyla piesnost klasifikace mén¢ zastoupenych tfid v trénovaci mnozin€ vyrazné nizsi, nez
presnost ostatnich tfid. Rocchio model v pfipadé pouziti kosinové vzdalenosti je ale
vypocetné mirné naro¢néjs$i ve fazi uceni oproti Naive Bayes modelu. Pouziti kosinové
vzdalenosti u Rocchio modelu vSak poskytuje vyssi presnost klasifikace.

Vzhledem k vysledkim provedenych pokust je pro ucely této prace nejvhodné&jsi
metodou klasifikace Rocchio model s vyuZitim kosinové vzdalenosti. MenSi hodnoty
piesnosti nékterych tiid jsou pravdépodobné zplsobeny vyraznymi rozdily v zastoupeni
jednotlivych tfid. Pokud by bylo provedeno preciznéjsi piedzpracovani dokumentd v
trénovaci mnozin¢ a bylo by mozné co nejpiesnéji dodrzet pomér zastoupeni jednotlivych
t¥id, byla by rovnéz vhodnd metoda multinomial Naive Bayes. Clanek [6] uvadi zptisob
piedzpracovani dat tak, aby bylo mozné pouzit Naive Bayes model pro kolekce dat s
nevyvazenym zastoupenim tiid.
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5 Shlukova analyza

Dalsi zékladni tlohou data miningu je shlukova analyza (clustering), jejiz cilem je
rozd€lit mnozinu vzorl, resp. dokumentll, na podmnoziny — tzv. shluky (clusters).
Vlastnosti kazdého shluku je, ze dokumenty v ném obsazené jsou si navzajem podobné a
zaroven se 1i§i od dokumentl v ostatnich shlucich. Oproti problému klasifikace neni u této
metody zpracovani dat tak zfejma interpretace vysledkt. Pii klasifikaci pfedem vime, ¢im
jsou si dokumenty v jedné tfidé podobné. Kazdd tiida ma tedy predem urcené
charakteristické¢ vlastnosti dokumentli v ni obsazenych. Pfi shlukové analyze pfedem
nevime, ¢im si budou dokumenty v jednotlivych shlucich podobné. Navic volba pouzitych
metod pro porovnani podobnosti dokumentd mize vést k velmi odlisSnym vysledkim.

Shlukové analyza je metodou strojového uceni bez ucitele, pii které nemame k
dispozici trénovaci mnozinu dat opatfenych spravnymi vysledky. Uceni typicky probiha na
jiz ptedzpracované databazi, kterou je v naSem piipad¢ databaze vice nez 30 000 realitnich
inzerath.! Pfed samotnym provedenim shlukové analyzy je nutné zvolit zpisob urdeni
vzdalenosti ¢1 podobnosti dokumentti. Pii zpracovani strukturovanych dat, kdy je mozné
jednotlivé vzory vyjadiit jako body ve vicerozmérném eukleidovském prostoru, je
nejcastéji jako mira podobnosti vzorii pouzita eukleidovska vzdalenost. Existuji ale 1 dalsi
zpusoby, napi. CebySevova vzddlenost nebo Manhattanskd vzdalenost. Pro porovnani
binarnich hodnot je mozné vyuzit Hammingovu vzddlenost, pro porovnani slov
Levenshteinovu vzdalenost. Pro porovnani nestrukturovanych textovych dokumentti, v
nasem piipad¢ realitnich inzerati, mizeme s vyhodou vyuZzit kosinovou vzddilenost
popsanou Vv kapitole 4.4.

Existuji dva zakladni pfistupy k tvorbé shluki. Jednim z nich je vyhledavani shlukt v
celé mnozin¢ dat najednou. Tento zpisob je oznaCovan jako flat clustering, jelikoz shluky
tvofi pouze jednu uroveinl. Typickym piedstavitelem algoritmu pro flat clustering je
K-Means algoritmus, ktery je blize popsan v kapitole 5.2. Pfi tomto pfistupu k tvorbé
shluki je ale nutné pfedem urcit ¢i odhadnout pozadovany pocet shlukli. Pfiklad mnoZiny
vzord, u které jsou patrné 3 shluky dat, je uveden na obrazku 5.1. Druhym pfistupem je tzv.
hierarchické shlukovani, kdy shluky samotné tvoii urc¢itou vicetiroviiovou strukturu. Na
nejvyssi urovni je jeden shluk tvofeny vSemi vzory, tento shluk je rozdélen na nekolik
mensSich shlukl. V kazdé dalsi Grovni jsou opét shluky rozdéleny na mensi a v posledni
urovni hierarchie jsou shluky tvotfené jednotlivymi vzory. V tomto piipad€ neni nutné na
zacatku procesu urcit pozadovany pocet shlukl. Ze vzniklé struktury je mozné ziskat
mnoZzinu vzajemné disjunktnich shluki pomoci tzv. fezu.? Hierarchicka struktura shlukd se
obvykle zndzorfiuje pomoci tzv. dendrogramu. Jeho piiklad vcetné mozného fezu je
znazornén na obrazku 5.2.

V ptipad¢ hierarchického shlukovani navic rozliSujeme dva postupy vyhledavani
shlukt: aglomerativni shlukovani a top-down shlukovani. Pfi aglomerativnim shlukovani

postupujeme od jednotlivych vzort postupnym slu¢ovanim dvojic vzoru ¢i jiz vytvorenych
shlukti. Pfi top-down shlukovéani naopak zac¢indme s celou mnozinou dat rozdélenim na

1 Databaze je dostupna na ptilozeném DVD, viz kapitola 1.3.
2 Nekteré zptisoby nalezeni vhodného fezu jsou popsany v [4], kapitola 17.1.
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sample 1

1 L sample 27
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% similarity

Obrazek 5.1: Priklad mnoziny dat, ve které  Obrazek 5.2: Dendrogram zndzornujici mnoZinu
Jjsou patrné 3 shluky. 27 vzoru. Carkované je zndzornén rez, ktery déli
strukturu na 8 shlukail.

dva shluky, které dale délime. Postup je opakovan tak dlouho, dokud neni kazdy vzor v
samostatném shluku. Metoda top-down shlukovani ma vyhodu v tom, Ze neni nutné proces
tvorby shlukii dokoncit, ale je mozné je zastavit v okamziku, kdy velikost nebo pocet
shlukl spliiuje stanovené pozadavky. Nevyhodou je naopak nutnost vyuziti algoritmu pro
provedeni flat clusteringu v kazdé urovni déleni shlukd.

Jak jiz bylo naznaceno, vysledky shlukové analyzy neni snadné interpretovat, piesto
poskytuje Siroké moznosti vyuziti. Jako statistickd metoda se vyuziva ke zpracovani dat v
oblasti marketingu, ptirodnich véd ¢i zdravotnictvi. Pfikladem aplikace shlukové analyzy v
oblasti Information Retrieval je zpracovéani celé kolekce dokumentii, ve kterych muze
uzivatel vyhledavat. Vytvorené shluky jsou nésledné oznaceny kli¢ovymi slovy, které dany
shluk nejlépe charakterizuji. Proces oznaCovani shlukll se nazyva Cluster labeling a je
podrobné popsan v [4], kapitola 17.7. Tato klicova slova mohou byt nasledn¢ nabidnuta
uzivateli pfi vyhledavani. UZivatel v takovém piipadé¢ nemusi sam klicova slova zadavat,
ale pouze vybira z nabidky dostupnych vyrazii. Odlisnym zptsobem vyuziti je shlukovani
vysledki vyhledavani v IR systému. Uzivatel tak ziska nejen seznam vysledkl
odpovidajicich zadanému dotazu, ale ma navic k dispozici informaci o tom, které vysledky
jsou si navzajem podobné.

V ramci této prace je shlukovd analyza vyuzita pro k efektivnimu vyhledavani
podobnych inzerati. Krom¢ shlukové analyzy existuje nékolik dalSich zptsobt
vyhledavani podobnych inzeratli, které budou blize popsany v kapitole 6. Shlukova
analyza miZe viak toto vyhleddvani vyraznym zptisobem zefektivnit. Re§enym problémem
je také zptsob efektivniho provedeni shlukové analyzy nad velkou mnozinou dat. Za tim
ucelem budou v této kapitole popsédny dva zékladni algoritmy pro provedeni shlukové
analyzy, pticemz vyuziti vysledkli bude podrobnéji popsano v kapitole 6.

Proces shlukové analyzy je v prototypovém feSeni implementovan v samostatné
aplikaci clustering.exe. Aplikace vyuzivd kombinaci metod shlukové analyzy
popsanych v této kapitole. Vystupem aplikace je soubor obsahujici udaje o vytvotfenych
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shlucich, pficemz kazdy shluk je tvofen jeho stfedem — centroidem® — a seznamem
identifikatorti inzeratd, které patifi do daného shluku. Centroid je vyjadien ve formé
normalizovaného tvaru vektoru ve Vector Space Modelu. Definici vSech shlukt
reprezentuje instance tiidy clusteringResult,’ kterd je do vystupniho souboru aplikace
binarn¢ serializovana.

5.1 Priprava dat

Podobné¢ jako v ptipadé klasifikace inzerati je i pfed provedenim shlukové analyzy
nutné provést urCité predzpracovani dat. V tomto pfipad€ je ale metoda aplikovdna na
celou mnozinu dat, kterou je v naSem piipad¢ databaze vSech ziskanych realitnich inzerata.
Jedna se celkem o 30 469 inzerati ziskanych z realitnich portalii Avizo.cz, Bazos.cz,
ibyty.com a Reality iDNES.cz.”

Vzhledem k tomu, Ze se struktura inzeratlh mezi uvedenymi portaly znacné lisi, byla
pro provedeni shlukové analyzy zvolena pouze ta Cast obsahu inzeratl, kterd predstavuje
textovy obsah. Ten je totiz dostupny ve vSech inzeratech ze vSech realitnich portald. Velmi
Casto textovy obsah inzeratu obsahuje 1 dulezité¢ informace popisujici nemovitost. Ve
strukturovanych udajich inzerati byvaji Casto uvedeny spiSe cCiselné hodnoty, popf.
piesnéjsi specifikace lokality. Podobnost inzerati je tedy posuzovana na zakladé
podobnosti jejich textovych obsahti. Jak bude patrné z prototypového feSeni IR systému,
tato jednoducha uvaha pro porovnani podobnosti inzerati poskytuje prekvapive dobré
vysledky.

Ptredpokladem pro provedeni shlukové analyzy je ziskani inzerat z portali pomoci
crawleru a jejich uloZeni v provozni databazi, jak bylo popsdno v kapitole 3. Nasledné je
provedeno indexovani jejich textového obsahu, jak bylo popsano v kapitole 2.4. Z indexu
je pro kazdy inzerat vyuzit tzv. Term Frequency Vector, ktery umoziiuje velmi snadné
vyjadieni dokumentu pomoci vektoru ve Vector Space Modelu, jak bylo popsano v
kapitole. V prototypovém feSeni je vstupni dokument reprezentovan instanci tfidy sample,’
ktera zapouzdifuje jednoznacny identifikator dokumentu v provozni databazi, vektor
dokumentu a normalizovany tvar vektoru. Pfedzpracovani inzeratl je tedy velmi podobné
jako v ptipad¢ klasifikace popsané v kapitole 4.1.

5.2 K-Means

K-Means je zdkladnim algoritmem shlukové analyzy, jehoz vysledkem je rozdéleni
mnoZziny vzori do pfedem urceného poctu shlukii. Cilem algoritmu je nalezeni takovych
stiedli shlukt, aby primérna kvadratickd vzdalenost vSech vzorl od stfedii jim pfifazenych
shluki byla minimalni. Stfed shluku c je definovan jako:

a<c>:|—§|23c ,

Xec

Vyznam centroidu v stejny, jako v ptipad¢ klasifika¢ni metody Rocchio popsané v kapitole 4.4.
Namespace Thon.WebMining.Algorithms.Clustering, projekt Thon.WebMining.
Adresy portald jsou uvedeny v kapitole 3.1.

Namespace Thon.WebMining.Algorithms.Clustering, projekt Thon.WebMining.
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kde ¢ je zarovenn mnozinou dokumentl zatazenych do shluku a vektor x ptredstavuje vektor
dokumentu. Modifikaci tohoto algoritmu je algoritmus K-Medoids, pii kterém se namisto
vypoctu stiedit shlukli vybira jeden ze vzort, jehoz nejvétsi vzdalenost od ostatnich vzora
je v ramci shluku minimélni. Nalezeni takového stiedu je ale vyrazné vypocetné

vewvr

Algoritmus je mozZné popsat péti zakladnimi kroky:
1. Urceni poctu shlukt.

2. Urc€eni pocatecnich stiedti shluk. Je mozné urcit ndhodné vektory ze stejného
prostoru, jejich slozky nepfesahuji rozsah minimalnich a maximalnich hodnot u
jednotlivych vzort. Castéji se pouziva metoda vybéru ndhodnych vzorG z dané
mnoziny, pti¢emZ pocet vzorii odpovida poctu shlukl. Vybrané vzory jsou povazovany
za pocatecni sttedy shluk.

3. Pfifazeni vSech vzorii ke shlukim dle pouzitého zplisobu urceni vzdalenosti. V
prototypovém feSeni je pro urceni vzdalenosti mezi vzorem a stiedem shluku pouzita
kosinova vzdalenost, bylo by ale mozné pouzit napt. eukleidovskou vzdalenost.

4. Vypocet novych stiedi shlukli jako primér vSech vzora ptifazenych do ptislusného
shluku.

5. Opakovani krokii 3 a 4 az do doby splnéni podminky pro ukonceni algoritmu.

Existuje nekolik zplsobi stanoveni podminky pro ukonceni algoritmu. Nejjednodussi
variantou je dosazeni maximalniho poctu iteraci. Ur€eni pfili§ malého poctu iteraci miize
ale velmi negativné ovlivnit kvalitu vysledku. Casto pouzivanym zpiisobem je provedeni
kontroly, zda doSlo ke zméné hodnot centroidli mezi dvéma poslednimi iteracemi, popf.
zda se tato hodnota zménila pouze nepatrné. Tento zplisob je pomérné snadno
implementovatelny a poskytuje spolehlivy zplisob rozpoznéani stavu, kdy jsou stiedy
shlukli ustalené. Oba dva uvedené zplisoby jsou implementované v prototypovém feseni.
Dal$imi pouzivanymi metodami miiZze byt kontrola ptefazeni n€kterého ze vzora k jinému
shluku oproti pfedchozi iteraci, popf. mizZe jit o metody zaloZzené na porovnani celkové
kvadratické odchylky vSech dokumentl od pfifazenych stfedi.” Postup provedeni flat
clusteringu je popsan ve formé¢ pseudokddu algoritmem 5.1. Implementace algoritmu v
prototypovém fesSeni je dostupnd ve tfidé¢ KMeans, vysledné shluky jsou reprezentovany
instancemi tiidy cluster.®

Je patrné, ze algoritmus je pomérné snadno implementovatelny, zejména pokud je
mozné pracovat se vSemi vzory nactenymi v paméti. Nicméné algoritmus je mozZné
modifikovat 1 pro potieby paralelniho a distribuovaného zpracovani velmi velkého objemu
dat. Prikladem mutze byt Clanek [7] predstavujici feSeni K-Means algoritmu pomoci
MapReduce. V prototypovém feSeni je pouzito paralelni zpracovani pii vypoctu novych
stitedt shlukl a pfi pfitazovani vzord ke shlukiim. Paralelni zpracovani je feSeno pomoci
paralelni foreach smycky implementované v Task Parallel Library.” Vyhodou algoritmu je
moznost piirastkového zpracovani pfi zméné¢ mnoziny dat, kterd byla jiz zminéna v
kapitole 2.6. Sttedy diive vytvofenych shlukli je mozné pouzit jako pocatecni shluky. Je
mozné predpokladat, ze pokud dojde ke zméné malého mnozstvi vzort, bude nutné pfi
spusténi procesu provést pouze jednu nebo nékolik iteraci. Je ale nutné zachovat ptivodni
pocet shlukli. Nevyhodou algoritmu je pomérné vysokd vypocetni narocnost pii velkém

7  Podrobnosti ke zptisobu vypoctu odchylky jsou uvedeny v [4], kapitola 16.4.
8 Namespace Thon.WebMining.Algorithms.Clustering, projekt Thon.WebMining.
9  Konkrétn€ jde o statickou metodu ForEach ve tfid¢ parallel.
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KMeans (samples, K, maxIterations, deltaTreshold)
FOR i FROM 1 TO K
clusters[i] .centroid = getRandomSample (samples)
iteration = 0
maxDelta = 0
DO
divideSamplesIntoClusters (samples, clusters)
FOREACH c IN clusters
delta = c.calculateNewCentroid/()
c.samples.clear ()
IF delta > maxDelta
maxDelta = delta
iteration += 1
WHILE iteration < maxIterations AND maxDelta > deltaTreshold
divideSamplesIntoClusters (dataSet, clusters)
RETURN clusters

DivideSamplesIntoClusters (samples, clusters)
FOREACH s IN samples
minDist =
FOREACH c IN cluster
dist = cosineSimilarity (s, c.centroid)
IF dist < minDist
minDist = dist
nearestCluster = c
nearestCluster.samples.add(s)
END

Algoritmus 5.1: K-Means algoritmus s moznosti uréeni maximalniho poctu iteraci a minimdlni zmény
stredu shlukii pro jeho ukonceni.

poctu shlukt. Jak je patrné z casti pseudokddu pivideSamplesIntoClusters, pocet
provedeni vypoctu vzdalenosti vSech vzort je ndsoben poctem shluk.

5.3 Top-Down clustering

V prototypovém feSeni bude potieba provedeni shlukové analyzy pro pomérmné velky
pocet shlukii. V takovém piipad¢ je, jak jiz bylo zminéno, pouziti algoritmu K-Means
neefektivni. Pro optimalizaci procesu shlukové analyzy nad celou databazi inzerati je tedy
vhodné pouzit metodu hierarchického shlukovani. Metoda Top-Down clustering je zvolena
pravé proto, Ze nepotiebujeme sestavit celou hierarchii shlukd, pouze potiebujeme
mnozinu inzerati rozde€lit do predem znamého poctu shluki.

Jde o rekurzivni metodu dé€leni shlukli na mensi shluky, pficemz d€leni pokracuje tak
dlouho, dokud neni dosazeno stanovené podminky. Podminkou pro ukonceni algoritmu
muze byt dosazeni dané minimalni miry podobnosti vzorii v kazdém shluku nebo prosté
vytvoteni pozadovaného poctu shlukl. Pravé druhy z uvedenych zplsobl je pouzit v
prototypovém feSeni.

Proces za¢ind vytvorenim jednoho shluku obsahujiciho vSechny vzory. Tento shluk
rozdélime na mensi pocet shlukli pomoci algoritmu K-Means, ptfi¢emz hodnota K je néjaka
mald konstanta. Jeji konkrétni hodnota miiZze ovlivnit vysledek shlukové analyzy a
neexistuje jednoznacny zpusob pro jeji uréeni. Béhem nékolika pokust provedenych pfi
tvorbé prototypového feseni byla jako nejvhodnéjsi zvolena hodnota 5. Bylo by ale mozné
pouzit i hodnotu 2. Na kazdy z vytvorenych shlukti aplikujeme rekurzivné stejny proces
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TopDown (samples, maxNumOfClusters, K, maxIterations, deltaTreshold)
baseCluster = CREATE Cluster
FOREACH s IN samples
baseCluster.samples.add(s)
clusters.add (baseCluster)
WHILE clusters.length + K - 1 < maxNumOfClusters
cluster = clusters.removelast ()
clusters.addAll (KMeans (cluster.samples, K, maxIterations, deltaTreshold))
sortClustersBySize (clusters)
FOREACH c IN clusters
c.calculateNewCentroid ()
RETURN clusters

Algoritmus 5.2: Top-Down clustering s pouzitim K-Means algoritmu pro déleni shluku na mensi
shluky.

déleni. V okamziku dosazeni stanovené podminky algoritmus ukoncime a jako vysledek
pouzijeme shluky vytvofené v posledni Grovni déleni.

Postup provedeni Top-Down clusteringu je ve formé pseudokodu popsan algoritmem
5.2, ve kterém jsou zohlednény i nékteré implementacni detaily pouzité v prototypovém
feSeni. Specifickym zplsobem je upraveno déleni shlukii, které neni provadéno v kazdé
iteraci rekurzivné pro vSechny shluky, ale vzdy je d€len shluk s nejvysSim poctem vzora.
Na konci kazdé iterace je tedy mnoZzina jiz vytvofenych shlukl sefazena vzestupné dle
velikosti a K-Means algoritmus je vzdy aplikovan na nejvetsi shluk. Cilem tohoto piistupu
je vytvofit pokud mozno rovnomérné rozdéleni vzorii do shlukti. Implementace algoritmu

v prototypovém feseni je dostupna ve tiidé TopDown. "

V ukézce 5.1 je vidét ¢ast vysledku provedené shlukové analyzy. Bylo vybrano nékolik
inzeratl ze dvou riznych shlukt tak, aby byla patrna podobnost inzerata ve stejném shluku
a zérovein odliSnost inzeratd v riznych shlucich. Je ziejmé, Ze vSechny uvedené dokumenty
patiici do shluku ¢islo 3 se tykaji pronajmu rodinného domu nebo bytu. Dalo by se fici, ze
podobnost inzeratu tykajici se rodinného domu je niz8§i nez podobnost dvou inzeratii
tykajicich se pronajmu bytu. V kazdém ptipad¢ jsou si inzeraty vyrazn¢ podobnéjsi nez
inzeraty ze shluku ¢islo 160. V tomto shluku je podobnost vSech inzeratl zjevna z vyrazu
,»pozemek*, ackoli v poslednim inzeratu jde o prodej domu s pozemkem, v ptedchozich
dvou jde o prodej pozemku samotného. Pravé tohoto efektu podobnosti inzeratu je vyuzito
pii vyhledavéani podobnych inzerati, které je podrobnéji feseno v kapitole 6.

10 Namespace Thon.WebMining.Algorithms.Clustering, projekt Thon.WebMining.
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Shluk €. 3 (inzeraty ¢. 8883, 14698, 20203, ...)

Zdroj: http://reality.avizo.cz/pronajem-rodinny-dum-500-m2-9547896.htmi

Ze dne: 8. 12. 2013

Nadpis: Pronajem, Rodinny diim, 500 m2

Text. Kod zakazky: NM-44, Nabizime pronajem v dobfe dostupném misté s obfanskou ...
Zdroj: http://reality.idnes.cz/detail/pronajem/byt/4+1/praha-mala-strana-zborovska/7064707
Ze dne: 14.12. 2013

Nadpis: Pronajem bytu 4+1, 103 m, Zborovska ul., Praha 5 - Mala Strana

Text: Dumrealit. cz Vam zprostfedkuje pronajem bytu 4+1, 103m , ktery je ve 3. patfe ...
Zdroj: http://lwww.ibyty.com/main.php?choice=11&ID_INZERATU=4560&NABPOP=nabidka
Ze dne: 20.7. 2014

Nadpis: pronajmeme dvoupokojovy byt v blizkosti Vystavisté

Text: Pronajmeme Castelné zafizeny byt v tfetim poschodi s vytahem.

Shluk €. 160 (inzeraty ¢. 9480, 17541, 28383, ...)

Zdroj: http://reality.avizo.cz/prodej-stavebni-pozemek-frydek-mistek-8752529.html

Ze dne: 8. 12. 2013

Nadpis: Prodej, stavebni pozemek, Frydek - Mistek

Text. Kod zakazky: 293639. Nabizime k prodeji stavebni parcelu, ktera se nachazi ...

Zdroj: hitp://reality.idnes.cz/detail/prodej/pozemek/stavebni-parcela/frenstat-pod-radhostem/6693975
Ze dne: 14.12. 2013

Nadpis: Frenstat p. R - 850 m?, stavebni poz. s vyhledem na Beskydy

Text: Prodame krasny stavebni pozemek 850 m2 ve Frenstaté pod Radhostém v lokalité ...
Zdroj: http://reality.bazos.cz/inzerat/37010209/Prodej-mobilniho-domu-s-pozemkem-300-m2-v-Liberci.php
Ze dne: 21.7. 2014

Nadpis: Prodej mobilniho domu s pozemkem 300 m2 v Liberci.

Text: RK nevolat.Prodame mobilni diim 3+1 s pozemkem v Liberci, Doubi. Celoro¢né ...

Ukdzka 5.1: Vysledek shlukové analyzy — ukdazka vybranych dokumentii ze dvou shlukii. Oznacent
shlukii a inzerati je ziskano z vystupu aplikace clustering.exe, obsah inzeratii je ziskdan z provozni
databaze, kterd je dostupna na prilozeném DVD.
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6 Vyhledavani podobnych inzeratl

Predchozi dvé kapitoly byly primarné zaméfeny na tvorbu modeld pro dolovani dat,
pficemz byly pouze naznaeny moZnosti vyuziti pifipadnych vysledkt. Pokryvaly tedy
pfevazné dvé faze procesu dolovani dat: transformaci a dolovani. Tato kapitola je
zamétfena na fazi interpretace a na ziskani vysledkd, které jsou pfimo vyuzitelné pro
uzivatele. Jde o splnéni jednoho z cild prace, a sice vyhleddni podobnych inzerati k
zadanému inzeratu. Jak bylo uvedeno v tivodu, jde o obdobu zobrazeni podobného zbozi k
vyrobku nalezeném v e-shopu.

Moznost vyhledavani podobnych inzeratii je piimo vyuzitelna pro uzivatele IR
systému, nebot’ nabizi jednoduchy a efektivni zplsob prochazeni databaze inzerati.
Uzivatel mize provést prvni vyhledani inzeratd dle velmi jednoduchého fulltextového
dotazu, napf. zaddnim ¢asti nazvu obce. Ve vysledcich vyhledavani zvoli inzerat, ktery
odpovida pozadavkiim na typ nemovitosti a zobrazi se mu podrobnosti inzeratu. Pokud
nasledné uzivatel zjisti, ze inzerat presné¢ neodpovidd jeho plivodni predstaveé, muiize
jednoduse zvolit z nabidky nékolika podobnych inzerati, které mu IR systém automaticky
nabidne. Uzivatel vybere jeden z nich a opét se mu zobrazi podrobnosti zvoleného inzeratu
veetné¢ nabidky dalSich podobnych inzerati. Takovym zpiisobem je mozné prochéazet
pomérné rozsahlou databdzi bez nutnosti zadavani pfesnych vyhledavacich dotazi a
kritérii. Takové prochdzeni neni nahodné, ale je svym zplisobem systematickeé.

Popsany zplsob prochazeni podobnych inzerdti mé& sva omezeni, kterd vychazeji
zejména z vyznamu podobnosti dokumentl. Jeden uzivatel miize povazovat dva vybrané
inzeraty za podobné, zatimco pro jiného uzivatele to tak byt nemusi. Pro vyjadieni miry
podobnosti v prototypovém feSeni je vyuzito kosinové vzdalenosti, kterd se ukazala byt
vhodnou jiz pii feSeni problému Kklasifikace a pro provedeni shlukové analyzy.'
Pfipomenime, Ze pro vypocet miry podobnosti je nutné vyjadrit inzerat ve formé vektoru ve
Vector Space Modelu.* Jak jiz bylo zminéno, jako vhodnou datovou strukturou pro ulozeni
udajli potfebnych ke snadnému ziskani vektoru dokumentu je mozné vyuzit fulltextovy
index. Podobnost dvou inzerath je vyjadfena hodnotou skaldrniho soucinu
normalizovanych vektorti odpovidajicich jednotlivym inzeratim. Je zfejmé, Ze ¢im vice
maji inzeraty spoleénych vyrazi s vysokou vahou, tim vice jsou si podobné.?

V nasledujicich podkapitolach je piedstaveno nékolik metod vyuzitelnych pro nalezeni
zadaného poctu nejpodobnéjsich inzeratu k jednomu zadanému. Nejjednodussi metodou z
hlediska implementace je porovnani podobnosti zadan¢ho inzeratu ke vSem ostatnim z celé
databaze. Pro implementaci vyhleddvani je samoziejmé mozné vyuzit pfipraveny index,
metoda je tedy pro ucely této prace oznaCena jako Index traversal. [4] popisuje v kapitole 7
metody vyuzitelné pro efektivni vyhodnocovani dotazl a fazeni vysledkli ve vyhleddvacim
syst¢tmu. V této praci jsou dvé z nich vyuzity pro efektivni vyhleddvani podobnych
inzeratl. Jednou z nich je metoda Index elimination, jejimz cilem je omezeni mnoziny
inzerati v indexu tak, aby byl vypocet miry podobnosti provadén pouze ty inzeraty, u

1 Viz kapitola 4.4 a tivod kapitoly 5.
2 Vysvétleno v kapitole 2.3.
3 Vahou vyrazu je hodnota Tf-idf popsana v kapitole 2.3.
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kterych je mozné predpokladat, ze jejich podobnost bude vyssi. Posledni pouzitou metodou
je metoda Cluster pruning, jejimz cilem je, jako u ptedchozi metody, omezeni mnoziny
dokumentti, u kterych vyhodnocujeme miru podobnosti. Pro omezeni mnoziny je u této
metody vyuzito vysledkl shlukové analyzy popsané v ptedchozi kapitole.

Implementace vSech popsanych metod pro vyhledani podobnych inzerati je v
prototypovém feSeni dostupnd v samostatné aplikaci similarity.exe. Aplikace provede
na zaklad¢ identifikatoru zadaného dokumentu a zvolené metody vyhledani zadaného
poctu inzeratdl s nejvyssi mirou podobnosti. Vystupem aplikace je seznam identifikatorti
nalezenych inzerati s uvedenim miry podobnosti. Na zaklad¢ vypsanych identifikatora je
mozné vyhledat inzeraty v databazi pomoci aplikace docdb.exe.

6.1 Priprava dat

Ptedzpracovani dat pro potieby vyhledavani podobnych inzerat je v podstaté stejné,
jako v pripad¢ klasifikace ¢i shlukové analyzy. Predpoklddame, ze vSechny inzeraty
ziskané z realitnich portalti jsou indexovany pomoci aplikace search.exe. Tato aplikace
umoznuje provést zpracovani textového obsahu inzerati ziskaného z provozni databédze a
vytvoreni fulltextového indexu. Pro samotné vyjadieni podobnosti inzeratd je opét pouzit
pouze textovy obsah inzerati, stejné jako pii provadéni shlukové analyzy.

Aplikaci search.exe je mozné rovn€z vyuzit pro prvotni vyhledani inzeratd. Tato
konzolova aplikace poskytuje velmi jednoduché rozhrani pro provedeni fulltextového
dotazu. Vystupem aplikace je vypis 10 inzeratd odpovidajicich zadanému dotazu.
U kazdého inzeratu je vypsan jeho identifikator, nadpis, cena a cast textového obsahu.
Identifikétor je mozné nasledné€ vyuzit pro vyhledani podobnych inzerati.

V ptipad¢ pouziti metody Cluster pruning je nutné jako jeden ze vstupt aplikace
similarity.exe uréit soubor s vysledky shlukové analyzy ziskany pomoci aplikace
clustering.exe. Pfipomenme, Ze vysledkem shlukové analyzy je mnozina stiedi shluki
a seznam identifikatort inzerati nalezejicich do jednotlivych shluki. Stfed kazdého shluku
je reprezentovan vektorem ve Vector Space Modelu a je mozné jej vyuzit k vyjadieni
podobnosti libovolného inzeratu a shluku.

6.2 Index traversal

Trividlni metodou vyhledani podobnych inzerati je porovnani podobnosti zadaného
inzeratu se vSemi ostatnimi inzeraty v databazi. Jelikoz pro vyjadfeni inzerati v podobé
vektorti je vyhodné pouzit index, je mozné index vyuzit i pro prichod celou databazi. V
prototypovém feSeni je pro tvorbu indexu vyuzita knihovna Apache Lucene.NET, kterd
poskytuje nizkoturoviiové API pro praci s indexem. Zakladnim nastrojem pro ¢teni obsahu
indexu je abstraktni tfida IndexReader. Pomoci metody TermbDocs je mozné ziskat iterator
umoziujici prichod vSemi indexovanymi inzeraty, ktery ke kazdému inzeratu poskytne
jeho identifikator.® Na zakladé identifikitoru je mozné pomoci metody
GetTermFreqgVector ziskat informaci o vSech vyrazech obsazenych v piislusném inzeratu
a o poctu vyskyti kazdého vyrazu. Pomoci metody DocFreq je mozné ziskat pocet

4 Nejde o identifikator inzeratu v provozni databazi, ale o identifikaci v indexu, ktera mize byt pti kazdé
zmeén¢ indexu jina.
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Inzerat €. 1395

Zdroj: http://reality.idnes.cz/detail/prodej/byt/3+kk/praha-vinohrady-korunni/6005137

Ze dne: 15. 9. 2013

Nadpis: Novostavba Rezidence Korunni, 3+kk/S/G, 120 m?, Vinohrady

Text: Novostavba v Praze 10 — Vinohradech. Novy byt 3+kk o ploSe 120 m2, s terasou ...
Nalezené podobné inzeraty:

1440 (0,9718)

Zdroj: http://reality.idnes.cz/detail/prodej/byt/2+kk/praha-vinohrady-korunni/6005147

Ze dne: 15. 9. 2013

Nadpis: Novostavba Rezidence Korunni, 2+kk/S/G, 66 m?, Vinohrady

Text: Novostavba v Praze 10 — Vinohradech. Novy byt 2+kk o ploSe 66 m2, s balkonem 5.3 ...
1441 (0,9674)

Zdroj: http://reality.idnes.cz/detail/prodej/byt/3+kk/praha-vinohrady-korunni/6005146

Ze dne: 15. 9. 2013

Nadpis: Novostavba Rezidence Korunni, 3+kk/S/G, 120 m?, Vinohrady

Text: Novostavba v Praze 10 — Vinohradech. Novy byt 3+kk o ploSe 120 m2, s balkonem ...
1397 (0,9655)

Zdroj: http://reality.idnes.cz/detail/prodej/byt/4+kk/praha-vinohrady-korunni/6005114

Ze dne: 15.9. 2013

Nadpis: Novostavba Rezidence Korunni, 4+kk/S/G, 144.3 m?, Vinohrady

Text: Novostavba v Praze 10 — Vinohradech. Novy byt 4+kk o ploSe 144.3 m2, s balkonem ...

Ukazka 6.1: Vysledek vyhledani podobnych inzeratu k inzerdatu ¢. 1395 metodou Index traversal.
Oznacent inzeratii a hodnoty miry podobnosti uvedené v zavorkach jsou ziskany z vystupu aplikace
similarity.exe.

dokumentii v indexu obsahujicich zadany vyraz. Uvedené metody postacuji k prachodu
vSech inzerath ulozenych v indexu, k vytvofeni vektorii reprezentujicich jednotlivé
inzeraty a k vypoc¢tu miry podobnosti se zadanym inzeratem. Z vytvofenych vektora je
mozné vypocitat hodnotu kosinové vzdalenosti k zadanému inzeratu a vybrat z databaze
pozadovany pocet nejpodobnéjSich inzeratl. V ukédzce 6.1 je uveden vysledek takového
vyhleddvani. Je vidét, Ze nalezené inzeraty maji vysokou miru podobnosti vzhledem k
zadanému inzeratu. Podobnost je zfejma 1 z kratkych ukéazek textil inzeratt.

Vyhodou této metody je velmi snadnd implementace, pti¢emz neni potieba zadné dalsi
zpracovani inzeratl, kromé jejich zpracovani pifi indexovani. Zaroven tato metoda
umoznuje spolehlivé nalezeni zadaného poctu nejpodobnéjSich inzerati k jednomu
zadanému, jelikoz pii ni dojde k porovnani miry podobnosti se vSemi ostatnimi. Tento
pristup je vSak velmi neefektivni pii velkém mnozstvi dokumentti. V rdmci provadénych
pokusti pii tvorb€ prototypového feseni se doba vyhledani 10 nejpodobnéjsich inzeratd v
indexu obsahujicim pies 30 tis. inzeratd pohybovala v fadu jednotek vtefin. Cilem prace
nebylo provedeni pfesnych experimentil a méfeni, nicméné je zfejmé, ze vyhledavani v
fadu jednotek vtefin neni prakticky vyuZzitelné napt. pro online zpracovani v IR systému
dostupného vétsimu poctu uzivateld soucasné.

Implementace této metody vyhleddvani podobnych inzeratl je v prototypovém fesSeni
dostupnd ve tfidé TndexTraversal.” Implementace tvorby vektoru reprezentujiciho
jednotlivy inzerat na zakladé udaji ulozenych v indexu je dostupna ve tiidé T£idf.°

5 Namespace Thon.WebMining.SimilaritySearch, projekt Thon.WebMining.
6 Namespace Thon.WebMining.Utils, projekt Thon.WebMining.
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6.3 Index elimination

Metoda Index elimination je zalozena na predpokladu, ze mira podobnosti dvou
inzeratl je nenulova v pfipad€, Ze maji alesponn jeden spolecny vyraz. Pro vyhledani
podobnych inzerati je tedy mozné namisto prochazeni celého indexu porovnat pouze
vysledky vyhledavaciho dotazu tvotfeného vSemi vyrazy ze zadaného inzeratu spojenymi
operatorem OR. Je zfejmé, ze vysledkem takového dotazu nebudou inzeraty, které nemaji
se zadanym inzeratem spolecny zadny vyraz.

Vyhodou tohoto zpiisobu vyhledavani je ziskani shodného vysledku jako v ptipadé
prochazeni celé databdze. Ptfi vypo¢tu miry podobnosti jsou totiz vynechany pouze
inzeraty, u kterych by byla vysledna hodnota nulova. Rovnéz implementace je relativné
jednoduchd a je k ni potfeba vyuzit stejnych ndstroji jako pfi pouziti metody Index
traversal. Nevyhodou tohoto zplsobu vyhledavani je moznost vzniku velmi dlouhého
vyhledavaciho dotazu. V piipad¢ inzeratu uvedeného v ukézce 6.1 (strana 45) by doslo
k vytvoreni dotazu obsahujiciho 134 vyrazi, tolik vyraza totiz obsahuje cely text inzeratu.
Vyhodnoceni takového vyhledavaciho dotazu miize byt ¢asoveé narocné. V piipadé¢ realitni
inzerce navic dochazi k situaci, kdy vysledkem takového dotazu je pouze o néco malo
méné inzeratl, nez je jejich celkovy pocet v databazi. To je ziejm¢é dano omezenym
mnozstvim vyrazi pouzivanych v inzeratech.

V kapitole 7.1.2 v [4] jsou uvedeny dvé mozné heuristiky, jejichz cilem je jesté
vyraznéj§i omezeni mnoziny inzeratl tak, aby vypocet miry podobnosti byl proveden
pouze pro inzeraty, u kterych je mozné predpokladat vysokou miru podobnosti se zadanym
inzeratem. Jednim zplisobem je vytvoieni vyhleddvaciho dotazu pouze s vyuzitim vyraza,
které maji vyss$i hodnotu idf.” Je totiz mozné piedpokladat, ze takové vyrazy zajisti vyssi
miru podobnosti. Muze ale dojit k eliminaci vyrazl, které maji sice nizkou hodnotu idf, ale
v porovnavanych inzeratech maji vysokou hodnotu tf. Takové vyrazy by mohli zajistit
vysokou miru podobnosti, ale nebudou pii vyhledavani uplatnény. Naproti tomu dojde k
velmi vyraznému urychleni vyhodnoceni vyhleddvaciho dotazu, nebot' pro vyrazy s
vysokou hodnotou idf jsou v indexu vyrazné kratSi posting listy. Neexistuje ale
jednoznacény zpusob urceni minimdalni hranice idf pro sestaveni vyhledavaciho dotazu. Je
mozné ji ur¢it zkusmo, popf. je mozné pouzit predem dany pocet vyrazli ze zadaného
inzeratu s nejvy$s§imi hodnotami idf.

Druhou moZnosti je vytvoteni takového vyhleddvaciho dotazu, ktery zajisti vyhledani
inzeratl obsahujicich vice nez jeden (nebo dokonce vsSechny) z vyrazi ze zadaného
inzeratu. Pii pouziti této metody vSak miize dojit k vynechani inzerati, u kterych by byla
vysledna podobnost vyssi, a to jen proto, ze obsahuji pouze jeden spolecny vyraz. Ob¢
uvedené heuristiky mohou ovlivnit vysledek vyhledavani podobnych inzerati takovym
zpuisobem, ze dojde k vynechani inzeratd s vys$i mirou podobnosti a naopak zlistanou ve
vysledku ponechény inzeraty, jejichz podobnost je nizZsi.

V prototypovém feSeni je implementovano vyhledavani metodou Index elimination s
vyuzitim prvni popsané heuristiky, tedy moZnosti uréeni minimalni hodnoty idf.
Implementace je dostupnd ve tfidé TndexElimination.® PH pouZiti tohoto zplsobu
omezeni mnoziny porovnavanych inzerati roste velmi vyrazné rychlost vyhodnoceni
vysledku s vyssi hodnotou minimalni Grovné idf. Nepifimo timérné¢ k tomu vSak klesa
pfesnost vysledku. V tabulce 6.1 je uvedeno srovnani vysledku vyhledani deseti

7  Viz kapitola 2.3.
8 Namespace Thon.WebMining.SimilaritySearch, projekt Thon.WebMining.
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Podobné inzeraty k inzeratu €. 2591

idf 0 1,5 3
1 2592 (0,3552)| 2592 (0,3552)| 2592 (0,3552)
2 7364 (0,2725)| 7364 (0,2725)| 7364 (0,2725)
3 1440 (0,2372)| 1440 (0,2372) 17329 (0,1749)
4 | 29659 (0,2367) 29659 (0,2367) 26218 (0,1602)
5 1395 (0,2367)| 1395 (0,2367) 11148 (0,1422)
9 1396 (0,2346)| 1396 (0,2346)| 19076 (0,1284)
7 1397 (0,2343)| 1397 (0,2343)| 11095 (0,1206)
8 1441 (0,2342)| 1441 (0,2342)| 7676 (0,1141)
9 5407 (0,2301)| 5407 (0,2301)| 13048 (0,1103)
10 | 12293 (0,2156)| 12293 (0,2156)| 6548 (0,1091)

Doba 4,9608s 0,8424s 0,1092s

Tabulka 6.1: Srovnani vysledkii vyhledani podobnych inzeratii metodou Index elimination s riiznou
minimalni hodnotou idf. Oznaceni inzerdatu a hodnoty miry podobnosti uvedené v zavorkach jsou
ziskany z vystupu aplikace similarity.exe.

nejpodobnéjSich inzeratd ke stejnému inzerdtu s nastavenim rizné minimdlni hodnoty idf.
Pokud je minimalni hodnota idf nastavena hodnotu 0, vysledek je shodny s vysledkem
vyhledédni pomoci metody Index traversal. Pro srovnani ¢asové naro¢nosti je u kazdého
zpusobu uvedena doba potfebnd pro ziskani vysledku. Mezi jednotlivymi vysledky je
ziejmy 1 rozdil v ptfesnosti v zavislosti na zvolené hodnoté idf. Zatimco pti hodnoté 1,5 je
vysledek shodny, pifi hodnoté 3 se vysledek vyrazné lisi a doslo k vynechani inzeratd s
vys§i mirou podobnosti. Niz§i pfesnost vysledku je tedy vyvazena dobou potiebnou pro
jeho zpracovani.

6.4 Cluster pruning

Cilem metody Cluster pruning je, stejné jako u metody Index elimination, omezeni
mnoziny inzeratl, u kterych probihd vyhodnoceni podobnosti. Omezeni mnoziny je
provedeno na zaklad¢ vysledkd shlukové analyzy. Vysledkem shlukové analyzy jsou
shluky tvofené vzajemné si podobnymi inzeraty. Piedpokladejme, Ze pokud omezime
mnozinu vSech inzerati na mnozinu tvofenou né€kolika vhodné zvolenymi shluky,
nalezneme v této mnoziné¢ pozadované mnozstvi nejpodobnéjSich inzeratd. Volba
vhodnych shluk je provedena porovnanim miry podobnosti zadaného inzeratu se stredy
shluk.

Pocet shlukii je vhodné zvolit jako v N , kde N je po&et viech inzeratd v databazi. Pfi
rovnomémém rozdéleni inzeratd do shlukd bude kazdy shluk obsahovat N/vVN=+vN
inzerati. V praxi vSak dochazi k pomérné znacnym rozdilim ve velikosti jednotlivych
shlukt. Efektivni metodou pro vytvoteni shluki je pouziti Top-down clusteringu. Jak bylo
uvedeno v ptredchozi kapitole, proces dé¢leni shlukli je mozné ukoncit po dosazeni
pozadovaného poctu shlukli. Tato metoda je rovnéz pouzita v prototypovém feSeni,
pricemz pro d€leni shlukl je pouzit K-Means algoritmus s poc¢tem shlukl 5, maximalnim
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Obrazek 6.1: Volba shlukit pro vyhledavani podobnych inzeratit metodou Cluster pruning.

poctem iteraci 10 a hodnotou 0,00001 jako minimalni hodnotu, o kterou se musi zménit
vzdalenost stiedu, aby algoritmus pokracoval dalsi iteraci.

Vyhledéani podobnych inzeratd je provedeno ve dvou krocich:

1. Vyhledame urcity pocet shlukd, jejichZ stfedy maji nejvyssi kosinovou vzdalenost se
zadanym inzeratem (v prototypovém feSeni je voleno 10 shluki).

2. Provedeme vypocet kosinové vzdalenosti pro vSechny inzeraty ve zvolenych shlucich

a vybereme pozadovany pocet inzeratl s nejvyssi kosinovou vzdalenosti k zadanému
inzeratu.

Podobné jako v pfipadé pouziti metody Index elimination miize i metoda Cluster
pruning poskytnout odlisné¢ vysledky vyhledavani, zejména pokud je zvolen maly pocet
shlukii pro porovnani. V databazi mize existovat inzerat s vyssi mirou podobnosti, ktery
ale nebyl ve zvoleném shluku a neni tedy zahrnut v celkovém vysledku. Tato situace je
znazornéna na obrazku 6.1, kde je vidéet, ze pii volbé jednoho nejblizsiho shluku by nebyl
do vysledku zahrnut inzerat, ktery je piifazen ke shluku v pravé dolni ¢asti obrazku. To ale
nemusi znamenat jednoznacn€ hor$i vysledek vyhledavani, zalezi totiz na interpretaci
vysledkll a na vyznamu podobnosti inzeratl. Byly totiz vybrany nejpodobnéjsi inzeraty z
nékolika shlukd, které obsahuji sobé navzdjem podobné inzeraty a vSechny shluky byly
podobné se zadanym inzerdtem. Z urcitého thlu pohledu by tedy mohlo jit naopak o lepsi
vysledek nez pfi prostém porovnani podobnosti se vSemi inzeraty v databazi. V tabulce 6.2
je uvedeno porovnani vysledkit vyhledavani podobnych inzerath riiznymi metodami. Je
vidét, Ze v urCitych pfipadech mize metoda Cluster pruning poskytnout piesnéjsi vysledky
v Case, ktery je vyrazné kratsi nez pii pouziti metody Index traversal.

Metoda Cluster pruning predstavuje pomérné efektivni metodu vyhledévani
podobnych inzeratl v rozsahlé databazi. Zarovenl poskytuje pomérné piesné vysledky,
uspésnost nalezeni nejbliz§ich inzeratl je téméf srovnatelnd s metodou Index traversal.
Nevyhodou je nutnost provedeni pomérné naro¢ného predzpracovani inzerdti pomoci
shlukové analyzy, a tedy i slozitéjsi implementace. Vyhledani podobnych inzeratd je

24

minimalni hodnoty idf. Doba vyhled4vani roste s odmocninou poctu inzeratti v databazi.
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Podobné inzeraty k inzeratu €. 1395

Metoda | Index traversal |Index elimination | Cluster pruning
(idf > 3)
1 1440 (0,9718) 1440 (0,9718) 1440 (0,9718)
2 1441 (0,9674) 1441 (0,9674) 1441 (0,9674)
3 1397 (0,9655) 1397 (0,9655) 1397 (0,9655)
4 1396 (0,9646) 1396 (0,9646) 1396 (0,9646)
5 1477 (0,7996) 1477 (0,7996) 1477 (0,7996)
9 1438 (0,7705) 1438 (0,7705) 1438 (0,7705)
7 12293 (0,3774) 18758 (0,1385) 12293 (0,3774)
8 5407 (0,3437) 15755 (0,1160) 5407 (0,3437)
9 29659 (0,2872) 5538 (0,07606) 15627 (0,2118)
10 2591 (0,2367) 18130 (0,0735) 17324 (0,1878)
Doba 6.0996s 0.1404s 1.4352s

Tabulka 6.2: Srovnani vysledkii vyhledani podobnych inzeratii riiznymi metodami. Oznaceni inzerati
a hodnoty miry podobnosti uvedené v zavorkach jsou ziskany z vystupu aplikace similarity.exe.

Vyhodnoceni vysledki vyhledavani by bylo mozné dale optimalizovat paralelnim
zpracovanim zvolenych shluki, kdy z kazdého shluku je nezavisle na ostatnich vybran
pozadovany pocet nejpodobnéjsich inzeratli a nasledné jsou tyto dil¢i vysledky slouceny.

Implementace této metody je v prototypovém fteSeni dostupna ve tiidé
ClusterPruning.” Konstruktor tfidy vyzaduje jako vstupni parametr vysledek provedené
shlukové analyzy. Ten je v aplikaci similarity.exe ziskan deserializaci souboru
ziskaného vystupem aplikace clustering.exe. Ddle umoZiiuje tato tfida volbu poctu
shluki pouzitych pro vyhledavani.

6.5 Vyhodnoceni vysledkli

V predchozich podkapitolach byly predstaveny metody, které umoznuji efektivné
prohledat databazi inzerati za ucelem nalezeni podobnych inzerati k jednomu zadanému.
V naprosté vétSiné pripadl je potieba vybrat pouze pfedem dany pocet inzerati (napt. 10,
jak bylo uvedeno v ukazkach v této kapitole) s nejvys$s§i mirou podobnosti. Moznym
feSenim by bylo uloZeni vysledkii vyhodnoceni podobnosti v§ech porovnavanych inzerat
v paméti. Nasledn¢ by byly tyto vysledky sefazeny podle miry podobnosti a bylo by
pouzito pouze prvnich 10 vysledkl. Tento zptisob by byl samoziejmé velmi neefektivni v
pfipadé rozsahlé databaze inzerati.

Efektivnim zplsobem vybéru n nejpodobnéjsich inzerdth mulze byt pouZziti prioritni
fronty, ktera umoziuje nastaveni maximalniho poctu prvki. V prototypovém feSeni je
prioritni fronta implementovand s pouZzitim abstraktni implementace v knihovné Apache
Lucene.NET (konkrétné¢ jde o tfidu Lucene.Net.Util.PriorityQueue). Proces
vyhodnoceni vysledki vyhledavani je v prototypovém feSeni implementovan ve tiidé
simSearcher, ktera poskytuje kolekci n nejpodobnéjSich inzeratd. Jeden vysledek je

9 Namespace Thon.WebMining.SimilaritySearch, projekt Thon.WebMining.
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reprezentovan instanci tfidy SimbDocument,'® kterd zapouzdfuje obsah inzerdtu vyhledaného
v indexu a hodnotu kosinové vzdalenosti. Tfida simSearcher je zavisla na zvolené metodé
vyhledévani, kterd je definovand rozhranim IMethod. Toto rozhrani implementuji tiidy
uvedené v predchozich kapitolach.

Jak jiz bylo uvedeno v tvodu kapitoly, vysledky vyhledavani podobnych inzerata je
mozné piimo prezentovat uzivateli. Spole¢né¢ s nalezenymi podobnymi inzeraty je vhodné 1
néjakym zplisobem prezentovat miru podobnosti. V prototypovém feSeni je uzivateli
prezentovana piimo hodnota kosinové vzdalenosti, pficemz do vysledku nejsou zahrnuty
inzeraty, jejichz podobnost je niz§i nez 0,2. Na n¢kolika piikladech bylo zjiSténo, Ze
inzeraty z niz§i hodnotou kosinové vzdalenosti jsou jiz ptili§ odlisné od zadaného inzeratu.
Zobrazeni ciselné hodnoty vSak nemusi byt pro bézné uzivatele srozumitelné. Pro
pfehledngj$i zobrazeni by bylo mozné hodnotu kosinové vzdalenosti vyuZit napt. ke
zvyraznéni inzeratl, u nichz byla hodnota bliZe k jedné.

10 Namespace Thon.WebMining.SimilaritySearch, projekt Thon.WebMining.
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7 Detekce duplicitnich inzeratu

Problém detekce duplicitnich inzeratd je do jisté miry specifickym problémem, ktery
svou povahou patii spiSe do oblasti pfedzpracovani dat, nez do oblasti dolovani dat. Dalo
by se fici, ze jde o rozpoznani shodnych vzorti v datech, ktera jsou predmétem dalSiho
zpracovani. Rozpoznanim totoznych inzeratii by bylo mozné ziskat podrobnéjsi informace
o nemovitosti. Lze totiz predpokladat, ze rizné vyskyty téhoz inzeratu obsahuji odlisné
podrobnosti zvefejiované riznymi realitnimi portdly, pfi¢emz text inzeratl je stejny.
V ptipad¢ této prace je detekce duplicit vyuzita pfi prezentaci vysledkt vyhledavani v
prototypovém IR systému, tedy ve fazi interpretace. Cilem prace je navrh feSeni
zajiStujici automatické rozpozndni totoznych inzeratd, které jsou zvefejnény na riznych
URL adresach téhoz realitniho portdlu, nebo jsou zvetfejnény na riznych realitnich
portalech. Ve vysledcich vyhledani v prototypovém feSeni jsou pak totozné inzeraty
zobrazeny jako jeden vysledek.

Dtivody vicenasobného publikovani stejného inzeratu mohou byt riizné. Muze jit o
opakovan¢ publikovani inzeratu z divodu ukonceni doby jeho zveiejnéni. V IR systému
pfitom muze byt po n&jakou pifechodnou dobu i ptivodni verze inzeratu ulozena. Mohlo by
se také jednat o zdmérné uvadéni jednoho inzerati vicekrat ve vysledcich vyhledavani na
realitnim portalu s odliSnymi URL adresami. Tim se Gdajn¢ nékteré realitni portaly snazi
zvysit pravdépodobnost vyhledani v internetovych vyhledavacich. Takové zvetejiiovani
inzerati by mohlo byt dokonce zdmérem ze strany realitnich portald pro znesnadnéni
automatizovaného zpracovani zveiejnéného obsahu. Takové automatizované zpracovani je
pravé predmétem této prace.

Jinym piipadem je zvefejniovani stejného inzeratu jednim inzerentem na riznych
realitnich portalech. Zfejmym divodem publikovani stejné¢ho inzeratu je v tomto piipadé
snaha o zvySeni pravdépodobnosti jeho nalezeni pfipadnymi zajemci. S tim souvisi hlavni
problém detekce duplicit. Obsah inzeratu nemusi byt pii jeho opakovaném zveiejnéni vzdy
zcela stejny. Text inzeratu muZe napi. obsahovat Cislo zakazky, které se pochopitelné
pokazdé lisi. Inzeraty také vznikaji kopirovanim textu uzivatelem pfii jeho publikovani. Pti
kopirovani miize uzivatel provést drobné upravy textu, napi. opravy pieklepti. Na riznych
portalech tak bude stejny inzerat zveiejnény s drobnymi rozdily v textu. Kromé toho
mohou mit rizné realitni portaly odlisné poZadavky na formu inzeratu, velmi Casto se lisi
sada udaji o nemovitosti zadavanych ve strukturované form¢. Uzivatel tedy musi v
nékterych ptipadech obsah inzerdtu pfi zvefejiovdni na ridznych portadlech mirné
ptizplsobit.

Ptredpokladem detekce totoznych inzerati je skutecnost, Ze alespoil vyznamnou cCast
inzeratu uzivatel ponechd stejnou. Na druhou stranu, pokud by dva inzeraty tykajici se
stejné nemovitosti nemély vyznamnou ¢ast obsahu stejnou, nemiizeme predpokladat, ze jde
o totozné inzeraty. Dva dokumenty, které jsou téméi totozné a lisi se pouze v nepatrné
mife, jsou ¢asto oznacovany jako near duplicates. Zminény predpoklad je také zadkladnim
rozdilem mezi problémem detekce totoznych inzerati a problémem vyhledavani
podobnych inzerath popsanému v predchozi kapitole. Smyslem neni nalézt inzeraty, které
maji cosi spole¢ného a urcit miru podobnosti. Pozadovano je jasné tvrzeni, zda jsou dva
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zadané inzeraty totozné ¢i nikoliv. Snazime se pfitom minimalizovat chybu falesné
pozitivnich vysledkl. Chybné tvrzeni, Ze jsou dva inzeraty totozné, by bylo vyznamnéjsi
chybou nez nenalezeni totoznych inzerat z diivodu jejich urcité odlisnosti.

Ptikladem mohou byt inzeraty uvedené v ukazce 6.1 (strana 45). Na prvni pohled jde o
velmi podobné inzeraty. Pomoci aplikace similarity.exe je mozné zjistit, Ze mira jejich
vzajemné podobnosti se pohybuje mezi hodnotami 0,95 a 0,97. Pii pohledu na text inzeratu
je zjevné, ze text vznikl kopirovanim. Nemiize vSak jit o totozné inzeraty, nebot’ kazdy
popisuje jinou nemovitost. Konkrétné jde o rizné byty ve stejném bytovém domé, nicméné
s velmi podobnym popisem, ve stejné lokalité a se stejnym popisem nekterého vybaveni.
Jiz z nadpisu je ale ziejmé, ze se jednd o rizné velké byty se znacné odliSnou cenou.
Oznaceni takovych inzerati za totozné by bylo velmi zavaznou chybou, ktera by mohla
vyznamnym zpisobem zkreslit informace prezentované uzivateli.

Reseni popsaného problému vyzaduje odligny piistup, nez vyhledavani podobnych
inzerati. Jak bylo uvedeno v ukdzce 6.1 (strana 45), ani velmi vysokd mira podobnosti
nezajisti spolehlivé rozpoznani totoZnych inzerati. Pro detekci duplicitnich inzerati
provedenou na zékladé¢ vyznamné shody v textu inzerdtu je pouzit a implementovan
algoritmus SimHash. Re$eni vychazi z publikaci [3] a [8]. Kromé samotné implementace
algoritmu je v prototypovém feSeni zohlednén i problém casté aktualizace databdze
inzeratl popsany v kapitole 2.6. Dale je feSen problém efektivniho vyhledavani
duplicitnich inzeratl v rozsdhlé databazi tak, aby bylo mozné toto feSeni vyuzit v rdmci
online zpracovani vyhledavacich dotazii v prototypovém IR systému.

7.1 Priprava dat

Predzpracovani dat je pro potieby detekce duplicit snazsi, nez v pripadech klasifikace
¢i shlukové analyzy. Jak jiz bylo naznac¢eno v Givodu, cilem je nalezeni totoZnych inzerati,
tedy inzeratl se stejnym nebo nepatrné odliSnym textem. V tomto piipad¢ tedy neni
zadouci odstranéni nevyznamnych slov (tzv. stop slov) ¢i pfevedeni ostatnich slov do
ur¢itétho normalizovaného tvaru. Cely text inzeratu je ponechan ve své ptivodni formé,
pouze je rozdelen na jednotliva slova. K tomu postaci vyuzit provozni databdzi inzeratu
ziskanou pomoci aplikace crawler.exe. Z inzeratu ulozeného v provozni databdzi v
Caste¢né strukturované formé&' vyuZijeme pole s ndzvem Text. Rozdéleni textu na
jednotliva slova zajistuje v prototypovém feSeni tfida StandardTokenSource,” ktera
vyuziva implementaci SstandardTokenizer z knihovny Apache Lucene.NET.

7.2 SimHash

Algoritmus SimHash je casto vyuzivan k detekci duplicitnich obsahi webovych
stranek internetovymi vyhledavaci. V nékterych pfipadech je vyuZzivan i k vyhleddvani
textli s ur¢itou mirou podobnosti. Algoritmus je zaloZen na piedpokladu, Ze je mozné
kazdy dokument vyjadiit ve formé otisku, ktery je vystupem jednosmérné funkce. Jde o
analogii s bézné¢ pouzivanymi heSovacimi funkcemi, pomoci kterych jsou vstupni data
reprezentovana relativné malou ¢iselnou hodnotou. Zakladni vlastnosti bézné heSovaci
funkce je skuteCnost, Ze nepatrna zmeéna vstupu zpusobi vyraznou zménu vysledné

1 Césteéné strukturovanou formou myslime datovou strukturu dokumentu popsanou v kapitole 3.2.
2 Namespace Thon.WebMining.Utils.TokenSource, projekt Thon.WebMining.
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hodnoty. Naproti tomu zakladni vlastnosti algoritmu SimHash je fakt, Ze pro rizna vstupni
data liSici se pouze nepatrné jsou vystupem hodnoty s nulovou nebo velmi malou
hammingovou vzdalenosti. Naopak vyssi odliSnost vstupnich dat vede ke vzniku hodnot s
vysokou hammingovou vzdalenosti. Hammingova vzdalenost udava pocet bitti, ve kterych
se dv¢ hodnoty SimHash 1isi.

Pro vytvoteni hodnoty SimHash pro zadany vstupni text je nutné nejprve text rozdélit
na slova a kazdému slovu pfifadit vahu odpovidajici jeho vyznamu v textu. V obecné
roviné mize jde o vyjadfeni mnoziny vlastnosti® popisujici vstupni entitu. V piipadé
textového vstupu povazujeme kazdé jednotlivé slovo za jednu takovou vlastnost. Urceni
vahy kazdého slova je nepovinnou soucasti algoritmu. Pfi tvorbé prace se ukéazalo byt jako
postacujici feSeni, kdy vSem sloviim je pfifazena vdha 1. Namisto této konstanty by bylo
mozné pouzit vahu Tf-idf.* Nasledné pro kazdé slovo vypoéteme hash pomoci bé&zné
heSovaci funkce. V tomto pifipadé€ je nutné pouzit heSovaci funkei, kterd spliuje zakladni
podminku vyrazné odliSnosti hodnoty heSovaci funkce pfi nepatrné zmeéné vstupniho slova.
Vyslednd hodnota SimHash je nasledné sestavena kombinaci vSech dil¢ich hash hodnot s
ohledem na vahu odpovidajicich slov nasledovné:

1. Inicializujeme pomocny vektor jehoz velikost odpovida pozadované velikosti hodnoty
SimHash. V naSem pfipad€ volime 64 bitovou hodnotu. Vy$§i hodnota umozZiuje
presnéjsi rozpoznani duplicit, ale zvySuje vypocetni narocnost algoritmu. Velikost 64
bitl je dle pouzitych zdroji vhodnou volbou.

2. Pro kazdou hash hodnotu vsSech slov upravime pomocny vektor tak, ze i-tou slozku
vektoru zvysime o hodnotu vahy slova v ptipad€, ze hodnota i-tého bitu hash hodnoty
daného slova je rovna jedné. V piipad¢, Ze je i-ty bit hash hodnoty daného slova roven
nule, i-tou slozku pomocného vektoru snizime o hodnotu véhy slova.

3. Vyslednou hodnotu SimHash sestavime tak, Ze jeji i-ty bit nastavime na hodnotu 1 v
ptipadé, Ze i-ta slozka pomocného vektoru je vétsi nez 0, v opaéném piipadé nastavime
i-ty bit na hodnotu 0.

Cely postup je popsan ve formé pseudokddu algoritmem 7.1. Pro vypocet hodnoty

heSovaci funkce jednoho slova je nutné pouzit takovou hesovaci funkei, jejiz vystupem je

hodnota stejné velikosti jako poZzadovana hodnota SimHash. BéZna implementace metody

GetHashCode v prostfedi Microsoft .NET Framework poskytuje 32 bitovou hodnotu.

V ramci prace byla vytvofena jednoducha implementace heSovaci funkce, ktera pro zadany

SimHash (text)
vector = NEW float[64]
FOREACH token IN SplitTextIntoTokens (text)
hash = ComputeHashcode (token)
FOR i FROM 0 TO 63

IF hash[i] ==
vector[i] += GetWeight (token)
ELSE
vector[i] -= GetWeight (token)
simHash = 0

FOR i FROM 0 TO 63
IF vector([i] > 0
simhash([i] = 1
RETURN simhash

Algoritmus 7.1: Vypocet hodnoty SimHash pro zadany vstupni text.

3 Neboli features — viz. [3], kapitola 1.
4  Viz kapitola 2.3.
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fetézec vytvori 64 bitovou hodnotu. Implementace algoritmu SimHash a pouzité heSovaci
funkce je dostupna ve tfidé€ simHash.’

Z popsaného algoritmu je zifejmé, ze vyslednd hodnota SimHash je ovlivnéna dil¢imi
hodnotami heSovacich funkci pro jednotliva slova. Nezéalezi vSak na potadi jednotlivych
slov v textu. Poradi slov ale mize mit pomérn¢€ vyznamny vliv na vyhodnoceni totoznosti
dvou textu. Naopak v ptipad¢ zjisténi podobnosti dvou textu bylo zddouci, aby na potradi
slov nezélezelo. Za tim ucelem se Casto vyuziva metoda zvana shingling. Pti této metodé
nedochdzi k rozdeleni vstupniho textu na jednotliva slova, ale na tzv. shingles, coz jsou
n-tice slov, které se navzajem piekryvaji. Napf. z textu:

Nabizim k prodeji byt v Ceskych Budé&jovicich
je mozné vytvofit trojice:

Nabizim k prodeji

k prodeji byt

prodeji byt v

byt v Ceskych

v Ceskych Bud&jovicich

Timto zpisobem je mozné zajistit zohlednéni potadi slov v textu pii tvorbé hodnoty
SimHash, nebod’ dil¢i hodnoty heSovaci funkce jsou ziskdny z vytvofenych trojic slov.
Napt. prohozeni dvou slov by neznamenalo Zadnou zménu hodnoty SimHash, pokud by
byl text rozdélen po slovech. Pfi pouZiti shingles velikosti 3 zplisobi prohozeni dvou slov
zménu trech trojic.

Pokud bychom vytvéieli hodnotu SimHash pro dokument o 10 slovech bez pouziti
shingles, znamenala by zména jednoho slova zménu 1/10 dil¢ich hodnot heSovaci funkce.
Pokud zvolime shingles velikosti 3, je text o 10 slovech rozdélen na 8 trojic. Zména
jednoho slova zpiisobi zménu tfech trojic, tedy 3/8 dil¢ich hodnot heSovaci funkce. Je tedy
ztejmé, ze velikost shingles ma vyznamny vliv na tvorbu hodnoty SimHash, ovSem
neexistuje presny zpusob jejiho urceni. Volba je zavisla na provedeni urcitych testl pro
konkrétni feSeny problém. Vys$$i hodnota zajisti snizeni chyby faleSn¢ pozitivnich
vysledki, zaroven ale mize dojit ke snizeni celkového poctu detekovanych duplicit. Pti
tvorbé prototypového fteSeni se ukdzalo jako vhodné pouziti shingles velikosti 3.
Implementace této metody je v prototypovém feSeni dostupna ve tfidé
ShingleTokenSourceﬁ

Ke zjisténi, zda jsou dva dokumenty totozné nebo témeét totozné staci vypocist jejich
SimHash hodnoty a zjistit jejich hammingovu vzdalenost. Dokumenty povazujeme za
duplicitni v ptipad¢, Ze je hammingova vzdalenost nepfesahuje urcenou hranici. Neexistuje
pfesny zpusob uréeni maximalni hammingovy vzdalenosti, opét zalezi na konkrétnim
feSeném problému a hodnotu je nutné urCit na zakladé experimentd. V pokusech
provedenych pii tvorbé prototypového feSeni se ukazalo jako vhodné pouziti hodnoty 3.
V ukéazce 7.1 jsou vidét dva inzeraty, u nichz je hammingova vzdalenost piislusnych
hodnot SimHash 4. Je pfitom zfejmé, ze jde o rizné inzeraty pravdépodobné vytvorené
kopirovanim stejného textu pouzitého pro nabidku rtiznych bytovych jednotek ve stejném
domé. Jde o pomérné Casty jev, kdy jeden inzerent nabizi na jednom realitnim portalu vice

5 Namespace Thon.WebMining.Algorithms, projekt Thon.WebMining
6 Namespace Thon.WebMining.Utils.TokenSource, projekt Thon.WebMining.
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RUzné inzeraty:

15549

Zdroj: http://reality.idnes.cz/detail/prodej/byt/2+kk/praha-liben-svetova/7057856

Ze dne: 14.12. 2013

Nadpis: Byt 2+kk (66 m?) 5 minut chlize od stanice metra

Cena: 3 260 012 K&

Text: Dovolujeme si pfedstavit bytovou jednotku o dispozici 2+kk, jejiz obytna plocha je 66 m2.
Nachazi se v kompletné zrekonstruovaném novorenesancnim domé ve Svétové ulici. Ten lezi jen
nékolik krokd od tramvajové zastavky ...

15553

Zdroj: http://reality.idnes.cz/detail/prodej/byt/2+kk/praha-liben-svetova/6661707

Ze dne: 14.12. 2013

Nadpis: Byt 2+kk (100 m?) v klidné ulici, jen 250 metr( od metra

Cena: 5412 573 K¢

Text: Dovolujeme si pfedstavit bytovou jednotku o dispozici 2+kk, jejiZz obytna plocha je 100 m2.
Nachazi se v kompletné zrekonstruovaném novorenesanénim dome ve Svétové ulici. Ten lezi jen
nékolik krokl od tramvajové zastavky ...

Ukazka 7.1: Velmi podobné inzeraty, které neni mozné povazovat za duplicitni. Hammingova
vzdalenost jejich SimHash hodnot je 4.

Totozné inzeraty:

829

Zdroj: http://reality.avizo.cz/pronajem-garaze-ostrava-nova-ves-8424744 html

Ze dne: 15.9. 2013

Nadpis: Pronajem garaze Ostrava - Nova Ves

Cena: 699 K&

Text: Pronajmu fadovou zdénou gardz o velikosti 18m2 v lokalité Ostrava Nova Ves ul.
BartoSova. Garaz se nachazi v centru bezpe¢né a klidné lokality, ktera je v blizkosti zastavby
rodinnych dom(l. Velmi dobra dopravni a strategicka dostupnost. ...

21416

Zdroj: http://reality.bazos.cz/inzerat/37263553/Pronajem-garaze-Ostrava-Nova-Ves-Bartosova.php

Ze dne: 21.7.2014

Nadpis: Pronajem garazZe - Ostrava Nova Ves, BartoSova

Cena: 699 K&

Text: Pronajmu fadovou zdénou garaz o velikosti 18m2 v lokalité Ostrava Nova Ves ul.
BartoSova. Garaz se nachazi v centru bezpecné a klidné lokality, ktera je v blizkosti zastavby
rodinnych domu. Velmi dobra dopravni a strategicka dostupnost. ...

Ukdzka 7.2: Totozné inzeraty zverejnéné na riiznych realitnich portdilech. Hammingova vzddlenost
Jjejich SimHash hodnot je 0.

nemovitosti. Podobny ptipad byl uveden 1 v ukézce 6.1 (strana 45). Odlisny ptipad je
uveden v ukédzce 7.2. V tomto piipad¢ je zfejmé, ze jde o totozny inzerdt zvefejnény na
riznych realitnich portalech. Inzeraty maji nepatrné odliSny nadpis, nicméné hodnota
SimHash vytvotena z jejich textového obsahu je shodna.

7.3 Efektivni vyhledavani

Algoritmus SimHash umozZiiuje vypocet otisku kazdého inzeratu nezéavisle na
ostatnich. Je tedy mozné jiz pii uklddani novych inzerati do databaze spole¢n€ s nimi
ukladat i odpovidajici otisk. Pokud bychom v takové databazi potfebovali vyhledat
vSechny duplicitni inzeraty k jednomu zadanému inzeratu, bylo by nutné projit vSechny
otisky ostatnich inzeratd, pro kazdy z nich zjistit hammingovu vzdélenost mezi nim a
otiskem zadaného dokumentu a do vysledku vyhledavéani zatadit pouze ty zaznamy, u
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kterych byla zjisténd hammingova vzdalenost nizs§i nez urcena hranice. Takovy postup je
ovSem velmi neefektivni v piipad€ vyhledavani duplicit v rozséhlé databazi.

MnozZinu porovnavanych otiskll pfi vyhledavani duplicit v databézi je mozné vyrazné
omezit. Pfedpokladejme, ze budeme vyhledavat pouze otisky s hammingovou vzdalenosti
mensi nebo rovnou n, neboli takové otisky, které se 1isi v n bitech. Pokud kazdy otisk
vyjadieny v binarni formé rozdélime na n+/ ¢asti, nutné musi byt alespon jedna z n+/
¢asti pro dva porovnavané otisky shodnd. Poté staci vyhledat v databazi takové zdznamy,
které maji alesponn jednu Cast otisku stejnou a pouze pro tyto zaznamy zjistit vyslednou
hodnotu hammingovy vzdalenosti.

V prototypovém feSeni je uvedeny postup implementovan pro vyhledani hodnot
SimHash s hammingovou vzdalenosti nejvySe 3. V SQL databazi jsou za tim ucelem
ulozeny 4 casti hodnoty SimHash, pficemz kazda cast predstavuje 16 bitd hodnoty
SimHash pfislusného inzeratu. Pro zadany inzerat a jemu odpovidajici hodnotu SimHash je
mozné sestrojit SQL dotaz, jehoz vysledkem jsou vSechny hodnoty SimHash, které maji
alesponl jednu ctvrtinu shodnou. Zjednoduseny zdpis takového dotazu by mohl vypadat
nasledovné:

SELECT Id, Simhash FROM Documents
WHERE Q1 = @gl OR Q2 = @g2 OR Q3 = @g3 OR Q4 = @qg4

kde ve sloupci simhash je ulozena celd hodnota SimHash, ve sloupcich on jsou ulozeny
jednotlivé Ctvrtiny a parametry @qn urcuji jednotlivé ¢tvrtiny hodnoty SimHash zadaného
inzeratu. V prototypovém feSeni je uvedeny zplsob vyhledavani duplicitnich inzerath
implementovan v aplikaci simhash.exe, pficemz metoda vyhleddvani hodnot SimHash v
databazi dostupnd ve tfidé DocumentRepository.” Pomoci této aplikace bylo napi.
zjisténo, ze v celé databazi obsahujici vice nez 30 tisic inzeratil existuje 766 inzeratd, ke
kterym byl nalezen duplicitni inzerat, pro 68 z nich dokonce existuje vice nez jeden
duplicitni inzerat. Konkrétni piiklad nalezenych duplicit je uveden v tabulce 7.1.

Inzerat Nalezené duplicity

63 1080(2)

86 9852(0)

269 1547(2) 357(3)

1118 1144(0) 1164(0) 1173(0)

10054 10057(0) 10063(0) 10067(0) 10074(0)

Tabulka 7.1: Duplicitni inzeraty nalezené pomoct aplikace simhash.exe. Kazdy inzerat je urcen svym
identifikatorem v provozni databdzi, v zavorce je uvedena hodnota hammingovy vzdadlenosti
prislusnych hodnot SimHash.

7 Namespace Thon.WebMining.Documents. Impl, projekt Thon.WebMining.
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8 Implementace jednoduchého IR systému

V kapitolach 3 az 7 byly popsany metody pouzité pro zpracovani realitni inzerce nutné
pro vytvoreni prototypového feSeni IR systému. V téchto kapitolach jsou rovnéz uvedeny
odkazy na prislusné ¢asti zdrojovych koda, ve kterych jsou popsané algoritmy a metody
implementovany. Pfedmétem této kapitoly je celkovy pohled na architekturu
prototypového feseni a doplnéni nékterych dalSich implementacnich detaili.

Prototypové feSeni zajistuje zejména nazornou prezentaci vysledkii metod pouzitych
pro automatizovan¢ho zpracovani dat. Funk¢nost prototypového feSeni vychazi z cila
prace uvedenych v kapitole 1.1. Jeho soucasti je 1 jednoduché grafické uzivatelské rozhrani
poskytujici zdkladni funkce IR systému, jako je fulltextové vyhledavani v obsahu inzeratd,
filtrovani inzerati dle vybranych kritérii, zobrazeni nalezenych duplicit mezi inzeraty a
vyhledavani podobnych inzerati. Aplikace je feSena jako desktopova aplikace vyuzivajici
lokéalné uloZzenou databazi, index a dalsi potfebna data. Uzivatelské rozhrani je realizovano
aplikaci gui .exe.'

Cely IR systém je tvoren né€kolika komponentami, které spolu ur€itym zpiisobem
spolupracuji. VSechny komponenty jsou znazornény na obrazku 8.1. Sipky znazorfuji
proces zpracovani a ukladani dat. Crawler zajistuje ziskani pozadovanych HTML stranek
z realitnich portald, jejich ulozeni do WWW Cache, zakladni ptfedzpracovani inzerati a
naplnéni provozni databaze. Indexer vyuziva data ulozend v provozni databazi k vytvoreni
fulltextového indexu. Klasifikator zajistuje tfidéni ¢i kategorizaci inzeratd. Vysledky
klasifikace jsou opét uloZzeny do indexu. Proces shlukovani zajistuje vyhledani skupin
podobnych inzeratd a vytvotreni datového souboru s udaji o vytvorenych shlucich. Proces

Crawler Indexer Classifier | | Clustering

Ny LN

Cwwweache ) (Database 3 ( Index ) (_Clusters )

=[G

Duplicates
detection

P/i; \
\
\
\
\
\
\
\
\
\
\

\“ '/ ‘ Results
< Fulltext search, Filter, Similarity search >ﬁ>

Obrazek 8.1: Kompletni IR systém. Na obrdazku jsou znazornény zakladni komponenty IR systému,
pouzitd uloZisté dat a tok dat v procesu jejich zpracovani.

1 Projekt gui ve zdrojovych kodech prototypového feseni.
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detekce duplicit zajistuje vytvofeni hodnot SimHash a jejich uloZzeni do samostatné
tabulky v provozni databazi. Vybrand ulozi$t¢ jsou nasledné vyuzita pfi vyhledavani a
zobrazeni vysledkl uzivateli. V nasledujicich podkapitolach budou uvedeny podrobnéjsi
udaje tykajici se navrhu feseni jednotlivych komponent IR systému.

8.1 WWW Cache

Zakladnim predpokladem funkénosti celého IR systému je ziskani pozadovanych
zdrojovych dat. Tuto ¢innost zajistuje crawler, jehoz architektura je popsana v kapitole 3.2.
Jednim z pozadavkll na IR systém je poskytnuti zdrojovych HTML stranek ke vSem
inzeratim ulozenym v databazi a vyhledanym pomoci uzivatelského rozhrani. Za tim
ucelem jsou vSechny stazené HTML stranky ukladdny do souborového systému. Stranky
ziskaného z jednotlivych realitnich portalt jsou ukladany do samostatnych podadresara (v
nasem piipad¢ jde o podadresafe Avizo-Reality, Bazos-Reality, iByty-Reality a
iDnes-Reality). Zékladni adresar celého ulozisté je nastaven v konfiguraénim souboru
aplikace volbou CrawlerStorageDirectory. Obsahem kazdého podadresaie je SQLite
databaze uloZena v souboru files.db. Databaze obsahuje jednu tabulku, ktera mapuje
zdrojové URL adresy na ndzvy souborli obsahujici pfislusSnou HTML stranku. Soubory
jsou oznaleny jednoznaénym identifikatorem typu GUID.? Aby nedochéazelo k ukladani
velkého mnozstvi soubori do jednoho adreséfe, je kazdy soubor ulozen v podadresafi,
jehoz nazev je tvotfen prvnimi dvéma znaky z nazvu souboru.

Implementace souborového ulozist¢ je realizovana tfidami v namespace
Thon.WebMining.Crawler.LocalStorage (projekt Thon.WebMining). Ttidy poskytuji
jednoduché API pro ulozeni souboru do uloZisté¢ a nacteni obsahu souboru z ulozisté¢ na
zakladé zadané URL adresy. Implementace tlozist¢ zajistuje i automatické vytvoreni
pomocné databaze pii ulozeni prvniho souboru. Soucasti zdrojovych kodi je i SQL skript
pouzity pro vytvoieni databaze. Ostatni ¢asti aplikace vyuzivajici toto API nejsou zavislé
na vnitini struktufe wlozisté, ale pracuji pouze s URL adresami, které jednoznacné
identifikuje realitni inzeraty.

8.2 Provozni databaze

Data v provozni databazi jsou produkovana procesem crawleru. Ten zajisti zpracovani
kazdé stazené HTML stranky, pii¢emz vystupem je ¢astecné strukturovany inzerat. Proces
zpracovani HTML stranky je popsan v kapitole 3.1. Vystupem zpracovani je datova
struktura inzeratu, ktera je v aplikaci reprezentovana polem objektd typu Item.” Tato
datova struktura je ukladédna do provozni databaze s pouzitim XML serializace.

Vsechny takto ziskané inzeraty jsou uloZeny v jedné SQLite databazi (ulozené v
souboru documents.db). Tabulka siteInfo obsahuje oznaceni a nazev realitniho portalu.
Tabulka Document obsahuje jednotlivé inzeraty. U kazdého inzeratu jsou uloZeny
nasledujici daje:

* oznaceni realitniho portalu, ze které¢ho byl ziskan (formou ciziho kli¢e do tabulky

SiteInfo),

2 Viz http://en.wikipedia.org/wiki/Globally unique_identifier.
3 Namespace Thon.WebMining.Documents, projekt Thon.WebMining.
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*  ptvodni URL adresu, na které byl inzerat zvetfejnén,
* XML strukturu popisujici vlastnosti inzeratu a

*  datum ziskani inzeratu.

Manipulace s databazi inzeratd je implementovéana ve tfidé DocumentRepository.* Tato
tfida neni zavisla na konkrétni pouzité databazi, ale vyuziva jednoduchou abstraktni vrstvu
popsanou rozhranimi v namespace Thon.WebMining.DatalLayer zavislou pouze na
rozhrani ADO.NET. Dostupnd je implementace pravé pro pouzitou SQLite databazi,
nicméné tato vrstva umoziuje relativné snadnou implementaci podpory jiného rela¢niho
databazového systému. Proces crawleru zajiStuje automatické vytvoieni databaze pfi
prvnim spusténi. Konfigurace databaze je feSena pomoci standardnich konfiguracnich
soubort a je stejnd ve vSech aplikacich prototypového feseni. Soucasti zdrojovych kodu je
skript pro vytvofeni provozni databaze dostupny v souboru CreateDatabase.sql.’

Crawler implementovany konzolovou aplikaci crawler.exe umoznuje spusténi
procesu zpracovani pro jeden urceny realitni portdl. Realitni portal je urCen vstupnim
parametrem aplikace, pfi¢emz jeho hodnota odpovida pln¢ kvalifikovanému nazvu tiidy
implementujici podporu daného portélu. V prototypovém feSeni jsou dostupné tyto tiidy:

* Thon.WebMining.Portal.AvizoSiteFactory,
® Thon.WebMining.Portal.BazosSiteFactory,
* Thon.WebMining.Portal.IBytySiteFactory a

® Thon.WebMining.Portal.IDNESSiteFactory.

8.3 Fulltextovy index

Fulltextovy index je vytvafen samostatnou aplikaci search.exe. Tato aplikace
poskytuje i1 jednoduché moznosti vyhledavani pro potieby ovéfeni funkcnosti. Z divodu
jednoduchosti implementace je v prototypovém feSeni realizovano pouze jednordzoveé
vytvofeni indexu, neni feSeno prubézné indexovani nové ziskanych inzeratd. Proces
indexovani je implementovan ve tiidé Indexer® a zahrnuje zpracovani vSech inzeratl
uloZenych v provozni databazi, extrahovani textovych a strukturovanych udajt pro potieby
vyhledavani a vytvofeni indexu. Textovymi informacemi jsou zejména nadpis inzeratu,
obsah inzeratu a textové Casti vSech ziskanych daji popisujicich podrobnosti inzerati.
Kazdy realitni portal poskytuje jinou mnozinu udaji popisujicich inzerovanou nemovitost.
Pro potieby fulltextového vyhledavani jsou vSechny takové udaje spojeny do jedné
polozky oznacené podrobnosti. Strukturovanymi informacemi ulozenymi v indexu jsou
typ obchodu, kategorie nemovitosti a cena inzeratu. Ziskani téchto specifickych udaja je
podrobnéji popséano v dalSich podkapitolach.

Pro implementaci fulltextového indexu je pouzita knihovna Apache Lucene.NET.
Soucasti prototypového feSeni je implementace filtru zajistujiciho zpracovani ¢eskych slov
— tzv. stemming. Jde o tfidu czechanalyzer,” kterd je vytvoiena pievodem stejnojmenné

Namespace Thon.WebMining.Documents.Impl, projekt Thon.WebMining.
Adresar odpovidajici umisténi namespace Thon.WebMining.Documents. Impl
Namespace Thon.WebMining.Fulltext, projekt Thon.WebMining.
Namespace Thon.WebMining.Utils.Analyzers, projekt Thon.WebMining.

~N N D A
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tfidy z projektu Apache Lucene pro prostiedi Java. Indexované inzeraty je mozné do urcité
miry strukturovat pomoci tzv. fields. V prototypovém feSeni je pouzita tato logicka
struktura indexu:

*  id - hodnota jednozna¢ného identifikatoru inzeratu v provozni databazi,
*  nadpis —nadpis inzeratu, pokud je realitnim portdlem poskytovan,
*  text — obsah inzeratu (dostupny u vSech inzeratl),

* podrobnosti — textové udaje popisujici inzerovanou nemovitost (daj nemusi
poskytovat v§echny realitni portaly),

* cena — cena inzeratu v Ciselné formé pro zajiSténi filtrovani v uzivatelském
rozhrani,

*  cenaText — puvodni textové vyjadieni ceny pouzité pro zobrazeni ve vysledcich
vyhledavani (vétSinou obsahuje i oznaceni mény a oddélovace radua),

*  source — URL adresa, ze které¢ byl inzerat ziskan,
*  trade —oznaceni typu obchodu (poptavka, prodej, prondjem) a

*  category — oznaceni kategorie nemovitosti (byt, dim, komer¢ni objekt, apod.).
Pro vyhledavani inzerati pomoci uvedené aplikace je mozné vyuzit dotazy ve formatu
Apache Lucene Query.® Filtrovani inzeratd dle ceny, typu obchodu a kategorie dostupné v
uzivatelském rozhrani je feSeno tzv. filtry.’

8.4 Zjisténi ceny z inzeratu

V kapitole 2.4.1 byly uvedeny nékteré problémy pii ziskdvani konkrétnich udaji z
textu inzeratu. Pro zajisténi jednoduchého strukturovaného vyhledavani by bylo vhodné
ziskat z textu inzerdtu co mozna nejvice udajii ve strukturované formé. Soucasti prace je
feseni jednoho jednoduchého ptipadu, a to vyhledani ceny inzeratu. Ziskani ceny v ¢iselné
formé poskytne uZivateli moznost filtrovani inzeratd dle zadaného rozmezi ceny. Reseni
problému je vyrazné zjednoduSeno tim, ze vSechny pouzité realitni portaly poskytuji udaj o
cen¢ v ¢astecné strukturované formé, tzn. u vSech portald je mozné z HTML stranky ziskat
textovy udaj oddéleny od ostatnich Casti inzerath obsahujici prave udaj o cené.

Ziskani ceny je feSeno pomoci systému pravidel, kterd jsou aplikovana na jednotliva
slova textu obsahujiciho cenu. V tomto pfipad¢ je text délen na slova tak, ze za oddélovace
slov je povazovan jeden nebo vice po sob€ jdoucich netisknutelnych znaka. Nasledné jsou
slova pfevedena na mald pismena. Ob& tyto operace jsou implementovany pomoci tfid
WhitespaceTokenizer a LowerCaseFilter z knihovny Apache Lucene.NET. Postup
ziskéani ceny je nasledujici:

1. Rozdé€lime text obsahujici cenu inzeratu na slova.

2. Pro kazdé slovo zjistime, zda odpovida regularnimu vyrazu [0-9] + (tj. obsahuje pouze
¢iselné znaky).

3. Vsechny vyskyty odpovidajici regularnimu vyrazu ptiddme na konec pomocného
fetézce.

8  Viz http://lucene.apache.org/core/3 0 3/queryparsersyntax.html.
9  Viz http://lucene.apache.org/core/3_0_3/api/core/org/apache/lucene/search/Filter.html.
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4. Pokud slovo neodpovida regularnimu vyrazu, ukonc¢ime zpracovani textu.
5. Hodnotu pomocného fetézce prevedeme na ¢iselnou hodnotu.

V nékterych inzeratech je primarné uvedena cena v eurech, pficemz odpovidajici cena v
korunach je uvedena v zavorce za ni. Proto je v uvedeném postupu doplnéno pravidlo,
které pii nalezeni vyskytu vyrazu EUR vymaze hodnotu pomocného fetézce a cely postup se
opakuje od bodu 1. Uvedeny systém pravidel je v ptipad¢ prototypového feSeni dostacujici
pro spolehlivé zjisténi ceny inzeratu. Je zfejmé, Ze v piipad€ zpracovani inzeratl z jinych

vvvvvv

Implementace uvedeného postupu je v prototypovém feSeni dostupna ve tiidé
FeatureExtractorBase.' Pro ovéfeni funkénosti je mozné vyuzit aplikaci
preprocess.exe, jejiz vystupem je vypis identifikdtord vSech inzerati ulozenych v
provozni databazi, u kazdého identifikatoru je uvedena zjisténa cena a puvodni textovy
udaj obsahujici cenu. Ulozeni ceny do indexu za Gcelem vyhleddvani je soucasti procesu
indexovani.

8.5 Aplikovani modelu

V kapitole 2.3 je uvedeno, ze vhodnym zptsobem pro vyjadieni textového dokumentu
pro ucely klasifikace a shlukové analyzy je tzv. Vector Space Model. Jak bylo uvedeno v
kapitole 4.1 a v uvodu kapitoly 6, vhodnou datovou strukturou pro ukladani udaji
dalezitych pro vyjadfeni vektoru dokumentu je index. V prototypovém fesSeni ale
potfebuje, aby byly do indexu ulozeny inzeraty s jiz znamou tiidou pfifazenou pfi
provedeni klasifikace. Za tim ucelem by bylo mozné vytvofit nejprve pomocny index, ve
kterém by byly pouze inzeraty z trénovaci mnoziny. Pomoci takového indexu by bylo
mozn¢é vytvorit klasifikator a ten nasledné pouzit pro urceni tftidy vSech inzerat v provozni
databazi. Z divodu jednodussi implementace byl v prototypovém feSeni zvolen odlisny
zpusob.

Proces indexovani popsany v kapitole 8.3 je rozdélen do dvou fazi. V prvni fazi je do
indexu uloZzen pouze textovy obsah inzeratu, ktery je postacujici pro vytvoreni
klasifikatort. Druhou fazi je aplikovani vytvotfenych klasifikatori na vSechny inzeraty
uloZené v provozni databdzi a doplnéni ostatnich polozek popisujicich inzeraty do indexu.
Soucasti téchto polozZek je 1 oznaceni tiid pfifazenych pouzitymi klasifikatory. Aplikovani
klasifikaéniho modelu je provadéno pii procesu indexovani aplikaci search.exe. Ta
vyzaduje klasifikatory vytvorené pomoci aplikace classifier.exe, které jsou bindrné
serializované v souborech.

Po vytvofeni indexu je mozné provést shlukovou analyzu pomoci aplikace
clustering.exe. Tato aplikace vyuzivd pouze index, jejim vystupem je pak soubor
obsahujici informace o nalezenych shlucich (popsano v uvodu kapitoly 5). Nezavisle na
klasifikaci a shlukové analyze je mozné provést piipravu tdaji potfebnych pro detekovani
duplicitnich inzerat. To je provedeno aplikaci simhash.exe, kterd do provozni databaze
doplni pomocnou tabulku simhash obsahujici hodnoty SimHash vSech inzeratd (jak je
popsano v kapitole 7). Po provedeni téchto ptipravnych kroka jsou k dispozici vSechny
typy ulozist’ vyuzité uzivatelskym rozhranim IR systému.

10 Namespace Thon.WebMining.Fulltext, projekt Thon.WebMining.
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8.6 Prezentace vysledku

Splnéni cild prace uvedenych v kapitole 1.1 je mozné ovéfit pomoci uzivatelského
rozhrani IR systému. Jde o desktopovou aplikaci umoznujici vyhledavani ziskanych
realitnich  inzerati. K tomu vyuzivd pfipraveny index, provozni databazi
s predpfipravenymi hodnotami SimHash a vysledek shlukové analyzy. Vyhledavani
podobnych inzeratli je provadéno metodou Cluster pruning. Pro stazeni originalniho
HTML souboru vybraného inzeratu je vyuzita WWW Cache.

Uzivatelské rozhrani je vytvoiené s pouzitim Windows Presentation Foundation. K
ovladani slouzi dva typy obrazovek. Uvodni obrazovka nabizi vyhledavani inzeratd
pomoci fulltextovych dotazi s moznosti filtrovani dle ceny, typu obchodu a kategorie
nemovitosti. Po vyhledani je zobrazeno prvnich 50 vysledkd a celkovy pocet vysledkl
odpovidajicich zadanym kritériim. Pokud je k nékterému ze zobrazenych vysledkl nalezen
duplicitni inzerdt, je zobrazen jako soucdst jednoho vysledku vyhledavani. Ptiklad
takového vysledku vyhledavani je vidét na obrazku 8.2.

Po kliknuti na nadpis vyhledaného inzerdtu je na nové zédloZce zobrazen jeho
kompletni obsah v Caste¢né strukturované formé tak, jak je ulozen v provozni databazi. K
inzeratu je zobrazeno 5 nejpodobnéjSich inzeratli s uvedenim miry podobnosti (hodnotou
kosinové vzdalenosti). V seznamu podobnych inzerati jsou zobrazeny pouze inzeraty s
mirou podobnosti nejméné 0,2. Na zaloZce s obsahem inzerdtu je mozné ziskat zdrojovy
HTML soubor inzeratu ziskany z uvedené URL adresy. Ptiklad zobrazeni celého inzeratu s
nalezenymi podobnymi inzeraty je vidét na obrazku 8.3.

i Web Mining GUI = B

Hledat

zemédélska usedlost pFErcv{ ‘ | Vyhledat |

Cena od: Cena do: Typ: Kategorie:

Celkovy pocet vysledkd: 847

Prodej zemédélské usedlosti Prerov
Kod zakazky: 0000153605 Prodej zemé&délské usedlosti v cbci Befiov. Zapodata rekenstrukee, nové pficky...
Cena: 1185000 Ké

Prodej zemédélské usedlosti Pierov
Prodej domu, zemédélské usedlosti, Oplocany, okr. Pferov
Kod zakazky: MKdo0803 Prodej domu o dispozici 3+1 a zemédélské usedlosti katastralni dzemi Pferov -...
Cena: 1200 000 K&

NABIZiM PRONAJEM ZEMEDELSKE USEDLOSTI
NABIZIM PRONAJEM- VELKY DUM S VELKOU ZAHRADOU DUM | ZAHRADA JE OTOCENA NA JIZNT STRANU TAKZE SLUNCE .

Cena: Dohodou

Mabizim na prodej zemédélskou usedlost Stara Ves
Dirn disp. fefen jaka 3+1 ve velmi dobrém stavu, s prijezdem a daléim bytem 1+1 ve stadiu zapot. rek..
Cena: 1350000 K&

Hledame pozemky piipadné zemédélskou usedlost
Hleddme pro naseho konkrétniho klienta pozemky nebo zemé&délskou usedlost s pozemky min. 100.000 m2 i..

Cena:

Zemédélska usedlost
Zemédélska usedlost ve Vintifové okr.Pelhfimov.Samostatné stojici s uzavien.dvorem a zahradou,pfed r...

Cena: 540 000 K&

Zemédélska usedlost okr. Novy Jicin

MNabizime Vam k prodeji zemédélskou usedlost v obci Velké Albrechtice, nedaleko Bilovce (okr. Novy Ji...

Obrazek 8.2: Uvodni obrazovka uzivatelského rozhrani IR systému. U prvniho vysledku je patrné
spojent vysledku s nalezenym duplicitnim inzeratem.
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] Web Mining GUI = B

Hledat | Borek u Ceskych Budgjovic

Uloit original

Borek u Ceskych Bud&jovic

httpy//reality.bazes.cz/inzerat/3705 1209/Borek-u-Ceskych-Budejovic. php (Bazos.cz)

Prodam pozemek v katastralnim Gzemi Borek u (“Iesk}"ch Budgjovic p.&. 149/37 o viméfe 5768 m2. Funkéni vyuZiti pozemku uvedené v Gzemnim planu obce Borek u iesk}i’:h Budéjovic
"wyroba a skladovani™. Pozemek je v dosahu MHD Ceské Budéjovice a je situovan v tésné blizkosti budouci dalnice D3 Praha - Ceské Budéjovice. Cena 400 - K&/m2.

Lokalita: 370 01 Ceské Bud&jovice
Cena: 2 307 000 K&

Podobné inzeraty:

Pronajem bytu 1+1, Lannova tfida (0,36)
Mabizime k prondjmu byt 1+1 o vyméfe cca 30 m2, ktery se nachazi ve NP bytového domu v centru Cesk..
Cena: 5500 Ke

Pronajem garazoveho stani v novostavbé BD Za Perlou, Staromé (0,35)
Mabizime k dlouhedobému pronajmu garaZové stani v novém bytovém domé v blizkosti historického centra...

Cena: 1000 K¢

Pronajem bytu 2+1, Palackého nam. — Ceské Bud&jovice (0,32)
Mabizime V&m pronajem prostorného zdéného bytu 2+1 na Palackého ndmésti v Ceskyich Budgjovicich, Byt ..

Cena: 7000 K¢

Stavebni parcela obec Zbudov u Ceskych Budgjovic (0,3)
Durnrealit. ¢z Vam zprostfedkuje prodej stavebniho pozemku, 18 km od éesk)":h Budéjovic, vyborna dostu...
Cena: 550 000 K&

byt 3+kk Homole pronajmu (0,26) )

Obrazek 8.3: Obsah inzerdtu. V horni casti obrazovky je uveden nadpis, URL adresa zdroje, text
inzerdatu a podrobnosti inzeratu. V dolni casti obrazovky je seznam podobnych inzerdtii s mirou
podobnosti uvedenou v zdvorce za nadpisem.
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9 Zaver

Cilem prace byla aplikace algoritmti a postupt dolovani dat pro oblast realitni inzerce.
Vyznam byl kladen pfedev§im na problémy vyzadujici netrividlni feSeni. Jde napf. o
problémy klasifikace textovych dokumenti a vyhledavani podobnych dokumentt. Za tim
ucelem byly popsany a implementovany vybrané techniky a algoritmy strojového uceni.
Krom¢ algoritmi samotnych byl v praci feSen cely proces dolovani dat. Ten zahrnuje
ziskani dat, jejich predzpracovani, vytvofeni a aplikovani data miningovych modelt a
interpretaci vysledku.

Vysledkem prace je prototypové feseni jednoduchého Information Retrieval systému,
ktery umoznuje ziskani realitnich inzeratl z vetejné dostupnych zdrojd, jejich zpracovani a
poskytuje vyhledavani a prezentaci vysledkt uzivateli. Jeho soucasti je databaze obsahujici
ptes 30 tis. realitnich inzeratl. Dil¢i vysledky prezentované v jednotlivych kapitolach byly
ziskany praveé na zdklad¢ vytvorené databaze realitnich inzeratt.

Pro feSeni vSech problémi byly zvoleny metody wurené pro zpracovani
nestrukturovanych dat. Jde o pfistup, kdy jsou nestrukturovand textovd data ponechana
pokud mozno ve své pivodni form&. Tomu je pfizpusoben i zpisob vyhleddvani v
takovych datech, kdy namisto vytvareni strukturovanych dotazl, na zaklad€ kterych jsou
data filtrovana, je mozné vyhledavat pomoci tzv. free text queries.

Odlisnym pfistupem by mohlo byt ziskdni co nejvétsStho mnozstvi udaji z textu
inzeratd, jejich ulozeni ve strukturované form¢é a nasledné zpracovani takto
strukturovanych dat. Uvedeny piistup byl zvolen proto, Zze dolovani dat =z
nestrukturovaného textu a ze strukturované databaze ptedstavuje ve své podstaté dve
samostatné discipliny. Obdobné by bylo nevhodné pii zpracovani strukturovanych dat tato
nejprve transformovat do nestrukturované formy.

Existuje nepochybné velké mnoZstvi pozadavkl na ziskani dalSich 0idaju tykajicich se
realitnich inzeratd. Pfikladem miiZze byt problém detekce odlehlych hodnot, pticemz
odlehlou hodnotou mtize byt uritym zpiisobem zajimavy inzerat. Dalsi zajimavou tlohou
by mohlo byt provadéni odhadl cen nemovitosti v zavislosti na lokalité s vyuZitim metody
linedrni regrese. V tomto piipad€ by bylo nutné provést takové ptedzpracovani dat, které
zajisti spolehlivé ziskani nékterych udaji ve strukturované formé. Konkrétné jde o urceni
lokality a ceny nemovitosti. Stejné udaje by bylo mozné vyuzit i pro provadéni
statistickych vystupli, jako jsou napif. cenové mapy. Tyto problémy tedy mohou byt
namétem pro dalsi vyuziti vysledkt préce.
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