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Uvod

Cilem diplomové préace je predstavit diskrétni pripad skrytych Markovovych
fetézcl. V prvopocatku bylo potieba dané téma prostudovat a nasledné zkomple-
tovat. Pro lepsi pribliZeni problematiky je do celé prace zakomponovan souvisejici
priklad.

V pilotni kapitole je kratce predstaven pojem nahodny proces. Tento termin
je v praci zminén, jelikoz jeden z typu nahodnych procest je ukryt pravé uvnitt
skrytych Markovovych fetézci.

V nasledujici podkapitole jsou uvedeny Markovovy fetézce. Zde se nenechme
zmast. Ackoliv se podle nazvu muze jevit, ze pravé Markovovy Tetézce jsou
klicovym terminem této prace, neni tomu tuplné tak. Vynechané slovicko "skryté"
zde hraje velikou roli. Tohle slovo symbolizuje skryté stavy, které odpovidaji
odlisné veli¢iné oproti té velic¢iné, ktera je pozorovana. Rozdil mtizeme tedy najit
v pozorované veliciné, v nasem piipadé je to navic diskrétné rozdélena nahodna
veli¢ina.

Prostrednictvim skrytych Markovovych fetézct jsou feseny tii zakladni tlohy,
které byvaji také nékdy oznacovany jako problém. A sice evaluace, dekdédovani
a udeni. Tyto dlohy jsou FeSeny pomoci riznych algoritmi. Ulohy jsou spolu s
algoritmy v praci popsany, predstaveny pomoci prikladi a nasledné aplikovany
na realnych datech v praktické c¢asti.

Jak je feCeno vyse, v praci se objevuje také prakticka ¢ast. Na tomto misté je
téma demonstrovano na redlnych datech, ktera se tykaji biologické oblasti.

Ackoliv existuje komercni software Latent Gold pro praci se skrytymi Marko-

vovymi Fetézci, vypocty v této diplomové praci byly zpracovany v softwaru R [11].



Kapitola 1

Zakladni informace a pojmy

V této kapitole uvedeme zakladni teoretické pojmy potiebné pro spravné
pochopeni problematiky skrytych Markovovych tetézct.
V prvni fadé musime vysvétlit terminy, které se budou v praci vyskytovat a

souvisi s hlavnim tématem. Uvodni kapitola byla vytvorena pomoci literatury [3]

a [0] .

1.1. Nahodny proces

Nahodny proces je pojem, ktery je tizce spjat s Markovovymi fetézci.
Pred nadefinovanim nahodného procesu si nejprve zavedeme pojem nahodna

veli¢ina.

Definice 1.1.1 (Ndhodna veli¢ina). Necht (L2, A, P) je pravdépodobnostni pros-
tor. Redlnou funkci X : Q@ — R nazveme ndhodnou velicinou, pokud pro kaZdé
x € R! plati

{we: X(w)<z}eA (1.1)

Usporadand trojice (£2,.A, P) v definici 1.1.1 se nazyva pravdépodobnostni
prostor nebo také Kolmogorovo pravdépodobnostni pole. Mnozina €2 znaci pros-
tor elementarnich jeva w € 2. Neprazdny systém A nazyvame jevovym polem.
Funkce P oznacuje pravdépodobnost. Pro vice informaci o této problematice od-

kézeme zajemce na [3].



Nahodnéa veli¢ina je soucasti nahodného procesu, jenz byva nazyvan rovnéz
jako stochasticky proces. Nahodny proces je oznacovan jako zobecnéni nahodné
veli¢iny. P1i realizaci jedné ndhodné velic¢iny je vysledkem jedna jedind hodnota
(napriklad studentova zndmka u zkousky). Vysledek stochastického procesu je
vsak funkce nebo také posloupnost (napriklad posloupnost zndmek u zkousek v
pribéhu jednoho tydne). Nahodny proces je posloupnosti nékolika nadhodnych

veli¢in v Case.

Definice 1.1.2 (Nahodny proces). Necht (2, A, P) je pravdépodobnostni prostor
a necht T'C R. Systém ndhodnijch velicin {Xy,t € T} definovanych na (2, A, P)

se nazyvd ndhodny proces.

Symbol ¢ € T' v definici 1.1.2 oznacuje ¢as. Dalsim symbolem, ktery budeme v
nasledujicim textu vyuzivat je S, coz znac¢i mnozinu moznych realizaci nahodnych
velicin.

Markovsky fetézec je urcity typ ndhodného procesu. Zde si predvedeme, jaky

miize byt ndhodny proces:

1. Nahodny proces s diskrétnim casem:

Pokud T je z mnoziny celych ¢isel Z nebo z mnoziny prirozenych cisel Ny,
pak se jedna o proces s diskrétnim c¢asem. Nahodny proces s diskrétnim

Casem se dale ¢leni na:

(a) Nahodny proces s diskrétnim casem a diskrétnimi stavy:
Tento ndhodny proces nastava v ptripadé, kdy kromé diskrétniho casu
jsou také realizace ndhodnych velicin X, diskrétni, mnozinu S pak
mame konec¢nou nebo nekonecéné spocetnou.

(b) Nahodny proces s diskrétnim casem a spojitymi stavy:
Néahodny proces tohoto typu pozorujeme v pripadé, kdy jsou X; spojité

néhodné veli¢iny a S je tedy nespocetnd mnozina (napriklad interval).
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2. Nahodny proces se spojitym casem:

Naopak proces se spojitym Casem nastane v ptripadé, kdy 7' € (a,b), pro

—00 < a < b < 0. Také tento ndhodny proces se dale déli na:

(a) Nahodny proces se spojitym ¢asem a diskrétnimi stavy:
Tento druh ndhodného procesu se objevuje v pripadé diskrétnich rea-
lizaci ndhodnych velicin X;, mnozina hodnot nahodnych velicin S
nabyva konec¢nych nebo nekonecné spocetnych hodnot. Navic, jak je

zminéno vyse, T' nabyva hodnot z néjakého intervalu.

(b) Nahodny proces se spojitym ¢asem a spojitymi stavy:
Posledni moznosti je ndhodny proces se spojitym ¢asem a spojitymi
nahodnymi veli¢inami X;, které mohou nabyt vyhradné hodnot ze spo-

jitého intervalu (mnozina S je nespocetna).

1.2. Markovovy retézce

Pred samotnym uvedenim skrytych Markovovych fetézct si kratce predstavime
klasické Markovovy fetézce.

Markovuv fetézec je vlastné urcitym druhem ndhodného procesu, ktery jsme
si zavedli vyse. Markoviv fetézec spadd pod prvni uvedeny stochasticky proces.
Jedna se tedy o ndhodny proces s diskrétnim c¢asem a diskrétnimi stavy. Pro ob-
jasnéni jesté uvedeme vysvétleni terminologie modelu a fetézce. Markovuv retézec
je Markoviv model s diskrétnim casem.

Jelikoz se jednd o velice zajimavé téma, bylo by na misté zverejnit jméno auto-
ra. Markovské modely ziskaly nazev po svém tviirci, kterym byl rusky matematik

Andrej Markov (14. ¢erven 1856 — 20. Cervenec 1922).

Poznamka 1.2.1. V ndsledujicim textu budeme pracovat s mnoZinou stavi, pro

niz plati S = {1,2,...,N}.
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Definice 1.2.1 (Markoviiv fetézec). Rekneme, Ze ndhodny proces {X;,t € No},
pro ktery S je mnozZina stavi, nazyvdme Markoviv retezec s diskrétnim casem,

pokud

P<Xt+1 :]‘Xt = Z.athl = itfly e 7X1 == Z.17)(0 = ZO) (1 2)
= P(Xiy1 = jIX; = i),
pro kazdé t € {0,1,...} a kaZdé ig,i1,...,154_1,1,j €S, pro které
P(Xt:’i,Xt,1 :Z'tfl,...,Xl :il,XOIio) > 0.

Definice 1.2.2 (Homogenni Markovuv fetézec). Pokud pravdépodobnosti pre-

chodu nezavisi na case t, ve kterém nastavd prechod, tzn. pokud
plj(t,t—i—l) :pija Z7j € SVt,
pak Markoviv retézec s dikrénim casem nazveme homogenni.

Uvedena podminka 1.2 v definici 1.2.1 se nazyva Markovova podminka neboli
Markovova vlastnost. Nahodny proces, ktery disponuje touto vlastnosti, se nékdy
také oznacuje jako ndhodny proces "bez paméti'. Markovska vlastnost nam totiz
riké, ze pravdépodobnost prechodu z jednoho stavu X; do dalsiho stavu X,
neni zavisla na tom, jak systém dosahnul stavu X;.

V predchozim odstavci mluvime o pravdépodobnosti prechodu, jez je nezbyt-

nou soucasti Markovovych fetézc.

Definice 1.2.3 (Pravdépodobnost prechodu prvniho taddu). Pravdépodobnosti
prechodu proniho 1adu (neboli pravdépodobnost prechodu za jeden krok) nazveme

podminenou pravdepodobnost, pro kterou plati
pij(t,t+1) =P(Xiy1 =j| Xy =14), i,j€8, t=0,1,---,T—1

e Pravdépodobnosti prechodu se zapisuji do matice pravdépodobnosti pte-
chodu P(t,t 4 1) = (pi;(t,t 4 1)),=;, kde N znadi pocet stavii. V dalsim
textu budeme pracovat pouze s homogennimi Marovovymi fetézci a matici

pravdépodobnosti prechodu proto miizeme psat ve zkraceném tvaru P =

(pij)%‘:l'
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e Matice pravdépodobnosti prechodu P vypada nasledovné

P11 P12 - PIN
P21 P22 ' P2N
P=| P31 P32 -+ P3N

PN1 PN2 *** PNN

e p,; oznacuje pravdépodobnost, kdy model zistava ve stavu 7.

Dii+1 Predstavuje piechodovou pravdépodobnost piechodu ze stavu i do

dalsiho stavu ¢ + 1.

e Pro pravdépodobnosti vychazejici z totozného stavu ¢ musi platit tato

rovnost >-; p;; = 1 a soucasné také pravdépodobnosti prechodu musi spliio-

vat 0 < p;; < 1.

e Pravdépodobnosti prechodu urcuji pravdépodobnost zmény stavu pti soucasné

zméné casu.

Dalsimi pravdépodobnostmi jsou pocatecéni pravdépodobnosti zapisované do

vektoru p(o) = (pgo),péo); T ,Pg\?))'

Definice 1.2.4 (Pocatecéni rozdéleni pravdépodobnosti). Rozdéleni Markovova

retézce v case t = 0 nazveme pocdtecnim rozdélenim a znacime
W= P(Xo=1i), i€$S
P = ( 0 — Z)? LED. (13>

e Pocatecni pravdépodobnosti musi spliovat podminky > ;cg p(o) =1la

)

P >0,vies.

e Pocatecéni pravdépodobnosti nam tikaji, jak pravdépodobny je zacatek v

jednotlivych stavech.
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Kapitola 2

Skryté Markovovy retézce

Nyni miizeme prejit k samotnym Markovovym retézcim. Pti tvorbé této kapi-

toly bylo vyuzito [2], [5], [9], [10], [12] a [16].

2.1. Uvod do problematiky

Zéklady skrytych Markovovych modeli polozil spolu se svymi kolegy Leonard
Esau Baum. Markovovy modely nachézi vyuziti hned v nékolika sférach zivota.
Jejich uplatnéni se objevuje napriklad v rtiznych druzich rozpoznavani — obliceje,
pisma, podpist, gest atd. Své misto nalézaji také v mediciné nebo v biomedicine,
kde se napriklad analyzuji signaly EKG ¢i EEG. Svou roli zastavaji také v bi-
ologii nebo v bioinformatice pro analyzu biologickych sekvenci. Mezi dalsi up-
latnéni patii meteorologie, kdy se zkouma dést, smér vétru nebo treba zemétre-
seni. Dalsi zajimavé aplikace jsou z oblasti techniky, jako je mobilni robotika. V
oblasti financi se skryté Markovovy Tetézce vyuzivaji k detekcim anomalii, jako
jsou podvody s kreditnimi kartami a dalsi. Jedno z nejcastéjsich vyuziti skrytych
Markovovych modelt je v rozpoznavani reci.

Rozdil oproti klasickym Markovovym fetézciim spoc¢iva v tom, ze namisto
stavu fetézce sledujeme pozorovani, které je realizaci diskrétné rozdélené nahodné
veli¢iny. U skrytych Markovovych fetézct zndme pouze to, co pozorujeme. Zde
skryté tedy znamend, ze vidime pouze pozorovani, které stavy generuji, ale nic

jiného. Stavy jsou skryté a odpovidaji jiné veli¢iné nezli té veli¢iné, kterou skutec¢né
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pozorujeme. Z tohoto faktu je také odvozen nézev skryty. Avsak stavy nejsou
méné dillezité, naopak hraji velkou roli.

Skryté Markovovy fetézce se déli na tetézce, kde pozorovani maji diskrétni
anebo spojité rozdéleni pravdépodobnosti. My se zde budeme zabyvat prvnim
typem a sice skrytymi Markovovymi fetézci s diskrétni povahou pozorovani. Zde
vidime, ze mame tedy dva typy skrytych Markovovych modeli. A sice diskrétni
skryty Markoviiv model, kde ndhodna veli¢ina, kterou pozorujeme nabyva hod-
not z diskrétniho rozdéleni pravdépodobnosti. Druhym typem je spojity skryty
Markovtiv model. Zde se nahodna veli¢ina 1idi spojitym rozdélenim pravdépodob-
nosti.

V predchozi kapitole jsme si uvedli, ze Markoviiv fetézec disponuje Markovskou
vlastnosti. Stejnou vlastnost ma také skryty Markoviv fetézec. Pro pripomenuti,
rysem Markovské vlastnosti je "bezpamétnost'. Tato vlastnost se vyznacuje tim,
ze pravdépodobnost prechodu z jednoho stavu do druhého nezavisi na tom, jak
se systém do prvniho stavu dostal. Znamena to, ze stav v budoucnu zavisi pouze
na stavu soucasném a na zadném jiném z minulosti.

Jelikoz se vse 1épe chape na konkrétnim prikladu, tak se budeme snazit vse

vysvétlit pomoci prikladu. V celé praci budeme postupné rozvijet jeden priklad.

Priklad 2.1.1. Skryty Markoviv retézec budeme jednoduse postupné vysvétlovat
na prikladech se studentem, ktery prdvée prochdzi zkouskovych obdobim. Nyni si
zhruba nastinime, o cem priklad bude a v dalsich prikladech budeme navazovat.
Jedna se tedy o priklad s pokracovanim.

Predstavme si néjakého chytrého studenta, ktery md v jednom tydnu vice zkou-
sek. Minimalné jednu za den. Tento student kazZdy den po zkousce vold domai,
aby se pochlubil s vysledkem zkousky. Jeho rodina ho uZ znd natolik, Ze dokdze
odhadnout vysledek jiz z jeho ndlady. Budeme zde uvazovat pouze dva stavy —
uspéch (uspesny vysledek zkousky) anebo neuspéch (neispésny viysledek zkousky).
Znamky neuwvazujeme. Navic mdme dvé hodnoty pozorované promeénné bud vesely
(student je vesely), nebo smutny (student je smutnij).

Pokud je student vesely, rodice usoudi, Ze zkouska dopadla tuspesné. Pokud

15



nemd dobrou ndladu, pak nastdva druhd moznost a sice, Ze zkouska nebyla uspésnd.

Obrazek 2.1: Zkouskové obdobi.
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2.2. Pojmy

V této chvili si nadefinujeme pojmy, které potiebujeme:

{X;} ...Homogenni Markovuv fetézec prot =0,1,...,T.

S=1{1,2,..., N} ... Mnozina skrytych stavi.

o p’ = (P2, pY,--- ,p%) ...Pocdtecni rozdéleni pravdépodobnosti, které vy-

jadruje pravdépodobnost, se kterou model zacne v daném skrytém stavu.

P = (pij)%.:l ... Matice pravdépodobnosti prechodu mezi skrytymi stavy

za jeden krok.

O = {0y,0,...,07} ...Posloupnost diskrétnich ndhodnych veli¢in po-
zorovanych v case ¢, kde t = {0,1,...,T}.

o V = {vy,vg,...,up} ...Mnozina moznych realizaci ndhodné veli¢iny Oy,

kterou pro kazdé ¢t uvazujeme stejnou.

e { ...Cas, ve kterém sledujeme realizaci ndhodné veli¢iny O;.

bj(k) = P(Oy = vw|Xy = j), k=1,...,M .. .Rozdéleni, kterym se fidi

nadhodna velicina Oy, v ptipadé, ze skryty systém je ve stavu j € S v case t.
e B= (bj(k))%;]‘fl ... Matice rozdéleni pravdépodobnosti vystupu.

— Matice pravdépodobnosti vystupu B ma tvar

bi(1) by(2) - by(M)
ba(1) 02(2) -+ ba(M)
)

by (1) b (2) bN(M):

— Pravdépodobnosti b;(k) oznacuji pradépodobnost, s jakou je generovano

pozorovani vy ze stavu j.
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— Také zde plati pro pravdépodobnosti pochazejici ze stejného stavu
> bj(k) = 1,Vj a zaroven pro pravdépodobnosti vystupu plati
0 <b(k) <1,Vj,k.

e )\ = (P,B,p®) ... Skryty Markoviiv model.

— Vidime, zZe k nadefinovani skrytého Markovového modelu potrebujeme
dvé matice a jeden vektor — matice pravdépodobnosti prechodu, matice

pravdépodobnosti vystupu a vektor poc¢atecnich pravdépodobnosti.

2.3. Skryty Markoviv retézec — diskrétni pripad
Nyni se podivame, jak skryty Markoviv fetézec pracuje:

1. V prvnim kroku se z po¢atecniho rozdéleni p(® generuje tivodni skryty stav

Xo =1 a cas t je roven nule.

2. V kroce druhém se vygeneruje pozorovani O; na zadkladé matice pravdépo-
dobnosti vystupu B, tedy rozdéleni pravdépodobnosti vystupu primérené

skrytému stavu X; = 1.

3. V dalsi fazi se podle matice pravdépodobnosti prechodu P generuje novy

skryty stav X;.1 = j a ¢as t se polozi rovno ¢ + 1.

4. Do té doby, kdy bude platit nerovnost ¢ < T' se druhy, tfeti a ¢tvrty krok

opakuje.

5. V konecné fazi procesu ziskame dvé posloupnosti, posloupnost skrytych

stavu X = { Xy, X1, ..., X7} aposloupnost pozorovani O = {Oy, Oy, ...,Or}

Priklad 2.3.1. NavdzZeme na predchozi priklad a trosku ho "zkomplikujeme".
Nyni budeme predpoklidat, Ze student je prevaziné wvesely, kdyZ zkousku zvladne

uspésné, ale mohlo ho znepokojit néco jiného. Na druhou stranu student je prevazné
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smutny, kdyz zkouska nedopadne dobre, ale mohla se mu stat néjakd veseld uddlost.
To znamend, Ze student muZe byt smutny, navzdory tomu, Ze zkouska dopadla

dobre. Stejné tak mize byt vesely v pripadé, Ze zkouska nebyla iuspésnd (Obrazek

e
¢os

Obrazek 2.2: Skryté stavy a pozorovani.
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Nyni pridame informace, za jakych okolnosti mize byt student vesely ¢i smutnyg.
Tyto hodnoty budou zastupovat vystupni pravdépodobnosti. Navic také doplnime
hodnoty, které nam budou rikat, jaka je pravdépodobnost uspéchu nebo neispéchu
ndsledugici den. Tyto hodnoty budou reprezentovat pravdépodobnosti prechodu (Ob-
razek 2.3). Abychom meéli vsechny potrebné informace, je potreba také zavést
pocdatecni rozdéleni pravdépodobnosti. V nasem pripadé jsou to pravdépodobnosti

urcugict, Ze student u proni zkouSky uspéeje nebo naopak neuspéje.

< Uspéch Neuspéch D

© &© & ©

Obrazek 2.3: Skryty Markoviv fetézec.

To, k cemu se zde snazime prirovnat skryty Markoviv retezec je fakt, Ze rodice
nevi vysledek, vedi pouze studentovu ndladu. Tedy vysledek zkousky je skryty stav

a studentova ndlada je to dané pozorovani (Obrazek 2.3).
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2.4. Zakladni Glohy

Za pomoci skrytych Markovovych Tetézcti se Tesi tfi zakladni tlohy. Tyto
ulohy se nazyvaji evaluace, dekdodovani a uceni. V nésledujici ¢asti prace se na

tyto tlohy a jejich algoritmy podivame podrobnéji.
e Evaluace
Evaluace znamen4, s jakou pravdépodobnosti je posloupnost pozorovani O
znamym modelem \ vygenerovana.

o Dekddovani

Pti dekdédovani hledame nejpravdépodobnéjsi posloupnost skrytych stavi
X = {Xo, X1,..., X7}, kterd odpovidd dané posloupnosti pozorovani O a

modelu A.

e Uceni

Uéeni bychom mohli vysvétlit jako hledéni optiméalnich hodnot p(®, P, B

na zakladé posloupnosti pozorovani O.

Kazda tloha, kterd je také nékdy nazyvana slovem problém, je fesitelna za

pomoci urcitého algoritmu.

2.4.1. Evaluace

Prvnim z problémi je evaluace, jinymi slovy vyhodnoceni pravdépodobnosti.
Ptame se na otazku, s jakou pravdépodobnosti model generuje pozorovani, pokud
méme tuto posloupnost pozorovani O = {Og, Oy, ..., 07} zadanou a také zndme
model . Nejjednodussim zptisobem vypoctu pravdépodobnosti posloupnosti po-
zorovani O je vypocitani vsech posloupnosti skrytych stavi délky T, kde T je

pocet pozorovani.
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Posloupnosti stavil rozumime
)(:()(0,)(1,...,)(/1")7 (21)

kde X, znac¢i tvodni stav. Pravdépodobnost posloupnosti pozorovani O je pri

dané posloupnosti staviit X a platnosti modelu A

P(OIX. ) = I] P(OJX,. ), (2:2)

t=0

kde se predpoklada statistickd nezavislost pozorovani. Nyni mame
P(O|X,\) = bx,(0g) - bx,(O1) - -+ - bx,(Or). (2.3)
Pravdépodobnost posloupnosti skrytych stavii X mizeme zapsat nasledovné

(Xl)‘> pX())pXOleXIXQ *PXp 1 Xr- (24>
Pravdépodobnost, ze O nastane spolecné s X, coz znamena spojeni O a X, je
P(O,X]|\) = P(O|X, \)P(X]|N). (2.5)

Za platnosti modelu A\ obdrzime vyslednou pravdépodobnost pozorovani O, kde
sCitame pres vSechny posloupnosti skrytych stavit X a nasledné kazdé X, ..., Xrp

pravdépodobnosti P(O, X|\) z predchoziho vztahu 2.5
P(O|)) ZP O|X, \)P(X]|A)

(2.6)
= Y pObx(O0)pxex,bx, (O1) - -+ - PXr_1 x70x0(Or).

X0,X1, s XT

Vysvétleni této pravdépodobnosti je nasledujici. Na poc¢atku, kdy cas t je roven
nule, jsme ve stavu X, s pravdépodobnosti pg?()) a s pravdépodobnosti bx,(Op)
generujeme (Oy. Posuneme se z casu 0 do casu 1, prejdeme s pravdépodobnosti
Pxox, ze stavu Xy do stavu X a s pravdépodobnosti by, (O;) vygenerujeme dalsi
pozorovani O;. V tomto postupu pokracujeme do casu T a s pravdépodobnosti
Dx,_, x, Prechazime ze stavu X7_; do posledniho stavu Xp a s pravdépodobnosti

bx,(O7) generujeme pozorovani Or.
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Tento vypocet je velice naro¢ny jiz pro malé N a T'. Proto se tento problém

resi s pomoci nékterého z nasledujich algoritm.
1. Doptedny (Forward) algoritmus

2. Zpétny (Backward) algoritmus

1. Dopredny algoritmus

Algoritmus se sklada ze tii kroki, ve kterych se objevuje nova proménna
a;(1). Tato proménnd uréuje pravdépodobnost, ze posloupnost, kterou po-
zorujeme je posloupnost {Og, Oq,...,0;}. Navic, Ze je proces ve stavu
X; =1 v ¢ase t. Uvazujeme vSechny moznosti, jelikoz stavy Xo, X1,..., Xy 1

nemame stanoveny.

Nova proménna ma tvar

Ctt(i) :P(Oo,ol,...,Ot,Xt :Z‘)\) (27)

Kroky doptfedného algorimu jsou nasledujici:

(a) Inicializace

ao(i) = pVb(0y), i=1,2,...,N. (2.8)

Stanovime, s jakou pravdépodobnosti proces zapocne ve stavu i, a

ze v tomto stavu se vygeneruje realizace Oy, na zakladé pocatecniho
(

rozdéleni pravdépodobnosti pio). Po provedeni tohoto kroku pro ves-
keré stavy mnoziny S, ziskdme tivodni hodnoty ag(i). Pro kazdy stav
7 =1,2,...,N a pro kazdy casovy okamzik t = 0,1,...,7 — 1 bude
postacujici vzit v ivahu pouze pravdépodobnosti prechodu ze vSech

stavi ¢ do stavu j a vygenerovani ndhodné veli¢iny Oy, timto stavem.
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Nasleduje dalsi krok, kterym je indukce.

(b) Indukce

(2.9)

vvvvvv

bereme v potaz veskeré moznosti, jak jsme se mohli v case t + 1 do
stavu 7 dostat pti generovani ndhodné veli¢iny Oy, .

ay(1) je pravdépodobnost spoleéné udalosti, kde jsou pozoroviana po-
zorovani Og, O, ..., Oy a i je stavem v Case t. Potom vystup a;(i)p;; je
pravdépodobnosti spolecné udélosti, kde pozorujeme Ogy, O4,...,0; a
stavu j je dosazeno v case t+ 1 pres stav ¢ v ¢ase t. Soucet tohoto vys-
tupu pres vSech N moznych stavi, ¢ (i = 1,2,..., N) v Case t, vede k
pravdépodobnoti stavu j v ¢ase t+ 1 se vSemi predchozimi ¢astecnymi
pozorovani. Pokud zndme stav j, mizeme vidét, ze a;41(j) je ziskana
spocitanim pro pozorovani O, ve stavu j.

(c¢) Ukonéeni

N

POIN) =Y ar(i). (2.10)

i=1

Uvedena pravdépodobnost je stanovena pomoci ukoncovaciho kroku
jako soucet hodnot ap (7).
Touto sumou obdrzime pozadovanou pravdépodobnost P(O|\) prostied-

nictvim souc¢tu kone¢nych doptrednych proménnych cp (7).

Podivejme se nyni na dopredny algoritmus pohledem prikladu (pokracovani

predchoziho piikladu). Jako vypocetni ndstroj byl pouzit software R, [11].
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Priklad 2.4.1. Jak jsme st 7ekli v predchozim prikladu — uvazZujeme stu-
denta a jeho rodice. Pri tloze evaluace chceme védét, s jakou pravdepodob-
nosti je vygenerovina dand posloupnost pii zndmém modelu \. Uvodnimi in-
formacemi z ivodniho modelu jsou pocdtecni pravdépodobnosti, tedy pocatecni
pravdéepodobnost uspechu ¢i neispéchu studenta u zkousky. Dalsimi informa-
cemi jsou pravdépodobnosti prechodu, téemi rozumime s jakou pravépodob-
nosti muze student "prechdzet" z uspésnych zkousek na neispésné a naopak,
plus také z uspésné na dalsi uspésnou nebo z neuspesné na neuspésnou. In-
formace, které ddle potrebujeme védét jsou pravdépodobnosti vystupu, kterymi
jsou mysleny pravdépodobnosti vystupnich pozorovani "vesely" ci "smutny

student”.

Dalsi informace, kterou k tomu prikladu potrebujeme védeét, je posloupnost
nalady studenta za uplynuly tyden. Po telefondtech studenta rodice usoudt,
ze v pondeli byl vesely, v utery byl také vesely a ve stredu znovu vesely,
ale ve ctrvtek byl smutny a v patek byl také smutny. Ndlady studenta v
jednotlivych dnech tedy tvori nasi posloupnost pozorovani O. Abychom zjis-
tili, jak je vysledek zavisly na danych parametrech, tedy pravdépodobnost O,

vyzkousime st vice variant.
o Pocdtecni rozdélenti p'©

0 0
p” = (" py").

e Matice pravdépodobnosti prechodu P

P— P11 P12 .
D21 P22

e Matice pravdépodobnosti vystupu B

B (Ll ).
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e Scénar 1

V prvni varianté volime parametry nasledovné:
— Poéatedni rozdéleni pravdépodobnosti — p©
Netispéch

Uspéch
p¥ = < 0.5 0.5 )
— Matice pravdépodobnosti prechodu P
Uspéch  Netspéch
P Uspéch 0.8 0.2
Netspéch 0.4 0.6
— Matice pravdépodobnosti vystupu — B
Vesely  Smutny
0.9 0.1
0.7

B— Uspéch
Netispéch 0.3

0.4

f

/

/

|

/ \
0.1

¥
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Obrazek 2.4: Skryty Markoviv fetézec.



— Posloupnost pozorovani

Po Ut St Ct Pa

Obrézek 2.5: Studentova nélada v pribéhu tydne.

P1i takto zadanych parametrech miizeme pristoupit k jednotlivym

krokim algoritmu.

Inicializace:

V nasi posloupnosti pozorovani je na prvnim misté, tedy v pondéli,
usmévany smajlik. To nam znaci, ze rodice vyhodnotili, zZe student

mél v pondéli dobrou naladu.

ao(1) = p\¥b,(1) = 0.5-0.9 = 0.45

ap(1) je ndsobek pocéatecéni pravdépodobnosti pro "ispéch'a vystupni
pravdépodobnosti "veselé nalady", kdyz zkouska dopadla tispésné.
a0(2) = p\¥8y(1) = 0.5-0.3 = 0.15

ap(2) je pak ndsobek pocatecni pravdépodobnosti pro "nedspéch'a vys-

tupni pravdépodobnosti "veselé nalady", kdyz zkouska dopadla netispés-

v

né.

Indukce:

Nyni pokrac¢ujeme druhym dnem, coz je tutery, kdy byl student také
vesely. Jak jiz vime dobrou naladu mohl mit v pripadé, ze zkouska
byla uspésnd, ale také kdyz byla zkouska netspésna.

Tomu, ze druha zkouska dopadla dobtfe mohly predchazet dvé situace:
(a) Prvni zkouska byla tspésnd s pravdépodobnosti ag(1) - p11.

(b) Prvni zkouska byla nedspésna s pravdépodobnosti ag(2) - pa;.
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Potom:

ai(1) = [ao(1)-pr+ao(2)-por] -bi (1) = [0.45-0.8+0.15-0.4]-0.9 = 0.378
Také netispésnému vysledku druhého dne mohly predchazet dvé situ-
ace:

(a) Prvni zkouska byla tispésné s pravdépodobnosti ag(1) - pia.

(b) Prvni zkouska byla nedspésna s pravdépodobnosti ag(2) - paa.
Potom:

a1(2) = [ao(1)pra+0i(2) - paz] -ba(1) = [0.45-0.240.15-0.6]-0.3 = 0.54

V podobném smyslu mtizeme pokracovat dalsimi dny — stireda, ¢tvrtek
a patek.

Streda:

as(1) = [a1(1) - p11 +a1(2) - par] - b1(1) = [0.378-0.8 4+ 0.54-0.4] - 0.9 =
0.2916

az(2) = [a1(1) - pr2 + @1(2) - paa] - ba(1) = [0.378-0.2+ 0.54-0.6] - 0.3 =
0.0324

Ctvrtek:

a3(1) = [aa(1)-p11+02(2) - por] b1 (2) = [0.2016-0.8+0.0324-0.4]-0.1 =
0.024624

a3(2) = [az(1) pra+aa(2) pa]-b2(2) = [0.2916-0.2+0.0324-0.6]-0.7 =
0.054432

Patek:

ay(1) = [az(1) - p11 + a3(2) - pa] - b1(2) = [0.024624 - 0.8 + 0.054432 -
0.4] - 0.1 = 0.0041472

as(2) = [as(1) - pra + a3(2) - pao] - ba(2) = [0.024624 - 0.2 + 0.054432 -
0.6] - 0.7 = 0.0263088
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Ukonceni

Na zavér spocitame vyslednou pravdépodobnost modelu:

P(O|X) = ay(1) + ay(2) = 0.0041472 + 0.0263088 = 0.030456

Timto jsme zjistili, ze pravdépodobnost posloupnosti studentovy nélady
je pfiblizné 0.030456 za platnosti modelu A(p®, P, B).

Priklad byl spoc¢itan pomoci softwaru R, kde uvazujeme dale i vice
Scénari.

Zde si uvedeme pouze, jak se ménily vysledky na zakladé pohybu hod-
not parametrit p(®, P a B. V nésledujicim textu je popsano, jak se
ménily parametry a moznosti jsou vyobrazeny pomoci grafu. Pti pr-
votnim zadéni byl vysledek priblizné 0.030456, ktery je v grafech vy-
obrazen pomoci ¢erné ¢arkované primky.

Scénar 2

V dalsim scénari jsme zafixovali vSechny hodnoty a hybali jsme pouze
s pravdépodobnosti prechodu p;; (pravdépodobnost prechodu, kdy po
Uspésné zkousce druhy den nésleduje také tspésna zkouska) a tedy i
s pravdépodobnosti pis (pravdépodobnost prechodu, kdy po tspésné
zkousce nasleduje netispésna zkouska). (Obrazek 2.6)

Zjistili jsme, ze pravdépodobnost posloupnosti pozorovani O je nej-
vyssi pri hodnoté pravdépodobnosti p1; v rozmezi 0.4 az 0.6. Presnéji
pti hodnoté p;; = 0.55 dosahuje pravdépodobnost P(O|\) svého ma-
xima.

Pfi dvodnim zadani (p;; = 0.8) byla pravdépodobnost P(O|\) =
0.030456, této hodnoté je rovna také, pokud pi; je v rozmezi 0.13
az 0.14. Nad touto trovni je P(O|)), pokud hodnota p;; je mezi 0.15
az 0.97. P(OJ|\) je nizsi nez pti uvodnim zadani v pripadé, kdy prav-
dépodobnost pi; je rovna bud hodnoté v rozmezi od 0 po 0.12, nebo

v rozmezi od 0.81 po 1.
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e Scénar 3
Nyni budeme ménit hodnotu pravdépodobnoti py; (pravdépodobnost
prechodu z netspésné zkousky na tspésnou) a zaroven tedy také pog
(pravdépodobnost dvou po sobé néasledujicich netspésnych zkousek).

Vsechny ostatni pravdépodobnosti nechdme na ptvodnich hodnotéch.

(Obrazek 2.7)

S rostouci hodnotou pe; pravdépodobnost pozorovani O klesa. Prav-
dépodobnost P(O|A) je nejvyssi pti nulové pravdépodobnosti po;.
Pokud se podivame na graf scénare 3, vidime, Zze ivodni zadani py; =
0.4 rozdéluje vysledky P(O|)) témét na pil. Pfi zaddni prvni poloviny
hodnot py; (0 az 0.39) je pravdépodobnost P(O|A) vyssi. Naopak
pokud je po; v rozmezi 0.41 az 1, pak je vysledek P(O|\) nizsi nez
pokud po; = 0.4.

e Scénar 4
Nésleduji scénar bude zalozen na pohybu pravdépodobnosti by (1) (prav-
dépodobnost vystupu veselé nalady pfi uspésné zkousce) a soucasné
pravdépodobnosti b;(2) (pravdépodobnost vystupu smutné nalady pii
uspésné zkousce). (Obrazek 2.8)
S rostouci hodnotou pravdépodobnosti by (1) roste také pravdépodob-
nost posloupnosti pozorovani O. Pravdépodobnost O roste az do doby,
kdy pravdépodobnost b;(1) dosdhne hodnoty 0.8. Na této hodnoté
dosahuje pravdépodobnost P(O|)A) svého vrcholu, poté zaéne mirné
klesat.
Stejného vysledku pravdépodobnosti P(O|\) jako pti pocatecnim zada-
ni sledované hodnoty b;(1) = 0.9 dosdhneme, pokud je b;(1) v rozmezi

od 0.65 az 0.70.
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e Scénar

V patém scénari ponechame vsechny pravdépodobnosti, pouze budeme
hybat s pravdépodobnosti by (1) (pravdépodobnost vystupu veselé néla-
dy pfi nedspésné zkousce) a soucasné s pravdépodobnosti by(2) (prav-
dépodobnost vystupu smutné nalady pii netispésné zkousce). (Obrazek
2.9)

Pravdépodobnost posloupnosti pozorovani O je tim vétsi, ¢im je mensi
pravdépodobnost by(1). Pravdépodobnost P(O|\) je nejvyssi pti nulové
hodnoté pravdépodobnosti by(1).

I tento scénar porovname s vysledkem z tvodniho zadani sledované
hodnoty by(1). Vyssi pravdépodobnosti P(OJ|\) je dosazeno pouze v
pripadé, kdy bs(1) je rovna hodnoté od 0 po 0.29. Naopak v pripadé,
kdy b2(1) je mezi 0.31 a 1, pak je pravdépodobnost posloupnosti po-

zorovani P(O|\) nizsi nez pri prvotnim zadani by(1).

V nésledujici tabulce 2.1 uvedeme nejvyssi hodnoty pravdépodobnosti P(O|\),

které jsme obdrzeli z jednotlivych scénari.

Tabulka 2.1: Srovnani scéndi.

Scénate P(O|))

Scénar 1 0.030456
Scénar 2 0.038915
Scénar 3 0.047077
Scénar 4 0.031300
Scénaf 5 0.035085

Cely priklad je dostupny k nahlédnuti v priloze.
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Obrazek 2.6: Scénar 2: Pravdépodobnost dvou po sobé nasledujicich tspésnych
zkousek.
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Obrazek 2.7: Scénar 3: Pravdépodobnost tuspésné zkousky nasledujici po
neuspesné zkousce.
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Obrézek 2.8: Scénar 4: Pravdépodobnost veselé nalady v den tspésné zkousky.
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Obrazek 2.9: Scénar 5: Pravdépodobnost veselé ndlady v den netspésné zkousky.
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2. Zpétny algoritmus

Jak jiz ndzev napovid4, jedna se podobny algorimus jako je dopredny, avSak

se zpétnym krokem. Definujeme si zde veli¢inu

,6t<l) - P(Ot+1,0t+2,...,OT|Xt :Z,A) (211)

Tato veli¢ina nam 1ika pravdépodobnost posloupnosti pozorovani O =
{O¢41,0442,...,07} od ¢asu t + 1 po T, pokud jsme v Case t ve stavu

i a plati dany model \.

Stejné jako dopredny algorimus, tak i zpétny se sklada ze tii krokii:

(a) Inicializace

Br(i)=1, 1<i<N (2.12)
V prvnim kroce polozime 57 (i) rovno 1 pro vSechna i.

(b) Indukce

@5(@) = Z pijbj(0t+1)ﬁt+l<j)a
j=1 (2.13)

t=T—-1,T-2,...,0, 1<i<N.

Indukce predstavuje zasadni krok také ve zpétném algoritmu.

Pri predpokladu, ze jsme ve stavu ¢ v ¢ase t , kdy je zohlednéna pos-
loupnost pozorovani {O;41, ...,Or}, bereme v potaz veskeré posloup-
nosti skrytych stavi { Xy 1, Xiio, ..., X7}, kterymi mél skryty retézec
moznost projit. Nasledné chovani od ¢asu t+1 popisujeme prostiednict-
vim B;41(7). Clen p;; bere v potaz pravdépodobnosti prechodu ze stavu
i dostavu j, j = 1,..., N. Prvek b,;(Oy41) zohlediuje pravdépodobnost

vystupu pozorovani O, ve stavech j, 7, 7=1,...,N.
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Ten samy postup postupné aplikujeme ve vsech stavech i a v kazdém

casovém okamziku t.
(c¢) Ukonceni
P(O[)) = sz i(00) o). (2.14)
Pomoci pocateéniho rozdéleni a pravdépodobnosti vygenerovani po-
zorovani Oq jsou rozdéleny vahy pro sumu hodnot [y(i) pfi ukonco-

vacim procesu. Ukoncéovaci krok je tedy proveden pomoci vazené sumy

veskerych [y(1).

Podobné jako tomu bylo u dopredného algoritmu, také zpétny algoritmus

nastinime pomoci ptikladu se studentem.

Priklad 2.4.2. Zadani prikladu bude totozné se zaddnim prikladu 2.4.1,

rozdil bude v pouzitém algoritmu a sice zde vyuzijeme zpétny algorimus.
e Pocdtecni rozdéleni pravdépodobnosti p®

Uspéch ~ Neuspéch
p” = ( 0.5 0.5 )

e Matice pravdépodobnosti prechodu P

Uspéch ~ Netspéch

p_ Uspéch 0.8 0.2
Netspéch 0.4 0.6

e Matice pravdépodobnosti vystupu B

Vesely — Smutny

B_ Uspéch 0.9 0.1
Nedtspéch 0.3 0.7
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e Posloupnost pozorovani

Po Ut St Ct Pa

Obrazek 2.10: Studentova nalada v pribéhu tydne.

Inicializace
B4(1) =1
54(2) =1

Indukce

V nasi posloupnosti mame, ze posledni den — patek byl student smutny.
Den pred tim — ve ¢tvrtek, mohl student zkousku zvladnout tspésné nebo
neuspéesné. Po situaci, kdy zkouska byla ve ¢tvrtek tispésna mohou v patek
nasledovat dva scénarte:

(a) Patecni zkouska dopadla tispésné s pravdépodobnosti pyy-b1(2) - B4(1).

(b) Pate¢ni zkouska nedopadla tispésné s pravdépodobnosti pio-b2(2)- £4(2).

Potom:

B3(1) = p11-01(2) - Ba(1) + p12-b2(2) - f4(2) = 0.8-0.1-140.2-0.7-1 = 0.22
Podobné po scénafi, ve kterém ctvrteéni zkouska nebyla tspésna, mohou v

patek nastat dvé situace:

(a) Patecni zkouska dopadla tspésné s pravdépodobnosti pa; - b1(2) - B4(1).

(b) Pate¢ni zkouska nedopadla tispésné s pravdépodobnosti pag-b2(2)- £4(2).
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Potom:

B3(2) = por - b1(2) - Ba(1) + paz - ba(2) - B4(2) = 0.4-0.1-140.6-0.7-1 = 0.46
Obdobné vypocty budeme aplikovat také na dalsi dny.

B2(2) = pa1-b1(2)-B3(1)+pa2-b2(2)-B5(2) = 0.4-0.1-0.22+0.6-0.7-0.46 = 0.202

Br(1) = pr1-bi(1) - Bo(1) +pra-ba(1)- B2(2) = 0.8-0.9-0.082+0.2-0.3-0.202 =
= 0.07116

= 0.06588

0.06588 = = 0.055188

0.06588 = = 0.037476

Ukoncéeni

POIN) = p¥ - by(1) - Bo(1) + p) - bo(1) - Bo(2) =
(OIA) =pi” - b1(1) - Bo(1) +py” - ba(1) - Bo(2)

= 0.5-0.9-0.055188 + 0.5 - 0.3 - 0.037476 = 0.030456

Na zékladé ndmi zadaného modelu A(p®, P, B), je pravdépodobnost posloup-

nosti studentovy nalady cca 0.030456.

Cely priklad naleznete v piiloze. K vypoctu byl vyuzit software R [11].
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2.4.2. Dekdédovani

V druhé tloze dekdédujeme, snazime se na zakladé posloupnosti O najit skry-
tou ¢ast modelu. Hleddme posloupnost skrytych stavii, pti které projdeme skryty-
mi stavy s nejvétsi pravdépodobnosti za predpokladu, ze zname O a \. Zde je
potieba zavést optimalizacni kritérium, jelikoz ne vzdy lze nalézt "spravnou'pos-
loupnost stavu.

Tento problém miizeme ilustrovat na pokracovani predchoziho prikladu.

Priklad 2.4.3. Dekodovani v nasem prikladé je to, co 1esi rodice. KdyZz md
student v tydnu, kdy md zkousky, postupné riznou ndladu, tak rodice dekoduji
vysledky zkousek. V pondéli je vesely, v tutery a ve stredu je také vesely a zbytek
tydne (ctortek, patek) je smutny. Rodice na zdkladé téchto informaci usoudi, Ze

zkousky byly od pondéli do stredy uspésné a ve cturtek a patek neispésné.

Uloha dekédovéani se d4 vyfesit pomoci Viterbiho algoritmu.

Viterbiho algoritmus

V algoritmech pro evaluaci jsme zavadéli nové proménné, i zde zavedeme nové
proménné o a 1. Prvni zminéna proménna J slouzi k nalezeni nejlepsi posloup-
nosti skrytych stavi X = (X, Xy,...,X;) pii dané posloupnosti pozorovani
O = (01,0,,...,0;). Pii pozorovani posloupnosti O znaci 0 nejvétsi pravde-
podobnost, pri které lze ve stavu ¢ v case t urcit posloupnost skrytych stavii

X.

(5t(l) = Imnax P(X()"'Xt_hXt :’i,Oo,...,Ot|)\), (215)

X0y Xt—1

Druhé uvedena proménna ¢ predstavuje pomocnou proménnou, pomoci které

zpétné hledame skryté stavy.

Viterbiho algorimus je rozdélen do ¢ty kroku:
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1. Inicializace

8o(i) = p"bi(00), 1< i <N, (2.16)
boli) =0, Vi (2.17)
2. Rekurze

6(J) = II?Z%}](V[(St—l(i)pij]bj(Ot), 1<t<T, 1<j<N, (2.18)
U (j) = arg 1121%)14\[[515_1(2')]%], 1<t<T, 1<j<N. (2.19)

3. Ukonceni
P* = max [0r(7))], (2.20)
X = arg 122;}}(\[[%@)] (2.21)

4. Zpétné hledani cesty

X;=ta(Xfy), t=T—-1,T—-2,... 1. (2.22)

Proménna ¢ ve ¢tvrté fazi stanovi posloupnost skrytych stavi X*, ktera je

nejpravdépodobnéjsi.

Z uvedeného postupu Viterbiho algoritmu miizeme pozorovat urcitou anologii
s dopfednym algoritmem, jenz jsme si uvedli u ulohy evaluace. Rozdil, kterého
si miiZzeme na prvni pohled v§imnout, je v operaci maximum (u dopfedného al-
goritmu byl vyuzivdn soucet). Maximum se zde uziva z diavodu, Ze Viterbiho

algoritmus hleda jednu jedinou, avsak nejlepsi cestu.
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Priklad 2.4.4. Také u Viterbiho algoritmu budeme pokracovat v nasem prikladu.

Zadani je stale stejné. Hleddme nejpravdépodobneéjsi prubeh zkouskového tydne.

e Pocdtecni rozdélent pravdépodobnosti — pt©

Uspéch ~ Netspéch
p” = ( 0.5 0.5 )

e Matice pravdépodobnosti prechodu — P

Uspéch ~ Netspéch

p_ Uspéch 0.8 0.2
Netuspéch 0.4 0.6

e Matice pravdepodobnosti vystupu — B

Vesely — Smutny

B_ Uspéch 0.9 0.1
Netspéch 0.3 0.7

e Posloupnost pozorovani

Po Ut St Ct Pa

Obrazek 2.11: Studentova nalada v pribéhu tydne.

Inicializace

V tomto kroku se nachazime v pondéli.
(1) = p\¥ - by (1) =0.5-0.9 = 0.45
70(2) = p¥ - by(1) = 0.5-0.3 = 0.15
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Rekurze

V druhém kroku se ocitdme v tutery. V utery je student podle nasi posloupnosti
vesely. Dobrou naladu mohl mit ve dvou pripadech bud zkousku udélal ispésné,
nebo netspésné (avsak stéle byl vesely).

Pokud zkousku zvladl tspésné, pak tomu v pondéli predchazel jeden ze dvou

SCénaru:
1. Student zkousku v pondéli zvladl uspésné s pravdépodobnosti yo(1) - p1;.
2. Student zkousku v pondéli nezvladl aspésné s pravdépodobnosti vo(2) - pos .

Potom:

71(1) = max(yo(1) - p11:70(2) - p21) - b1(1) =
= max(0.45 -0.8;0.15 - 0.4) -0.9 = maX(0.324; 0.054) =0.324

Y1(1) = argmax(7o(1) - p11;70(2) - p21) = argmax(0.36;0.06) = 1

Kde symbol 1 znaci aspéch.

Jak jsme ale tekli, také mohl byt vesely navzdory tomu, Ze zkousku nezvladl

uspésné a tomu mohly predchazet dve situace:

1. Student zkousku v pondéli zvladl uspésné s pravdépodobnosti 7o(1) - pia.

2. Student zkousku v pondéli nezvladl aspésné s pravdépodobnosti vo(2) - pas.

71(2) = max(yo(1) - pr2; 70(2) - pa2) - ba(1) =
= max(0.45 - 0.2;0.15 - 0.6) - 0.3 = max(0.027; 0.027) = 0.027

Y1(2) = argmax(Yo(1) - p12;70(2) - pa2) = arg max(0.09;0.09) = {1, 2}

V tomto scénéri vidime, ze obé situace jsou stejné pravdépodobné.
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Potom v dalsich dnech postupujeme nésledovné:

Streda:

Y2(1) = max(v1(1) - p11;71(2) - par) - (1) =

= max(0.324 - 0.8;0.027 - 0.4) - 0.9 = max(0.23328;0.00972) = 0.23328
(1) = argmax(y1(1) - p11;71(2) - pa1) = arg max(0.2592;0.0108) = 1
Y2(2) = max(y1(1) - p12;71(2) - pa2) - b2(1) =

= max(0.324 - 0.2;0.027 - 0.6) - 0.3 = max(0.01944; 0.00486) = 0.01944
19(2) = argmax(y1(1) - p12;71(2) - p22) = argmax(0.0648;0.0162) = 1

Ctvrtek:

Y3(1) = max(2(1) - pi1572(2) - pa1) - bi(1) =

= max(0.23328-0.8;0.01944-0.4)-0.1 = max(0.0186624; 0.0007776) = 0.0186624
¥3(1) = argmax(v2(1) - p11;72(2) - p21) = argmax(0.186624;0.007776) = 1
73(2) = max(y2(1) - p12; 72(2) - pa2) - ba(1) =

= max(0.23328-0.2;0.01944-0.6)-0.7 = max(0.0326592; 0.0081648) = 0.03265924
3(2) = arg max(y2(1) - p12;72(2) - p22) = argmax(0.046656; 0.011664) = 1

Patek:

Y4(1) = max(y3(1) - p11;73(2) - p21) - ba(1) =

= max(0.0186624-0.8; 0.0326592-0.4)-0.1 = max(0.001492992; 0.001306368) =
= 0.001492992

YP4(1) = arg max(y3(1)-pi1;73(2) - p21) = argmax(0.01492992; 0.01306368) = 1
74(2) = max(73(1) - p12;73(2) - pa2) - ba(1) =

= max(0.0186624-0.2;0.0326592-0.6) - 0.7 = max(0.002612736; 0.01371686) =
= (0.01371686

4(2) = argmax(y3(1) - p12;73(2) - p22) = arg max(0.00373248; 0.01959552) = 2
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Ukoncdeni

P* = max{v4(1);v4(2)} = 0.013716864

X = argmax{7y4(1);11(2)} = 2

Zpétné hledani cesty

X3 =(2)
X5 =15(2)
Xi = 2(1>
X5 =11(1)

=2

Tim padem vysledna posloupnost skrytych stavi vypada nasledovneé:

X*=1{1,1,1,2,2}

Jinymi slovy: "Na zakladé vyvoje studentovy nalady, je nejpravdépodobnéjsi,
ze student slozil v pondéli zkousku uspésné, v utery uspésné, ve stredu také

uspésné, ve Ctvrtek nedspésné a v patek také neispésné'.

|

|

Uspéch

|

|

©® 000 o

|

Uspéch

Uspéch

Neuspéch

Neuspéch

Obréazek 2.12: Posloupnost skrytych stavii v pribéhu tydne.
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tup Viterbiho algoritmu.

/

¥ pos

1

’

azornime ce

Pro ilustraci si pomoci obrazku zn

0.3

0.5

0.4
0.6

05 0,503=0.15

0.45-0.2-:0.3=0.027
0.15-0.6-:0.3 = 0.027

0.6 0.6

0.233-0.8-0.1 = 0.019
0.019-0.4-0.

1=0.00

0.324-0.2-0.3 =0.019
0.027-0.6-0.3 =0.005

0
0.7

= 0.003
=0.014

Obrazek 2.13: Postup Viterbiho metody.
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Vysvétleni obrazku 2.13:

e Symboly usmévavych a zamracenych "smajliki" odpovidaji posloupnosti

pozorovani, tedy veselé ¢i smutné naladé studenta v jednotlivych dnech.

e Zelené a oranzové stitky s napisem Uspéch & Netspéch symbolizuji skryté

stavy — vysledky studentovy zkousky.

e Modré sipky nesou informaci vystupnich pravdépodobnosti b;(k) veselé ¢

smutné nalady studenta pti ispéchu nebo netspéchu.

e Zelené Sipky znéazornuji pravdépodobnosti pfechodu p;; z ispéchu na uspéch

¢i netspéch.

e Oranzové Sipky naopak znazornuji pravdépodobnosti piechodu p;; z netspéchu

na uspéch ¢i neuspéch.

e Prvni ¢ast, tedy cast tykajici se pondéli, odpovida kroku inicializace. Na
zdkladé tohoto kroku je vybran pravdépodobnéjsi skryty stav Uspéch (prav-

dépodobnost zakrouzkovana pomoci zelené barvy).

e V kazdém dalsim dnu je na vybér z obou moznosti skrytych stavi (Uspéch
¢i Nedspéch), kdy na zakladé kroku rekurze je vybran pravdépodobnéjsi

skryty stav.

— U kazdého dne jsou ¢tyti vypocty pravdépodobnosti. Tedy u kazdé
moznosti Uspéchu nebo Netspéchu jsou uvedeny dva vypoéty pravdépo-
dobnosti. V prvnim vypoctu se predpoklada, ze predchazejici zkouska
byla tspésna. U druhého predpokladame, ze zkouska z predchoziho

dne byla netispésna.

— Daéle vzdy jedna z moznosti téchto pravdépodobnosti je vyznacena
cernym pismem a druha Sedym. Pravdépodobnost psand cernym pis-

mem ma vyssi hodnotu, nezli pravdépodobnost s Sedym pismem.
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— U jednotlivych dntt ndm pak zbydou dvé pravdépodobnosti (Cerné
pismo). Z téchto pravdépodobnosti je vybrana ta vétsi a je zakrouzkou-
vana bud oranzové, nebo zelené. Zelend barva znaci vétsi pravdépodob-
nost uspéchu v dany den a oranzova barva naopak oznacuje netuspéch

jako vice pravdépodobny.

— Podle zakrouzkouvanych pravdépodobnosti pak nasledné vidime nej-
pravdépodobnéjsi posloupnost skrytych stavi.
Pondéli = tuspéch — utery = tispéch — stieda = tspéch — ¢tvrtek =

neispéch — patek = netspéch.
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2.4.3. Uceni

Pod pojmem uceni se schovava proces odhadu parametri. Pokud zname po-
zorovani, pak se snazime parametry modelu A odhadnout co nejlépe. V pripadé,
7e vime tvodni hodnoty parametri P, B, p®, chceme provést takovou zménu
parametri modelu, kterd povede k maximalizaci pravdépodobnosti generovani
posloupnosti. V druhém ptipadé, kdy nemame zadné informace o parametrech,
pak se snazime o co nejlepsi odhad téchto parametru.

I zde vysvétleni priblizime pomoci pokracovani naseho prikladu se studentem.

Priklad 2.4.5. Rodice sice studenta znaji a na zdkladé jeho ndlady odhaduji
vysledky zkousky. Muze se ale stdt, Ze student prestane byt pilny v takové mire
jako doposud a viysledky zkousek budou jiné nez rodice predpoklidaji. Uceni by tedy
v tomto prikladu znamenalo, Ze by rodice museli prehodnotit ndzor na studenta.

Reknou si, Ze skolu zacal fldkat, a tudi nend tolik uspésny jako byjvdval.

V tloze uceni se vyuziva Baum-Welch algoritmus.

Baum-Welch algoritmus

Algoritmus se skladd z nékolik fazi:

1. Inicializace

V tvodni ¢asti se zvoli pocatecni hodnoty pro parametry, které chceme
odhadnout. Na tomto misté jsou tedy zadany matice P, B a vektor p(®
budto na zakladé ziskanych informacich o téchto parametrech, nebo pokud
nemame zadné informace, snazime se hodnoty P, B, p® rovnomérné roz-
lozit. A to tak, aby jednotlivé prvky v maticich P, B a vektoru p(® byly

stejné pravdépodobné.

47



2. Dopredna faze

Tato faze je také oznacovana jako filtrovani. V této casti se vyuziva dopredny
algoritmus, ktery jsme si uvedli dfive. Pomoci dopfedného algoritmu se vy-

pocitd a(-) (2.7) azpocas k, 0 <k <T.

3. Zpétna faze
Pouzijeme zpétny algoritmus, ktery jsme méli v tloze evaluace. Probiha zde
vypocet B(-) (2.11) od ¢asu k+ 1,0 < k < T.

4. Faze aktualizace

Vyuziva se zde vypoctené «, 3, uréené prechodové a emisni pravdépodob-

nosti.

V této fazi se objevuji veli¢iny € a v, které si musime zadefinovat.

&(i,7) = P(Xy =1, X1 = j|O, N). (2.23)

Tato pravdépodobnost odpovida tomu, ze Tetézec bude ve skrytém stavu
1 v Case t a ve skrytém stavu j v case t + 1, vzhledem k A a posloup-
nosti O. Diky veli¢indm « a 8 z dopredného a zpétného algoritmu, mizeme

pravdépodobnost prepsat do této podoby

60, j) = P(X; = gi(gr’;): 7, O[N) _ at(i)pile((gtﬁ\l))ﬁt-&-l(j)7 (2.24)

(i j) = —x  (1)pij0;(Opy1) Bir1(4) (2.25)

i=1 Z;-vﬂ . (1)pijbi(Or1) Bera (4)

Zadefinujeme si také druhou veli¢inu . Urcuje pravdépodobnost, ze bude

fetézec ve skrytém stavu ¢ v ¢ase t pii posloupnosti O
N
(i) = D&, j)- (2.26)
j=1
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Nyni mtzeme prikrocit k samotnému odhadovani parametrii modelu A.

Nové pocatecni pravdépodobnosti uré¢ime polozenim této rovnosti

P = o). (2.27)

Odhadované pravdépodobnosti prechodu ziskdme pomoci

5 iz &lirj) 595

Pij = =71~ ( . )
Yo 7e(9)

kde ¢itatel urcuje, kolik bylo prechodi ze skrytého stavu ¢ do skrytého stavu

4. Uplnym ocekdvanym poctem vyskyti ve skrytém stavu i je pak suma ve

jmenovateli.

Jaké bude nové rozdéleni pravdépodobnosti vystupu, uré¢ime nasledovné

A ZtT:mot:vk ’Yt(j)
bi(k) =
J( ) ZtT:o’Vt(j)

(2.29)

v Citateli se objevuje oc¢ekavany pocet pritomnosti ve skrytém stavu j, kdy
se s¢itaji pouze takové casy, kde pozorujeme vy. Jmenovatel s¢ita ocekavany

vyskyt ve skrytém stavu j.
Postup Baum-Welch metody tedy zac¢ind vlastnim nadefinovinim modelu
AP, B, p®). Parametry modelu spolu s hodnotami «, 3, v a £ vyuzijeme v
rovnicich 2.27, 2.28, 2.29. Z téchto rovnic ziskdme parametry nového modelu
N (P, B, p).

Nyni mohou nastat dvé situace:

1. Pivodni model A\ definuje kriticky bod funkce pravdépodobnosti a tedy
N o=\

o d ’ v/ v v ’ /7 v
2. Ptuvodni model A ma mensi pravdépodobnost nez A . A to znamena, Ze pos-
loupnost generovana ptivodnim modelem je ohodnocena mensi pravdépodob-

nosti.
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Uvedeny postup mizeme opakovat dokud nedosdhneme pozadované presnosti.
Jako kritérium si mtizeme stanovit, ze proces budeme délat do doby, kdy pravdé-
podobnost pozorovani O nedocili stanoveného limitu nebo pokud pravdépodob-

nost nebude podobna dvéma po sobé nasledujicich opakovani.

Baum-Welch algoritmus je specidlnim pfipadem EM algoritmu (Expectation-
Maximization).

EM metoda je iterativni algorimus, ve kterém se opakuji kroky F (z anglického
Expectation - ocekdvand hodnota) a M (z anglického Maximization - maximal-
izace). EM algoritmus se pouzivi, pokud chceme ziskat maximalné vérohodné
odhady z netplnych nebo skrytych proménnych.

Vypocet a a 3 tvori krok E, s ohledem na pozorovana data a parametry P, B,
p(®. Krokem M je pak faze aktualizace. Je tomu tak, protoze vzorce 2.27, 2.28,

2.29 jsou odvozeny, aby nejvice vyhovovaly ocekavanym skrytym stavim.

Na tomto misté prepocitame pomoci Baum-Welch algoritmu parametry naseho
prikladu, které jsme si urcili na zacatku.

Doposud byly priklady programoviny v softwaru R [11] pomoci vlastniho
zpracovani. Také v nasledujicim piikladu bude vyzito softwaru R, avsak nyni

vyuZijeme jiz zabudovanou knihovnu s nazvem HMM [2].

Priklad 2.4.6. Priklad navazuje na minulé priklady, tudiZ pocdtecni parametry

zanechame stejné.

e Pocdtecni rozdélent pravdépodobnosti p©)

Uspéch ~ Netspéch
0= (05 05 )

e Matice pravdépodobnosti prechodu P
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Uspéch ~ Netspéch

p— Uspéch 0.8 0.2
Neuspech 0.4 0.6

e Matice pravdepodobnosti vystupu B

Vesely — Smutny

B_ Uspéch 0.9 0.1
Neuspech 0.3 0.7

e Posloupnost pozorovani

Po Ut St Ct P3

Obrazek 2.14: Studentova nalada v prubéhu tydne.

Vysvétleni nasledujiciho znaceni:

e Vystupy jsou oznaceny jako $Symbols.

e Pocatecni pravdépodobnosti skrytych stavii jsou pojmenovany jako $startprobs.
e Pravdépodobnosti prechodu nesou oznaceni $transProbs.

e Pravdépodobnosti vystupu se jmenuji $emissionProbs.

e Situace, kdy je student vesely je oznacena jako Usmév.

e Situaci, kdy je student smutny je pojmenovana pomoci slova Zamraceni.

e Pro tspésnou zkousku je pouzito slovo Ano.

e Pro netispésnou zkousku je pouzito slovo Ne.
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Pro spocitani novych prechodovych, vystupnich a pocateénich pravdépodob-
nost{ jsme v softwaru R vyuzili funkci baumWelch [2]. NiZe mtuZeme vidét vysledek

Baum-Welch algoritmu.

> BaumwelchAlg$hmm
§states
[1] IIAno" IINe"

$symbols
[1] "OUsmev" "Zamraceni"”

$startProbs

Ano Ne
0.5 0.5

$transProbs
to
from Ano Ne
Ano 6.666667e-01 0.3333333
Ne 5.807393e-292 1.0000000

$emissionProbs
symbols
states Usmév Zamraceni
Ano 1.000000e+00 2.4069e-52
Ne 1.503024e-09 1.0000e+00

Mizeme Tici, ze rodice studenta prehodnotili. Jelikoz pravdépodobnost precho-
du, ze po uspésné zkousce bude nasledovat zase tspésna zkouska, vysla na 0.67
a to je mensi nez pravdépodobnost, kterd byla urc¢ena ptuvodné (0.80). Tim pa-
dem je i vyssi pravdépodobnost netspésné zkousky po tspésné, z hodnoty 0.20
se zvysila na 0.33.

Co se tyce situace, kdy jeden den zkousku neudélal, je témér jisté, ze dalsi
den bude zkouska také netspésna. Z toho vyplyva, Ze je zcela nepravdépodobné,
aby nasledovala tspésna zkouska po netspésné.

Pokud se podivame na vystupni pravdépodobnosti, vidime, ze studentova
nalada primo souvisi se zkouskami. Jelikoz se da tici prakticky jistotou, ze pokud
student zkousku zvladl tspésné, pak je vesely a pokud zkousku neudélal, pak je

smutny.
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Pocatecni rozdéleni pravdépodobnosti ziistalo stejné — studentova prvni zk-
ouska miize s pravdépodobnosti 0.5 dopadnout dobfe a se stejnou pravdépodob-

nosti také nemusi dopadnout dobre.

Priklad 2.4.7. Nasledujici priklad bude podobny predchozimu. Rozdil bude spoci-
vat v tom, Ze nyni vyzkouSime variantu, kdy o parametrech nic nevime, tudiz
nemdme tvodni zaddni P,B ani p». Budeme tedy predpoklidat, Ze viechny

moznosti jsou stejne pravdepodobné.

e Pocdtecni rozdélent pravdépodobnosti p©)

Uspéch ~ Netspéch
p¥ = ( 0.5 0.5 )

e Matice pravdépodobnosti prechodu P

Uspéch ~ Netspéch

p_ Uspéch 0.5 0.5
Netspéch 0.5 0.5

e Matice pravdépodobnosti vystupu B

Vesely — Smutny

B Uspéch 0.5 0.5
Netuspéch 0.5 0.5
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e Posloupnost pozorovani

Po Ut St Ct Pa

Obrazek 2.15: Studentova nalada v pribéhu tydne.

Vysledek Baum-Welch algoritmu pii ivodnim zadani stejné rozdélenych pre-

chodovych, vystupnich a poc¢atecnich pravdépodobnosti.

> BaumWelchAlg$hmm
§states
[1] IIAnOIl llNell

$symbols
[1] "Usmév" "Zamraceni"

$startProbs
Ano Ne
0.5 0.5

$transProbs
to
from Ano Ne
Ano 0.5 0.5
Ne 0.5 0.5

$emissionProbs
symbols
states Usmév Zamraceni
Ano 0.6 0.4
Ne 0.6 0.4

Vystup ze softwaru R [I1] je velmi podobny tvodnimu zadéni. Pocétecéni
pravdépodobnosti zlstaly neménné — pravdépodobnost zistala na tirovni 0.5 pro
tvodni skryty stav Uspéch a také Nedspéch.

Stejna situace nastala také u prechodovych pravdépodobnosti, matice pravdépo-

dobnosti prechodii zlstala stejna.

o4



Nepatrna zména se objevila u matice pravdépodobnosti vystupu. Zvétsila se
pravdépodobnost vistupu Usmévu jak ze skrytého stavu Uspéch, tak ze skrytého
stavu Netspéch (puvodné 0.5, nyni 0.6 pro obé moznosti). Pfimotimérné se tedy
zmensila pravdépodobnost vystupu Zamraceni z obou skrytych stavi Uspéch i
Neispéch (pavodné 0.5, nyni 0.4 pro obé moznosti).

Pokud bychom vysledky porovnali s vysledky z predchoziho prikladu 2.4.6,
kde jsme méli dény informace o hodnotach matic P,B a vektoru p(¥, miizeme
vidét, ze vysledky se pomérné hodné lisi. Hodnoty matic pravdépodobnosti pre-
chodu a vystupu jsou v tomto ptikladu 2.4.7 oproti predchozimu prikladu 2.4.6
vice rovnomeérné. Napiiklad pravdépodobnost prechodu z Netuspésné zkousky na
Uspésnou je u pitkladu 2.4.6 témér nulova, kdezto u piikladu 2.4.7 je tato prav-
dépodobnost na hodnoté 0.5 (stejné jako vsechny pravdépodobnosti v matici
pravdépodobnosti prechodu). Podobné pravdépodobnost vystupu Usmévu pii
Uspésné zkousce byla v pifkladu 2.4.6 rovna 1, kdezto v tomto piikladu 2.4.7

je rovna hodnoté 0.6.
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Kapitola 3

Aplikace metod na realna data

V nésledujici praktické c¢asti prace ukazeme, jak se daji skryté Markovovy
fetézce aplikovat v redlném pouziti. Uplatnime zde diive predstavené metody
na realném datovém souboru. Jedna se o DNA sekvenci, kterou jsme ziskali po-
moci néstroje BLAST [1]. Tato sekvence obsahuje nukleové béze A (Adenin), T
(Thymin), G (Guanin) a C (Cytosin).

3.1. Uvod

Nésledujici text byl vypracovan podle literatury [1], [14] a [15].

DNA je vseobecné oznaceni pro deoxyribonukleovou kyselinu. Jiz z nazvu
muzeme odvodit, Ze se jedna o nukleovou kyselinu. DNA obsahuje genetické in-
formace témér vsech zivych organismi. Vyjimkou jsou nebunécné organismy, kde
tuto informaci nese RNA (ribonukleova kyselina). DNA je linedrni fetézec nu-
kleotidii. Kazdy nukleotid se sklada ze tfech c¢asti, kterymi jsou deoxyriboza,
fosfat a nukleova béze. Pro nase ucely nas bude zajimat pravé posledni zminéna
soucast, tedy nukleova baze.

Nukleova baze je dusikata heterocyklicka sloucenina. Nukleové baze jsou bud
purinové, nebo pyrimidové. Mezi purinové se fadi adenin (A) a guanin (G). Pod
pyrimidinové baze spadd thymin (T) a cytosin (C). Pravé tyto ¢tyfi nukleové

vvvvvv

Nukleové baze tvori komplementaritu bazi. To znamena, ze vytvareji komple-

26



mentarni pary, jez se skladaji z jedné purinové béze (A, G) a jedné pyrimidové
baze (T, C). Nukleova baze A se vétsinou paruje s T a tvori par AT. Naopak
nukleova baze G spolu s C tvori par GC. Tyto vazby pak tvori kod k zapisu
genetické informace.

Vyse jsme uvedli pouze strucny prehled, zajemce o tuto problematiku od-
kazeme na [1], [14] a [1D].

Jak jsme zminili na zacatku kapitoly, prakticka ¢ast bude predvedena na DNA
sekvenci. Jedna se o DNA sekvenci nesouci genetickou informaci mikroorganismu
Aspergillus flavus. Pouzita sekvence obsahuje 273 nukleovych bazi.

Nasleduje realizace praktické ¢asti prace, jez rozdélime na dvé podkapitoly. V
prvni pasazi budeme pracovat s celou sekvenci nukleovych bazi (Realizace prvni
¢asti aplikace metod na realnd data). V druhé praktické ¢asti rozdélime sekvenci

na dvé poloviny (Realizace druhé ¢asti aplikace metod na redlnd data).

3.2. Realizace prvni ¢asti aplikace metod na realna
data

V této praktické ¢asti budeme uvazovat celou sekvenci nukleovych bazi. Budeme
zkoumat, jak se na zakladé sekvence tvori pary nukleovych bazi. Prvné si ale

shrneme informace, které mame zadané.

e Mnozina skrytych stavii S:

Mnozina skrytych stavii se sklada z para bazi AT a GC.
S = {AT,GC}
e Pocatecni rozdéleni pravdépodobnosti p(©):

AT GC
p¥ = (0.5 0.5 )

e Matice pravdépodobnosti prechodu P:

K inspiraci rozlozeni pravdépodobnosti nam slouzila literatura [15].
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AT GC

AT 0.7 0.3
GC \ 0.1 0.9

P—

e Matice pravdépodobnosti vystupu B:

Také zde jsme k rozloZeni pravdépodobnosti vyuzili [15].

A C G T
B_ AT [ 039 0.10 0.10 0.41
GC \ 0.10 041 039 0.10

e Posloupnost pozorovani O:

Posloupnost pozorovani O obsahuje celou sekvenci nukleovych bézi. Pro
lepsi prehlednost uvedeme posloupnost v tabulce (Obréazek 3.1), ve které

jsme jednotlivé baze A, C, G a T barevné rozlisili.

= alnHonaleeele
HH QO Q| Qs
O Q@i 0a= 00—
alilslinlinlinlinlislinliell-lFaleoll!
aHpE | Qaa= Qa0 |alH
FlanaeEalEHaE|ee
H o QH Qe e Qo
HiE Qoo |HlE | 0ale
HiE Qaaie=aanooi-
oli=lldlellelradinlinliallolill!
QHIF|= | OFQ@aa|a=|0
eliolinlrdislinlislinlinlialbaieolio!
P ile i lo kol Inl T R n)
QlaHQna@inalHE a0
afFHH @ aH Q00| *
allsliolinliniielinlidinllolalinl 2
SliziFaielraisifelieoll:lleolle]lie]io!
HlE ol |oHQalaH|aln
alalarRaHlE|alno|lale
Eli=lnliciFdinlinslislielielnlinlle!

HiH = OO 00|30

Obrézek 3.1: Posloupnost pozorovani O.

Nyni méame vsechny potfebné informace a muzeme prejit k samotnym tlo-
héam, kterymi jsou evaluace, dekdédovani a uceni. Ke kalkulaci jednotlivych algo-
ritmu vyuzijeme statisticky software R [I1]. Pfed zahdjenim samotnych vypocti
je potieba si do softwaru R nainstalovat knihovnu HMM [2].
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Na tomto misté si pro ilustraci uvedeme diagram skrytého Markovova retézce

(Obrazek 3.2), ktery obsahuje zadané parametry.

0.3

raEE
o AT GC os

0.1
0.39/ 041 01| 0.1 0.1 /0.1 10.39 \0.41

A T G C A T G C

Obréazek 3.2: Skryty Markovoviv fetézec.

3.2.1. Evaluace

V této uloze chceme zjistit, jak je pravdépodobné vygenerovani dané posloup-
nosti pozorovani O danym modelem A. K vypocétim evaluace vyuzijeme algoritmy

dopredny a zpétny, které jsme si zavedli drive.
Dopredny algoritmus

K vypoctu dopredného algoritmu vyuzijeme funkci forward v softwaru R [2].
Do funkce jsme zadali parametry modelu A, tedy pocatecni rozdéléni pravdépodob-
nosti p(®, matici pravdépodobnosti prechodu P, matici pravdépodobnosti vys-
tupu B a také posloupnost pozorovani O. Na zdkladé téchto zadanych infor-

maci jsme ziskali vyslednou pravdépodobnost pfiblizné 9.65¢19. MiZeme tedy
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fici, ze posloupnost O je generovana pomoci takto nadefinovaného modelu A s

Vv

sekvence neboli posloupnosti pozorovani O.

Zpétny algoritmus

V softwaru R téz spocitdme zpétny algoritmus, nyni prostfednictvim funkce
backward [2]. Pfed spusténim funkce jsme do softwaru R zadali vSechny pottebné
parametry, stejné jako u predchoziho — dopredného algoritmu. Zadali jsme tedy
pocateéni rozdéleni pravdépodobnosti p'®, matici pravdépodobnosti prechodu
P, matici pravdépodobnosti vystupu B a posloupnost pozorovani O. Pti vyuziti
zpétného algoritmu jsme ziskali stejnou pravdépodobnost generovani nasi posloup-
nosti O pri ndmi zadanymi parametry modelu. Pravdépodobnost je rovna ptib-

lizné hodnoté 9.65¢~163,

3.2.2. Dekdédovani

Uloha dekédovéani odpovidé na otdzku, jaky je nejvice pravdépodobny pri-
chod skrytymi stavy. Tedy v jakém poradi a poctu bude model generovat AT,
respektive GC. S fesenim této otdzky nam pomuze Viterbiho metoda.

K vypocétiim tohoto algoritmu jsme vyuzili v softwaru R jiz nadefinovanou
funkei viterbi [2]. Pred zahdjenim vypoctu jsme do sotwaru R zadali potfebné
informace. Témito informacemi jsou mysleny hodnoty matice pravdépodobnosti
prechodu P, matice pravdépodobnosti vystupu B, pocatec¢ni rozdéleni pravdépo-
dobnosti p® a posloupnost pozorovani O. Pomoci této funkce viterbi jsme

ziskali nasledujici posloupnost skrytych stavii X, viz Obrazek 3.3.
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GC|GC|GC|GC|GC|AT |AT|AT|GC

Obrazek 3.3: Posloupnost skrytych stavi X.

Z posloupnosti skrytych stavi X (Obréazek 3.3) je jiz na prvni pohled viditelna
prevahaha skrytych stavii GC. Skryté stavy GC se v posloupnosti vyskytuji hned

208 krat. Naopak skryté stavy AT jsou v posloupnosti zastoupeny v poctu 65.

3.2.3. Uceni

Tato tloha napomaha k lepsimu nadefinovani modelu A. Jak jsme si uvedli jiz
drive, v tloze uceni se vyuziva Baum-Welchiiv algoritmus. Stejné jako k TeSeni
predchozich 1loh, i v tomto pripadé jsme pouzili jiz zadefinovanou funkci v soft-
waru R a sice baumWelch [2]. Také tato funkce vyzadovala zadani ivodnich hodnot
pocatecniho rozdéleni pravdépodobnosti p(®, matice pravdépodobnosti prechodu
P a matice pravdépodobnosti vystupu B. Dale jsme do funkce zadali posloup-
nost pozorovani O a posloupnost skrytych stavit X, kterou jsme ziskali v tloze
dekoédovani prostrednictvim Viterbiho metody. Navic jsme ponechali vychozi nas-

taveni funkce poctu iteraci na hodnoté 100. Vysledkem je nové pocatecni rozdéleni
(0)

pravdépodobnosti p

pravdépodobnosti vystupu B.
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Prostrednictvim funkce baumWelch v softwaru R jsme obdrzeli nové poc¢atecni

& (0)

rozdéleni pravdépodobnosti p*’ majici tvar:

AT GC
p = (0.5 0.5 )

Abychom mohli provést srovnani, uvedeme si zde také puvodni pocatecni

rozdélen{ pravdépodobnosti p©:

AT  GC
p¥ = (o.5 0.5 )

Ziskali jsme také novou matici pravdépodobnosti prechodu 15, jez ma podobu:

AT GC

AT 0.682  0.318
GC \ 0.124  0.876

P=

Ptvodni matice pravdépodobnosti prechodu P méla tvar:

AT GC

AT 0.700  0.300
GC \ 0.100  0.900

P

Nova matice pravdépodobnosti vystupu B ziskala nasledujici podobu:

A C G T

AT [ 0.384 0.124  0.113  0.379
GC \ 0.136 0383 0.378  0.103

B=
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Ptivodni matice pravdépodobnosti vystupu B, ke srovnani s novou matici,

méla podobu:

A C G T

B_ AT [ 0.390 0.100  0.100  0.410

GC \ 0.100 0410 0.390  0.100

Jak muzeme vidét v porovnani vyse, pocatecni rozdéleni pravdépodobnosti
zustalo neménné. Co se vSak zménilo, jsou matice pravdépodobnosti prechodu a
vystupu. U prvni zminéné matice (matice pravdépodobnosti prechodu) se hod-
noty pravdépodobnosti zménily pouze nepatrné. Pravdépodobnost prechodu ze
skrytého stavu AT do skrytého stavu AT se snizila pfiblizné na 0.682 (ptuvodni
hodnota byla 0.7). Z toho vyplyvé, Ze se pfimotimérné zvysila druhd moznost
prechodu ze skrytého stavu AT, tedy do skrytého stavu GC, ptiblizné na 0.318 (z
ptuvodni hodnoty 0.3). Moznost prechodu ze skrytého stavu GC' se také zménila,
pii prechodu z GC do AT se pravdépodobnost zvysila pfiblizné na hodnotu
0.124 z ptuvodni hodnoty 0.1. Tim padem pravdépodobnost prechodu ze stej-
ného stavu GC do GC se snizila na hodnotu 0.876 z pocatecni hodnoty 0.9.
Také u matice pravdépodobnosti vystupu se zménily hodnoty pravdépodobnosti.
Pravdépodobnosti vystupu A, C, G, resp. T ze skrytého stavu AT jsou nové
priblizné 0.384, 0.124, 0.113, resp. 0.379 (puvodni hodnoty byly 0.390, 0.100,
0.100, resp. 0.410). Z druhého skrytého stavu GC' jsou nové vystupy A, C, G,
resp. T' ohodnoceny pravdépodobnostmi priblizné 0.136, 0.383, 0.378, resp. 0.103
(puvodni pravdépodobnosti méli hodnoty 0.100, 0.410, 0.390, resp. 0.100).

3.2.4. Evaluace s novymi parametry

V tloze uceni jsme prostrednictvim Baum-Welchova algoritmu ziskali novou
matici pravdépodobnosti prechodu f’, novou matici pravdépodobnosti vystupu

s (0)

B a nové pocatecni rozdéleni pravdépodobnosti p. Provedeme tedy prepocet

dopredného a zpétného algoritmu na zakladé nové ziskanych parametri.
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Potiebné parametry vypadaji nasledovneé:

e Mnozina skrytych stavi S:
S ={AT,GC}.

).

e Nové pocatecni pravdépodobnosti p

AT  GC
p = (0.5 0.5 >

Nova matice pravdépodobnosti prechodu P:

AT GC

AT 0.682  0.318
GC \ 0.124  0.876

P=

Nové matice pravdépodobnosti vystupu B:

A C G T

AT ( 0384 0.124  0.113  0.379
GC \ 0.136 0383 0.378  0.103

E:

Posloupnost pozorovani O:
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Obrézek 3.4: Posloupnost pozorovani O.

Dopredny algoritmus

Stejné jako v predchozim vypoctu dopredného algoritmu i zde pouzijeme v
softwaru R funkci forward [2]. Do funkce nyni zaddme nové matice P, B, novy

vektor 13(0)

a posloupnost pozorovani O. Po spusténi funkce forward jsme ob-
drZeli vyslednou pravdépodobnost, kterd ¢inf pfiblizné 1.37¢~1!. Hodnota tohoto
vysledku je vyssi nezli hodnota vysledku pti zadani ptivodnich matici P, B a vek-

toru p?, jez byla piiblizné 9.65¢163.
Zpétny algoritmus

Podobné budeme postupovat také u zpétného algoritmu. Ve funkci backward
v softwaru R [2] pouzijeme hodnoty novych matic P, B, nového vektoru p¥ a
posloupnost pozorovani O. Vysledek, ktery jsme ziskali prostfednictvim funkce
backward je pravdépodobnost s hodnotou 1.37e 716, Pravdépodobnost je totozna

s vysledkem ziskanym pomoci dopredného algoritmu.

V disledku miizeme konstatovat, ze tloha uceni splnila sviij ucel. Pomoci

Baum-Welch algoritmu jsme pfedefinovali ptivodni model A(P,B, p®) na novy
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model )\/(15, B,ﬁ(o)). Diky ¢emuz jsme nasledné obdrzeli lepsi vysledek v tloze

evaluace. To znamena, ze novy model je nadefinovany 1épe nezli ten ptivodni.

3.2.5. Dekédovani s novymi parametry

V této podkapitole provedeme vypocet pomoci stejné funkce viterbi jako
tomu bylo v podkapitole Dekddovdani. Rozdil bude v parametrech, které do funkce
zadame. Nyni vyuzijeme ziskanou novou matici pravdépodobnosti prechodu P,
novou matici pravdépodobnosti vystupu B a novy vektor pocatecnich pravdépo-
dobnosti f)(o). Tyto parametry jsou nam znamy z tlohy uceni diky Baum-Welcho-
vému algoritmu.

Pro vypocet Viterbiho metody tedy méame tyto informace:

Mnozina skrytych stavi S:
S ={AT,GC}.

e Nové pocatecni pravdépodobnosti p'”

AT  GC
p = (0.5 0.5 >

Nova matice pravdépodobnosti prechodu P:

AT GC

AT 0.682  0.318
GC \ 0.124  0.876

P =

Nova matice pravdépodobnosti vystupu B:

A C G T

AT | 0384 0.124 0.113  0.379
GC \ 0.136 0.383 0.378  0.103

B=
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e Posloupnost pozorovani O:
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Obrézek 3.5: Posloupnost pozorovani O.

Prostiednictvim funkce viterbi v softwaru R jsme obdrzeli

loupnost skrytych stavit X (Obrézek 3.6).
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Obrézek 3.6: Posloupnost skrytych stavii X.

Ziskand posloupnost skrytych stavi (Obrazek 3.6) je ve své podstaté velice

podobné posloupnosti (Obrazek 3.3), kterou jsme obdrzeli prostrednictvim ptivod-

nich hodnot matic P, B a vektoru p®. Rozdil, ktery se zde objevuje, je v
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nahrazeni nékolika skrytych stavii AT skrytymi stavy GC, tyto skryté stavy jsou
v posloupnosti oznaceny cervenou barvou. V této podobé posloupnosti skrytych

stavil X se vyskytuje 53 skrytych stavit AT a 220 skrytych stava GC.

3.2.6. Uceni s rovnomérné rozlozenymi parametry

Nyni predvedeme variantu vypoctu Baum-Welchova algoritmu, kdy jsou vsechny
pravdépodobnosti rozlozeny rovnomeérné. Predpokladejme tedy nasledujici podobu

vektoru p(®, matice P a matice B.

e Pocéateéni rozdéleni pravdépodobnosti p(©):

AT  GC
p¥ = (0.5 0.5 )

Matice pravdépodobnosti prechodu P:

AT  GC

p_ AT 0.5 0.5

GC \ 0.5 0.5

Matice pravdépodobnosti vystupu B:

A C G T

B— AT [ 0.250 0.250  0.250  0.250

GC \ 0250 0.250  0.250  0.250

Mnozina skrytych stavii S:

S = {AT,GC}.

Posloupnost pozorovani O:
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Obrazek 3.7: Posloupnost pozorovani O.

Po dosazeni vysSe zminénych parametri do funkce baumWelch v softwaru R

jsme obdrzeli prepocitané pravdépodobnosti.

Novy tvar pocatecniho rozdéleni pravdépodobnosti p¥ vypadd nasledovné:

AT GC
p = (0.5 0.5 )

Prepoctena matice pravdépodobnosti prechodu P ma nasledujici podobu:

AT  GC

AT 0.5 0.5
GC \ 0.5 0.5

ﬁ:

Nove ziskand matice pravdépodobnosti vystupu B m4 tvar:

A C G T

AT | 0.206  0.310  0.303  0.181
GC \ 0.206 0.310 0.303  0.181

B=

Nyni provedeme porovnani vysledkii s ptuvodnimi hodnotami. Dojdeme k

zévéru, ze puvodni vektor poc¢ateénich pravdépodobnosti p(@ je totozny s novym
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(O), jehoz pravdépodobnosti zistaly na hodnoté 0.5. To samé miizeme

vektorem p
fici o ptivodni matici pravdépodobnosti prechodu P a nové ziskané matici P, obs
matice nesou stejnou podobu s pravdépodobnostmi 0.5 pro vSechny moznosti.
Naopak odlisné hodnoty maji ptivodni matice pravdépodobnosti vystupu B spolu
s novou matici pravdépodobnosti vystupu B. Pravdépodobnosti vystupt A, C, G,
resp. T ze skrytého stavu AT jsou nové ohodnoceny priblizné 0.206, 0.310, 0.303,
resp. 0.181. Pravdépodobnosti vystupt A, C, G, resp. T' z druhého skrytého stavu
GC' maji nové hodnoty 0.206, 0.310, 0.303, resp. 0.181. Pavodni pravdépodob-
nosti byly ohodnoceny rovnomérné, tedy hodnotou 0.250 pro vystupy A, C, G,
T z obou skrytych stava AT i GC.

Na zakladé ziskanych vysledki 1ze usoudit, zZe rovnomérné rozdéleni vstupnich

parametri neni idedlni volbou. Algoritmus pak neni schopen odhalit rozdily mezi

jednotlivymi skrytymi stavy AT a GC.

3.3. Realizace druhé casti aplikace metod na realna
data

V této praktické ¢asti prace rozdélime sekvenci nukleovych bazi na dvé polovi-
ny, ziskame tedy dvé posloupnosti pozorovani Oy, O,. Prvni ¢ast posloupnosti
pozorovani O pouzijeme k provedeni vypoctu jednotlivych algoritmii. Na zaklade
odhadnutych parametrii z prvni poloviny posloupnosti pozorovani O; najdeme
také optimalni posloupnost skrytych stavi pro druhou polovinu posloupnosti po-
zorovani O,.

Nyni si jesté uvedeme vstupni parametry, jez pro tuto chvili mame k dispozici.

e Mnozina skrytych stavi S:

S = {AT,GC}.
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Pocéate¢ni rozdéleni pravdépodobnosti p©:

AT  GC
p¥ = (0.5 0.5 >

Matice pravdépodobnosti prechodu P:

AT GC

p_ AT 0.7 03
GC \ 0.1 0.9

Matice pravdépodobnosti vystupu B:

A C G T
B_ AT [ 039 010 0.10 041
GC \ 0.10 041 039 0.10

Prvni ¢ast posloupnosti pozorovani Oy:
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Obrézek 3.8: Prvni ¢ast posloupnosti pozorovani.
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e Druha cast posloupnosti pozorovani Os:
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Obrazek 3.9: Druhd ¢ast posloupnosti pozorovani.

3.3.1. Evaluace

Dopredny algoritmus

Vypocet dopredného algoritmu jsme provedli, stejné jako v predchozi prak-
tické casti prace, pomoci funkce forward v softwaru R. Do funkce jsme zadali
stejné parametry jako drive, jedind zména nastala u posloupnosti pozorovani.
Namisto celé posloupnosti pozorovani O jsme do funkce zadali jeji prvni polovinu

O,. Vysledna pravdépodobnost, kterou jsme obdrzeli nyni &inf piiblizné 3.21e~7.

Zpétny algoritmus

Pro spocteni zpétného algoritmu jsme pouzili funkci backward v softwaru R.
Funkce je stejna s funkci, kterou jsme pouzili pro zpétny algoritmus v prvni prak-
tické ¢asti prace. Totozné jsou také parametry, jez jsme do funkce zadali, rozdil
je pouze v uzité posloupnosti pozorovani. Stejné jako vysSe v dopredném algo-
ritmu, vyuzijeme prvni polovinu posloupnosti pozorovani O;. Za pomoci funkce
backward jsme pro posloupnost pozorovani O; ziskali stejnou vyslednou prav-
dépodobnost jako s vyuzitim funkce forward, tedy pravdépodobnost je rovna
pfiblizné hodnoté 3.21e~ ™.

—79

Vysledné pravdépodobnost 3.21e™"” generovani posloupnosti Oy je tedy vyssi
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nezli vysledna pravdépodobnost vygenerovani posloupnosti O v prvni praktické
¢asti, kterd ¢inila 9.65719. Pravdépodobnost je tedy tim vétsi, ¢im mensi je pos-

loupnost pozorovani.

3.3.2. Dekédovani

Také v tloze dekddovani jsme vyuzili rozdélené posloupnosti pozorovani O.
Funkci viterbi jsme spustili pro prvni ¢ast posloupnosti pozorovani O;. Obdrzeli
jsme vysledek v podobé posloupnosti skrytych stavi X; (Obrazek 3.10), ktery si

zde znazornime.

GC

|AT|AT|AT|AT|AT Gc|Ge|Ge|Ge|ae|ae|6e|6e|G6e|6e|Ge|Ge|Ge|Ge|Ge
GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC

GC

GC|GC|GC|AT|AT|AT|GC|GC|GC|GC|GC|AT|AT|AT GC|Ge|Ge|Ge|Ge|Ge

GC

GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC

GC

GC|GC|GC|GC|GC|AT|AT|AT | GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC

GC

GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC

GC

GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC

Obrazek 3.10: Posloupnost skrytych stavi.

Provedeme porovnéani této posloupnosti skrytych stavi X; (Obrazek 3.10) s
posloupnosti skrytych staviit X (Obrézek 3.3), jiz jsme ziskali v prvni praktické
casti prace. Zjistime, ze posloupnost skrytych stavi X; odpovida prvni poloviné

posloupnosti skrytych stavit X, viz Obrazek 3.3.

3.3.3. Uceni

V této sekci uceni spocitame pomoci funkce baumWelch v softwaru R Baum-
Welchtv algoritmus. Do této funkce zadame stejné parametry jako v predchozim
vypoctu Baum-Welchova algoritmu, zména bude pouze v pouzité posloupnosti
pozorovani. Nyni namisto posloupnosti pozorovani O, pouzijeme pouze jeji prvni

polovinu O;.
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Vysledek, ktery jsme obdrzeli se sklada z nového vektoru poc¢atecnich pravdeé-

(0)

podobnosti p*’, nové matice pravdépodobnosti prechodu P a nové matice pravdeé-

podobnosti vystupu B.

Tyto matice P a B a vektor f)(o)

si zde uvedeme spolu s puvodnimi maticemi
P a B a vektorem p® pro snazsf porovnani vysledki.

Nové a puvodni pocatecni rozdéleni pravdépodobnosti p(@ a f)(o) maji tvar:

AT  GC
p = ( 05 0.5 )
AT GC

p¥ = (0.5 0.5 >

Matice pravdépodobnosti prechodu PaP jsou v nasledujici podobé:

AT  GC

5_ AT [0002 039
ac \ 00907 0903 )

AT  GC

b AT (0700 0300

GC \ 0.100  0.900

Prepoctena a puvodni matice pravdépodobnosti vystupu B aB vypadaji

nasledovneé:
A C G T
B AT 0.411 0.145 0.144 0.300
GC 0.136 0.397 0.389 0.078 ’
A C G T
B_ AT 0.390 0.100 0.100 0.410

GC \ 0.100 0.410 0.390  0.100
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Jiz na prvni pohled je viditelna rovnost nového a ptivodniho pocatecni rozdéle-
ni pravdépodobnosti (f)(o) = p®). Naopak pfi srovnani nové matice pravdépodob-
nosti prechodu P a ptivodni matice pravdépodobnosti prechodu P je vidét zména
v hodnotéach pravdépodobnosti. Prechod ze skrytého stavu AT do stejného skry-
tého stavu AT je nové ohodnocen pravdépodobnosti cca 0.602. Tato pravdépo-
dobnost je nizsi nez puvodni pravdépodobnost, ktera byla na hodnoté 0.700.
Druhou moznosti prechodu ze skrytého stavu AT je prechod do skrytého stavu
GC, jehoz pravdépodobnost se zvysila na hodnotu 0.398 (z ptuvodni hodnoty
0.300). Pravdépodobnosti prechodu ze skrytého stavu GC ztistaly témér neménné.
Pravdépodobnost prechodu ze skrytého stavu GC do AT se nepatrné snizila
na hodnotu 0.097 (pavodni pravdépodobnost byla 0.100). Pravdépodobnost pte-
chodu ze skrytého stavu GC' do AT se zvysila na 0.903 z puvodni hodnoty 0.900.

Rozdil pozorujeme také u matic pravdépodobnosti vystupu (]§ a B). Pravdépo-
dobnosti vystupu A, C, G, resp. T ze skrytého stavu AT jsou nyni ohodnoceny
pravdépodobnostmi cca 0.411, 0.145, 0.144, resp. 0.300 (puvodni hodnoty byly
0.390, 0.100, 0.100, resp. 0.410). Pravdépodobnosti vystupu A, C, G, resp. T z
druhého skrytého stavu GC' jsou nové ptiblizné 0.136, 0.397, 0.389, resp. 0.078
(ptvodni hodnoty pravdépodobnosti byly 0.100, 0.410, 0.390, resp. 0.100).

Na tomto misté uvedeme shrnujici tabulku (Obrazek 3.11). V tabulce je zné-

zornéno, jak se lisi ptivodni hodnoty od hodnot odhadnutych z celé sekvence a z

jejl prvni poloviny.
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) Odhadnuté hodnoty
Parametry Pitvodni hodnoty o:h;w z prvni poloviny
sckvence
Potitetni rozddleni| ¢ | P1 0.500 0.500 0.500
pravdépodobnosti | P 2 0.500 0.500 0.500
_ Pu 0.700 0.682 0.602
v mbnnsﬂ . Piz 0300 0318 0.398
: Pn 0.100 0.124 0.097
Pr 0.900 0.876 0.903
b,(D 0.390 0.384 0.411
b2 0.100 0.124 0.145
_ b,(3) 0.100 0.113 0.144
v mbnnsﬂ s | @ 0.410 0379 0300
vistupn bAD) 0.100 0.136 0.136
b2 0.410 0.383 0.397
b,(3) 0.390 0.378 0.389
by(4) 0.100 0.103 0.078

Obrézek 3.11: Srovnani parametri.

3.3.4. Evaluace s novymi parametry

Prostrednictvim Baum-Welchova algoritmu jsme obdrzeli nové parametry mo-

delu X, kterymi jsou pocatecni rozdéleni pravdépodobnosti p

(0)

, matice pravdépo-

dobnosti prechodu P a matice pravdépodobnosti vystupu B. Provedeme znovu

vypocet dopredného a zpétného algoritmu za pomoci nasledujicich parametri.

e Mnozina skrytych stavii S:

e Nové pocatecni pravdépodobnosti p

S = {AT,GC}.

(0)

AT GC

= ( 0.5 0.5
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e Nova matice pravdépodobnosti prechodu P:

AT GC

AT 0.602  0.398
GC \ 0.097  0.903

P=

e Nova matice pravdépodobnosti vystupu B:

A C G T

AT [ 0411 0.145  0.144  0.300
GC \ 0.136 0.397 0.389  0.078

B=

e Posloupnost pozorovani Oq:
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Obréazek 3.12: Posloupnost pozorovani O1.

Dopredny algoritmus

Vyse uvedené parametry nam slouzi jako vstupni informace pro funkci forward
v softwaru R, pomoci které spoc¢itame dopredny algoritmus. Obdrzime vyslednou
pravdépodobnost, jez ¢ini cca 4.40e~"®. Nyni jesté provedeme porovnani s vysled-
kem z ptrechoziho vypoétu s piivodnim modelem A(p'®, P, B), kde vysledn4 prav-
dépodobnost byla piiblizné 3.21e~". Hodnota vysledné pravdépodobnosti ziskané

za pomoci nového modelu A je vySs$i nezli hodnota vysledné pravdépodobnosti
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ziskané prostrednictvim ptvodniho modelu A.

Zpétny algoritmus

Zpétny algoritmus provedeme se stejnymi parametry, avsak za pomoci funkce
backward v softwaru R. Vysledna pravdépodobnost 4.40e~" je totoznd s pravdé-
podobnosti, kterou jsme ziskali prostfednictvim funkce forward u dopredného

algoritmu.

Na zékladé obdrzenych vysledki lze konstatovat, 7e novy model X (P, P, B)

mé parametry nadefinované lépe oproti piivodnimu modelu A(p(®, P, B).

3.3.5. Dekédovani s novymi parametry

V této casti prace najdeme za pomoci Viterbiho algoritmu optimalni pos-
loupnost skrytych stavi X, odpovidajici prvni poloviné posloupnosti pozorovani
O;. Néasledné také najdeme optimélni posloupnost skrytych stavi Xg, ktera bude
odpovidat druhé poloviné posloupnosti pozorovani Os. Stejné jako v predchozi
podkapitole také zde vyuzijeme nové ziskanych parametri modelu \ (f)(o), P, ]:3»)
Tyto parametry zaddme do funkce viterbi v softwaru R.

Pro spusténi funkce viterbi vyuzijeme nasledujici informace.

e Mnozina skrytych stavii S:
S ={AT,GC}.

e Nové pocatecni pravdépodobnosti p'”

AT  GC
p = (0.5 0.5 )
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A

e Nova matice pravdépodobnosti prechodu P:

GC

AT

0.398
0.903

AT 0.602
GC \ 0.097
e Nova matice pravdépodobnosti vystupu B:

P=

A

).

GIA|T|T|T|G|C|G|T|T|C|G|G|C|A|A|G|C|G|C]|C
G|G|C|C|G|G|G|C|C|T|IA|C|A|G|A|G|C|G|G|G|T
GIA|CIAJIA/A|G|C|C|Cc|C|]A|T|IA|]C|]G|C|T|]C|G]|A
GIGIA|T|C|G|G|A|C|G|C|Gg|Gg|T|]G|C|C|G|C|Cc]|G
CIT|IGIC|C|T|T|T|G|G|G|G|C|C|C|G|T|C|C|C]|C
C|ICICIGIGIA|G|IA|G|G|G|G|A|C|G|A|C|]G|A | C]|C

CIAJA|C|A|C|A|C|]A|JA |G

0.145 0.144  0.300
0.397  0.389  0.078

0.411
0.136

AT
GC
e Posloupnost pozorovani Oq:

B=

Obréazek 3.13: Posloupnost pozorovani O1.

e Posloupnost pozorovani Os:

c|,c|g|T|Gg|C|T|IT| G|IA|T|G|G|G|C|A|G|C|A|A|T
GIA|C|G|C|T|C|G|IG|A|C|IA|G|G|C|A|T|G|C|C]|C

CICIC|IGIG|A/A|IT|IA|C|CIA|IG|G|G|G|G|C|G|C|A
AIT|IG|T|IG|C|G|T|T|ICIA|/A|IA|G|A|C|T|C|G|A|T
GIA|T|T|C|IA|C|G|G|A|A|T| T|C|T|G|C|A|JA|T|T

CIA|ICIA|C|TIA|G|T|TIA|T|C|G|C|A|T|T|T|C|G

cC|T|G|C|G|T|T|C|T|T

Obrézek 3.14: Posloupnost pozorovani O2.
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Prostrednictvim Viterbiho algoritmu jsme ziskali posloupnost skrytych stavi

X, (Obrézek 3.15) majici tvar:

|IAT|AT|AT|AT|AT Gc|GC|Ge|Ge|Ge|Ge|Ge|G6e|Ge|Ge|Ge|Ge|Ge|Ge|Ge|Ge
GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC

GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC
GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC
GC|GC|GC|GC|GCAT|AT|AT| GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC
GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GL|GL|GLC|GL|GC|GC
GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC

Obrézek 3.15: Posloupnost skrytych stavit X1.

Uvedena posloupnost skrytych stavi X, (Obrazek 3.15) se podoba posloup-
nosti skrytych stavi X; (viz Obrazek 3.10), jez jsme obdrzeli za pomoci puvod-
niho modelu A(p®, P, B). Odlisnost tvoii pouze Sest skrytych stavii, které jsou
v posloupnosti vyznaceny cervenou barvou. Jedna se o nahrazeni skrytych stavi

AT skrytymi stavy GC.

Na zékladé parametri odhadnutych z prvni poloviny posloupnosti pozorovani
O; jsme nasli také posloupnost skrytych stavit X (Obrézek 3.16), ktera odpovida

druhé poloviné posloupnosti pozorovani Os.

GC|Gc|Ge|Ge|ae|Ge|ae|Ge|ae|ae|ae|Ge|ae|Gelae|Ge|ae|Ge|ae|Gelae
GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC
GC|GC|GC|GC|GC|AT|AT|AT AT |GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC|GC
GC|GC|GC|GC|GC|Ge|Ge|GC|GC
|AT|AT|AT[AT|GC|GC|GC|GC|GC

GC|GC|GC|GC|GC
GelaelaelaelaelaTlaT|AaT|AT AT

Obrézek 3.16: Posloupnost skrytych stavit X2.

Posloupnost skrytych stavi X, (Obrézek 3.16) je podobna druhé poloviné
posloupnosti skrytych stavit X, jiz jsme nasli odhadem parametrii z celé sekvence
(viz Obrazek 3.5). Neshoduje se pouze par skrytych stavi. Skryté stavy GC' v
posloupnosti X,, na jejichz misté byly v posloupnosti X skryté stavy AT, jsou

opét vyznaceny ¢ervenou barvou.
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Z.aver

Diplomova prace si kladla za cil seznamit ¢tenatre se skrytymi Markovovymi
fetézci. Prace je zkompletovana takovym zptsobem, aby téma bylo co nejvice
pochopitelné i pro Ctenare, ktery se s touto tématikou diive nesetkal.

V prvni ¢asti prace se nachézi seznameni s pojmy, které jsou se skrytymi
Markovovymi Tetézci tizce spjaty. Mluvime zde o ndhodném procesu a Markovo-
vych fetézcich. V dalsi ¢asti diplomové prace je popsan samotny princip skrytych
Markovovych tetézcii. Nasleduje rozebrani tloh, které jsou feseny pravé s pomoci
skrytych Markovovych fetézcit. Ulohy, jez jsou také nékdy oznacovany jako prob-
lémy, se nazyvaji evaluace, dekddovani a uceni. Kazdy problém je fesitelny pomoci
urc¢itého algoritmu. Tyto algoritmy jsou v praci také popsany. Veskera teorie je
prolozena priklady, které maji napomoci k lepsimu pochopeni dané problematiky.
Ve zbylé ¢asti prace jsou jednotlivé tlohy spolu s algoritmy aplikovany na realna
data z biologické sféry.

Velkou vyzvou pro mne byla prace se softwary IXTEX a R, se kterymi jsem do
této doby pracovala pouze okrajové. Psani prace bylo pro mé velice prospésné a
prinosné, jelikoz jsem se s danou problematikou doposud nesetkala. Z poznatkii,
které jsem pri psani prace ziskala, si troufam rici, ze dané téma je opravdu za-
jimavé a uzitecné. Byla bych velice potésena, pokud by tato diplomova prace

poslouzila zdjemctim k pochopeni probrané tématiky.
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