










Anotace 

P�edm�tem zkoumání této diplomové práce je navr�ení a otestování algoritm� pro 

automatickou kontrolu balení bi�uterních kamen�. Algoritmy pracují s digitálními obrazy a 

pomocí r�zných technik se dopracují k �íselnému výstupu po�tu obálek s bi�uterními kameny 

v expedi�ní krabici. Snahou je navrhnout dostate�n� spolehlivý a rychlý postup, který by 

dokázal vykonávat tuto úlohu efektivn�ji ne� sou�asná manuální kontrola. 
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Abstract 

The goal of this diploma thesis is to design and test algorithms for automatic quality 

control of packing jewelery stones. Algorithms work with digital images and their output 

through different techniques is number of envelopes packed inside of the expedition box. The 

effort is to design a sufficiently reliable and fast procedure, that can perform this task more 

efficiently that the current manual control. 
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1 Úvod 

Tato diplomová práce se zabývá mo�nostmi, jak nahradit kontrolu kvality pøi finálním 

balení produktù. Výrobní postupy se neustále technicky zdokonalují, nicménì v systémech 

kontrol kvality se zatím stále èasto spoléhá na èlovìka � kontrolora kvality. Ti tvoøí èlánek, 

který hlídá, zda zákazník opravdu dostane to, co oèekává. Velice èasto se jedná o monotónní, 

ale velice zodpovìdnou práci, jeliko� oni jsou èasto poslední instancí, která mù�e finální 

produkt vidìt pøed tím, ne� je uskladnìn a pøipraven k expedici. Náplní práce je prohlí�ení 

dílù, nebo poèítání kusù v balení. Právì monotónnost prací mù�e pøiná�et rùzná úskalí a riziko 

zvy�ování chyb. V dne�ní dobì se díky vývoji a zlevnìní elektroniky se zaèaly nìkteré 

procesy (a to vèetnì kontrol) èásteènì, nebo úplnì automatizovat. Ideou je pøenechat právì 

tyto nároèné kontrolní procesy stroji, který je v procesu opakování dokonalej�í, pøesnìj�í a 

rychlej�í. Pøesto je jasné, �e stroj stále není absolutnì zastupitelný ve v�ech úlohách, proto 

funkce kontrolora � èlovìka zùstane je�tì nìjakou dobu zachována. 

V nìkterých prùmyslových odvìtvích je trend automatizace procesu kontrol silnìj�í, 

napøíklad v automobilovém, nebo farmaceutickém prùmyslu. Jedná se èasto o pøípady, kdy 

lidské chyby mohou mít fatální následek � a� u� z pohledu rizika bezpeènosti u�ivatele 

produktu, nebo rizika finanèních ztrát. Díky cenì a mo�nostem výpoèetního výkonu 

komponent se tyto kontroly objevují stále v dal�ích odvìtvích prùmyslu, kde mají za cíl 

zefektivnit kontroly kvality � jak z pohledu èasu a pøesnosti, tak i úspory nákladù. 

Jednou z takovýchto oblastí vývoje je práce s obrazovou analýzou, zvanou také jako 

strojové vidìní. Obecným principem je, �e se poøídí digitalizovaný obraz zkoumaného 

objektu, který je podroben automatizovanému vyhodnocení. Díky dne�ním mo�nostem 

výpoèetní techniky je mo�né obraz bìhem nìkolika milisekund upravit, tak aby se stroj mohl 

následnì, podle sledovaných parametrù (poèet, velikost, tvar, výskyt defektù, atd.) co nejlépe 

rozhodnout, zda zkoumaný objekt vyhovuje po�adavkùm na kvalitu èi nikoliv. Problémem 

zùstává najít co nejvhodnìj�í algoritmus úprav obrazù (filtry, prahování, detekce objektù nebo 

hran, mìøení délek a ploch, apod.), aby se usnadnilo odhalení pøípadné nekvality. 

Cílem je navr�ení a ovìøení pøesnosti algoritmù pro kontrolu balení obálek s bi�uterními 

kameny do krabic pro rùzné typy zbo�í, které se li�í poètem a typem obálek. Právì obrazová 

analýza je vhodným prostøedkem této úlohy, v ní� je tøeba rozpoznat a spoèítat objekty obálek 

v otevøené krabici. 



 

9 

 

2 P�ehled sou�asného stavu 

Pøi porovnání výhod kontroly za pomoci obrazové analýzy jsou èasto kritické právì 

kontrolované charakteristiky kvality. Nìkteré charakteristiky mohou být zvládnuty velice 

jednoduchou úlohou, jiné vy�adují slo�itìj�í algoritmus, který mù�e mít po�adavky u� na 

snímání obrazu (napø. v IR spektru apod.). Pøi dobøe zvládnuté úloze mù�e být ekonomická 

výhodnost takovýchto kontrol a� nìkolikanásobnì vy��í ne� pùvodní, která je provádìna 

operátory.  

Zpracování obrazu by mohlo velmi dobøe pøispìt k zefektivnìní finálních kontrol obalù ve 

spoleènosti Preciosa a.s., která dodává na trh bi�uterní kameny. Tato produkce je balena do 

obálek, které jsou pro potøeby skladování a dal�í distribuce vkládány do expedièních krabic 

(sekundární obal). Rozmìry obálek a krabic jsou pro potøebu skladování standardizovány 

podnikovou normou [1] a pro ka�dý druh sortimentu jsou stejné. Nìkteré specifické 

technologie vyu�ívají i svazky obálek (urèitý poèet obálek je sta�en gumièkou) pro jednodu��í 

manipulaci. Jednotlivá balení se li�í pouze poètem obálek vkládaných do expedièních krabic, 

které jsou závislé na typu a velikosti zabaleného sortimentu. Hlavním dùvodem je zabránìní 

pøeplòování krabic sortimentem o vìt�ích rozmìrech, které zpùsobuje po�kození zbo�í. 

Kompletace krabic probíhá dvojím zpùsobem, podle typu technologie balení. Nejèastìj�ím 

zpùsobem je ruèní vkládání celých svazkù obálek do expedièní krabice. V souèasnosti se do 

popøedí dostává i strojní balení, kde jsou jednotlivé obálky vkládány do krabic samotným 

strojem (u stroje by bylo pou�ívání svazkù zbyteènou komplikací). Ka�dá krabice musí 

následnì projít kontrolou balení, kde je kromì dal�ích nále�itostí (po�kození obalù, správnost 

údajù o zbo�í) zkontrolován i poèet vlo�ených obálek. 

Dnes tato kontrola stále probíhá ruènì a mù�e tak být ovlivnìna lidským faktorem, 

zejména chybovostí. Roli zde hraje i èasová nároènost, která je pøímo úmìrná poètu obálek 

v krabici. Podniková norma umo�òuje poèet obálek v krabici v intervalu 40 a� 150 kusù. 

Èasová nároènost vlastní kontroly se tak pohybuje v rozmezí 20 a� 90 sekund. Poèet obálek je 

pøitom i jedním z kritérií kvality, jeliko� dodání správného (objednaného) mno�ství kvalitních 

produktù je bráno jako znak jakosti [2]. 

V minulosti ji� byly snahy o zjednodu�ení této kontroly, napø. pomocí hmotnosti balení. 

To by v�ak vyøe�ilo problém jen u vìt�ích sortimentù. U bi�uterních kamenù s men�í velikostí 

se hmotnost jedné obálky pohybuje kolem 0,5g (papír obálky tvoøí vìt�í pomìr hmotnosti ne� 
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samotné kameny v ní) a odhalit tak 1 chybìjící obálku ze 150 by vy�adovalo velice pøesné 

váhy a témìø laboratorní prostøedí. Taková kontrola by zabrala velmi mnoho èasu a sní�ila tak 

efektivitu. 

Poèítání obalù pomocí analýzy obrazu není absolutní novinkou, av�ak problémem v 

na�em oboru je pou�ívání specifického balení. To vy�aduje jiný pøístup k hledání øe�ení, 

jeliko� vìt�inou se kontrola balení soustøeïuje na pøítomnost známých plo�ných objektù, 

nikoliv lineárních. Prakticky jedinou variantou jak zkontrolovat poèet obálek je z otevøené 

krabice, kdy je vidìt høbet obálek. Vyjmutí obálek z krabice je sice fyzicky mo�né, ale 

z pohledu spolehlivosti kontroly je bezpeènìj�í ji� s obálkami nemanipulovat. 

Vodítkem k øe�ení problému jsou vìdecké práce z oboru biologie nebo textilu. Obì 

disciplíny pou�ívají zpracování obrazu k poèítání èástic nebo hran, nìkdy i mikroskopických, 

poøízených pomocí mikroskopù. Takto napøíklad probíhá poèítání zrnek pilu v práci [3] 

pomocí volnì dostupného softwaru. Právì na softwaru ImageJ [4] vyvíjeném v americkém 

National Institutes of Health byly provedeny první experimenty s poèítáním obálek. Nicménì 

realizace poèítání v práci [3] je zalo�ena na vyhledávání oválných objektù, jejich� rozmìry 

v osách obrazu x i y jsou srovnatelné. V pøípadì poèítání obálek toto neplatí, jeliko� pøi 

zaplnìné krabici jsou vidìt (a rùznými filtry zvýraznìné) pouze hrany obálek. 

Dal�í èást hledání podobných projektù se tedy zamìøila na hledání bli��í problematiky. 

Velice nadìjnou se stal biomedicínský výzkum [5], který analyzoval krevní cévy, které jsou i 

pøes své zakroucení tvarem bli��í na�emu problému. Vìt�ina tohoto výzkumu se v�ak 

zabývala zejména vlastnostmi jednotlivých cév, které �ly odvodit z geometrických 

charakteristik. 

Velice blízkou problematikou se ukázaly výzkumy v oblasti textilu, konkrétnì tkaných 

textilií. Zde je mo�no pou�ít obrazovou analýzu pro hodnocení kvality tkanin, zejména 

výskytu chyb ve vzorku, nebo výpoèet zaplnìní textilie [6�8]. V tìchto pracích se získával 

poèet osnov a útkù v tkaninách na plo�e, aby se následnì vyjádøilo zaplnìní textilie. I 

v textilním prùmyslu je stále bì�né, �e se tato velièina získává �manuálním� poèítáním 

jednotlivých pøízí v tkaninách. Nicménì s klesající cenou komponentù potøebných k sestrojení 

automatického snímacího zaøízení a rostoucím výkonem elektroniky se i zde podobné 

systémy kontroly zaèínají vyplácet. Pøiná�ejí mnohem vìt�í èasovou efektivitu, jeliko� 

kontrola je mnohem rychlej�í. Zároveò je nezanedbatelné, �e snímání probíhá prakticky 

okam�itì pøi výstupu textilie z výrobního procesu. V pøípadì defektu je mo�no okam�itì 
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zasáhnout (napøíklad znovu seøídit stroj, odstranit pøíèinu defektu) a sní�it tak pøípadné ztráty. 

V neposlední øadì je zde podobnost s na�ím problémem, kdy je manuální kontrola velmi 

namáhavá a v prùbìhu pracovního procesu dochází k vìt�í chybovosti. 

V práci [8] jsou výsledky hodnocení celkem pìti metod. Pro základní modelaci na�eho 

problému je nejspí�e aplikace na hladkou vazbu, která má pravidelné øazení osnov a útkù ve 

støídì vazby o velikosti 2x2. V tomto pøípadì byla v práci [8] vyhodnocena jako nejlep�í 

metoda Gray line profile method (GLPM), vyhodnocující prùmìrnou hodnotu �edi ve 

sloupcích a øádcích s následným vyhodnocením lokálních maxim. Zde je mo�no v na�em 

pøípadì vyu�ít principu, �e svìtlé hrany obálek jsou ohranièeny tmavými mezerami mezi 

jednotlivými obálkami. Tato metoda by tedy mohla fungovat podobnì, jako kdy� detekuje 

jednotlivá vlákna osnovy. 

Jeliko� testování celých ploch textilií je velice nároèný proces, bývá èasto pou�ito 

statistiky, pro urèení ploch podrobených testování. V práci [9] je k hledání pøistupováno jako 

k testování statistické hypotézy pøi zadané hladinì spolehlivosti.  

Dal�ím pøípadem pou�ití zpracování obrazu je práce [10], kde se jednotlivé pøíze 

identifikují pomocí dvourozmìrné diskrétní Fourierovy transformace a následnì se pomocí 

testu periodicity zji��ují specifické a opakující se rysy tkaniny. Následnì se identifikují 

odchylky ve vzoru tkaniny, které signalizují vady.  

Pøi nasnímání pole krabice s rovnobì�nými hranami obálek mù�e být tento postup velice 

pøínosný. Ná� problém je o to jednodu��í, �e budeme zkoumat výskyt objektù jen v jednom 

smìru (kolmo na hrany obálek). Na druhou stranu mù�e být tato metoda èásteènì 

znehodnocena v pøípadì, kdy se obálky vkládají do krabice po svazcích. Ty pak zcela naru�ují 

rovnobì�nost hran. 

V takovém pøípadì mù�e být øe�ením, �e existují i algoritmy, které se pøímo specializují 

na hledání specifických objektù v obraze. Mezi speciální skupinu patøí hranové detektory, 

které díky matematickým úpravám obrazù jsou schopny identifikovat hrany [11], [12], [13]. 

Výstupem tìchto algoritmù jsou binární obrazy, na kterých jsou hrany zdùraznìny. Díky tomu 

je mo�no efektivnì identifikovat objekty prakticky jakéhokoliv tvaru a velikosti. Zároveò se 

nabízí �iroká �kála mo�ností pøístupù k jejich poèítání nebo dal�ímu zpracování. 
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3 Teoretická!�ást 

Cílem této práce je prozkoumat a nalézt nejvhodnìj�í systémy zpracování obrazu, který by 

dokázaly nahradit kontrolu kvality. V tomto konkrétním pøípadì se jedná o balení obálek 

s bi�uterními kameny, které se vkládají do krabic. Poèet obálek v krabici a jejich barevné 

provedení je øízeno pøíslu�nou normou balení. V dne�ní dobì probíhá kontrola ruènì, kdy 

operátorka spoèítá obálky bez jejich vyjmutí z krabice. Oblastí zkoumání této práce je 

nadefinování a odzkou�ení algoritmù, které budou umìt obálky spoèítat pøesnìji (lep�í 

opakovatelnost výsledkù neovlivnìná lidským faktorem). Ka�dý z vytvoøených a 

otestovaných algoritmù vyu�ívá k vyøe�ení problému jinou stì�ejní metodu.  

Pøed vlastním skenováním byla provedena rozvaha, na jaké problémy by systém mohl 

narazit. Znamenalo to ovìøit si v�echny mo�né varianty balení, které se mohou v expedièní 

krabici vyskytnout. Jak bylo zmínìno, velikost krabice i obálek je pro v�echny sortimenty 

normovaná. Krabice zobrazena na Obrázku 1, má rozmìry 340 x 130 x 77 mm (d x � x v) a je 

tvoøena pevným recyklovaným papírem. 

 

Obrázek 1 � Expedi ní!krabice!(zde!nenapln"ná)!s n"kterými!typy obálek. 
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Obálky jsou vytvoøeny z listù papíru o velikosti A4 a jednotným systémem pøekládání se 

z nich vytvoøí finální obal o rozmìrech 122 x 74 mm (� x v). Tlou��ka obálky se mù�e velmi 

výraznì li�it podle objemu vlo�eného zbo�í. Tento objem ovlivòuje, kolik obálek se do 

krabice vkládá, aby nedo�lo k po�kození zbo�í. Tyto poèty jsou øízeny podle podnikových 

norem [1]. Analýzou v�ech mo�ných balení se do�lo k závìru, �e rozdíly dùle�ité pro strojové 

vidìní se vyskytují ve tøech oblastech: 

- Poèet obálek v krabici se pohybuje v intervalu 40 � 150 ks, 

- barvy (typy) obálek jsou v základu 3 druhy, pro základní zbo�í (bílé obálky, které 

se dál mù�ou li�it potiskem), zbo�í Maxima (snìhovì bílé obálky, prémiové 

balení) a zbo�í  �atonových rù�í (�edivé obálky s barevným potiskem), lze vidìt na 

Obrázku 2 a 3, 

- varianta balení, buï ve svazcích s gumièkou, nebo bez svazkù. 

 

Obrázek!2 � Porovnání! elní!strany!jednotlivých!typ#!obálek. 
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Obrázek!3 � Obálky!pou�ívané!k zabalení!bi�uterních!kamen#,!a)!bílá!obálka!pou�ívaná!pro!

standardní!zbo�í,!b)!prémiová!bílá!obálka!pou�ívaná!pro!vy��í!t$ídu!zbo�í!a!c)!t$etí,!�edivý typ!obálky!

pou�ívaný!pro!specifický!druh!bi�uterních!kamen#. 

 

Tìmito podmínkami bylo vytyèeno zadání, které lze z pohledu strojového vidìní øe�it více 

cestami. Pro vývoj ovìøení tìchto variant bylo ruènì naskenováno 9 krabic s obálkami, které 

celkem vytvoøily 25 vzorkù. Tyto vzorky lze opakovanì pou�ívat a lze porovnat jednotlivé 

varianty algoritmù. Vzorky byly vybrány tak, aby pokryly krajní hodnoty variant balení, a 

zároveò v kombinaci charakteristik (poèty obálek v krabici, barvy obálek, pou�ití svazkù pøi 

balení) reprezentují 90% mo�ných variant balení. Tím se zajistila co mo�ná nejvìt�í 

objektivita pøi hodnocení algoritmù, jeliko� je zøejmé, �e nìkteré typy balení mohou být pro 

algoritmy jednodu��í na zpracování, co� se i v experimentální èásti potvrdilo. Práce obsahuje 

obrazovou pøílohu, kde je mo�né si prohlédnout detailní fotografie vzorkù, které byly pou�ity 

jako vstup pro v�echny testované algoritmy. 

  

a) 

c) 

b) 
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3.1 Základní definice digitálního obrazu 

Obraz se v digitální podobì získává ze zaøízení, které nasnímá obraz a pøevede vstupní 

optické vlastnosti objektu na spojitý elektrický signál. Ten je dále vzorkován a kvantován, aby 

se získaly diskrétní hodnoty, které se následnì ulo�í do pixelù. Zaøízení mohou být rùzných 

typù, vìt�inou se li�í uzpùsobením pro rùzné mo�nosti snímání, zda snímají plochu (napø. 

skenery) nebo prostor (fotoaparáty, kamery). Výstupem tìchto zaøízení jsou 

dvoudimenzionální obrazové digitální soubory, které je mo�no dále zpracovávat. 

Obraz v digitální podobì mù�e být dvojího typu � rastrovaný obraz (�bodový� obraz) 

nebo vektorový obraz (slo�ený ze základních geometrických útvarù). 

V celé této práci bylo pracováno s rastrovanými obrazy, které jsou reprezentovány maticí 

bodù, takzvaných pixelù. Ka�dý pixel je nositelem informace a má zároveò urèenou svou 

polohu v matici obrazu. Slo�ením tìchto bodù vzniká finální podoba obrazu. 

Digitální obraz tak mù�eme definovat jako funkci 

 �( , !), (3.1) 

kde hodnoty x a y definují polohu bodu v matici obrazu hodnota f je rovna intenzitì, 

popøípadì úrovni daného bodu. Pokud získáme koneèný poèet diskrétních hodnot v�ech èlenù 

této funkce, mù�eme z nich vytvoøit digitální obraz, který je maticí hodnot intenzity 

v jednotlivých souøadnicích obrazu x a y. 

 �( , !) = " # $, !$ %  &, !$' * ' $, !+ %  &, !+- (3.2) 

Výsledný obraz má takzvané rozli�ení, které je definováno sítí pixelù. Obrazy mohou mít 

rùzné rozli�ení, které je pøímo úmìrné informací obsa�ených v obraze. Tím se rozumí vìt�í 

poèet pixelù, které tak dohromady skládají obraz, který lépe odrá�í pùvodní originál. 

Informace o jednotlivých pixelech mù�eme souhrnnì zobrazit jako histogram, který nám 

je schopen øíci více o základních charakteristikách celého obrazu. Histogram se bì�nì 

konstruuje tak, �e na ose x se vyná�í hodnoty intenzity pixelù. Ve zpracování digitálního 

obrazu se bì�nì pou�ívá interval <0, 255>, kdy 0 symbolizuje hodnotu s nejni��í intenzitou 

(èerná barva) a hodnota 255 s nejvy��í intenzitou (bílá barva). Sloupce následnì zobrazují 

poèet pixelù v obraze o dané intenzitì. Takto lze vyèíslit napøíklad prùmìrný jas obrazu, nebo 
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na základì smìrodatné odchylky hodnot zji��ovat jak je obraz kontrastní. Pøíklady histogramù 

vèetnì obrazù, které reprezentují lze vidìt na Obrázku 4. 

 

 

Obrázek 4 � Histogramy intenzit pixel! r!zných obraz! o stejném rozli�ení v závislosti na 

zobrazovaných typech obálek v krabici a) krabice s bílými obálkami, které zp!sobují velké po"ty 

pixel! s jasem v#t�ím ne� 200, b) krabice s �edivými obálkami, které postrádají body s jasem v#t�ím 

ne� 200. 

 

a) 

b) 



 

17 

 

Z pohledu vyu�ití barev byly vyu�ity obrazy barevné, v monochromatické (v odstínech 

�edi) a v nìkterých pøípadech binární (dvouúrovòové èerno-bílé). V digitální technice se tyto 

obrazy li�í právì podle informací, které nese jeden pixel. Aby mohl vzniknout barevný bod je 

potøeba zkombinovat tøi kompozitní barvy RGB (R � èervená, G � zelená, B � modrá). 

Kombinují se rùzné (bì�nì 256) úrovnì od ka�dé základní barvy, tzv. barevné kanály, èím� 

vzniká výsledný barevný odstín pixelu (v tomto pøípadì cca 17 milionù). Pro 

monochromatické obrazy je systém podobný, pouze pixel je v tomto pøípadì nositelem 

informace o úrovni �edé barvy, nikoliv tøí barev. Opìt je nejbì�nìj�í pou�ívat 256 odstínù 

�edé, èím� se vytvoøí bod obrazu v intervalu od èerné po bílou. Nejjednodu��í je situace u 

binárního obrazu, kde je ka�dý pixel nositelem hodnoty 0 nebo 1, co� znaèí, zda má bod 

pouze èernou, nebo bílou barvu, bez mo�nosti jakékoliv úrovnì mezi tìmito barvami. 

3.2 Pou�ité úpravy digitálního obrazu 

S obrazem, který je poøízen nìjakým snímacím zaøízením, je mo�no dále pracovat. 

Málokdy se stane, �e originálnì nasnímaný obraz je schopen okam�itì poskytnout 

po�adované výsledky, nebo je vhodný pro potøebnou analýzu. I v této práci byly pou�ity 

nìkteré metody úprav digitálního obrazu. 

3.2.1 P�evod mezi barevnými modely 

Jednou z prvních pou�itých úprav bìhem tohoto výzkumu byl pøevod barevného obrazu 

na monochromatický. V této práci bylo na poèátku pracováno s RBG modelem barevného 

obrazu. Principem pøevodu je získat hodnotu pixelu ve stupních �edi, aby mìl stejnou hodnotu 

jasu, jako originální bod se tøemi kanály barev. Tím je zároveò zaji�tìno, �e jak barevný, tak i 

�edo tónový obraz budou mít stejný absolutní jas. 

Nejdøíve je potøeba pøevést hodnoty jednotlivých kanálù z gama komprimovaného 

(nelineárního) RGB modelu do lineárního modelu pomocí takzvané gama expanze 

(linearizace). Tím se odstraní funkce gama komprimace. Ve vzorci (3.1) Csrg reprezentuje 

ka�dou barvu gama komprimovaného kanálu (Rsrgb, Gsrgb a Bsrgb), které jsou dosazovány 

v hodnotách intervalu <0, 1>. 
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 � !"#$% =& �'%()12,92 , �'%() * 0,04045. 
(3.1) 

 � !"#$% =&+�'%() - 0,055
1,055 /

3,6
, �'%() > 0,04045. 

Takto se získají lineární RGB slo�ky intenzity pro ka�dý kanál (Rlinear, Glinear a Blinear), 

jejich� hodnoty se pohybují v intervalu <0, 1>. Z tìchto èlenù lze následnì spoèítat výslednou 

hodnotu jasu bodu pomocí vá�eného souètu pomocí vzorce (3.2). 

 � !"#$% = 0,2126&' !"#$% + &0,7152&( !"#$% + 0,0722&) !"#$%&. (3.2) 

Jednotlivé koeficienty pøed èleny intenzity ka�dého barevného kanálu vyjadøují citlivost 

lidského oka na jednotlivé barvy. Jeliko� nejvíce je vnímána barva zelená, je její intenzita 

ocenìna nejvy��í váhou v souètu. Naopak nejménì lidské oko reaguje na modrou barvu, proto 

je tento kanál ohodnocen nejni��í váhou. Pøíklad originálního RGB obrazu a výsledku po 

pøevodu na 256 stupòù �edi je vidìt na Obrázku 5.  

 

Obrázek 5 � Ukázka p!evedení obrazu z barevného RGB modelu do úrovní �edi a) Originální barevný 
RGB obraz, b) p!evedený obraz na 256 úrovní �edi. 

 

a) b) 
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3.2.2 Bodové jasové transformace obrazu 

Jasové transformace jsou obecnì dìleny podle toho, s jakým okolím pøepoèítávaného 

bodu uva�ují: 

- Globální, zde je nová výsledná jasová hodnota pixelu vypoèítána na základì 

analýzy v�ech pixelù v obraze, hodí se napøíklad pro sní�ení jasu pøeexponovaného 

obrazu, 

- lokální, ta pou�ívá oblast blízkou vy�etøovanému pixelu, velice èasto ètyøokolí, 

nebo osmiokolí, 

- bodová, v ní nehraje okolí �ádnou roli a jas pixelu je upravován na základì 

pøevodních funkcí. 

Obecná rovnice transformace, kdy ze zdrojového obrazu f(x,y) získáme transformovaný 

g(x,y) mù�e být definován pomocí rovnice (3.3). 

 �( , !) = "[#( , !)]$. (3.3) 

T je takzvaný operátor, který urèuje zmìnu bodu na pozici x, y v obraze. V této práci byla 

pou�ita bodová jasová transformace, kde mù�eme zjednodu�it vztah na rovnici (3.4), �e ji� 

nezále�í na pozici bodu v obraze, ale pouze na pùvodní hodnotì jasu. 

 � =  (!)". (3.4) 

Toto lze vyjádøit jednoduchými pøevodními charakteristikami, nebo LUT tabulkami (z 

angl. Look Up Table). Principem je, �e hodnota jasu na vstupním obrazu, musí jednoznaènì 

odpovídat nové hodnotì jasu na transformovaném obrazu. Existuje zde velké mno�ství 

mo�ností úprav obrazu na základì takto jednoduché transformace. 

K tìm nejzákladnìj�ím patøí inverze, kdy jsou vysoké hodnoty jasù v jednotlivých 

pixelech pøevedeny na nízké a naopak. V pøevodní funkci se toto vyjadøuje klesající pøímkou. 

Podobnì lze upravovat celkový jas obrazu, kdy je pøevodní pøímka posouvána ve 

vertikálním smìru � èím vý�e, tím je výstupní obraz svìtlej�í. 

Kontrast obrazu se naopak øídí sklonem pøevodní funkce, èím je funkce strmìj�í, tím je 

obraz kontrastnìj�í. 

Na Obrázku 6 je vidìt nìkolik pøevodních funkcí pro vý�e popsané transformace. 
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Obrázek 6 � Ukázky n!kterých typ" transformací znázorn!ných za pomoci p#evodních funkcí [15]. 

 

Speciálním pøípadem bodové jasové transformace je takzvané prahování, kdy vzniká 

binární obraz. Binární obraz je doslovným èernobílým obrazem, jeliko� ka�dý pixel nese 

pouze jednobitovou informaci. Hodnota 0 signalizuje èernou barvu, hodnota 1 udává bílou 

barvu. Neexistují jakékoliv jiné �kály nebo pøechody mezi tìmito dvìma barvami. Výhodou je 

snadná práce s takovýmto obrazem, proto�e se na nìm velice jednodu�e detekují objekty a 

hrany. Kritická je volba prahu, který rozhoduje, o výsledné barvì výstupního pixelu. Pokud je 

práh zvolen nesprávnì, mù�e být tímto ovlivnìna celá následující analýza � nìkteré objekty 

mohou být nesprávnì vyhodnoceny jako pozadí, nebo naopak nìkteré èásti pozadí se mohou 

po úpravì jevit jako objekty. Na Obrázku 7 je vidìt, jak volba prahu ovlivòuje výsledek 

výstupního binárního obrazu. 
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Obrázek 7 � P#ípady r"zného prahování, které vzniknou ze a) zdrojového obrazu, který je ve stupních 

�edi. Na obrázku b) je vid!t pou�ití p#íli� nízkého prahu odpovídajícímu prvnímu kvantilu, $ili i mezery 

mezi obálkami se staly sv!tlými. Obrázek c) má ji� lépe viditeln! rozli�eny obálky a nap#íklad gumi$ka 

je stále nad prahem, který byl zvolen v hodnot! druhého kvantilu, mediánu hodnot. V obrázku d) je 

práh ji� natolik vysoko (hodnota t#etího kvantilu), �e i víka krabice mají výslednou $ernou barvu. 

a) b) 

c) d) 
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3.2.3 Práce s liniovými profily obrazu 

V okam�iku kdy máme definován obraz ve stupních �edi jako matici bodù o hodnotách 

jejich jasu, je mo�né pro analýzu vyu�ívat liniové profily. Poèet liniových profilù v obraze je 

závislý na jeho rozli�ení, èím je vy��í rozli�ení obrazu, tím více liniových profilù lze vytvoøit. 

Bì�nì se liniový profil urèuje v jednom øádku, pøípadnì sloupci matice obrazu. Pokud 

budeme vycházet z rovnice definice obrazu, tak funkce linie obrazu lze zapsat rovnicí (3.5). 

 �( , !), ! = "#$%&. , '*#+� = 1, 2, 3, �- (3.5) 

 Takto by vznikla funkce liniového profilu, který by udával hodnoty jasu bodù právì 

v jediném øádku matice y. Následnì je hodnota jasu bodu závislá pouze na poøadí bodu 

(sloupce) x. Samozøejmì je mo�né mìnit smìr sledovaných liniových profilù, lze je vytvoøit 

ve sloupcích, kdy se vezme konstantní sloupec x a hodnoty jsou následnì na poøadí øádku y, 

jak je naznaèeno v rovnici (3.6).   

 /(�, !), � = "#$%&. , '*#+! = 1, 2, 3, �0 (3.6) 

Pro prvotní vyhodnocení je vhodné liniový profil zobrazit v grafické podobì, kdy se na 

osu x vyná�í nekonstantní promìnná obrazu - v pøípadì øádkového liniového profilu to je 

promìnná x. Na osu y se vyná�í hodnoty jasu obrazu, v pøípadì 256 úrovní stupòù �edé se 

jedná o interval <0, 255>.  

Pro ka�dý øádek (pøípadnì sloupec) je tak získán vektor hodnot intenzity bodù. V na�em 

pøípadì lze v takovémto vektoru hledat lokální maxima, která odpovídají svìtlým høbetùm 

obálek, nebo minima, která odpovídají tmavým mezerám mezi obálkami. V obou pøípadech 

lze prostým souètem (pøípadnì souètem a odeètením poslední mezery mezi obálkou a krabicí) 

urèit poèet obálek v ka�dém profilu. V závislosti na rozli�ení obrazu lze takto zpracovat a� 

nìkolik stovek profilù z jednoho digitálního obrazu. Výsledky poètu obálek z jednotlivých 

profilù mohou poslou�it jako relativnì velký soubor namìøených hodnot, z nìho� se pomocí 

statistických metod mù�e urèit nejpravdìpodobnìj�í výsledek. Díky tomu je mo�né odfiltrovat 

rù�né anomálie (napøíklad neèistota na obraze, pomaèkaná obálka) a robustní statistický 

odhad správného poètu obálek v krabici. Znázornìní pou�ití liniového profilu a jeho výstup 

v grafech je vidìt na Obrázku 8. 
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Obrázek 8 � P!íklad liniového profilu obrazu a) který je ji� upraven na 256 úrovní �edi. "ervenou 
barvou je znázorn#n !ádek, ze kterého bude liniový profil tvo!en. Na dal�ím obraze b) je vid#t liniový 

profil, kde vrcholy blí�ící se hodnot# 255 jsou tvo!eny h!bety bílých obálek a údolí jsou tvo!ena 
tmavými mezerami. Na obrázku c) je detailn#j�í vý!ez liniového profilu. 

a) 

b) 

c) 
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3.3 Pou�ité úpravy získaných dat 

Data, která jsme získali pøedchozími kroky, bude potøeba v nìkterých pøípadech upravit. 

Pokud v liniových profilech zpùsobují høbety obálek lokální maxima (pøípadnì u negativního, 

inverzního obrazu tmavé mezery mezi obálkami), lze jednoduchým souètem poètù tìchto 

maxim zjistit poèet obálek (mezer mezi obálkami). Lokální maxima mohou být omezena 

zejména parametrem okolí, v kterém se hledají, ale jsou i dal�í zpùsoby jak vyfiltrovat nìkterá 

nechtìná maxima na datech. Lze je omezit napøíklad minimální mo�nou hodnotou maxima, 

nebo �íøí prolo�ené paraboly. 

I pøes snahu rùznými transformacemi obrazu dosáhnout ideálního výstupu, bylo nutné 

pou�ít i dal�í nástroje, které se bì�nì pou�ívají pro analýzu signálù a vy�etøování prùbìhu 

funkcí. Pro zji�tìní poètu obálek na liniovém profilu bylo pou�ito hledání lokálních extrémù, 

konkrétnì maxim. 

Lokální maximum funkce je definováno jako bod, který ve svém okolí nabývá nejvy��í 

hodnoty. Pokud budeme uva�ovat, �e liniový profil je funkcí f(x) a okolí extrému v bodì x0 

oznaèíme jako O(x0), pak platí : 

 � ! "(#$), %(#) & %(#$) . (3.7) 

Jak je vidìt z rovnice 3.7, jedním z klíèových parametrù pøi hledání lokálních maxim je 

urèení velikosti oblasti O(x0). Tato oblast urèuje, na jaké minimální vzdálenosti se mohou 

vyskytovat dvì lokální maxima. Tento parametr je nepøímo úmìrný poètu obálek v krabici � 

pøi men�ím poètu obálek v krabici je oblast lokálních maxim vìt�í a naopak. V programech 

tento parametr nese název Min Peak Distance. 

Dal�í mo�ností jak zajistit shodu poètu nalezených maxima a poètem obálek je urèení 

minimální pøípustné hodnoty nalezeného maxima. Obzvlá�tì v místech høbetù bílých obálek 

jsou hodnoty intenzity obrazových bodù oproti zbytku obrazu výraznì vy��í. Tento parametr 

lze vyu�ít inverznì i v pøípadì hledání lokálních minimálních hodnot, která signalizují mezery 

mezi obálkami. V pou�ité funkci hledání extrémù se tento parametr nazývá Min Peak Height.  

Posledním pou�itým parametrem je �íøe extrému. Pro správnou funkci musí být urèen i 

parametr Min Peak Height. Funkce odhaduje �íøku extrému pomocí paraboly umístìné 

vrcholem v bodì podezøelého extrému. �íøka paraboly je zadána v polovinì vzdálenosti mezi 
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vrcholem a základnou tvoøenou hodnotou Min Peak Height. Právì v tomto místì musí mít 

funkce vìt�í rozpìtí ne� definovaná parabola, aby extrém vyhovìl podmínce parametru.  

Je potøeba mít na pamìti, �e pevnì stanovené parametry hledání extrémù nemusí být 

vhodné pro v�echny pøípady. Je potøeba buïto zajistit dynamické zmìny tìchto parametrù 

nebo rozdìlit pøípady na pøíbuzné skupiny, kde ji� budou pevné hodnoty pro ka�dou skupinu 

fungovat. Problémem v�ak èasto bývá, jakou pou�ít metodu, aby se od sebe jednotlivé 

pøípady odli�ily s dostateènou spolehlivostí.  

Pøed vlastním hledáním lokálních extrémù je vhodné data vyèistit od odlehlých hodnot, 

které vznikly buï pøímo pøi poøizování obrazu ve formì �umu, nebo v nìkterých pøípadech 

jsou na obraze zachyceny znatelnì men�í objekty, které nás nezajímají. Pøi vyhlazování 

liniových profilù byl zvolen nástroj klouzavého prùmìru. Ten vypoèítává novou hodnotu 

bodu na základì zvoleného rozsahu a prùmìruje hodnoty v�ech bodù uvnitø tohoto rozsahu, 

jak je vidìt v rovnici (3.8). Tím jsou relativnì dobøe eliminovány odlehlé hodnoty, pøitom 

celkový trend funkce je zachován. 

 � !"# ="
�$ +"�$%& + �$%' +(+ �$%)!%&' * + �$,& + �$,' +(+ �$,)!%&' *"

- ". (3.8) 

Rozsah klouzavého prùmìru se volí v�dy lichý, jeliko� obsahuje stejný poèet hodnot pøed, 

i za poèítaným bodem a je�tì vlastní poèítaný bod.  

Volba �íøe rozsahu je opìt kritická a v nìkterých pøípadech velmi zále�í na vlastnostech 

obrazu. Pøi volbì pøíli� malého rozsahu je mo�né, �e se data øádnì nevyhladí a pøi hledání 

lokálních extrémù budou zapoèítány i fale�né, které se následnì velice pracnì filtrují. Naopak 

pøi zvolení pøíli� �irokého rozsahu mù�e zaèít docházet ke zprùmìrování nìkolika hledaných 

extrémù do jednoho a tím se zkreslí celý výsledek výpoètu. 

Vliv vyhlazení signálu pomocí klouzavého prùmìru na následné hledání extrémù je vidìt 

na Obrázcích 9 a 10. V prvním pøípadì je funkce zobrazení lokálních maxim nasazena na 

originální data a dochází tak k nalezení extrémù mimo hrany obálek. V druhém pøípadì jsou 

data ji� vyhlazena a maxima jsou nalezena právì pouze v místì hran obálek.   
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Obrázek 9 � Ukázka vlivu vyhlazení dat na hledání extrém!. Na obrázku a) jsou data bez vyhlazení, 

jedná o liniový profil "ádku obrazu. Pokud jsou na t#chto datech hledány lokální extrémy, vyzna$eny 

$erven# na obrázku b) tak vznikají fale�né extrémy. 

a) 

b) 
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Obrázek 10 � Ukázka vyhlazených dat na obrázku a) klouzavým pr!m#rem o rozsahu 15 hodnot, je 

následné hledání extrém! jednodu��í a p"esn#j�í. Nalezené extrémy na obrázku b) ji� odpovídají 

h"bet!m obálek.  

a) 

b) 
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3.4 Vyhledávání a po!ítání objekt" v obraze 

První algoritmus, který byl pou�it na testování, je zalo�en na takové úpravì obrazu, aby 

byly zcela izolovány zobrazené hrany obálek. Pro zpøesnìní výsledku je provedeno více 

mìøení v definovaných horizontálních pásech, aby se výsledky mohly statisticky vyhodnotit. 

Postup algoritmu je znázornìn na Obrázku 11. 

Originálnì naskenovaná obraz byl oøíznut na pracovní velikost 4200x1700px, èím� dojde 

k odstranìní pøebyteèné plochy obrázku bez obálek. Na ten je aplikována operace Prahování 

metodou percentil, èím� vznikne èernobílý obraz, kde jsou hrany obálek reprezentovány 

èernými pixely. Následnì je aplikována speciální funkce skeletonize, která provede erozi 

objektù na cílovou �íøku 1 pixel. V takto upraveném obrazu se provedou mìøení, která mají za 

úkol v definovaném výøezu 4200x100px najít objekty mající plochu alespoò 100 pixelù. 

 

 

 

 

 

 

 

 

 

 

    

 

 

 

 

 

 

 

 

 

 

 

Obrázek 11 � Diagram operací algoritmu p!i po"ítání obálek metodou vyhledávání objekt# v obraze 
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Obrázek 12 � Ukázka postupného zpracování  obrazu. a) Originální naskenovaný snímek, b) 

p!evedený obraz na "ernobílý pomocí prahování, c) finální úprava objekt# na tlou�$ku 1px, jejich 

identifikace a po"ítání ve 100 px pásmu  

Na Obrázku 12 jsou vidìt jednotlivé fáze úprav obrazu. Mìlo by tedy dojít k zapoèítání 

pouze obálek, jeliko� na obraze nejsou �ádné jiné objekty, které by ve výøezu naplnily tyto 

podmínky. Výøez se po ka�dém cyklu posune o 5 pixelù ní�e a provede nové hledání objektù 

a) 

b) 

c) 
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se stejnými podmínkami. Tím je získáno 321 mìøení, z nich� se vybere modus (nejèetnìj�í 

hodnota) a ta je pova�ována za koneèný poèet obálek. 

Takto byly provedeny testy na celkem 25 snímcích expedièních krabic naplnìných obálky 

se zbo�ím. V nìkterých naskenovaných variantách byla vìdomì vyndána jedna obálka, aby se 

otestovala reakce systému na chybìjící obálku. 

3.5 Algoritmus s detektory hran 

Varianta øe�ení popsaná v pøedcházející kapitole vyu�ívá jednoduchého softwaru, který se 

k výsledku musí dostat cestou více operací. Zejména operace �skeletonize� je velice èasovì 

nároèná, èím� celý proces poèítání obálek zdr�uje. Zároveò zde vzniká i prostor pro chybu, 

proto�e je �patnì pou�ito prahování, tak pøi dal�ím kroku mù�e algoritmus detekovat více 

obálek jako jednu vìt�í. 

Problém tedy je, jak lépe zpracovat obraz, aby ka�dá obálka zanechala správný �otisk� a 

zároveò se obraz nemusel zpracovávat slo�itými algoritmy. V tomto bodì bylo ji� potøeba 

zmìnit pou�ívaný software, ve kterém byly obrazy zpracovávány. Pro podobnost a èásteènou 

kompatibilitu s programem MATLAB jsem zvolil volnì dostupný GNU Octave, který je 

primárnì vyvíjen pro operaèní systémy Linux. Velkou výhodou je, �e nìkteré hranové 

detektory má zakomponovány pøímo ve svých zásuvných modulech, vèetnì mo�nosti jejich 

nastavení. Dal�í operace jsou následnì otázkou práce s maticemi, které jsou prakticky shodné 

s vý�e zmínìným softwarem MATLAB. Pro potøeby této práce jsem pou�íval GNU Octave 

verze 4.0.0 GUI (grafické rozhraní), s doinstalovanými balíèky (dá se øíci zásuvnými moduly) 

General, Control, Signal a Image. 

Pou�ití hranových detektorù zcela zmìní pùvodní postup a vynechává problematickou 

èást s prahováním (tu vlastnì obstarává samotný hranový detektor). Pro pou�ití hranových 

detektorù je potøeba pøevést barevný obraz na stupnì �edi. Následnì se aplikuje nìkterý 

z hranových detektorù, který zvýrazní hrany tím zpùsobem, �e vytvoøí binární obraz, kde jsou 

hrany reprezentovány bílými pixely (hodnota pixelu = 1), a zbytek obrazu je vyplnìn èernými 

pixely (hodnota pixelu = 0). Následnì jsou spoèítány hrany, pro zvý�ení pøesnosti pouze ve 

vymezeném prostoru, aby výsledky nebyly ovlivnìny pøípadným pou�itím svazkù. Tento 

prostor je znázornìn na pøíkladu na Obrázku 13. 
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Obrázek 13 � Názorné zobrazení zón, kde probíhá po!ítání hran. 

Na Obrázku 14 je zobrazen vývojový diagram obecného postupu. 

 

 

 

 

 

 

 

 

 

 

    

 

 

 

 

 

 

 

 

 

 

 

Obrázek 14 � Diagram postupu p"i pou�ití algoritm# s hranovým detektorem 
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Hranové detektory pracují na principu rozpoznání pøechodu (zmìny) jasu v okolí 

zkoumaného pixelu. Samotná hrana je tedy dána vlastnostmi obrazového elementu a jeho 

okolí. Vlastní výpoèet, zda v daném místì je hrana nebo ne, se bì�nì pou�ívají derivace 

prùbìhu jasové funkce obrazu. 

Pøi ka�dém ostrém pøechodu intenzity obrazu ve stupních �edi je detekována hrana. 

V tomto pøípadì je potøeba zdùraznit, �e se nejedná o hranu vlastní obálky. Ka�dá obálka toti� 

generuje pomocí detektorù hned dvì hrany a to v�dy pøi pøechodu ze svìtlé obálky na tmavou 

mezeru a naopak. Ve výsledku je tedy potøeba celkový poèet nalezených hran vydìlit dvìma, 

abychom získali poèet vlastních obálek. Samozøejmì je zde potøeba je�tì provést odeètení 

hran, které generují pøechody mezi vlastní krabicí a první i poslední mezerou. Vstupní obraz a 

pøíklad výstupu po aplikaci hranového detektoru je vidìt na Obrázku 15.  

 

 

Obrázek 15 � Ukázka postupného zpracování  obrazu pomocí hranových detektor#. a) Originální 

naskenovaný snímek, b) výsledek aplikace hranového detektoru (zde pou�it Cannyho detektor) 

 

 

a) 

b) 
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Detektory hran se dìlí podle typu: 

- Detektory zalo�ené na hledání maxima v prvních derivacích intenzity jasu 

(jasových hodnot pixelù) � detektory tohoto typu v programu Octave jsou: 

Roberts, Sobel, Prewitt, Kirsch a Canny, 

- detektory zalo�ené na vyhledávání prùchodù nulou v druhé derivaci (zero-crossing 

detection) � detektorem tohoto typu v programu Octave je: Laplacian of Gaussian 

(LoG) [12][13].  

Samozøejmì tyto detektory nejsou univerzální, detekce hran mù�e probíhat i tam, kde ve 

skuteènosti �ádná hrana objektu není, nicménì v obrazu dochází ke zmìnì jasu vlivem zmìny 

barvy, �umem pøítomným v obraze, nebo odrazem nasvícení plochy zobrazeného objektu. 

Z tohoto dùvodu mají detektory mo�nosti nastavení (napøíklad prahu, nebo smìru), díky 

èemu� je mo�né zlep�it jejich úèinnost. 

V�echny hranové detektory pracují s dvoudimenzionálními obrazy pøevedenými do stupòù 

�edi. V takovémto stavu jsou pixely reprezentovány hodnotami od 0 (èerná barva) a� do 255 

(bílá barva), rozsah je tedy 256 úrovní jasu. Pøi pou�ití detektorù v programu Octave je 

vytvoøen nový obraz, který je pouze èerno bílý (pixely mají hodnotu právì 0 - èerná nebo 1 - 

bílá). Hodnota pixelu je pøiøazena podle toho, zda byl detekován jako hrana (hodnota 1 � bílá) 

nebo ne (hodnota 0 � èerná). 

Hranou v obraze se rozumí vlastnosti daného bodu a jeho okolí. Je dána tím, jak se vyvíjí 

hodnota obrazové funkce f(x,y). Jeliko� se jedná o dvourozmìrnou funkci, tak je její zmìna 

zkoumána pomocí parciálních derivací. Zmìna funkce je popsána gradientem, který je 

dvouslo�kovou vektorovou funkcí . Jednou ze slo�ek je velikost gradientu (zmìny) a druhá 

slo�ka udává smìr. Hrany jsou body, v nich� se vyskytují právì vysoké hodnoty velikosti 

gradientu. Pro funkci f(x,y) se gradient funkce f v o velikosti v místì souøadnice obrazu (x,y) 

vyjádøí jako dvouslo�kový vektor v rovnici (3.9): 

 � = �"#$( ) = % &�'�*+ = %
,
-
-
./ /'
/ 
/*0

1
1
2
3 (3.9) 

Tento vektor urèuje smìr velikosti zmìny funkce f v místì souøadnic (x,y). Pokud chceme 

získat velikost zmìny, pou�ijeme rovnici (3.10): 
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| !| = "#$%& + $'&", ()* 

$% = !-% + 1, '. / !-%, '. 

$' = !-%, ' + 1. / !-%, '. 

(3.10) 

Rovnice pro gx a gy jsou uzpùsobeny faktu, �e pracujeme s diskrétní obrazovou funkcí, 

èili není mo�né spoèítat obrazové derivace pøesnì. Z tohoto dùvodu se pøistupuje 

k aproximaci diferencí. Pro zrychlení výpoètu se následnì vyu�ívá zjednodu�eného vzorce 

(3.11), který sèítá absolutní hodnoty: 

 |$| = " |$%| +" |$'|0 (3.11) 

Na základì tohoto vzorce vznikají masky jednotlivých hranových detektorù a pomocí 

diskrétní konvoluce jsou aplikovány na obrazy. Masky se li�í hodnotou v jednotlivých polích 

(po�ívají se celoèíselné hodnoty pro zjednodu�ení výpoètu) i velikostí (vìt�í maska je 

odolnìj�í vùèi �umu, nicménì výsledný obraz je více rozostøen a také roste nároènost 

výpoètu). [11] 

3.5.1 Roberts�v detektor 

Tento detektor patøí mezi nejstar�í. V této práci je zaøazen pouze jako referenèní, v dne�ní 

dobì se pøíli� nepou�ívá. Principiálnì funguje tak, �e v obraze hledá hrany pomocí masky. 

V pøípadì programu Octave nelze zvolit smìr hledaných hran, tak�e se pou�ívá maska 2x2. 

Nevýhodou je velikost jeho masky, která zpùsobuje, �e i �um v obraze mù�e být detekován 

jako hrana. Tento problém je navíc umocnìn absencí �umového filtru, na rozdíl od dal�ích 

pou�itých detektorù. Maska vychází z rovnice velikosti gradientu (3.12). 

 

|�| =  |�(!, ") # �(! + 1, " + 1)| +  |�(! + 1, ") # �(!, " + 1)| 

$% = &1 0
0 #1' , $* = & 0 1

#1 0'. 
(3.12) 

3.5.2 Detektor Prewitové 

Výhodou tohoto detektoru, který pou�ívá první derivaci je mo�nost nastavení, která 

hledají hrany jen v po�adovaných smìrech. To se provádí pou�itím pouze takových masek, 

kde jsou linie nulových èlenù v matici ve smìru hledaných hran. Masky detektoru jsou 
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velikosti 3x3, èili jsou mnohem odolnìj�í oproti �umu ne� Robertsùv detektor. Základem je 8 

masek, ka�dá dvojice detekuje hrany svislé, vodorovné, natoèené o 45° nebo 225°. Masky 

jsou popsány ve vzorcích (3.13). 

 

� = ! 1 1 10 0 0"1 "1 "1# , �$ = ! 0 1 1"1 0 1"1 "1 0# , �% = !"1 0 1"1 0 1"1 0 1#, 

&�' = !"1 "1 0"1 0 10 1 1# , �( = !"1 "1 "10 0 01 1 1 # , �) = !0 "1 "11 0 "11 1 0 #, 

�* = !1 0 "11 0 "11 0 "1# , �+ = !1 1 01 0 "10 "1 "1#. 

(3.13) 

3.5.3 Sobel�v  detektor 

Tento detektor je pøíbuzný s detektorem Prewittové, zmìnou pro�la maska. Ta výraznìji 

reaguje na zmìnu gradientu v kolmém smìru na hledanou hranu, jak mù�e být vidìno ve 

vzorcích (3.14). 

 

�� =  1 2 10 0 0!1 !2 !1" , #$ =  0 1 2!1 0 1!2 !1 0" , #% =  !1 0 1!2 0 2!1 0 1", 

&#' =  !2 !1 0!1 0 10 1 2" , #( =  !1 !2 !10 0 01 2 1 " , #) =  0 !1 !21 0 !12 1 0 ", 

#* =  1 0 !12 0 !21 0 !1" , #+ =  2 1 01 0 !10 !1 !2". 

(3.14) 

3.5.4 Kirsch�v detektor 

Detektor je opìt pøíbuzný s detektorem Prewittové, kdy maska doznala rozdílu a více 

reaguje na gradienty pøed zkoumaným bodem, jak je vidìt na vzorcích (3.15). 
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� = ! 3 3 33 0 3"5 "5 "5# , �$ = ! 3 3 3"5 0 3"5 "5 3# , �% = !"5 3 3"5 0 3"5 3 3#, 

&�' = !"5 "5 3"5 0 33 3 3# , �( = !"5 "5 "53 0 33 3 3 # , �) = !3 "5 "53 0 "53 3 3 #, 

�* = !3 3 "53 0 "53 3 "5# , �+ = !3 3 33 0 "53 "5 "5#. 

(3.15) 

3.5.5 Cannyho detektor 

Tento detektor patøí k nejúèinnìj�ím, a to proto, �e pou�ívá první derivaci. Detektor je 

vlastnì souhrnem nìkolika krokù, které se sna�í dodr�et následující pravidla: 

- Kritérium detekce � dùle�ité hrany nesmí být ztraceny a nesmí být detekována 

místa, kde hrany nejsou, 

- kritérium pøesnosti � Mezi místem detekce hrany a její skuteènou polohou musí 

být co nejmen�í rozdíl, 

- kritérium jednoznaènosti � detekovaná hrana musí mít právì jednu odezvu, nesmí 

docházet ke zdvojení. 

Obecný algoritmus tohoto detektoru je: 

  1) Provedení eliminace �umu Gaussovým filtrem, 

  2) zderivování obrazu a urèení gradientu Sobelovým detektorem, 

3) nalezení lokálních maxim (tzv. thinning) � odebrání hodnot gradientù, které 

nejsou ve smìru kolmém na hranu a ve svém okolí maximem, 

4) prahování s hysterezí � potlaèuje nevýznamná lokální maxima gradientù 

pomocí dvou úrovní prahování T2  (pokud má bod vìt�í hodnotu gradientu ne� 

T2, je oznaèen jako hrana) a T1 (bod je oznaèen jako souèást hrany, pokud 

sousedí s ji� døíve detekovanou hranou). 
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3.5.6 Laplacian of Gaussian (LoG) detektor 

Jako jediný z vyjmenované skupiny pracuje s druhou derivací. Zde jsou místa maxim 

parciálních derivací v místech prùchodu druhé parciální derivace nulou. K jejich urèení se 

pou�ívá Laplaceho operátor podle vzorce (3.16). 

 � !(", #) = $
% !(", #)

%" 
+
% !(", #)

%# 
, (3.16) 

Jednotlivé èleny vyjádøíme jako: 

 

% !(", #)

%" 
= !(" + 1, #) + !(" & 1, #) & 2!(", #)$, 

% !(", #)

%# 
= !(", # + 1) + !(", # & 1) & 2!(", #), 

(3.17) 

Laplacián v rovnici tedy vyjádøíme o dvou promìnných:  

 
� !(", #) = $!(" + 1, #) + !(" & 1, #) + !(", # + 1) + !(", # & 1)

& 4!(", #), 
(3.18) 

:Z rovnice (3.18) mù�eme sestavit masku základního Laplaceho detektoru, kdy argumenty 

èlenù znaèí hodnotu bodu a promìnné x a y jeho pozici v masce. Základní maska je vidìt ve 

vzorci (3.19) 

 � ! = "0 1 01 #4 10 1 0$ 
(3.19) 

 � % = "1 1 11 #8 11 1 1$ 
Zdokonalený postup vyu�ívá navíc Gausovo vyhlazení, které doká�e odfiltrovat �um. 

Tento �um mù�e samotný detektor vyhodnotit jako hranu, jeliko� se jedná o bod s výraznou 

zmìnou gradientu. Gausova vyhlazovací funkce je definována v rovnici 3.19. 

 &(', )* = +-./23+52672  (3.20) 

Funkce detektoru Laplacian of Gauss je vyjádøena jako druhá parciální derivace podle 

promìnných x a y:  
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� !(", #) = $% !(", #)%" + % !(", #)
%#  

=$ %%" &
'"
* $-.

/0120 30 4 +$ %%# &
'#
* $-.

/0120 30 4 

=$ 5/036 ' 7
308 -.

90:;0
0<0 +$52036 ' 7

308 -.
90:;0
0<0   

(3.21) 

 

Tato rovnice se upraví na výsledný výraz funkce detektoru. 

 � !(", #) = &" +$# ' >* 
*? 4$-./01$20 30  (3.22) 

Funkce charakterizována kru�nicí x2 + y2 = 2�2, na které se vyskytují nulové hodnoty. 

Uvnitø kru�nice jsou kladné hodnoty a vnì záporné. Nìkdy se tato funkce nazývá jako 

Mexican hat (mexický klobouk) pro svùj tvar. Pøi pøibli�ném celoèíselném vyjádøení funkce 

pro masku o velikosti 5x5 pixelù dostaneme následnì uspoøádané hodnoty, které se pou�ívají 

jako LoG filtr pro Laplacian of Gaussian hranový detektor. Maska filtru je zobrazena ve 

vzorci (3.23) 

 

 � !" =

#
$
$
$
%
0 0
0 &1

&1
&2

0 0
&1 0

&1 &2 16 &2 &1
0 &1
0 0

&2
&1

&1 0
0 0

''

(
)
)
)
*
 (3.23) 

3.6 Hledání extrém� v liniových profilech obrazu 

Dal�í cestou, kterou se tato práce zabývala pøi øe�ení úlohy detekce jednotlivých obálek, 

bylo vyu�ití takzvaných liniových profilù naskenovaných obrazù. Liniový profil vznikne jako 

graf hodnot (v tomto pøípadì úrovnì �edi) v jediném vyèlenìném øádku z matice obrazu. 

V tìchto profilech lze hledat nìkteré význaèné hodnoty, podle potøeby dané úlohy. Nejèastìji 

se hledají prùseèíky s konkrétními hodnotami, nebo extrémy, které se dají dále filtrovat. 
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V této úloze byly pou�ity liniové profily, které byly kolmé k hranám obálek a byl 

zji��ován poèet lokálních extrémù (které znamenají pøítomnost bílého høbetu obálky). Liniové 

profily byly v takových místech, kde by do�lo k co nejmen�ímu ovlivnìní výsledku ru�ivými 

objekty � gumièkami svazkù a potiskem na obálkách. Tento prostor je stejný, jako byl pou�it 

u hranových detektorù a je znázornìn na Obrázku 16. 

 

 

Obrázek 16 � Názorné zobrazení zón, kde probíhá analýza liniových profil!. 

 

I pøes tuto snahu se u liniových profilù obrazu objevovaly fale�né signály, kdy do�lo 

napøíklad k relativnímu posunutí obálky, nebo zachycení neèistoty na obálce. Ka�dý liniový 

profil byl tedy vyhlazen pomocí klouzavého prùmìru. Také hledání lokálních maxim 

vyhlazeného signálu muselo být o�etøeno parametry, aby nedocházelo k nalezení maxim, 

která se neshodují s hranami obálek. K tomu byly pou�ity parametry minimální vzdálenosti 

lokálních maxim a minimální hodnota maxima. 

Výsledný diagram algoritmu hledání obálek za pomocí liniových profilù je znázornìn na 

obrázku 17. 
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Definování profil� 
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Obrázek 17 � Diagram operací p!i pou�ití algoritmu liniových profil� 

Ukázalo se, �e pro v�echny kombinace typù krabic nelze pou�ít ty samé parametry. Do 

algoritmu bylo tedy potøeba vlo�it rozhodovací parametr, který by dokázal odhadnout, o jaký 

typ krabice se jedná a podle toho zvolit parametry, pøípadnì pou�ít dal�í funkce. Obecnì se 

vzorky krabic dají pro na�e potøeby pou�ití algoritmu rozdìlit podle: 

- Poètu obálek, který ovlivòuje zejména parametry minimální vzdálenosti extrémù, 

- barvy obálek, kdy pro nìkteré specifické zbo�í se pou�ívají obálky se vzorem. Pro 

tyto krabice je potøeba dodateèná úprava �edého obrazu, aby �el pou�ít tento 

algoritmus. 
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4 Experimentální!�ást 

Díky pou�ití stejných obrazù jako vzorkù, bylo poèítáno, �e výsledky metod a rùzných 

algoritmù se budou moci porovnat mezi sebou. Pøehled vzorkù je shrnut v Tabulce 1., 

pøíklady obrazù vzorkù lze nalézt na Obrázku 18 a 19. 

Jedním z detekovaných problémù byl potisk obálek, který slou�í jako marketingový 

nástroj k rozpoznání zbo�í spoleènosti, a mù�eme ho rozdìlit typy: 

- Celoplo�né � pou�ité u produktù VIVA 12, 

- Centrální modrý pruh � pou�ité u produktù STANDARD, 

- Potisky nesoucí informace o zbo�í (alfanumerické znaky a èárové kódy) na pøední 

a zadní stranì obálky � v�echny produkty, 

- Grafická loga. 

Tab. 1 � Seznam v�ech 25 vzork� získaných k testování s popisem d�le�itých charakteristik 

Identifikace 

krabice 
Barva obálky 

Pou�ití 

svazk� 
Po�et obálek 

Skenovaná strana 

krabice 

1 bílá ano 70 horní 
2 bílá ne 150 horní 
3 bílá ano 150 horní 
4a bílá ano 150 spodní 
4b bílá ano 149 spodní 
5a bílá prémiová ano 40 spodní 
5b bílá prémiová ano 39 spodní 
5c bílá prémiová ano 39 horní 
5d bílá prémiová ano 40 horní 
6a bílá prémiová ano 120 spodní 
6b bílá prémiová ano 119 spodní 
6c bílá prémiová ano 119 horní 
6d bílá prémiová ano 120 horní 
7a bílá prémiová ano 100 spodní 
7b bílá prémiová ano 99 spodní 
7c bílá prémiová ano 99 horní 
7d bílá prémiová ano 100 horní 
8a �edá ano 70 horní 
8b �edá ano 69 horní 
8c �edá ano 69 spodní 
8d �edá ano 70 spodní 
9a �edá ano 110 horní 
9b �edá ano 109 horní 
9c �edá ano 109 spodní 
9d �edá ano 110 spodní 
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Obrázek 18 � p!íklady zástupc� vzork� k testování, a) krabice se 150 bílými obálkami, bez svazk� 

(vzorek 2), b) krabice se 150 bílými obálkami, se svazky (vzorek 3), c) krabice se 120 prémiovými 

bílými obálkami, se svazky (vzorek 6a) 

a) 

b) 

c) 
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Obrázek 19 � p!íklady zástupc� vzork� k testování, a) krabice se 70 �edými obálkami, se svazky 

(vzorek 9a), b) krabice se 70 bílými obálkami, se svazky (vzorek 1), c) krabice se 40 prémiovými bílými 

obálkami, se svazky (vzorek 5a) 

 

a) 

b) 

c) 
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Ve stádiu poèítání obálek tedy algoritmy ignorují centrální èást obálek, na které se 

vyskytuje centrální modrý pruh. Tím se èásteènì vyøe�il i problém se skreslením obrazu 

v místech sepnutí svazkù gumièkou. Grafická loga a informace o zbo�í se povedlo èásteènì 

odfiltrovat tím, �e krabice byly skenovány ze strany dna, kde se témìø nevyskytují. 

Pøi poèítání hran se ukázalo, �e hranové detektory identifikují hrany obálek tak, �e ka�dá 

obálka generuje dvì hrany. Navíc se objevují �fale�né signály�, které zpùsobuje hrana 

krabice. Tento problém byl odstranìn poèetnì, kdy celkový poèet zji�tìných hran byl poní�en 

o 2 (hrany krabice) a vydìlen èíslem dva, èím� se získal poèet obálek. U nìkterých hranových 

detektorù tato operace zpùsobuje na první pohled místy nelogické výsledky, kdy mù�e být 

výsledkem poèet obálek jako necelé èíslo. 

V�echny metody vycházely ze stejného datového zdroje, co� jsou obrazy naskenovaných 

krabic pomocí kanceláøského skeneru. Plo�ným rozli�ením obrazu je 300dpi a o celkovém 

rozli�ení 4960x3507px, pøíklad je zobrazen na obrázku 20. Naskenovaný obrázek je následnì 

oøíznut na pracovní velikost 4200x1700px, èím� dojde k odstranìní pøebyteèné plochy 

obrazu, kde nejsou obálky (vyskytují se tam pouze víka vlastních krabic). 

 

Obrázek 20 � Origináln! naskenovaný obraz krabice 
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4.1 Pou�ité programy 

K vìt�inì úprav obrazù a následnému zpracování dat byly pou�ity zejména dva volnì 

dostupné programy. 

Pøi prvotním seznámením s problematikou zpracování obrazu [11] byly provedeny pokusy 

s programem ImageJ [4], který vznikl pùvodnì ve zdravotnickém sektoru (vyvinut Státním 

úøadem pro zdravotnictví USA) a byl pou�íván napøíklad pro analýzy obrazù získaných 

z mikroskopù. Jedná se o program zalo�ený na jazyce JAVA a obsahuje nìkolik základních 

funkcí, nicménì má mo�nost roz�íøení o nepøeberné mno�ství doplòkù, které jsou volnì 

k dispozici v podobì zásuvných modulù. Velkou výhodou je mo�nost skriptování obsa�ených 

funkcí pomocí maker, která nevy�adují témìø �ádné znalosti programování. Mo�ností je i 

makra zaznamenávat, co� bylo velkou pomùckou pøi seznamování s funkènostmi programu. 

Dùle�itá je znalost vlastních funkcí úprav obrazu, které jsou prakticky ovládány jen pomocí 

promìnných, nicménì k programu je pomìrnì obsáhlá on-line nápovìda. Program má i svou, 

pomìrnì jednoduchou analytickou èást ke statistickému zpracování výsledkù, ale díky 

tabulkovému výstupu je mo�né pou�ít i napøíklad program MS Excel. Nevýhodou programu 

je uzavøenost funkcí, kdy nìkteré jsou sice slovnì vysvìtleny, ale není do podrobna 

vysvìtleno, jak pøesnì matematicky probíhá zpracování obrazu. To je pro potøeby definování 

algoritmù problematické, jeliko� je tøeba znát pøesné matematické operace s obrazem.  

Právì z dùvodu lep�í definice algoritmù pro poèítání obálek v krabici se vìt�ina 

experimentù v pozdìj�í fázi pøesunula do prostøení programu GNU Octave. Jedná se o 

svobodný software pro provádìní numerických výpoètù, který je zalo�en na práci s maticemi. 

Jedná se prakticky o volnì �iøitelnou variantu programu MATLAB a velké mno�ství funkcí je 

kompatibilní, nebo vy�aduje jen minimální úpravu. Pomocí pøídavných balíèkù lze roz�íøit 

funkènost programu právì napøíklad na zpracování a analýzu obrazù. Výhodou je nepøeberné 

mno�ství grafických výstupù, které mohou být zobrazeny v jakémkoliv okam�iku bìhem 

ladìní algoritmù. Díky vlastnímu programovacímu editoru je úprava velmi algoritmù rychlá a 

vzhledem k matematické povaze programu není problém statisticky vyhodnotit velké 

mno�ství výsledkù mìøení. Nicménì je potøeba znát alespoò základní syntaxi psaní pøíkazù a 

zpùsob jakým program pracuje s maticemi. 
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4.2 Výsledky experiment� metody vyhledávání a po�ítání objekt� 

Nejdøíve byly provádìny experimenty zalo�ené na principu vyhledávání objektù ve 

zvolených výøezech. Výsledky pokusù na jednotlivých vzorcích jsou srovnané v následující 

Tab.2, Tab. 3 a Tab. 4, kde jsou barevnì zvýraznìny rozdíly. 

Tab. 2 � Srovnání metod na vzorcích s bílými obálkami (!ervená � záporný rozdíl, 

oran�ová � kladný rozdíl)  

 

 

Tab. 3 � Srovnání metod na vzorcích s bílými obálkami (!ervená � záporný rozdíl, 

oran�ová � kladný rozdíl) 

  

 

2 bílá ne 150 144 -6 bílé, velký po�et

3 bílá ano 150 150 0 bílé, velký po�et

4a bílá ano 150 150 0 bílé, velký po�et

4b bílá ano 149 149 0 bílé, velký po�et

1 bílá ano 70 70 0 bílé, velký po�et

Algorimus

Extrémy liniových profil�

Po"et Rozdíl

Údaje o vzorcích

Identifikace 

vzorku
Barva obálky

Pou�ití 

svazk�

Reálný 

po"et 

9a �edá ano 110 0 -110 �edé, velký po�et

9d �edá ano 110 0 -110 �edé, velký po�et

9b �edá ano 109 0 -109 �edé, velký po�et

9c �edá ano 109 0 -109 �edé, velký po�et

8a �edá ano 70 0 -70 �edé, malý po�et

8d �edá ano 70 0 -70 �edé, malý po�et

8b �edá ano 69 0 -69 �edé, malý po�et

8c �edá ano 69 0 -69 �edé, malý po�et

Extrémy liniových profil�

AlgorimusPo"et Rozdíl

Údaje o vzorcích

Identifikace 

vzorku
Barva obálky

Pou�ití 

svazk�

Reálný 

po"et 
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Tab. 4 � Srovnání metod na vzorcích s bílými prémiovými obálkami (!ervená � záporný 

rozdíl, oran�ová � kladný rozdíl) 

 

 

Z výsledkù je patrné, �e nejvìt�í slabiny má algoritmus zejména u �edých obálek, jeliko� 

nedoká�e správnì pracovat s potiskem tohoto obalu a algoritmus nedoká�e vytvoøit erozi 

obrazu �skeletonize�. Èásteènì problematické se jeví i prémiové balení men�ích sortimentù, 

které jsou do krabic baleny ve velkém poètu obálek (120ks). Mù�eme tak odhadovat, �e hrany 

u bílých prémiových obálek se chovají jinak a nedynamické makro programu na nì nedoká�e 

reagovat. Bylo analyzováno i pou�ití svazkù v gumièkách, se kterými si algoritmus poradil 

relativnì dobøe. 

Výsledky ukázaly, �e systém má potenciál odhalit chybìjící obálky (nejèastìj�í chyba 

balení a také nejzáva�nìj�í chyba pro zákazníka). Zaznamenal v�ak vy��í chybovost u balení, 

kde byl vy��í poèet obálek (120 � 150). Zároveò algoritmus nedokázal dynamicky reagovat na 

zmìnu balicího papíru obálek. V neposlední øadì je tento algoritmus velice nároèný na 

výpoèetní výkon, jeliko� pøíkaz skeletonizace se skládá z neustále se opakujícího filtru a 

výpoèet finálního obrazu chvíli trvá. I provedení 321 mìøení poètu objektù je pomìrnì 

zdlouhavé.  

6a bílá prémiová ano 120 120 0 bílé, velký po�et

6d bílá prémiová ano 120 109 -11 bílé, velký po�et

6b bílá prémiová ano 119 125 6 bílé, velký po�et

6c bílá prémiová ano 119 121 2 bílé, velký po�et

7a bílá prémiová ano 100 100 0 bílé, velký po�et

7d bílá prémiová ano 100 100 0 bílé, velký po�et

7b bílá prémiová ano 99 99 0 bílé, velký po�et

7c bílá prémiová ano 99 99 0 bílé, velký po�et

5a bílá prémiová ano 40 40 0 bílé, malý po�et

5d bílá prémiová ano 40 40 0 bílé, malý po�et

5b bílá prémiová ano 39 39 0 bílé, malý po�et

5c bílá prémiová ano 39 39 0 bílé, malý po�et

Algorimus

Extrémy liniových profil�

Po"et Rozdíl

Údaje o vzorcích

Identifikace 

vzorku
Barva obálky

Pou�ití 

svazk�

Reálný 

po"et 
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Re�er�í známých problému se ukázalo, �e tato problematika má velice mnoho spoleèného 

s obrazovou analýzou textilií. Je mo�né se inspirovat zejména v pracích o výpoètu zaplnìní 

tkaných textilií [6�8], kde je pou�ito rùzných metod pro detekci samotných pøízí v tkaninách. 

Tyto algoritmy, jako napøíklad Gray line profile method (GLPM), který byl v práci [8] 

vyhodnocen jako nejpøesnìj�í, mohou pomoci zpøesnit na�i úlohu. 

Obecnì øeèeno, byla tato metoda v této práci pøekvapením, jeliko� dokázala za jistých 

okolností dodávat pøesnìj�í výsledky ne� napøíklad hranové detektory. Nicménì spolehlivostí 

stále není mo�né tuto metodu pova�ovat za natolik zralou, aby fungovala jako kontrola 

kvality. 

4.3 Výsledky experiment� metody detekce hran 

Testování hranových operátorù bylo provedeno na 25 stejných vzorcích naskenovaných 

obrazù balení hotových výrobkù. U ka�dého balení byl znám pøesný poèet obálek uvnitø.  

Úspì�nost jednotlivých detektorù lze porovnat mezi sebou, kdy kritériem je rozdíl od 

skuteèného poètu obálek v krabici. Takto jsou hodnoceny i výsledky v Tab.5, Tab. 6 a Tab. 7 , 

kde jsou barevnì zvýraznìny rozdíly. 

Tab. 5 � Srovnání metod na vzorcích s bílými obálkami (!ervená � záporný rozdíl, 

oran�ová � kladný rozdíl)  

 

 

 

 

Rozdíl Rozdíl Rozdíl Rozdíl Rozdíl Rozdíl

2 bílá ne 150 -6 1 -31 -68 -52,5 -97 -97

3 bílá ano 150 0 5 -17 -52 -15 -102,5 -102,5

4a bílá ano 150 0 2 -85 -100 -83,5 -97,5 -97,5

4b bílá ano 149 0 2,5 -64 -71,5 -61,5 -81 -81

1 bílá ano 70 0 10,5 -7,5 -27 -7,5 -43 -43

Údaje o vzorcích Hledání hran

Cannyho Kirsch LoG Prewitt Roberts Sobel

Hledání 

objekt!

Identifikace 

vzorku
Barva obálky

Pou�ití 

svazk!

Reálný 

po"et 
Rozdíl
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Tab. 6 � Srovnání metod na vzorcích s �edými obálkami (!ervená � záporný rozdíl, 

oran�ová � kladný rozdíl) 

 

 
 

 

 

 

 

Tab. 7 � Srovnání metod na vzorcích s bílými prémiovými obálkami (!ervená � záporný 

rozdíl, oran�ová � kladný rozdíl) 

 

 

Rozdíl Rozdíl Rozdíl Rozdíl Rozdíl Rozdíl

9a �edá ano 110 -110 150,5 -49 -49 -51 -67 -67

9d �edá ano 110 -110 75 -93,5 -85 -57,5 -78,5 -78,5

9b �edá ano 109 -109 157,5 -47,5 -50,5 -43 -67,5 -67,5

9c �edá ano 109 -109 87 -47 -61,5 -47 -78 -78

8a �edá ano 70 -70 175,5 -7,5 -31 -4 -30 -30

8d �edá ano 70 -70 135 -7 -53 -55 -43,5 -43,5

8b �edá ano 109 -109 115 -30 -63,5 -28,5 -58 -58

8c �edá ano 109 -109 54,5 -60 -88 -78,5 -82 -82

Údaje o vzorcích

Sobel
Rozdíl

Cannyho Kirsch LoG Prewitt Roberts

Hledání 

objekt!
Hledání hran

Identifikace 

vzorku
Barva obálky

Pou�ití 

svazk!

Reálný 

po"et 

Rozdíl Rozdíl Rozdíl Rozdíl Rozdíl Rozdíl

6a bílá prémiová ano 120 0 15,5 -5 -41,5 -8 -82,5 -82,5

6d bílá prémiová ano 120 -11 14,5 -32 -58,5 -27 -82,5 -82,5

6b bílá prémiová ano 119 6 20 -64,5 -51,5 -62,5 -76 -76

6c bílá prémiová ano 119 2 15,5 -22 -49,5 -17 -79,5 -79,5

7a bílá prémiová ano 100 0 23 2 -32,5 2 -62,5 -62,5

7d bílá prémiová ano 100 0 28,5 -4,5 -34 -3,5 -58,5 -58,5

7b bílá prémiová ano 99 0 46,5 -1 -33,5 0,5 -63,5 -63,5

7c bílá prémiová ano 99 0 27 -4,5 -33,5 -11,5 -61 -61

5a bílá prémiová ano 40 0 111,5 11 -15 8 -14,5 -14,5

5d bílá prémiová ano 40 0 50,5 0,5 -17 -3 -5,5 -5,5

5b bílá prémiová ano 39 0 90,5 12 45 109 -3,5 -3,5

5c bílá prémiová ano 39 0 52,5 12 -12,5 9 -20 -20

Sobel

Údaje o vzorcích

Rozdíl
Cannyho Kirsch LoG Prewitt Roberts

Hledání 

objekt!
Hledání hran

Identifikace 

vzorku
Barva obálky

Pou�ití 

svazk!

Reálný 

po"et 
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Na výsledcích je vidìt, �e v základním nastavení se reálnému poètu obálek nejvíce blí�í 

algoritmus hledání objektù a Cannyho detektor. Cannyho detektor je jediný, který generuje 

vy��í poèet obálek, ne� je skuteèný. Velkým problémem pro v�echny algoritmy je stále 

detekce �edých obálek s potiskem. Potisk toti� generuje také hrany, které jsou následnì 

zapoèítány. U bì�ných obálek je problém s generováním hran nápisù na obálkách obzvlá�tì 

v okam�iku, kdy je obálek v krabici ménì (zbo�í vìt�ích rozmìrù) a nápisy tak více vystupují. 

Je znát, �e jednoduchá zmìna skenování otevøené krabice �zespod� doká�e eliminovat výskyt 

vìt�iny dne�ních nápisù na obálkách a také obèas se vyskytující potrhané kraje krabic 

(generují fale�né hrany obálek). 

Tato mìøení byla provedena se základním nastavením detektorù. Program Octave 

umo�òuje ovlivnìní citlivosti jednotlivých detektorù, díky èemu� je mo�no je�tì výsledky 

zpøesòovat. Zejména �fale�né� hrany na krajích krabic, nebo ohnuté obálky v balení je mo�no 

odfiltrovat. 

Výrazným posunem vpøed a zmìnu algoritmu v univerzálnìj�í je mo�nost dynamického 

nastavení prahování u Cannyho detektoru. Tato vlastnost by mohla výraznì pøispìt ke 

zlep�ení výkonu a bude pøedmìtem dal�ího výzkumu.  
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Obrázek 21 � Ukázky výstup! hranových detektor! na identickém obrazu obálek a) Cannyho detektor, 

b) Kirsch!v detektor 

a) 

b) 
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Obrázek 22 � Ukázky výstup! hranových detektor! na identickém obrazu obálek a) LoG detektor, 

b)detektor Prewitové 

c) 

d) 
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Obrázek 23 � Ukázky výstup! hranových detektor! na identickém obrazu obálek a) Roberts!v 

detektor, b) Sobel!v detektor 

e) 

f) 
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Jak je vidìt na Obrázcích 21, 22 a 23, ka�dý detektor vzhledem ke své originální masce 

generuje jiné výsledky hran. Hrany jsou u ka�dého výstupu signalizovány bílými pixely, v�e 

ostatní zùstává skryto èerným pixelem. 

Cannyho detektor � velice citlivý, do hran zapoèítává i nìkteré vzorky na obálkách které 

nejsou hranami, a i svìtlej�í body na víku krabice. Výhodou je kontinuální vedení hrany, které 

je dùle�ité pro spoèítání celkového výsledku. 

Kirschùv detektor � problematická èást v místech dotykù jednotlivých svazkù, zde nejsou 

detekovány hrany a dochází tak k jejich nezapoèítání. 

LoG detektor � pøi detailním pohledu je vidìt, �e hrany nejsou kontinuální. 

Detektor Prewitové � dochází k mizení hran posledních obálek ve svazku, za kterými 

následuje vìt�í mezera. 

Robertsùv detektor � díky absenci filtru zapoèítává do hran i svìtlá místa na víku krabice, 

ale zároveò se ztrácí kontinuita hran. 

Sobelùv detektor � v tomto pøípadì vykazovat detektor nejlep�í výsledky ze v�ech, 

bohu�el ale stále dochází ke slévání nìkterých hran, tak�e vypoètený výsledek je mírnì men�í 

ne� reálný poèet obálek. 

Obecnì metoda pou�ití hranových detektorù se v této problematice neosvìdèila. 

Paradoxnì z poèátku vypadala nejslibnìji a nejjednodu�eji na implementaci, nicménì velké 

mno�ství ru�ivých elementù a� u� na samotných obálkách, nebo na krabicích tuto metodu 

v této aplikaci znehodnotily. 

4.4 Výsledky experiment� metody liniových profil� 

Algoritmus byl konstruován, aby dokázal co nejpøesnìji spoèítat obálky v krabicích 

s vy��ím poètem obálek. Pøedpokladem bylo, �e jeho pøesnost bude rùst se sni�ujícím se 

poètem obálek obdobnì jako se tomu tak dìlo u algoritmù pøi pou�ití hranových detektorù. 

Jak bylo popsáno v teoretické èásti, algoritmus byl postaven na vyhlazení jednotlivých 

liniových profilù z vybraného prostoru obrazu, a následného poèítání lokálních maxim. 

Dùle�ité zde bylo najít takovou kombinaci tøí klíèových parametrù, aby poèet nalezených 

maxim odpovídal poètu obálek. 
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Pro vyhlazení bylo pou�ito klouzavého prùmìru, kde právì parametr intervalu, který se 

pou�ívá pro výpoèet výsledné hodnoty, znatelnì ovlivòuje podobu profilu. Pokud se interval 

roz�iøuje (vysoké èíslo v parametru), tak se od jistého momentu zaènou jednotlivá lokální 

maxima vnoøovat do sebe, a tím se jejich celkový rozpoznaný poèet zaène sni�ovat. 

Pokud je ale interval pøíli� úzký (nízké èíslo v parametru), je vyhlazení profilu 

nedostateèné a objevují pro na�i potøebu fale�ná maxima mimo hrany poèítaných obálek, 

pøípadnì více maxim na vrcholu té samé obálky. 

Ukázalo se, �e tento parametr nemù�e být pro v�echny typy krabic stejný. Nepotvrdil se 

tak pøedpoklad, �e pokud se povede najít fungující algoritmus pro krabice s vy��ím poètem 

obálek, tak tento algoritmus bude fungovat (dokonce s vy��í pøesností) pro krabice s ni��ím 

poètem obálek. 

Pøi testech bílých a snìhovì bílých se ukázalo, �e pro bílé krabice se 70 a� 150 obálkami 

s vysokou pøesností funguje algoritmus, který má nastavený parametr na hodnotu �íøe 

intervalu 17. Tato hodnota pøi testech vykazovala nejvy��í pøesnost. Krabice, které 

obsahovaly 40 obálek, v�ak pøi této hodnotì vykazovaly vysokou nepøesnost. Dùvodem byl 

�iroký høbet, který generoval více ne� jedno lokální maximum v obálce. Zároveò díky 

roz�íøenému høbetu se v obraze zaèaly objevovat boèní potisky obálek, které jinak zùstávaly 

skryty. 

Problém bylo mo�no vyøe�it úpravou parametrù. Co se týèe parametru �íøe intervalu 

prùmìru pøi vyhlazování, zvolili jsme zde dovolit drastické roz�íøení. Jednotlivé obálky toti� 

generovaly tvary, které mìly mnohem �ir�í základnu, co� lze vidìt napøíklad na Obrázku 24. 

Rozdíly v tvaru nám napovídají, které parametry si mù�eme dovolit mìnit, a které by 

mìly být zachovány. Jednoznaènì zachovaným parametrem mù�e v tìchto dvou pøípadech 

zùstat minimální hodnota extrému, která je nastavena pro bílé i snìhovì bílé obálky stejnì. 

Dal�í dva parametry je tedy mo�né pro krabice s men�ím poètem obálek zvìt�ovat. 

Zajímavým vedlej�ím efektem úpravy parametrù u men�ího poètu obálek v krabici byla 

mo�nost nejen spoèítat obálky, ale na profilech pouhým okem rozeznat i svazky. Ty jsou 

ohranièeny lokáními minimy, která vznikají zejména u støedu obálek � v neju��ím místì 

sta�eném gumièkou. Pro potøeby tohoto výzkumu se v�ak jedná o nepotøebný údaj, jeliko� 

chybìjící svazek by byl odhalen díky chybìjícím obálkám. Teoreticky by �lo kontrolovat 
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poèet obálek ve svazcích, nicménì pro zákazníka je z pohledu kvality nejdùle�itìj�í poèet 

obálek celkem v krabici. 

 

Obrázek 24 � Ukázka rozdíl! v profilech krabic, které obsahují a) 150 obálek bez pou�ití svazk! 

(strojov" vkládaných), b) 40 obálek ve svazcích (ru#n" vkládané), zde stojí za pov�imnutí n"kolik 

jednodu�e rozli�itelných minim, která signalizují p$ed"l mezi svazky obálek. 

a) b) 
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Zároveò s úpravou parametru vyhlazování se muselo pro krabice s men�ím poètem obálek 

pøistoupit i k úpravì parametru minimální vzdálenosti lokálních extrémù. Profily byly u 

alternativního algoritmu vyhlazeny mnohem silnìji, nicménì stále se zde vyskytovaly 

pøípady, kdy na jedné hranì systém nalezl více lokálních maxim. Vzhledem k tomu, �e men�í 

poèet obálek v krabici je opticky �ir�í, není zde dùvod neroz�íøit parametr definující 

minimální vzdálenost mezi lokáními maximy. Tím se zamezí vzniku tìchto lokálních 

extrémù, které pro nás znamenají fale�né nebo spí�e duplicitní oznaèení hran obálek. Pro vìt�í 

poèet obálek byl parametr vzdálenosti lokálních extrémù nastaven na hodnotu 10, u men�ího 

poètu obálek (a vìt�í vzdálenosti jejich hran) byl nastaven na hodnotu 22. 

Pokud se pou�il správný algoritmus na danou krabici, bylo mo�no správnì urèit poèet 

obálek ve tøech ètvrtinách pøípadù bílých obálek. Pokud se pou�ily obrázky krabic, které byly 

na doporuèení technologa expedice naskenovány ze spodní strany obalù, kde je minimum 

potiskù na obálkách, tak byla shoda stoprocentní. Nutno ov�em dodat, �e pro pøesvìdèivé 

statistické výsledky nebyl získán dostateèný poèet vzorkù obrazù. V následujících Tab. 8, 

Tab. 9 a Tab. 10 jsou vidìt výsledky této metody. 

Tab. 8 � Výsledky metody po!ítání extrém" liniových profil" na vzorcích s bílými 

obálkami (!ervená � záporný rozdíl, oran�ová � kladný rozdíl) 

  

 

 

 

2 bílá ne 150 150 0 bílé, velký po�et

3 bílá ano 150 150 0 bílé, velký po�et

4a bílá ano 150 150 0 bílé, velký po�et

4b bílá ano 149 149 0 bílé, velký po�et

1 bílá ano 70 70 0 bílé, velký po�et

Algorimus

Extrémy liniových profil�

Po"et Rozdíl

Údaje o vzorcích

Identifikace 

vzorku
Barva obálky

Pou�ití 

svazk�

Reálný 

po"et 
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Tab.9 � Výsledky metody po!ítání extrém" liniových profil" na vzorcích s prémiovými 

bílými obálkami (!ervená � záporný rozdíl, oran�ová � kladný rozdíl) 

  

 

Tab. 10 � Výsledky metody po!ítání extrém" liniových profil" na vzorcích s �edými 

obálkami (!ervená � záporný rozdíl, oran�ová � kladný rozdíl) 

 

 

6a bílá prémiová ano 120 120 0 bílé, velký po�et

6d bílá prémiová ano 120 121 1 bílé, velký po�et

6b bílá prémiová ano 119 119 0 bílé, velký po�et

6c bílá prémiová ano 119 121 2 bílé, velký po�et

7a bílá prémiová ano 100 100 0 bílé, velký po�et

7d bílá prémiová ano 100 106 6 bílé, velký po�et

7b bílá prémiová ano 99 99 0 bílé, velký po�et

7c bílá prémiová ano 99 105 6 bílé, velký po�et

5a bílá prémiová ano 40 40 0 bílé, malý po�et

5d bílá prémiová ano 40 40 0 bílé, malý po�et

5b bílá prémiová ano 39 39 0 bílé, malý po�et

5c bílá prémiová ano 39 39 0 bílé, malý po�et

Algorimus

Extrémy liniových profil�

Po"et Rozdíl

Údaje o vzorcích

Identifikace 

vzorku
Barva obálky

Pou�ití 

svazk�

Reálný 

po"et 

9a �edá ano 110 115 5 �edé, velký po�et

9d �edá ano 110 110 0 �edé, velký po�et

9b �edá ano 109 115 6 �edé, velký po�et

9c �edá ano 109 109 0 �edé, velký po�et

8a �edá ano 70 91 21 �edé, malý po�et

8d �edá ano 70 70 0 �edé, malý po�et

8b �edá ano 69 93 24 �edé, malý po�et

8c �edá ano 69 69 0 �edé, malý po�et

Údaje o vzorcích

Identifikace 

vzorku
Barva obálky

Pou�ití 

svazk�

Reálný 

po"et 

Extrémy liniových profil�

AlgorimusPo"et Rozdíl
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Algoritmus velice dobøe reagoval i na jedinou chybìjící obálku, co� je pøi dne�ním 

manuálním balení nejzáva�nìj�í chyba. Robustnost statistického vyhodnocení souboru 

výsledkù je mo�né zobrazit pomocí histogramù na Obrázku 25. Je zde vidìt, �e z celkového 

poètu 200 mìøení liniových profilù, témìø v ka�dém pøípadì nadpolovièní vìt�ina dokázala 

odhadnout správný poèet obálek. Ostatní neúspì�ná mìøení odhadla blízký výsledek.  

  

  

  

 

Obrázek 25 � Ukázky robustnosti výsledk! po statistickém vyhodnocení a) krabice se 150 obálkami, b) 

krabice se 149 obálkami, c) krabice se 120 obálkami, d) krabice se 119 obálkami, e) krabice se 100 

obálkami a f) krabice s 99 obálkami 

a) b) 

c) d) 

e) f) 
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Povedlo se tedy uspokojivì vyøe�it nastavení algoritmù, aby dávaly relevantní výsledky. 

Nyní bylo potøeba najít správné rozhodovací kritérium, podle kterého by algoritmus sám 

poznal, jaké parametry pou�ít. 

Pro tuto potøebu byly pro ka�dý vzorek spoèítány nìkteré charakteristické parametry 

celých obrazù, nebo pouze pou�itých výøezù. Jednalo se o prùmìrný jas, smìrodatnou 

odchylku jasu, oøezaný prùmìr (25%) jasu a medián jasu. 

Ukázalo se, �e obrazy které pou�ívají stejné nastavení algoritmù lze rozli�it pomocí dvou 

parametrù a to sice prùmìrné intenzity a smìrodatné odchylky. Opìt se zde ukázala výhoda, 

pokud jsou krabice skenované ze strany dna, jeliko� tyto rozli�ovací velièiny pak fungují 

bezchybnì. 

Prùmìrná intenzita zcela jasnì doká�e rozli�it, zda jsou na obrázku krabice s velkým 

poètem �edých obálek, malým poètem �edých obálek nebo s bílými obálkami. Rozdìlení 

funguje velice jednodu�e, jeliko� èím men�í poèet obálek je v krabici, nebo èím tmav�í obálky 

jsou, tím klesá prùmìrná intenzita obrazu. Z dùvodu, aby nebyly výpoèty zkresleny 

postranními tmavými mezerami, gumièkami, nebo modrými pruhy, tak byly pou�ívány pouze 

vytyèené oblasti krabic, ze kterých se v dal�ích krocích vytváøí liniové profily. 

Problém nastával pouze u bílých obálek, které mìly velice podobné prùmìry intenzit jasu 

jak ve variantì s malým poètem obálek, tak i s velkým poètem obálek. Navíc zde je�tì hrálo 

roli, zda jsou obálky prémiové, které mají o nìco záøivìj�í bílou barvu a tím pádem o nìco 

vìt�í hodnotu jasu, i kdy� je v obraze men�í poèet obálek. Zde bylo potøeba pou�ít dal�ího 

parametru a to sice smìrodatné odchylky. Na obrazech s vìt�ím poètem obálek jsou mnohem 

ménì vidìt mezery, èili celková smìrodatná odchylka je men�í. 
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Tab. 11 � Rozd"lení vzork! podle pou�itého algoritmu a vy#íslení rozhodovacích kritérií 

v#etn" hodnot pou�itých parametr! funkce hledání extrém! 

 

Následnì bylo potøeba sestavit rozhodovací pravidla (podmínky), která by správnì logicky 

zaøadila testovaný obraz do správné kategorie, tak aby se aplikoval správný algoritmus 

poèítání obálek. 

Prvotním rozhodovacím parametrem byl jednoznaènì prùmìr intenzity výøezu obrazu, 

který dokázal rozøadit obrazy do tøí skupin. Pokud se ihned na zaèátku ukázalo, �e krabice 

obsahuje bílé obálky, pøechází se k rozdìlení podle smìrodatné odchylky. 

 

MinPeakHeight MinPeakDistance MinPeakWidht

1 bílé, velký po�et 198,4 60,0

2 bílé, velký po�et 229,3 36,5

3 bílé, velký po�et 214,2 45,6

4a bílé, velký po�et 229,7 27,7

4b bílé, velký po�et 231,5 31,2

6a bílé, velký po�et 230,1 33,2

6b bílé, velký po�et 225,0 31,7

6c bílé, velký po�et 226,6 30,8

6d bílé, velký po�et 228,0 28,3

7a bílé, velký po�et 222,7 41,4

7b bílé, velký po�et 224,5 41,2

7c bílé, velký po�et 230,8 32,1

7d bílé, velký po�et 232,6 30,6

5a bílé, malý po�et 168,7 73,0

5b bílé, malý po�et 176,2 68,5

5c bílé, malý po�et 189,8 69,4

5d bílé, malý po�et 198,5 60,4

8a �edé, malý po�et 96,0 45,0

8b �edé, malý po�et 96,2 47,3

8c �edé, malý po�et 78,1 45,6

8d �edé, malý po�et 79,5 46,4

9a �edé, velký po�et 94,0 42,8

9b �edé, velký po�et 93,3 41,9

9c �edé, velký po�et 87,0 43,0

9d �edé, velký po�et 87,1 43,9

Identifikace 

vzorku

Po�adovaný 

algoritmus

Luminosity mean 

"matice_sedy"

Odchylka 

"matice_sedy"

Parametry funkce vyhledávání extrém!

210 10 nebyl pou�it

210

220

180

22

18

18

nebyl pou�it

3

2
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Obrázek 26 � Rozhodovací diagram, který má v programu zodpov!dnost za aplikování algoritmu se 

správn! nastavenými parametry podle typu obálek v krabici 

Pokud se dodr�í svìtelné podmínky získání obrazu a standardizuje se skenování krabic ze 

spodní strany, má metoda liniových profilù nejlep�í potenciál ze v�ech testovaných v této 

práci, jeliko� na vzorcích prokázala 100% úspì�nost pøi dodr�ení vý�e uvedených pravidel. 
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5 Zhodnocení výsledk� 

Práce si v úvodu vytyèila úkol provìøit, jaká je efektivnost algoritmù vyu�ívající strojové 

vidìní pøi poèítání specifických objektù. Jednotlivé algoritmy byly zkoumány, co se týèe 

chybovosti na dostupných vzorcích obrazù krabic a byla snaha zlep�it jejich úèinnost pomocí 

vyladìní nìkterých parametrù.  

K tomu aby bylo mo�né porovnat úspì�nost jednotlivých algoritmù, byla stanovena 

chybovost. Byla vypoèítána zvlá�� pro ka�dý typ obálek, jeliko� právì barva obálek mìla 

nejvìt�í vliv na úspì�nost algoritmù. Chybovost pro potøeby porovnání je vyjádøena jako 

souèet absolutních hodnot rozdílù spoèítaných obálek od správné hodnoty a vyjádøena 

v procentech. 

Pøi pou�ití metody hledání objektù v obraze byla metoda relativnì úspì�ná u bílých 

obálek. Bohu�el u �edivých obálek (díky jejich grafickému potisku) zcela selhala a dosáhla 

tak 100% chybovosti. Výsledky pro jednotlivé typy jsou shrnuty na Obrázku 27. 

 

Obrázek 27 � Vyhodnocení chybovosti algoritmu pracujícího na principu hledání objekt! v obraze 

V dal�í èásti se pracovalo s rùznými detektory hran, které mìly oproti pøedchozí metodì 

výhodu ve vìt�í variabilitì promìnných. I pøesto se v�ak objevily problémy se spolehlivostí, 

jeliko� se nepovedlo nastavení vyladit natolik, aby nebyly zapoèítávány fale�né signály 
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(drobné neèistoty, struktura krabice). Zároveò i tìmto detektorùm èinily velké problémy 

�edivé obálky s grafickým potiskem. Shrnutí výsledkù s mo�ností porovnání jednotlivých 

detektorù je vidìt na Obrázku 28. 

 

Obrázek 28 � Vyhodnocení chybovosti algoritm! s r!znými hranovými detektory 

Jak je mo�né vidìt, �ádný z detektorù nedosahuje spolehlivosti pøedchozí metody. 

Nejpou�ívanìj�í Cannyho detektor má sice v rámci této metody slibné výsledky u bílých 

obálek, nicménì u ostatních typù je silnì podprùmìrný a to zejména u �edivých obálek, kde 

dosáhl vùbec nejhor�ího výsledku v celé experimentální èásti. Dùvodem bylo, �e se tomuto 

detektoru i pøes snahu omezit jeho citlivost daøilo detekovat pøechody barev na grafickém 

potisku vlastních obálek a zapoèítávat je jako vlastní obálky. U ostatních detektorù je 

chybovost v�dy vysoko nad hodnotou 10%, co� je pro pou�ití kontrolního systému zcela 

nepøijatelné. V této fázi se zaèaly objevovat první pokusy s øízením nastavení algoritmu podle 

typu obálek, proto�e zaèínalo být zøejmé, �e pøístup mìøení bude muset být odli�ný. 

Poslední zkoumanou metodou byla analýza liniových profilù a zkoumání lokálních 

extrémù. Zároveò zde bylo, po zku�enostech s pøedchozími metodami, pou�ito primárního 

rozèlenìní mìøených pøípadù podle vlastností zkoumaného obrazu. Charakteristické hodnoty 

celkových intenzit jasu dokázaly jasnì rozèlenit, do které ze ètyø kategorií bude zkoumaný 
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obraz patøit. Následnì byl pou�it algoritmus s nejvhodnìj�ími parametry nastavení. Výsledky 

jsou k vidìní na Obrázku 29. 

 

Obrázek 29 � Vyhodnocení chybovosti algoritmu pracujícím s analýzou liniových profil!, hodnoty jsou 

zobrazeny pro v�echny vzorky a pro vzorky skenované ze spodní strany krabice 

Tato metoda vykazuje jednoznaènì nejmen�í chybovost v porovnání s ostatními 

testovanými postupy. Pøi podrobné analýze chybových pøípadù se ukázalo, �e velkou roli zde 

hraje i smìr naskenování krabice. Pokud by se zkoumaly pouze krabice nasnímané ze strany 

dna, algoritmus by na dostupných vzorcích dosáhl nulové chybovosti. To je zpùsobeno 

kombinací dvou vlivù. Prvním je absence textových potiskù, které se nachází zejména na 

horní stranì obálek. Druhým, také dùle�itým aspektem, je lep�í rozvrstvení hran obálek 

v krabici. Vlastní kameny v obálkách se díky gravitaci shromá�dí na spodní stranì, 

maximálnì zvìt�í �íøku obálky a extrémy se následnì lépe detekují. Tento rozdíl ukázal na 

nutnost standardizace sytému u� v úrovni skenování krabic. Kromì poznatku, �e krabice 

snímané ze strany dna mají vy��í úspì�nost, tak v pøípadném realizovaném automatizovaném 

systému bude potøeba zajistit i napøíklad standardizované podmínky osvìtlení, které budou 

zcela nezávislé na okolí. 
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6 Záv�r 

V celé této práci byly vyzkou�eny tøi metody, které mìly za úkol rùznými zpùsoby zjistit, 

jaký poèet obálek se nachází v krabici. Pouze metoda liniových profilù se (pøi dodr�ení 

podmínky krabice naskenované ze spodní strany) ukázala jako mo�ná náhrada dne�ního 

ruèního poèítání obálek. Na vytipovaných vzorcích dokázala se 100% jistotou urèit poèet 

obálek v krabici a to ve vìt�inì variant se silnou statistickou jistotou. Do jisté míry to je 

zpùsobeno témìø neomezenými mo�nostmi modifikace této metody a mo�ností nasadit tu 

správnou, podle rozøazovacího rozhodnutí na zaèátku celého programu.  

Pùvodní pokus s poèítáním dílèích stop obálek prokázal také jistý potenciál, nicménì 

spolehlivostí není na úrovni vý�e zmiòované metody. Urèitì v�ak poslou�il k získání cenných 

zku�eností, které pak byly zúroèeny v dal�ích metodách. Ukázala se zde velká slabina 

v nemo�nosti rozpoznat obálky se specifickým barevným potiskem. 

U metod s pou�itím hranových detektorù �lo hodnì o zkoumání mo�ných parametrù. 

Nicménì problémem se ukázalo, �e bílé obálky netvoøí zrovna klasické hrany, pro které jsou 

detektory navr�eny. Úpravou parametrù �lo sice detektory upravit, aby dokázaly zaregistrovat 

høbety obálek, nicménì pøi tom docházelo k øadì vedlej�ích efektù, které celkové výsledky 

znehodnocovaly. I zde se ukázaly obrovské problémy s odhalením obálek v okam�iku, kdy 

jsou graficky poti�tìny. 

Obecnì se dá øíci, �e poèítání èistých bílých obálek uvnitø �edé krabice �lo velice rychle 

vyøe�it pomocí rùzných úprav obrazu. Problémem se pak byly �edé obálky s barevným 

vzorem. Do budoucna se toto mù�e stát velkým problém, jeliko� marketingový tlak na obal 

mù�e vést k novým a novým návrhùm obalù, které budou graficky zpracovány jinak. 

V pøípadì, �e by se tato metoda dokázala prosadit do výrobní praxe, tak bude potøeba pøi 

ka�dé plánované zmìnì obalu mnohem u��í spolupráce jednotlivých oddìlení ve spoleènosti.  
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8  P�íloha 1 � vzorky obraz� pou�itých k analýze 

 

 

 

Obrázek 30 � Obrazy pou�ité k testování, a) krabice se 70 bílými obálkami, bez svazk! (vzorek 1), b) 

krabice se 150 bílými obálkami, bez svazk! (vzorek 2), c) krabice se 150 bílými obálkami, se svazky 

(vzorek 3). 

a) 

b) 

c) 



 

70 

 

 

 

 

Obrázek 31 � Obrazy pou�ité k testování, a) krabice se 150 bílými obálkami, se svazky (vzorek 4a), b) 

krabice se 149 bílými obálkami, se svazky (vzorek 4b), c) krabice se 40 bílými prémiovými obálkami, 

se svazky (vzorek 5a). 

 

 

 

a) 

b) 

c) 
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Obrázek 32 � Obrazy pou�ité k testování, a) krabice s 39 bílými prémiovými obálkami, se svazky 

(vzorek 5b), b) krabice s 39 bílými prémiovými obálkami, se svazky (vzorek 5c), c) krabice se 40 bílými 

prémiovými obálkami, se svazky (vzorek 5d). 

 

 

 

a) 

b) 

c) 
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Obrázek 33 � Obrazy pou�ité k testování, a) krabice se 120 bílými prémiovými obálkami, se svazky 

(vzorek 6a), b) krabice se 119 bílými prémiovými obálkami, se svazky (vzorek 6b), c) krabice se 119 

bílými prémiovými obálkami,  se svazky (vzorek 6c). 

 

 

 

a) 

b) 

c) 
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Obrázek 34 � Obrazy pou�ité k testování, a) krabice se 120 bílými prémiovými obálkami, se svazky 

(vzorek 6d), b) krabice se 100 bílými prémiovými obálkami, se svazky (vzorek 7a), c) krabice s 99 

bílými prémiovými obálkami, se svazky (vzorek 7b). 

 

 

 

a) 

b) 

c) 
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Obrázek 35 � Obrazy pou�ité k testování, a) krabice s 99 bílými prémiovými obálkami, se svazky 

(vzorek 7c), b) krabice se 100 bílými prémiovými obálkami, se svazky (vzorek 7d), c) krabice se 70 

�edými obálkami, se svazky (vzorek 8a). 

 

 

 

a) 

b) 

c) 
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Obrázek 36 � Obrazy pou�ité k testování, a) krabice s 69 �edými obálkami, se svazky (vzorek 8b), b) 

krabice s 69 �edými obálkami, se svazky (vzorek 8c), c) krabice se 70 �edými obálkami, se svazky 

(vzorek 8d). 

 

 

 

a) 

b) 

c) 
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Obrázek 37 � Obrazy pou�ité k testování, a) krabice se 110 �edými obálkami, se svazky (vzorek 9a), b) 

krabice se 109 �edými obálkami, se svazky (vzorek 9b), c) krabice se 109 �edými obálkami, se svazky 

(vzorek 9c). 

 

 

a) 

b) 

c) 
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Obrázek 38 � Obraz pou�itý k testování, krabice se 110 �edými obálkami, se svazky (vzorek 9d). 
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9 P�íloha 2 � zdrojový!text!algoritmu liniových!profil" pro GNU Octave 

clear; 

pkg load image; % nahrani modulu prace s obrazky - funkce 

pkg load signal; % nahrani modulu prace se signály - funkce 

 

original = imread ("02crop4200x1700.jpg"); % nacteni obrazku 

sedy = rgb2gray(original); % prevedeni obrazku z RGB do tonu 

sede 

imwrite (sedy, "sedy.jpg"); % ulozeni sedeho 

matice_sedy = double(sedy([251:350, 1350:1449],:)); % 

vytvoreni matice s oblasti hran, ktere se budou pocitat + 

zm!na datového typu (pot"eba pro pou�ítí #findpeaks# 

y= std2(matice_sedy); 

z= mean2(matice_sedy); 

 

if z>130 

      if y>60.1 % Podle parametru se bude jednat o krabice s 

malym poctem bilych obalek 

          citac = 1; 

          for citac=1:200 

            vyhlazeni = smooth(matice_sedy(citac,:),45); 

            [pks idx] = 

findpeaks(vyhlazeni,"MinPeakHeight",210,"MinPeakDistance",22); 

            x=length(pks); 

           radek_prostor(citac) = x; 

          endfor; 

      disp ("Pouzit algortimus pro maly pocet bilych obalek") 

      vysledek = mode(radek_prostor) 

 

       

      else % Podle parametru se bude jednat o krabice s velkym 

poctem bilych obalek 

          citac = 1; 

          for citac=1:200 
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            vyhlazeni = smooth(matice_sedy(citac,:),17); 

            [pks idx] = 

findpeaks(vyhlazeni,"MinPeakHeight",210,"MinPeakDistance",10); 

            x=length(pks); 

           radek_prostor(citac) = x; 

          endfor; 

      disp ("Pouzit algortimus pro velky pocet bilych obalek") 

      vysledek = mode(radek_prostor) 

      endif 

 

elseif z>83      % Podle parametru se bude jednat o krabice s 

sedymi obalkami a v!t�ím po$tem obálek 

      sedy2 = imadjust(sedy,[0.18; 1], [0; 1]); %uprava 

obrazku, jelikoz se jedna o krabici se sedymi obalkami 

      imwrite (sedy2, "sedy2.jpg"); 

      matice_sedy = double(sedy2([251:350, 1350:1449],:)); % 

vytvoreni matice s oblasti hran, ktere se budou pocitat + 

zm!na datového typu (pot"eba pro pou�ítí #findpeaks# 

 

      citac = 1; 

      for citac=1:200 

        vyhlazeni = smooth(matice_sedy(citac,:),15); 

        vyhlazeni2 = -vyhlazeni + 255; 

        [pks idx] = 

findpeaks(vyhlazeni2,"MinPeakHeight",180,"MinPeakDistance",18,

"MinPeakWidth",2); 

        x=length(pks)-1; %odecteni prvniho udoli 

       radek_prostor(citac) = x; 

      endfor; 

      vysledek = mode(radek_prostor) 

      disp ("Pouzit algortimus pro velky pocet sedych obalek") 

 

else 



 

80 

 

      sedy2 = imadjust(sedy,[0.15; 1], [0; 1]); %uprava 

obrazku, jelikoz se jedna o krabici se sedymi obalkami 

      imwrite (sedy2, "sedy2.jpg"); 

      matice_sedy = double(sedy2([251:350, 1350:1449],:)); % 

vytvoreni matice s oblasti hran, ktere se budou pocitat + 

zm�na datového typu (pot�eba pro pou�ítí "findpeaks" 

 

      citac = 1; 

      for citac=1:200 

        vyhlazeni = smooth(matice_sedy(citac,:),17); 

        vyhlazeni2 = -vyhlazeni + 255; 

        [pks idx] = 

findpeaks(vyhlazeni2,"MinPeakHeight",220,"MinPeakDistance",18,

"MinPeakWidth",3); 

        x=length(pks)-1; %odecteni prvniho udoli 

       radek_prostor(citac) = x; 

      endfor; 

      vysledek = mode(radek_prostor) 

      disp ("Pouzit algortimus pro maly pocet sedych obalek") 

endif 

 

hist(radek_prostor, 30); 


