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ABSTRAKT

Souèasná teorie dopravního proudu pøedpokládá, ¾e zde interagují pouze sousední vozidla.
Toto východisko je legitimní, av¹ak vychází z mo¾ností vìdy a techniky 50. let minulého sto-
letí, které jsou v souèasnosti ji¾ pøekonány. Dnes je ji¾ zøejmé, ¾e obecnì probíhá interakce mezi
vozidly na vzdálenosti vìt¹í (neboli mezi více vozidly), av¹ak zatím nebyl pøedlo¾en postup,
který by dokázal vzdálenost této interakce kvanti�kovat. V této práci je pøedlo¾ena metoda,
která s vyu¾itím nástrojù matematické statistiky a pøesného mìøení èasových odstupù jed-
notlivých vozidel umo¾òuje tyto interakèní vzdálenost mezi více vozidly urèit. Souèasnì byla
ovìøena její platnost pro úzká hustotní pásma dopravního proudu. Podaøilo se prokázat, ¾e
pøi vysokých hustotách dopravního proudu probíhá interakce minimálnì mezi tøemi po sobì
jedoucími vozidly, u ni¾¹ích hustot mezi ètyømi a¾ pìti vozidly. Výsledky práce mají dopad
na vývoj nových mikroskopických modelù dopravního proudu a jejich veri�kaci.

KLÍÈOVÁ SLOVA

Dopravní proud, Model následného vozidla, Intearkce, K-means, Hustota pravdìpodobnosti,
GIG, Konvoluce, Kolmogorovúv-Smirnovúv test

ABSTRACT

The actual tra�c ow theory assumes interactions only between neighbouring vehicles within
the tra�c. This assumption is reasonable, but it is based on the possibilities of science and
technology available decades ago, which are currently overcome. Obviously, in general, there
is an interaction between vehicles at greater distances (or between multiple vehicles), but at
the time, no procedure has been put forward to quantify the distance of this interaction. This
work introdukce a method, which use mathematical statistics and precise measurement of
time distances of individual vehicles, which allows to determine these interacting distances
(between several vehicles) and its validation for narrow densities of tra�c ow. It has been
revealed that at high tra�c ow densities there is an interaction between at least three con-
secutive vehicles and four and �ve vehicles at lower densities. Results could be applied in the
development of new tra�c ow models and its veri�cation.
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1 Úvod

Souèasná teorie dopravního proudu vychází z pøedpokladu, ¾e interakce probíhá pouze mezi
sousedními, v èase po sobì následujícími, vozidly, respektive ¾e vozidla mìní svoji rychlost na
základì rychlosti vozidla pøed sebou a vozidla vzdálenìj¹í nebere v potaz. Na tomto pøedpo-
kladu byly zalo¾eny v 50. letech minulého století tzv. car-following modely dopravního proudu
(modely následného vozidla), které od té doby pro¹ly dlouhým vývojem a v souèasnosti jsou
schopny pomìrnì pøesnì napodobit chování reálných vozidel. Pøíjmutí tohoto zjednodu¹ení je
zcela legitimní, i kdy¾ je zøejmé, ¾e reálný dopravní proud takto nefunguje. Chceme-li ov¹em
posunout teorii dopravního proudu dále, musíme modely dopravního proudu doplnit o ¹i-
r¹í interakci mezi vozidly tak, jak ji aplikují øidièi v reálném provozu. Tato práce pøedkládá
postup zalo¾ený na metodách matematické statistiky, který je schopen ¹ir¹í interakce mezi
vozidly odhalit a do jisté míry i kvanti�kovat.

Práce je dìlena celkem do 5 celkù. V první èásti se seznámíme s teorií dopravního proudu
a modely dopravního proudu tak, jak se vyvíjely v èase. Z pohledu øe¹ené problematiky je
klíèová pøedev¹ím kapitola 2.3, ve které jsou uvedeny pøíklady modelù následného vozidla. V
dal¹í kapitole jsou popsány datové soubory, které byly pro práci vyu¾ity, vèetnì základních
makro a mikro charakteristik zkoumaného dopravního proudu. V kapitole 4 se ètenáø seznámí
s nástroji matematické statistiky, které byly pro vy¹etøování závislostí mezi jednotlivými
vozidly pou¾ity. Jednotlivé nástroje jsou seøazeny tak, jak byly na datové soubory postupnì
aplikovány a podrobný postup jejich pou¾ití je popsán v kapitole 5. Klíèová hypotéza této
práce (tedy existence ¹ir¹ích interakcí mezi vozidly) je pak testována v kapitole 6.

V rámci práce se pod pojmem þOvlivnìný dopravní proudÿ rozumí fáze dopravního
proudu, kdy øidièi zaèínají svoji rychlost pøizpùsobovat vozidlùm pøed sebou a to do ta-
kové míry, ¾e je tuto interakci mo¾né statisticky sledovat. Zpravidla se jedná o situaci, kdy je
vzdálenost vozidel v øádech desítek metrù nebo men¹í a rychlosti jsou výraznì pod prùmìrem
volného dopravního proudu. Pod pojmem þVolný dopravní proudÿ se rozumí fáze dopravního
proudu, kdy není mo¾né statisticky sledovat interakce mezi vozidly, která se pohybují na hra-
nici nebo za hranicí dohledu a rychlosti se blí¾í rychlostem dovoleným (nebo mo¾ným) na
daném úseku.
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2 Teorie dopravního proudu

2.1 Úvod do teorie dopravního proudu

Z historie vyplývá, ¾e èím byla daná civilizace mobilnìj¹í, tím mìla vìt¹í kulturní a vojenskou
moc. Úspìch prvních civilizací byl tedy do znaèné míry ovlivnìn pøístupem ke koním a zvlád-
nutím jejich chovu a ¹lechtìní tak, aby co nejlépe zvládali speci�cké úlohy, a» u¾ vojenské
nebo civilní. Významným mezníkem byl vynález kola, který vedl k rozvoji cest a v podstatì
de�noval jejich podobu, jak ji známe v souèasnosti. Kùò má v¹ak svá omezení daná pøírodou,
a proto rozvoj silnièní dopravy dlouhá staletí stagnoval a omezoval se pouze na zlep¹ování
konstrukce vozovky, která byla zkou¹ena stále tì¾¹ími povozy. Tento stav trval a¾ do 18. sto-
letí. V té dobì u¾ byly ulice velkých mìst plné koèárù, av¹ak s hustotami dne¹ní dopravy se
nemohly mìøit ani zdaleka. K velké zmìnì do¹lo a¾ na pøelomu 19. a 20. století. Automobil
byl ji¾ obecnì známý dopravní prostøedek a po komunikacích se jich pohybovala celá øada.
Nicménì stále ¹lo o luxusní zbo¾í, které si bì¾ní lidé nemohli dovolit. Tato situace v¹ak mìla
velice záhy skonèit, proto¾e v roce 1908 byl na trh uveden automobil Ford model T dostupný
¹iroké populaci. Automobilismus, jak jej známe v dne¹ní dobì, se v západní Evropì rozvinul
masivnì bìhem 60.{70. let 20. století, ve støední Evropì poté v 80.{90. letech.

Netrvalo dlouho a o tento nový fenomén se zaèali zajímat zvídaví vìdci. Pravdìpodobnì
jako úplnì první se o dopravní proud zaèal zajímat Bruce D. Greenshields, který v roce 1933
na 13. výroèním setkání Highway Research Board pøednesl svoje výsledky. Greenshields na-
vrhl velice efektivní a nadèasovou metodu mìøení. Pou¾il toti¾ analýzu obrazu, metodu, která
se v dne¹ní dobì díky pokroku elektroniky dostává do popøedí. Greenshieldsùv pøístup byl
samozøejmì manuální, nicménì geniální. Ve známé vzdálenosti od komunikace postavil foto-
aparát a provedl nìco, co bychom dnes pojmenovali èasosbìr (tedy v diskrétních èasových
krocích poøizoval fotogra�cké snímky). Mìøení probíhalo na úseku dlouhém pøibli¾nì 125 stop
(38 m) s èasovým odstupem snímkù 0,5{ 2s. Ze zmìny polohy automobilu na fotogra�ích poté
mohl snadno spoèítat základní velièiny teorie dopravního proudu, které byly právì v tento
moment poprvé de�novány. Jednalo se o rychlost, hustotu a intenzitu (kterou nejdøíve Green-
shields oznaèoval jako hustotu druhého druhu neboli \Density-vehicles per Hour") dopravního
proudu. Rychlost je de�nována jako prùmìrná rychlost vozidel, která protnou sledovaný pro�l
za daný èas, hustota je poèet vozidel na jednotku délky komunikace a intenzita je poèet vozi-
del, která protnou sledovaný pro�l za daný èas. Greenshields rovnì¾ de�noval vztahy tìchto
velièin. Jde o lineární závislost rychlosti a hustoty, ze které vyplývá parabolická závislost mezi
rychlostí a intenzitou (obr. 1).

Tento první model byl samozøejmì znaènì zjednodu¹ený, av¹ak odhalil základní vlastnosti
dopravního proudu. Ukázal, ¾e existuje maximální intenzita pøi optimální hustotì dopravy.
Tento bod rozdìluje graf závislosti rychlosti na intenzitì (obr. 1 vpravo) na dvì oblasti,
ve kterých toto¾ná hodnota intenzity odpovídá v¾dy jiné rychlosti. Napøíklad pro hodnotu
intenzity 1200 voz/h mù¾eme v Greenshieldsovì grafu najít rychlost 7,5 mil/h a 36 mil/h. Ni¾¹í
hodnota se nachází v nestabilní oblasti dopravního proudu (vysoká hustota), vy¹¹í potom v
oblasti stabilní (nízká hustota).

Základy teorie dopravního proudu byly tedy polo¾eny. Greenshieldsovy velièiny popisují
dopravní proud jako celek neboli popisují jeho makroskopickou strukturu, proto¾e agregují
jednotlivá vozidla do vìt¹ích celkù. Chování jednotlivých vozidel nebo jejich interakce z nich
tedy nevyèteme. S narùstajícími intenzitami dopravy se v¹ak zaèaly objevovat i první kolony a
vyvstala otázka, kde le¾í ona hranice, kdy komunikace ji¾ není schopna dopravu pojmout a jak
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Obrázek 1: Pùvodní Greenshieldsovy diagramy závislostí základních velièin do-
pravního proudu. Vlevo lineární závislost rychlosti a hustoty, v pravo para-
bolická závislost mezi rychlostí a intenzitou (v diagramu je¹tì oznaèena jako
\Density-vehicles per Hour") [8].

tuto hranici stanovit (nebo spí¹e odhadnout). Na øe¹ení tohoto problému u¾ makroskopický
pohled nestaèí, bylo potøeba pochopit vztahy mezi jednotlivými vozidly, tedy mikrostrukturu
dopravního proudu.

Jako jeden z prvních popsal tyto vztahy Luise A. Pipes ve své práci [22]. Jeho model
pøedpokládal, ¾e vzdálenost mezi vozidly je rovna jedné délce vozidla na ka¾dých 10 mil/h
plus minimální vzdálenost mezi vozidly, pokud stojí. Tento pøedpoklad mìl velice prostý
základ. Vycházel ze soudobé pøíruèky pro øidièe, kde bylo uvedeno: þA good rule for following
another vehicle at a safe distance is to allow yourself the length of a car (about 15 ft) for
every 10 miles per hour you are travelling.ÿ (ve volném pøekladu: þDobrým pravidlem je
pøi jízdì za vozidlem dodr¾et bezpeènou vzdálenost v délce jednoho vozidla (asi 15 stop)
na ka¾dých 10 mil/h va¹í cestovní rychlosti.ÿ). Zda-li byl tento pøedpoklad správný není z
dne¹ního pohledu podstatné. Mnohem záva¾nìj¹ím problémùm èelil Pipes pøi aplikaci svých
rovnic do praxe. Brzy zjistil, ¾e analytické øe¹ení soustavy rovnic popisující chování dopravního
proudu na základì interakcí mezi jednotlivými vozidly nebude vùbec jednoduché, pokud je
vùbec mo¾né. Nakonec uspìl pro pøípad skupiny vozidel za speci�ckých poèáteèních podmínek
a musel akceptovat fakt, ¾e dopravní proud je natolik komplexní systém, ¾e jeho modelování
nebude bez vyu¾ití numerického pøístupu a poèítaèù mo¾né.

Pipesùv model mìl nedostatky. Nezohledòoval napøíklad reakèní dobu øidièe, mìl pevnì
dané parametry odstupù, které se ve skuteènosti pro ka¾dé vozidlo li¹í atd., ale byl dùle¾i-
tým prvním krokem v oblasti tzv. car-following modelù, které jsou základem moderní teorie
dopravního proudu.

2.2 Makroskopické modely dopravního proudu

Jak u¾ bylo øeèeno v pøedchozí kapitole, makroskopický pohled na dopravní proud agreguje
informace o jednotlivých vozidlech jak v èase, tak v prostoru. Na dopravní proud je tedy
nahlí¾eno podobnì jako na tok kapaliny a na dopravní sí» jako na potrubí nebo koryto,
kterým tato kapalina proudí. Dopravní proud je zpravidla de�nován intenzitou (prùtokem) a
rychlostí, jeliko¾ tyto velièiny jsou pøímo mìøitelné. Hustota je ze své podstaty velièina, která
je mìøitelná jen obtí¾nì, a proto se zpravidla nepou¾ívá. Sice je mo¾né ji vypoèítat z rychlosti
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a intenzity, av¹ak za pøedpokladu, ¾e rychlost vozidla se v èase mìní, je tento výpoèet v¾dy
zatí¾en chybou.

Omezená pøesnost makroskopických modelù je vyvá¾ena jejich jednoduchostí, díky které
mohly být pou¾ívány pøi analytických (a èasto ruèních) výpoètech a v poèátcích výpoèetní
techniky s jejich pomocí bylo mo¾né modelovat i rozsáhlé dopravní sítì v rozumném èase.
Postupnì jsou nahrazovány takzvanými mesoskopickými modely, které více èi ménì zohledòují
i jednotlivá vozidla, ale parametry tìchto vozidel jsou zobecnìny.

2.2.1 Greenshieldsùv lineární model

Nejstar¹í a zároveò nejjednodu¹¹í model byl ji¾ zmínìn v pøedchozí kapitole. Jeho lineární
èást je de�nována závislostí mezi rychlostí a hustotou

v = vf

(
1− ρ

ρj

)
, (1)

kde v je aktuální rychlost vozidla, vf je rychlost na nezatí¾ené komunikaci (volná nebo také
po¾adovaná rychlost), ρ je aktuální hustota [voz/km], ρj je hustota pøi kongesci. Pokud do
této rovnice dosadíme základní Greenshieldsùv postulát, ¾e intenzita (q) je rovna souèinu
rychlosti a hustoty q = vρ, dostaneme druhou parabolickou èást Greenshieldsova modelu,
která popisuje vztah intenzity a rychlosti

q = vf

(
ρ− ρ2

ρj

)
. (2)

Grafy obou závislostí jsou vykresleny na obrázku 1. Pro svou jednoduchost byl model
oblíben pøedev¹ím v polovinì 20. století. Bohu¾el v kombinaci se soudobými statistickými
metodami a metodami dopravních prùzkumù nedosahoval ký¾ené pøesnosti. V té dobì to-
ti¾ jako vstup do modelu slou¾ila hustota, která se dopoèítala z pøesnì zmìøené rychlosti a
intenzity. Dnes u¾ v¹ak víme, ¾e takto zji¹tìná hustota je zatí¾ena chybou, která odpovídá
zmìnì rychlosti vozidla v èase a ta mù¾e být pøedev¹ím v nestabilní fázi dopravního proudu
nezanedbatelná.

2.2.2 Greenbergùv logaritmický model

Dal¹ím pou¾ívaným modelem byl Greenbergùv logaritmický model, který více odpovídal em-
pirickým datùm (obr. 2 a 4) a byl de�nován rovnicí

v = v0 · ln
(
ρj
ρ

)
. (3)

I na tento model lze aplikovat základní Greenshieldsovy rovnice a odvodit tak dal¹í vztahy.
Hlavní nevýhodou je matematický princip logaritmu, kdy pro hustoty blízké nule bude výpoèet
nestabilní, a obdobnì jako Greenshieldsùv model trpìl nepøesným výpoètem hustoty.
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Obrázek 2: Srovnání Greenbergova logaritmického modelu s reálnými daty [2].

2.2.3 Underwoodùv exponenciální model

Problém logaritmického modelu s nestabilitou pøi nízkých hustotách se Underwood pokusil
vyøe¹it exponenciálním modelem (obr. 3 a 4). Ten mìl pro zmìnu zase problém pøi hustotách
vysokých a nulová rychlost mohla nastat jenom pøi nekoneèné hustotì. Pro bì¾né situace v¹ak
fungoval dobøe. Byl de�nován rovnicí

v = vf · e
−ρ
ρ0 , (4)

kde ρ0 je hustota provozu pøi maximální intenzitì.

Obrázek 3: Srovnání Underwoodova exponenciálního modelu s reálnými daty
[2].
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Obrázek 4: Teoretický prùbìh Greenbergova (èárkovaná èára) a Underwoodova
(plná èára) modelu (v tehdej¹í dobì se pro oznaèení hustoty ρ pou¾íval symbol
k) [2] .

2.2.4 Pipesùv a Munjalùv zobecnìný model

Dal¹í teoretické práce se ubíraly pøedev¹ím zobecòováním a úpravou pøede¹lých modelù. Na-
pøíklad Pipesùv a Munjalùv zobecnìný model, který pracuje s podílem aktuální rychlosti v a
hustoty ρ k volné rychlosti vf respektive hustotì pøi kongesci ρj a zavádí kalibraèní konstantu
n = {n ∈ R|n > 0} ovlivòující tvar funkce, viz obr. 5 a rovnice

v = vf

(
1− ρ

ρj

)n
. (5)

Obrázek 5: Pipesùv a Munjalùv zobecnìný model (v tehdej¹í dobì se pro ozna-
èení hustoty ρ po¾íval symbol k) [2].
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2.3 Mikroskopické þcar-followingÿ modely dopravního proudu

Hlavním rozdílem mikroskopických modelù dopravního proudu oproti makroskopickým je zo-
hlednìní ka¾dého vozidla, jeho chování a interakce s ostatními vozidly. Jak u¾ bylo zmínìno
v úvodu této kapitoly, jedním z prvních byl model Luise A. Pipese [22], který ov¹em zároveò
zjistil, ¾e realizace tìchto modelù analyticky není mo¾ná a musí být øe¹eny numericky po-
mocí poèítaèù. V roce 1952, kdy svoji práci publikoval, u¾ sice byly pou¾ívané tranzistorové
poèítaèe (tzv. druhá generace), ale byly dostupné jenom na tìch nejbohat¹ích univerzitách
a pro ¹pièkový výzkum. Rozvoj tìchto modelù do praxe byl tedy do znaèné míry vázaný na
dostupnost výpoèetního výkonu, v teoretické rovinì v¹ak vìdci nezaháleli a v následujících
letech po Pipesovì publikaci vznikla celá øada dal¹ích a pøesnìj¹ích modelù. Jedno v¹ak tyto
modely mají dodnes spoleèné. Bez ohledu na to, jak komplexnì je popsána interakce mezi
vozidly, je tato interakce omezena pouze na vozidla sousední, v èase po sobì následující. Jsou
tedy oznaèovány jako þcar-followingÿ modely. Praxe ukázala, ¾e tento zjednodu¹ující pøed-
poklad je pøijatelný, ale pokud se mají mikrosimulaèní modely dále vyvíjet, je potøeba tento
pøedpoklad opustit a de�novat ¹ir¹í interakce mezi více vozidly.

2.3.1 Model Luise A. Pipese

Jeden z prvních mikrosimulaèních modelù. Jak ji¾ bylo zmínìno, je postaven na pøedpokladu,
¾e vzdálenost mezi vozidly je rovna jedné délce vozidla na ka¾dých 10 mil/h plus minimální
vzdálenost mezi vozidly, pokud stojí. Pipes de�noval øadu n po sobì jdoucích vozidel (obr. 6)
a vztah mezi jejich rychlostí

Obrázek 6: Øada po sobì jdoucích vozidel jak ji de�noval Luise A. Pipes [22].

ak+1 =
1

T
(vk − vk+1), k = 1, 2, 3...(n− 1), (6)

kde ak je akcelerace k-tého vozidla, vk jeho rychlost a T èasová konstanta (na základì pøed-
pokladu konstantního odstupu v závislosti na rychlosti stanovil Pipes T = 1s). Tím byla
de�novaná samotná podstata mikrosimulaèních modelù. Pipesùv model byl ale natolik zjed-
nodu¹ený, ¾e nemohl podávat dobré výsledky. Velice záhy se ukázalo, ¾e nelze pøedpokládat
stejné chování u v¹ech vozidel, toto chování je nutné variovat a napøíklad odstupy vozidel de-
�novat statistickou funkcí, nikoliv konstantním parametrem. Rovnì¾ se ukázalo jako nezbytné
do rovnice zanést reakèní dobu øidièe, která má na vzdálenost mezi vozidly zásadní vliv.

2.3.2 Model Gazis { Herman { Rothery (GHR)

Nedostatky Pipesova modelu se pokusil napravit model GHR , jeho¾ základy byly polo¾eny v
roce 1958. Do výpoètu (7) zavedl reakèní dobu øidièe a kalibraèní parametry. I pøesto, ¾e byl
tento model dlouze a podrobnì studován, byl nakonec opu¹tìn. Kalibraèní parametry bylo
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potøeba získávat pro ka¾dý konkrétní model a nezøídka tyto parametry nabývaly pro podobné
situace protikladných hodnot, co¾ nepùsobilo pøíli¹ dùvìryhodnì. Model je de�nován rovnicí

ai(t) = c · vmi (t)
δv(t− T )

δxl(t− T )
, (7)

kde ai(t) je zrychlení i-tého vozidla jako funkce èasu t, vi(t) je rychlost i-tého vozidla jako
funkce èasu t, δv je relativní rychlost v porovnání s vedoucím vozidlem, δx je odstup od
vedoucího vozidla, T je reakèní doba øidièe a m, c, l jsou kalibraèní konstanty.

2.3.3 Gippsùv model

V následujících letech vznikala celá øada rùznì komplikovaných a úspì¹ných modelù. Jako
dal¹í vìtve se rozvinuly i rùzné psycho-fyziologické modely (H. T. Fritzsch [5], R. Wiedemann
[26]) nebo modely zalo¾ené na celuárních automatech (Nagel-Schreckenberg [21]). Nìkteré
z nich si na¹ly cestu do praxe, jiné upadly v zapomnìní. Cestou zachování deterministické
podstaty matematického modelu se úspì¹nì vydal a¾ P. G. Gipps v roce 1981 [6][7]. Z jeho
modelu vychází vìt¹ina poznatkù v teorii dopravního proudu poslední doby a pravdìpodobnì
se jedná o nejpøesnìj¹í model který je v souèasnosti u¾íván v in¾enýrské praxi. Je de�nován
pomìrnì komplexní rovnicí (7) za pøedpokladu, ¾e øidiè je omezen maximální akcelerací a de-
celerací (zjednodu¹enì jsou tyto brány jako konstanty v celém rozsahu rychlostí), vzdáleností
mezi vozidly a relativní rychlostí. Rychlost je nadále omezena tak, aby vozidlo v¾dy bezpeènì
zastavilo (takový model oznaèujeme jako bezsrá¾kový), vozidla dále nepøekraèují maximální
rychlost a akcelerace je v¾dy maximální mo¾ná. Základní rovnice modelu je tedy

vi(t+ τ) = min{vi(t) + 2.5aiτ(1− vi(t)
Vi

)
√

(0.025 + vi(t)
Vi

),

biτ +

√
b2i τ

2 − bi
[
2{xi−1(t)− li−1 − xi(t)} − vi(t)− vi−1(t)2

b̂

]
},

(8)

kde vi(t) je rychlost vozidla i v èase t, τ je reakèní doba øidièe, respektive výpoèetní krok, ai je
maximální akcelerace vozidla i, bi je maximální decelerace vozidla i, li je efektivní délka vozidla
i, která je souètem délky fyzické a minimální vzdálenosti mezi nárazníky vozidel, Vi je cílová
(maximální) rychlost vozidla i odpovídající volné dopravì bez omezení jinými vozidly, xi(t)
je poloha vozidla i v èase t. Èíselné hodnoty jsou výsledkem kalibrace na základì plovoucího
vozidla. První varianta je uplatòována pøevá¾nì v oblasti volného dopravního proudu, druhá
èást potom pro oblast vysokých intenzit.
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3 Data

3.1 Mìøení

K získání statisticky významných výsledkù je nutné zajistit dostateèný poèet pozorování v øá-
dech milionù záznamù, a aby bylo mo¾né pozorovat mikrostrukturu dopravního proudu, musí
se jednat o záznamy jednotlivých vozidel. Tuto podmínku splòují detekèní pro�ly umístìné
na Pra¾ském velkém mìstském okruhu (obr. 7), jimi¾ namìøená data se podaøilo získat.

Obrázek 7: Pøibli¾né umístìní detekèních pro�lù na pra¾ském okruhu mezi 16.
a 22. kilometrem. Pro�ly 1-4 jsou ve smìru severo-západ (po smìru stanièení
komunikace), pro�ly 5-8 poté v protismìru. V ka¾dém smìru jsou vedeny dva
jízdní pruhy.

Vzhledem k tomu, ¾e se jedná o permanentní instalaci slou¾ící k liniovému øízení jsou data
zaznamenávána 24 hodin, 7 dní v týdnu v námi po¾adovaném rozli¹ení vozidlo co vozidlo. Data
v surové podobì jsou zaznamenávána na lokální server, odkud jsou po agregaci odeslána
na centrálu liniového øízení. Bylo tedy nutné fyzicky nav¹tívit jednotlivé sèítací pro�ly a
datové soubory stáhnout pøímo z lokálních serverù (v dal¹ích èástech práce tedy budeme
mluvit o datových souborech, jejich¾ èísla jsou toto¾ná s èísly pro�lù na obr. 7). Rozsah
tìchto souborù je znaèný. Pokrývají období od listopadu 2013 do kvìtna 2014, celkový poèet
záznamù v jednotlivých souborech se pohybuje kolem 6 milionù (vyjma souboru 4, který se
od ostatních li¹í a obsahuje þpouzeÿ cca 0,5 milionu øádkù). Takovéto mno¾ství dat je pro
na¹e úèely uspokojivé, ale jak se bìhem práce ukázalo, pro nìkteré okrajové pøípady hustot
dopravního proudu je stále nedostateèné. Prostý prùmìr denních intenzit (pro oba jízdní
pruhy dohromady) je uveden na obr. 8 a odpovídá údajùm uvedeným v celostátním sèítání
dopravy. Prakticky toto¾né hodnoty (rozdíl desítek vozidel za sledované období) u datového
souboru 1 a 2, které jsou poøízeny v následujících pro�lech bez mo¾nosti sjetí nebo najetí
vozidel, potvrzují kvalitu poøízených dat.
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Obrázek 8: Prùmìr denních intenzit pro jednotlivé datové soubory. Podrobnìj¹í
informace o prùbìhu intenzit a rychlostí jsou uvedeny v pøíloze 8.2

Konstrukce detektoru je dvojitá indukèní smyèka, která umo¾òuje mìøit kromì èetností
i rychlosti vozidel. Smyèka mìla délku 2 metry a rozestup nábì¾ných hran smyèek byl 4 m.
Mìøeny jsou celkem 4 události, ze kterých jsou následnì dopoèítávány charakteristiky doprav-
ního proudu a vozidel (podrobnì viz. obr. 9).

Obrázek 9: Schéma detektoru. Zaznamenávané události jsou a)τ (a)k−1 èas, kdy

zadní nárazník (k−1)-ho vozidla protne výstupní hranu první smyèky, b)τ (b)k èas,

kdy pøední nárazník k-tého vozidla protne vstupní hranu první smyèky, c)τ (c)k

èas, kdy zadní nárazník k-tého vozidla protne výstupní hranu první smyèky
a d) τ (d)k èas, kdy pøední nárazník k-tého vozidla protne vstupní hranu druhé
smyèky.
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3.2 Makro a mikrocharakteristiky datových souborù

Èasové události uvedené na obr. 9 jsou na úrovni detektoru zpracovány do podoby základních
mikrocharakteristik dopravního proudu. Jako první je dle chronologie meøení zji¹tìna èasová
mezera (gap) mezi (k − 1) a k-tým vozidlem

gk = τ
(b)
k − τ

(a)
k−1. (9)

Z pohledu datového øádku tedy mezera pøed vozidlem. Vzhledem k tomu, ¾e vozidlo má
nenulovou délku, nejedná se o èistou èasovou mezeru, tu je nutné dopoèítat (15). Následnì je
zmìøena obsazenost (occupancy), kdy¾ k-té vozidlo opustí vstupní smyèku

ok = τ
(c)
k − τ

(b)
k (10)

a jako poslední je zmìøena cestovní doba (travel time), kdy¾ pøední nárazník k-tého vozidla
protne vstupní hranu druhé smyèky

ttk = τ
(d)
k − τ (b)k . (11)

Tím je ukonèeno mìøení k-tého vozidla a díky známým rozmìrùm detektoru je mo¾né
spoèítat zbývající charakteristiky, které jsou v¹ak zatí¾eny neznámou chybou. Ta je zpùso-
bena faktem, ¾e rychlost vozidla mezi nábì¾nými hranami smyèek není konstantní. Zejména
u malých rychlostí a vysokých hustot mù¾e být tato chyba pro jednotlivá vozidla nezanedba-
telná. Mù¾eme v¹ak rovnì¾ pøedpokládat, ¾e tato chyba bude mít normální rozdìlení a na
statistiky z velkého mno¾ství záznamù nebude mít významný vliv. Rychlost

vk = ldet/ttk (12)

a délka

lk = (vk · ok)− lic (13)

vozidla je poèítána na úrovni detektoru, kdy ldet je vzdálenost vstupních hran indukèních
smyèek a lic je délka indukèní smyèky. Dle dokumentace dodavatele je ldet = 4 m a lic =
2 m. Analýza dat ale ukázala, ¾e v praxi se mohou tyto délky li¹it (napøíklad pro datový
soubor 1 je vypoètená støední hodnota lic = 1,958 m pøi zachování pøedpokladu ¾e ldet = 4
m) a jsou pravdìpodobnì výsledkem kalibrace konkrétního detektoru po jeho instalaci. Pro
potøeby práce bylo nutné dopoèítat øadu dal¹ích charakteristik. První velièina, která je pøímo
odvozena z pøedcházejících, je èasový odstup th (time headway). Jedná se o èasovou mezeru
mezi protnutím stejného místa stjenou èástí (napøíklad zadní nárazník) (k − 1)-ho a k-tého
vozidla

thk = gk + ok = τ
(c)
k − τ

(a)
k−1. (14)

Následnì mù¾eme odvodit aproximativní hodnotu tc (time clearance), co¾ je èistá èasová
mezera neboli odstup mezi protnutím stejného místa zadním nárazníkem (k − 1)-ho vozidla
a pøedním nárazníkem k-tého vozidla

tck = thk −
lk · 3,6
vk

. (15)
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Tímto máme de�novány v¹echny potøebné charakteristiky mikrostruktury. Abychommohli
de�novat charakteristiky makrostruktury dopravního proudu, je nutné zvolit poèet vozidel
nebo èasový krok, pro který budeme data agregovat. Pro úèely práce byla zvolena agregace
podle poètu po sobì jdoucích vozidel, kdy m = 50 voz (optimální poèet pro stanovení stední
hodnoty èasových odstupù [3]). Pro ka¾dou takovouto m-tici vozidel mù¾eme poté de�novat
intenzitu

Ij =
m∑m

k=1 thk
3600 [voz/h], (16)

hustotu

Pj =
Ij

1
m

∑m
k=1 vk · 3.6

[voz/km], (17)

a rychlost dopravního proudu

Vj =
1

m

m∑
k=1

vk · 3.6 [km/h], (18)

kdy j znaèí poøadí dané m-tice v datovém souboru.
Pro ka¾dou m-tici je je¹tì vypoèten normovaný odstup vozidel s, který je nezbytný pro

úèely matematické statistiky. Jedná se o normovanou hodnotu èistého èasového odstupu tc,
kdy støední hodnota normovaných odstupù v dané m-tici je rovna 1 (respektive n + 1, viz.
5.3)

sk =
tck

1
m

∑m
k=1 tck

, (19)

Jednotlivé m-tice poté mù¾eme vynést do fundamentálního diagramu a pøehlednì tak zob-
razit makroskopické charkteristiky datového souboru (obr. 10). Vzhledem k tomu, ¾e zkou-
máme po sobì jdoucí vozidla, je nutné datový soubor nadále rozdìlovat na jednotlivé jízdní
pruhy. Pruhy jsou èíslovány od støedu komunikace, 0 - levý jízdní pruh, 1 - pravý jízdní pruh.

Abychom mìli pøedstavu o struktuøe dat kompletní, uveïme pro pøíklad souhrnnou sta-
tistiku pro datový soubor 1 (tab. 1, jednotlivé soubory jsou si ze statistického hlediska velice
podobné). Tato statistika shrnuje celou dobu mìøení a byla provedena po oèi¹tìní od øádkù
ve kterých rychlost nebo èistý èasový odstup pøekroèil hodnotu quantilu 99 % nebo klesl pod
hodnotu quantilu 1 % a jednalo se tedy o chybová nebo odlehlá mìøení.
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Tabulka 1: Statistické charakteristiky základních velièin, datový soubor 1.

Levý jízdní pruh -0 Pravý jízdní pruh -1
Rychlost, prùmìr [km/h] 108,9 92,5
Rychlost, s. odchylka [km/h] 15,1 12,5
Rychlost, min. [km/h] 33,0 45,0
Rychlost, median [km/h] 110,0 91,0
Rychlost, max [km/h] 144,0 130,0
tc, prùmìr [s] 3,4 3,8
tc, s. odchylka [s] 4,4 3,9
tc, min. [s] 0,3 0,4
tc, median [s] 1,7 2,5
tc, max [s] 29,5 27,1
Podíl O 88,9 62,3
Dodávky 5,9 6,2
Nákladní 4,2 26,2
Ostatní 1,3 5,3
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Obrázek 10: Fundamentální diagramy pro soubor dat 1. Fundamentální dia-
gramy pro ostatní datové soubory jsou velice podobné a jsou uvedeny v pøíloze
8.3.
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4 Pou¾ité statistické nástroje

4.1 Shluková analýza K-means

Pojem k-means poprvé pou¾il ve své práci James MacQueen v roce 1967 [19]. Základy me-
tody v¹ak sahají dále do historie. Otcem pùvodní my¹lenky je Hugo Steinhause a formuloval
ji v roce 1957 [24]. První algoritmus pro její øe¹ení navrhl ve stejném roce Stuart Lloyd [18].
Matematická formulace je následující [27]: Mìjme pozorování (x1,x2,...,xn), kde ka¾dé pozo-
rování je d-dimenzionální reálný vektor. Cílem procesu je rozdìlit n pozorování do k(≤ n)
shlukù S = {S1,S2,...,Sk} tak, abychom v ka¾dém shluku minimalizovaly souèet v¹ech ètvercù
(vzdálenost jednotlivých pozorování od støedu shluku) (20)

arg min

k∑
i=1

∑
x∈Si

‖x− µi‖, (20)

kde µi je støední hodnota pozorování v Si. Výpoèet probíhá v krocích. V prvním kroku jsou
(zpravidla náhodnì) vybrány støedy shlukù (k náhodnì vybraných pozorování), tak zvané
centroidy. Pomocí Voronoiovy teselace (obr. 11) je prostor rozdìlen na k oblastí a do nich
jsou pøiøazena jednotlivá pozorování. Z tìchto pozorování jsou spoèteny nové centroidy pro
danou oblast, které novì le¾í v jejím tì¾i¹ti a proces teselace se opakuje. Tyto dva kroky bì¾í
ve smyèce, dokud není dosa¾ena podmínka (20) nebo maximální poèet iterací.

Obrázek 11: Voronoiova teselace je dekompozice spojitého prostoru na základì
vzdáleností v¹ech bodù tohoto prostoru k diskrétní podmno¾inì bodù M , kdy
se ka¾dému bodu b z mno¾iny M pøidìlí oblast V (b) tak, aby v¹echny body
v oblasti V (b) byly blí¾e k bodu b ne¾ k jakémukoliv jinému bodu z mno¾iny
M . Jednou z mo¾ností aplikace je pøírùstkový algoritmus, kdy najdeme øe¹ení
pro jednoduchý pøípad (napø dvou bodù), postupnì pøidáváme body dal¹í a
dekomponujeme prostor na dílèí oblasti.

Proces konverguje velice rychle, ale vzhledem k náhodné poèáteèní volbì centroidù není
pro nìkteré pøípady zaruèen stejný výsledek pøi ka¾dém opakování. Pøi aplikaci na dopravní
data, konkrétnì fundamentální diagram, se v¹ak proces chová velice stabilnì a je dosahováno
stejných výsledkù. Na obr. 12 je ukázka aplikace na soubor dat 1. Parametrem pro hledání
shlukù je rychlost a byly hledány 4 shluky (kvùli náhodné volbì poèáteèních centroidù neod-
povídá jejich èíslování uspoøádání v grafu).
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Obrázek 12: Výsledky metody K-means pøi separaci fundamentálního diagramu
podle rychlosti do k = 4 shlukù: S4 (µ1 = 45 km/h, 87 350 m-tic), S1(µi = 99,3
km/h, 423 350 m-tic), S2(µ3 = 109,2 km/h, 1 356 800 m-tic) a S3 (µ2 = 117
km/h, 1 032 050 m-tic).

4.2 Hustota pravdìpodobnosti

K popisu pravdìpodobnosti výskytu náhodného diskrétního jevu po¾íváme tak zvanou prav-
dìpodobnostní funkci (tab. 2), která ka¾dému výsledku pøedepisuje pravdìpodobnost výskytu.
Souèet pravdìpodobností výskytu jednotlivých jevù je roven jedné.

Tabulka 2: Pravdìpodobnostní funkce výsledku hodu hrací kostkou.

xi P (X = xi)

1 1/6
2 1/6
3 1/6
4 1/6
5 1/6
6 1/6

V pøípadì spojité velièiny je pravdìpodobnostní funkce nahrazena hustotou pravdìpodob-
nosti f(x), která má jistou podobnost s histogramem dané velièiny, napøíklad normovaným
odstupem vozidel, jak je vidìt na obrázku 13. Narozdíl od pravdìpodobnostní funkce, respek-
tive diskrétní velièiny, nemá smysl urèovat pravdìpodobnost výskytu konkrétního jednoho
jevu, napøíklad èasové mezery o délce 1 s, proto¾e tato pravdìpodobnost by byla v¾dy rovna
nule. V pøípadì spojité velièiny je pravdìpodobnost dána plochou pod køivkou hustoty prav-
dìpodobnosti, èili celá tato plocha musí být rovna jedné a zároveò plocha pod jedním bodem je
rovna nule. Mù¾eme urèit pouze pravdìpodobnost výskytu jevu v urèitém rozsahu (napøíklad
výskyt èasové mezery v rozsahu 0,5-1,5 s) jako¾to integrál plochy pod køivkou.

Pro hustotu pravdìpodobnosti výskytu èasové mezery urèité délky se v dopravním in¾e-
nýrství pou¾ívá napøíklad exponenciální rozdìlení hustoty pravdìpodobnosti [20]
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Obrázek 13: Podobnost histogramu a hustoty pravdìpodobnosti (aproximace
odstupu pomocí exponenciálního rozdìlení (21)).

g(s) = Θ(s)λe−λs, (21)

kde λ > 0 je parametr související s danou velièinou, v na¹em pøípadì normovaným èasovým
odstupem vozidel s a Θ je Heavisidova funkce

Θ(s) =

{
1 pro s > 0

0 pro s ≤ 0
(22)

Tato aproximace je pomìrnì dobøe pou¾itelná pøi dopravních stavech s ni¾¹í hustotu do-
pravy. Pøi vysokých hustotách v¹ak zaène selhávat (jak je vidìt na obr. 14). Pravdìpodobnost
pro malé odstupy tak predikuje extrémnì nepøesnì. Lep¹í aproximaci empirických dat získáme
s takzvaným dvouparametrickým log-normálním rozdìlením (23)[23], které ji¾ respektuje mi-
nimální velikost èasového odstupu mezi vozidly pøi vysokých hustotách

g(s) = Θ(s)
1

sσ
√

2π
e−

(ln s−µ)2

2σ2 , (23)

kde σ a µ jsou kalibraèní parametry. Nicménì ani tato aproximace v¹ak není ideální, a to z dù-
vodu vy¹¹ích matematických principù, které jsou ji¾ nad rámec této práce a znalostí autora. V
následující kapitole (4.3) je tedy popsána tøetí hustota pravdìpodobnosti, u které bylo v nìko-
lika publikacích prokázáno, ¾e je schopna velice dobøe aproximovat hustotu pravdìpodobnosti
èasových odstupù vozidel za v¹ech zkoumaných podmínek.
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Obrázek 14: Srovnání exponenciální(λ = 1, (21)), log-normální (σ = 0,43;µ = 0;
(23)) a GIG (α = 0;β = 0,43; (24)) hustoty pravdìpodobnosti.

4.3 Inverzní Gaussova hustota pravdìpodobnosti (GIG)

Existuje jistá a pomìrnì pøekvapivá podobnost mezi chováním termodynamického plynu a
volného dopravního proudu (pøekvapivá je proto, ¾e termodynamický plyn je rovnová¾ná
soustava). Stejnì jako v dopravì, tak i u termodynamického plynu není mo¾né pøímo mìøit
interakce mezi jednotlivými vozidly nebo èásticemi. Av¹ak pro termodynamický plyn se po-
daøilo M. Krbálkovi odvodit statistické metody [3], které tyto interakce popisují nepøímo na
základì sledování rozdìlení hustoty pravdìpodobnosti jistých mikroskopických velièin. Tuto
metodu Krbálek úspì¹nì aplikoval na dopravní proud [14]. Bylo v¹ak potøeba splnit nìkteré
pøedpoklady. Rovnice pou¾ité pro termodynamický plyn jsou platné v¾dy pouze pro konkrétní
systém o urèité celkové energii. Pokud chceme zkoumat systém o jiné energii, je potøeba pa-
rametry rovnice upravit. Tento pøedpoklad je tedy nutné aplikovat i v pøípadì, ¾e chceme
stejnými metodami zkoumat dopravní proud a je nezbytné jej rozdìlit na úzké hustotní in-
tervaly.

V tìchto intervalech je následnì sledováno rozdìlení hustoty pravdìpodobnosti èasových
odstupù vozidel. Studie prokázala, ¾e tento postup lze k popisu interakcí mezi vozidly úspì¹nì
pou¾ít a navíc autoøi prokázali, ¾e chování øidièù není ve v¹ech stavech dopravního proudu
stejné a mìní se v závislosti na hustotì. Toto zji¹tìní je pomìrnì zásadní, jeliko¾ v souèasnosti
pou¾ívané dopravní modely a teorie u¾ívají zjednodu¹ující pøedpoklad, ¾e chování øidièe je
pøi rùzných stavech dopravního proudu konstantní.

Krbálek tento postup dále rozvíjí pro pøípad rozdìlení hustoty pravdìpodobnosti èaso-
vých odstupù vozidel èekajících na èervený signál na køi¾ovatce [11] a potvrdil pøedpoklad,
¾e chování kondenzovaného dopravního proudu mù¾e být lokálnì (pro úzké hustotní pásmo)
chápáno jako chování termodynamického systému (plynu). V následujících pracích [11] [17]
[12] [16] Krbálek postupnì formuluje jednoparametrické rozdìlení hustoty pravdìpodobnosti
(nazve jej GIG - generalized inverse gaussian distribution), které velice dobøe aproximuje hus-
totu pravdìpodobnosti èasových odstupù vozidel. V jedné ze svých posledních prací [15] poté
doplòuje i druhý parametr. Právì toto dvouparametrické rozdìlení hustoty pravdìpodobnosti
je pou¾ito v této práci (obr. 14) a
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je de�nováno rovnicí

℘(s) = AΘ(s)sαe−β/s−Ds, (24)

kde

D = α+ β +
3− e−

√
β

2
(25)

a

A−1 = 2(
β

D
)
α+1
2 Kα+1(2

√
(βD). (26)

Význam jednotlivých èlenù rovnic je následující: α a β jsou parametry funkce odhadnuté
estimaèním procesem (tzv. �továním), s je sledovaná velièina (v na¹em pøípadì normovaný
èasový odstup vozidel) a Kα je Mac-Donaldova funkce øádu α. Èlen e−β/s øídí funkci v ob-
lastech s → 0 (obr. 15, s < 0,5). Jeliko¾ v reálném dopravním proudu nebude nikdy èasová
mezera (respektive vzdálenost) mezi vozidly nulová, je i hustota pravdìpodobnosti výskytu
nulové èasové mezery (a blízkých hodnot) rovna nule. Èlen e−Ds pak øídí exponenciální chvost
funkce (obr. 15, s� 2), kdy se teoretická èasová mezera mezi vozidly blí¾í nekoneènu (v praxi
je maximální mo¾ná mezera dána nastavením detektoru).

Obrázek 15: Výsledek �tovacího procesu pro datový soubor 1; pruh 0; ρ = 55
[voz/h]; α = 0; β = 0,96.

Jak je naznaèeno v pøedchozím textu, odhad parametrù α a β je platný v¾dy jen pro
úzké rozpìtí hustoty (v této práci bylo zvoleno ∆ρ = 5 voz/km a pro zjednodu¹ení zápisu je
dále v práci v¾dy uvádìna pouze horní hranice rozpìtí), která do jisté míry èasové odstupy
s determinuje a je zøejmé, ¾e absolutní hodnoty s se budou pro rùzné hustoty a pozorování
li¹it. Abychom tedy aproximaèní funkci (24) mohli pou¾ít pro v¹echna hustotní pásma (pøí-
padnì rùzná mìøení) a zároveò mohli jednotlivé výsledky srovnávat, musíme èasové odstupy
s normovat na støední hodnotu 1.
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4.4 Statistická vzdálenost χ

Jak bylo zmínìno v pøedchozí kapitole, parametry α a β funkce (24) jsou získány estimaèním
procesem, neboli �továním. Pøi tomto procesu jsou do funkce (24) postupnì dosazovány rùzné
hodnoty α a β. Získané teoretické hustoty pravdìpodobnosti jsou srovnávány s hustotami
empirickými (obr. 15). Srovnávací kvantitou je statistická vzdálenost χ [16] a cílem je pro
dané hustotní pásmo a de�nièní obor α a β najít minimum funkce

χ(α,β) =

∫ ∞
0
|℘α,β(s)− h(s)|2se−sds, (27)

kde ℘α,β(s) pøedstavuje teoretickou hustotu pravdìpodobnosti podle (24), h(s) je empirická
hustota pravdìpodobnosti a se−s pøedstavuje váhu, pomocí které urèíme jaká �tovaná oblast
je pro nás þdùle¾itìj¹íÿ. Gra�cká reprezentace χ je zobrazena na obr. 16. Podrobnìji je vyu¾ití
statistické vzdálenosti v procesu iterace popsáno v kapitole 5.4.

Obrázek 16: Statistické vzdálenosti χ (27) (modrá plocha). Aplikace váhy se−s

zvý¹í význam exponenciální èásti funkce.

4.5 Konvoluce

Konvoluce je matematická operace, která zpracovává dvì funkce a je de�nována pøedpisem
[28]

g(x) ∗ h(x) =

∫ x

0
g(y) · h(x− y)dy. (28)

Algoritmicky probíhá proces tak, ¾e funkci h(x) otoèíme zrcadlovì kolem osy y a ve zvole-
ných krocích ji posunujeme po ose x zleva doprava. V ka¾dém kroku vypoèteme souèin funkcí
a plocha kterou nám tento souèin vytvoøí je hodnotou konvoluce pro dané x. Konvoluce je
vyu¾ívána hojnì pøi procesech zpracování signálu, kdy je pou¾ívána jako �ltr nebo maska.
Výsledek procesu je vidìt na obr. 17. Pro tuto práci je klíèové statistické vyu¾ití konvoluce,
kdy lze s její pomocí vypoèítat kombinovanou hustotu pravdìpodobnosti dvou nezávislých
velièin (kap. 6.1).
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Obrázek 17: Výsledek konvoluce (28) funkcí g(x) = Θ(x)e−xa a h(x) = Θ(x)e−xb

pro a = 2 a b = 4.

4.6 Kolmogorovùv-Smirnovùv test

Základní jednovýbìrový Kolmogorovùv-Smirnovùv test se pou¾ívá k ovìøení hypotézy, zda
náhodný výbìr pochází z daného rozdìlení pravdìpodobnosti (tzv. nulová hypotéza H0).
Základem testu je urèení maximální odchylky spojité (teoretické) distribuèní funkce F0(x) a
výbìrové (empirické) distribuèní funkce Fn(x) (29)

Dj = sup
−∞<x<∞

|Fj(x)− F0(x)| = max(D∗1, D
∗
2, ..., D

∗
j ), (29)

kde

D∗i = |Fj(xi)− F0(xi)|, i = 1,2,...,j. (30)

Gra�cky je hodnota Dj znázornìna na obr. 18. Je-li hodnota Dj vìt¹í ne¾ kritická, nulová
hypotéza se zamítá. Pro j < 40 je kritická hodnota tabelována, pro j > 40 a hladinu vý-
znamnosti 5 % se vypoète ze vztahu Dkrit = 1,36

√
2/j.Pokud teoretickou distribuèní funkci

F0(x) nahradíme druhým náhodným výbìrem, mù¾eme provést dvouvýbìrový Kolmogorovùv-
Smirnovùv test, pøi kterém testujeme hypotézu, zdali mají dva náhodné výbìry stejné roz-
dìlení pravdìpodobnosti (H0).
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Obrázek 18: Gra�cká reprezentace Dj (29). Na rozdíl od statistické vzdálenosti
χ (obr. 16) Kolmogorovská vzdálenostDj zohledòuje pouze maximální odchylku
mezi funkcemi.
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5 Fitovací procedura

5.1 Pøíprava dat

K dispozici bylo celkem 8 datových souborù o velikosti 3,2 GB. Mìøení bylo provedeno stejnou
technologií ve v¹ech pøípadech a na jedné komunikaci (viz. 3.1). Struktura v¹ech datových
souborù je tedy stejná, co¾ jejich zpracování znaènì ulehèilo. Jako pøíklad bude uvedeno
zpracování datového souboru 1, formát surových dat je v tabulce 3. Význam jednotlivých
sloupcù je následující:

Date Time Datum a èasová známka záznamu prùjezdu vozidla.

L Jízdní pruh (Levý jízdní pruh{0, Pravý jízdní pruh{1).

Occ Obsazenost detektoru (10.)

Gap Èasová mezera (9).

Ttime Cestovní èas (11).

Speed Rychlost vozidla (12).

Length Délka vozidla (13).

Category Kategorie vozidla (pøiøazena podle délky).

Tabulka 3: Ukázka surových dat, soubor 1.

Date Time L Occ[s] Gap[s] Ttime[s] Speed[km/h] Length[m] Category
2013-11-20 08:24:29 0 0,37 0,63 0,23 61 4,20 car
2013-11-20 08:24:30 0 0,34 0,48 0,23 63 4,10 car
2013-11-20 08:24:30 1 0,46 3,99 0,22 66 6,00 lor
2013-11-20 08:24:31 0 0,35 0,24 0,23 62 4,20 car
2013-11-20 08:24:31 0 0,37 0,15 0,23 62 4,30 car
2013-11-20 08:24:31 1 0,35 0,55 0,23 63 4,20 car
2013-11-20 08:24:32 0 0,37 0,65 0,25 57 3,90 car
2013-11-20 08:24:33 1 0,29 2,05 0,18 80 4,10 car
2013-11-20 08:24:34 0 0,33 1,47 0,23 63 3,90 car

Datový soubor splòuje ve¹keré po¾adavky potøebné pro tuto práci, vyjma pøesnosti èasové
známky záznamu. Pøi vy¹¹ích intenzitách a rychlostech dochází k diskredizaci intenzit (obr.
19 vlevo). Na¹tìstí je mo¾né kontinuální èas dopoèítat s pøesností 0,01 s ze sloupcù Gap a
Occ (14) a intenzity spoèítat s potøebnou pøesností (obr. 19 vpravo).

Jakmile je datový soubor doplnìn o kontinuální èas, èistý èasový odstup tc (15) a èasový
odstup th (14), mù¾eme jej rozdìlit na jednotlivé m-tice a vypoèítat lokální charakteristiky
dopravního proudu (pro úèely práce bylo zvolenom = 50voz, výpoèty jsou uvedeny v kapitole
3.2). Jednotlivé m-tice je nutné zaøadit do hustotních pásem Pfj = {5,10,15,...,80}voz/h
(intervaly jsou zprava otevøené, napø. pro Pj ∈ 〈5,10) ⇒ Pfj = 10), pro které jsou následnì
poèítány odhady parametrù α a β. Iteraèní proces rovnì¾ vy¾aduje normování tc a th na
støední hodnotu 1 (viz. 4.3).
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Obrázek 19: Ukázka diskredizace fundamentálního diagramu pøi nedostateèné
pøesnosti mìøení èasu prùjezdu vozidel.

5.2 Separace ovlivnìného dopravního proudu

Vzhledem k tomu, ¾e pøedmìtem práce je zkoumat interakce mezi vozidly a tyto interakce má
význam sledovat pouze v oblasti ovlivnìného dopravního proudu, je výhodné volný dopravní
proud z dat vyseparovat a významnì tak sní¾it výpoèetní nároènost úlohy. Bohu¾el není
zatím zøejmé, kde pøesnì hranice mezi volným a ovlivnìným dopravním proudem le¾í. Existuje
mnoho názorù. Napøíklad Kerner ve své práci [10] pøedkládá rozdìlení dopravního proudu na
volný a kondenzovaný, ten dále na synchronizovaný dopravní proud a rozprostøenou pohybující
se kolonu. Jak je vidìt na obr. 20, pokud máme k dispozici èasoprostorová data o vozidlech,
mù¾eme tyto stavy jasnì odli¹it. Bohu¾el pøi pou¾ití pro�lového mìøení není jednoznaèná
separace mo¾ná.

Mo¾né øe¹ení je vyu¾ití fundamentální hypotézy tøífázové teorie dopravy [9], která se
pokou¹í jednotlivé fáze dopravního proudu oznaèit v dvoudimenzionálním prostoru funda-
mentálního diagramu. Na obr. 21 je podle této teorie èárkovanì naznaèena oblast volného
dopravního proudu, teèkovanì potom oblast synchronizovaného dopravního proudu. Pøesnou
de�nici, podle které by se dal fundamentální diagram rozdìlit, Helbing (ani ostatní) nepøed-
kládá. To je v¹ak zásadní problém, chceme-li proces separace dopravního proudu opakovat u
rùzných mìøení a výsledky srovnávat. Je tedy nutné najít metodu, která mo¾ná nebude zcela
pøesná z pohledu teorie dopravního proudu, av¹ak poskytne matematicky pøesný a replikova-
telný proces.

Jako vhodný nástroj se jeví metoda K-means (kap. 4.1). Bylo provedeno nìkolik pokusù,
na jaký parametr (nebo jejich kombinace) ji aplikovat (napøíklad klasický korelaèní koe�cient
nebo Brownovský korelaènní koe�cient [25]). Vzhledem k tomu, ¾e v¹ak zatím neexistuje
uznaná a ovìøená metoda, jak dopravní proud dìlit, není mo¾né øíci, který parametr je pro
úèely separace vhodnìj¹í. Aby se tedy do procesu separace nevná¹ely dal¹í nejasnosti, byla
jako parametr pro metodu K-means zvolena rychlost. Výsledky metody jsou vidìt na obr. 21
a v tab. 4. Datový soubor byl v¾dy rozdìlen na 4 shluky, pøièem¾ první dva (sestupnì dle
rychlosti) byly z datového souboru vyøazeny (na obr. 21 èervený(2) a zelený(3) shluk). Takto
byly datové soubory upraveny pro dal¹í postup.
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Obrázek 20: Kernerovo rozdìlení dopravy na tøi fáze zobrazené v èasoprostoro-
vém diagramu [10].

Obrázek 21: Naznaèení aplikace fundamentální hypotézy tøífázové teorie do-
pravy. Èárkovanì volný, teèkovanì synchronizovaný dopravní proud, k jsou jed-
notlivé shluky získané metodou K-means (kap. 4.1).

5.3 Výpoèet multi tc

V kapitole 3.2 jsou uvedeny výpoèty charakteristik pro sousední vozidla. Tuto þvzdálenostÿ
oznaème jako n = 0 pro interakce vozidel k a k − 1 (èili n+ 2 je poèet vozidel a n+ 1 poèet
mezer). Chceme{li v¹ak pozorovat interakce vzdálenìj¹í, napøíklad mezi vozidly k a k − 2,

39



Tabulka 4: Výsledek aplikace metody K-means na datové soubory (v¾dy dva
nejrychlej¹í shluky byly z datového souboru odstranìny).

Soubor dat
(s-soubor,
p-pruh)

Celkem
pozorování

[mil.]

Pozorování
po separaci

[mil.]
Úbytek

Prùmìrná rychlost
shlukù [km/h]

s 1, p 0 2,93 1,80 39 % 117,0 109,3 99,3 45,0
s 1, p 1 3,45 2,53 27 % 100,2 93,1 86,6 42,3
s 2, p 0 3,17 1,61 49 % 124,6 114,8 102,3 62,3
s 2, p 1 3,21 1,69 47 % 106,7 98,1 90,8 56,6
s 3, p 0 2,89 1,80 38 % 120,1 110,9 98,7 41,3
s 3, p 1 3,49 1,70 51 % 102,9 94,4 86,4 38,5
s 4, p 0 0,27 0,14 51 % 118,1 109,0 98,1 48,7
s 4, p 1 0,34 0,16 54 % 101,0 92,8 85,9 73,2
s 5, p 0 2,70 2,25 17 % 120,1 108,7 93,7 51,2
s 5, p 1 3,68 1,83 50 % 102,3 91,8 80,3 46,3
s 6, p 0 3,27 1,64 50 % 123,8 113,0 99,2 60,6
s 6, p 1 3,12 1,39 55 % 106,2 96,6 88,8 55,9
s 7, p 0 3,07 1,25 59 % 121,4 111,4 97,6 45,0
s 7, p 1 3,29 0,97 70 % 103,8 94,7 87,1 43,2
s 8, p 0 2,98 2,41 19 % 119,7 111,7 102,2 44,3
s 8, p 1 3,40 0,93 73 % 103,1 95,1 88,4 41,7

kterou oznaèíme jako n = 1 (viz obr. 22), musíme zvolit vhodnou velièinu. V duchu kapitoly
4.3 budeme sledovat èistý èasový odstup vozidel, normovaný na støední hodnotu 1. Jak je
v¹ak zøejmé z rovnice (15), nezahrnuje èistý èasový odstup samotné vozidlo. Na¹e výpoèty
se tak posouvají do vy¹¹í roviny abstrakce, kdy sledujeme dopravní proud prostøednictvím
posloupnosti tc a pøítomnost vozidel jako takových prakticky ignorujeme. Tímto krokem na-
plníme pøedpoklady uvedené v kapitole 4.3 a na dopravní proud se budeme dívat jako na
termodynamický plyn, pøièem¾ vlastnosti dopravního proudu budeme popisovat hustotou
pravdìpodobnosti tcn, kdy

tcn =
n+2∑
k=1

tck. (31)

5.4 Dvouparametrická estimaèní metoda

Parametry α a β funkce (24) jsou v¾dy hledány pro úzké hustotní pásmo (v na¹em pøípadì
je ¹íøka pásma 5 voz/km) a estimaèní proces tedy pracuje pouze s m{ticemi, které do daného
hustotního pásma spadají. Cílem je najít minimum funkce (27) s pøesností urèení α a β na
dvì desetinná místa. Jako prostøedí pro implementaci iteraèní metody byl zvolen jazyk R [4] s
nadstavbou Rstudio [1], který je pro podobné úèely vhodný pøedev¹ím díky své jednoduchosti
a implementaci matematických a statistických nástrojù.

První iteraèní algoritmus je primitivní a spoléhá na hrubou výpoèetní sílu. Pro parametry
α a β v rozmezí 〈0,20〉 jsou spoèítány v¹echny hodnoty χ (27) a ve výsledné matici je hledána
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Obrázek 22: Princip výpoètu multi tc.

minimální hodnota χ s odpovídajícími hodnotami α a β. Tím je stanoven optimální �t pro
dané hustotní pásmo. Pøesto ¾e je metoda èasovì nároèná (matice má 4 mil. bunìk), její
hlavní výhoda spoèívá v robustnosti, jeliko¾ neznáme tvar plochy matice χ. Kdyby toti¾ tato
plocha nebyla monotónní a obsahovala lokální maxima a minima, mohly by optimalizované
metody hledání minima χ vést k mylným výsledkùm. Výsledky získané tímto algoritmem v¹ak
potvrdily monotónost matice (obr. 23 nahoøe). Víme-li, ¾e je matice monotónní, mù¾eme
pou¾ít optimalizované metody. Vzhledem k charakteru úlohy a ji¾ vytvoøenému kódu byla
zvolena velice jednoduchá, ale efektivní metoda dílèí matice. Postup algoritmu je následující:

1. Z de�nièního oboru α a β je vytvoøena dílèí matice 20×20 s poèátkem v bodì α = β ∼= 0
(z praktického hlediska výpoètu nejsou voleny nulové hodnoty).

2. Pro dílèí matici je proveden výpoèet χ.

3. Je nalezeno minumum χ[α,β], tato buòka je novým poèátkem pro dal¹í dílèí matici
20× 20 (z praktického hlediska se matice pøekrývají) a výpoèet se opakuje.

Výsledek tohoto procesu je vidìt na obr. 23 dole. V tomto pøípadì je je¹tì vidìt, ¾e
minimum matice je omezené de�nièním oborem α a β. Algoritmus byl tedy doplnìn o funkci,
která de�nièní obor α a β roz¹iøuje do doby, ne¾ je minimum matice nalezeno. Toto minimum
èasto le¾í na kraji matice, kdy se α nebo β = 0 (v pøípadì z obr. 23 se po roz¹íøení matice
iterace zastaví na hodnotách α = 23,2; β ∼= 0; χ = 1,10e−06).

Po zpracování v¹ech datových souborù se ukázalo, ¾e �tovací procedura vykazuje tyto
pravidelnosti:

• Minima matice χ le¾í prakticky na pøímce (v závislosti na pøesnosti výpoètu) α = β a¾
do kritického bodu (na obr. 23 α ∼= β ∼= 7,5), ve kterém pøevládne jeden z parametrù a
minimum matice þvyboèíÿ smìrem k jedné z os.

• Matice v¾dy obsahuje pruh hodnot s velice malými rozdíly, který je kolmý k diagonále
a le¾í v nìm minimum matice (na obr. 23 èervená oblast dat).

Tyto vlastnosti naznaèují, ¾e mezi parametry α a β existuje závislost, kterou je mo¾né
vyu¾ít pro dal¹í optimalizaci iteraèního algoritmu.
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Obrázek 23: Znázornìní matice χ pro datový soubor 1, rychlý pruh (barevné
mìøítko je logaritmické, χmax= 4,10e−03,χmin= 1,42e−06). Na horním obrázku
je zobrazen prùbìh izolinií kompletní matice. Patrná je monotónnost plochy a
její globální minimum (vpravo dole). V oblasti globálního minima jsou rozdíly
χ ji¾ velice malé. Na spodním obrázku je pak zobrazen výsledek optimalizované
metody pro stejná data, kdy jsou pro iteraci pou¾ity dílèí matice.

5.5 Dvouparametrická estimaèní metoda s vyu¾itím ekvivalentního roz-
ptylu

Zjevná závislost mezi parametry α a β poukazuje na skuteènost, ¾e empirická a teoretická
hustota pravdìpodobnosti musejí mít stejný (v rámci dané pøesnosti odhadu α a β na dvì
desetinná místa) rozptyl [13]. Známe-li tedy rozptyl empirické hustoty pravdìpodobnosti Vh(s),
mù¾eme spoèítat v¹echny kombinace α a β rozptylu teoretické hustoty pravdìpodobnosti
V℘(s)(α,β), aby platil vztah

Vh(s) = V℘(s)(α,β)(α = 0)(β = 0). (32)
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Hodnoty α a β pro ekvivalentní rozptyly jsou stanoveny pouze pro n = 0. Pro n > 0 je
nutné �tovací algoritmus následovnì upravit:

1. Mìjme data pro n = 9. Tyto data je nutné pøe¹kálovat na n = 0, co¾ provedeme podle
vzorce

tc0 =
tcn
n+ 1

. (33)

2. Následnì musíme rovnì¾ upravit rozptyl

V n=0
h(s) =

V n
h(s)

(n+ 1)2
. (34)

3. Odhadneme hodnoty α a β pro n = 0 a splòující podmínku (32).

4. Pøevedeme hodnoty α a β pro n = 9

αn = α0,

βn = β0 · (n+ 1).
(35)

Podmínka (32) nám v matici χ de�nuje odpovídající dvojce α a β, pro které má smysl
iteraci provádìt. Na obr. 24 jsou tyto dvojce znázornìny øadou bodù a srovnány s výsledkem
získaným optimalizovanou metodou z kap. 5.4. Z barevného mìøítka je zøejmé, ¾e hodnoty
χ získané s vyu¾itím ekvivalentního rozptylu (χmin = 1,03e−03, v obrázku znázornìné øadou
bodù) jsou o nìkolik øádù vy¹¹í ne¾ pøi pou¾ití optimalizované metody (χmin = 1,10e−06, v
obrázku znázornìné plochou) a rovnì¾ se li¹í odhady parametru α = 17,2, β = 2,2 respektive
α = 23,2, β ∼= 0. To je zapøíèinìno tím, ¾e výbìr mo¾ných α a β je podmínkou (32) znaènì
omezen a není proto dosa¾eno tak pøesného �tu jako v pøípadì optimalizované metody, která
v¹ak pracuje s nereálnými hodnotami α a β, a ¾e pro �tování jsou data pøedvedena na n = 0
co¾ vede ke zmìnì tvaru plochy χ.

Obrázek 24: Znázornìní matice χ pro datový soubor 1, rychlý pruh (barevné
mìøítko je logaritmické), χmax= 2,16e−02,χmin= 1,10e−06). Plocha znázoròuje
výsledek optimalizované iteraèní metody z kap. 5.4. Øada bodù pøedstavuje
kombinace α a β, pro které je splnìna podmínka ekvivalentního rozptylu (32).
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5.6 De�nièní obor estimace

Pùvodním zámìrem bylo provést �tovací proceduru zvlá¹» pro ka¾dý datový soubor a ka¾dý
jízdní pruh. S postupem práce se v¹ak ukázalo, ¾e i tak velký soubor dat, jaký byl k dispozici,
má svá omezení. Jak je uvedeno v pøedchozích kapitolách, �tování parametrù α a β je pro-
vádìno pro úzká hustotní pásma, pøièem¾ hustota je de�nována pro jednotlivé m-tice. Tyto
m-tice jsou tedy sdru¾eny do dílèích souborù dat se stejnou hustotu (respektive s hustotou ve
stejném intervalu). Jak je vidìt z tabulky 6 a 7, pro okrajová hustotní pásma se poèet mìøení
pro jednotlivá hustotní pásma rychle sni¾uje a¾ na úroveò desítek mìøení, co¾ je pro vìrohod-
nou �tovací proceduru nedostateèné. Rovnì¾ je velká diference mezi levým (0) a pravým (1)
jízdním pruhem, kdy v levém jízdním pruhu pozorujeme vìt¹í rozsah hustot (5{80 voz/km)
ne¾ v pruhu pravém (5{65 voz/km) a výraznì se li¹í distribuce mìøení mezi hustotní pásma.
Pro rozmezí 10{20 voz/km je v levém pruhu cca 155 tis. mìøení a v pravém 620 tis., pøièem¾
celkový poèet mìøení je 1,8 mil respektive 2,53 mil (tab. 4).

Na dal¹í úskalí v mno¾ství dat narazíme v situaci, kdy chceme na data uplatnit Kolmo-
gorovùv - Smirnovùv test (kap. 4.6), jeho¾ kritická hodnota vychází z poètu mìøení a je mu
nepøímo úmìrná. Pokud tedy bude j pøíli¹ velké, nulová hypotéza bude v¾dy zamítnuta. Byla
tedy zvolena hodnota j = 5000, pøi které je zachována rozumná hodnota Dkrit ale zároveò
je zachována statistická smysluplnost testu. Rozdìlení datových souborù na dal¹í dílèí celky
(po 5000 mìøeních) by v¹ak v praxi vedlo k tomu, ¾e bychom mohli pracovat pouze s velice
omezeným rozsahem hustot, ve kterých jsme schopni získat alespoò jeden takovýto blok dat
(bloky musely být stejnì velké z dùvodu po¾adavku stejné hodnoty Dkrit).

Pro dal¹í práce bylo tedy nutné datové soubory slouèit. Rovnì¾ bylo rozhodnuto, ¾e ko-
neèná analýza bude provedena pouze na levém jízdním pruhu, ve kterém je k dispozici mnohem
vìt¹í rozsah hustot a dopravní proud je více homogenní (viz tab. 1). Dále bylo rozhodnuto,
¾e pro dal¹í vyhodnocení budou pou¾ity hustoty v rozsahu þpouzeÿ 25{65 voz/km (tab. 8).
Spodní hranice je dána pøedpokladem, ¾e pøi ni¾¹ích hustotách se u¾ dostáváme do oblasti vol-
ného dopravního proudu. Horní hranice je dána poètem mìøení, které pøi hustotì 65 voz/km
a slouèení v¹ech datových souborù vystaèí pouze na jeden soubor 5000 mìøení.

5.7 Výsledek estimace

V prvním kroku byly hodnoty α a β iterovány dle pùvodního zámìru pro v¹echny datové
soubory, oba jízdní pruhy a n = {1,2,...,9}. Obdobnì jako u ostatních charakteristik byly i
zji¹tìné hodnoty α a β pro jednotlivé datové soubory velice podobné (viz tab. 5). Jako pøíklad
jsou uvedeny hodnoty z datového souboru 1. Na obr. 27 jsou výsledné hodnoty α a β pro rùzné
hustoty a n (pro sousední vozidla n = 0) znázornìní gra�cky (respektive èíselnì v tabulce 6
a 7). Ve spodní èásti obrázku je dobøe patrné, ¾e β má rostoucí tendenci smìrem k vy¹¹ím
hustotám a vy¹¹ím n. To je dáno tím, ¾e parametr β øídí ¹pièatost funkce (24) (viz obr. 26).

Stejným zpùsobem se chová i empirická hustota pravdìpodobnosti èasových odstupù tc
(obr. 25), jeliko¾ pøi vy¹¹ích hustotách dopravního proudu se zmen¹ují rozdíly mezi odstupy
jednotlivých vozidel (pøibli¾ujeme se k saturovanému dopravnímu proudu). U hodnoty α ce-
loplo¹ný trend nepozorujeme, ale jistou pravidelnost lze nalézt u extrémních pøípadù hustot.
To je zapøíèinìno pravdìpodobnì tím, ¾e parametr α øídí tvar funkce (24) zejména v expo-
nenciální oblasti a pøi minimálních hustotách dopravního proudu získáváme vlivem extrémnì
velkých odstupù tc dlouhý exponenciální chvost hustoty pravdìpodobnosti s ostrým zlomem.
V oblasti maximálních hustot jsou vysoké hodnoty α zapøíèinìny spí¹e nestabilitou výpoètu,
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Obrázek 25: Empirické hustoty pravdìpodobnosti pro rùzná hustotní pásma
dopravního proudu. Je patrné, ¾e s narùstající hustotou roste i ¹pièatost funkce
a maximum se posouvá smìrem ke støední hodnotì 1 pro n = 0, co¾ naznaèuje
zmen¹ování rozptylu hodnot tc.

která je zpùsobena malým poètem mìøení. Tato nestabilita se projeví rovnì¾ skokovým ná-
rùstem smìrodatné odchylky odhadu α a β pøi vysokých hustotách v tabulce 5. Výsledky z
prvního kroku nám poslou¾í jako kontrolní pro dal¹í postup, kdy jsme z dùvodù uvedených
v pøedchozí kapitole (5.6) slouèili v¹echny datové soubory do jednoho a pracovali v rozsahu
hustot 25{65 voz/km.

Tabulka 5: Pruh 0, n = 0, datové soubory zpracované zvlá¹».

α β

[voz/km] Prùmìr Smìrodatná odchylka Prùmìr Smìrodatná odchylka

5 0,00 0,00 0,00 0,00

10 0,00 0,00 0,00 0,00

15 0,00 0,00 0,00 0,00

20 0,00 0,00 0,00 0,00

25 0,00 0,00 0,00 0,00

30 0,16 0,15 0,05 0,07

35 0,00 0,00 0,33 0,12

40 0,00 0,00 0,57 0,18

45 0,00 0,00 0,80 0,19

50 0,04 0,12 0,97 0,22

55 0,00 0,00 1,06 0,23

60 0,01 0,04 1,14 0,47

65 0,00 0,00 1,58 0,43

70 0,00 0,00 1,87 0,30

75 1,15 2,81 1,51 0,78

80 3,29 4,65 1,53 2,17

Slouèení datových souborù do jednoho velkého datového souboru bylo klíèovým krokem
práce, který výraznì zjednodu¹il zpracování dat, ale hlavnì umo¾nil provést analýzu inter-

45



akcí pomocí konvoluce a Kolmogorovova-Smirnovova testu. Jak je vidìt v tabulce 8, ani po
slouèení není dostupných dat pøíli¹. Pro nejvy¹¹í hustotu provozu 65 voz/km je k dispozici
právì jedna sada 5000 mìøení. V tabulce 9 je vidìt srovnání obou pøístupù. Rozdíly jsou
malé a jsou zpùsobené pøedev¹ím vyhlazením empirických hustot pravdìpodobnosti, proto¾e
pøi slouèení 8 datových souborù do jednoho se nám úmìrnì zvedl poèet mìøení ve jednotli-
vých hustotních pásmech prùmìrnì cca 8krát. Takto získané hodnoty parametrù α a β nám
potvrdily stabilitu �tovacího procesu a zároveò nám poslou¾ily jako výchozí hodnoty pro
Kolmogorovùv-Smirnovùv test.

Obrázek 26: Ukázka vlivu parametrù α a β na tvar hustoty pravdìpodobnosti
(24).
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Obrázek 27: Srovnání globálního prùbìhu parametrù α a β (prùbìh je obdobný
pro v¹echny datové soubory). U parametru β mù¾eme pozorovat jasný rostoucí
trend smìrem k vysokým hodnotám hustoty dopravního proudu a vzdálenosti
n.
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Tabulka 6: Výsledné hodnoty α a β, poèet mìøení, soubor dat 1, pruh 0.

n 0 1 2 3 4 5 6 7 8 9

[voz/km] α

5 0,00 0,67 1,57 2,55 3,32 4,15 4,95 5,76 6,58 7,47

10 0,00 0,00 0,10 0,37 1,74 2,26 2,81 3,41 4,04 4,72

15 0,00 0,00 0,00 0,00 0,15 0,32 0,47 0,62 3,78 4,33

20 0,00 0,00 0,00 0,00 0,00 0,06 0,20 0,34 0,48 0,61

25 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,01 0,12 0,29

30 0,21 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

35 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

40 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

45 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 20,28

50 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

55 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 28,41

60 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

65 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

70 0,00 0,00 0,00 0,00 0,00 0,00 0,00 1,67 3,51 6,47

75 0,00 0,00 2,36 4,18 7,71 33,43 39,54 8,35 12,30 15,35

80 6,58 0,00 18,45 24,51 30,25 32,33 36,04 39,00 42,48 49,00

β

5 0,00 0,02 0,01 0,00 0,00 0,00 0,00 0,00 0,00 0,00

10 0,00 0,08 0,63 1,12 0,03 0,04 0,04 0,05 0,04 0,04

15 0,00 0,08 0,77 2,03 3,23 4,58 6,32 8,36 0,04 0,05

20 0,00 0,18 1,08 2,59 4,66 7,06 9,38 12,08 15,16 18,67

25 0,00 0,47 1,77 3,77 6,45 9,80 13,83 18,66 23,23 27,99

30 0,00 0,92 2,75 5,42 8,96 13,32 18,49 24,51 31,52 39,27

35 0,20 1,82 4,78 8,88 14,14 20,80 28,73 37,84 47,89 58,81

40 0,43 2,83 6,97 12,72 20,07 28,74 39,40 51,62 65,36 81,23

45 0,66 3,66 8,63 15,54 24,26 34,77 47,45 61,36 77,65 0,10

50 0,88 4,54 10,51 18,92 29,41 42,81 57,99 75,21 95,15 117,28

55 1,07 5,33 12,31 21,88 33,89 48,74 65,81 86,72 108,50 0,14

60 1,17 6,13 14,93 27,11 43,14 61,90 84,39 111,98 139,29 172,90

65 1,22 6,07 14,19 25,40 39,83 57,69 77,85 96,45 118,38 144,59

70 1,85 8,90 22,18 40,29 63,84 89,71 116,49 142,74 159,51 165,72

75 1,49 9,01 18,16 33,14 41,84 0,39 0,33 136,55 136,81 152,97

80 0,00 14,03 0,10 0,18 0,07 0,09 0,12 0,15 0,18 0,24

Poèet mìøení

5 10923 10950 10950 10950 10950 10950 10950 10950 10950 10950

10 34504 35041 35135 35148 35150 35150 35150 35150 35150 35150

15 112999 114521 114976 115079 115096 115099 115100 115100 115100 115100

20 143179 144801 145282 145428 145445 145445 145444 145443 145442 145441

25 91962 92837 93046 93088 93097 93096 93100 93100 93100 93100

30 37006 37287 37339 37347 37350 37350 37350 37350 37350 37350

35 20125 20233 20244 20249 20250 20250 20250 20250 20250 20250

40 22471 22530 22550 22550 22550 22550 22550 22550 22550 22550

45 19908 19938 19950 19950 19950 19950 19950 19950 19950 19950

50 13724 13744 13750 13750 13750 13750 13750 13750 13750 13750

55 7640 7649 7650 7650 7650 7650 7650 7650 7650 7650

60 3248 3250 3250 3250 3250 3250 3250 3250 3250 3250

65 1299 1300 1300 1300 1300 1300 1300 1300 1300 1300

70 250 250 250 250 250 250 250 250 250 250

75 100 100 100 100 100 100 100 100 100 100

80 50 50 50 50 50 50 50 50 50 50
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Tabulka 7: Výsledné hodnoty α a β, poèet mìøení, soubor dat 1, pruh 1.

n 0 1 2 3 4 5 6 7 8 9

[voz/km] α

5 0,17 1,45 2,90 4,46 6,02 7,54 9,13 10,73 12,51 14,15

10 0,00 0,18 2,71 3,88 5,15 6,51 7,88 9,34 10,95 12,65

15 0,00 0,14 0,26 0,34 0,43 7,09 8,39 9,72 11,15 12,66

20 0,00 0,12 0,24 0,25 0,28 0,23 0,20 10,94 12,39 14,00

25 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

30 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

35 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

40 0,00 0,00 0,00 0,00 0,00 0,00 17,87 20,74 23,39 26,03

45 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 18,61 20,74

50 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

55 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

60 0,00 0,00 0,00 0,00 0,00 0,00 1,13 2,39 22,72 24,51

65 0,00 1,16 0,00 0,00 0,00 0,69 1,42 3,05 40,23 49,26

β

5 0,02 0,02 0,01 0,00 0,00 0,00 0,00 0,00 0,00 0,00

10 0,04 0,90 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

15 0,13 1,37 3,70 7,23 11,83 0,00 0,01 0,01 0,02 0,03

20 0,18 1,63 4,30 8,49 14,05 21,28 29,85 0,00 0,00 0,01

25 0,24 2,07 5,49 10,39 16,67 24,63 33,96 45,03 58,07 72,63

30 0,40 2,84 7,25 13,60 21,99 31,93 43,76 58,10 74,56 91,96

35 0,55 3,40 8,41 15,54 24,89 36,37 49,95 66,28 84,61 105,72

40 0,62 3,74 9,54 18,02 28,97 42,81 0,00 0,08 0,10 0,12

45 0,59 3,40 8,13 14,74 23,36 33,77 46,67 61,36 0,00 0,10

50 0,56 3,06 7,61 13,87 21,48 30,26 40,56 52,46 66,55 81,23

55 0,31 1,64 4,06 7,32 11,35 16,39 22,68 30,10 38,22 47,90

60 0,62 4,83 11,29 21,29 33,89 46,89 57,91 69,31 0,24 0,45

65 2,00 7,86 23,45 39,35 62,01 85,58 106,36 131,01 0,20 0,25

Poèet mìøení

5 64340 64350 64350 62450 64350 64350 62450 64350 64350 64350

10 58604 58845 58850 56050 58850 58850 56050 58850 58850 58850

15 404365 405403 405449 391000 405450 405450 391000 405450 405450 405450

20 314081 314663 314694 310147 314696 314695 310144 314693 314692 314691

25 41000 41092 41099 41050 41100 41100 41050 41100 41100 41100

30 15022 15042 15050 15050 15050 15050 15050 15050 15050 15050

35 10777 10800 10800 10800 10800 10800 10800 10800 10800 10800

40 5541 5550 5550 5550 5550 5550 5550 5550 5550 5550

45 1698 1700 1700 1700 1700 1700 1700 1700 1700 1700

50 647 650 650 650 650 650 650 650 650 650

55 297 299 300 300 300 300 300 300 300 300

60 150 150 150 150 150 150 150 150 150 150

65 100 100 100 100 100 100 100 100 100 100
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Tabulka 8: Pruh 0, datové soubory slouèené.

[voz/km] 30 35 40 45 50 55 60 65

n = 1 α 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

β 0,23 0,60 0,85 1,05 1,28 1,47 1,54 2,02

n = 2 α 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00

β 1,95 3,47 4,44 5,24 6,13 6,93 7,29 9,34

n = 3 α 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,69

β 5,06 8,41 10,51 12,31 14,19 16,19 17,13 19,77

n = 4 α 0,00 0,00 0,00 0,00 0,00 0,00 0,00 1,01

β 9,51 15,54 18,92 22,20 25,40 28,54 30,68 34,42

n = 5 α 0,00 0,00 0,00 0,00 0,00 0,32 0,45 1,72

β 15,32 24,57 29,85 35,06 39,08 43,41 45,86 51,54

n = 6 α 0,24 0,17 0,00 0,00 0,14 0,78 0,50 1,70

β 21,24 34,88 43,58 50,72 55,62 60,42 65,49 73,57

n = 7 α 0,47 0,31 0,00 0,00 0,56 1,02 1,25 1,84

β 28,09 46,98 59,17 68,87 73,96 82,22 86,11 99,02

n = 8 α 0,75 0,55 0,00 0,00 0,75 28,80 1,16 2,40

β 35,71 60,68 78,71 91,34 96,11 0,12 114,41 124,06

n = 9 α 0,94 0,66 0,00 0,00 1,06 32,25 1,48 1,83

β 44,78 76,88 100,09 114,90 120,50 0,15 142,07 159,18

Poèet mìøení 435050 218900 122450 74150 49500 28200 14550 5650

Tabulka 9: Srovnání variant �tování, pruh 0, n = 0.

α β

[voz/km] Zvlá¹» (prùmìr) Slouèené Zvlá¹» (prùmìr) Slouèené

30 0,16 0,00 0,05 0,23

35 0,00 0,00 0,33 0,60

40 0,00 0,00 0,57 0,85

45 0,00 0,00 0,80 1,05

50 0,04 0,00 0,97 1,28

55 0,00 0,00 1,06 1,47

60 0,01 0,00 1,14 1,54

65 0,00 0,00 1,58 2,02
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6 Odhad interakèní vzdálenosti vozidel

6.1 Aplikace principu konvoluce

Stanovení interakèní závislosti vozidel pomocí pøímých metod je znaènì komplikované, proto¾e
èasto ani sám øidiè si není vìdom, kolik vozidel pøed sebou bere v potaz. Je tedy nutné hledat
metody nepøímé. V pøedchozích kapitolách jsme detailnì popsali proces, kterým jsme schopni
pomìrnì pøesnì aproximovat hustotu pravdìpodobnosti èasových odstupù mezi vozidly tcn
pro sousední n = 0 a vzdálenìj¹í vozidla n = {1,2,...} (obr. 22). K aproximaci hustoty pravdì-
podobnosti jsme pou¾ili funkci (24) de�novanou pomocí parametrù α a β, které jsme získali
�továním pro vybraná hustotní pásma a hodnoty n (viz tab. 8). Na takto de�nované teore-
tické hustoty pravdìpodobnosti mù¾eme pou¾ít princip konvoluce, který nám øíká, ¾e pokud
jsou náhodné velièiny x a x|n nekorelované, mù¾eme hustotu pravdìpodobnosti ℘(s)(x|n+ 1)
spoèítat jako konvoluci hustot pravdìpodobností tìchto náhodných velièin

℘(x|n+ 1) = ℘(x) ∗ ℘(x|n), (36)

kde v na¹em pøípadì je x teoretická hustota pravdìpodobnosti dle funkce (24) pro n = 0 a
x|n je teoretická hustota pravdìpodobnosti pro n = {0,1,...,9}. Výsledek tohoto procesu je
vidìt na obrázku 28, kde byla vypoètena konvoluce pro n+ 1 = 2.

Pøijmeme tedy nulovou hypotézu, ¾e interakce vozidel na vzdálenost n + 1 = 2 (tedy 4
vozidla a 3 mezery, viz. kap. 5.3) je statisticky nevýznamná , pokud je statisticky nevýznamný
i rozdíl mezi výsledkem konvoluce a empirickou hustotou pravdìpodobnosti pro dané n +
1, proto¾e v tomto pøípadì nejsou tyto dvì velièiny korelované a související vozidla mezi
sebou nevyvíjí ¾ádnou interakci. V opaèném pøípadì, kdy se výsledek konvoluce a pøíslu¹né
empirické hustoty pravdìpodobnosti významnì li¹í, je nutné nulovou hypotézu zamítnout, co¾
je dùsledek interakce pøíslu¹ných vozidel a vzniku korelaèního vztahu mezi x a x|n [13].

Obrázek 28: Ukázka výpoètu konvoluce, n = 1 a 40 [voz/km]
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6.2 Detekce interakèní vzdálenosti pomocí Kolmogorov-Smirnovova testu

Abychom mohli urèit, zdali je nulová hypotéza z pøedchozí kapitoly splnìna, musíme pou¾ít
vhodný statistický test. Jako ideální se jeví Kolmogorovská vzdálenost (4.6) Dj , která pracuje
s distribuèní funkcí. To je pro nás výhodné, proto¾e teoretická hustota pravdìpodobnosti se
mù¾e od empirické hustoty pravdìpodobnosti lokálnì významnì li¹it, av¹ak pøepoèet obou
hustot na distribuèní funkci tyto lokální odchylky èásteènì eliminuje. Kolmogorùv-Smirnovùv
test má rovnì¾ vìt¹í sílu testu ne¾, známìj¹í χ2. Jak bylo zmínìno v pøedchozích kapitolách,
výsledek testu je závislý na poètu pozorování. Èím je poèet pozorování vìt¹í, tím je test
þpøísnìj¹íÿ, jeliko¾ se hodnota Dkrit sni¾uje. Zároveò je zøejmé, ¾e pokud se v hustotoních
pásmech bude li¹it poèet pozorování, co¾ se nám pro rùzná hustotní pásma li¹í, budou se
li¹it i výsledky testu a nebude mo¾né je vzájemnì porovnat. Datový soubor byl tedy rozdìlen
na bloky po 5000 mìøeních, pro které Dkrit = 0,0272 (na hladinì významnosti 0,05). Díky
tomuto kroku mù¾eme jednotlivé datové soubory mezi sebou srovnávat.

Samotné testování poté probíhá tak, ¾e pro ka¾dý blok dat a ka¾dé n je vypoètena konvo-
luce, která je testována s empirickou hustotou pravdìpodobnosti tohoto bloku dat, pøièem¾
oboje je pro úèel testu pøevedeno na distribuèní funkci. Pro ka¾dý blok dat je tedy vyhotoven
graf jako na obr. 28, empirická hustota n+ 1 a výsledek konvoluce je pøeveden na distribuèní
funkci a tyto dvì distribuèní funkce jsou podrobeny Kolmogorovu-Smirnovovu testu, èím¾ zís-
káme hodnotu Dj pro daný blok dat. Pro ka¾dé hustotní pásmo tak získáme nìkolik hodnot
Dj , jak je vidìt na obrázku 29, kde jsou hodnoty Dj pro jednotlivá hustotní pásma zobrazeny
pomocí tzv. boxplotu. Pro poslední hustotní pásmo 65 voz/km máme k dispozici pouze jeden
blok dat a je tedy zobrazena pouze støední hodnota.

Obrázek 29: Výsledek Kolmogorov-Smirnovova testu. Poèet výsledkù se pro jed-
notlivá hustotní pásma li¹í v závislosti na poètu mìøení. Èerná èára pøedstavuje
hodnotu Gkrit, pøi jejím¾ pøekroèení zamítáme nulovou hypotézu.

Pomìrnì velký rozptyl hodnot Dj v rámci jednoho hustotního pásma je dán postupem
výpoètu, kdy empirické hustoty pravdìpodobnosti pro jednotlivé 5000 bloky dat srovnáváme
s teoretickými hustotami pravdìpodobnosti dle tab. 8 kde jsou hodnoty α a β stanoveny pro
hustotní pásmo jako celek. Bylo by sice mo¾né hodnoty α a β urèit znovu pro ka¾dý blok
5000 dat, co¾ by v¹ak mìlo negativní dopad na interpetovatelnost výsledkù a ztratili bychom
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informaci o variabilitì dat a stabilitì testu. Abychom v¹ak mohli z výsledkù testu uèinit
konkrétní závìr, musíme pøijmout jisté zjednodu¹ení. Jako reprezentativní hodnota pro ka¾dé
hustotní pásmo byl tedy zvolen aritmetický prùmìr Dj .

Obrázek 30: Výsledek Kolmogorov-Smirnovova testu - prùmìr hodnot Dj .
Èerná èára pøedstavuje hodnotu Dkrit, pøi jejím¾ pøekroèení zamítáme nulo-
vou hypotézu.

Pøi pohledu na obrázek 30 mù¾eme vidìt, pro které hodnoty n a hustoty dopravního
proudu byla nulová hypotéza zamítnuta (nad èernou èárou, není mo¾né vylouèit interakce
mezi vozidly) a pro které hodnoty nebyla zamítnuta (pod èernou èárou, interakce mezi vozidly
je mo¾né vylouèit). Výsledky naplnily oèekávání a potvrdily závislost intenzity interakcí mezi
vozidly na hustotì dopravního proudu a vzdálenosti vozidel, kdy je jasnì patrný trend klesající
míry interakce pro vy¹¹í hustoty a vzdálenosti. Pod kritickou hodnotu se nedostanou pouze
hustotní pásma 30 a 35 voz/hod, co¾ samozøejmì není reálné , nicménì pøi pohledu na obr.
29 je vidìt, ¾e nìkteré bloky dat tìchto hustotních pásem pod kritickou hodnotu klesly. Pro
vy¹¹í hustoty se ji¾ výsledek chová dle oèekávání a rostoucí tendence Dj pro vysoká n > 6 lze
pøièíst nestabilitì výpoètu v tìchto oblastech, a to témìø ve v¹ech krocích výpoètu, odhadem
α a β poèínaje.

Klíèové jsou v¹ak hodnoty pro n = 1 (tedy interakce pøes dvì mezery, neboli mezi k-tým a
k−2 vozidlem na obr. 22), kde pro hustotní pásma 30-60 voz/hod nulovou hypotézu zamítáme
a hustotní pásmo 65 voz/hod je hranièní. To potvrzuje na¹i úvodní hypotézu, ¾e interakce
neprobíhá pouze mezi sousedními vozidly, ale sahá nejménì o jedno vozidlo dále.
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7 Závìr

Podaøilo se prokázat, ¾e pøedpoklady pou¾ité v souèasné teorii dopravního proudu a v tzv.
car-following modelech nejsou pøesné. Chování øidièe není ovlivnìno pouze nejbli¾¹ím pøed-
cházejícím vozidlem, ale je ovlivnìno nejménì dvìma pøedcházejícími vozidly (v rozsahu vy-
¹etøovaných hustot dopravního proudu), v nìkterých pøípadech v¹ak i ètyømi a¾ pìti vozidly
(u ni¾¹ích hustot). Tento výsledek podporují i dal¹í metody uvedené v [13] a rovnì¾ je toto
chování povìdomé samotným øidièùm, kteøí pøirozenì sledují provoz i dále, ne¾ jen po nejbli¾¹í
pøed nimi jedoucí vozidlo. Hranièní nález v hustotním pásmu 65 voz/hod naznaèuje, ¾e toto
zji¹tìní nemusí být zcela platné v pøípadech extrémnì vysokých hustot, bohu¾el v¹ak nebylo
mo¾né tyto stavy dopravního proudu vy¹etøit z dùvodu nedostatku dat v této oblasti. Uve-
dená zji¹tìní jsou pro oblast teorie dopravního proudu pomìrnì významná a v jejich výzkumu
je nutno pokraèovat.

Pokud pøijmeme (respektive potvrdíme) pøedpoklad, ¾e chování øidièe, respektive vozidla,
není funkcí pouze k− 1 vozidla, ale je funkcí mno¾iny vozidel {k− 1,k− 2,...,k− n}, musíme
v první øadì stanovit míru, s jakou se jednotlivá vozidla na chování k-tého vozidla podílejí.
Problematika je analogická se situací, kdy vy¹etøujeme sílu, kterou pùsobí na tìleso jedna pru-
¾ina a silou, kterou pùsobí soustava pru¾in (je napøíklad nutné urèit, jestli je toto pùsobené
paralelní, sériové, nebo kombinované). Pokud se podaøí tyto závislosti nalézt, bude je mo¾né
implementovat do nového modelu dopravního proudu (car-following 2.0) a následnì je pro-
mítnout napøíklad do normativù popisujících kapacitní výpoèty nebo modelovacích softwarù.
To by v koneèném dùsledku mìlo vést ke zvý¹ení pøesnosti dopravnì in¾enýrských výpoètù a
analýz, které jsou dùle¾itým podkladem pro plánování rozvoje dopravní infrastruktury.
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8 Pøílohy

8.1 R code

8.1.1 Úvod

Numerická aplikace analytických funkcí byla stì¾ejní èinností této práce a byla provedena v
prostøedí jazyka R [4], který je pro podobné aplikace ideální. Hlavní výhodou je jeho univer-
zálnost, která vychází z open source licence a ¹iroké komunity u¾ivatelù, kteøí tvoøí nepøeberné
mno¾ství doplòujících balíèkù a funkcí. Jazyk R je mo¾né pou¾ívat jednak jako konzoli pro
pøímou manipulaci a vyhodnocení dat, nebo vytváøet komplexní skripty a funkce, co¾ byl i
pøípad této práce. Vyu¾ita byla i mo¾nost paralelizace výpoètu (na 8 vláken) jeliko¾ èasová
nároènost nìkterých úloh byla pøi jednovláknové aplikaci neúnosná. Celkem bylo tedy v rámci
této práce napsáno cca 1200 øádkù kódu a vytvoøena øada netriviálních funkcí, díky kterým
bylo mo¾né informace ulo¾ené v balíku 3,2 GB surových dat vytì¾it a pou¾ít pro formulaci zá-
vìrù uvedených v této práci. V rámci pøílohy jsou klíèové funkce struènì popsány a je uveden
jejich zdrojový kód, co¾ v první øadì umo¾ní lépe pochopit postup výpoètu a v druhé øadì
mohou pøípadní zájemci tyto funkce vyu¾ít pro svoje vìdecké práce nebo ovìøení výsledkù v
této práci uvedených.

8.1.2 Naètení a pøíprava dat

Prvním krokem celého procesu je transformace surových dat do vhodného formátu. Bylo
nutné odstranit prázdné a kontrolní sloupce (øádek 4) a sloupce pøejmenovat (øádek 6). Poté
pøevést proprietální textový formát data a èasu do formátu pou¾itelného v jazyce R (øádek
9), vypoèítat hodnoty tc a th (øádky 16 a 17) a nakonec datový soubor oèistit od odlehlých
nebo chybových mìøení (øádek 18 a 19).

1 nacteni_dat _1= function(nazev)

2 {

3 data=read.csv2(paste(nazev ,"csv",sep="."),header=FALSE ,sep=";",dec="

,",strip.white=TRUE ,stringsAsFactors=FALSE)

4 data=data[-1,-c(10 ,9)]

5 #data=data [1:200000 ,] #testovací zkrácení

6 colnames(data)=c("time","line","occupancy","gap","travel_timme","

speed","length","category")

7 data$date=data$time

8 row.names(data)=NULL

9 data$time=as.numeric(as.POSIXct(strptime(data$time , "%Y-%m-%d %H:%M

:%S"))) #represents the (signed) number of seconds since the

beginning of 1970 (in the UTC time zone)

10 #pøevod na èíslo

11 for (k in 2:7)

12 {

13 data[,k]=as.numeric(gsub(",", ".",data[,k]))

14 }

15 data$id=1

16 data$TH=data$gap+data$occupancy

17 data$TC=round(data$TH -(( data$length *3.6)/data$speed),digits =2)

18 data=data[-(which(with(data ,TC <0))) ,]

19 data=data[-(which(with(data ,TC>quantile(data$TC, 0.99)))),]
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20 data=data[,c(10,1,9,2,3,4,5,6,7,8,11,12)]

21 #write.table(data ,file=paste(paste(nazev ,"b",sep ="_") ,"csv",sep =".")

,sep=";",dec=",",row.names = FALSE)

22 }

8.1.3 Generováni m-tic

Pro úèely výpoètu bylo nutné data rozdìlit na stejnì velké podsoubory m vozidel, v na¹em
pøípadì m = 50. Tento proces nutnì vede ke ztrátì malého mno¾ství dat, pokud tato nejsou
shodou okolností dìlitelná m. V opaèném pøípadì dojde k oøíznutí dat (øádek 7). Pro ka¾dou
m-tici vozidel pak mù¾eme vypoèítat makroskopické (øádky 12 a¾ 15) a mikroskopické (øádky
16 a¾ 18) charakteristiky dopravního proudu.

1 pade=function(data_jeden_pruh)

2

3 {

4 soubor _50= NULL

5

6 poradi =1

7 for (l in seq(1, (( floor(nrow(data_jeden_pruh)/50))*50), by=50))

8 {

9 pade=data_jeden_pruh[l:(l+49) ,]

10 pade$poradi=poradi

11 doba=sum(pade$TH) #kontinuální èas

12 pade$flow =50/ doba *3600

13 pade$dens=pade$flow/mean(pade$speed)

14 pade$factor_dens=factor_dens(pade$dens [1])

15 pade$mean_speed=mean(pade$speed)

16 pade$TH_1= pade$TH/mean(pade$TH)

17 pade$TC_1= pade$TC/mean(pade$TC)

18 pade$speed _1= pade$speed/pade$mean_speed

19 soubor _50[[ poradi ]]=as.list(pade)

20 poradi=poradi +1

21 }

22 soubor _50= rbindlist(soubor _50)

23 return(soubor _50)

24 }

8.1.4 Separace volného dopravního proudu metodou K-means

V tomto pøípadì se ukázala výhoda jazyka R, jeliko¾ metoda K-means (podobnì jako celá
øada dal¹ích matematických operací) je do nìj ji¾ integrována. Jediné, co bylo potøeba doplnit,
je odstranìní volného dopravního proudu (øádek 9).

1 separace=function(soubor _50)

2 {

3 cl=kmeans(soubor _50$ mean_speed ,4)

4 soubor _50$cl=cl$cluster

5 centres=as.data.frame(c(1,2,3,4))

6 centres$cl=cl$centers

7 odstranit=order(centres$cl)
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8 soubor _50_b=soubor _50[ -( which(with(soubor _50,cl== odstranit [3]|cl==

odstranit [4]))),]

9 return(soubor _50_b)

10 }

8.1.5 Výpoèet multi tc

Výpoèet multi tc je pomìrnì triviální zále¾itost (31). Algoritmizace úlohy ov¹em u¾ zcela
triviální nebyla z dùvodu nutnosti zachování optimální struktury datové promìnné. Výpoèet
bylo tedy nutno rozdìlit do nìkolika krokù a s daty manipulovat postupnì.

1 soucet_vzdalenosti=function(soubor _50_ ovlivnene ,n) #n je poèet mezer!

2 {

3 TC=as.data.frame(soubor _50_ ovlivnene$TC_1)

4 if (n==1)

5 {

6 colnames(TC)=paste("TC" ,101,sep="_")

7 TC_2_ temp=TC

8 colnames(TC_2_ temp)=paste("TC" ,1001,sep="_")

9 TC=cbind(TC,TC_2_ temp)

10 soubor _50_ ovlivnene=as.data.frame(soubor _50_ ovlivnene)

11 soubor _50_ ovlivnene=cbind(soubor _50_ ovlivnene ,TC)

12 } else

13 {

14 uprange=n-1

15 for (i in 1: uprange)

16 {

17 TC_temp=as.data.frame(TC[-1,i])

18 TC=as.data.frame(TC[-nrow(TC) ,])

19 TC[,i+1]=TC_temp+TC[,1]

20 }

21

22 colnames(TC)=paste("TC",seq (0: uprange)+100,sep="_")

23

24 #pøidání dìlených TC

25 TC_2_ temp=TC

26 for (i in 1:n)

27 {

28 TC_2_ temp[,i]=TC_2_ temp[,(i)]/i

29 }

30 colnames(TC_2_ temp)=paste("TC",seq(0: uprange)+1000 ,sep="_")

31 TC=cbind(TC,TC_2_ temp)

32 soubor _50_ ovlivnene=as.data.frame(soubor _50_ ovlivnene)

33 soubor _50_ ovlivnene=soubor _50_ ovlivnene [-((nrow(soubor _50_ ovlivnene)

-n+2):nrow(soubor _50_ ovlivnene)) ,]

34 soubor _50_ ovlivnene=cbind(soubor _50_ ovlivnene ,TC)

35 }

36 return(soubor _50_ ovlivnene)

37 }
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8.1.6 Vytvoøení podsouboru tc a rozdìlení na hustotní pásma

Následující funkce vyjme z celého souboru dat hodnoty tc a rozdìlí je do jednotlivých pod-
souborù podle hustotních pásem dopravního proudu. V tuto chvíli se tedy úloha posouvá
do vy¹¹í úrovnì abstrakce, kde pracujeme s hustotou pravdìpodobnosti tc, jako¾to nepøímou
reprezentací chování dopravního proudu. Z praktického hlediska je maximální hodnota tc
omezena (øádek 9), aby bylo mo¾né hustoty pravdìpodobnosti pro jednotlivá hustotní pásma
dopravního proudu srovnávat.

1 dataprohustotu_ekvi=function(soubor _50_ vzdalenosti ,max_dens ,n)

2 {

3 factor=as.data.frame(unique(soubor _50_ vzdalenosti$factor_dens))

4 factor=factor[order(factor),]

5 pdens _50= NULL

6 for (i in 1: length(factor))

7 {

8 temp=as.vector(soubor _50_ vzdalenosti [( which(with(soubor _50_

vzdalenosti ,factor_dens== factor[i]))) ,(36+n)])

9 pdens _50[[i]]= temp[temp <max_dens]

10 }

11 names(pdens _50)=t(factor)

12 return(pdens _50)

13 }

8.1.7 Výpoèet hustoty pravdìpodobnosti

Samotný výpoèet hustoty pravdìpodobnosti vyu¾ívá zabudovanou funkci jazyka R (øádek 6).
Hodnoty max dens a step nám zaruèují, ¾e v¹echny hustoty pravdìpodobnosti mají stejné
rozli¹ení a je tedy mo¾né je mezi sebou srovnávat.

1 pdens _50_ graf=function(pdens_50,max_dens ,step) #step =0.1, ¹íøka

sloupce histogramu

2 {

3 pdens _50_ graf=NULL

4 for (d in 1: length(pdens _50) )

5 {

6 graf_hustota=hist(pdens _50[[d]],freq=FALSE ,breaks =seq(0,max_dens ,

by=step)) #seq(0,max ,by=max /200)

7 pdens _50_ graf[[d]]= graf_hustota$density

8 }

9 names(pdens _50_ graf)=names(pdens _50)

10 return(pdens _50_ graf)

11 }

8.1.8 Fitování

Fitovací procedura je jednou z klíèových funkcí celého procesu a slou¾í k odhadu parametrù
α a β. Pro¹la dlouhým vývojem a existuje ve tøech klíèových verzích postupnì pou¾itých
pro úèely kapitol 5.4 a 5.5. Pro zachování pøehlednosti je uvedena poslední verze vyu¾ívající
ekvivalentního rozptylu.

Prvním krokem je zji¹tìní pùvodního rozptylu daného hustotního pásma (øádek 11),
pøièem¾ tento rozptyl je upraven koe�cientem 0,81. Tento koe�cient je zji¹tìn empiricky a
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upravuje nesoulad empirického rozptylu tc a teoretického rozptylu pou¾itého pro výpoèet
mo¾ných hodnot α a β [13]. Vzhledem k tomu, ¾e parametry α a β jsou stanoveny pro rozsah
rozptylu 0,010 a¾ 0,946, je nutné zavést podmínku pro pøípady, které le¾í mimo tento rozsah
(øádek 13 a 14). Jakmile máme vybranou pøíslu¹nou mno¾inu parametrù α a β (øádek 30),
mù¾eme spoèítat v¹echny hustoty pravdìpodobnosti ℘(s) (24) (øádek 40), pøíslu¹né hodnoty
χ (27) (øádek 41). Z mno¾iny χ poté vybereme minimální hodnotu χ a k ní nále¾ící parametry
α a β (øádek 43 a¾ 45).

1 chi_min_fast_ekvi=function(ekvidata ,pdens _50,pdens _50_0 , soubor _50_graf

,max_dens ,step ,n,soubor ,line)

2 {

3 s=seq((step /2),max_dens ,by=step)

4 vysledek=NULL

5 for (dens in 1: length(soubor _50_ graf))

6 {

7 begTime=Sys.time()

8 s50=as.data.frame(soubor _50_ graf[dens])

9 var50=round(var(as.data.frame(pdens _50_0[ dens])),digits =3) #

pùvodní rozptyl z pùvodního hustotního pásma

10 var50b=var50

11 var50=round (0.81* var50 [1]/(n^2),digits =3)

12 poc_mer=nrow(as.data.frame(pdens _50[ dens]))

13 if (var50 <0.01) {var50 =0.01}

14 if (var50 >0.946) # pozor , pro velký rozptyl beta = 0

15 {

16

17 chi_alfa=0

18 chi_beta=0

19

20 alfa=chi_alfa

21 beta=chi_beta

22 D=beta+alfa +((3-exp(-((beta)^(1/2))))/2)

23 A=1

24 oh=as.data.frame(A*(s^(alfa))*exp(-(beta/s)-(D*s)))

25 chi_min=sum ((((( abs(oh -s50))^2)*(s*exp(-s)))*step)) #bez váhy

sum ((((( abs(oh -s50))^2)*(s*exp(-s)))*step)) s váhou sum (((((

abs(oh-s50))^2)*(s*exp( -((1/n)*s))))*step))

26

27 } else

28 {

29

30 var=ekvidata [( which(with(ekvidata ,var== var50))) ,]

31 chi=NULL

32

33 for (i in 1:nrow(var))

34 {

35

36 alfa=var$alfa[i]

37 beta=var$beta[i]

38 D=beta+alfa +((3-exp(-((beta)^(1/2))))/2)

39 A=1/(2*(( beta/D)^(( alfa +1) /2))*besselK (2*(( beta*D)^(1/2)),

alfa+1, expon.scaled = FALSE))

40 oh=as.data.frame(A*(s^(alfa))*exp(-(beta/s)-(D*s)))
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41 chi[i]=sum ((((( abs(oh -s50))^2)*(s*exp(-s)))*step)) #maticový

nebo skalární souèin?

42 }

43 chi_min=min(chi ,na.rm = TRUE)

44 chi_alfa=var[which.min(chi) ,1]

45 chi_beta=var[which.min(chi) ,2]*n

46 }

47 Sys.time()-begTime

48 dens_name=names(soubor _50_ graf[dens])

49 vysledek=rbind(vysledek ,c(dens_name ,chi_min ,chi_alfa ,chi_beta ,

var50b ,var50 ,poc_mer))

50 colnames(vysledek)=c("hustota","chi","alfa","beta","var_orig","var

_red","pocet_mer")

51 graf_vysledek(chi_alfa ,chi_beta ,s,s50 ,dens_name ,n,soubor)

52 }

53 return(vysledek)

54 }

8.1.9 Vykreslení grafu

Funkce vykreslující graf, který je na obr. 15, zde uvedeme hlavnì pro úplnost. Postup vykreslo-
vání ostatních grafù je obdobný. Øádky 3 a¾ 22 slou¾í k pøípravì dat do formátu po¾adovaného
funkcí ggplot, její¾ parametry na øádcích 25 a¾ 36 umo¾òují u¾ivateli upravit výsledný vzhled
do nejmen¹ích detailù.

1 graf_vysledek=function(chi_alfa ,chi_beta ,s,s50 ,dens_name ,n,soubor)

2 {

3 graf=NULL

4 alfa=chi_alfa

5 beta=chi_beta/n

6

7 if (beta ==0)

8 {

9 D=beta+alfa +((3-exp(-((beta)^(1/2))))/2)

10 A=1

11 } else

12 {

13 D=beta+alfa +((3-exp(-((beta)^(1/2))))/2)

14 A=1/(2*(( beta/D)^(( alfa +1) /2))*besselK (2*(( beta*D)^(1/2)), alfa+1,

expon.scaled = FALSE))

15 }

16 graf$odhad=as.data.frame(A*(s^(alfa))*exp(-(beta/s) -(D*s)))

17 graf$graf _50= s50

18 graf$s=s

19 graf=as.data.frame(graf)

20 colnames(graf)=c("odhad","graf _50","s")

21 plotname=paste("ekvivar_soubor",soubor ,"line",line ,"n",n,"hustota",

dens_name ,"alfa",alfa ,"beta",beta*n,sep="_")

22 plotname_popis=paste("Odhad parametrù pro datový soubor",paste(

soubor ,",",sep=""),"pruh",paste(line ,",",sep=""),paste("hustota="

,dens_name ,"[voz/h],",sep=""),paste("alfa=",round(alfa ,digits =

2),sep=""),paste("beta=",round(beta*n,digits = 2),sep=""),sep=" "

)
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23

24 ggplot(graf , aes(x=s)) +

25 geom_point(aes(y=graf_50, color="Empirická hustota")) +

26 geom_line(aes(y=odhad ,color="Teoretická hustota")) +

27 theme(legend.title = element_blank(),legend.position=c(.8, .5)) +

28 theme(legend.text = element_text(size=12, family="Times New Roman")

) +

29 ylab(TeX("Hustota pravdìpodobnosti $\\wp_{(s)}$")) +

30 xlab(TeX("Normovaný odstup vozidel $s$")) +

31 ggtitle(TeX("Aproximace hustoty pravdìpodobnosti")) +

32 theme(axis.title.x = element_text(face="bold", colour="#000000",

size =15.7 , family="Times New Roman"), #úprava vzhledu popiskù

osy

33 axis.text.x = element_text(angle=0, vjust =0.5, size=11,

family="Times New Roman")) + #úprava vzhledu hodnot na

ose

34 theme(axis.title.y = element_text(face="bold", colour="#000000",

size =15.7 , family="Times New Roman"),

35 axis.text.y = element_text(angle =90, hjust =0.5, size=11,

family="Times New Roman")) +

36 theme(plot.title = element_text(face="bold",size =15.7 , family="

Times New Roman"))

37

38 ggsave(file=paste(plotname ,"png",sep="."),width =160, height =100, units

="mm",dpi =300)

39 write.csv2(graf_srovnani_distribuce ,file=paste(paste(names(data _1_0_

pdens)[rychlost],file ,beta ,"d",sep="_"),"csv",sep="."))

40 }

8.1.10 Estimaèní procedura

Pokud vý¹e uvedené funkce seøadíme do správné posloupnosti, dosáhneme ký¾eného výsledku
(øádek 14). Ponìkud slo¾itìj¹í je zajistit správnou organizaci celého procesu tak, abychom
výpoèet provedli pro v¹echny relevantní kombinace ρ, n a výsledky jsme dostaly v pøehledné
a pou¾itelné podobì (øádky 16 a¾ 37).

1 data_vse=read.table("data_vse.csv",header=TRUE ,sep=";",dec=",",

stringsAsFactors=FALSE)

2 soubor="all"

3 line="rychlý"

4

5 ekvidata=read.csv2("ekvidata.csv")

6

7 for (n in 1:1)

8 {

9 max_dens =20

10 step =0.1 #dìlení hystogramu

11 pdens _50_0= dataprohustotu_variance(data_vse ,max_dens ,n)

12 pdens _50= dataprohustotu_ekvi(data_vse ,max_dens ,n)

13 soubor _50_ graf=pdens _50_ graf(pdens _50,max_dens ,step)

14 vysledek=as.data.frame(chi_min_fast_ekvi(ekvidata ,pdens _50,pdens

_50_0 , soubor _50_graf ,max_dens ,step ,n,soubor ,line),

stringsAsFactors=FALSE) #hustota pravdìpodobnosti
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15

16 if (n==1) {

17 vysledek_beta0=as.data.frame(chi_min_fast_ekvi_beta0(ekvidata ,

pdens _50,pdens _50_0 , soubor _50_graf ,max_dens ,step ,n,soubor ,line)

,stringsAsFactors=FALSE) #hustota pravdìpodobnosti

18 vysledek$beta0=vysledek_beta0$beta0

19 } else {

20 vysledek_beta0=read.table(file=paste(paste("ekvivar_vysledek","

soubor",soubor ,"line",line ,"n" ,1,sep="_"),"csv",sep="."),sep=";

",dec=",",header = TRUE ,stringsAsFactors=FALSE)

21

22 if (sum(as.numeric(vysledek$hustota))==sum(as.numeric(vysledek_

beta0$hustota)))

23 {

24 vysledek$beta0=vysledek_beta0$beta0

25 } else {

26

27 for (i in 1:nrow(vysledek))

28 {

29 for (j in 1:nrow(vysledek_beta0))

30 {

31 if (vysledek_beta0$hustota[j]== vysledek$hustota[i]) {

vysledek$beta0[i]= vysledek_beta0$beta0[j]}

32 }

33 }

34 }

35 }

36 assign(paste("vysledek",n,sep="_"),vysledek)

37 write.table(vysledek ,file=paste(paste("ekvivar_vysledek","soubor",

soubor ,"line",line ,"n",n,sep="_"),"csv",sep="."),sep=";",dec=",",

row.names = FALSE)

38 gc()

39 }

8.1.11 Konvoluce

Pøedposledním krokem celého procesu je výpoèet konvoluce (36), který je proveden na øádku
42. Pøedchozí øádky slou¾í k pøípravì funkcí ℘(x) (øádky 25 a¾ 38) a ℘(x|n) (øádky 5 a¾ 21).

1 konvoluce=function(alfan ,betan ,alfa1 ,beta1 ,beta0 ,max_dens ,step ,

plotname ,vd_zapis ,vd_fit ,empir_data0 ,empir_data1 ,n)

2 {

3 s=seq((step /2),max_dens ,by=step)

4 konv_fce=NULL

5 #funkce gxn

6 if (betan ==0)

7 {

8 alfa=as.numeric(alfan)

9 beta=as.numeric(betan)

10 D= (alfa/n)+(beta/(n^2))+((3-exp(-(beta/n)^(1/2)))/(2*n))

11 A=1

12 gxn=as.vector(A*(s^(alfa))*exp(-(beta/s) -(D*s)))

13
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14

15 } else

16 {

17 alfa=as.numeric(alfan)

18 beta=as.numeric(betan)

19 D= (alfa/n)+(beta/(n^2))+((3-exp(-(beta/n)^(1/2)))/(2*n))

20 A=1/(2*(( beta/D)^(( alfa +1) /2))*besselK (2*(( beta*D)^(1/2)), alfa+1,

expon.scaled = FALSE))

21 gxn=as.vector(A*(s^(alfa))*exp(-(beta/s) -(D*s)))

22 }

23 #funkce gx0

24

25 if (beta0 ==0)

26 {

27 alfa=0

28 beta=as.numeric(beta0)

29 D=beta +((3-exp(-((beta)^(1/2))))/2)

30 A=1

31 gx0=as.vector(A*(s^(alfa))*exp(-(beta/s) -(D*s)))

32 } else

33 {

34 alfa=0

35 beta=as.numeric(beta0)

36 D=beta +((3-exp(-((beta)^(1/2))))/2)

37 A=1/(2*(( beta/D)^(( alfa +1) /2))*besselK (2*(( beta*D)^(1/2)), alfa+1,

expon.scaled = FALSE))

38 gx0=as.vector(A*(s^(alfa))*exp(-(beta/s) -(D*s)))

39 }

40 for (x in 1: length(s))#length(s)

41 {

42 konv_fce[x]=sum(gxn [1:x]*rev(gx0 [1:x])*step)

43 }

44 gx1=gx1(alfa1 ,beta1 ,max_dens ,step ,n+1)

45 graf_konvoluce(gxn ,gx1 ,gx0 ,konv_fce ,empir_data0 ,empir_data1 ,s,

plotname ,vd_zapis ,vd_fit ,x)

46 return(konv_fce)

47 }

8.1.12 Kolmogorùv-Smirnovùv test

Posledním krokem celého procesu je provedení Kolmogorov-Smirnovova testu. Slo¾itost této
funkce spoèívá pøedev¹ím v optimalizaci pro paralelní výpoèet a nìkolika vnoøeným cyklùm
výpoètu. Test je toti¾ nutné provést pro v¹echna n, v¹echna hustotní pásma a v¹echny bloky
5000 mìøení. Celkem je tedy nutné tuto funkci provést 14688x, pøièem¾ je do ní vnoøena i
�tovací funkce, která slou¾ila pro alternativní srovnání konvoluce s teoretickou funkcí (nakonec
nebyla tato alternativa vyu¾ita). Parallelize výpoètu na 8 vláken pøinesla zkrácení celého
výpoètu na cca 30 min., co¾ umo¾nilo s funkcí relativnì efektivnì pracovat. V prvním kroku je
sestaven seznam v¹ech výsledkù Estimaèní procedury (8.1.10), z nìho¾ jsou èerpány pøedev¹ím
hodnoty parametrù α a β pro jednotlivé hustoty dopravního proudu a n (øádky 4 a¾ 8). Na
øádcích 10 a¾ 15 je provedena paralelizace výpoètu, kdy jsme s výhodou vyu¾ili toho, ¾e máme
8 hustotních pásem a výpoèet jsme tedy mohli paralelizovat na 8 vláken, díky èemu¾ jsme na
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plno vyu¾ili procesorový výkon. Na následujících øádcích je proveden Kolmogorùv-Smirnovùv
test (29) pro pøíslu¹né velièiny a v¹echny mo¾né kombinace dat, pøièem¾ výsledky jsou zapsány
do pøehledné tabulky, který umo¾òuje jejich dal¹í vyhodnocení v libovolném nástroji.

1 ks_test=NULL

2 for (i in 1:( nrow(seznam) -1)) #cyklus pøez øádky seznamu (pøez

soubory)

3 {

4 nazev=as.data.frame(strsplit(seznam[i,1],"\\."),stringsAsFactors =

FALSE)[1,]

5 n=seznam$n[i]

6 line=seznam$line[i]

7 fit=read.table(seznam[i,1], header = TRUE ,stringsAsFactors = FALSE

,sep=";",dec=",")

8 fit_1= read.table(seznam[i+1,1], header = TRUE ,stringsAsFactors =

FALSE ,sep=";",dec=",")

9

10 detectCores ()

11 cl<-makeCluster (8)

12 registerDoSNOW(cl)

13

14 ks_test_temp=NULL

15 ks_test_temp= foreach (d=1:8) %dopar% { #cyklus pøe hustoty

16

17 library(parallel)

18 library(foreach)

19 library(doSNOW)

20 library(data.table)

21 library(ggplot2)

22 library(latex2exp)

23 library(extrafont)

24 fonts ()

25 #font_import ()

26 loadfonts(device="win")

27

28

29 data_d=data[(which(with(data ,factor_dens==fit$hustota[d])))

,]

30

31 ks_test_temp _2= NULL

32 #vytvoøení vniøní promìné pro záznam testu pøez jednodtlivé

5000 covky

33 if (fit$pocet_mer[d] >5000)

34 {

35

36 ks_test_temp _2$n[1: floor(nrow(data_d)/5000) ]=n

37 ks_test_temp _2$d[1: floor(nrow(data_d)/5000) ]=fit$hustota[d

]

38 } else{

39

40 ks_test_temp _2$n[1]=n

41 ks_test_temp _2$d[1]= fit$hustota[d]

42 }
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43

44

45 if (nrow(data_d) >5000)

46 {

47 l2=1

48 for (l in (seq(1, (( floor(nrow(data_d)/5000))*5000) , by

=5000))) #cyklus pøez 5000

49 {

50

51 empir_data0=e_data(data_d[l:(l+4999) ,],n,max_dens ,

step)[[1]]

52 empir_data1=e_data(data_d[l:(l+4999) ,],n+1,max_dens ,

step)[[1]]

53 empir_data1 _1=e_data _1( data_d[l:(l+4999) ,],n+1,max_

dens ,step)[[1]]

54

55 #fit alfa beta pro 5000

56 var50=as.numeric(fit_1$ var_red[d])

57 vysledek=chi_min_konvoluce(ekvidata ,empir_data1_1,

var50 ,max_dens ,step ,n)

58

59 alfan=fit$alfa[d]

60 betan=fit$beta[d]

61 beta0=fit$beta0[d]

62 alfa1=vysledek [2]

63 beta1=vysledek [3]

64 plotname=paste(nazev ,"dens",fit$hustota[d],"alfa",

alfan ,"beta",betan ,"beta0",beta0 ,"l",l,sep="_")

65 konvoluce_temp=as.data.frame(konvoluce(alfan ,betan ,

alfa1 ,beta1 ,beta0 ,max_dens ,step ,plotname ,vd_zapis

,vd_fit ,empir_data0 ,empir_data1 ,n))

66 ks_test_temp _2$l[l2]=l

67 ks_test_temp _2$g_f[l2]=max(abs(dfce(konvoluce_temp ,

step)-dfce(as.data.frame(gx1(alfa1 ,beta1 ,max_dens

,step ,n+1)),step)))

68 ks_test_temp _2$g_e[l2]=max(abs(dfce(konvoluce_temp ,

step)-dfce(as.data.frame(empir_data1),step)))

69 ks_test_temp _2$ alfa _1[l2]= alfa1

70 ks_test_temp _2$ beta _1[l2]= beta1

71 ks_test_temp _2$ alfa_n[l2]= alfan

72 ks_test_temp _2$ beta_n[l2]= betan

73

74

75 names(konvoluce_temp)=plotname

76 #konvoluce_vysledek=cbind(konvoluce_vysledek ,

konvoluce_temp)

77 l2=l2+1

78 }

79 } else {

80 l2=1

81

82 empir_data0=e_data(data_d,n,max_dens ,step)[[1]]

83 empir_data1=e_data(data_d,n+1,max_dens ,step)[[1]]
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84 empir_data1 _1=e_data _1( data_d[l:(l+4999) ,],n+1,max_dens ,

step)[[1]]

85

86 #fit alfa beta pro 5000

87 var50=as.numeric(fit_1$ var_red[d])

88 vysledek=chi_min_konvoluce(ekvidata ,empir_data1_1,var50 ,

max_dens ,step ,n)

89

90 alfan=fit$alfa[d]

91 betan=fit$beta[d]

92 beta0=fit$beta0[d]

93 alfa1=vysledek [2]

94 beta1=vysledek [3]

95 plotname=paste(nazev ,"dens",fit$hustota[d],"alfa",alfan ,

"beta",betan ,"beta0",beta0 ,"l",l,sep="_")

96 konvoluce_temp=as.data.frame(konvoluce(alfan ,betan ,alfa1

,beta1 ,beta0 ,max_dens ,step ,plotname ,vd_zapis ,vd_fit ,

empir_data0 ,empir_data1 ,n))

97 ks_test_temp _2$l[l2]=l

98 ks_test_temp _2$g_f[l2]=max(abs(dfce(konvoluce_temp ,step)

-dfce(as.data.frame(gx1(alfa1 ,beta1 ,max_dens ,step ,n

+1)),step)))

99 ks_test_temp _2$g_e[l2]=max(abs(dfce(konvoluce_temp ,step)

-dfce(as.data.frame(empir_data1),step)))

100 ks_test_temp _2$ alfa _1[l2]= alfa1

101 ks_test_temp _2$ beta _1[l2]= beta1

102 ks_test_temp _2$ alfa_n[l2]= alfan

103 ks_test_temp _2$ beta_n[l2]= betan

104

105 names(konvoluce_temp)=plotname

106 #konvoluce_vysledek=cbind(konvoluce_vysledek ,konvoluce_

temp)

107 l2=l2+1

108 }#cyklus pøez 5000

109 ks_test_temp_2

110

111 }#cyklus pøe hustoty

112 stopCluster(cl)

113 ks_test[[i]]= rbindlist(ks_test_temp)

114 }#cyklus pøez øádky seznamu (pøez soubory)

115

116 #konvoluce_vysledek=konvoluce_vysledek [,-1]

117 ks_test=rbindlist(ks_test)

118 ks_test=as.data.frame(ks_test)

119

120

121 setwd(vd_vysledky)

122 #write.table(konvoluce_vysledek ,file=" konvoluce_vysledek _20_01. csv",

sep=";",dec=".",row.names = FALSE)

123 write.table(ks_test ,file="ks_test _5000_ fit _20_01. csv",sep=";",dec=".",

row.names = FALSE)

71



8.1.13 Postprocesing dat

Vzhledem k tomu, ¾e výsledky získané v rámci Estimaèní procedury (8.1.10) se ukládaly
postupnì do samostatných souborù, bylo potøeba vytvoøit funkci, která jednotlivé výsledky
spojí dohromady do jednoho souboru tak, aby bylo mo¾né je pøímo prohlí¾et. Následující
funkce má tedy servisní charakter a jedná se pouze o manipulaci s daty. Nicménì stejnì jako
v pøedchozích pøípadech bylo logickou výzvou uspoøádat vnoøené cykly tak, aby nebyly ¾ádné
hodnoty opomenuty a zároveò aby ve výsledném souboru nebyly prázdné øádky, proto¾e poèet
hustotních pásem se u jednotlivých datových souborù li¹il.

1 agregace_alfa_beta_dohr=function(vd_fit)

2 {

3 setwd(vd_fit)

4 agregace_dohromady=NULL

5

6 soubor="all"

7 line="rychlý"

8

9 seznam=as.data.frame(list.files(vd_fit ,pattern=paste("^.* soubor_

",soubor ,"_line_",line ,".*. csv$",sep="")),stringsAsFactors =

FALSE)

10 for (i in 1:nrow(seznam))

11 {

12 nazev=as.data.frame(strsplit(seznam[i,1],"\\."),

stringsAsFactors = FALSE)[1,]

13 nazev2=as.data.frame(strsplit(seznam[i,1],"_"),

stringsAsFactors = FALSE)

14 n=as.data.frame(strsplit(nazev2[nrow(nazev2) ,1],"\\."),

stringsAsFactors = FALSE)

15 seznam$n[i]=as.numeric(n[1,])

16 seznam$line[i]=( nazev2 [6,])

17 }

18 seznam=seznam[order(seznam$n) ,]

19

20 tabulka=matrix(ncol=max(seznam$n)*4+3, nrow = 8)

21 tabulka=as.data.frame(tabulka)

22 tabulka [,3]=c(30 ,35 ,40 ,45 ,50 ,55 ,60 ,65)

23 tabulka [,2]= line

24 tabulka [,1]= soubor

25 for (k in 1:( nrow(seznam)))

26 {

27 vysledek=read.table(seznam[k,1],sep=";",dec=",",

stringsAsFactors = FALSE ,header = TRUE)

28

29 for (i in 1:nrow(tabulka))

30 {

31 for (j in 1:nrow(vysledek))

32 {

33 if (tabulka[i,3]== vysledek$hustota[j]) {

34 tabulka[i,k+3]= vysledek$alfa[j]

35 tabulka[i,k+max(seznam$n)+3]= vysledek$beta[j]

36 tabulka[i,k+max(seznam$n)*2+3]= vysledek$var_orig[j]

37 tabulka[i,k+max(seznam$n)*3+3]= vysledek$pocet_mer[j]
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38 }

39 }

40

41 }

42 }

43 names(tabulka)=c("soubor","line","hustota",as.vector(paste("alfa

",seq(1,max(seznam$n) ,1),sep="_")),as.vector(paste("beta",seq

(1,max(seznam$n) ,1),sep="_")),as.vector(paste("var",seq(1,max

(seznam$n) ,1),sep="_")),as.vector(paste("poc_mer",seq(1,max(

seznam$n) ,1),sep="_")))

44 assign(paste("ab",soubor ,line ,"02",sep="_"),tabulka)

45 write.csv2(file="agregace_ab.csv",ab_all_rychlý _02,row.names =

FALSE)

46 }
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8.2 Intenzity a rychlosti

Vzhledem k tomu, ¾e cílem práce je sledování ovlivnìného dopravního proudu, bylo nutné
pøed zapoèetím ve¹kerých dal¹ích prací ovìøit, ¾e se na mìøených pro�lech takováto doprava
vyskytuje. Na následujících obrázcích jsou vykresleny prùbìhy rychlostí a intenzit pro v¹echny
mìøené pro�ly, a to jak v pracovní den, tak o víkendu. Ve v¹ech pro�lech se projevil výrazný
pokles rychlostí v ranních hodinách ve v¹ední den, indikující pravidelné kongesce. Mohli jsme
tedy pøedpokládat, ¾e mìøení v oblasti ovlivnìného dopravního proudu bude v datech dosta-
tek.
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8.3 Fundamentální diagramy

Abychom si mohli udìlat kompletní obrázek o charakteru dopravy na mìøeném úseku, jsou
v následující pøíloze uvedeny fundamentální diagramy pro jednotlivé jízdní pruhy a pro�ly
mìøení. Mimo jiné je z nich patrné, ¾e vyjma souboru dat 4 jsou makroskopické charakteristiky
dopravního proudu ve v¹ech datových souborech velice podobné.
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