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Uvod

Hot spot analyza je zpusob zpracovani dat, uplatiiovany pfevazné v geo-
informatické praxi, k nalezeni hot spoti, které lze chapat predevsim jako
oblasti s vysokou koncentraci zkoumanych udalosti, jez jsou obklopeny dal-
$fmi oblastmi stejného charakteru. Cilem této prace je tedy popsat metody,
jejichz pouziti povede k nalezeni téchto hot spoti a tyto teoretické znalosti
uplatnit na zvolenych redlnych datech.

Teoreticka ¢ast préace je rozdélena do dvou hlavnich kapitol. Prvni kapitola
slouzi k zadefinovani zakladnich pojmu potfebnych pro praci s prostorovymi
daty, coz jsou takova data, ke kterym se vaze informace o geografické poloze
na zemském povrchu. Druha kapitola je vénovana metodam prostorové ana-
Iyzy, s jejichz vyuzitim je mozné nalézt hot spoty. Volba metod pro identifikaci
téchto hot spoti zavisi na typu dat, ktera mame k dispozici. V této praci lze
nalézt metody zaméfené na bodova data - obsahujici informaci pouze o lo-
kalizaci udélosti (napf. misto, ve kterém doslo k nehodg), atributova bodova
data - obsahujici navic informaci o statistickém znaku (napf¥. mésic, ve kterém
doslo k nehodé), nebo na polygonova data - reprezentujici tizemni jednotky
(napf. staty, kraje, méstské ¢asti), do kterych jsou agregovana bodova data.

Praktickd ¢ast prace, obsazené ve tieti kapitole, je zaméfena na demon-
straci metod prostorové analyzy uvedenych v teoretické ¢asti na realnych
datech. Data, ktera byla pro analyzu pouzita, se tykaji nehodovosti na tizemi
mésta Brna, pricemz tato data, ktera jsou volné dostupné verejnosti, byla

sbirana od roku 2010 Policii Ceské republiky.



Kapitola 1

Terminologie

K sepsani této kapitoly bylo ¢erpano predevsim z [22|. Zaméfime se zde
na zadefinovani zékladnich pojmi prostorové statistiky, které tvoii zaklad
pri praci s prostorovymi daty. Prostorova statistika pracuje s daty, které
oproti tém neprostorovym obsahuji navic informaci o geografické poloze na zem-
ském povrchu (tj. zemépisnou §itku a délku). V praci se setkame se dvéma

typy prostorovych dat — bodovymi a polygonovymi.

1.1. Body

Bodova data délime na zakladé dostupnych informaci do dvou skupin:

1. Bodova data obsahujici pouze informaci o lokalizaci udalosti (napf.
nehodovost, kriminalita, vyskyt zemétteseni), pfipadné objektu (napft.
nemocnice nebo policejni stanice), v podobé uspofadanych dvojic sou-
fadnic (a;,b;) € R?, pro i = 1,...,n, kde n, € N vyjadiuje celkovy

pocet bodiu (resp. pozorovani).

2. Bodova data obsahujici informaci z 1. odrazky spolu s atributovymi in-

formacemi (tj. informacemi o statistickych znacich) zaznamenanymi
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pro kazdy bod (a;,b;), i = 1,...,n,, v datové matici X € R™*™
kde m € N znaci pocet sledovanych atributi. Pod témito atributy
si, v kontextu této prace, lze predstavit napiiklad den, ve kterém doslo
na danych soutfadnicich (a;, b;) k nehodé, vékovou skupinu osob zucast-
nénych této nehody, druh komunikace, na které k této nehodé doslo,
nebo také pfi¢inu zavinéni nehody. Dokud vsak nebude napsano jinak,
budeme pracovat pouze s jednim, i-tym, atributem X; = (Xy;, ..., Xp,,i)7,
1 =1,...,m, ktery pro jednoduchost budeme v priitbéhu préce znacit

jako X = (X1,...,X,,) -

1.2. Polygony

Polygonem P, dle [36], obecné rozumime uzavieny atvar v R? sloZeny
z kone¢ného poctu tsecek, které jsou alespon tfi, a které se setkavaji ve svych
koncovych bodech. Usetkami rozumime strany polygonu a body, ve kte-
rém se usecky setkavaji, nazyvame vrcholy. Matematicky polygon zapisujeme
jako mnozinu uspotradanych dvojic bodu, tedy P = {(a1,b1),..., (@, by)},
kde v € N, v > 3 je pocet vrcholi. V situaci, kdy mame k dispozici n, € N
vzajemné se nepiekryvajicich polygoni, bude i-ty polygon s po¢tem vrchola
v; mnozina P' = {(a{,b}),...,(a} b, )}, i =1,...,n, V prostorové analyze
se polygony pouzivaji k reprezentaci tizemnich jednotek - spréavnich oblasti
(kraje, okresy, spravni obvody), stat, pozemki, lest aj., do kterych jsou
casto agregovana bodova data. Touto agregaci ziskdvame atributové infor-
mace, kde pro p polygonu je i-ty atribut definovan stejnym zpisobem, jako
tomu bylo v pifpadé bodt, tj. X; = (Xy;, ..., Xn,:)", ¢ = 1,...,m, pficemz

budeme zatim opét pracovat pouze s jednim atributem X = (Xy,..., X, ).
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1.2.1. Centroid polygonu

P1i praci s prostorovymi daty se Casto setkaime s pojmem centroid po-
lygonu [6]. Obecné je centroid polygonu definovan jako geograficky stied
polygonu P, kterym je mysleno jeho pfedpokladané tézisté. Matematicky
je centroid polygonu bod C' = (C,, Cy), jehoz soufadnice jsou definovany

néasledujicim zptsobem

v

1

Co= 6A ;((ai + aiy1)(aibiy1 — aiy1bi)), (1.1)
1 v

Cy= 6A ;((bi + bit1)(aibiy1 — aiy1b;)), (1.2)

kde v je pocet vrcholu (ag, by), (az, b2), ..., (a,,b,) polygonu P, jejichz soutrad-
nice jsou brany proti sméru hodinovych rucicek, pricemz budeme uvazovat,
ze (ays1,bu41) = (a1,b1) (z toho diavodu, ze polygon je uzavieny utvar) a A

je plocha polygonu P, ktera je definovana pomoci této Shoelace formule

v

A=— Z(aibi—i—l - ai—f—lbi)

i=1

. (1.3)

Shoelace formule [26] funguje tak, Ze pro vypocet plochy polygonu vyu-
ziva stied (0,0) soufadnicové osy. Ten poslouzi jako pomocny vrchol, s jehoz
pomoci nejprve rozdélime dany polygon, se soufadnicemi vrcholi ¢islova-
nymi proti sméru hodinovych rucicek, na trojihelniky tak, jak je zobrazeno

na obrazku 1.1.
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(a3,bs) (az,b2)

(a,ba) W (anby)

(0,0) a

Obrézek 1.1: Rozdéleni zvoleného polygonu na trojihelniky (¢ervené) s vyu-
zitim vrcholu (0,0)

U kazdého z téchto trojuhelniki spocitame "zprostredkované" jeho ob-
sah. Zprostfedkované proto, protoze z jednotlivych trojuhelnikt nejprve vy-

tvorime rovnobé&zniky zpusobem znazornénym na nasledujicim obrazku 1.2.

(az/bs)

(a,b1) ;

Obrazek 1.2: Ukazka tvorby rovnobézniku z vybraného trojuhelniku z ob-
razku 1.1
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Obsah rovnobézniku je poc¢itan mechanismem Solomona Golomba, sche-

maticky znadzornénym na obrazku 1.3,

a

b,

ap a

b, b,

a El

Obrézek 1.3: Princip vypoc¢tu plochy rovnobézniku

odkud je patrné, ze obsah rovnobézniku je roven rozdilu obsahi obdélniki,
tedy ai1by — ashy. K ziskani obsahu trojuhelniku staci vzit polovinu z tohoto
rozdilu, tj. %(albg —agby ). Takto spocitame obsah kazdého trojuhelniku s tim,
ze (v tomto konkrétnim piipadé) v poslednim kroce postupujeme pii vypo-
¢tu ve sméru hodinovych ruci¢ek (znazornéno Sipkami na obrazku 1.1), coz
se projevi tim, Ze tento obsah trojihelniku bude zaporny. Se¢tenim vsech ob-
sahti trojuhelnikii ziskdme vyslednou plochu polygonu, jejiz vypocet je obecné
zapsan vztahem (1.3) (kde je navic pfidanéa absolutni hodnota pro piipad,
ze bychom na pocatku ¢islovali ve sméru hodinovych rucicek, a ziskali tak
zaporny obsah). Soufadnice centroidu polygonu jsou néasledné pouze vaze-
nym priumérem centroidu trojihelniki, kde vahy odpovidaji obsahtim téchto
trojihelnikti v poméru k celkové plose polygonu. K vypoctu souradnic centro-

idu jednoho trojuhelniku slouzi jednoduchy aritmeticky pramér piislusnych

aitairitairs bi+bipi1+biqa
3 ? 3

soufadnic vrcholi, tedy C' = ( ), pri¢emz vzhledem
k tomu, Ze tteti vrchol mé vzdy souradnice (0,0), je ve vztazich (1.1) a (1.2)

uveden pouze soucet (a; + a;11) a (b; + bit1).

13



1.2.2. Sousednost

Jednou z prvnich véci, kterou je potieba pii analyze vztahi mezi pro-
storovymi polygonalnimi daty zjistit je, které polygony spolu sousedi. To,
jakym zpusobem budeme sousednost polygontu chapat, zavisi na definici sou-
sednosti, kterou pouzijeme. K dispozici mame definice "rook’s case" (piipad

véze) a "queen’s case" (pripad kralovny).

Rook’s case

V tomto pripadé, jak muzeme vidét na obrazku 1.4, povazujeme tzemni
jednotky (tj. polygony) za sousedy néjaké vychozi tzemni jednotky, pokud
spolu sdileji hranici o délce vétsi nez 0. To znamené, Ze pokud by se vychozi
tzemni jednotka a néjaka jind tzemni jednotka dotykaly pouze v jednom

jediném bodé, nelze je povazovat za sousedni.

. Vychozi uzemni jednotka

. Sousedé vychozi tizemni
Jjednotky

Obrazek 1.4: Znazornéni sousednosti typu "rook’s case”

14



Queen’s case

Oproti vyse zminénému piipadu zde za sousedy vychozi tizemni jednotky
povazujeme vSechny tzemni jednotky, které se s touto vychozi tizemni jed-
notkou dotykaji alespon v jednom bodé. Tento pripad je znédzornén na nasle-

dujicim obrazku 1.5.

. Vychozi uzemni jednotka

Sousedé vychozi Gzemni
jednotky

Obrazek 1.5: Znazornéni sousednosti typu "queen’s case”

Sousedni jednotky, které jsou definované predchozimi dvéma zpisoby,
se oznacuji jako bezprostiedni sousedé nebo sousedé 1. fadu. Dale mizeme
hovofit i o sousedech 2. Ffadu, jejichz znazornéni je mozné vidét na obrazku
1.6. Ty jsou definovany jako sousedé sousedu vychozi izemni jednotky. Takto
by se teoreticky dalo pokracovat i pro vyssi fady, v praxi ale vyssi fady nejsou

moc vyuzitelné.

. Prvni Fad
B onnyiaa

Obrazek 1.6: Znazornéni sousednosti 2. fadu pro sousednost "rook’s case”
(vlevo) a "queen’s case" (vpravo)
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1.3. VzdAalenost

Na to, zda jsou polygony sousedé, se da, kromé definice sousednosti, po-
hlizet ¢isté z hlediska vzdalenosti [2|. Vzdalenost definujeme prostrednictvim
metrik, které zde budou postupné predstaveny, piicemz tento koncept urceni
sousednosti je mozné pouzit nejen pro polygonalni data, ale i pro bodovéa

data.

1.3.1. Euklidovskid metrika

Prvnim typem metriky, prostfednictvim které definujeme vzdalenost, je
Euklidovska metrika (pfimkova mira vzdalenosti). V pifipadé polygonovych

dat je vzdalenost pocitana mezi centroidy polygoni, tedy

dij = \/(Ca, = Cay 2+ (Cy, = G, )? (1.4)

pro i-ty a j-ty centroid polygonu s prislusnymi soufadnicemi (C,,,Cj.) a
(Ca;s Cs,). Pro bodova data by se vypocet Euklidovské metriky provedl ana-
logicky.

1.3.2. Manhattanskid metrika

Alternativou, ktera je nékdy uprednostiovana pred Euklidovskou metri-
kou, je Manhattanska metrika, jelikoz snizuje vliv odlehlych hodnot. Vzdale-

nost mezi centroidy polygoni je v tomto pripadé pocitana takto
ngn = |Cai - CCL]‘| + |Cbz - ij| (15)

pro i-ty a j-ty centroid polygonu s prislusnymi soufadnicemi (C,,,Cj.) a

C,.,Cy.). Stejné jako v predchozim pripadé by se vypocet metriky pro bo-
J J
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dova data provedl analogicky.

S takto zavedenymi vzdéalenostmi muzeme pristoupit k metodam, které
nam pomohou k rozhodnuti, zda jsou polygony nebo body sousedni. Metody,
které se v prostorové analyze pouZzivaji, jsou Metoda k nejblizsich sousedi

nebo Metoda prahové vzddlenosti.

Metoda prahové vzdalenosti

P1i pouziti této metody, jejiz znazornéni lze vidét na obrazku 1.7, jsou
za sousedy i-tého polygonu povazovany takové polygony, které maji od to-
hoto ¢-tého polygonu vzdalenost nejvyse d. Matematicky jde tedy o mnozinu
polygoni {j € {1,...,n,} : d;; < d}. V piipadé bodovych dat bychom po-
stupovali analogicky. Zaroven by volba d méla byt takovd, aby mél kazdy

polygon (resp. bod) alespon jednoho souseda.

| AL

Obrazek 1.7: Znézornéni metody prahové vzdalenosti
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Metoda k nejblizsich souseda

V této metodé zvolime za sousedy i-tého polygonu prvnich £ > 0 poly-
gonil, které maji od tohoto i-tého polygonu nejmensi vzdélenost. Ke znazor-
néni, pro pfipad k = 3 soused, je zde pfilozen obrazek 1.8. Matematicky tedy
za sousedy i-tého polygonu povazujeme mnozinu polygona {(ji,...,Jx) €
{1,....np} i dij < dig, V5 € (Jus-- -, Jk), VEE(J1, - - -, Ji) }- Stejné jako v pred-
chozim pripadé, i zde by se u bodovych dat postupovalo analogicky. Vyhodou
oproti predchozimu p¥istupu je to, Ze zde ma kazdy polygon (resp. bod) stejny
pocet sousedu (nemuze se tedy stat, Ze by nékdo souseda nemél). Nevyhodou
pfi pevném poc¢tu sousedu vsak je, Ze pokud budou polygony (resp. body)
v néjakém misté nahusténé, a v jiném daleko od sebe, tak v jedné oblasti
budeme analyzovat velmi malou ¢ast z celkového zkoumaného tzemi, a ve

druhé zase mnohem vétsi ¢ast z celkového tizemi.

Obrazek 1.8: Znazornéni metody k nejblizsich sousedu

18



1.4. Matice vah

Po rozhodnuti, s jakou definici sousednosti, pfipadné vzdalenosti, budeme

pracovat, lze pristoupit k tvorbé matice vah W &€ R™*" tvaru

W11 W12 *+* Win

W21 W22 -+ Wan
W = ,

Wn1 Wp2 = Wnp

pro n pozorovani, kdy je mozné uvazovat bud n = n, nebo n = n, v za-
vislosti na tom, zda pracujeme s bodovymi nebo polygonovymi daty (proto
dale nebudeme rozliSovat mezi n; a n,, a budeme, pro jednoduchost, pocet
pozorovani souhrnné oznacovat n).

Matice vah zachycuje prostorové vztahy mezi izemnimi jednotkami. Kazdéa
tizemni jednotka je reprezentovana fadkem a sloupcem matice, pri¢emz kazdéa
hodnota matice vyjadiuje prostorovy vztah mezi dvéma piislusnymi geogra-
fickymi prvky. Obecné i-ty fadek matice W vyjadiuje, jak i-ta tizemni jed-
notka prostorové souvisi se vSemi ostatnimi jednotkami. Pocet nenulovych
hodnot v -tém radku potom vyjadiuje pocet tizemnich jednotek, se kterymi
i-t4 tzemni jednotka sousedi. Matematicky budeme fadkovy soucet znacit

timto zpusobem

n
w;, = g Wij,
Jj=1

dale sloupcovy soucet takto
n
i=1

19



a celkovy soucet pres vSechny fadky a sloupce matice budeme oznacovat

nésledovné

n n

i=1 j=1
Vzhledem k rtiznym kritériim, prostfednictvim kterych definujeme vztahy

sousednich tizemnich jednotek, mizeme nasledné vytvofit riizné matice vah.

1.4.1. Binarni matice

Jednim z nejpouzivanéjsich typu vahovych matic je bindrni matice. Pfi
sestavovani matice vyuzijeme predpokladu, ze tizemni jednotky, které spolu
sdili hranici, jsou sousedni (bez ohledu na to, zda pro definici sousednosti
pouzijeme pFipad véZe nebo piipad krdlovny). Pokud spolu dvé tzemni jed-
notky sousedi, pfitadime jim hodnotu 1. V opa¢ném piipadé jim prifadime
hodnotu 0. Vzhledem k tomu, Ze matice vyjadiuje jakym zpusobem jsou
dvojice izemnich jednotek propojeny, byva nékdy oznacovana jako "bindrni

matice konektivity".

Vlastnosti matice

Je-1i matice W binéarni, potom jeji prvky w;; obsahuji hodnoty 0 nebo 1,
pricemz indexy 7 a j odkazuji na i-tou a j-tou tzemni jednotku. Matici lze

charakterizovat pomoci nasledujicich bodu:

e Prvky na hlavni diagonale matice jsou nulové, tj. w; = 0,Vi € {1,...,n}

(predpokladéame, ze tizemni jednotka nesousedi sama se sebou).

e Je symetrickd, tj. w;; = wj;, Vi,j € {1,...,n} .

20



Pokud bychom misto definice sousednosti z podkapitoly 1.2.2 pii sesta-
vovani binarni matice vyuzili metodu prahové vzddlenosti, nebo metodu k
nejblizsich sousedi s vyuzitim libovolné metriky z podkapitoly 1.3, prvky

matice sestavime nasledujicim zptisobem:

1. Pro metodu prahové vzdalenosti:

1 pI‘Odide,Z'%j
wij =90 prod;>d,i#j

0 pro 7=y,
2. Pro metodu k nejblizsich sousedu:

Wi = 0 pro dij > dgg), 7 7é]

0 pro =7,
pro k € {1,...,n — 1}, kde dg?) znaci vzdalenost mezi jednotkami ¢ a j,
kdei,j € {1,...,n}, i # j, na k-té pozici pii vzestupném sefazeni vzdéalenosti
dg) <,...,< dgl_l) (pozn. kvili mnoZstvi dolnich indext je poradi zaznaceno

pomoci horniho indexu).

Nevyhodou této matice je jeji neefektivni zptusob zachyceni prostorového
vztahu. Touto neefektivitou je myslena duplikace informaci (horni a dolni
trojuhelnik matice obsahuje tutéz informaci o sousednosti) a vysoky pocet
nul v matici, ¢imz zabirdme mnoho mista informaci o nesousedicich tizemnich
jednotkach. Z tohoto divodu se nékdy (¢isté pro informativni tcely, abychom
vidéli, s jakymi tizemnimi jednotkami, kteréa jednotka sousedi) vyuziva zapis,
ve kterém méame v fadcich pod sebou vypsany jednotlivé tizemni jednotky
a ve sloupcich sousedy dané tizemni jednotky tak, jak vidime v tabulce 1.1.
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Katastr/Soused | Soused 1 Soused 2 Soused 3 Soused 4
Bosonohy Jundrov  Kohoutovice Novy Liskovec
LiSen Slatina
Bystrc Kninicky Zebétin
Chrlice Turany Holasky Brnénské Ivanovice
Dvorska Turany

Tabulka 1.1: Infomace o sousednich tizemnich jednotkach vybranych
katastrii mésta Brna pii volbé prahové vzdélenosti d = 0.04

1.4.2. Radkove standardizovana matice

Dalsi ¢asto pouzivanou vahovou matici W' je tfadkové standardizovana
matice. Matice je tvolena stejnym zpusobem jako binarni matice s tim rozdi-
lem, Ze jednotlivé prvky matice v daném radku jsou podélené odpovidajicim
radkovym souctem w; . Po této upravé tedy dostaneme pro kazdou sousedni
jednotku nasledujici vahu

_ Wijp,

Wi = ——,
’ W,

kde w;,,, zde znaci pivodni vahu matice (tj. vahu pied vydélenim) a w;;

zna¢i novou vahu po provedené tpraveé.

Vlastnosti matice
Vahova matice W, ktera je radkové standardizované, ma tyto vlastnosti:
e Pro prvky matice plati, ze w;; € (0,1), Vi,j € {1,...,n}.
e Prvky na hlavni diagonale matice jsou nulové, tj. w; = 0,Vi € {1,...,n}.
e Neni symetricka, tj. w;; # wj; pro alespon jednu dvojici ¢ # j.

Rozdil oproti pfedchozi, binérni, matici je tedy predevsim ten, ze fadkoveé
standardizovand matice obecné neni symetrické.
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1.4.3. Matice vzdalenosti centroida (resp. bodi)

K zachyceni prostorového vztahu je mozné pouzit také matici vzdélenosti
centroidi, kdy se na tyto vzdalenosti divame jako na vahy. Prvky w;; zde tedy
predstavuji vzdalenost centroidii tizemnich jednotek ¢ a j, pficemz pro vypo-
¢et vzdalenosti méame na vybér mezi vztahem (1.4) pro Euklidovskou metriku
a (1.5) pro Manhattanskou metriku. Pro zohlednéni informace o sousednosti
tuzemnich jednotek v matici vzdalenosti centroidi vyuzijeme metod z podka-

pitoly 1.3, kdy vahy budou konstruovany jednou z nésledujicich moznosti

1. Pro metodu prahové vzdalenosti:

dij pro dij S d
wij =
0 prod; >d,

2. Pro metodu k nejblizsich sousedu:

dij pro dij S dgg), 1 7é]
Wij = 0 pro dij > dgg), 1 7é]
0 pro ©1=7.

V praxi se vSak Casto pouziva pievracena hodnota vahy w;j, jelikoz za-
chycuje, jak se pri zvysSujici se vzdalenosti sila prostorového vztahu zmenguje.
Predchozi vahy (at uz pii pouziti metody prahové vzdalenosti nebo k nej-
blizsich sousedi) proto budou v tomto pfipadé upraveny prostiednictvim

néasledujiciho vztahu
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Vlastnosti matice
Matice vzdélenosti centroidi W ma tyto vlastnosti:
e Pro prvky matice plati, ze w;; € (0,+00), Vi,j € {1,...,n}.
e Prvky na hlavni diagonale matice jsou nulové, tj. w; = 0,Vi € {1,...,n}.
o Je symetricka, tj. w;; = wj;, Vi,j € {1,...,n}.

Nevyhodou vyuziti tohoto typu matice vah vsak je, ze tvar polygonu
ovliviiuje vyslednou lokaci centroidu. Polygony s neobvyklym (nekonvexnim)

tvarem potom mohou mit centroidy umisténé napiiklad v jiném polygonu.
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Kapitola 2

Metody prostorové analyzy

2.1. Prostorova autokorelace

Obecné pii popisu a analyze prostorovych vzori tvorenych hodnotami
zkoumaného atributu u atributovych dat, resp. usporadanim neatributovych
bodovych dat, vyuzividme prostorové statistiky. Prostorové vzory (obrazek
2.1) délime do t¥{ kategorii - shluklé (Clustered), rozptylené (Dispersed) a na-

hodné (na obrazku uprostied).

S| G ) U Gl
201 e\ B\ Pes\ P\

Obrazek 2.1: Typy prostorovych vzori, zdroj: [12]

Pri pouhém pohledu na vzor naSich dat nejsme obvykle schopni jedno-
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znacné rozhodnout, do jaké kategorie vzor spadé. Duvodem je, Ze v praxi vzor
nikdy nebude extrémné shlukly /rozptyleny nebo nahodny. Zajiméa nas proto,
jak blizko je prostorovy vzor, ktery mame k dispozici, k jednotlivym kate-
gorifm vzord. V tomto ohledu hraje u atributovych dat, kterymi se budeme
zabyvat nejdiive, vyznamnou roli prostorovéi autokorelace.

Prostorova autokorelace vyjadiuje (samo)korelaci hodnot atributu X,
ktera je zpusobené prostorovym uspoiradanim téchto hodnot ve zkoumaném
tzemi. Ptame se tedy, jak moc atribut v jednom misté koreluje s hodnotami
téhoz atributu v jeho okoli. Na zakladé hodnoty prostorové autokorelace mu-
zeme rozhodnout, do jaké kategorie prostorovych vzori, z hlediska hodnot
zkoumaného atributu, spada nas zkoumany vzor. Je-li prostorova autokore-
lace pozitivni, potom je nas prostorovy vzor shlukly (ve zkoumaném tzemi se
vyskytuji oblasti podobnych hodnot - at uz nizkych nebo vysokych). V pii-
padé negativni prostorové autokorelace jsou zkoumané hodnoty rovnomérné
rozlozeny v prostoru (tzv. "rozptyleny" vzor, kdy nizké hodnoty atributu
jsou obklopeny vysokymi nebo naopak). Pokud prostorova autokorelace nee-
xistuje (tj. pokud je nulova), jedna se o ndhodny vzor. Vzory pii daném typu

autokorelace je mozné, pro lepsi pochopeni, vidét na obrazku 2.2.

Negativni autokorelace Zadna autokorelace Pozitivni autokorelace

Obréazek 2.2: Prostorové vzory pii daném typu autokorelace, inspirace: [37]
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K vypoctu prostorové autokorelace vyuzivame statistiky, které nam umoz-
nuji pracovat s atributovymi bodovymi nebo polygonovymi daty. Nejprve se
podivame na autokorelaci z globalniho, a nasledné z lokalntho hlediska. Zaro-
ven je potfeba zminit, Ze pfi psani téchto podkapitol (véetné uvodu kapitoly

2.1) bylo ¢erpano predevsim z [22] a [25].

2.1.1. Globalni statistiky prostorové autokorelace (asoci-

ace)

Globélni statistiky lze povazovat za globalni miry prostorové autokore-
lace. Vysledkem téchto statistik je jedna hodnota, ktera popisuje prostorovy

vzor hodnot zkoumaného atributu v rameci celé zkoumané oblasti.

Globalni Morantv index

Globalni Moraniv index je definovan nasledujicim vztahem

_n D 2221 wi; (X — X)(X; — X)

I = )
SZ?=1(XZ' - X)2

(2.1)

kde n je pocet pozorovéani, S je soucet vSech prvka vahové matice definovany
vztahem (1.6), hodnoty (X7, ..., X,) jsou hodnoty stanoveného atributu X

a

X =

S|

>
i=1

vyjadiuje celkovy (globélni) primér hodnot atributu X ve zkoumaném tzemi.
Véahy v Moranové indexu hraji dilezitou roli pfi urceni piispévku kazdé
dvojice lokalit k celkovému I. Proto pokud bychom v datech méli dvojice

X;i> X a XK X, tak se muZe stat, ze tyto dvojice budou v hodné vzdéle-
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nych lokalitach, a ackoliv je jmenovatel Moranova indexu vzdy kladny, vaha
w;; bude mala, a tim padem piispévek k celkovému I bude taktéZz maly. 7 ¢i-
tatele je patrné, Ze pokud by hodnoty atributu blizkych tizemnich jednotek
1 a 7 byly vyssi nez globalni prumér, vyslednd hodnota citatele pro tyto dvé
konkrétni jednotky je vysoka kladna hodnota. Stejné tak je tomu v pfipadé,
kdy jsou jejich hodnoty nizsi nez globalni prumeér. Tyto situace vypovidaji
o pozitivni prostorové autokorelaci. Pokud by ale hodnota zkoumaného atri-
butu tzemni jednotky i byla vyssi nez globalni prumér, a jeji blizké tizemni
jednotky j nizsi, v ¢itateli by byla zaporna hodnota. V tomto piripadé by vy-
sledek vypovidal o negativni prostorové autokorelaci. Proto pokud se v celé
studované oblasti vyskytuji blizko sebe ¢astéji podobné hodnoty nez rozdilné
(ve smyslu porovnéni s globalnim priamérem), Moraniv index méa tendenci
byt kladny a naopak. Pii pouziti metody Moranova indexu tedy porovné-
vame celkovou odlisnost pozorované hodnoty v oblasti ¢ od globalniho pri-
méru v kombinaci s odlisnosti hodnot v okoli oblasti ¢ od globélniho pruméru
(¢itatel), a celkovou odlisnost pozorovanych hodnot od prumérné globélni
hodnoty (jmenovatel).

Morantv index je, dle ¢lanku [9], zobecnénim Pearsonova dvouvybérového

korela¢niho koeficientu, definovaného vztahem

_ n— 12? 1(X_7)(Y_?)

\/zz 1<X —X)? \/zz 1<Y -Y)?

pro vybéry (Xi,...,X,) a (Y1,...,Y,), na jednovybérovy autokorelaéni koe-

ficient a néasledném zobecnéni jednorozmérného vybérového autokorela¢niho
koeficientu z ¢asovych fad, definovaného nasledujicim vztahem (pro piipad
autokorelace fadu 1, tj. sledujeme, jak spolu souvisi hodnoty nahodné veli¢iny

Y véasetav Caset—1)
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LM Y)Y - )
2;1 (Y;f - Y)2 ’

pro n hodnot pozorovanych v case t = 1,...,n, na dvourozmérny auto-

p

korela¢ni koeficient prostorové distribuce. Spojitost mezi timto korela¢nim
koeficientem a Moranovym indexem spoCiva v operdtoru posunu [10], ktery
se v Casovych fadach pro jeden ¢asovy posun oznacuje jako B, a definuje se
rovnosti BY; = Y,_;. Tento operator vyjadiuje, jak hodnota ndhodné velic¢iny
v Case t zavisi na hodnoté v ¢ase t — 1. V prostorové statistice je ekvivalen-
tem tohoto operatoru vahova matice W. Prostfednictvim této matice vyja-
difujeme, jak spolu souvisi hodnota X; atributu X v lokalité ¢ s hodnotami
v sousednich lokalitach j (jedna se tedy o sousednost prvniho fadu, ktera
je ekvivalentem ¢asového posunu o jedno ¢asové obdobi). V tomto kontextu
lze, dle [1], operdtor posunu pro vSechny lokality obecné zapisovat jako W X
Pro vztah konkrétni lokality ¢ s ostatnimi lokalitami j lze potom operdtor

posunu rozepsat bud takto

(WX = win X1+ wpXo+ -+ + winXy,

nebo timto zptsobem

(WX =) wiyX;,
j=1

kde [WX]; zna¢i hodnotu WX v lokalité 7.

Hodnota Moranova indexu se pohybuje od -1 (negativni prostorova au-
tokorelace, tj. rovnomérné rozlozeni hodnot v prostoru) po 1 (pozitivni pro-
storova autokorelace, tj. vyskyt shluki podobnych hodnot v prostoru). Tyto
vzory jsou pfi danych hodnotach Moranova indexu schematicky znazornény

na obrazku 2.3.
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Obrézek 2.3: Prostorové vzory pii danych hodnotdch Moranova indexu, in-
spirace: [4]

Za platnosti nulové hypotézy o nepfitomnosti prostorové autokorelace
(bude popsano pozdéji) pochézi hodnoty zkoumaného atributu ze stejného
rozdéleni a jsou nezavislé, pricemz [ je asymptoticky norméalné rozdélené

se stfedni hodnotou

B[l = - (2.2)

kdy pro n — oo lze piimo psat E[l] = 0.

Rozptyl Moranova indexu je vyjadien timto vztahem

n%(n —1)S; — n(n —1)Sy — 252
CEN ) TR

Var(l] = (2.3)

kde

So = Zwija
i
S5 =1 2
=5 (wy +wp)?,

i#]
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o (Tene)

Pii dostatecné velkém mnozstvi zkoumanych oblasti/polygont méa I nor-
maélni rozdéleni a pri porovnani testové statistiky zvané z-score, definované

pomoci vztahu

[ - E[
\/Var[l]’

kde E[I] je stfedni hodnota ze vztahu (2.2) a Var[I] rozptyl ze vztahu (2.3),

4 =

s kritickym oborem W, = (—o0, —u;_2) U (u;_g, 00) normovaného normal-
niho rozdélenim pii zvolené hladiné «, lze rozhodnout, zda se pozorovany
vzor odchyluje od ndhodného vzoru (tj. zda je rozdil mezi pozorovanym a né-
hodnym vzorem statisticky vyznamny). Pokud Z; € W.., potom rozdil mezi
pozorovanym a nahodnym vzorem je statisticky vyznamny (je zde pfitomna
prostorova autokorelace). V opatném piipadé mezi pozorovanym a néhod-
nym vzorem neni statisticky vyznamny rozdil (neni zde pfitomna prostorova
autokorelace).

V praxi je pfedpoklad o normalné rozdéleném [ téméf nemozny, proto
se prechazi k alternativnimu pristupu ovéreni statistické vyznamnosti Mora-
nova indexu. Tento pfistup vyuzivd metodu Monte Carlo, ktera je zalozena
na simulaci, namisto teoretického pristupu, ktery vyuziva predpoklady o roz-

déleni.
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Monte Carlo

Metoda, dle zdroje [24], funguje tak, Ze nejprve spocita globalni Mora~
niv index pro nage data. Nasledné ndhodné! prerozdéli hodnoty zkoumaného
atributu mezi lokalitami (tzn. pro kazdou lokalitu mame dan néjaky pocet
nehod, coZ jsou hodnoty, které v lokalitach prerozdélime) a spocita globalni
Moraniv index pro tento permutovany soubor dat. Proces tvorby permutova-
ného souboru dat a vypoctu Moranova indexu vzniklého souboru opakujeme
nékolikrat (napft. 99, nebo 999). Z opakovaného vypoétu Moranovych indexii
z permutovanych souboru dat ziskdme referencni rozdéleni, které se pouzije
pro vypocet p-hodnoty (a k porovnéni statistického rozdilu mezi Morano-
vym indexem puvodnich dat a vzniklého referen¢niho rozdéleni). P-hodnoty

se spocitaji pomoci nasledujiciho vztahu

R+1
M+1’

p= (2.4)
kde R je pocet piipadi, kdy byl Morantv index I* pocitany pro permuto-
vany datovy soubor (ty, které jsme vytvorili ndhodnym pfifazenim hodnot
atributu k lokalitdm) stejny nebo extrémnéjsi nez Moraniv index [ napo-
¢itany na naSich datech, tzn. pocet pripada, kdy |[I*| > |I|, a M je rovno
poctu permutaci (nejcastéji se voli 99, 999,...). Tato p-hodnota se potom
pouzije k urceni statistické vyznamnosti Moranova indexu nasich dat (resp.
k (ne)zamitnuti nulové hypotézy zminéné nize) pii zvolené hladiné vyznam-
nosti a.

P1i ovérovéani statistické vyznamnosti hodnoty Moranova indexu testu-

Wytvotrime vSechny moznosti (permutace), jak uspofadat v celkové oblasti hodnoty
zkoumaného atributu, tzn. v lokalitdch se promichaji hodnoty atributu. Celkovy pocet
permutaci je n! pfi souboru s n hodnotami zkoumaného atributu, a z téchto permutaci
nahodné vybereme dostateéné velké mnoZstvi variant (tj. zvolime pocet opakovani - v R
parametrem nsim), které se pouziji k tvorbé referenéniho rozdéleni.
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jeme hypotézu
Hy: I =0,

ktera 1ika, ze rozmisténi hodnot atributu v prostoru pfedstavuje nahodny

vzor (neni zde tedy pritomna prostorova autokorelace), oproti alternativé
Hy: IT#0,

kterd naopak 1tika, Ze rozmisténi hodnot atributu v prostoru odpovidé ne-
nahodnému vzoru (at uz jde o shluky nebo rovnomérné rozlozeni hodnot
v celkovém zkoumaném tzemi).

Kromé vyse zminéné hypotézy je mozné pouzit i jeji jednostranné verze.

Jednou z jednostrannych hypotéz je tato

Hy:1<0 Hy: I >0, (2.5)

kde v ramci Hj testujeme, Ze zde prostorova autokorelace bud neni pfitomna,
nebo je zaporna (hodnoty jsou rovnomérné rozlozené v prostoru), oproti H 4,
Ze prostorové autokorelace je kladna (v prostoru se vyskytuji shluky podob-

nych hodnot). Vypocet p-hodnoty v tomto piipadé upravime nésledovné

_ R,+1

P= i

kde misto R z puvodniho vypoé¢tu p-hodnoty (2.4) mame R, které predsta-
vuje pocet pripadu, kdy I* > I.
Druhé jednostranné hypotéza, kterou je mozno testovat, je formulovana

timto zpusobem

Hy: 1>0 Hy: I <0,
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kde H, fika, Ze prostorova autokorelace je pozitivni, nebo neni pfitomna,
a H,4 naopak tik4, Ze prostorova autokorelace je zaporna. Zaroven je zde

opét potireba upravit vztah pro vypocet p-hodnoty, a to timto zptsobem

R,+1
P=——"7
M+1
kde misto R z puvodniho vypoc¢tu p-hodnoty (2.4) mame R,,, které predsta-
vuje pocet pripadu, kdy I* < I.
P-hodnota je tedy dulezitym vystupem metody Monte Carlo, jelikoz vy-

sokad hodnota Moranova indexu sama o sob& nutné neurcuje, zda je na celém

zkoumaném tzemi piitomna prostorova autokorelace.

Morantv scatterplot

Soucéasti zkoumani Moranova indexu byva i Morantuv scatterplot k vizu-
alizaci prostorové autokorelace a k detekci hot spotu. Ptred pouzitim scatter-
plotu data centrujeme (pro lepsi rozliseni velkych a malych hodnot). Tento
scatterplot nésledné porovnava centrovanou hodnotu zkoumaného atributu
X v lokalité ¢ na ose x, jez budeme dale znacit pismenem Z, s prostorové
vazenymi centrovanymi hodnotami téhoz atributu v okoli této oblasti na ose
y. Vysledny graf, jak miZeme vidét na obrazku 2.4, byva nasledné rozdélen
na ¢tyti kvadranty, kdy vertikalni délici pfimka odpovidé celkovému primeéru
centrovanych hodnot Z a horizontalni délici primka odpovida celkovému pri-
meéru centrovanych hodnot 7, které jsou prostorové vazené podle vzdalenosti

lokalit od dané lokality i, tedy W Z.
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1. kvadrant

wz II. kvadrant

WZ=Bo+p:Z

mean(WZ)

IlI. kvadrant IV. kvadrant

Obrézek 2.4: Kvadranty Moranova scatterplotu

Prvni kvadrant se oznacuje jako High-High a odpovida situaci, kdy méame
v lokélni oblasti ¢ nadprimérnou hodnotu zkoumané proménné, piicemz
je tato oblast obklopend nadprimérnymi hodnotami téze proménné v bliz-
kém okoli (byva to oznacovano jako hot spot |25], pficemz je ale potfeba mit
na paméti, ze v této situaci nevime nic o jeho statistické vyznamnosti). Treti
kvadrant predstavuje opacnou situaci a oznacuje se jako Low-Low. Druhy
kvadrant je definovan jako Low-High, coz znamend, ze v lokalni oblasti ¢
méame podprimérnou hodnotu proménné obklopenou nadprimérnymi hod-
notami v blizkém okoli (jde tak o prostorovy outlier). étvrty kvadrant je pak
opakem druhého. Soucésti grafu je i regresni piimka vyjadiujici linearni vztah
mezi proménnymi na osach x a y, pticemz koeficient 3; regresni ptimky v pii-
padé pouziti fadkové standardizované matice? W odpovida hodnoté globél-
niho Moranova indexu. Toto tvrzeni lze odvodit z nésledujiciho maticového

zapisu Moranova indexu

2P#i volbé jiné matice toto tvrdit nelze.
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[ nZtWZ

KAV
kde W je tadkové standardizovana matice vah a Z je centrovany atribut X.
Dale pro radkové standardizovanou matici vah dostavame S = n, ¢imz se

vztah zjednodusi na

I ZTWZ
7Tz

Podivame-li se na odhad koeficientu 3 regresni piimky, ktery lze, dle [18],

obecné psat ve tvaru

. (X -X)TY
R XX D)

(2.6)

a nahradime-li v tomto vztahu (2.6) vektor Y (necentrovana zavisla pro-
ménna) vektorem WZ, a vektor X (necentrovana nezavisla proménna) vek-

torem Z, dostaneme toto vyjadieni

s (Z-Z)"WZ
2272 -7)

kde vzhledem k centrovanym dattm plati, ze Z = 0. Z tohoto divodu dosté-

vame

. ZTWZ

— I.
V7 gry

Regresni primku Moranova scatterplotu s predchozim odhadem B =1

obecné zapisujeme ve tvaru

WZ = Bo + B1Z>
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ve kterém odhad /3y vychézi z nasledujictho vztahu [18]

BO = Y_BIY>

ve kterém misto Y uvazujeme W Z, a misto X uvazujeme Z, pficemz vzhle-

dem k rovnosti Z = 0 tento odhad definujeme nasledovné

BO - WZ

Smysl pouziti Moranova scatterplotu tedy spociva v pozorovani zavislosti

mezi hodnotami v dané lokédlni oblasti a hodnotami v okoli této oblasti.

Globalni G-statistika

Globélni G-statistika, nebo také globalni getis-ord, nabyvajici hodnot
mezi 0 a 1, pro n pozorovani, je definovana prostfednictvim nasledujictho

vztahu

G(d) = Z?:l Zg;l wi; (d) Xi X
Z?:l Z?:l XZX_? ’

pro j # i, pricemz zbylé znaceni je stejné jako bylo u Moranova indexu, a kde

wis(d) = 1 prod;; <d
0 prod; >d

s tim, ze W je binarnf vahova matice s prvky w;;(d) zévisejicimi na prahové

vzdélenosti d z kapitoly 1.3, a znaceni d;; odpovida vzdalenosti mezi lokali-

tami ¢ a j, pro jejiz vypocet lze volit mezi Euklidovskou nebo Manhattanskou

metrikou.

Globélni G-statistika nabyva vysokych hodnot v situaci, kdy se ve zkou-

maném tzemi vyskytuji blizko sebe lokality s vysokymi hodnotami zkouma-
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ného atributu (statistika tak indikuje prostorovou asociaci vysokych, resp.
nadprumérnych hodnot, a pokud je jeji hodnota statisticky vyznamné vyssi
nez jeji o¢ekavana hodnota, jedna se o hot spot) a nizkych hodnot v situaci,
kdy se blizko sebe vyskytuji lokality s nizkymi hodnotami atributu (statis-
tika indikuje prostorovou asociaci nizkych, resp. podprimérnych hodnot, kdy
pokud je jeji hodnota statisticky vyznamné nizsi nez jeji ocekédvané hodnota,
jedna o cold spot). Oproti globalnimu Moranovu indexu ale nedokaze iden-
tifikovat negativni prostorovou autokorelaci (lokality s odlisnymi hodnotami
oproti hodnotam svych sousedu).

Hodnota G-statistiky se, jak jiz bylo feceno, porovnava s jeji ocekavanou

hodnotou, ktera je ddna vztahem

EG@)] =~
kde
S(d) = Z Zwij(d).

Ocekavané hodnota E[G(d)] predstavuje hodnotu G-statistiky v situaci,
kdy ve zkoumané oblasti neni pfitomné vyznamné prostorovéa asociace hod-
not. Test statistické vyznamnosti rozdilu G-statistiky a jeji oc¢ekavané hod-
noty vychézi z normélniho rozdéleni, a pokud zkoumana proménné neni nor-
malné rozdélena, je G-statistika asymptoticky normalni pii dostatecné velkém
mnoZstvi sousedu ve vzdalenosti d (uvadi se alespon 8). O tom, zda je roz-
dil mezi G(d) a E[G(d)] statisticky vyznamny, rozhodujeme opét na zakladé

z-score definovaném pfedpisem

G(d) — E[G(d)]
Var|G(d)]

Za@@) =

Y
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kde

Bom% + Blm4 + Bgm% + meo + Bgm1m3 + B4m‘11]
(mt —ma)®n(n — 1)(n — 2)(n — 3) ’

G = |

kde
BO = (n2 —3n + 3)Sl(d) — nSQ(d) + 352(d),

By = —[(n* = n)Si(d) — 2nSy(d) + 35%(d)],
By = —[2n8:(d) — (n + 3)Sa(d) + 65%(d)],

By = S1(d) — Sa(d) + S*(d),
1 n n

Si(d) = 5 ZZ(wij(d) +wji(d)?, j #1,

=1 i=1

s parametrem m; ziskanym vztahem

1 e
mJ:gZXg, j=1,23,4,
=1

pfi¢emz pro j = 1 predstavuje m; prumér hodnot X; pres vSechny tizemni
jednotky ¢ =1,... n.

Kladnéa hodnota z-score potom vypovida o vysoké kladné prostorové aso-
ciaci hodnot (tj. hot spot) a zaporna hodnota z-score o nizké kladné prosto-

rové asociaci hodnot (tj. cold spot).
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2.1.2. Lokalni statistiky prostorové autokorelace (asoci-

ace)

V predchozi podkapitole jsme rozebirali globalni statistiky prostorové au-
tokorelace. Takové statistiky pfedpokladaji homogennost® prostorového pro-
cesu. Mira prostorové autokorelace se ale muze lisit v riznych lokalitach cel-
kového zkoumaného tizemi, a prostorovy proces tak mize byt heterogenni.
Pro popis prostorové heterogenity se proto spoléhame na miry, které dete-
kuji prostorovou autokorelaci v lokalnim méritku. Témito mérami jsou LISA%,
pod kterou spada lokalni Morantv index s lokdlnim Gearyho pomérem (ktery
ale nemé vyuziti pri detekci hot spotu, proto zde bude vénovan prostor pouze

Moranové indexu), a lokalni G-statistika.

Lokalni Morantv index

Lokalni verze Moranova indexu je dana vztahem

;o X = X) 5 wi(X — X)
Z Z?:1(Xj - 7)2 ’

pro i # j, pricemz vztah mezi globalnim a lokadlnim Moranem je dén nésle-

dovné

I — Z?:l IZ
> e Zj:l Wij

tj. globalni Morantv index lze rozlozit do n lokalnich oblasti. Po zamitnuti
nulové hypotézy u globalniho Moranova indexu pocitame statistiku lokal-

ntho Moranova indexu zvlast pro kazdou lokalni oblast celkového zkouma-

3Homogennosti v prostoru se mysli, Ze velikost prostorové autokorelace je rovnomérné
v celé zkoumané oblasti. Opakem je prostorova heterogenita, kdy je mozné v jedné ¢asti
zkoumané oblasti najit pozitivni prostorovou autokorelaci a v jiné negativni.

4LISA je zkratkou pro "Lokélni indikitor prostorové asociace".
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ného tzemi. Chceme zjistit, které lokalni oblasti jsou si podobné (co se tyce
hodnoty zkoumaného atributu) nebo odlisné od lokalnich oblasti v jejich sou-
sedstvi, piipadné chceme nalézt prostorové odlehlé lokalni oblasti, kde se hod-
nota zkoumaného atributu v takovéto oblasti velmi lisf od svého okoli. Statis-
tika muze nabyvat libovolné hodnoty z mnoziny realnych ¢isel a stejné jako
v globalnim piipadé, srovnavame kazdou hodnotu Moranova indexu s oc¢eka-
vanou hodnotou definovanou vztahem

D e Wi

Bl = -

Pro kazdou lokalitu ¢ ur¢ime statistickou vyznamnost rozdilu mezi I;
a F[I;] prostfednictvim z-score, stejné jako tomu bylo v globalnim piipadé,

s rozdilem, Ze rozptyl indexu I; je tentokrat definovan vztahem

- 5 2my/m3 —n) w?
Varll] = @ =malma) o i=n) _wi
arlli = v Ty P T —2) T o 12
kde
n 2
w,; = ( wij) N
=1
w® =3 "wl, i #j,
j=1
a
2Wikny = Z Zwikwih-
k#i hii

Opét ale nelze predpokladat, ze se vysledné statistiky ridi normalnim
rozdélenim, a proto se pri testovani vyznamnosti rozdilu hodnoty lokalniho
Moranova indexu od ocekavané hodnoty pfistupuje k podminené permutaci

[3]. Ta spociva v tom, Ze je zafixovana hodnota X; atributu X v dané lokalité
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1, a zbylych n — 1 hodnot je ndhodné permutovano v sousednich lokalitach
k ziskdni referen¢niho rozdéleni pro porovnéni s danou lokalni statistikou
I;. Vysledkem jsou p-hodnoty pro kazdou lokalni oblast i, které lze pouzit
k posouzeni vyznamnosti rozdilu mezi indexy a o¢ekédvanymi hodnotami od-
povidajicich lokalit.

V pripadé lokalniho Moranova indexu testujeme hypotézu

Hy: Neexistuje prostorovd autokorelace mezi hodnotami v lokalité © a

hodnotami v jejim okoli
oproti alternativé

H 4: FExistuje prostorovd autokorelace mezi hodnotami v lokalité i a

hodnotami v jejim okoli.

Vzhledem k problému mnohonasobného testovani hypotéz je ale potieba
upravit ziskané p-hodnoty. Bez tpravy by doslo ke zvyseni pravdépodobnosti
chyby 1. druhu (tj. zamitneme Hj a pfitom H plati). Mezi nejznaméjsi ko-
rekéni metodu upravy p-hodnot spada Bonferroniho metoda. Touto metodou
dojde k omezeni p-hodnoty tak, Ze se zvolena hladina vyznamnosti o vydéli
poctem testovanych hypotéz n. Tedy = je mezni hodnota pro urceni vyznam-
nosti. Dalsi ¢astou volbou je, dle zdroje [40], FDR korekce p-hodnoty. Pii pou-
ziti FDR metody nejprve vzestupné sefadime p-hodnoty ziskané pii testovani
hypotéz v n lokalitach (popf. atributovych bodech), tedy pay < -+ < py,
a najdeme nejvétsi index 4, pro ktery je p;) < %‘1, kde « je zvolena hladina
vyznamnosti. Nasledné zamitneme vSechny nulové hypotézy, pro néz jsou

p-hodnoty mensi nebo shodné s p;.
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Lokalni G-statistika

Lokalni G-statistika je definovana vztahem

Zj:j;éi wi;(d)X;

Gi(d) = :
( ) Zj:j;éi Xj

(2.7)

kde definice w;;(d) je stejna jako u globalni verze G-statistiky a X; s X; jsou
opét hodnoty atributu X v lokalitach ¢ a j.

Statistika je pocitana pro kazdou lokalni oblast, aby bylo zfejmé, jak je
hodnota v dané lokalni oblasti ¢ spjata s hodnotami svého okoli definovaném
prahovou vzdalenosti d (at uz Euklidovskou nebo Manhattanskou). Za sou-
sedy lokalni oblasti ¢ povazujeme oblasti, které jsou od ¢ vzdaleny nejvyse d.
Vyge napsana verze statistiky nebere v itvahu hodnotu zkoumané promeénné
v lokélni oblasti 7 (jinak feceno, nepovazuje za souseda sebe samu). Jde tedy
o pomér vazeného prumeéru hodnot v okoli oblasti 7 k sou¢tu vSech hodnot
bez zapoc¢teni hodnoty X; v lokalité 7. Jina verze, kterd pifi vypoctu zahr-
nuje i hodnotu Xj;, a proto v tomto pripadé bude vyjimecné w;; = 1, je dana
vztahem

G (d) = Z?:1§Uz'j(d)Xj’
23:1 Xj

pricemz ji lze interpretovat jako pomér vazeného priuméru v okoli oblasti ¢

k celkovému souc¢tu hodnot.
Pokud jde o interpretaci, hodnota G-statistiky, ktera je vétsi nez jeji oce-

kévané hodnota dané vztahem

Z?:l wi;(d)

EGi(d)] = E[Gi(d)] = CEE

naznacuje, ze jde o High-High oblast, resp. hot spot. Pokud je hodnota mensi
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nez oc¢ekavana hodnota, jedna se o Low-Low oblast, resp. cold spot. Na roz-
dil od lokadlntho Moranova indexu tento piistup ale nezohlediuje prostorové
odlehlé hodnoty. Definitivni rozhodnuti o pritomnosti hot spotu, resp. cold
spotu je ale potieba opét podporit p-hodnotou, kdy nas zajima, zda je rozdil
mezi lokalni hodnotou G-statistiky a jeji o¢ekdvanou hodnotou statisticky vy-
znamny. Tento statisticky vyznamny rozdil je, tak jako v globalnim ptipadé,
testovan prostfednictvim z-score, ve kterém je rozptyl lokdlni G-statistiky

definovan takto

Var(G(d)] = E[G}(d)] — (E[Gy(d)])*,
kde pro j # i definujeme

Si(d)(n—1- w»zg;lxgz] L Sd)(S(d) - 1)
(n—1)(n-2)

kde .
Si(d) = Zwij(d)>

pricemz pro Var[G;(d)] je vztah stejny, jen bude platit i pro j = .

V pripadé lokalni G-statistiky testujeme hypotézu

Hy: Neezxistuje Zadnd souvislost mezi hodnotami v okoli lokality 1

vymezeném vzddlenosti d
oproti alternativé

H 4 : Existuje souvislost mezi hodnotami v okoli lokality i vymezeném

vzddlenosti d
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Stejné jako u Moranova indexu neni vhodné predpokladat, Ze se vysledné
statistiky pro jednotlivé lokalni oblasti ¥idi normélnim rozdélenim. Proto je
i zde moznost pouziti podminené permutace. Opét je nasledné potieba provést

korekei p-hodnot.
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2.2. Zakladni metody analyzy bodi

V ramci této kapitoly, k jejiz sepsani bylo ¢erpano predevsim z [22] a [11],
se nejprve podivame na metody prostorové analyzy bodu, které zohlednuji
pouze umisténi bodu v prostoru, nikoliv hodnoty atributu téchto bodu. Tyto
metody lze chapat jako hot spot analyzu v situaci, kdy pracujeme s body, pfi-
¢emz nemame k dispozici zadné vymezené ¢asti zkoumané oblasti (ve smyslu
napf. méstskych ¢asti, okrest, kraji apod.). Na zavér kapitoly uvedeme, ja-
kym zpusobem provést hot spot analyzu na bodech, u nichZz zohlediujeme

hodnotu néjakého atributu X.

2.2.1. Kvadratova analyza

Kvadratova analyza je jednou z metod pro detekci prostorovych vzoru
na zékladé usporadani bodu v prostoru (jinak Feeno, na zakladé bodové
distribuce) v situaci, kdy nemame k dispozici zddna prostorova ohranic¢eni
uvnit¥ zkoumané oblasti (tj. napt. méstské ¢asti). Metoda hodnoti bodovou
distribuci na zakladé toho, jak se méni hustota rozlozeni bodu v prostoru.
Tuto hustotu obvykle porovnava s teoreticky vytvorenym nadhodnym vzorem,
aby se zjistilo, zda je dané bodové rozlozeni v prostoru vice shluklé, nebo vice
rovnomeérné rozlozené oproti ndhodnému vzoru.

Nez za¢neme zkoumat prostorovy vzor bodt, je potfeba vytvorit pravidel-
nou ¢tvercovou miizku k prekryti studované oblasti (miizka svym zpusobem
nahradi chybé&jici ohrani¢eni uvniti zkoumané oblasti) abychom, stejné jako
tomu bylo u polygont, spocitali po¢ty bodu v jednotlivych ¢tvercich. Otazkou

vsak je, kolik ¢tverci k tvorbé miizky zvolit. Podle Greig-Smith experimentu
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je optiméalni pocet ¢tverci k tvorbé miizky urcen vztahem

OS = 7, (28)

kde Os vyjadiuje obsah miizky (tj. celkovy pocet étverct, jez tvori vyslednou
miizku), n je pocet bodu v distribuci a A je plocha studované oblasti. Po
vytvoreni miizky a zjisténi rozloZeni bodu ve ¢tvercich lze piejit k metodé,
pomoci které 1ze zjistit, zda je rozlozeni zkoumanych bodi ndhodné ¢ nikoliv.

Nejjednodussim teoretickym modelem predstavujicim ndhodny vzor, ktery
lze pouzit k porovnani s nasi bodovou distribuci, je iplnéa prostorova ndhod-
nost oznacovana zkratkou CSR (Complete Spatial Randomness). CSR pired-
poklada, ze udalosti maji stejnou pravdépodobnost vyskytu kdekoliv v ramci
studované oblasti, nezavisle na umisténi jinych udalosti, coz je reprezento-
vano Poissonovym procesem, jehoz zakladem je Poissonovo rozdéleni. Pri
pouziti Poissonova rozdéleni je pravdépodobnost, Ze ve ¢tverci lezi k£ bodu

definovana néasledovné

e ANF
Kl

p(k) =

kde e je Eulerovo ¢islo a A je parametr Poissonova rozdéleni. Jelikoz stiedni
hodnota Poissonova rozdéleni je A, lze ji v kontextu kvadratové analyzy ché-
pat jako prumeérny, resp. oc¢ekavany, pocet bodu ve ¢tverci, ¢ehoz bude vyu-
Zito pii testovani hypotézy o CSR.

Pfi zjistovéani, zda nas bodovy vzor odpovidd nahodnému vzoru testujeme

hypotézu
H(]I je CSR

oproti alternativé
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Hy: neni CSR.

Nulovou hypotézu testujeme pomoci Testu dobré shody, ktery se opira o
skutecnost, ze v ramci CSR je oCekdvany pocet pozorovani v kazdé stejné
velké oblasti stejny. Oznac¢me tedy m pocet ¢tvercu stejné velikosti, n cel-
kovy pocet pozorovanych bodu a n; pocet bodu v i-tém ctverci. Ocekavany
pocet bodu v kazdém ¢tverci spoc¢itame jako n* = n/m (n* tedy odpovida

parametru A Poissonova rozdéleni) a testova statistika je dana timto vztahem

2 _ — (= n*)?
X Z:; ——
Za platnosti nulové hypotézy ma testova statistika x?, ; rozdéleni, kde
m — 1 znaCi stupné volnosti. Kriticky obor definujeme jako
W, = (0>X$n—1,(1—%)> U (an_L%, o0), kdy pokud x? € W,., potom zamitdme
nulovou hypotézu, ktera rika, ze nas vzor odpovida nahodnému vzoru. Ne-
vyhodou metody je, Ze lze pouzit pouze v pripadé, ze v kazdém ¢tverci je
o¢ekavany pocet bodu alesponn 5. V opa¢ném piipadé je nutné bud zménit
velikost miizky, nebo pouzit metodu Monte Carlo, kterd nageneruje néko-
lik permutovanych bodovych rozlozeni (resp. soubort) za platnosti nulové
hypotézy a spoc¢ita pro kazdé bodové rozlozeni x? statistiku. Vysledné rozlo-
7eni x? statistiky potom porovna se statistikou spoéitanou na pivodnich ne-
permutovanych datech. Nulovou hypotézu nésledné (ne)zamitne na zakladé
p-hodnoty spocitanou zpusobem, ktery byl definovan v kapitole 2.1 pomoci
metody Monte Carlo.
Mimo testovani hypotézy o ndhodném rozlozeni bodi miizeme chtit pfimo
védeét, zda je rozloZzeni bodu v prostoru shluklé nebo rovnomérné rozlozené.
V piipadé, Ze chceme zjistit, zda se body shlukuji v prostoru, budeme testovat

hypotézu
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Hy: vzor je CSR nebo rovnomeérné rozloZenij
H 4: vzor je shlukly,

kde rozdil mezi CSR a rovnomérné rozlozenym vzorem je pro lepsi pochopeni

znézornén na nasledujicim obréazku 2.5,

a) b)

Obrazek 2.5: Rozdil mezi a) rovnomérné rozlozenym vzorem a b) CSR

pficem? H, zamitame, pokud x? € <X$n—1,(1—a)’ o0), kde a je zvolena hladina
vyznamnosti. Pro metodu Monte Carlo bychom rozhodli stejnym principem,
jako bylo popsano v kapitole 2.1.

Pokud chceme zjistit, zda je prostorovy vzor rovnomérné rozlozeny, bu-

deme testovat
Hy: vzor je CSR nebo shluklyj
H 4: vzor je rovnomérné rozloZeny.

pricemz Hy zde zamitame pro x> € (0,x7,_;,)- Pro metodu Monte Carlo
bychom opét rozhodli zpisobem z kapitoly 2.1.

Touto metodou jsme schopni rozhodnout o typu rozmisténi bodu z global-
niho hlediska. V piipadé, ze dojdeme k zavéru, ze bodova data tvoii shlukly
vzor, muzeme piejit k hledani hot spoti v lokdlnich oblastech. K tomu je
mozné vyuzit metody prostorové autokorelace, které byly zminény drive, je-
likoZ v tomto pfipadé mame misto polygont k dispozici kvadraty.
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2.2.2. Metoda primeérné nejblizsi vzdalenosti

Metoda priumérné nejblizsi vzdalenosti k identifikaci ptislusného bodo-
vého vzoru je zaloZzena na porovnavani pozorovanych prumérnych vzdalenosti
mezi nejbliz§imi sousednimi body a témi z ndhodného vzoru. Pokud je pozo-
rovand prumeérné vzdalenost vétsi nez ta v piipadé ndhodného vzoru, lze Fict,
Ze vzor pozorovanych bodu je vice rozptyleny nez nahodny. V opac¢ném pii-
padé, kdy je pozorované priumérna vzdalenost mensi nez u nahodného vzoru,
je nas bodovy vzor vice shlukly. Pii testovani, o jaky vzor se v datech jedna,
pouzivame statistiku R (od slova randomness) definovanou jako pomér pozo-
rované prumérné vzdéalenosti mezi nejblizsimi sousednimi body a ocekavané

prumeérné vzdalenosti mezi nejblizsimi sousednimi body za prepokladu CSR,

tedy
R _ Tobs :
Texp
ve kterém
1 n
Tobs = — mln(dw)7
J#i
1

Teap = 5 7=mss o

kde n je celkovy pocet pozorovani (resp. bodi), d;; je vzdalenost mezi bodem
1 a bodem j, a Pl predstavuje plochu minimélniho ohranic¢ujiciho pravothel-
niku vSech bodu (tj. nejmensi obdélnikova nebo &tvercova plocha takova,
Ze obsahuje vSechna pozorovéani). Tato plocha je, dle [8], dana jako soucin
rozdili soutadnic (amaz — @min) * (Dmaz — bmin), kde indexem maz (resp. min)
znaCime nejvétsi (resp. nejmensi) hodnotu odpovidajici souradnice. Pi vy-

poctu statistiky mohou nastat tii situace:
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1. R > 1 - vysledek vypovida o bodovém vzoru, ktery je vice rozptyleny

nez nahodny.
2. R <1 - pozorovany bodovy vzor je vice shlukly nez ndhodny.

3. R =1 - pozorovany bodovy vzor odpovida ndhodnému vzoru.

Pouze na zakladé R hodnoty ale nejsme schopni rozhodnout, zda rozdil
mezi pozorovanou a oc¢ekdvanou hodnotou je statisticky vyznamny. Vypo-
¢itanou R hodnotu je potfeba podporit statistickym testem. Hodnoty zde

porovname uzitim standardizovaného z-score Zp, daného pomérem
T — Tobs — Texp
R — )
SEeqp

kde SE,,, je smérodatna odchylka primérné vzdalenosti k nejblizsimu sou-

sedu za predpokladu tplné prostorové ndhodnosti (CSR) definovana jako

0.26136
\/n2/Pl’

kdy tento vyraz byl, dle [28], odvozen (pouzitim gama funkce I'()) z rozdéleni

SEemp =

vzdélenosti nejblizsich sousedi za pfedpokladu CSR, s vyuzitim vypoctu
pravdépodobnosti, Ze se v kruhové vzdélenosti o poloméru r od zvoleného
bodu nevyskytuje zadny jiny bod a v intervalu mezi r a r + dr, kde d € RT,
se vyskytuje pravé jeden bod.

P1i zvolené hladiné o = 0.05 ma Zp statistika z tabulek normalniho
rozdéleni hodnotu 1.96. Pokud je Zp > 1.96 nebo Zp < —1.96 fekneme,
ze rozdil mezi pozorovanou a o¢ekédvanou hodnotou je statisticky signifikantni.
Je-li —1.96 < Zr < 1.96 fekneme, ze se pozorovany vzor statisticky nelisi

od ndhodného vzoru. Testujeme tedy
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H(]IR: 1,

ktera Tiké, ze pozorovany vzor odpovidd nahodnému vzoru, oproti alternativeé

HAIR%l,

neboli, pozorovany vzor neodpovidd ndhodnému vzoru.

Znaménko u Zr vypovida o tom, zda je pozorovany vzor shlukly nebo
rozptyleny. Je zde tedy mozné testovat i jednostranné alternativy hypotéz,
pii kterych je hodnota Zg, pfi hladiné vyznamnosti o = 0.05, porovnavana
s hodnotou 1.645. V praxi ale testovani statistické vyznamnosti za pfedpo-
kladu normalné rozdélenych dat opét neni vhodné, proto se i zde vyuziva
Monte Carlo pfistup.

P1i vyuziti Monte Carla v metodé prumérné nejblizsi vzdélenosti sou-
sedii se postupuje tak, Ze si na pravotuhelniku ohranicujicim vSechny body
nagenerujeme nahodny vzor tvoreny n nezavislymi stejné rozdélenymi body
a z tohoto souboru spocitame primérnou vzdalenost mezi nejbliz§imi sou-
sednimi body. Tento proces opakujeme nékolikrat (napt. 599 krat), abychom
ziskali referenc¢ni rozdéleni primérnych vzdéalenosti za platnosti nulové hypo-
tézy o nahodném vzoru. Na zakladé p-hodnoty spoctené vztahem jiz uvede-
nym v ¢asti Monte Carlo rozhodneme o tom, zda je rozdil mezi pozorova-
nou prumeérnou vzdalenosti mezi nejbliz§imi sousednimi body a primérnou
vzdélenosti mezi nejblizs§imi sousednimi body p¥i ndhodném vzoru statisticky
signifikantni.

P1i zamitnuti nulové hypotézy o nahodném vzoru lze pristoupit k vyob-
razeni hot spotu. V kontextu analyzy bodu bez informace (zde konkrétné co

bod, to jedna autonehoda, zadny dalsi atribut zde nevystupuje) v situaci,
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kdy neméame zadné dalsi déleni zkoumané oblasti, do kterych bychom body
zahrnuli (tj. kraje, okresy apod.), se da hot spot do jisté miry chépat jako ob-
last s vysokou intenzitou néjaké udalosti (zde nehodovost, uplatiiuje se viak
nejvice pii zkouméni kriminality). To znamend, Ze k vyobrazeni zde vyuzi-
jeme jadrovych odhadu hustoty, znamé pod zkratkou KDE (Kernel Density
Estimation), ktera je detailné popsana napiiklad v [35]. Nevyhodou pfistupu
s pouzitim KDE, jak upozornuji ¢lanky [23] a [19], je, Ze metoda umi shluky
(resp. hot spoty) pouze vykreslit, uz nam ale nefekne, zda jsou statisticky
vyznamné. K urceni signifikantnosti shluku je zapotfebi body agregovat do
hexagonalni, pfipadné ¢tvercové, sité a pouzit metody prostorové autokore-

lace na polygonech.

2.2.3. Analyza atributovych bodovych dat

P1i hledani hot spotu u atributovych bodovych dat je ze statistik pro-
storové autokorelace nejcastéji vyuzivana lokalni G-statistika. Postupujeme
prakticky stejné, jako tomu bylo u polygont. Pro nalezeni lokalnich hot spoti
napocitame pro kazdy bod G-statistiku, kterou srovname s jeji ocekavanou
hodnotou. Jak jiz bylo diive fec¢eno, to, zda je mezi nimi statisticky vyznamny
rozdil uré¢ime prostrednictvim podminené permutace, nebot nelze predpoklé-
dat, Ze statistika pochazi z norméalniho rozdéleni. Jakmile z podminéné per-
mutace ziskdme potfebné p-hodnoty, je mozné vystup (tedy hot spoty, resp.

cold spoty) zakreslit dvéma moZnymi zptsoby.

1. zptsob zakresleni

Jednim ze zptsobu zakresleni vystupu je prostiednictvim barevné od-
liSenych bodi. Body, pro néz je hodnota lokilni G-statistiky signifikantné

vyssi nez jeji o¢ekavand hodnota, nazveme hot spot a zaznacime je Cervené.
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V opacném piipadé je nazveme jako cold spot a zaznac¢ime modrou barvou.

2. zpusob zakresleni

Druhym zptsobem zakresleni vystupu je pouziti interpolace, konkrétné
inverzni vazené vzdalenosti znamé pod zkratkou IWD (Inverse Distance Wei-
ghting). Interpolace se provadi na pravidelné husté ¢tvercové miizce (rastru),
vytvorené na zakladé rovnomérného umisténi velkého poc¢tu nenapozorova-
nych bodu (idealni je zvolit alespoii 10 000 bodii k dosazeni co mozna nejhlad-
siho grafického vystupu), pomoci které rozdélime celkovou zkoumanou oblast
(napf. izemi mésta Brna). Cilem interpolace je odhadnout hodnoty pozado-
vaného atributu X (zde napf. pravé (ne)signifikantni hodnoty G-statistiky)
v novych bodech o soutadnicich {(as,bs) € R? : # (a;,b;) € R? : (a;,b;) =
(as,bs),i = 1,...,n}. Odhad hodnoty atributu X v novém bodé s, o sou-
fadnicich (as, bs), metodou IWD zapisujeme X,, a definujeme, dle [5], jako

vazeny prumér blizkych pozorovani, tedy

X _ 2?21 wiin
’ D ey Wis

kde X; je hodnota atributu v napozorovaném bodé i o soufadnicich (a;, b;) a

s Euklidovskou vzdalenosti d;; mezi body ¢ a s. Pokud by se pri praktickém
vypoctu (v softwaru) stalo, Ze se souradnice bodu i a s shoduji, bude jako
odhad hodnoty atributu vracena hodnota bodu i, ve kterém je tato hodnota
znamé (resp. pozorovana). Vysledkem tohoto zpusobu vykresleni je mapa
husté ¢tvercové sité vybarvena pomoci barevné skaly pohybujici se od modré

(pro cold spoty) az po ¢ervenou (pro hot spoty).
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2.3. Prostorové vaZena regrese

V této kapitole, pro jejiz vypracovani bylo ¢erpano z [15] a [14], dojde
k mirnému preznaceni oproti tomu, které bylo zavedeno v kapitole 1. Bu-
deme potiebovat jeden z m atributi jakoZzto zavislou proménnou. Tento atri-
but budeme znacit jako Y = (Y1,...,Y,) € R™! kde n € N predstavuje
pocet pozorovani. Zbylych m — 1 atributi, které mame k dispozici, a mohou

byt pouzité jako nezavislé proménné, shrneme do datové matice X € R™"*™

s prvky
Layg --- T1(m—-1)
X — L 29y - T2(m—-1) ’
_1 LTn1 =" xn(m—l)_

kde prvni sloupec slouzi k zohlednéni absolutniho ¢lenu regrese.

Model prostorové vazené regrese, znamé pod zkratkou GWR ( Geographi-
cally Weighted Regression), vychézi z globalniho regresniho modelu, pro i-té
pozorovéani, definovaného vztahem

m—1

YiZﬁO‘FZﬁjiﬁz’j‘Fﬁi,izlw--,n, (2.9)
j=1

ktery rozsifuje tim, ze umoznuje odhadovat misto globalnich regresnich para-
metri lokalni. Regresni model prostorové vazené regrese pro i-té pozorovani

ma tvar

m—1

Y;' = 50(ai, bz) + Z 59'(&@', bz)l’w + (R = 1, oo, n, (2.10)
j=1
kde Y; je hodnota zavislé proménné, x;; pfedstavuje hodnotu j-té nezavislé
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proménné v i-tém bodé, €; ~ N(0,0?) jsou chybové ¢leny, (a;,b;) znaci sou-
fadnice i-tého bodu v prostoru a f;(a;, b;) je realizaci spojité funkce 5;(a, b) v
i-tém bodé. Rovnice (2.10) je tedy specialnim piipadem rovnice (2.9), u které
se predpoklada, ze parametry (g, . .., Bm_1 jsou prostorové invariantni. GWR
tim padem pracuje s predpokladem, Ze sledovany jev se v riznych loka-
litich zkoumané oblasti chova rizné, coz se projevi tim, Ze se parametry
Bo(ai, b;), ..., Bm—1(ai, b;), i =1,...,n, mohou v prostoru ménit. Tento pred-

poklad se oznacuje jako prostorovd nestacionarita.

2.3.1. Odhad parametri modelu

U metody GWR kalibrujeme regresni model pro kazdy bod zvlast. Tim
dostavame pro kazdy bod odhady lokalnich regresnich koeficienti. Tyto koe-
ficienty odhadujeme pomoci Metody vdZenijch nejmensich ctverci. V metodé
GWR jsou pozorovani, jez budeme déle nazyvat datové body, vazena na za-
kladé jejich blizkosti k regresnimu bodu, kterym oznacujeme bod, ve kte-
rém provadime odhad regresnich parametri. Datovym bodim, které jsou
regresnimu bodu bliz, pritazujeme vétsi vahu nez tém, které jsou od tohoto
bodu dal. Zajimavosti metody je, Zze odhadnout lokalni parametry modelu
lze pro jakykoli bod v prostoru bez ohledu na to, zda jde o bod, ve kterém
byla pozorovana nase data (rezidua modelu lze v8ak poéitat pouze pro napo-
zorovana data, proto dile nebudeme pracovat s variantou odhadu regresnich
parametri pro libovolny bod v prostoru). Odhad lokalnich regresnich para-

metru je dle Metody vdzZenijch nejmensich ctverci definovan vztahem

Bai, b)) = (X"W (a;, b;)X) " X"W (a;, b)Y
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kde Y je vektor hodnot zavislé proménné, X je matice hodnot vysvétlujicich
proménnych, jejiz prvni sloupec obsahuje prvky rovny jedné, typu n x m,
W (a;,b;) je matice vah Fadu n, jejiz nediagonélni prvky jsou nulové a di-
agonalni prvky predstavuji prostorovou vahu kazdého z n datovych bodu
urc¢enou na zakladé vzdalenosti daného datového bodu od regresniho bodu

a 3 je odhad parametrt 3.

Odhad vsech parametri 3

Podivame-li se na klasickou regresi vice vysvétlujicich proménnych mati-
cové definovanou jako

Y = X8 +¢, (2.11)

s odhadem regresnich parametri, které jsou v prostoru konstantni, tj.

B =(X"X)"'X"Y,

vidime, Ze ekvivalentem maticového zapisu (2.11) je v pripadé GWR zépis

Y =(B®X)1 +e¢,

kde symbol ® je operator logického nasobeni, kdy je kazdy prvek 3 nasoben
odpovidajicim prvkem matice X. Pro n pozorovani a m — 1 vysvétlujicich
proménnych jsou 3 a X fddu n x m a 1 znadi jednotkovy vektor radu m x 1.

Matice 3 se tak skladé z n sad lokalnich parametri a méa tuto strukturu

50(a1,bl) 51(a1>bl) 5m—1(a1,b1)
5o(a.2>bz) 51(a.2>bz) 5m—1(.a2>bz) ’ (2.12)

BO(QTM bn) 61 (an> bn) T Bm—l(ana bn)
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pricemz parametry v kazdém Fadku matice 3 odhadujeme vztahem
B(i) = XTW(H)X) ' XTW(i)Y, (2.13)

kde i reprezentuje fadek v matici (2.12) a W (i) je matice prostorovych vah

fadu n tvaru

Wit 0 - 0
. 0wy 0
W) =
0 0 - wip

kde w;, je vaha pfidélena n-tému datovému bodu pii odhadu parametri
pro -ty regresni bod. Odhad (2.13) je vaZenym odhadem metody nejmen-
Sich ¢tverct, kdy misto konstantni vahové matice pracujeme s matici, jejiz
vahy se méni v zavislosti na vzdalenosti datovych bodi od regresniho bodu,
pri¢emz tuto vahovou matici je nutno pocitat pro kazdy regresni bod zvIast.
Vysledkem kalibrace modelu GWR je tedy soubor odhadi lokdlnich regres-

nich koeficienti pro kazdy regresni bod.

Rezidua modelu

Kromé odhadi regresnich parametri nas miZe zajimat rezidualni® soucet

¢tverci modelu, definovany vztahem

n n

Se:Z(Yvi_Y/i)z 226?7

i=1 i=1

kde Y; znac¢i vyrovnané hodnoty ziskané prostiednictvim vztahu

SReziduum = odhad chybového ¢lenu
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m—1
Yi = bolai,b;) + Z Bilai,b)zy, i=1,....n,
j=1

€;, izl,...,n

jsou rezidua, pricemz na téchto reziduich bude v praktické ¢asti provedena

hot spot analyza zpusobem, jakym se provadi u atributovych bodovych dat.

2.3.2. Tvorba vahové matice

Pii odhadech parametri jsme vyuzivali matici vah W (i) (resp. W(a;, b;)),
ktera je sestavenéd na zékladé blizkosti regresniho bodu k datovym bodum
v jeho okoli. Okoli regresniho bodu definujeme pomoci jadrovych funkei, které
vyjadiuji, jakym zpusobem s rostouci vzdalenosti mezi regresnim bodem
a sousednimi datovymi body klesa vliv téchto datovych bodi. Klesajici vliv
datovych bodu vyjadifujeme klesajici hodnotou véhy, pficemz v regresnim
bodé je hodnota vahy rovna jedné. Mezi nejcastéji pouzivané typy jadrovych
funkei pii vypoctu vah patii gaussovska, exponencidlni a bi-square funkce,

jejichz grafy vidime na obrazku 2.6.

Vvaha

Exponencilni Bi-square

Obrazek 2.6: Jadrové funkce s volbou §itky pasma jadra b = 50
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Gaussovska jadrova funkce

Vahu w;; uréime jako spojitou funkci euklidovské vzdalenosti d;; mezi
libovolnym ¢-tym regresnim bodem, pro néjz odhadujeme parametry, a j-
tym bodem v prostoru, v némz jsou data pozorovana. Vztah pro vypocet vah

je dan nasledovné

wiy = expl— /b)),

kde b predstavuje $itku pasma jadra (bandwidth). Pro i = j, tzn. pro regresni
bod, ktery je zaroven bodem prostoru, ve kterém jsou pozorovana data, bude
vaha rovna jedné a vaha ostatnich dat bude klesat podle Gaussovy kiivky

s rostouci vzdalenosti mezi i-tym a j-tym bodem.

Bi-square jadrova funkce

Alternativou k vySe zvolenému vypoc¢tu vahy je pouziti bi-square funkce,

prostfednictvim které definujeme vahu vztahem

[1 — (dw/b)z]z pro dij <b
0 pro dij 2 b,

wij =

ktera poskytuje spojitou vahovou funkci az do vzdélenosti b od regresniho

bodu a nulovou vahu jakémukoli datovému bodu ve vzdalenosti vétsi nez b.
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Exponencialni jadrova funkce

Dal$im moznym zpusobem urceni vah je pouziti exponencidlni jadrové

funkce definované vztahem

wy = expl—5 (1 /D)

Vyse zminéné moznosti urcéeni vah oznacujeme jako fixni jadra. Fixnf ja-
dra jsou charakteristickd svou prostorovou neménnosti spolu s neménnosti
velikosti $itky pasma jadra (tzn. Ze nereaguji na ménici se hustotu bodu
v prostoru). Opakem jsou adaptivni jadra, ktera jsou charakteristicka tim,
7e v oblastech s vysokou hustotou bodt maji mensi sitku pasma jadra a v ob-

lastech s nizkou hustotou bodu vétsi sitku pasma jadra.

Adaptivni jadrové funkce

Jednim ze zpusobu urceni vah je sefazeni datovych bodi z hlediska jejich
vzdélenosti od kazdého regresntho bodu tak, Ze R;; bude znacit poradi j-
tého datového bodu od ¢-tého regresniho bodu z hlediska jejich vzdalenosti.
Nejblizsi datovy bod k regresnimu bodu tak bude mit vahu jedna a zbylé vahy

se snizuji s rostoucim poradim podle néjaké spojité funkce, jako je napft.

wi; = exp(—Ry;/b),

O

pasma v oblastech s velkym mnozZstvim datovych bodi, jelikoz vzdalenost
napf. k desatému datovému bodu bude mnohem mensi, nez kdyby se regresni

bod nachéazel v oblasti s nizsi hustotu bodu.
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Jinym moznym zptsobem ziskidni vah je uziti principu k nejblizsich sou-
sedii z podkapitoly 1.3.2 v kombinaci s bi-square jadrovou funkei pro regresni
bod ¢. Ten definujeme takto

(1= (dy/b)]? prody <dy i#j
wij =4 0 pro d;; > dl(-f), 1# ]
1 pro 1 =7j.

Na vysledky ziskané metodou GWR ma nejvétsi vliv volba sitky pasma
b, s jejiz pomoci jsou pocitany véahy. Stiku pésma lze povazovat za vyhlazo-
vaci parametr, kdy ¢im vétsi sitku pasma zvolime, tim vétsitho dosahneme
vyhlazeni. Pokud zvolime §itku pasma piili§ velkou, dostaneme prili§ vyhla-
zeny model, jehoz vystupem budou lokalni parametry s velmi podobnymi
hodnotami napfi¢ celou studovanou oblasti (tzn. model nebude reflektovat
lokalni vlivy). Naopak pokud zvolime piili§ malou 8itku pasma, dostaneme
natolik odlisné lokalni parametry, ze nebude mozné pozorovat zadné lokalni

vzorce/zakonitosti. Z tohoto duvodu je potieba §itku pasma vhodné zvolit.

2.3.3. Volba sirky pasma jadra
1. Kfizova validace (Cross-Validation)

Dle metody k¥izové validace je optimélni Sitkou pasma takové, ktera mi-

nimalizuje

CV = [V = Yab)P,

i=1
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kde n je pocet datovych bodu, Y; je hodnota zavislé proménné v i-tém (re-
gresnim) bodé, }A/#(b) znadi, ze predikce hodnoty Y; byla provedena pomoci
datovych bodt v okoli regresniho bodu bez tohoto bodu, jinak by sitka pasma
b byla velmi mala a C'V by bylo rovno nule (vahy v8ech bodu kromé regres-

niho bodu by byly zanedbatelné).

2. Akaikeho informaé¢ni kritérium

Akaikeho informad¢ni kritérium pouzivame pii porovnéni vice modelt mezi
sebou, kdy jako "lepsi" model vybereme ten, pro néjz je hodnota tohoto

kritéria mensi. Kritérium definujeme pro metodu G WR nasledovné

tr(H
kde n je pocet datovych bodu, tr(H) predstavuje stopu (soucet prvki na di-

agonale) "hat" matice H, kterou definujeme takto
H = X(X"W(a;, b:;)X) ' X"W (a;, b;),

a ¢ je odhad smérodatné odchylky chybového ¢lenu, jehoz rozptyl je definovan

vztahem

e YI(I-H)TI-H)Y

n

s jednotkovou matici I.

Poznamka: V piipadé, ze do regresniho modelu zahrnujeme kvalitativni
vysvétlujici proménné (nap¥. druh komunikace, na které doslo k nehodé - dal-
nice, komunikace mistni apod., nebo stav vozovky v misté nehody - povrch

suchy /mokry), hovofime o tzv. umélyjch proménnijch. Ma-li dana kvalitativni
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proménna k ruznych kategorii, je potieba vytvorit k — 1 regresorii tvore-
nych nulami (subjekt do kategorie patfi) a jednickami (subjekt do kategorie
nepatii), které predstavuji indikatory jednotlivych kategorii kategorialnich
proménnych. Vynechanou kategorii tvofenou nulami potom oznacujeme jako
referencni. Timto procesem tak vlastné vytvofime k& podmodeli regresniho
modelu, kdy pro kazdou kategorii dostavame jeden model. Dale je mozné za-
hrnout do modelu interakce, které ukazuji, jak se kombinuje vliv vysvétluji-
cich proménnych na vysvétlovanou proménnou (o vztahu mezi vysvétlujicimi

proménnymi vSak interakce nic netikaji).
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Kapitola 3

Hot spot analyza nehodovosti

meésta Brna

Pro hot spot analyzu byla pouzita volné dostupna data nehodovosti na
uzemi mésta Brna ze stranky [20]. Datova sada obsahuje celkem 69 741 za-
znamu nehod s 56 atributy postupné sesbiranymi od roku 2010 Policii Ceské
republiky. Hot spot analyza byla provedena ve statistickém softwaru R, pfi-
¢emz jako podklad pro préci s prostorovymi daty poslouzily knihy [7] a [21]

spolu s internetovymi zdroji [38] a [16].

3.1. Hot spot analyza polygonovych dat

Nejprve se podivame, jakym zptusobem nalézt hot spoty na polygonovych
datech. Polygony zde zastupuje celkem 48 katastrélnich tzemi mésta Brna
ziskanych ze stranky [17]. V prvni fadé bylo potieba data vyfiltrovat takovym
zpusobem, aby se kazda nehoda zapocitala pouze jednou, nebot zaznamy ne-
hod jsou vedené zpisobem "co jeden tcastnik nehody, to jeden zaznam". Dale

byl pro kazdy katastr spocitan celkovy pocet nehod ve vybraném roce, zde
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konkrétné v roce 2015. Tim jsme ziskali atributovou informaci - tj. atribut
X predstavuje pocet nehod v daném katastru v roce 2015. Vysledné rozlo-
zeni po¢tu nehod v jednotlivych polygonech muzeme vidét na nasledujicim

obrazku 3.1.

Pocty nehod
0to 50

;5om 100
100 to 150

Obrazek 3.1: Mapa absolutnich ¢etnosti nehod v jednotlivych katastrech
mésta Brna

Situace na obrazku 3.1 predstavuje vychozi situaci pred zahdjenim hot
spot analyzy. Na prvni pohled lze vidét, Ze k nejvice nehodam dochézelo
predevsim v centru mésta Brna. Abychom mohli nékterou z oblasti oznacit
za hot spot, je potieba nejprve provést globalni test prostorové autokore-
lace. Tim zjistime, zda se v nasSich datech viibec vyskytuje néjaky prostorovy
vzor /shluk.

P1i testovani globalni prostorové autokorelace byla zvolena sousednost
queen’s case (vzhledem k tomu, Ze queen’s case a rook’s case se lisil pouze
dvéma sousedy, tak zde na volbé prakticky nezalezi) s fadkové standardizova-
nou matici vah W. Jako indikator globalni prostorové autokorelace byl pouzit

globalni Morantiv index. Vypocet byl proveden funkci moran.mc z balicku
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spdep [31]|. Funkce, kromé vypoctu hodnoty globalniho Moranova indexu,
testuje jednostrannou hypotézu (2.5) uzitim metody Monte Carlo na zvo-
lené hladiné vyznamnosti a = 0.05, pfi¢emz bylo zvoleno 999 permutaci.
Vystupem simulace je hodnota Moranova indexu I = 0.35952 s p-hodnotou
= 0.001. Jelikoz je p-hodnota < «, lze zamitnout nulovou hypotézu ve pro-
spéch alternativy, ktera 1ika, Ze se ve zkoumaném prostoru vyskytuji shluky
podobnych hodnot.

Po zamitnuti nulové hypotézy je mozné piejit k prozkouméani prostorové
autokorelace z lokalntho hlediska s cilem nalézt hot spoty nejprve uzitim lo-

kalntho Moranova indexu, a poté lokalni G-statistiky.

3.1.1. LokAdni Moranuv index

Vypocet hodnoty lokdlniho Moranova indexu pro kazdy katastr (pii stejné
volbé vahové matice i typu sousednosti jako v globalnim ptipadé) byl pro-
veden uzitim funkce localmoran_perm z balicku spdep. Touto funkci byla
soucasné, v ramci kazdého katastru, testovana oboustranné hypotéza
Hy: I = 0 oproti alternativé Hy: I # 0 metodou podminéné permutace
na hladiné vyznamnosti a = 0.05, pficemz bylo opét voleno 999 permutaci.
P-hodnoty k uréeni statistické vyznamnosti rozdilu mezi oc¢ekédvanou hodno-
tou indexu a hodnotou indexu napoc¢itanou z dat, jez jsou taktéz vystupem
funkce, byly upraveny pomoci FDR korekce pouzitim funkce p.adjust z ba-
licku stats [33]. Vizualizované hodnoty lokalniho Moranova indexu pro kazdy
katastr spolu s p-hodnotami upravenymi pomoci FDR korekce, jez jsou vy-

stupem funkce localmoran_perm, jsou zobrazeny na obrazku 3.2.
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Lokalni Moranlv index
e FDR p-hodnota

| 1ta0 N 0,00 t0 0.01
Oto1 0.01100.05
1102 0.05t00.10

2to 3 0.10 to 1.00

Obrazek 3.2: Hodnoty Moranova index v danych katastrech (vlevo) spolu
s p-hodnotami k urceni statistické vyznamnosti (vpravo)

Na levém obrazku vypovida cervené zbarvend hodnota Moranova in-
dexu o tom, zZe v daném katastru, konkrétné se jedna o Stranice, doché-
zelo k odlisnému poétu nehod oproti sousednim katastrim (nelze odtud
vsak Tict, zda v tomto katastru dochéazelo k vétsimu nebo mensimu poctu
nehod oproti jeho sousedium). Zaroven, jak je vidét z pravého obrazku, z hle-
diska p-hodnoty, jez je mensi nez hladina vyznamnosti e = 0.05, se hodnota
Moranova indexu tohoto katastru vyznamné lisi od oc¢ekavané hodnoty Mo-
ranova indexu. O tmavé zelené zbarvenych katastrech naopak mluvime jako
o katastrech se srovnatelnymi poc¢ty nehod v porovnani se sousednimi kata-
stry (opét ale nelze rozlisit, zda jde o katastr s vysokym poc¢tem nehod, ktery
je obklopeny katastry s vysokymi poéty nehod nebo naopak). Ne vSechny

tmavé zelené katastry jsou vSak vyhodnoceny jako statisticky vyznamné.
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Pro nalezeni hot spoti si ¢aste¢né pomizeme Moranovym scatterplotem,
ktery je mozné vykreslit funkci moran.plot z balicku spdep. Vystup funkce

muzeme vidét na obrazku 3.3.
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Obrézek 3.3: Moranuv scatterplot rozdéleny na ¢tyii kvadranty

Scatterplot nam poskytuje prvotni predstavu o tom, zda je mozné v da-
tech najit nejen hot spoty, pripadné cold spoty, ale i odlehlé hodnoty (opét
je tfeba upozornit na to, ze nefika nic o jejich statistické vyznamnosti). Nej-
vice katastri vidime v prvnim kvadrantu (obsahujici hot spoty) a tietim
kvadrantu (obsahujici cold spoty). Za zminku stoji prvni kvadrant, ktery
oznacCujeme jako High-High. Vidime zde 5 nazvi katastrii mésta Brna, které
maji nejvétsi vliv na vysledny sklon regresni piimky, a které lze soucasné
oznacit jako hot spoty, nebot se jedna o katastry, které jsou charakterizovany
vysokym poctem nehod, pricemz jsou zaroven obklopeny katastry stejného
charakteru. Déle stoji za zminku druhy kvadrant, ktery oznacujeme jako
Low-High. Katastr Strdnice, ktery méa taktéZz znacny vliv na sklon regresni

primky, zde charakterizujeme jako odlehlou hodnotu ve smyslu katastru s niz-
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kym poctem nehod, jez je obklopeny katastry s vysokym poctem nehod.
Kombinaci vystupu Moranova scatterplotu a p-hodnot z obrazku 3.2 do-

stavame na obrazku 3.4 nejen pozadované statisticky vyznammné hot spoty

nehod mésta Brna, které byly nasim hlavnim cilem analyzy, ale i dva cold

spoty a jednu odlehlou hodnotu typu Low-High.

Klasifikace katastru
High-High
Low-Low
High-Low

| Low-High
Non-significant

Obrazek 3.4: (Nejen) hot spoty nehod v katastrech nalezené uzitim Moranova
indexu

Jako statisticky vyznamné cold spoty byly na obrazku 3.4 oznaceny kata-
stry Ofesin a Jehnice. Jde o katastry, jak miuzeme vidét z detailnéjsi mapy 3.5,
nachézejici se z velké ¢asti v zalesnéném tzemi Sobésické vrchoviny. Vzhle-
dem k této informaci a k tomu, Ze se v Jehnicich nachéazi pouze jediné silni¢ni
spojeni s Brnem, pricemz do OfeSina vede jedina piijezdova cesta, a to praveé

z Jehnic, dava smysl, Ze zde dochézi k vyznamné nizsi nehodovosti.
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Obrazek 3.5: Mapa s vyznacenymi cold spoty nehod katastru

Katastr Stranice byl oznacen klasifikaci Low-High. Jedna se prevazné o za-
stavénou/obydlenou oblast s velkym mnozstvim jednosmérnych ulic a absenci
tramvajové dopravy (kterd méa jinak znaény podil na po¢tu nehod v jinych
katastrech). Jelikoz jde pravé primarné o obydlenou oblast, pres kterou ne-
vede zadné vyznamné silni¢ni spojeni, které by ztizilo dopravu, je toto moz-
nym duvodem, pro¢ byl katastr takto klasifikovan. Zbylé vyznacené kata-
stry, jez oznacujeme jako hot spoty, jsou Trnita, Cerné pole, Ponava a mésto
Brno. Mésto Brno je typické svou hustou tramvajovou siti a dennodennim
velkym provozem. Nachazi se zde spousta svételnych krizovatek, rtznych,
nékdy i neprehlednych, odbocek, které mnohdy kiizi cestu tramvajim i chod-

cum. VSechny tyto aspekty nasvédcuji duvodu pro vyssi nehodovost v tomto

katastru. Co se tyce katastru Trnita, ktery lezi vedle katastru mésto Brno,
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je zde zajimavosti, ze jim vede dvouproudova silnice (dalnice), kterd muze
byt divodem vétsi nehodovosti vlivem napiiklad nepfizptisobeni rychlosti.
Zbylé dva katastry - Ponava a Cerné pole jsou typické vyskytem nakupnich
center, hotelt, nebo univerzitou (konkrétné v katastru Cerna pole), kde se da
ocekavat vétsi koncentrace 1idi¢l, a muze zde proto dochézet k vice neho-
dam, byt muze jit jen o mensi "srazky" napiiklad na parkovistich. Co maji

2

ale katastry oznacené za hot spot spolecné je to, ze se zde vyskytuje husta

~

tramvajova sit a vétsi mnozstvi kiizovatek, ulic a odbocek, ve kterych zvlasté
pii velkém provozu mize dochazet k nehodam. Pro detailnéjsi nahled je zde
opét priloZzena mapa 3.6 s vyznacenymi klasifikacemi.
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Obrazek 3.6: Mapa s vyznacenymi hot spoty nehod katastri spolu s Low-High
oblasti
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3.1.2. LokAlni G-statistika

Pro vypocet lokalni G-statistiky byla pouZita verze (2.7) s binarni matici
vah W, pricemz vzhledem k tomu, jak je statistika konstruovana, bylo po-
tfeba zvolit vhodnou prahovou (zde konkrétné Euklidovskou) vzdalenost d,
po kterou budou katastry povazovany za sousedy katastru, pro néjz je sta-
tistika poc¢itana. Jednou z moznosti jak zvolit vhodnou prahovou vzdalenost
je vzit takovou vzdalenost, pii které je hodnota z-score globéalni G-statistiky
nejvetsi. Jelikoz nelze predpokladat, ze se G-statistika fidi normélnim rozdé-
lenim, byla vzata takova vzdalenost, pii které je pfimo hodnota G-statistiky
nejvetsi. Proces vybéru vzdalenosti spoc¢ival v nagenerovani nékolika hodnot
G-statistiky pro dané vzdélenosti d, jehoz graficky vystup je zobrazen na na-

sledujicim obrazku 3.7.

6.0

Hodnota G-Statistiky
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Obrazek 3.7: Volba prahové vzdalenosti urcena na zékladé nejvyssi hodnoty
G-statistiky

Z obrazku 3.7 je vidét, ze nejvyssi hodnoty globalni G-statistiky bylo do-
sazeno pii vzdalenosti zhruba 3.8 km (pfesna hodnota je 3.8719 km). Pro tuto
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prahovou vzdalenost byla pro kazdy katastr, metodou podminéné permutace,
spocitana hodnota G-statistiky spolu s p-hodnotami k naslednému urceni sta-
tistické vyznamnosti rozdilu G-statistiky a ocekavané hodnoty G-statistiky
uzitim funkce localG_perm, taktéz z balicku spdep. Vysledek podminéné

permutace je vykreslen na obrazku 3.8.

G-statistika
l00to0.1

011002 T
_02|30.3 AR S FDR p-hedneta

03to0.4 . 0.00 to 0.01
04to05 0.01to 0.05
05t006 0.05t0 0.10

06to 07 0.10 to 1.00

Obrazek 3.8: Hodnoty G-statistiky v danych katastrech (vlevo) spolu s p-
hodnotami k urceni statistické vyznamnosti (vpravo)

Ackoliv se nabizi vysoké hodnoty G-statistiky na obrazku 3.8 interpreto-
vat jako potencialni hot spoty nebo cold spoty nehod a hodnoty blizké nule
jako katastry, ve kterych je prostorovi autokorelace nulova, je potieba tyto
hodnoty porovnat s oc¢ekédvanymi hodnotami. Divodem je, Ze pouze srovnani
s o¢ekavanou hodnotou nam ukaze, zda je hodnota G-statiky opravdu vysoka
nebo nizkd. K tomu, zda je rozdil mezi G-statistikami a jejich prislusnymi
oc¢ekavanymi hodnotami statisticky vyznamny byly pouzity p-hodnoty z ob-
razku 3.8, kdy pro p-hodnoty < 0.05 byly katastry klasifikovany jako hot

spoty, pripadné cold spoty, coz je vidét na néasledujicim obrazku 3.9.
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Klasifikace katastru

Hot spot
Cold spot

Non-significant

Obrazek 3.9: (Nejen) hot spoty nehod v katastrech nalezené uzitim G-
statistiky

Jak vidime na obrazku 3.9, lokalni G-statistika klasifikovala jako hot spot
nehod mnohem vice katastri, nez lokdlni Moraniv index. Divodem je pie-
devsim zpusob vypoctu lokalni G-statistiky, nebot byla pouzita verze, ktera
pri vypoctu G-statistiky pro dany katastr nezohlediiuje pocet nehod v tomto
katastru, jako je tomu u Moranové indexu, ale jen pocty nehod v jeho sou-
sednich katastrech. Zaroven je G-statistika hodné ovlivnéna volbou prahové
vzdélenosti. Dalsim duvodem je to, ze G-statistika neumi rozeznat odlehlé
hodnoty v rdmci hot spoti, resp. cold spotii.

Podivame se jesté na tyto vysledky detailnéji. Na mapé 3.10 mame zob-
razeny cold spoty, kde oproti piipadu, kdy byl vyuzit lokalni Moraniiv index,
piibyly katastry Sobégice a Utéchov. Oba katastry se nachézeji na okraji
Brna v prevazné zalesnéné oblasti (Sobésické vrchoviny, stejné jako u Jehnic
a Ofesina), pricemz jediné, a predevsim piehledné, silniéni spojeni mezi cen-
trem Brna a Utéchovem vede pravé pres katastr Sobé&Sice, ze kterého dale

vedou dvé cesty (taktéz nijak komplikované) smérem k centru mésta Brna.
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Dalo by se tedy ocekavat, Ze tudy projizdi spiSe obyvatelné téchto katastri,

coz by mohlo vést k nizsi koncentraci fidi¢tu oproti centru mésta Brna, a tim

péadem by zde nehod mohlo byt méné.
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Obrazek 3.10: Detailnéjsi pohled na cold spoty nehod katastru

Pokud jde o hot spoty, jez jsou zobrazeny na mapé 3.11, pribyly nam zde
navic katastry Komarov, étﬁice, Zabrdovice, Husovice, Veveri a Staré Brno.
Tyto katastry maji pfevazné spoleéné znaky s katastry identifikovanymi jako
hot spoty pri pouziti lokadlniho Moranova indexu. Zajimavé jsou zde dva ka-
tastry - étﬁice a Komarov. Vedou jimi dvé dalnice, ze étﬁic vede dalnice
k Rakousku a z Koméarova na Slovensko. Vzhledem k moznosti rychlejsi jizdy
se zde da predpokladat, Zze by zde mohlo dochéazet nejen k vétsimu mnozstvi

nehod, ale i k vétsim finanénim skodam zptisobenych témito nehodami.
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Obrazek 3.11: Detailnéjsi pohled na hot spoty nehod katastru
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3.2. Hot spot analyza bodovych dat

Predpokladem pro provedeni hot spot analyzy v této ¢asti je absence
hranic katastri mésta Brna a jakékoliv atributové informace, tj. mame k dis-
pozici pouze soufadnice nehod, k nimz doslo v roce 2015. Vychozi situaci

za tohoto predpokladu vidime na obrazku 3.12.

Obrazek 3.12: Bodova data nehodovosti na tizemi mésta Brna

S touto situaci si lze poradit dvéma zpusoby - uzitim kvadratové analyzy

nebo metody nejblizsi vzdéalenosti.

3.2.1. Kvadratova analyza

Pti analyze bodovych dat, jez obsahuji pouze informaci o lokalizaci uda-
losti (zde nehodovosti) je potfeba nejprve otestovat, zda bodovy vzor od-
povida shluklému vzoru, aby pro nés mélo viibec smysl provadét hot spot
analyzu. Pred provedenim testu byla vytvorena ¢tvercova miizka k prolozeni
oblasti mésta Brna. Aby tuto mfizku bylo mozné vytvorit, bylo nutné data

prevést do planarniho souradnicového systému (postup v R skriptu). Déle
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byl uréen "optimélni" pocet ¢tverct v miizce vztahem (2.8) a spocitan po-
¢et nehod v kazdém ¢tverci funkei quadratcount z balicku spatstat [30].

Vysledek je zobrazen na obrazku 3.13.

g9 == |7 |2}

Obréazek 3.13: Pocty nehod ve étvercich jejichz pocet je urceny vztahem (2.8)

Jak je z obrazku 3.13 vidét, vyskytuji se zde ¢tverce s nulovym poc¢tem ne-
hod. Z tohoto divodu byl pro test shluklého bodového vzoru zvolena Monte
Carlo verze Testu dobré shody, jez je mozno v R provést funkei quadrat.test
s parametry method = "MonteCarlo" a alternative = "clustered", tak-
téz z balicku spatstat. Vysledkem testu je hodnota x? = 6053.2
s p-hodnotou = 0.001. Na hladiné o = 0.05 zamitame nulovou hypotézu o na-
hodném (resp. ndhodném nebo rovnomérné rozlozeném) vzoru ve prospéch
alternativy.

Pro nalezeni hot spoti v lokalnich oblastech tizemi mésta Brna se po-
stupuje stejné jako u polygonovych dat, jelikoz zde roli polygoni zastupuji
Ctverce.
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Lokalni Morantv index

Pro vypocet Moranova indexu byla opét zvolena tfadkové standardizo-
vand matice W spolu se sousednosti queen’s case. Vzhledem ke stejnému
principu hledani hot spoti, jako u polygonalnich dat, zde uvedeme pouze
vyslednou vizualizaci hot spoti v dané ¢tvercové miizce. Graficky vystup

metody tedy vidime na obrazku 3.14.
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Obrazek 3.14: (Nejen) hot spoty nehod nalezené na ¢tvercové siti uzitim lo-
kalnitho Moranova indexu

Jak je na obrazku 3.14 vidét, pouziti pristupu kvadratu s néslednou apli-
kaci Moranova indexu nenaslo zadné odlehlé hodnoty, jako tomu bylo pfi pou-
ziti katastru jakozto polygont (coz je ale samoziejmé dano pocatecni volbou
¢tvercové miizky). Oblast hot spoti nehodovosti vsak metoda vyhodnotila
obdobné jako v pfedchozim pristupu, tedy v centru mésta Brna. Odlisné
je ale vyhodnoceni cold spoti, které bude dano tim, Zze ¢tverce, vzhledem

k tvaru a velikosti, obsahuji jiné pocty nehod nez katastry.
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Lokalni G-statistika

V pripadé lokdlni G-statistiky byla zvolena bindrni vahova matice W
s volbou prahové vzdalenosti d = 3.6 km, jez byla urcena stejnym zptisobem
jako v pfipadé polygonalnich dat. Vysledné hot spoty nehod mésta Brna

vidime na obrazku 3.15.
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Obrazek 3.15: (Nejen) hot spoty nehod nalezené na ¢tvercové siti uzitim lo-
kalni G-statistiky

Pouzitim lokalni G-statistiky bylo opét identifikovdno mnohem vice hot
spoti i cold spoti nehodovosti nez u lokdlniho Moranova indexu. Ackoliv
jsou hot spoty opét identifikované v centru meésta Brna, zasahuji napravo
¢astecné i mimo centrum. Zarovein je na levé strané vidét velké mnozstvi cold
spotii, které v katastrech jakozto polygonech nalezeny nebyly. Proto se ze za-
jimavosti podivame jesté na obrazek 3.16 s rtiznymi volbami poc¢tu ¢tverct
pouzitych k tvorbé miizky, abychom vidéli, jak moc jsou vysledné hot spoty

a cold spoty témito volbami ovlivnéné.
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Lokalni Morantyv index

Lokalni G-statistika
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Obrazek 3.16: (Nejen) hot spoty nehod pii riznych volbach miizky

Pfi volbé poctu ¢tverct 6.5 X 6.5 ve sméru osy x a y dostavame pro lokalni
Moraniv index stejny hot spot jako u lokalni G-statistiky. Naopak pfi volbé
poctu ¢tvercu 25 x 25 jsou vidét znacné rozdily ve vysledném zobrazeni hot
spoti. Lokalni Moraniv index pii této volbé naSel jednu odlehlou hodnotu
v podobném misté jako u polygonovych dat. Lokalni G-statistika vSak pfi této

volbé oznacila za hot spoty, a predevsim cold spoty velkou ¢ast tizemi mésta

Brna.
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3.2.2. Metoda primérné nejblizsi vzdalenosti

Test (ne)ndhodnosti bodového vzoru na hladiné vyznamnosti a = 0.05
byl proveden metodou Monte Carlo, jejimz cilem bylo nagenerovat rozdé-
leni prumérné nejblizsi vzdalenosti sousedu za platnosti nahodného rozlozeni
bodii (nehod) v prostoru k porovnani se skutecnou priamérnou vzdalenosti
sousedt. Pred simulaci bylo potfeba napocitat primérnou vzdalenost nej-
blizsich sousedii pro nase data, k ¢emuz poslouzila funkce nndist z balicku
spatstat. Prumérna vzdalenost ma v nasem pfipadé hodnotu r,,, = 0.079.
Pro informativni tcely byl zjistén i index prumeérné nejblizsi vzdalenosti sou-
seda R = 0.4187 (vidime, Ze hodnota je mensi nez jedna, proto by pozo-
rovany vzor mohl odpovidat shluklému vzoru), pro jehoZ vypocet bylo po-
tieba napocitat ocekdvanou primérnou vzdalenost, kterd je r.,, = 0.1886.
Pro vypocet ocekdvané prumérné vzdalenosti bylo nutno ur¢it plochu mi-
nimélntho ohrani¢ujictho pravotuhelniku, k ¢emuz poslouzila slozena funkce
area.owin(bounding.box.xy()), taktéz z knihovny spatstat. V ramci si-
mulace byla prumérné nejblizsi vzdéalenost za platnosti Hy pocitana pomoci
funkce nahodné umistujici body v prostoru, kterou je funkce rpoint, jiz
je mozno nalézt ve stejném balicku jako funkce predchozi. Vysledkem simu-
lace s volbou 999 permutaci je p-hodnota = 0.001, proto na hladiné vyznam-
nosti a = 0.05 zamitame H, o ndhodném prostorovém vzoru.

Jak jiz bylo zminéno v teoretické ¢asti, v piipadé dat tykajici se krimina-
lity nebo nehodovosti je mozné do jisté miry (tj. nedozvime se nic o statistické
vyznamnosti) vyuzit k zobrazeni hot spoti jadrové odhady hustoty. To, které
casti mésta Brna interpretujeme jako hot spoty zéavisi predevsim na volbé
vyhlazovaciho parametru, jelikoz volba jadrové funkce nemé vyrazny vliv
na vysledny odhad hustoty.

Pro zobrazeni mist, které by mohly byt hot spoty byla pouzita Gaussovska
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jadrova funkce s riznymi volbami parametru miry vyhlazeni, aby bylo zfejmé,
jak muze volba tohoto parametru ovlivnit vyslednou interpretaci hot spotu.

Vysledné (potencialni) hot spoty vidime na obrazku 3.17.

sigma = Rule of Thumb sigma=0.3

40 60 80
50 100 180

20

sigma = 0.06 sigma =2

200 300 400
20 30

100
10

Obréazek 3.17: Potencialni hot spoty nalezené pomoci KDE aplikované na
body z obrazku 3.12

Vyhlazovaci parametr na obrazku 3.17 pii volbé a) byl uréen pomoci
pravidla Rule of thumb z knihy [7], které bylo vytvoreno k ziskani opti-
malniho vyhlazovactho parametru jadrové funkce. V porovnéani s moznostmi

c) a d) varianta a) nejlépe odpovida oblasti hot spotu nehod (Zluté zbar-
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veno) tak, jako jej ur€ily i pfedchozi metody. Stejné tak volba parametru
sigma = 0.3 jesté relativné dobie odhaduje oblast hot spotu nehod mésta
Brna. Co se tyce variant c) a d), dostavame velmi neur¢ité vysledky. V pii-
padé c) je volba parametru tak malé, ze prakticky nelze nazvat zadnou oblast
jako hot spot. S variantou d) se naopak dostdvame k opa¢nému problému,
tj. hot spotem bychom prakticky nazvaly vétsinu tizemi mésta Brna, coz nam
nedava zadnou relevantni informaci o nehodovosti. Toto vyobrazeni hot spotu
je vsak obecné pouze informativni, proto je doporucovano jej pouzivat zaro-
venl s metodami prostorové autokorelace (hlavné z diuvodu urceni statistické
vyznamnosti hot spotu) zptisobem, jaky byl predstaven v predchozich ¢astech

analyzy.

85



3.3. Hot spot analyza atributovych bodovych dat

Oproti predchozi ¢asti analyzy budeme pracovat s predpokladem, Ze kromé
soufadnic nehod mame k dispozici i informaci o néjakém atributu. Atributo-
vou informaci zde budeme rozumét vysi hmotné skody v K¢, jez byla zptso-

bena nehodou v roce 2015. Vychozi situaci mizeme vidét na obrazku 3.18.

Hmotna $koda (K&)

0to 5,000

5,000 to 15,000

15,000 to 30,000
@ 30,000 to 70,000
@ 70,000 to 1,550,000

Obrazek 3.18: Vyse hmotné skody zptsobena nehodou na tizemi mésta Brna

Pro lepsi viditelnost rozlozeni vyse hmotné skody na tzemi mésta Brna
lze data vizualizovat pomoci interpolace IDW. Vychozi situace vizualizovani
uzitim interpolace spolu s body z pfedchoziho obrazku 3.18 je demonstrovana

na obrazku 3.19.
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Hmotna $koda (K¢)

(0 0to 5,000
(215,000 to 15,000
15,000 to 30,000
@ 30,000 to 70,000
@ 70,000 to 1,550,000

Obrazek 3.19: Vyse hmotné skody zptsobena nehodou na tizemi mésta Brna
zobrazend uzitim interpolace

Z obou typu vizualizaci je patrné, ze k nakladnym nehodam dochéazelo
spiSe mimo centrum mésta Brna.

Podivame se, jak hot spoty vySe hmotné Skody vyhodnoti lokalni G-
statistika, kterd je pro tyto tucely pouzivana nejvice. Postup je zde stejny
jako u polygonovych dat, proto zde uvedeme pouze nalezené hot spoty uzi-
tim G-statistiky vizualizované dvéma riznymi zpusoby.

Prvnim zptusobem je vykresleni hot spoti pomoci barevné odlisenych
bodt, kdy G-statistika identifikovala tyto hot spoty mimo centrum mésta
Brna, coz je mozné vidét na obrazku 3.20. Druhym zpisobem vizualizace
je pouziti interpolace IDW, kterou vidime na obrazku 3.21. Zaroven je z ob-
razka vidét, ze ackoliv k nejvice nehodam dochézelo v centru mésta Brna,

skody zptisobené nehodou byly vyssi pravé mimo centrum.
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Klasifikace
*+ Hot spot

*+ Cold spot
= Nen-significant

Obrazek 3.20: (Nejen) hot spoty vyse hmotné Skody nalezené lokalni G-
statistikou

¥
-

A

Obrazek 3.21: Interpolovany vystup hot spoti (¢ervené), cold spoti (modie)
a nesignifikantnich oblasti (bile)
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Soucasné je potieba dodat, ze k interpolaci IDW zvoleného poctu ne-
napozorovanych bodu v R, jez byla pouzita k vytvoreni grafického vystupu
na obrazku 3.21, bylo potieba nejprve nenapozorované body nagenerovat
pravidelnym umisténim téchto bodu v husté ¢tvercové miizce pokryvajici
uzemi mésta Brna. Pro tyto tcely slouzi funkce spsample z knihovny sp
[29], do které je potieba zadat parametr type = "regular" s poctem bodi
n = "pocet_bodu", které budeme chtit interpolovat (¢im vétsi n zvolime,
tim hladsi graficky vystup dostaneme). Pro interpolaci byla néasledné pou-
zita funkce iwd z knihovny spatstat, ve tvaru idw(pozorovani ~ 1, data
= nase_data, newdata = mrizka).

Podivejme se jesté na nalezené hot spoty na mapé. Prvni oblast, na kterou
se zaméfime (mapa 3.22, odpovida spodni ¢asti obrazku 3.20) bude oblast

spadajici do katastri Dolni a Horni Herspice, Ptizienice a Tufany.
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Obrazek 3.22: Detailni pohled na hot spoty nehod na jizni ¢asti Brna
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Dveé hlavni oblasti na mapé 3.22, ve kterych doslo k nakladnym neho-
dam jsou v misté kiizeni dalnic vedoucich k Rakousku a Slovensku s dalnici
D1. Duvodem, pro¢ byly v téchto mistech nehody nakladnéjsi, by mohly byt
hromadné nehody zptisobené at uz vlivem nepozornosti (napf. nedobrzdéni
pii srazce vozidel pFede mnou), nepfizpusobenim jizdy (napf. nedanim pied-
nosti pfi odboceni) nebo kombinaci obojiho. Z obou délnic (smér Rakousko
a Slovensko) dale vede pomérné rovné cesta, coz muze pobizet i k rychlej-
$fmu zpusobu jizdy a nebezpeénému piredjizdéni, které nasledné vede k ne-
hodé. Z dat bylo zjisténo, Ze ke spousté nehodam opravdu dochazelo vlivem
nepozornosti nebo rychlé jizdy ridi¢d, pficemz hromadné nehody jsou cha-
rakteristické spiSe pro dalnici oznacenou jako Videnské (na mapé 3.22 vlevo).
Zajimavou informaci o nehodach je i to, ze v oblasti Dolnich Herspic pomérné
¢asto dochézelo k nehodam, od kterych fidi¢i ujeli. K nédkladnym nehodam
dale dochazelo na silnici vedouci kolem katastrii Horni a Dolni HerSpice smé-
rem ke katastru Tufany. Prvni ¢éast cesty, vedouci ze severu k Brnénskym
Ivanovicim, je prehledné cesta pouze s jednou odbockou k benzince a Makru.
Nabizi se tedy, ze vysi skody zptisobenou nehodou mohla zaptic¢init skutec-
nost, ze mezi ridice, ktefi na této trase projizdi a odbocuji k Makru, patii pre-
vazné 1idi¢i drazsich vozidel typu dodavky, teoreticky nakladni automobily,
s cilem natankovat nebo nakoupit v Makru. Makro totiz obecné slouzi spise
pro velkoobjemové ndkupy s cilem zasobovani supermarketii, hypermarkett
apod. Na zakladé informaci obsazenych v datech byly ve skute¢nosti nehody
v této oblasti zpiusobovany bud z divodu nepiiméfené rychlosti, neprizpiso-
beni se dopravné technickému stavu vozovky (napf. klesani, zatacka,...), ne-
spravnym couvanim, nebo dokonce samovolnym rozjetim osobnich, piipadné
nékladnich, automobili. V centru Tufan dochazelo k nakladnym nehodam

hlavné v misté kiizeni silnic, pfi¢emz je na této trase pritomno vétsi mnoz-

90



stvi prechodu pro chodce a zastéavek autobusu. Proto k nakladnym nehodam
mohlo dochézet bud proto, Ze mezi ucastniky patfily i autobusy, nebo opét
z divodu nepozornosti vedouci k hromadné nehodé, pficemz vzhledem k po-
mérné frekventované trase mezi tcastniky nehody mohly patfit i dodavky.
Po bliz§im prozkouméni dat bylo o nehodach v této oblasti zjisténo, ze jejich
hlavni pri¢inou bylo nevénovani se izeni vozidla, nebo neptizptsobeni rych-
losti. Zaroven zde dochézelo nejen k nehodam osobnich automobila (a to i
hromadnych, napt. zde byla nehoda 3 osobnich automobilii), ale i motocykli,
pricemz nebylo vyjimkou, pokud néktery z ucastniki nehody ujel.

Na jihu Brna jes$té zustaneme, nebot zde byla identifikovana jesté dvé
mista jako hot spot, konkrétné na pravém cipu z obrazku 3.20, které se na-

chéazeji napravo od Tufan a jsou detailné vidét na mapé 3.23.
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Obrézek 3.23: Detailni pohled na hot spoty nehod v cipu z obrazku 3.20

K nehodam zde doslo na pfehledném misté silnice v blizkosti autobu-

sové zastavky a polni cesty vedouci podél pole. Mohli bychom tedy ocekavat,
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ze vyse Skod téchto dvou nehod byla zptisobena tim, Ze zde doslo ke strettim
automobilt s traktorem nebo kombajnem (oba typy vozidel spadaji do drazsi
kategorie). Z dat vSak bylo zjisténo, Ze tento predpoklad neni spravny, ne-
bot jedna z nehod, nezavinéna fidicem, byla zptsobena sréazkou osobniho
automobilu bez privésu se zviretem (dle dat z kategorie "lesni zvéri, doma-
cim zvifectvem") v osm hodin rano. Druhé nehoda, ktera se stala o pulnoci,
se tykala srazky osobnifho automobilu bez privésu s nakladnim automobilem
vlivem nevénovani se Fizeni.

Ptedposledni zajimavéa oblast hot spoti, zndzornéna na mapé 3.24, se na-
chazi prevazné v katastru Kohoutovice. Pii detailnéjsim zkoumani, o jaké
oblasti se jedna, bylo zjisténo, ze ve vétsiné piripadu byla vysokd Skodovost
zpusobena nehodou, jez se odehrala na parkovistich, resp. v jejich blizkosti.
Proto se zde jako mozné vysvétleni vysoké skody nabizi to, Ze se nejspiSe
jednalo o nehody vozidel drazsi kategorie. Z dat vyplynulo, Ze tyto nehody
byly ¢asto zptisobeny vlivem nevénovéni se rizeni, kdy nékteré z nehod, které
se nestaly pfimo na parkovisti, byly zpusobeny srazkou osobnich automo-
bila bez piivésu s nakladnimi automobily (z kategorie "nakladni automobil
véetné multikary, autojerabu, cisterny atd."). Vyjimkou, co se ty¢e mista ne-
hody, je hot spot v oblasti vyznacené jako Zebétinska (v katastru Zebétin).
Zde se nehoda odehrala v misté prudké zatacky, pricemz v jednom sméru
je silnice dvouproudové. Tato nehoda byla ve skutec¢nosti zptisobena srazkou
osobniho automobilu s pevnou piekazkou vlivem nepfizptisobeni rychlosti do-
pravné technickému stavu vozovky (zatacka, klesani, stoupani, sitka vozovky

apod.).
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Obrazek 3.24: Detailni pohled na hot spoty nehod v katastru Kohoutovice

Posledni hot spot, jez tu zminime, je hot spot nachéazejici v katastru Zeb-
étin, ve sméru na zapad od katastru Kohoutovice z obrazku 3.21. Jedna se,
jak vidime na mapé 3.25, o jednu nehodu na strmé ulici Bestuvka, kde se na-
chazi bytové druzstvo. Vzhledem k typu domt, které se zde nachazi, a tomu,
7e podél ulice jsou vozidla parkovana ve sméru z kopce doli, mohlo dojit
k vysoké skodé vlivem nezajisténi drahého typu vozidla, které mohlo sjet
z kopce a v pribéhu narazit do jiného vozidla. Ve skutecnosti se v8ak jed-
nalo o nehodu dvou osobnich automobili bez piivésu, ktera byla zptisobené

vlivem nevénovani se fizeni vozidla.
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Obrazek 3.25: Detailni pohled na hot spot nehody na zapadé Brna
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3.4. Hot spot analyza na reziduich prostorové
vazené regrese

V této casti byla pouzita data tykajici se pouze nehod automobilu s ji-
nymi automobily v roce 2015. V prostorové vazené regresi byl v roli zéavislé
proménné pouzit atribut vyse hmotné skody (v K¢&) zptsobené autoneho-
dou. Jako nezévislé proménné byly zvoleny dva kategorialni atributy - stav
vozovky (suchy povrch, mokry povrch apod.) a druh komunikace (mistni,
ucelova apod.), a jeden kvantitativni atribut - pramérna délka dne. Tento
atribut byl pfidan dodate¢né, kdy pro kazdy mésic byl (s vyuzitim informaci
z [39]) spocitan pramér hodin trvani dne (tj. doba mezi tim, kdy slunce vyslo
a zapadlo) prvniho a posledniho dne v mésici.

Model prostorové vazené regrese v R volame funkci gwr z knihovny spgwr

[32]. N&a§ model byl zadan ve tvaru

gwr.fit <- gwr (HMOTNA_SKODA ~ relevel (STAV_VOZOVKY,
ref = "povrch mokry") + relevel (DRUH_KOMUN,

ref "dalnice") + prum_delka_dne, data = data,

adapt = band, hatmatrix = T),
kde bylo potieba pridat funkci relevel k nastaveni referen¢ni kategorie,
vzhledem k pfitomnosti kategorialnich atributii. Strka pasma adaptivniho ja-

dra adapt = band byla urc¢ena funkci gwr.sel z knihovny spgwr ve tvaru

band <- gwr.sel (HMOTNA_SKODA ~ relevel (STAV_VOZOVKY, ref =

"povrch mokry") + relevel (DRUH_KOMUN, ref = "d&lnice")

+ prum_delka_dne, data = data, adapt = T),
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ve které bylo parametrem adapt = T zvoleno adaptivni jadro, jelikoz hus-
tota nehod je v ruznych oblastech Brna ruzna (na okrajich je nehod méné
nez v centru). Tato funkce zaroven pouziva k urceni optimalniho vyhlazova-
ciho parametru metodu kiizové validace, kterou nebylo potieba nastavovat,
jelikoz jde o vychozi nastaveni funkce.

Néasledné byla vykreslena rezidua tohoto modelu, kterd muzeme vidét

na nasledujicim obréazku 3.26.

Rezidua modelu

-500,000 to O

0 to 500,000

500,000 to 1,000,000
® 1,000,000 to 1,500,000

Obrazek 3.26: Rezidua modelu prostorové vazené regrese

Vidime zde jednu odlehlou hodnotu v rozmezi 1, 000,000 a 1, 500, 000 K¢,
ktera znacné ovliviiuje model, a proto byla odebrana. Nova rezidua napoci-
tané z modelu neobsahujicim odlehlou hodnotu, a ktera byla pouzita na hot
spot analyzu, vidime na obrazku 3.27, pricemz k nalezeni optimalni sitky
pasma jadra bylo pouzito Akaikeho informaé¢ni kritérium (bez této volby zde
nebyly nalezeny zadné hot spoty rezidui), které bylo ve funkci gwr.sel na-

staveno parametrem method = "aic".
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Rezidua modelu

-200,000 to -100,000

-100,000 to O

0 to 200,000

200,000 to 400,000
® 400,000 to 600,000

Obrazek 3.27: Rezidua modelu prostorové vazené regrese bez odlehlé hodnoty

Pro nalezeni hot spoti rezidui z obrazku 3.27 byla, jako v pfedchozich p¥i-
padech, pouzita lokalni G-statistika. Vzhledem k zapornym hodnotam nebylo
mozné urcit prahovou vzdalenost pro tvorbu vahové matice pomoci globélni
G-statistiky, a proto byla vyuzita metoda k nejblizSich sousedu, kdy byla
zvolena takova vzdalenost, aby kazdy z bodt mél alespon jednoho souseda.

Vysledné hot spoty je mozné vidét na obrazku 3.28 na nésledujici strané.
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Klasifikace

® Hot spot
® Cold spot
© Non-significant

Obrézek 3.28: Hot spoty rezidui modelu prostorové vazené regrese

Z tohoto obréazku 3.28 lze vidét, ze vysledek neni tak intuitivni, jako tomu
bylo v predchozich ¢astech analyzy. Vzhledem k tomu, Ze pii riznych volbach
parametru (jako je napf. zptusob uréeni vhodné sitky pasma jadra) bylo dosa-
hovano pouze dvou vystupt - vystup, kdy zadné body nebyly identifikovany
jako hot spoty ani cold spoty, nebo vystup, ktery je zna¢né neintuitivni, se jako
vysvétleni takového vysledku jevi, Ze mezi rezidui bude, v kontextu hot spot
analyzy, slaby nebo zadny vztah. V kazdém piipadé, pokud bychom tento
vystup chtéli interpretovat, rekli bychom, Ze nalezené hot spoty predstavuji
oblasti, v jejichz okoli model statisticky vyznamné podhodnocuje vysi hmotné
skody (v K¢&) zpusobenou autonehodou, tedy, vyse hmotné skody uréena mo-
delem zohlediujicim vliv stavu vozovky, denniho svétla a druhu komunikace
na vysi Skody, byla v okoli dané oblasti nizsi, nez jaka byla ve skutecnosti.
Duvodem vzniku/identifikace takovychto oblasti mohou byt faktory, které
v modelu nejsou zahrnuty, pfi¢emz toto zjisténi nam pomahé pii vytvareni,
a nasledném optimalizovani modelu pouzivanych k predikcim, kdy na zakladé

mnozstvi nalezenych hot spoti se mizeme rozhodnout, zda do modelu pii-
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dame i jiné faktory, ¢ nikoliv (resp. zda po téchto faktorech hodlame patrat).
Celkové je ale potfeba brat v potaz to, ze v mistech identifikovanych jako

hot spoty bude model vysi $kody podhodnocovat. U cold spotii by potom

interpretace byla opacna.
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ZAveér

Cilem této diplomové prace bylo seznamit ¢tenare s metodami vyuziva-
nymi pii hot spot analyze dat, spolu s jejich naslednou aplikaci na realnych
datech.

V prvni kapitole byly popsany pojmy, které jsou nutné pro pochopeni
metod prostorové analyzy dat, jako jsou napiiklad typy prostorovych dat,
vzdalenosti, nebo vahovych matic.

V ramci druhé kapitoly byly rozebrany metody prostorové analyzy, jez
slouzi k nalezeni hot spoti, a to konkrétné metoda prostorové autokorelace
(vyuzivana pro atributova bodova a polygonova data), kvadratova analyza
s metodou prumérné nejblizsi vzdalenosti (pro neatributova bodova data)
a prostorové vazena regrese, ve které se hot spot analyza provadi na rezidu-
ich modelu prostorové vazené regrese, na ktera lze, v kontextu této prace,
pohlizet jako na atributova bodova data.

Tteti kapitola je vénovana uplatnéni teoretickych poznatkt na datech
tykajici se nehodovosti na tzemi mésta Brna. Nejprve byla provedena hot
spot analyza na polygonovych datech s atributovou informaci o po¢tu nehod
v jednotlivych polygonech ve zvoleném roce 2015, pfi které byly hot spoty
nehod nalezeny prevazné v centru mésta Brna. Nasledovala analyza neatri-
butovych bodovych dat, v rdmci které jsme méli k dispozici informaci pouze
o misté nehody, pricemz jsme dospéli ke stejnému zavéru jako v predchozim
pripadé. Dalsi ¢ast hot spot analyzy se tykala atributovych bodovych dat,
kdy roli atributu zastupovala vyse hmotné skody (v K¢&) zpusobena neho-
dou v roce 2015. V tomto pripadé byly hot spoty vyse hmotné skody (v K¢&)
nalezeny na okrajich tizemi mésta Brna, nikoliv v centru. Posledni ¢ast hot
spot analyzy byla provedena na reziduich z modelu prostorové vazené regrese.

V roli zavislé proménné zde byl pouzit atribut vySe hmotné skody zpusobené
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nehodou (v K¢&) v roce 2015, v roli nezavislych proménnych byly pouZity
dva kategoridlni atributy - stav vozovky a druh komunikace, a jeden kvan-
titativni atribut - prumérnéa délka dne. Ackoliv bylo nalezeno par hot spoti
rezidui, oproti predchozim ¢astem analyzy vysledek tolik neodpovidal tomu,
co bychom ocekavali, coz mohlo byt zptisobeno tim, Ze mezi rezidui nenf,
v kontextu hot spot analyzy, zadny vztah, nebo je mezi nimi tento vztah
pouze slaby.

Téma diplomové prace bylo pro mé osobné velkym piinosem predevsim
co se tyce rozsiteni si obzoru v oblasti analyzy dat, jelikoz se jedna o téma,
které pro mé bylo donedavna nezndmé. Soucasné jsem v ramci prace ziskala
moznost vyzkouSet knihovnu tmap [34]| pro tvorbu map, a rozsifit tak své

schopnosti grafické reprezentace dat.
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