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Úvod 

Hot spot ana lýza je způsob zpracování dat, up la tňovaný převážně v geo-

informatické praxi, k nalezení hot spotů, k teré lze chápa t předevš ím jako 

oblasti s vysokou koncentrací zkoumaných událost í , jež jsou obklopeny dal

šími oblastmi stejného charakteru. Cílem t é t o práce je tedy popsat metody, 

jejichž použi t í povede k nalezení těchto hot spotů a tyto teoretické znalosti 

uplatnit na zvolených reálných datech. 

Teoretická část práce je rozdělena do dvou hlavních kapitol. P r v n í kapitola 

slouží k zadefinovaní základních po jmů po t ř ebných pro práci s pros torovými 

daty, což jsou taková data, ke k t e r ý m se váže informace o geografické poloze 

na zemském povrchu. D r u h á kapitola je věnována m e t o d á m prostorové ana

lýzy, s jejichž využ i t ím je možné nalézt hot spoty. Volba metod pro identifikaci 

t ěch to hot spotů závisí na typu dat, k t e r á m á m e k dispozici. V t é t o práci lze 

nalézt metody zaměřené na bodová data - obsahující informaci pouze o lo

kalizaci událos t í (např. mís to , ve k te rém došlo k nehodě) , a t r ibu tová bodová 

data - obsahující navíc informaci o s ta t i s t ickém znaku (např. měsíc, ve k te rém 

došlo k nehodě) , nebo na polygonová data - reprezentující územní jednotky 

(např . s táty, kraje, městské část i ) , do k te rých jsou agregována bodová data. 

Prak t ická část práce, obsažená ve t ře t í kapitole, je zaměřená na demon

straci metod prostorové analýzy uvedených v teoretické části na reálných 

datech. Data, k t e rá byla pro analýzu použi ta , se týkají nehodovosti na území 

měs t a Brna , př ičemž tato data, k t e r á jsou volně d o s t u p n á veřejnosti , byla 

sb í rána od roku 2010 Policií České republiky. 
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Kapitola 1 

Terminologie 

K sepsání t é t o kapitoly bylo čerpáno předevš ím z [22]. Zaměř íme se zde 

na zadefinovaní základních p o j m ů prostorové statistiky, k te ré tvoří základ 

při práci s pros torovými daty. Pros torová statistika pracuje s daty, k te ré 

oproti t ě m nepros to rovým obsahují navíc informaci o geografické poloze na zem

ském povrchu (tj. zeměpisnou šířku a délku) . V práci se se tkáme se dvěma 

typy pros torových dat - bodovými a polygonovými. 

1.1. Body 

Bodová data dělíme na základě dos tupných informací do dvou skupin: 

1. Bodová data obsahující pouze informaci o lokalizaci událos t í (např . 

nehodovost, kriminali ta , výskyt zemětřesení) , p ř ípadně ob jek tů (např . 

nemocnice nebo policejní stanice), v p o d o b ě uspo řádaných dvojic sou

řadnic (aj,&j) G M 2 , pro i = 1, . . . ,rib, kde nb e N vyjadřuje celkový 

počet b o d ů (resp. pozorování) . 

2. Bodová data obsahující informaci z 1. odrážky spolu s a t r ibu tovými in

formacemi (tj. informacemi o s ta t is t ických znacích) z aznamenanými 
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pro každý bod (aj,&j), i = v datové matici X G M n í > x m . 

kde m G N značí počet sledovaných a t r i bu tů . P o d t ěmi to atributy 

si, v kontextu t é t o práce , lze předs tav i t např ík lad den, ve k t e r ém došlo 

na daných souřadnicích (a*, h) k nehodě , věkovou skupinu osob zúčast

něných t é t o nehody, druh komunikace, na k te ré k t é t o nehodě došlo, 

nebo také příčinu zavinění nehody. Dokud však nebude napsáno jinak, 

budeme pracovat pouze s j edn ím, ž-tým, atributem X j = (Xu,..., Xnbi)T. 

i = 1, . . . ,m, k te rý pro jednoduchost budeme v p r ů b ě h u práce značit 

jako X = ( X i , . . . ,Xnb) . 

1.2. Polygony 

Polygonem P, dle [36], obecně rozumíme uzavřený ú tva r v M 2 složený 

z konečného p o č t u úseček, k te ré jsou alespoň t ř i , a k te ré se setkávají ve svých 

koncových bodech. Úsečkami rozumíme strany polygonu a body, ve kte

rém se úsečky setkávají, nazýváme vrcholy. Matematicky polygon zapisujeme 

jako množinu uspo řádaných dvojic b o d ů , tedy P = { (a i , & i ) , . . . , (av, bv)}, 

kde v G N , v > 3 je poče t vrcholů. V situaci, kdy m á m e k dispozici np G N 

vzá jemně se nepřekrývajících polygonů, bude i-tý polygon s p o č t e m vrcholů 

VÍ množ ina P% = {(a\,b\),..., (al

v., bl

v.)}, i = 1 , . . . , np. V prostorové analýze 

se polygony používají k reprezentaci územních jednotek - správních oblast í 

(kraje, okresy, správní obvody), s t á tů , pozemků, lesů aj., do k te rých jsou 

často agregována bodová data. Touto agregací získáváme a t r ibu tové infor

mace, kde pro p polygonů je i-tý atribut definován s te jným způsobem, jako 

tomu bylo v p ř ípadě b o d ů , tj. X j = (Xu,...,Xnpi)T, i — 1,... ,m, př ičemž 

budeme za t ím opět pracovat pouze s j e d n í m atributem X = (Xi,..., Xnp). 
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1.2.1. Centroid polygonu 

Př i práci s pros torovými daty se čas to se tkáme s pojmem centroid po

lygonu [6]. Obecně je centroid polygonu definován jako geografický s t řed 

polygonu P, k t e r ý m je myšleno jeho p ředpok ládané těžiště . Matematicky 

je centroid polygonu bod C = ( C a , C & ) , jehož souřadnice jsou definovány 

následujícím způsobem 

1 v 

C a = QÄ + a * + i ) ( a Á + i - ai+ih)), (1-1) 
i=l 

1 v 

Cb = — y^((ftj + bi+1)(aibi+1 - ai+1bi)), (1.2) 

kde v je počet vrcholů (ai , bi), (a 2 , b2), • • •, (av, bv) polygonu P, jejichž souřad

nice jsou b rány proti směru hodinových ručiček, př ičemž budeme uvažovat , 

že (av+i,bv+i) = (ai ,&i) (z toho důvodu , že polygon je uzavřený ú tvar ) a A 

je plocha polygonu P, k t e r á je definována pomocí t é to Shoelace formule 

i=l 

Shoelace formule [26] funguje tak, že pro výpočet plochy polygonu vyu

žívá s t řed (0,0) souřadnicové osy. Ten poslouží jako p o m o c n ý vrchol, s jehož 

pomocí nejprve rozdělíme daný polygon, se souřadnicemi vrcholů číslova

nými proti směru hodinových ručiček, na t ro júheln íky tak, jak je zobrazeno 

na obrázku 1.1. 
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A 

Obrázek 1.1: Rozdělení zvoleného polygonu na t ro júheln íky (červeně) s vyu
ži t ím vrcholu (0,0) 

U každého z těchto t ro júhe ln íků spoč í t áme "zprost ředkovaně" jeho ob

sah. Zprostředkovaně proto, pro tože z jednot l ivých t ro júhe ln íků nejprve vy

tvoř íme rovnoběžníky způsobem znázorněným na následujícím obrázku 1.2. 

Obrázek 1.2: Ukázka tvorby rovnoběžníku z vybraného t ro júhe ln íku z ob
rázku 1.1 
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Obsah rovnoběžníků je poč í t án mechanismem Solomona Golomba, sche

maticky znázorněným na obrázku 1.3, 

Obrázek 1.3: Pr incip v ý p o č t u plochy rovnoběžníku 

odkud je p a t r n é , že obsah rovnoběžníku je roven rozdílu obsahů obdélníků, 

tedy ai&2 — «2&i- K získání obsahu t ro júheln íku stačí vzít polovinu z tohoto 

rozdílu, tj. | ( a i & 2 — 02^1)- Takto spoč í t áme obsah každého t ro júhe ln íku s t ím, 

že (v tomto konkré tn ím př ípadě) v pos ledním kroce postupujeme při výpo

č tu ve směru hodinových ručiček (znázorněno šipkami na obrázku 1.1), což 

se projeví t ím, že tento obsah t ro júhe ln íku bude záporný. Sečtením všech ob

sahů t ro júheln íků získáme výslednou plochu polygonu, jejíž výpoče t je obecně 

zapsán vztahem (1.3) (kde je navíc p ř i d a n á absolu tn í hodnota pro př ípad, 

že bychom na p o č á t k u číslovali ve směru hodinových ručiček, a získali tak 

záporný obsah). Souřadnice centroidu polygonu jsou následně pouze váže

n ý m p r ů m ě r e m centroidu t ro júheln íků, kde váhy odpovídaj í obsahům těchto 

t ro júhe ln íků v p o m ě r u k celkové ploše polygonu. K v ý p o č t u souřadnic centro

idu jednoho t ro júheln íku slouží j ednoduchý ar i tmet ický p růměr přís lušných 

souřadnic vrcholů, tedy C = (a'+a»+^i+a»+2 ^ ^+^1+^+2 ^ př ičemž vzhledem 

k tomu, že t ře t í vrchol m á vždy souřadnice (0,0), je ve vztazích (1.1) a (1.2) 

uveden pouze součet (a* + ai+í) a (6j + bi+i). 
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1.2.2. Sousednost 

Jednou z prvních věcí, kterou je p o t ř e b a při analýze vz t ahů mezi pro

s torovými polygonálními daty zjistit je, k teré polygony spolu sousedí. To, 

j a k ý m způsobem budeme sousednost polygonů chápa t , závisí na definici sou-

sednosti, kterou použijeme. K dispozici m á m e definice "rook's case" (př ípad 

věže) a "queerís case" (př ípad královny) . 

Rook's case 

V tomto př ípadě , jak můžeme vidět na obrázku 1.4, považujeme územní 

jednotky (tj. polygony) za sousedy nějaké výchozí územní jednotky, pokud 

spolu sdílejí hranici o délce větší než 0. To znamená , že pokud by se výchozí 

územní jednotka a nějaká j iná územní jednotka dotýkaly pouze v jednom 

jed iném bodě , nelze je považovat za sousední. 

| Výchozí územní jednotka 

| Sousedé výchozí územní 
jednotky 

Obrázek 1.4: Znázornění sousednosti typu "rook's case 
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Queen's case 

Oprot i výše zmíněnému p ř ípadu zde za sousedy výchozí územní jednotky 

považujeme všechny územní jednotky, k te ré se s touto výchozí územní jed

notkou dotýkají alespoň v jednom bodě . Tento p ř ípad je znázorněn na násle

dujícím obrázku 1.5. 

• 
Výchozí územní jednotka 

J Sousedé výchozí územní 
jednotky 

Obrázek 1.5: Znázornění sousednosti typu "queen's case" 

Sousední jednotky, k teré jsou definované předchozími dvěma způsoby, 

se označují jako bezpros t řední sousedé nebo sousedé 1. ř ádu . Dále můžeme 

hovořit i o sousedech 2. ř ádu , jejichž znázornění je možné vidět na obrázku 

1.6. T y jsou definovány jako sousedé sousedů výchozí územní jednotky. Takto 

by se teoreticky dalo pokračovat i pro vyšší řády, v praxi ale vyšší ř ády nejsou 

moc využi te lné. 

První řád 

Druhý řád 

Obrázek 1.6: Znázornění sousednosti 2. ř á d u pro sousednost "rook's case" 
(vlevo) a "queen's case" (vpravo) 
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1.3. Vzdálenost 

N a to, zda jsou polygony sousedé, se dá, kromě definice sousednosti, po

hlížet čistě z hlediska vzdálenost i [2]. Vzdálenost definujeme pros t ředn ic tv ím 

metrik, k te ré zde budou p o s t u p n ě představeny, př ičemž tento koncept určení 

sousednosti je možné použí t nejen pro polygonálni data, ale i pro bodová 

data. 

1.3.1. Euklidovská metrika 

P r v n í m typem metriky, p ros t ředn ic tv ím které definujeme vzdálenost , je 

Euklidovská metrika (přímková mí ra vzdálenost i ) . V př ípadě polygonových 

dat je vzdálenost poč í t ána mezi centroidy polygonů, tedy 

dy = ^{Cai-Cajf + {Cbi-Cbjf (1.4) 

pro i-tý a j-tý centroid polygonu s př ís lušnými souřadnicemi ( C a . , C 6 . ) a 

(Caj, C&-). Pro bodová data by se výpočet Euklidovské metriky provedl ana

logicky. 

1.3.2. Manha t t anská metrika 

Alternativou, k t e r á je někdy upřednos tňována před Euklidovskou metri

kou, je M a n h a t t a n s k á metrika, jelikož snižuje vl iv odlehlých hodnot. Vzdále

nost mezi centroidy polygonů je v tomto př ípadě poč í t ána takto 

dfj = |Ca ť - Caj \ + \Cbi - Cbj\ (1.5) 

pro i-tý a j - t ý centroid polygonu s př ís lušnými souřadnicemi ( C a . , C 6 . ) a 

(Caj,Cbj). Stejně jako v předchozím př ípadě by se výpočet metriky pro bo-
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dová data provedl analogicky. 

S takto zavedenými vzdálenos tmi můžeme př is toupi t k m e t o d á m , k te ré 

n á m pomohou k rozhodnut í , zda jsou polygony nebo body sousední. Metody, 

k teré se v prostorové analýze používají , jsou Metoda k nejbližších sousedů 

nebo Metoda prahové vzdálenosti. 

Metoda p r a h o v é v z d á l e n o s t i 

Př i použi t í t é t o metody, jejíž znázornění lze vidět na obrázku 1.7, jsou 

za sousedy i - tého polygonu považovány takové polygony, k teré maj í od to

hoto i- tého polygonu vzdálenost nejvýše d. Matematicky jde tedy o množinu 

polygonů {j G {1,... ,np} : dij < d}. V př ípadě bodových dat bychom po

stupovali analogicky. Zároveň by volba d měla být taková, aby měl každý 

polygon (resp. bod) alespoň jednoho souseda. 

• • 

' / 
/ 'A 

i s 
1 s 

• 
1 Á \ 

\ 
• \ • 

/ 
/ 

/ 
/ 

• • 

/ 
/ 

/ 
/ 

Obrázek 1.7: Znázornění metody prahové vzdálenost i 
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Metoda k n e j b l i ž š í c h s o u s e d ů 

V té to m e t o d ě zvolíme za sousedy z-tého polygonu prvních k > 0 poly

gonů, k te ré maj í od tohoto i - tého polygonu nejmenší vzdálenost . K e znázor

nění, pro p ř ípad k = 3 sousedů, je zde přiložen obrázek 1.8. Matematicky tedy 

za sousedy i- tého polygonu považujeme množinu polygonů {(ji, • • •, jk) £ 

{ 1 , . . . ,np} : dij < dik,Vj e ( j i , . . . , jk), V / c ^ ( j i , . . . ,jk)}. Stejně jako v před

chozím př ípadě , i zde by se u bodových dat postupovalo analogicky. Výhodou 

oproti předchozímu p ř i s t u p u j e to, že zde m á každý polygon (resp. bod) stejný 

počet sousedů (nemůže se tedy s tá t , že by někdo souseda neměl) . Nevýhodou 

při p e v n é m p o č t u sousedů však je, že pokud budou polygony (resp. body) 

v nějakém mís tě nahuš těné , a v j iném daleko od sebe, tak v j edné oblasti 

budeme analyzovat velmi malou část z celkového zkoumaného území, a ve 

d ruhé zase mnohem větší část z celkového území. 

k=3 

Obrázek 1.8: Znázornění metody k nejbližších sousedů 
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1.4. Matice vah 

Po rozhodnut í , s jakou definicí sousednosti, p ř ípadně vzdálenost i , budeme 

pracovat, lze př is toupi t k tvorbě matice vah W G R n x n tvaru 

wn W12 ••• Win 

w2i w22 ••• w2n 

W . . . , 

Wnl Wn2 ••• Wnn 

pro n pozorování, kdy je možné uvažovat buď n = rif, nebo n = np v zá

vislosti na tom, zda pracujeme s bodovými nebo polygonovými daty (proto 

dále nebudeme rozlišovat mezi n& a np, a budeme, pro jednoduchost, počet 

pozorování souhrnně označovat n). 

Matice vah zachycuje prostorové vztahy mezi územními jednotkami. K a ž d á 

územní jednotka je reprezentována ř ádkem a sloupcem matice, př ičemž každá 

hodnota matice vyjadřuje pros torový vztah mezi dvěma př ís lušnými geogra

fickými prvky. Obecně i- tý řádek matice W vyjadřuje, jak z-tá územní jed

notka prostorově souvisí se všemi os ta tn ími jednotkami. Počet nenulových 

hodnot v z-tém ř ádku potom vyjadřuje poče t územních jednotek, se k te rými 

ž-tá územní jednotka sousedí. Matematicky budeme řádkový součet značit 

t í m t o způsobem 

n 

Wi. = y ^ W i j , 

dále sloupcový součet takto 

n 

i=l 

19 



a celkový součet přes všechny ř ádky a sloupce matice budeme označovat 

následovně 

i=i j=i 

Vzhledem k r ů z n ý m kri tér i ím, p ros t ředn ic tv ím kterých definujeme vztahy 

sousedních územních jednotek, můžeme následně vytvoř i t různé matice vah. 

1.4.1. Binární matice 

J e d n í m z nejpoužívanějších t y p ů váhových matic je b inárn í matice. P ř i 

sestavování matice využijeme předpokladu , že územní jednotky, k te ré spolu 

sdílí hranici, jsou sousední (bez ohledu na to, zda pro definici sousednosti 

použijeme případ věže nebo případ královny). Pokud spolu dvě územní jed

notky sousedí, p ř i řad íme j i m hodnotu 1. V opačném př ípadě j i m př i řad íme 

hodnotu 0. Vzhledem k tomu, že matice vyjadřuje j a k ý m způsobem jsou 

dvojice územních jednotek propojeny, bývá někdy označována jako "binární 

matice konektivity". 

Vlastnosti matice 

Je-li matice W binární , potom její prvky WÍJ obsahují hodnoty 0 nebo 1, 

př ičemž indexy i a j odkazují na z-tou a j-ton územní jednotku. Ma t i c i lze 

charakterizovat pomocí následujících bodů : 

• P r v k y na hlavní diagonále matice jsou nulové, tj. wa = 0, Vz G { 1 , . . . , n} 

(p ředpokládáme, že územní jednotka nesousedí sama se sebou). 

• Je symetrická, tj. WÍJ = Wji, Vz, j G { 1 , . . . , n} . 

n n 
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Pokud bychom mís to definice sousednosti z podkapitoly 1.2.2 při sesta

vování b inárn í matice využili metodu prahové vzdálenosti, nebo metodu k 

nejbližších sousedů s využ i t ím libovolné metriky z podkapitoly 1.3, prvky 

matice sestavíme následujícím způsobem: 

1. Pro metodu prahové vzdálenost i : 

1 pro dij < d, i j 

wij = { 0 pro d^ > d, i j 

0 pro i = j , 

2. Pro metodu k nejbližších sousedů: 

1 pro dij < d[f, i ^ j 

tru = \ 0 pro d^ > d\f, iyéj 

0 pro i = j , 

pro k G { l , . . . , n — 1}, kde značí vzdálenost mezi jednotkami i a j, 

kde i, j G { 1 , . . . , n}, i ^ j, na k-té pozici při vzes tupném seřazení vzdálenost í 

df) < , . . . , < <4™~1'1 (pozn. kvůli množs tv í dolních indexuje pořad í zaznačeno 

pomocí horn ího indexu). 

Nevýhodou t é t o matice je její neefektivní způsob zachycení prostorového 

vztahu. Touto neefektivitou je myšlena duplikace informací (horní a dolní 

t ro júheln ík matice obsahuje t u t éž informaci o sousednosti) a vysoký počet 

nul v matici , čímž zab í ráme mnoho mís t a informací o nesousedících územních 

jednotkách. Z tohoto důvodu se někdy (čistě pro informativní účely, abychom 

viděli, s j akými územními jednotkami, k t e rá jednotka sousedí) využívá zápis, 

ve k t e r ém m á m e v řádcích pod sebou vypsány jednot l ivé územní jednotky 

a ve sloupcích sousedy dané územní jednotky tak, jak vidíme v tabulce 1.1. 
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Katastr / Soused Soused 1 Soused 2 Soused 3 Soused 4 
Bosonohý Jundrov Kohoutovice Nový Lískovec 

Líšeň Slatina 
Bystrc Kníničky Zebět ín 
Chrlice Tuřany Holásky Brněnské Ivanovice 

Dvorská Tuřany 

Tabulka 1.1: Infomace o sousedních územních jednotkách vybraných 
ka tas t rů měs t a Brna při volbě prahové vzdálenost i d = 0.04 

1.4.2. Řádkově standardizovaná matice 

Další často používanou váhovou mat ic í W je řádkově s tandard izovaná 

matice. Matice je tvořena s te jným způsobem jako b inárn í matice s t í m rozdí

lem, že jednot l ivé prvky matice v d a n é m ř ádku jsou podělené odpovídaj íc ím 

řádkovým souč tem Wi,. Po t é t o úpravě tedy dostaneme pro každou sousední 

jednotku následující váhu 

kde Wijpuv zde značí původn í váhu matice (tj. váhu před vydělením) a WÍJ 

značí novou váhu po provedené úpravě. 

Vlastnosti matice 

Váhová matice W , k te rá je řádkově s tandard izovaná , m á tyto vlastnosti: 

• Pro prvky matice pla t í , že WÍJ G (0,1), V i , j G { 1 , . . . , n}. 

• P r v k y na hlavní diagonále matice jsou nulové, tj. Wa = 0, Vz G { 1 , . . . , n} . 

• Není symetrická, tj. ^ Wji pro alespoň jednu dvojici i ^ j. 

Rozdíl oproti předchozí, b inární , matici je tedy předevš ím ten, že řádkově 

s tandard izovaná matice obecně není symetrická. 
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1.4.3. Matice vzdáleností centroidů (resp. bodů) 

K zachycení prostorového vztahu je možné použí t t aké matici vzdálenost í 

centroidů, kdy se na tyto vzdálenost i díváme jako na váhy. P r v k y w^ zde tedy 

představuj í vzdálenost centroidů územních jednotek i a j, př ičemž pro výpo

čet vzdálenost i m á m e na výběr mezi vztahem (1.4) pro Euklidovskou metriku 

a (1.5) pro Manhattanskou metriku. Pro zohlednění informace o sousednosti 

územních jednotek v matici vzdálenost í centroidů využijeme metod z podka

pitoly 1.3, kdy váhy budou konst ruovány jednou z následujících možnost í 

1. Pro metodu prahové vzdálenost i : 

Wij 
dij pro dij < d 

0 pro dij > d, 

2. Pro metodu k nejbližších sousedů: 

Wij 

d^ pro d^ < d[f, i ^ j 

0 pro d^ > d[f, i ^ j 

0 pro i = j . 

V praxi se však často používá p řevrácená hodnota váhy w^, jelikož za

chycuje, jak se při zvyšující se vzdálenost i síla prostorového vztahu zmenšuje. 

Předchozí váhy (ať už při použi t í metody prahové vzdálenost i nebo k nej

bližších sousedů) proto budou v tomto p ř ípadě upraveny pros t ředn ic tv ím 

následujícího vztahu 

Wij = h 
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Vlastnosti matice 

Matice vzdálenost í centroidů W m á tyto vlastnosti: 

• Pro prvky matice pla t í , že WÍJ G (0, + 0 0 ) , V i , j G { 1 , . . . , n}. 

• P r v k y na hlavní diagonále matice jsou nulové, tj. wu = 0, V i G { 1 , . . . , n} . 

• Je symetrická, tj. = WJÍ, V i , j G { 1 , . . . , n}. 

Nevýhodou využi t í tohoto typu matice vah však je, že tvar polygonu 

ovlivňuje výslednou lokaci centroidů. Polygony s neobvyklým (nekonvexním) 

tvarem potom mohou mí t centroidy umís těné např ík lad v j iném polygonu. 
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Kapitola 2 

Metody prostorové analýzy 

2.1. Prostorová autokorelace 

Obecně při popisu a analýze prostorových vzorů tvořených hodnotami 

zkoumaného atributu u a t r ibu tových dat, resp. u s p o ř á d á n í m nea t r ibu tových 

bodových dat, využíváme prostorové statistiky. Pros torové vzory (obrázek 

2.1) dělíme do t ř í kategorií - shluklé (Clustered), rozptýlené (Dispersed) a ná

hodné (na obrázku upros t ř ed ) . 

Obrázek 2.1: Typy pros torových vzorů, zdroj: [12] 

Př i p o u h é m pohledu na vzor našich dat nejsme obvykle schopni jedno-
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značně rozhodnout, do jaké kategorie vzor spadá . D ů v o d e m je, že v praxi vzor 

nikdy nebude ex t r émně sh luk lý / rozp tý lený nebo náhodný. Zaj ímá nás proto, 

jak blízko je pros torový vzor, k te rý m á m e k dispozici, k j edno t l ivým kate

goriím vzorů. V tomto ohledu hraje u a t r ibu tových dat, k t e rými se budeme 

zabývat nejdříve, v ý z n a m n o u roli prostorová autokorelace. 

Pros torová autokorelace vyjadřuje (samo)korelaci hodnot atributu X, 

k te rá je způsobená p ros to rovým u s p o ř á d á n í m těchto hodnot ve zkoumaném 

území. P t á m e se tedy, jak moc atribut v jednom mís tě koreluje s hodnotami 

téhož atributu v jeho okolí. N a základě hodnoty prostorové autokorelace mů

žeme rozhodnout, do jaké kategorie prostorových vzorů, z hlediska hodnot 

zkoumaného atributu, spadá náš zkoumaný vzor. Je-li prostorová autokore

lace pozi t ivní , potom je náš pros torový vzor shluklý (ve z k o u m a n é m území se 

vyskytuj í oblasti podobných hodnot - ať už nízkých nebo vysokých). V pří

padě negat ivní prostorové autokorelace jsou zkoumané hodnoty rovnoměrně 

rozloženy v prostoru (tzv. "rozptýlený" vzor, kdy nízké hodnoty atributu 

jsou obklopeny vysokými nebo naopak). Pokud prostorová autokorelace nee

xistuje (tj. pokud je nulová), j e d n á se o n á h o d n ý vzor. Vzory při d a n é m typu 

autokorelace je možné, pro lepší pochopení , vidět na obrázku 2.2. 

Negativní autokorelace Žádná autokorelace Pozitivní autokorelace 

Obrázek 2.2: Pros torové vzory při d a n é m typu autokorelace, inspirace: [37] 
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K v ý p o č t u prostorové autokorelace využívame statistiky, k te ré n á m umož

ňují pracovat s a t r ibu tovými bodovými nebo polygonovými daty. Nejprve se 

podíváme na autokorelaci z globálního, a nás ledně z lokálního hlediska. Záro

veň je p o t ř e b a zmíni t , že při psaní těchto podkapitol (včetně úvodu kapitoly 

2.1) bylo čerpáno předevš ím z [22] a [25]. 

2.1.1. Globální statistiky prostorové autokorelace (asoci-

Globální statistiky lze považovat za globální míry prostorové autokore

lace. Výsledkem těchto statistik je jedna hodnota, k t e r á popisuje pros torový 

vzor hodnot zkoumaného atributu v rámci celé zkoumané oblasti. 

G l o b á l n í M o r a n ů v index 

Globální M o r a n ů v index je definován následujícím vztahem 

kde n je poče t pozorování, S je součet všech p rvků váhové matice definovaný 

vztahem (1.6), hodnoty (Xi,... ,Xn) jsou hodnoty s tanoveného atributu X 

a 

vyjadřuje celkový (globální) p růměr hodnot atributu X ve zkoumaném území. 

V á h y v Moranově indexu hraj í důleži tou roli při určení př í spěvku každé 

dvojice lokalit k celkovému I. Proto pokud bychom v datech měli dvojice 

X j > J a J j C X, tak se může s tá t , že tyto dvojice budou v hodně vzdále-

ace) 

I 
i = i E 

i=l 
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ných lokalitách, a ačkoliv je jmenovatel Moranova indexu vždy kladný, váha 

WÍJ bude malá , a t í m p á d e m příspěvek k celkovému I bude t ak též malý. Z či

tatele je p a t r n é , že pokud by hodnoty atributu blízkých územních jednotek 

i & j byly vyšší než globální p růměr , výs ledná hodnota či tatele pro tyto dvě 

konkré tn í jednotky je vysoká k l adná hodnota. Stejně tak je tomu v př ípadě , 

kdy jsou jejich hodnoty nižší než globální p růměr . Tyto situace vypovídaj í 

o pozi t ivní prostorové autokorelaci. Pokud by ale hodnota zkoumaného atri

butu územní jednotky i byla vyšší než globální p růměr , a její blízké územní 

jednotky j nižší, v či tatel i by byla zápo rná hodnota. V tomto př ípadě by vý

sledek vypovídal o negat ivní prostorové autokorelaci. Proto pokud se v celé 

s tudované oblasti vyskytuj í blízko sebe častěji p o d o b n é hodnoty než rozdílné 

(ve smyslu porovnán í s g lobálním p r ů m ě r e m ) , Moranův index m á tendenci 

být k ladný a naopak. Př i použi t í metody Moranova indexu tedy porovná

váme celkovou odlišnost pozorované hodnoty v oblasti i od globálního prů

měru v kombinaci s odlišnost í hodnot v okolí oblasti i od globálního p r ů m ě r u 

(či tatel) , a celkovou odlišnost pozorovaných hodnot od p růměrné globální 

hodnoty (jmenovatel). 

Moranův index je, dle č lánku [9], zobecněním Pearsonova dvouvýběrového 

korelačního koeficientu, definovaného vztahem 

pro výběry ( X 1 ; . . . , Xn) a (Y1,..., Yn), na jednovýběrový autokorelační koe

ficient a nás ledném zobecnění j ednorozměrného výběrového autokorelačního 

koeficientu z časových řad, definovaného následujícím vztahem (pro p ř ípad 

autokorelace ř á d u 1, tj. sledujeme, jak spolu souvisí hodnoty n á h o d n é veličiny 

Y v čase t a v čase t — 1) 

i 
n—1 

j Y T U X i - x m - Y ) 
r — 
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3_EU(Xt-Y)(Xt-i-Y) 

pro n hodnot pozorovaných v čase t = l , . . . , n , na dvourozměrný auto-

korelační koeficient prostorové distribuce. Spojitost mezi t ím to korelačním 

koeficientem a Moranovým indexem spočívá v operátoru posunu [10], k te rý 

se v časových řadách pro jeden časový posun označuje jako B, a definuje se 

rovnost í BYt = Yt_i. Tento operá to r vyjadřuje, jak hodnota n á h o d n é veličiny 

v čase t závisí na hodno tě v čase t — 1. V prostorové statistice je ekvivalen

tem tohoto ope rá to ru váhová matice W . P ros t ř edn ic tv ím t é t o matice vyja

dřujeme, jak spolu souvisí hodnota Xi atributu X v lokalitě i s hodnotami 

v sousedních lokalitách j ( jedná se tedy o sousednost p rvn ího řádu , k t e rá 

je ekvivalentem časového posunu o jedno časové období ) . V tomto kontextu 

lze, dle [1], operátor posunu pro všechny lokality obecně zapisovat jako W I . 

Pro vztah konkré tn í lokality i s os ta tn ími lokalitami j lze potom operátor 

posunu rozepsat buď takto 

[ W I ] j = W j i X i + wi2X2 H h winXn. 

nebo t í m t o způsobem 
n 

; W . Y ; , ]T,,,;,Y;, 

kde [ W I ] j značí hodnotu W X v lokalitě i. 

Hodnota Moranova indexu se pohybuje od -1 (negat ivní prostorová au-

tokorelace, tj. rovnoměrné rozložení hodnot v prostoru) po 1 (pozit ivní pro

storová autokorelace, tj. výskyt shluků podobných hodnot v prostoru). Tyto 

vzory jsou při daných hodno tách Moranova indexu schematicky znázorněny 

na obrázku 2.3. 
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I=-1 1 = 1 

Obrázek 2.3: Pros torové vzory při daných hodno tách Moranova indexu, in
spirace: [4] 

Za platnosti nulové hypotézy o nepř í tomnos t i prostorové autokorelace 

(bude popsáno později) pochází hodnoty zkoumaného atributu ze stejného 

rozdělení a jsou nezávislé, př ičemž I je asymptoticky normálně rozdělené 

se s t řední hodnotou 

E[I\ = - ? — í í , (2.2) 

kdy pro n —> oo lze p ř ímo psá t E[I] = 0. 

Rozpty l Moranova indexu je vyjádřen t í m t o vztahem 

kde 

Varii] - n2(n-l)S1-n(n-l)S2-2Sj 

Wij. 
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k V j i 

Př i dos ta tečně velkém množs tv í zkoumaných ob las t í /po lygonů m á / nor

máln í rozdělení a při porovnán í testové statistiky zvané z-score, definované 

pomocí vztahu 

Z I - E[I]  

1 ^VaWX 

kde E[I] je s t řední hodnota ze vztahu (2.2) a V a r [ i ] rozptyl ze vztahu (2.3), 

s kr i t ickým oborem Wc = (—oo, — U (wi - s , oo) normovaného normál

ního rozdělením př i zvolené hladině a, lze rozhodnout, zda se pozorovaný 

vzor odchyluje od n á h o d n é h o vzoru (tj. zda je rozdíl mezi pozorovaným a ná

h o d n ý m vzorem statisticky v ý z n a m n ý ) . Pokud Zj G Wc, potom rozdíl mezi 

pozorovaným a n á h o d n ý m vzorem je statisticky v ý z n a m n ý (je zde p ř í t o m n a 

prostorová autokorelace). V opačném př ípadě mezi pozorovaným a náhod

n ý m vzorem není statisticky v ý z n a m n ý rozdíl (není zde p ř í t o m n a prostorová 

autokorelace). 

V praxi je p ředpoklad o normálně rozděleném / t éměř nemožný, proto 

se přechází k a l t e rna t ivn ímu p ř í s tupu ověření s tat is t ické významnos t i Mora-

nova indexu. Tento p ř í s tup využívá metodu Monte Carlo, k t e rá je založena 

na simulaci, namís to teoret ického př í s tupu , k te rý využívá p ředpok lady o roz

dělení. 
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Monte Carlo 

Metoda, dle zdroje [24], funguje tak, že nejprve spočí ta globálni Mora

nův index pro naše data. Následně n á h o d n ě 1 přerozdělí hodnoty zkoumaného 

atributu mezi lokalitami (tzn. pro každou lokalitu m á m e dán nějaký počet 

nehod, což jsou hodnoty, k te ré v lokalitách přerozdělíme) a spočí tá globální 

Moranův index pro tento pe rmutovaný soubor dat. Proces tvorby permutova

ného souboru dat a v ý p o č t u Moranova indexu vzniklého souboru opakujeme 

několikrát (např . 99, nebo 999). Z opakovaného v ý p o č t u Moranových indexů 

z pe rmutovaných souborů dat získáme referenční rozdělení, k teré se použije 

pro výpočet p-hodnoty (a k porovnán í s ta t is t ického rozdílu mezi Morano-

v ý m indexem původních dat a vzniklého referenčního rozdělení) . P-hodnoty 

se spočí ta j í pomocí následujícího vztahu 

kde R je poče t p ř ípadů , kdy byl Moranův index ľ poč í t aný pro permuto

vaný da tový soubor (ty, k teré jsme vytvořil i n á h o d n ý m př i řazením hodnot 

atributu k lokali tám) stejný nebo extrémnějš í než Moranův index I napo

č í taný na našich datech, tzn. poče t p ř ípadů , kdy \I*\ > \I\, a M je rovno 

p o č t u p e r m u t a c í (nejčastěji se volí 99, 999,...). Tato p-hodnota se potom 

použije k určení s tat is t ické významnos t i Moranova indexu našich dat (resp. 

k (ne )zamí tnu t í nulové hypotézy zmíněné níže) při zvolené hladině význam

nosti a. 

Př i ověřování s tat is t ické významnos t i hodnoty Moranova indexu testu-

1 Vytvoříme všechny možnosti (permutace), jak uspořádat v celkové oblasti hodnoty 
zkoumaného atributu, tzn. v lokalitách se promíchají hodnoty atributu. Celkový počet 
permutací je n! při souboru s n hodnotami zkoumaného atributu, a z těchto permutací 
náhodně vybereme dostatečně velké množství variant (tj. zvolíme počet opakování - v R 
parametrem nsim), které se použijí k tvorbě referenčního rozdělení. 
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jeme hypo tézu 

HO:I = 0, 

k te rá říká, že rozmístění hodnot atributu v prostoru představuje n á h o d n ý 

vzor (není zde tedy p ř í t o m n a prostorová autokorelace), oproti a l te rna t ivě 

H A : I Ť ^ O , 

k te rá naopak říká, že rozmístění hodnot atributu v prostoru odpovídá ne

n á h o d n é m u vzoru (ať už jde o shluky nebo rovnoměrné rozložení hodnot 

v celkovém z k o u m a n é m území) . 

Kromě výše zmíněné hypotézy je možné použí t i její j ednos t r anné verze. 

Jednou z j ednos t r anných hypotéz je tato 

H 0 : I < 0 H A : I > 0 , (2.5) 

kde v rámci HQ testujeme, že zde prostorová autokorelace buď není p ř í tomná , 

nebo je zápo rná (hodnoty jsou rovnoměrně rozložené v prostoru), oproti H A , 

že prostorová autokorelace je k l adná (v prostoru se vyskytuj í shluky podob

ných hodnot). Výpoče t p-hodnoty v tomto př ípadě uprav íme následovně 

_ Ry + 1 
p ~ M + r 

kde mís to R z původn ího v ý p o č t u p-hodnoty (2.4) m á m e Rv, k teré předs ta 

vuje počet p ř ípadů , kdy ľ > I. 

D r u h á j e d n o s t r a n n á hypotéza , kterou je možno testovat, je formulována 

t í m t o způsobem 

H 0 : I > 0 H A : I < 0 , 
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kde H0 říká, že prostorová autokorelace je pozi t ivní , nebo není p ř í tomná , 

a HA naopak říká, že prostorová autokorelace je záporná . Zároveň je zde 

opět p o t ř e b a upravit vztah pro výpočet p-hodnoty, a to t í m t o způsobem 

Rn + l 
p M + r 

kde mís to R z původn ího v ý p o č t u p-hodnoty (2.4) m á m e Rn, k te ré předs ta 

vuje počet p ř ípadů , kdy ľ < I. 

P-hodnota je tedy důleži tým v ý s t u p e m metody Monte Carlo, jelikož vy

soká hodnota Moranova indexu sama o sobě n u t n ě neurčuje, zda je na celém 

zkoumaném území p ř í t o m n a prostorová autokorelace. 

M o r a n ů v scatterplot 

Součást í zkoumání Moranova indexu bývá i Moranův scatterplot k vizu-

alizaci prostorové autokorelace a k detekci hot spotu. P ř e d použ i t ím scatter-

plotu data centrujeme (pro lepší rozlišení velkých a malých hodnot). Tento 

scatterplot nás ledně porovnává centrovanou hodnotu zkoumaného atributu 

X v lokalitě i na ose x, jež budeme dále značit p í smenem Z, s prostorově 

váženými cent rovanými hodnotami téhož atributu v okolí t é to oblasti na ose 

y. Výsledný graf, jak můžeme vidět na obrázku 2.4, bývá následně rozdělen 

na čtyři kvadranty, kdy vert ikální dělící p ř ímka odpov ídá celkovému p r ů m ě r u 

centrovaných hodnot Z a hor izontální dělící p ř ímka odpovídá celkovému prů

měru centrovaných hodnot Z, k te ré jsou prostorově vážené podle vzdálenost í 

lokalit od dané lokality i, tedy W Z . 
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wz II. kvadrant I. kvadrant 

WZ=(3o+piZ 

mean(WZ) 

III. kvadrant IV. kvadrant 

o z 

Obrázek 2.4: Kvadranty Moranova scatterplotu 

P r v n í kvadrant se označuje jako High-High a odpov ídá situaci, kdy m á m e 

v lokální oblasti i n a d p r ů m ě r n o u hodnotu zkoumané p roměnné , př ičemž 

je tato oblast obk lopená n a d p r ů m ě r n ý m i hodnotami téže p roměnné v blíz

kém okolí (bývá to označováno jako hot spot [25], př ičemž je ale p o t ř e b a mí t 

na pamět i , že v t é to situaci nevíme nic o jeho stat is t ické významnos t i ) . T ře t í 

kvadrant předs tavuje opačnou situaci a označuje se jako Low-Low. D r u h ý 

kvadrant je definován jako Low-High, což znamená , že v lokální oblasti i 

m á m e p o d p r ů m ě r n o u hodnotu p roměnné obklopenou n a d p r ů m ě r n ý m i hod

notami v blízkém okolí (jde tak o prostorový outlier). Č t v r t ý kvadrant je pak 

opakem druhého . Součást í grafu je i regresní p ř ímka vyjadřující l ineární vztah 

mezi p roměnnými na osách x a y, př ičemž koeficient (3\ regresní p ř ímky v pří

padě použi t í řádkově s tandardizované matice 2 W odpovídá hodno tě globál

ního Moranova indexu. Toto tvrzení lze odvodit z následujícího mat icového 

zápisu Moranova indexu 

2 Při volbě jiné matice toto tvrdit nelze. 
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_ nZTWZ 
~ SZTZ ' 

kde W je řádkově s tandard izovaná matice vah a Z je centrovaný atribut X. 

Dále pro řádkově standardizovanou matici vah dos táváme S = n, čímž se 

vztah zjednoduší na 

, ZTWZ 
ZTZ ' 

Podíváme-l i se na odhad koeficientu B\ regresní přímky, k te rý lze, dle [18], 

obecně psá t ve tvaru 

(X-X)TY , 
Pi = = , 2.6 

(X -X)T(X - x y V ; 

a nahradíme- l i v tomto vztahu (2.6) vektor Y (necentrovaná závislá pro

měnná) vektorem W Z , a vektor X (necentrovaná nezávislá p roměnná) vek

torem Z , dostaneme toto vyjádření 

Ř _ {Z- zfwz 
Pl [Z -Z)T{Z - z ) 

kde vzhledem k cent rovaným d a t ů m pla t í , že Z = 0. Z tohoto důvodu dostá

váme 

8 - Z T W Z - j 

Regresní p ř ímku Moranova scatterplotu s předchozím odhadem fti — I 

obecně zapisujeme ve tvaru 

WZ = /30 + faZ, 
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ve k te rém odhad (30 vychází z následujícího vztahu [18] 

Po = Y - fcX 

ve k t e r ém mís to Y uvažujeme W Z , a mís to X uvažujeme Z, př ičemž vzhle

dem k rovnosti Z = 0 tento odhad definujeme následovně 

Smysl použi t í Moranova scatterplotu tedy spočívá v pozorování závislosti 

mezi hodnotami v dané lokální oblasti a hodnotami v okolí t é t o oblasti. 

G l o b á l n í G-statistika 

Globální G-statistika, nebo také globální getis-ord, nabývající hodnot 

mezi 0 a 1, pro n pozorování, je definovaná p ros t ředn ic tv ím následujícího 

vztahu 

pro j 7̂  i, př ičemž zbylé značení je stejné jako bylo u Moranova indexu, a kde 

s t ím, že W je b inárn í váhová matice s prvky Wij(d) závisejícími na prahové 

vzdálenost i d z kapitoly 1.3, a značení dy odpovídá vzdálenost i mezi lokali

tami i a j, pro jejíž výpočet lze volit mezi Euklidovskou nebo Manhattanskou 

metrikou. 

Globální G-statistika nabývá vysokých hodnot v situaci, kdy se ve zkou

m a n é m území vyskytuj í blízko sebe lokality s vysokými hodnotami zkouma

l o = W Z . 

G(d) Eľ=i Y ľ j = i w i Á d ) x i x J 

En sr^n v v 

i=i 2^j=i 

pro dij < d 

pro dij > d 
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ného atributu (statistika tak indikuje prostorovou asociaci vysokých, resp. 

n a d p r ů m ě r n ý c h hodnot, a pokud je její hodnota statisticky významně vyšší 

než její očekávaná hodnota, j e d n á se o hot spot) a nízkých hodnot v situaci, 

kdy se blízko sebe vyskytuj í lokality s n ízkými hodnotami atributu (statis

t ika indikuje prostorovou asociaci nízkých, resp. p o d p r ů m ě r n ý c h hodnot, kdy 

pokud je její hodnota statisticky významně nižší než její očekávaná hodnota, 

j edná o cold spot). Oproti g lobálnímu Moranovu indexu ale nedokáže iden

tifikovat negat ivní prostorovou autokorelaci (lokality s odl išnými hodnotami 

oproti h o d n o t á m svých sousedů) . 

Hodnota G-statistiky se, jak již bylo řečeno, porovnává s její očekávanou 

hodnotou, k t e rá je d á n a vztahem 

E[G(d)} S { < 1 ) 

n{n — 1)' 

kde 

n n 

S (d) = ^2^2wij(d). 
i=i j=i 

Očekávaná hodnota E [G(d)] p ředs tavuje hodnotu G-statistiky v situaci, 

kdy ve zkoumané oblasti není p ř í t o m n á v ý z n a m n á prostorová asociace hod

not. Test s tat is t ické významnos t i rozdílu G-statistiky a její očekávané hod

noty vychází z normáln ího rozdělení, a pokud zkoumaná p r o m ě n n á není nor

málně rozdělena, je G-statistika asymptoticky normáln í při dos ta tečně velkém 

množs tv í sousedů ve vzdálenost i d (uvádí se alespoň 8). O tom, zda je roz

díl mezi G(d) a E[G(d)] statisticky významný, rozhodujeme opět na základě 

z-score definovaném předpisem 

G(d) - E[G(d)] 

y/Var[G(d)] 
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kde 

Var[G{d)\ = E[G{df] - (E[G(d)])2, 

a 

kde 

F\r(d)2] - {Bom% + B i r r í / Í + B 2 m i + m 2 + B3m1m3 + BAm\]  
[ l j J ^ ( m 2 - m 2 ) 2 n ( n - l ) ( n - 2 ) ( n - 3 ) 

B0 = (n 2 - 3n + 3)Si(d) - nS 2 (d) + 3S 2 (d) , 

B i = - [ ( n 2 - n)S'i(d) - 2nS2{d) + 3S2{d)}, 

B2 = -[žnS^d) - (n + 3)S2(d) + 6S2(d)}, 

£?4 = Si(d) - S2(d) + S2(d), 

^ n n 

Si(d) = 2 5ľ + w ^ ( d ) ) 2 ' J ^ 
i=l i=l 

n / n n \ 2 

S2(d) = J^Wijid) + J2wji(d) ) , j i , 
i=i \ i = i i=i / 

s parametrem r?ij z ískaným vztahem 

1 " 
- ľ l , 3 , J = 1,2,3,4, m , 
n i=i 

př ičemž pro j = 1 představuje rrij p růměr hodnot Xi přes všechny územní 

jednotky i = 1 , . . . , n. 

K l a d n á hodnota z-score potom vypovídá o vysoké k ladné prostorové aso

ciaci hodnot (tj. hot spot) a z ápo rná hodnota z-score o nízké k ladné prosto

rové asociaci hodnot (tj. cold spot). 
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2.1.2. Lokální statistiky prostorové autokorelace (asoci

ace) 

V předchozí podkapitole jsme rozebírali globální statistiky prostorové au

tokorelace. Takové statistiky předpokláda j í homogennost 3 pros torového pro

cesu. Míra prostorové autokorelace se ale může lišit v různých lokalitách cel

kového zkoumaného území, a pros torový proces tak může být heterogenní . 

Pro popis prostorové heterogenity se proto spoléháme na míry, k teré dete

kují prostorovou autokorelaci v lokálním měř í tku . T ě m i t o měrami jsou LIS A 4 , 

pod kterou spadá lokální M o r a n ů v index s lokálním Gearyho p o m ě r e m (který 

ale n e m á využi t í při detekci hot spotu, proto zde bude věnován prostor pouze 

Moranově indexu), a lokální G-statistika. 

Loká ln í M o r a n ů v index 

Lokální verze Moranova indexu je d á n a vztahem 

_ n(Xt - X) E;=1 WjjjXj - X) 

e;=I(^-^) 2 

pro i j, př ičemž vztah mezi globálním a lokálním Moranem je d á n násle

dovně 

V™ I 

tj. globální Moranův index lze rozložit do n lokálních oblast í . Po zamí tnu t í 

nulové hypo tézy u globálního Moranova indexu poč í t áme statistiku lokál

ního Moranova indexu zvlášť pro každou lokální oblast celkového zkouma-

3 Homogennost í v prostoru se myslí, že velikost prostorové autokorelace je rovnoměrná 
v celé zkoumané oblasti. Opakem je prostorová heterogenita, kdy je možné v jedné části 
zkoumané oblasti najít pozitivní prostorovou autokorelaci a v jiné negativní. 

4 LISA je zkratkou pro "Lokální indikátor prostorové asociace". 

4 0 



neho území. Chceme zjistit, k teré lokální oblasti jsou si p o d o b n é (co se týče 

hodnoty zkoumaného atributu) nebo odlišné od lokálních oblas t í v jejich sou

sedství , p ř ípadně chceme nalézt prostorově odlehlé lokální oblasti, kde se hod

nota zkoumaného atributu v takovéto oblasti velmi liší od svého okolí. Statis

t ika může nabýva t libovolné hodnoty z množiny reálných čísel a stejně jako 

v globálním př ípadě , s rovnáváme každou hodnotu Moranova indexu s očeká

vanou hodnotou definovanou vztahem 

E n 

Pro každou lokalitu i urč íme statistickou významnos t rozdílu mezi Jj 

a E[Ii] p ros t ředn ic tv ím z-score, stejně jako tomu bylo v globálním př ípadě , 

s rozdílem, že rozptyl indexů Jj je t en tokrá t definován vztahem 

V ar [h] = w\>—- V2wi{kh) 

(2) (n — rri/í/m%) {^Imi/rn^—n) wf 
( n - 1 ) l[Kn> (n - l)(n - 2) (n - lf 

kde 

wj — I > tr 
n s 2 

3=1 

n 
(2) 2 • i • 

a 

Opě t ale nelze p ředpok láda t , že se výsledné statistiky řídí no rmá ln ím 

rozdělením, a proto se při tes tování významnos t i rozdílu hodnoty lokálního 

Moranova indexu od očekávané hodnoty př is tupuje k podmíněné permutaci 

[3]. Ta spočívá v tom, že je zafixována hodnota Xi atributu X v dané lokalitě 

41 



i, a zbylých n — 1 hodnot je n á h o d n ě pe rmutováno v sousedních lokalitách 

k získání referenčního rozdělení pro porovnán í s danou lokální statistikou 

li. Výsledkem jsou p-hodnoty pro každou lokální oblast i, k teré lze použí t 

k posouzení významnos t i rozdílu mezi indexy a očekávanými hodnotami od

povídajících lokalit. 

V p ř ípadě lokálního Moranova indexu testujeme hypotézu 

H 0 : Neexistuje prostorová autokorelace mezi hodnotami v lokalitě i a 

hodnotami v jejím okolí 

oproti a l te rna t ivě 

HA '• Existuje prostorová autokorelace mezi hodnotami v lokalitě i a 
hodnotami v jejím okolí. 

Vzhledem k problému mnohonásobného tes tování hypotéz je ale p o t ř e b a 

upravit získané p-hodnoty. Bez úp ravy by došlo ke zvýšení p ravděpodobnos t i 

chyby 1. druhu (tj. z amí tneme H0 a p ř i t om H0 p la t í ) . Mez i nejznámější ko

rekční metodu úp ravy p-hodnot spadá Bonferroniho metoda. Touto metodou 

dojde k omezení p-hodnoty tak, že se zvolená hladina významnos t i a vydělí 

p o č t e m tes tovaných hypotéz n. Tedy - je mezní hodnota pro určení význam

nosti. Další čas tou volbou je, dle zdroje [40], FDR korekce p-hodnoty. P ř i pou

žití FDR metody nejprve vzes tupně seřadíme p-hodnoty získané při tes tování 

hypotéz v n lokalitách (popř. a t r ibu tových bodech), tedy < • • • < P(n), 

a najdeme největší index i, pro k te rý je p^ < —, kde a je zvolená hladina 

významnos t i . Následně zamí tneme všechny nulové hypotézy, pro něž jsou 

p-hodnoty menší nebo shodné s pu\. 
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Loká ln í G-statistika 

Lokální G-statistika je definovaná vztahem 

Gi(d) (2.7) 

kde definice Wij(ď) je s te jná jako u globální verze G-statistiky a X ; s Xj jsou 

opět hodnoty atributu X v lokalitách i a j. 

Statistika je p o č í t á n a pro každou lokální oblast, aby bylo zřejmé, jak je 

hodnota v dané lokální oblasti i spjata s hodnotami svého okolí definovaném 

prahovou vzdálenost í d (ať už Euklidovskou nebo Manhattanskou). Za sou

sedy lokální oblasti i považujeme oblasti, k teré jsou od i vzdáleny nejvýše d. 

Výše n a p s a n á verze statistiky nebere v úvahu hodnotu zkoumané p roměnné 

v lokální oblasti i (jinak řečeno, nepovažuje za souseda sebe samu). Jde tedy 

o poměr váženého p r ů m ě r u hodnot v okolí oblasti i k součtu všech hodnot 

bez započ ten í hodnoty X j v lokalitě i. J iná verze, k t e rá při v ý p o č t u zahr

nuje i hodnotu X j , a proto v tomto př ípadě bude výjimečně wa — 1, je d á n a 

vztahem 

přičemž j i lze interpretovat jako poměr váženého p r ů m ě r u v okolí oblasti i 

k celkovému součtu hodnot. 

Pokud jde o interpretaci, hodnota G-statistiky, k t e rá je větší než její oče

kávaná hodnota d a n á vztahem 

naznačuje , že jde o High-High oblast, resp. hot spot. Pokud je hodnota menší 

E[G*(d)} = E[Gi{d)] 
E "= i* % ( ď ) 
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než očekávaná hodnota, j edná se o Low-Low oblast, resp. cold spot. N a roz

díl od lokálního Moranova indexu tento př í s tup ale nezohledňuje prostorově 

odlehlé hodnoty. Definitivní rozhodnut í o p ř í tomnos t i hot spotu, resp. cold 

spotu je ale p o t ř e b a opě t podpoř i t p-hodnotou, kdy nás zaj ímá, zda je rozdíl 

mezi lokální hodnotou G-statistiky a její očekávanou hodnotou statisticky vý

znamný. Tento statisticky v ý z n a m n ý rozdíl je, tak jako v globálním př ípadě , 

tes tován pros t ředn ic tv ím z-score, ve k t e r ém je rozptyl lokální G-statistiky 

definován takto 

VarlG^d)} = E[Gf(d)} - (E[Gi(d)}f 

kde pro j ^ i definujeme 

E[Gl{d)\ 

kde 

^ ( d ) ( n - l - ^ ( d ) ) E ; = i ^ 2 

( n - l ) ( n - 2 ) + 
St(d)(St(d) - 1) 
(n- l ) ( n - 2 ) 

přičemž pro Var[G*(d)] je vztah stejný, jen bude platit i pro j = i. 

V př ípadě lokální G-statistiky testujeme hypotézu 

H 0 : Neexistuje žádná souvislost mezi hodnotami v okolí lokality i 

vymezeném vzdáleností d 

oproti a l te rna t ivě 

HA '• Existuje souvislost mezi hodnotami v okolí lokality i vymezeném 

vzdáleností d 
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Stejně jako u Moranova indexu není vhodné p ředpok láda t , že se výsledné 

statistiky pro jednot l ivé lokální oblasti řídí no rmá ln ím rozdělením. Proto je 

i zde možnost použi t í podmíněné permutace. Opě t je nás ledně p o t ř e b a provést 

korekci p-hodnot. 
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2.2. Základní metody analýzy bodů 

V rámci t é to kapitoly, k jejíž sepsání bylo čerpáno předevš ím z [22] a [11], 

se nejprve pod íváme na metody prostorové analýzy bodů , k teré zohledňují 

pouze umís těn í b o d ů v prostoru, nikoliv hodnoty a t r i b u t ů těchto bodů . Tyto 

metody lze chápa t jako hot spot ana lýzu v situaci, kdy pracujeme s body, při

čemž n e m á m e k dispozici žádné vymezené části zkoumané oblasti (ve smyslu 

např . městských částí , okresů, k ra jů apod.). N a závěr kapitoly uvedeme, ja

k ý m způsobem provést hot spot ana lýzu na bodech, u nichž zohledňujeme 

hodnotu nějakého atributu X. 

2.2.1. Kvadrátová analýza 

Kvadrá tová ana lýza je jednou z metod pro detekci pros torových vzorů 

na základě uspořádán í b o d ů v prostoru (jinak řečeno, na základě bodové 

distribuce) v situaci, kdy n e m á m e k dispozici ž á d n á prostorová ohraničení 

uvn i t ř zkoumané oblasti (tj. např . městské část i ) . Metoda hodno t í bodovou 

distribuci na základě toho, jak se mění hustota rozložení b o d ů v prostoru. 

Tuto hustotu obvykle porovnává s teoreticky vy tvořeným n á h o d n ý m vzorem, 

aby se zjistilo, zdaje dané bodové rozložení v prostoru více shluklé, nebo více 

rovnoměrně rozložené oproti n á h o d n é m u vzoru. 

Než začneme zkoumat pros torový vzor bodů , je p o t ř e b a vytvoř i t pravidel

nou čtvercovou mřížku k překry t í s tudované oblasti (mřížka svým způsobem 

nah rad í chybějící ohraničení uvn i t ř zkoumané oblasti) abychom, stejně jako 

tomu bylo u polygonů, spočítal i poč ty b o d ů v jednot l ivých čtvercích. Otázkou 

však je, kolik čtverců k tvorbě mřížky zvolit. Podle Greig-Smith experimentu 
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je op t imáln í poče t čtverců k tvorbě mřížky určen vztahem 

2A 
Os = — , (2.8) 

n 

kde Os vyjadřuje obsah mřížky (tj. celkový poče t č tverců, jež tvoř í výslednou 

mř ížku) , n je poče t b o d ů v distribuci a A je plocha s tudované oblasti. Po 

vytvoření mřížky a zjištění rozložení b o d ů ve čtvercích lze přejít k me todě , 

pomocí k teré lze zjistit, zdaje rozložení zkoumaných b o d ů n á h o d n é či nikoliv. 

Nej jednodušš ím teore t ickým modelem představuj íc ím n á h o d n ý vzor, k te rý 

lze použí t k porovnán í s naší bodovou distr ibucí , je úp lná prostorová náhod

nost označována zkratkou CSR (Complete Spatial Randomness). CSR před

pokládá , že událost i maj í stejnou p ravděpodobnos t výsky tu kdekoliv v rámci 

s tudované oblasti, nezávisle na umís těn í j iných událos t í , což je reprezento

váno Poissonovým procesem, jehož zák ladem je Poissonovo rozdělení. P ř i 

použi t í Poissonova rozdělení je p ravděpodobnos t , že ve čtverci leží k b o d ů 

definována následovně 

e~x\k 

P(k) = - i r , 

kde e je Eulerovo číslo a A je parametr Poissonova rozdělení. Jelikož s t řední 

hodnota Poissonova rozdělení je A, lze j i v kontextu kvadrá tové analýzy chá

pat jako průměrný , resp. očekávaný, počet b o d ů ve čtverci, čehož bude vyu

žito při tes tování hypotézy o CSR. 

Př i zjišťování, zda náš bodový vzor odpov ídá n á h o d n é m u vzoru testujeme 

hypotézu 

H0: je CSR 

oproti a l te rna t ivě 

4 7 



HA: není C SR. 

Nulovou hypotézu testujeme pomocí Testu dobré shody, k t e rý se opírá o 

skutečnost , že v rámci CSR je očekávaný počet pozorování v každé stejně 

velké oblasti stejný. Označme tedy m počet č tverců stejné velikosti, n cel

kový počet pozorovaných b o d ů a rii počet b o d ů v z-tém čtverci. Očekávaný 

počet b o d ů v každém čtverci spoč í t áme jako n* — n/m (n* tedy odpovídá 

parametru A Poissonova rozdělení) a tes tová statistika je d á n a t ímto vztahem 

Za platnosti nulové hypo tézy m á tes tová statistika Xm-i rozdělení, kde 

m — 1 značí s t upně volnosti. Kri t ický obor definujeme jako 

Wc = (0 ,Xm-i,(i-%)) u ( X m - i , f ' ° ° ) ' keby pokud x2 £ Wc, potom z a m í t á m e 

nulovou hypotézu , k t e rá říká, že náš vzor odpov ídá n á h o d n é m u vzoru. Ne

výhodou metody je, že lze použí t pouze v př ípadě , že v každém čtverci je 

očekávaný počet b o d ů alespoň 5. V opačném př ípadě je n u t n é buď změni t 

velikost mřížky, nebo použí t metodu Monte Carlo, k t e r á nageneruje něko

lik pe rmutovaných bodových rozložení (resp. souborů) za platnosti nulové 

hypotézy a spočí tá pro každé bodové rozložení x2 statistiku. Výsledné rozlo

žení x2 statistiky potom porovná se statistikou spoč í tanou na původních ne-

permutovaných datech. Nulovou hypotézu následně (ne)zamí tne na základě 

p-hodnoty spoč í tanou způsobem, k te rý byl definován v kapitole 2.1 pomocí 

metody Monte Carlo. 

M i m o tes tování hypotézy o n á h o d n é m rozložení b o d ů můžeme chtít p ř ímo 

vědět , zda je rozložení b o d ů v prostoru shluklé nebo rovnoměrně rozložené. 

V př ípadě , že chceme zjistit, zda se body shlukují v prostoru, budeme testovat 

hypotézu 
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H 0 : vzor je CSR nebo rovnoměrně rozložený 

HA'- vzor je shluklý. 

kde rozdíl mezi CSR a rovnoměrně rozloženým vzorem je pro lepší pochopení 

znázorněn na následujícím obrázku 2.5. 

a) b) 

Obrázek 2.5: Rozdíl mezi a) rovnoměrně rozloženým vzorem a b)CSR 

přičemž H0 z amí t áme , pokud x2 £ (Xm-i (ia)> ° ° ) ' ^de a J e z v ° l e n á hladina 

významnos t i . Pro metodu Monte Carlo bychom rozhodli s te jným principem, 

jako bylo popsáno v kapitole 2.1. 

Pokud chceme zjistit, zda je pros torový vzor rovnoměrně rozložený, bu

deme testovat 

H 0 : vzor je CSR nebo shluklý 

HA '• vzor je rovnoměrně rozložený. 

přičemž H0 zde z a m í t á m e pro x2 £ (0,Xm-ia)- ^ T O m e t o d u Monte Carlo 

bychom opět rozhodli způsobem z kapitoly 2.1. 

Touto metodou jsme schopni rozhodnout o typu rozmístění b o d ů z globál

ního hlediska. V p ř ípadě , že dojdeme k závěru, že bodová data tvoř í shluklý 

vzor, můžeme přejít k h ledání hot spotů v lokálních oblastech. K tomu je 

možné využít metody prostorové autokorelace, k te ré byly zmíněny dříve, je

likož v tomto př ípadě m á m e mís to polygonů k dispozici kvadráty. 
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2.2.2. Metoda průměrné nejbližší vzdálenosti 

Metoda p růměrné nejbližší vzdálenost i k identifikaci př ís lušného bodo

vého vzoru je založena na porovnávání pozorovaných p růměrných vzdálenost í 

mezi nejbližšími sousedními body a t ěmi z n á h o d n é h o vzoru. Pokud je pozo

rovaná p r ů m ě r n á vzdálenost větší než ta v p ř ípadě n á h o d n é h o vzoru, lze říct, 

že vzor pozorovaných b o d ů je více rozptýlený než náhodný. V opačném pří

padě , kdy je pozorovaná p r ů m ě r n á vzdálenost menší než u n á h o d n é h o vzoru, 

je náš bodový vzor více shluklý. P ř i tes tování , o j aký vzor se v datech jedná , 

používáme statistiku R (od slova randomness) definovanou jako poměr pozo

rované p růměrné vzdálenost i mezi nejbližšími sousedními body a očekávané 

p růměrné vzdálenost i mezi nejbližšími sousedními body za p řepok ladu CSR, 

tedy 

D fobs 
K = , 

ve k te rém 

1 n 

- J ] m i n ( ^ n f—* j+i 
t=i 

kde n je celkový počet pozorování (resp. b o d ů ) , dij je vzdálenost mezi bodem 

i a bodem j, a Pl p ředs tavuje plochu min imáln ího ohraničujícího pravoúhel-

níku všech b o d ů (tj. nejmenší obdélníková nebo čtvercová plocha taková, 

že obsahuje všechna pozorování) . Tato plocha je, dle [8], d á n a jako součin 

rozdílů souřadnic (amax — amin) • (bmax — bmin), kde indexem max (resp. min) 

značíme největší (resp. nejmenší) hodnotu odpovídaj ící souřadnice. P ř i vý

p o č t u statistiky mohou nastat t ř i situace: 
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1. R > 1 - výsledek vypovídá o bodovém vzoru, k te rý je více rozptýlený 

než náhodný. 

2. R < 1 - pozorovaný bodový vzor je více shluklý než náhodný. 

3. R = 1 - pozorovaný bodový vzor odpovídá n á h o d n é m u vzoru. 

Pouze na základě R hodnoty ale nejsme schopni rozhodnout, zda rozdíl 

mezi pozorovanou a očekávanou hodnotou je statisticky významný. Vypo

č í tanou R hodnotu je p o t ř e b a podpoř i t s ta t i s t i ckým testem. Hodnoty zde 

porovnáme uži t ím s tandard izovaného z-score ZR, daného p o m ě r e m 

r0bs - r, exp 
S EeXp 

kde SEexp je s m ě r o d a t n á odchylka p r ů m ě r n é vzdálenost i k nejbližšímu sou

sedu za p ředpok ladu úplné prostorové náhodnos t i (CSR) definovaná jako 

S' Eexp 
0.26136 

y/řr/PÍ' 

kdy tento výraz byl , dle [28], odvozen (použi t ím gama funkce T()) z rozdělení 

vzdálenost í nejbližších sousedů za p ředpok ladu CSR, s využ i t ím v ý p o č t u 

p ravděpodobnos t í , že se v kruhové vzdálenost i o po loměru r od zvoleného 

bodu nevyskytuje žádný j iný bod a v intervalu mezi r a r + dr, kde d G R + , 

se vyskytuje právě jeden bod. 

P ř i zvolené hladině a = 0.05 m á ZR statistika z tabulek normáln ího 

rozdělení hodnotu 1.96. Pokud je ZR > 1.96 nebo ZR < —1.96 řekneme, 

že rozdíl mezi pozorovanou a očekávanou hodnotou je statisticky signifikantní. 

Je-li —1.96 < Z R < 1.96 řekneme, že se pozorovaný vzor statisticky neliší 

od n á h o d n é h o vzoru. Testujeme tedy 
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H0: R = 1, 

k t e rá říká, že pozorovaný vzor odpovídá náhodnému vzoru, oproti a l te rna t ivě 

neboli, pozorovaný vzor neodpovídá náhodnému vzoru. 

Znaménko u ZR vypovídá o tom, zda je pozorovaný vzor shluklý nebo 

rozptýlený. Je zde tedy možné testovat i j ednos t r anné alternativy hypotéz , 

při k terých je hodnota Z R , při h ladině významnos t i a = 0 . 0 5 , porovnávána 

s hodnotou 1.645. V praxi ale tes tování s tat is t ické významnos t i za předpo

kladu normálně rozdělených dat opět není vhodné , proto se i zde využívá 

Monte Carlo p ř í s tup . 

P ř i využi t í Monte Car la v m e t o d ě p r ů m ě r n é nejbližší vzdálenost i sou

sedů se postupuje tak, že si na pravoúheln íku ohraničuj ícím všechny body 

nagenerujeme n á h o d n ý vzor tvořený n nezávislými stejně rozdělenými body 

a z tohoto souboru spoč í t áme p r ů m ě r n o u vzdálenost mezi nejbližšími sou

sedními body. Tento proces opakujeme několikrát (např. 5 9 9 k r á t ) , abychom 

získali referenční rozdělení p růměrných vzdálenost í za platnosti nulové hypo

tézy o n á h o d n é m vzoru. N a základě p-hodno ty spočtené vztahem již uvede

n ý m v části Monte Carlo rozhodneme o tom, zda je rozdíl mezi pozorova

nou p r ů m ě r n o u vzdálenost í mezi nejbližšími sousedními body a p r ů m ě r n o u 

vzdálenost í mezi nejbližšími sousedními body při n á h o d n é m vzoru statisticky 

signifikantní. 

P ř i zamí tnu t í nulové hypo tézy o n á h o d n é m vzoru lze př i s toupi t k vyob

razení hot spotu. V kontextu analýzy b o d ů bez informace (zde konkré tně co 

bod, to jedna autonehoda, žádný další atribut zde nevystupuje) v situaci, 
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kdy n e m á m e žádná další dělení zkoumané oblasti, do kterých bychom body 

zahrnuli (tj. kraje, okresy apod.), se d á hot spot do j is té míry chápa t jako ob

last s vysokou intenzitou nějaké událost i (zde nehodovost, up la tňuje se však 

nejvíce při zkoumání kriminali ty) . To znamená , že k vyobrazení zde využi

jeme jádrových o d h a d ů hustoty, z n á m é pod zkratkou KDE [Kernel Density 

Estimation), k t e r á je detai lně p o p s á n a např ík lad v [35]. Nevýhodou p ř í s tupu 

s použ i t ím KDE, jak upozorňují č lánky [23] a [19], je, že metoda u m í shluky 

(resp. hot spoty) pouze vykreslit, už n á m ale neřekne, zda jsou statisticky 

významné . K určení signifikantnosti shluků je zapo t řeb í body agregovat do 

hexagonální , p ř ípadně čtvercové, sítě a použí t metody prostorové autokore-

lace na polygonech. 

2.2.3. Analýza atr ibutových bodových dat 

Př i h ledání hot spotů u a t r ibu tových bodových dat je ze statistik pro

storové autokorelace nejčastěji využívána lokální G-statistika. Postupujeme 

prakticky stejně, jako tomu bylo u polygonů. Pro nalezení lokálních hot spotů 

napoč í t áme pro každý bod G-statistiku, kterou srovnáme s její očekávanou 

hodnotou. Jak již bylo dříve řečeno, to, zdaje mezi n imi statisticky v ý z n a m n ý 

rozdíl urč íme pros t ředn ic tv ím podmíněné permutace, neboť nelze předpoklá

dat, že statistika pochází z normáln ího rozdělení. Jakmile z podmíněné per

mutace získáme po t ř ebné p-hodnoty, je možné výs tup (tedy hot spoty, resp. 

cold spoty) zakreslit dvěma možnými způsoby. 

1. z p ů s o b z a k r e s l e n í 

J e d n í m ze způsobů zakreslení v ý s t u p u je p ros t ředn ic tv ím barevně od

lišených bodů . Body, pro něž je hodnota lokální G-statistiky signifikantně 

vyšší než její očekávaná hodnota, nazveme hot spot a zaznačíme je červeně. 
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V opačném př ípadě je nazveme jako cold spot a zaznačíme modrou barvou. 

2. z p ů s o b z a k r e s l e n í 

D r u h ý m způsobem zakreslení v ý s t u p u je použi t í interpolace, konkré tně 

inverzní vážené vzdálenost i známé pod zkratkou IWD (Inverse Distance Wei-

ghting). Interpolace se provádí na pravidelné hus té čtvercové mřížce (rastru), 

vytvořené na základě rovnoměrného umís těn í velkého p o č t u nenapozorova-

ných b o d ů (ideální je zvolit a lespoň 10 000 b o d ů k dosažení co možná nejhlad-

šího grafického v ý s t u p u ) , pomocí k te ré rozdělíme celkovou zkoumanou oblast 

(např . území m ě s t a Brna). Cílem interpolace je odhadnout hodnoty požado

vaného atributu X (zde např . právě (ne)signifikantní hodnoty G-statistiky) 

v nových bodech o souřadnicích {(as,bs) G M? : $ (OJ , 6 J ) G M 2 : (aj,&j) = 

(as,bs),i = 1 , . . . , n}. Odhad hodnoty atributu X v novém b o d ě s, o sou

řadnicích (as,bs), metodou IWD zapisujeme Xs, a definujeme, dle [5], jako 

vážený p růměr blízkých pozorování, tedy 

y _ Eľ=l WjsXj 

Li=i wis 

kde Xj je hodnota atributu v napozorovaném b o d ě i o souřadnicích (aj, 6j) a 

1 
Wis = -j-, 

"i s 

s Euklidovskou vzdálenost í diS mezi body z a s . Pokud by se při prak t ickém 

v ý p o č t u (v softwaru) stalo, že se souřadnice bodu i a s shodují , bude jako 

odhad hodnoty atributu vrácena hodnota bodu i, ve k t e r ém je tato hodnota 

z n á m á (resp. pozorována) . Výsledkem tohoto způsobu vykreslení je mapa 

hus té čtvercové sítě vybarvená pomocí ba revné škály pohybující se od m o d r é 

(pro cold spoty) až po červenou (pro hot spoty). 



2.3. Prostorově vážená regrese 

V té to kapitole, pro jejíž vypracování bylo čerpáno z [15] a [14], dojde 

k mí rnému přeznačení oproti tomu, k teré bylo zavedeno v kapitole 1. B u 

deme po t řebova t jeden z m a t r i b u t ů jakožto závislou p roměnnou . Tento atri

but budeme znači t jako Y = ( Y í , . . . , Yn) G M n x l , kde n G N předs tavuje 

počet pozorování. Zbylých m — 1 a t r i bu tů , k te ré m á m e k dispozici, a mohou 

být použi té jako nezávislé p roměnné , shrneme do da tové matice X G R n x m  

s prvky 

1 Xll ••• ^l (m- l) 

X2(m-1) 

1 %nl ' ' ' %n(m—l) 

kde prvn í sloupec slouží k zohlednění abso lu tn ího členu regrese. 

Model prostorově vážené regrese, známé pod zkratkou GWR (Geographi

cally Weighted Regression), vychází z globálního regresního modelu, pro i-té 

pozorování, definovaného vztahem 

m—l 

Yi = A) + ^2 h X i i + € h ^ = 1 , . . . , n , ( 2 - 9 ) 

k te rý rozšiřuje t ím, že umožňuje odhadovat mís to globálních regresních para

m e t r ů lokální. Regresní model prostorově vážené regrese pro i-té pozorování 

m á tvar 

m—l 

Yi = f3o{a,i, h) + ^2 #7'(ai> bi)xij + e*> i = • • • > n> (2-10) 

kde Yi je hodnota závislé p roměnné , XÍJ p ředs tavuje hodnotu j-té nezávislé 
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proměnné v z-tém bodě , 6j ~ N(0, a2) jsou chybové členy, (aj, fej) značí sou

řadnice z-tého bodu v prostoru a /3j(aj, 6j) je realizací spoji té funkce /3j(a, 6) v 

i - tém bodě . Rovnice (2.10) je tedy speciálním p ř í p a d e m rovnice (2.9), u k te ré 

se p ředpokládá , že parametry (30,..., (im-\ jsou prostorově invariantní . GWR 

t í m p á d e m pracuje s p ředpokladem, že sledovaný jev se v různých loka

li tách zkoumané oblasti chová různě , což se projeví t ím, že se parametry 

Pofai, bi),..., (3m-i(a.i, bi), i — 1 , . . . , n, mohou v prostoru měni t . Tento před

poklad se označuje jako prostorová nestacionarita. 

2.3.1. Odhad pa ramet rů modelu 

U metody GWR kalibrujeme regresní model pro každý bod zvlášť. T í m 

dos táváme pro každý bod odhady lokálních regresních koeficientů. Tyto koe

ficienty odhadujeme pomocí Metody vážených nejmenších čtverců. V m e t o d ě 

GWR jsou pozorování, jež budeme dále nazývat datové body, vážena na zá

kladě jejich blízkosti k regresnímu bodu, k t e r ý m označujeme bod, ve kte

rém provádíme odhad regresních p a r a m e t r ů . D a t o v ý m b o d ů m , k te ré jsou 

regresnímu bodu blíž, př i řazujeme větší váhu než t ěm, které jsou od tohoto 

bodu dál. Zaj ímavost í metody je, že odhadnout lokální parametry modelu 

lze pro jakýkoli bod v prostoru bez ohledu na to, zda jde o bod, ve k te rém 

byla pozorovaná naše data (rezidua modelu lze však poč í t a t pouze pro napo

zorovaná data, proto dále nebudeme pracovat s variantou odhadu regresních 

p a r a m e t r ů pro libovolný bod v prostoru). Odhad lokálních regresních para

m e t r ů je dle Metody vážených nejmenších čtverců definován vztahem 

$(ai,bi) = ( X ^ K A j X r ^ W K A j Y 
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kde Y je vektor hodnot závislé p roměnné , X je matice hodnot vysvětlujících 

proměnných , jejíž p rvn í sloupec obsahuje prvky rovny jedné , typu n x m. 

W(aj ,6j) je matice vah ř á d u n, jejíž nediagonální prvky jsou nulové a di

agonální prvky předs tavuj í prostorovou váhu každého z n da tových b o d ů 

určenou na základě vzdálenost i daného datového bodu od regresního bodu 

a /3 je odhad p a r a m e t r ů (3. 

Odhad v š e c h p a r a m e t r ů (3 

Podíváme-l i se na klasickou regresi více vysvětlujících p roměnných mati

cově definovanou jako 

s odhadem regresních p a r a m e t r ů , k te ré jsou v prostoru kons tan tn í , tj. 

vidíme, že ekvivalentem mat icového zápisu (2.11) je v p ř ípadě GWR zápis 

kde symbol Cg) je operá to r logického násobení , kdy je každý prvek (3 násoben 

odpovídaj íc ím prvkem matice X . Pro n pozorování a m — 1 vysvětlujících 

p roměnných jsou (3 a X ř á d u n x m a 1 značí j ednotkový vektor ř á d u m x 1. 

Matice (3 se tak skládá z n sad lokálních p a r a m e t r ů a m á tuto strukturu 

Y = X / 3 + e 

$ = ( X T X ) _ 1 X T Y 

Y = ( / 3 ® X ) l + e, 

0 

A)(ai ,&i) f31(a1,b1) ••• f3m-1(a1,b1) 

(3o(a2,b2) /3i(a2,b2) ••• f3m-i(a2,b2) 
(2.12) 
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přičemž parametry v každém ř ádku matice (3 odhadujeme vztahem 

0(i) = ( X T W ( í ) X ) _ 1 X T W ( i ) Y , (2.13) 

kde i reprezentuje řádek v matici (2.12) a W(z ) je matice pros torových vah 

ř á d u n tvaru 

kde Win je váha př idělená n - t é m u da tovému bodu při odhadu p a r a m e t r ů 

pro i-tý regresní bod. Odhad (2.13) je váženým odhadem metody nejmen-

ších čtverců, kdy mís to kons tan tn í váhové matice pracujeme s mat ic í , jejíž 

váhy se mění v závislosti na vzdálenost i da tových b o d ů od regresního bodu, 

přičemž tuto váhovou matici je nutno poč í t a t pro každý regresní bod zvlášť. 

Výsledkem kalibrace modelu GWR je tedy soubor o d h a d ů lokálních regres

ních koeficientů pro každý regresní bod. 

Rezidua modelu 

Kromě o d h a d ů regresních p a r a m e t r ů nás může za j ímat rez iduá ln i 5 součet 

č tverců modelu, definovaný vztahem 

wn 0 0 

0 W i2 0 

o o 'in 

n n 

se = J > - v,)2 = J> 2 , 
1=1 i=l 

kde Yi značí vyrovnané hodnoty získané p ros t ředn ic tv ím vztahu 

5 Reziduum = odhad chybového členu 

5 8 



m—l 

% = Po{a.i, k) + E (3j(ai, b^x^, i = 1 , . . . , n, 
3=1 

c i, i 1 , . . . , n 

jsou rezidua, př ičemž na těchto reziduích bude v prakt ické části provedena 

hot spot ana lýza způsobem, j a k ý m se provádí u a t r ibu tových bodových dat. 

2.3.2. Tvorba váhové matice 

Př i odhadech p a r a m e t r ů jsme využívali matici vah W ( i ) (resp. W ( a j , 6,)), 

k t e rá je sestavená na základě blízkosti regresního bodu k d a t o v ý m b o d ů m 

v jeho okolí. Okolí regresního bodu definujeme pomocí jádrových funkcí, k te ré 

vyjadřují , j a k ý m způsobem s rostoucí vzdálenost í mezi regresním bodem 

a sousedními da tovými body klesá v l iv těch to da tových bodů . Klesající vl iv 

da tových b o d ů vyjadřujeme klesající hodnotou váhy, př ičemž v regresním 

bodě je hodnota váhy rovna jedné . Mez i nejčastěji používané typy jádrových 

funkcí při v ý p o č t u vah p a t ř í gaussovská, exponenciální a bi-square funkce, 

jejichž grafy vidíme na obrázku 2.6. 

Obrázek 2.6: Jádrové funkce s volbou šířky p á s m a j á d r a b = 50 
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G a u s s o v s k á j á d r o v á funkce 

V á h u Wij urč íme jako spojitou funkci euklidovské vzdálenost i d^ mezi 

l ibovolným i - tým regresním bodem, pro nějž odhadujeme parametry, a j-

t ý m bodem v prostoru, v němž jsou data pozorována. Vztah pro výpočet vah 

je dán následovně 

kde b předs tavuje šířku p á s m a j á d r a (bandwidth). Pro i = j, tzn. pro regresní 

bod, k te rý je zároveň bodem prostoru, ve k t e r ém jsou pozorována data, bude 

váha rovna jedné a váha os ta tn ích dat bude klesat podle Gaussovy křivky 

s rostoucí vzdálenost í mezi z-tým a j - t ý m bodem. 

Bi-square j á d r o v á funkce 

Alternativou k výše zvolenému v ý p o č t u váhy je použi t í bi-square funkce, 

p ros t ředn ic tv ím které definujeme váhu vztahem 

k te rá poskytuje spojitou váhovou funkci až do vzdálenost i b od regresního 

bodu a nulovou váhu jakémukoli da tovému bodu ve vzdálenost i větší než b. 

Wij =exp[--(dij/b)2], 

[1 - (dij/b)2]2 pro d^ < b 

0 pro dij > b, 
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E x p o n e n c i á l n í j á d r o v á funkce 

Dalš ím m o ž n ý m způsobem určení vah je použi t í exponenciální jádrové 

funkce definované vztahem 

1 
Wij = e x p [ - - ( | c y / 6 ) ] . 

Výše zmíněné možnos t i určení vah označujeme jako fixní j ád ra . F ixní já

dra jsou charakter is t ická svou prostorovou neměnnos t í spolu s neměnnos t í 

velikosti šířky p á s m a j á d r a (tzn. že nereagují na měnící se hustotu b o d ů 

v prostoru). Opakem jsou adap t ivn í j ád ra , k t e r á jsou charakter is t ická t ím, 

že v oblastech s vysokou hustotou b o d ů maj í menší šířku p á s m a j á d r a a v ob

lastech s nízkou hustotou b o d ů větší šířku p á s m a j ád ra . 

A d a p t i v n í j á d r o v é funkce 

J e d n í m ze způsobů určení vah je seřazení da tových b o d ů z hlediska jejich 

vzdálenost i od každého regresního bodu tak, že RÍJ bude značit po řad í j-

t ého da tového bodu od z-tého regresního bodu z hlediska jejich vzdálenost i . 

Nejbližší da tový bod k regresnímu bodu tak bude mí t váhu jedna a zbylé váhy 

se snižují s ros toucím p o ř a d í m podle nějaké spoji té funkce, jako je např . 

Wij = exp(-Rij/b), 

kde b opě t značí šířku p á s m a j ád ra . Touto volbou se automaticky sníží šířka 

p á s m a v oblastech s velkým množs tv ím da tových bodů , jelikož vzdálenost 

např . k desá tému da tovému bodu bude mnohem menší , než kdyby se regresní 

bod nacházel v oblasti s nižší hustotu bodů . 
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J i n ý m m o ž n ý m způsobem získání vah je uži t í principu k nejbližších sou

sedů z podkapitoly 1.3.2 v kombinaci s bi-square jádrovou funkcí pro regresní 

bod i. Ten definujeme takto 

W,; 

[l-^/bff pro dtf <<&*>, i ^ j 

pro dij > d[f, i 7̂  j 

pro 3-

N a výsledky získané metodou GWR m á největší vl iv volba šířky p á s m a 

b, s jejíž pomocí jsou poč í t ány váhy. Šířku p á s m a lze považovat za vyhlazo

vací parametr, kdy čím větší š ířku p á s m a zvolíme, t í m většího dosáhneme 

vyhlazení . Pokud zvolíme šířku p á s m a příliš velkou, dostaneme příliš vyhla

zený model, jehož v ý s t u p e m budou lokální parametry s velmi p o d o b n ý m i 

hodnotami např íč celou studovanou oblas t í (tzn. model nebude reflektovat 

lokální v l ivy) . Naopak pokud zvolíme příliš malou šířku pásma , dostaneme 

natolik odlišné lokální parametry, že nebude možné pozorovat žádné lokální 

vzorce /zákoni tos t i . Z tohoto d ů v o d u je p o t ř e b a šířku p á s m a vhodně zvolit. 

2.3.3. Volba šířky pásma j ád ra 

1. K ř í ž o v á validace (Cross-Validation) 

Dle metody křížové validace je op t imáln í šířkou p á s m a taková, k t e r á mi

nimalizuje 

n 

CV = J2l^-YMb)}2, 
i=l 
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kde n je počet da tových bodů , Yj je hodnota závislé p roměnné v z-tém (re

gresním) bodě , Ý-éi(b) značí, že predikce hodnoty Yj byla provedena pomocí 

da tových b o d ů v okolí regresního bodu bez tohoto bodu, j inak by šířka p á s m a 

b byla velmi m a l á a CV by bylo rovno nule (váhy všech b o d ů kromě regres

ního bodu by byly zanedba te lné) . 

2. Akaikeho i n f o r m a č n í k r i t é r i u m 

Akaikeho informační k r i t é r ium používáme při porovnán í více modelů mezi 

sebou, kdy jako "lepší" model vybereme ten, pro nějž je hodnota tohoto 

kr i tér ia menší . Kr i t é r ium definujeme pro metodu GWR následovně 

AICC = 2nlog e (a) + nlog e(27r) + n 
n + t r (H) 

ra-2-tr(H) 

kde n je počet da tových b o d ů , t r (H) předs tavuje stopu (součet p rvků na di

agonále) "hat" matice H , kterou definujeme takto 

H = X ( X T W ( a 4 , b ^ - V W ^ , b,), 

a a je odhad směroda tné odchylky chybového členu, jehož rozptyl je definován 

vztahem 

„ 2 _ Y T ( I - H ) T ( I - H ) Y 
n 

s jednotkovou mat ic í I. 

P o z n á m k a : V př ípadě , že do regresního modelu zahrnujeme kval i ta t ivní 

vysvětlující p roměnné (např. druh komunikace, na které došlo k nehodě - dál

nice, komunikace mís tn í apod., nebo stav vozovky v mís tě nehody - povrch 

s u c h ý / m o k r ý ) , hovoříme o tzv. umělých proměnných. Má-li d a n á kval i ta t ivní 
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p r o m ě n n á k různých kategorií , je p o t ř e b a vytvoř i t k — 1 regresorů tvoře

ných nulami (subjekt do kategorie pa t ř í ) a jedničkami (subjekt do kategorie 

nepa t ř í ) , k teré předs tavuj í indikátory jednot l ivých kategorií kategoriálních 

proměnných . Vynechanou kategorii tvořenou nulami potom označujeme jako 

referenční T í m t o procesem tak v las tně vytvoř íme k podmode lů regresního 

modelu, kdy pro každou kategorii dos táváme jeden model. Dále je možné za

hrnout do modelu interakce, k teré ukazují, jak se kombinuje vl iv vysvětlují

cích p roměnných na vysvět lovanou p roměnnou (o vztahu mezi vysvětlujícími 

p roměnnými však interakce nic neříkají) . 
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Kapitola 3 

Hot spot analýza nehodovosti 

města Brna 

Pro hot spot ana lýzu byla použ i t a volně dos tupná data nehodovosti na 

území měs t a Brna ze s t r ánky [20]. Datová sada obsahuje celkem 69 741 zá

znamů nehod s 56 atributy pos tupně sesbíranými od roku 2010 Policií České 

republiky. Hot spot ana lýza byla provedena ve s ta t i s t ickém softwaru R, při

čemž jako podklad pro práci s pros torovými daty posloužily knihy [7] a [21] 

spolu s in terne tovými zdroji [38] a [16]. 

3.1. Hot spot analýza polygonových dat 

Nejprve se podíváme, j a k ý m způsobem nalézt hot spoty na polygonových 

datech. Polygony zde zastupuje celkem 48 ka tas t rá ln ích území měs t a Brna 

získaných ze s t r ánky [17]. V první řadě bylo p o t ř e b a data vyfiltrovat t akovým 

způsobem, aby se každá nehoda započí ta la pouze jednou, neboť záznamy ne

hod jsou vedené způsobem "co jeden účas tn ík nehody, to jeden záznam" . Dále 

byl pro každý katastr spočí tán celkový počet nehod ve v y b r a n é m roce, zde 
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konkré tně v roce 2015. T í m jsme získali atributovou informaci - tj. atribut 

X p ředs tavuje počet nehod v d a n é m katastru v roce 2015. Výsledné rozlo

žení p o č t u nehod v jednot l ivých polygonech můžeme vidět na následujícím 

obrázku 3.1. 

Obrázek 3.1: M a p a absolutních četnost í nehod v jednot l ivých katastrech 
měs t a Brna 

Situace na obrázku 3.1 představuje výchozí situaci p řed zahá jen ím hot 

spot analýzy. N a první pohled lze vidět , že k nejvíce n e h o d á m docházelo 

především v centru měs t a Brna . Abychom mohli něk te rou z oblast í označit 

za hot spot, je p o t ř e b a nejprve provést globální test prostorové autokore-

lace. T í m zjistíme, zda se v našich datech vůbec vyskytuje nějaký pros torový 

vzor/shluk. 

P ř i tes tování globální prostorové autokorelace byla zvolena sousednost 

queerís case (vzhledem k tomu, že queerís case a rook's case se lišil pouze 

dvěma sousedy, tak zde na volbě prakticky nezáleží) s řádkově standardizova

nou mat ic í vah W . Jako indikátor globální prostorové autokorelace byl použi t 

globální Moranův index. Výpoče t by l proveden funkcí moran.mc z balíčku 
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spdep [31]. Funkce, k romě v ý p o č t u hodnoty globálního Moranova indexu, 

testuje jednostrannou hypo tézu (2.5) už i t ím metody Monte Carlo na zvo

lené hladině významnos t i a = 0.05, př ičemž bylo zvoleno 999 pe rmutac í . 

V ý s t u p e m simulace je hodnota Moranova indexu I = 0.35952 s p-hodnotou 

= 0.001. Jelikož je p-hodnota < a, lze zamí tnou t nulovou hypotézu ve pro

spěch alternativy, k t e r á říká, že se ve zkoumaném prostoru vyskytuj í shluky 

podobných hodnot. 

Po zamí tnu t í nulové hypo tézy je možné přejít k p rozkoumání prostorové 

autokorelace z lokálního hlediska s cílem nalézt hot spoty nejprve uži t ím lo

kálního Moranova indexu, a po t é lokální G-statistiky. 

3.1.1. Lokání Moranův index 

Výpoče t hodnoty lokálního Moranova indexu pro každý katastr (při stejné 

volbě váhové matice i typu sousednosti jako v globálním př ípadě) byl pro

veden už i t ím funkce localmoran_perm z balíčku spdep. Touto funkcí byla 

současně, v rámci každého katastru, t es tována o b o u s t r a n n á hypo téza 

H 0 : I = 0 oproti a l te rna t ivě HA '• I ^ 0 metodou podmíněné permutace 

na hladině významnos t i a = 0.05, př ičemž bylo opět voleno 999 pe rmutac í . 

P-hodnoty k určení s tat is t ické významnos t i rozdílu mezi očekávanou hodno

tou indexu a hodnotou indexu napoč í t anou z dat, jež jsou t ak též v ý s t u p e m 

funkce, byly upraveny pomocí FDR korekce použ i t ím funkce p.adjust z ba

líčku stats [33]. Vizualizované hodnoty lokálního Moranova indexu pro každý 

katastr spolu s p-hodnotami upravenými pomocí FDR korekce, jež jsou vý

stupem funkce localmoran_perm, jsou zobrazeny na obrázku 3.2. 
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Obrázek 3.2: Hodnoty Moranova index v daných katastrech (vlevo) spolu 
s p-hodnotami k určení s tat is t ické významnos t i (vpravo) 

N a levém obrázku vypovídá červeně zbarvená hodnota Moranova in

dexu o tom, že v d a n é m katastru, konkré tně se j edná o Stranice, dochá

zelo k odl išnému p o č t u nehod oproti sousedním k a t a s t r ů m (nelze odtud 

však říct, zda v tomto katastru docházelo k větš ímu nebo menš ímu p o č t u 

nehod oproti jeho sousedům) . Zároveň, jak je vidět z pravého obrázku, z hle

diska p-hodnoty, jež je menší než hladina významnos t i a = 0.05, se hodnota 

Moranova indexu tohoto katastru v ý z n a m n ě liší od očekávané hodnoty M o 

ranova indexu. O tmavě zeleně zbarvených katastrech naopak mluvíme jako 

o katastrech se s rovnate lnými poč ty nehod v porovnán í se sousedními kata

stry (opět ale nelze rozlišit, zda jde o katastr s vysokým p o č t e m nehod, k te rý 

je obklopený katastry s vysokými poč ty nehod nebo naopak). Ne všechny 

tmavě zelené katastry jsou však vyhodnoceny jako statisticky významné . 
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Pro nalezení hot spotů si částečně pomůžeme Moranovým scatterplotem, 

k te rý je možné vykreslit funkcí moran.plot z balíčku spdep. V ý s t u p funkce 

můžeme vidět na obrázku 3.3. 

o 
-3" 

O CL 

0 50 

Počet nehod v katastru (centrovaný) 

Obrázek 3.3: Moranův scatterplot rozdělený na čtyři kvadranty 

Scatterplot n á m poskytuje p rvo tn í p ředs tavu o tom, zda je možné v da

tech naj í t nejen hot spoty, p ř ípadně cold spoty, ale i odlehlé hodnoty (opět 

je t ř e b a upozornit na to, že neříká nic o jejich s tat is t ické významnos t i ) . Nej

více ka t a s t rů vidíme v p rvn ím kvadrantu (obsahující hot spoty) a t ř e t ím 

kvadrantu (obsahující cold spoty). Za zmínku stojí p rvn í kvadrant, k te rý 

označujeme jako High-High. Vidíme zde 5 názvů ka t a s t rů m ě s t a Brna , k te ré 

maj í nej větší vl iv na výsledný sklon regresní přímky, a k te ré lze současně 

označit jako hot spoty, neboť se j edná o katastry, k te ré jsou charakter izovány 

vysokým p o č t e m nehod, přičemž jsou zároveň obklopeny katastry stejného 

charakteru. Dále stojí za zmínku d ruhý kvadrant, k te rý označujeme jako 

Low-High. Katastr Stranice, k te rý m á t ak též značný vl iv na sklon regresní 

přímky, zde charakterizujeme jako odlehlou hodnotu ve smyslu katastru s níz-
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k ý m p o č t e m nehod, jež je obklopený katastry s vysokým p o č t e m nehod. 

Kombinací výs tupu Moranova scatterplotu a p-hodnot z obrázku 3.2 do

s táváme na obrázku 3.4 nejen požadované statisticky významné hot spoty 

nehod měs t a Brna , k te ré byly naš im h lavním cílem analýzy, ale i dva cold 

spoty a jednu odlehlou hodnotu typu Low-High. 

Obrázek 3.4: (Nejen) hot spoty nehod v katastrech nalezené už i t ím Moranova 
indexu 

Jako statisticky v ý z n a m n é cold spoty byly na obrázku 3.4 označeny kata

stry Ořešín a Jehnice. Jde o katastry, jak můžeme vidět z detailnější mapy 3.5, 

nacházející se z velké část i v zalesněném území Soběšické vrchoviny. Vzhle

dem k t é t o informaci a k tomu, že se v Jehnicích nachází pouze jediné silniční 

spojení s Brnem, př ičemž do Ořeš ína vede j ed iná příjezdová cesta, a to právě 

z Jehnic, dává smysl, že zde dochází k významně nižší nehodovosti. 
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Obrázek 3.5: M a p a s vyznačenými cold spoty nehod ka t a s t rů 

Katastr Stranice byl označen klasifikací Low-High. J e d n á se převážně o za

s tavěnou /obyd lenou oblast s velkým množs tv ím jednosměrných ulic a absencí 

t ramvajové dopravy (která m á jinak značný podí l na p o č t u nehod v j iných 

katastrech). Jelikož jde právě p r imárně o obydlenou oblast, přes kterou ne

vede žádné významné silniční spojení, k te ré by ztížilo dopravu, je toto mož

n ý m důvodem, proč byl katastr takto klasifikován. Zbylé vyznačené kata

stry, jež označujeme jako hot spoty, jsou Trni tá , Černá pole, Ponava a měs to 

Brno. Město Brno je typické svou hustou tramvajovou sítí a dennodenn ím 

velkým provozem. Nachází se zde spousta světelných křižovatek, různých, 

někdy i nepřehledných, odboček, k teré mnohdy kříží cestu t r amva j ím i chod

cům. Všechny tyto aspekty nasvědčují důvodu pro vyšší nehodovost v tomto 

katastru. Co se týče katastru Trni tá , k te rý leží vedle katastru měs to Brno, 
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je zde zaj ímavost í , že j ím vede dvouproudová silnice (dálnice), k t e rá může 

být důvodem větší nehodovosti vlivem např ík lad nepř izpůsobení rychlosti. 

Zbylé dva katastry - Ponava a Černá pole jsou typické výsky tem nákupních 

center, hotelů, nebo univerzitou (konkrétně v katastru Černá pole), kde se dá 

očekávat větší koncentrace řidičů, a může zde proto docházet k více neho

dám, byť může j í t jen o menší "srážky" např ík lad na parkovišt ích. Co maj í 

ale katastry označené za hot spot společné je to, že se zde vyskytuje h u s t á 

t ramvajová síť a větší množs tv í křižovatek, ulic a odboček, ve k te rých zvláště 

při velkém provozu může docházet k n e h o d á m . Pro detailnější náh led je zde 

opět při ložena mapa 3.6 s vyznačenými klasifikacemi. 

Obrázek 3.6: M a p a s vyznačenými hot spoty nehod ka t a s t rů spolu s Low-High 
oblast í 
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3.1.2. Lokální G-statistika 

Pro výpočet lokální G-statistiky byla použ i t a verze (2.7) s b inárn í mat ic í 

vah W , přičemž vzhledem k tomu, jak je statistika konst ruovaná, bylo po

t ř e b a zvolit vhodnou prahovou (zde konkré tně Euklidovskou) vzdálenost d, 

po kterou budou katastry považovány za sousedy katastru, pro nějž je sta

tistika poč í t ána . Jednou z možnost í jak zvolit vhodnou prahovou vzdálenost 

je vzít takovou vzdálenost , při k teré je hodnota z-score globální G-statistiky 

největší. Jelikož nelze p ředpok láda t , že se G-statistika řídí no rmá ln ím rozdě

lením, byla vzata taková vzdálenost , při k teré je p ř ímo hodnota G-statistiky 

největší. Proces výběru vzdálenost i spočíval v nagenerování několika hodnot 

G-statistiky pro dané vzdálenost i d, jehož grafický výs tup je zobrazen na ná

sledujícím obrázku 3.7. 
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Obrázek 3.7: Volba prahové vzdálenost i u rčená na základě nej vyšší hodnoty 
G-statistiky 

Z obrázku 3.7 je vidět , že nejvyšší hodnoty globální G-statistiky bylo do

saženo při vzdálenost i zhruba 3.8 k m (přesná hodnota je 3.8719 km). Pro tuto 
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prahovou vzdálenost byla pro každý katastr, metodou podmíněné permutace, 

spoč í t ána hodnota G-statistiky spolu s p-hodnotami k nás lednému určení sta

tistické významnos t i rozdílu G-statistiky a očekávané hodnoty G-statistiky 

uži t ím funkce localG_perm, t ak též z balíčku spdep. Výsledek podmíněné 

permutace je vykreslen na obrázku 3.8. 

Obrázek 3.8: Hodnoty G-statistiky v daných katastrech (vlevo) spolu s p-
hodnotami k určení s tat is t ické významnos t i (vpravo) 

Ačkoliv se nabízí vysoké hodnoty G-statistiky na obrázku 3.8 interpreto

vat jako potenciá ln í hot spoty nebo cold spoty nehod a hodnoty blízké nule 

jako katastry, ve kterých je prostorová autokorelace nulová, je p o t ř e b a tyto 

hodnoty porovnat s očekávanými hodnotami. D ů v o d e m je, že pouze srovnání 

s očekávanou hodnotou n á m ukáže, zda je hodnota G-statiky opravdu vysoká 

nebo nízká. K tomu, zda je rozdíl mezi G-statistikami a jejich př ís lušnými 

očekávanými hodnotami statisticky v ý z n a m n ý byly použi ty p-hodnoty z ob

rázku 3.8, kdy pro p-hodnoty < 0.05 byly katastry klasifikovány jako hot 

spoty, p ř ípadně cold spoty, což je vidět na následujícím obrázku 3.9. 
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Klasifikace katastru 

I Hot spot 
I Cold spot 

Non-significant 

Obrázek 3.9: (Nejen) hot spoty nehod v katastrech nalezené už i t ím G -
statistiky 

Jak vidíme na obrázku 3.9, lokální G-statistika klasifikovala jako hot spot 

nehod mnohem více ka tas t rů , než lokální Moranův index. D ů v o d e m je pře

devším způsob v ý p o č t u lokální G-statistiky, neboť byla použ i t a verze, k t e rá 

při v ý p o č t u G-statistiky pro d a n ý katastr nezohledňuje počet nehod v tomto 

katastru, jako je tomu u Moranově indexu, ale jen poč ty nehod v jeho sou

sedních katastrech. Zároveň je G-statistika hodně ovl ivněná volbou prahové 

vzdálenost i . Dalš ím důvodem je to, že G-statistika neumí rozeznat odlehlé 

hodnoty v rámci hot spotů, resp. cold spotů. 

Podíváme se ješ tě na tyto výsledky detailněji . N a m a p ě 3.10 m á m e zob

razeny cold spoty, kde oproti p ř ípadu , kdy byl využi t lokální Moranův index, 

přibyly katastry Soběšice a Útěchov. Oba katastry se nacházejí na okraji 

Brna v převážně zalesněné oblasti (Soběšické vrchoviny, stejně jako u Jehnic 

a Ořešína) , př ičemž jediné, a především přehledné, silniční spojení mezi cen

trem Brna a Útěchovem vede právě přes katastr Soběšice, ze k te rého dále 

vedou dvě cesty ( taktéž nijak komplikované) směrem k centru m ě s t a Brna . 
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Dalo by se tedy očekávat, že tudy proj íždí spíše obyvatelné těch to ka tas t rů , 

což by mohlo vést k nižší koncentraci ř idičů oproti centru měs t a Brna , a t í m 

p á d e m by zde nehod mohlo být méně . 

Obrázek 3.10: Detailnější pohled na cold spoty nehod ka t a s t rů 

Pokud jde o hot spoty, jež jsou zobrazeny na m a p ě 3.11, př ibyly n á m zde 

navíc katastry Komárov , Štýřice, Zábrdovice, Husovice, Veveří a Staré Brno. 

Tyto katastry maj í převážně společné znaky s katastry identifikovanými jako 

hot spoty při použi t í lokálního Moranova indexu. Zaj ímavé jsou zde dva ka

tastry - Štýřice a Komárov. Vedou j im i dvě dálnice, ze Štýřic vede dálnice 

k Rakousku a z Komárova na Slovensko. Vzhledem k možnost i rychlejší j ízdy 

se zde dá p ředpok láda t , že by zde mohlo docházet nejen k větš ímu množs tv í 

nehod, ale i k větš ím finančním škodám způsobených t ěmi to nehodami. 
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3.2. Hot spot analýza bodových dat 

P ř e d p o k l a d e m pro provedení hot spot analýzy v t é to část i je absence 

hranic ka t a s t rů měs t a Brna a jakékoliv a t r ibu tové informace, tj. m á m e k dis

pozici pouze souřadnice nehod, k n imž došlo v roce 2015. Výchozí situaci 

za tohoto p ředpok ladu vidíme na obrázku 3.12. 

Obrázek 3.12: Bodová data nehodovosti na území m ě s t a Brna 

S touto si tuací si lze poradit dvěma způsoby - už i t ím kvadrá tové analýzy 

nebo metody nejbližší vzdálenost i . 

3.2.1. Kvadrátová analýza 

Př i analýze bodových dat, jež obsahují pouze informaci o lokalizaci udá

losti (zde nehodovosti) je p o t ř e b a nejprve otestovat, zda bodový vzor od

povídá shluklému vzoru, aby pro nás mělo vůbec smysl provádět hot spot 

analýzu. P ř e d provedením testu byla vy tvořena čtvercová mřížka k proložení 

oblasti m ě s t a Brna . A b y tuto mřížku bylo možné vytvoř i t , bylo n u t n é data 

převést do p lanárn ího souřadnicového sys tému (postup v R skriptu). Dále 
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byl určen "opt imální" poče t čtverců v mřížce vztahem (2.8) a spoč í tán po

čet nehod v každém čtverci funkcí quadratcount z balíčku spatstat [30]. 

Výsledek je zobrazen na obrázku 3.13. 

Obrázek 3.13: Poč ty nehod ve čtvercích jejichž počet je u rčený vztahem (2.8) 

Jak je z obrázku 3.13 vidět , vyskytuj í se zde čtverce s nu lovým p o č t e m ne

hod. Z tohoto důvodu byl pro test shluklého bodového vzoru zvolena Monte 

Carlo verze Testu dobré shody, jež je možno v R provést funkcí quadrat. test 

s parametry method = "MonteCarlo" a alternativě = "clustered", tak

též z balíčku spatstat. Výsledkem testu je hodnota \ 2 = 6053.2 

s p-hodnotou = 0.001. N a hladině a = 0.05 z a m í t á m e nulovou hypo tézu o ná

h o d n é m (resp. n á h o d n é m nebo rovnoměrně rozloženém) vzoru ve prospěch 

alternativy. 

Pro nalezení hot spotů v lokálních oblastech území měs t a Brna se po

stupuje stejně jako u polygonových dat, jelikož zde roli polygonů zas tupuj í 

čtverce. 
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Loká ln í M o r a n ů v index 

Pro výpočet Moranova indexu byla opět zvolena řádkově standardizo

vaná matice W spolu se sousednost í queerís case. Vzhledem ke s te jnému 

principu h ledání hot spotů, jako u polygonálních dat, zde uvedeme pouze 

výslednou vizualizaci hot spotů v dané čtvercové mřížce. Grafický výs tup 

metody tedy vidíme na obrázku 3.14. 

Obrázek 3.14: (Nejen) hot spoty nehod nalezené na čtvercové síti už i t ím lo
kálního Moranova indexu 

Jak je na obrázku 3.14 vidět , použi t í p ř í s tupu kvad rá tů s nás lednou apli

kací Moranova indexu nenašlo žádné odlehlé hodnoty, jako tomu bylo při pou

žití ka t a s t rů jakožto polygonů (což je ale samozřejmě dáno počá tečn í volbou 

čtvercové mřížky) . Oblast hot spotů nehodovosti však metoda vyhodnotila 

obdobně jako v předchozím př í s tupu , tedy v centru m ě s t a Brna. Odlišné 

je ale vyhodnocení cold spotů, k teré bude dáno t ím, že čtverce, vzhledem 

k tvaru a velikosti, obsahují j iné poč ty nehod než katastry. 
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Loká ln í G-statistika 

V př ípadě lokální G-statistiky byla zvolena b inárn í váhová matice W 

s volbou prahové vzdálenost i d = 3.6 km, jež byla u rčena s te jným způsobem 

jako v př ípadě polygonálních dat. Výsledné hot spoty nehod měs t a Brna 

vidíme na obrázku 3.15. 

Obrázek 3.15: (Nejen) hot spoty nehod nalezené na čtvercové síti už i t ím lo
kální G-statistiky 

Použ i t ím lokální G-statistiky bylo opět identifikováno mnohem více hot 

spotů i cold spotů nehodovosti než u lokálního Moranova indexu. Ačkoliv 

jsou hot spoty opět identifikované v centru měs t a Brna , zasahují napravo 

částečně i mimo centrum. Zároveň je na levé s t raně vidět velké množs tv í cold 

spotů, k teré v katastrech jakožto polygonech nalezeny nebyly. Proto se ze za

j ímavost i pod íváme ješ tě na obrázek 3.16 s různými volbami p o č t u čtverců 

použi tých k tvorbě mřížky, abychom viděli, jak moc jsou výsledné hot spoty 

a cold spoty t ěmi to volbami ovlivněné. 
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Lokální Moranův index Lokální G-statistika 

počet čtverců: 25 x 25 počet čtverců: 25 x 25 

Obrázek 3.16: (Nejen) hot spoty nehod při různých volbách mřížky 

P ř i volbě p o č t u čtverců 6.5 x 6.5 ve směru osy x a y dos táváme pro lokální 

Moranův index stejný hot spot jako u lokální G-statistiky. Naopak při volbě 

p o č t u čtverců 25 x 25 jsou vidět značné rozdíly ve výs ledném zobrazení hot 

spotů. Lokální Moranův index při t é t o volbě našel jednu odlehlou hodnotu 

v p o d o b n é m mís tě jako u polygonových dat. Lokální G-statistika však při t é to 

volbě označila za hot spoty, a předevš ím cold spoty velkou část území měs t a 

Brna. 
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3.2.2. Metoda průměrné nejbližší vzdálenosti 

Test (ne)náhodnos t i bodového vzoru na hladině významnos t i a = 0.05 

byl proveden metodou Monte Carlo, jejímž cílem bylo nagenerovat rozdě

lení p r ů m ě r n é nejbližší vzdálenost i sousedů za platnosti n á h o d n é h o rozložení 

b o d ů (nehod) v prostoru k porovnán í se skutečnou p r ů m ě r n o u vzdálenost í 

sousedů. P ř e d simulací bylo p o t ř e b a napoč í t a t p r ů m ě r n o u vzdálenost nej-

bližších sousedů pro naše data, k čemuž posloužila funkce nndist z balíčku 

spatstat. P r ů m ě r n á vzdálenost m á v našem př ípadě hodnotu r0t,s = 0.079. 

Pro informativní účely byl zjištěn i index p r ů m ě r n é nejbližší vzdálenost i sou

seda R = 0.4187 (vidíme, že hodnota je menší než jedna, proto by pozo

rovaný vzor mohl odpovída t shluklému vzoru), pro jehož výpočet bylo po

t ř e b a n a p o č í t a t očekávanou p r ů m ě r n o u vzdálenost , k t e rá je rexp = 0.1886. 

Pro výpočet očekávané p r ů m ě r n é vzdálenost i bylo nutno urči t plochu mi

nimálního ohraničujícího pravoúhelníku, k čemuž posloužila složená funkce 

area.owin(bounding.box.xyO), t ak též z knihovny spatstat. V rámci si

mulace byla p r ů m ě r n á nejbližší vzdálenost za platnosti H0 poč í t ána pomocí 

funkce n á h o d n ě umisťující body v prostoru, kterou je funkce rpoint, již 

je možno nalézt ve s te jném balíčku jako funkce předchozí. Výsledkem simu

lace s volbou 999 pe rmu tac í je p-hodnota = 0.001, proto na hladině význam

nosti a = 0.05 z a m í t á m e H0 o n á h o d n é m pros torovém vzoru. 

Jak již bylo zmíněno v teoretické části , v p ř ípadě dat týkající se krimina

li ty nebo nehodovosti je možné do j is té mí ry (tj. nedozvíme se nic o stat is t ické 

významnos t i ) využí t k zobrazení hot spotů j ádrové odhady hustoty. To, k te ré 

části měs t a Brna interpretujeme jako hot spoty závisí předevš ím na volbě 

vyhlazovacího parametru, jelikož volba jádrové funkce n e m á výrazný vl iv 

na výsledný odhad hustoty. 

Pro zobrazení mís t , k teré by mohly být hot spoty byla použ i t a Gaussovská 
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j adrová funkce s různými volbami parametru míry vyhlazení , aby bylo zřejmé, 

jak může volba tohoto parametru ovlivnit výslednou interpretaci hot spotu. 

Výsledné (potenciální) hot spoty v id íme na obrázku 3.17. 

sigma = Rule of Thumb 

a) bi 

sigma = 0.06 sigma = 2 

d: 

Obrázek 3.17: Potenciá ln í hot spoty nalezené pomocí KDE aplikované na 
body z obrázku 3.12 

Vyhlazovací parametr na obrázku 3.17 při volbě a) byl určen pomocí 

pravidla Rule of thumb z knihy [7], k teré bylo vytvořeno k získání opti

máln ího vyhlazovacího parametru jádrové funkce. V porovnán í s možnos tmi 

c) a d) varianta a) nejlépe odpov ídá oblasti hot spotu nehod (žlutě zbar-
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veno) tak, jako jej určily i předchozí metody. Stejně tak volba parametru 

sigma = 0.3 ješ tě re lat ivně dobře odhaduje oblast hot spotu nehod měs t a 

Brna. Co se týče variant c) a d ) , dos táváme velmi neurč i té výsledky. V pří

padě c) je volba parametru tak malá , že prakticky nelze nazvat žádnou oblast 

jako hot spot. S variantou d) se naopak dos táváme k opačnému problému, 

tj. hot spotem bychom prakticky nazvaly větš inu území měs t a Brna, což n á m 

nedává žádnou relevantní informaci o nehodovosti. Toto vyobrazení hot spotu 

je však obecně pouze informativní , proto je doporučováno jej používat záro

veň s metodami prostorové autokorelace (hlavně z důvodu určení s tat is t ické 

významnos t i hot spotu) způsobem, j aký byl p ředs taven v předchozích částech 

analýzy. 
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3.3. Hot spot analýza atributových bodových dat 

Oprot i předchozí části analýzy budeme pracovat s p ředpokladem, že kromě 

souřadnic nehod m á m e k dispozici i informaci o nějakém atributu. Atr ibuto

vou informací zde budeme rozumět výši h m o t n é škody v Kč, jež byla způso

bená nehodou v roce 2015. Výchozí situaci můžeme vidět na obrázku 3.18. 

Obrázek 3.18: Výše h m o t n é škody způsobená nehodou na území měs t a Brna 

Pro lepší viditelnost rozložení výše h m o t n é škody na území m ě s t a Brna 

lze data vizualizovat pomocí interpolace IDW. Výchozí situace vizualizovaná 

uži t ím interpolace spolu s body z předchozího obrázku 3.18 je demons t rována 

na obrázku 3.19. 
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Z obou t y p ů vizualizací je p a t r n é , že k n á k l a d n ý m n e h o d á m docházelo 

spíše mimo centrum měs t a Brna. 

Pod íváme se, jak hot spoty výše h m o t n é škody vyhodno t í lokální G -

statistika, k t e rá je pro tyto účely použ ívána nejvíce. Postup je zde stejný 

jako u polygonových dat, proto zde uvedeme pouze nalezené hot spoty uži

t í m G-statistiky vizualizované dvěma různými způsoby. 

P r v n í m způsobem je vykreslení hot spotů pomocí ba revně odlišených 

bodů , kdy G-statistika identifikovala tyto hot spoty mimo centrum měs t a 

Brna, což je možné vidět na obrázku 3.20. D r u h ý m způsobem vizualizace 

je použi t í interpolace IDW, kterou vidíme na obrázku 3.21. Zároveň je z ob

rázků vidět , že ačkoliv k nejvíce n e h o d á m docházelo v centru m ě s t a Brna, 

škody způsobené nehodou byly vyšší právě mimo centrum. 
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Obrázek 3.20: (Nejen) hot spoty výše h m o t n é škody nalezené lokální G -
statistikou 

Obrázek 3.21: Interpolovaný výs tup hot spotů (červeně), cold spotů (modře) 
a nesignifikantních oblast í (bíle) 
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Současně je p o t ř e b a dodat, že k interpolaci IDW zvoleného p o č t u ne-

napozorovaných b o d ů v R, jež byla použ i t a k vytvoření grafického výs tupu 

na obrázku 3.21, bylo p o t ř e b a nejprve nenapozorované body nagenerovat 

prav ide lným umís t ěn ím těchto b o d ů v hus té čtvercové mřížce pokrývající 

území m ě s t a Brna . Pro tyto účely slouží funkce spsample z knihovny sp 

[29], do k teré je p o t ř e b a zadat parametr type = "regular" s p o č t e m b o d ů 

n = "pocet_bodu", k teré budeme chtít interpolovať (čím větší n zvolíme, 

t í m hladší grafický výs tup dostaneme). Pro interpolaci byla nás ledně pou

žita funkce iwd z knihovny spatstat, ve tvaru idw(pozorovani ~ 1, data 

= nase_data, newdata = mrizka). 

Podívejme se ješ tě na nalezené hot spoty na m a p ě . P r v n í oblast, na kterou 

se zaměř íme (mapa 3.22, odpovídá spodní části obrázku 3.20) bude oblast 

spadající do ka t a s t rů Dolní a Horní Heršpice, Přízřenice a Tuřany. 

Leaflel |©OpenStreetMap ;on1ribiilof i 

Obrázek 3.22: Detai ln í pohled na hot spoty nehod na j ižní části Brna 
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Dvě hlavní oblasti na m a p ě 3.22, ve k terých došlo k n á k l a d n ý m neho

d á m jsou v mís tě křížení dálnic vedoucích k Rakousku a Slovensku s dálnicí 

D l . Důvodem, proč byly v těch to mís tech nehody nákladnější , by mohly být 

h r o m a d n é nehody způsobené ať už vlivem nepozornosti (např. nedobrždění 

při srážce vozidel přede mnou), nepř izpůsoben ím j ízdy (např . n e d á n í m před

nosti při odbočení) nebo kombinací oboj ího. Z obou dálnic (směr Rakousko 

a Slovensko) dále vede poměrně rovná cesta, což může pobízet i k rychlej

šímu způsobu j ízdy a nebezpečnému předjíždění, k teré nás ledně vede k ne

hodě. Z dat bylo zjištěno, že ke spoustě n e h o d á m opravdu docházelo vlivem 

nepozornosti nebo rychlé j ízdy řidičů, př ičemž h r o m a d n é nehody jsou cha

rakteris t ické spíše pro dálnici označenou jako Vídeňská (na m a p ě 3.22 vlevo). 

Zaj ímavou informací o nehodách je i to, že v oblasti Dolních Heršpic poměrně 

často docházelo k n e h o d á m , od k te rých řidiči ujeli. K n á k l a d n ý m n e h o d á m 

dále docházelo na silnici vedoucí kolem ka t a s t rů Horní a Dolní Heršpice smě

rem ke katastru Tuřany. P r v n í část cesty, vedoucí ze severu k Brněnským 

Ivanovicím, je p řeh ledná cesta pouze s jednou odbočkou k benzínce a Makru . 

Nabízí se tedy, že výši škody způsobenou nehodou mohla zapříčinit skuteč

nost, že mezi řidiče, k teř í na t é t o trase proj íždí a odbočuj í k Makru , pa t ř í pře

vážně řidiči dražších vozidel typu dodávky, teoreticky nák ladn í automobily, 

s cílem natankovat nebo nakoupit v Makru . Makro to t iž obecně slouží spíše 

pro velkoobjemové nákupy s cílem zásobování supermarke tů , h y p e r m a r k e t ů 

apod. N a základě informací obsažených v datech byly ve skutečnost i nehody 

v t é to oblasti způsobovány buď z důvodu nepř iměřené rychlosti, nepř izpůso

bení se dopravně technickému stavu vozovky (např. klesání, zatáčka, . . . ) , ne

sp rávným couváním, nebo dokonce samovolným rozjet ím osobních, p ř ípadně 

nákladních, au tomobi lů . V centru T u ř a n docházelo k n á k l a d n ý m n e h o d á m 

hlavně v mís tě křížení silnic, př ičemž je na t é to trase p ř í t omno větší množ-
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ství p řechodů pro chodce a zas távek au tobusů . Proto k n á k l a d n ý m n e h o d á m 

mohlo docházet b u ď proto, že mezi účas tn íky pa t ř i ly i autobusy, nebo opět 

z důvodu nepozornosti vedoucí k h r o m a d n é nehodě , př ičemž vzhledem k po

měrně frekventované trase mezi účas tn íky nehody mohly pa t ř i t i dodávky. 

Po bližším prozkoumání dat bylo o nehodách v t é to oblasti zjištěno, že jejich 

hlavní př íč inou bylo nevěnování se řízení vozidla, nebo nepř izpůsobení rych

losti. Zároveň zde docházelo nejen k n e h o d á m osobních au tomobi lů (a to i 

h romadných , např . zde byla nehoda 3 osobních au tomobi lů ) , ale i motocyklů , 

př ičemž nebylo výjimkou, pokud něk te rý z účas tn íků nehody ujel. 

N a j ihu Brna ješ tě zůs taneme, neboť zde byla identifikována ješ tě dvě 

mís t a jako hot spot, konkré tně na p ravém cípu z obrázku 3.20, k te ré se na

cházejí napravo od Tuřan a jsou deta i lně vidět na m a p ě 3.23. 

Obrázek 3.23: Deta i ln í pohled na hot spoty nehod v cípu z obrázku 3.20 

K n e h o d á m zde došlo na p řeh ledném mís tě silnice v blízkosti autobu

sové zas távky a polní cesty vedoucí podél pole. M o h l i bychom tedy očekávat, 
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že výše škod těchto dvou nehod byla způsobená t ím, že zde došlo ke s t ř e t ů m 

au tomobi lů s traktorem nebo kombajnem (oba typy vozidel spadaj í do dražší 

kategorie). Z dat však bylo zjištěno, že tento předpoklad není správný, ne

boť jedna z nehod, nezaviněná řidičem, byla způsobená srážkou osobního 

automobilu bez přívěsu se zv í ře tem (dle dat z kategorie "lesní zvěří, domá

cím zvířectvem") v osm hodin ráno . D r u h á nehoda, k t e rá se stala o půlnoci , 

se týkala srážky osobního automobilu bez přívěsu s nák l adn ím automobilem 

vlivem nevěnování se řízení. 

P ředpos ledn í zaj ímavá oblast hot spotů, znázorněná na m a p ě 3.24, se na

chází převážně v katastru Kohoutovice. P ř i detai lnějším zkoumání , o jaké 

oblasti se j edná , bylo zjištěno, že ve většině p ř ípadů byla vysoká škodovost 

způsobená nehodou, jež se odehrá la na parkovišt ích, resp. v jejich blízkosti. 

Proto se zde jako možné vysvětlení vysoké škody nabízí to, že se nejspíše 

jednalo o nehody vozidel dražší kategorie. Z dat vyplynulo, že tyto nehody 

byly často způsobeny vlivem nevěnování se řízení, kdy některé z nehod, k te ré 

se nestaly p ř ímo na parkovišt i , byly způsobeny srážkou osobních automo

bilů bez přívěsu s nák ladn ími automobily (z kategorie "nákladní automobil 

včetně mult ikáry, au to je řábu , cisterny atd."). Výjimkou, co se týče mí s t a ne

hody, je hot spot v oblasti vyznačené jako Zebět ínská (v katastru Zebět ín) . 

Zde se nehoda odehrá la v mís tě p rudké zatáčky, př ičemž v jednom směru 

je silnice dvouproudová. Tato nehoda byla ve skutečnost i způsobená srážkou 

osobního automobilu s pevnou překážkou vlivem nepř izpůsobení rychlosti do

pravně technickému stavu vozovky (zatáčka, klesání, s toupání , šířka vozovky 

apod.). 
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Obrázek 3.24: Detai lní pohled na hot spoty nehod v katastru Kohoutovice 

Poslední hot spot, jež tu zmíníme, je hot spot nacházející v katastru Zeb-

ětín, ve směru na západ od katastru Kohoutovice z obrázku 3.21. J e d n á se, 

jak vidíme na m a p ě 3.25, o jednu nehodu na s t rmé ulici Bešůvka, kde se na

chází bytové družs tvo. Vzhledem k typu domů, k te ré se zde nachází , a tomu, 

že podé l ulice jsou vozidla parkována ve směru z kopce dolů, mohlo dojít 

k vysoké škodě vlivem nezajištění d rahého typu vozidla, k teré mohlo sjet 

z kopce a v p r ů b ě h u narazit do j iného vozidla. Ve skutečnost i se však jed

nalo o nehodu dvou osobních au tomobi lů bez přívěsu, k t e r á byla způsobená 

vlivem nevěnování se řízení vozidla. 
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Obrázek 3.25: Deta i ln í pohled na hot spot nehody na západě Brna 
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3.4. Hot spot analýza na reziduích prostorově 

vážené regrese 

V t é t o části byla použ i t a data týkající se pouze nehod au tomobi lů s j i 

nými automobily v roce 2015. V prostorově vážené regresi byl v roli závislé 

p roměnné použi t atribut výše h m o t n é škody (v Kč) způsobené autoneho

dou. Jako nezávislé p roměnné byly zvoleny dva kategoriální atributy - stav 

vozovky (suchý povrch, mokrý povrch apod.) a druh komunikace (místní , 

účelová apod.), a jeden kvan t i t a t ivn í atribut - p r ů m ě r n á délka dne. Tento 

atribut byl p ř idán doda tečně , kdy pro každý měsíc byl (s využ i t ím informací 

z [39]) spoč í tán p r ů m ě r hodin t rvání dne (tj. doba mezi t ím, kdy slunce vyšlo 

a zapadlo) prvn ího a posledního dne v měsíci. 

Model prostorově vážené regrese v R voláme funkcí gwr z knihovny spgwr 

[32]. Náš model byl z adán ve tvaru 

gwr.fit <- gwr(HM0TNA_SK0DA - relevel(STAV.VOZOVKY, 

ref = "povrch mokrý") + relevel(DRUH.KOMUN, 

ref = "dálnice") + prum_delka_dne, data = data, 

adapt = band, hatmatrix = T), 

kde bylo p o t ř e b a p ř ida t funkci relevel k nas tavení referenční kategorie, 

vzhledem k př í tomnos t i kategoriálních a t r i bu tů . Šířka p á s m a adap t ivn ího já

dra adapt = band byla u rčena funkcí gwr.sel z knihovny spgwr ve tvaru 

band <- gwr.sel(HM0TNA_SK0DA ~ relevel(STAV.VOZOVKY, ref = 

"povrch mokrý") + relevel(DRUH.KOMUN, ref = "dálnice") 

+ prum_delka_dne, data = data, adapt = T), 

9 5 



ve které bylo parametrem adapt = T zvoleno adap t ivn í j ád ro , jelikož hus

tota nehod je v různých oblastech Brna různá (na okrajích je nehod méně 

než v centru). Tato funkce zároveň používá k určení op t imáln ího vyhlazova

cího parametru metodu křížové validace, kterou nebylo p o t ř e b a nastavovat, 

jelikož jde o výchozí nas tavení funkce. 

Následně byla vykreslena rezidua tohoto modelu, k t e rá můžeme vidět 

na následujícím obrázku 3.26. 

/ o 

fy • 
Rezidua modelu 

fy 
-500,000 to 0 J i 7 
Oto 500,000 

, 0 0 °K 500,000 to 1,000,000 , 0 0 °K 
• 1,000,000 to 1,500,000 lr~~~-— 

Obrázek 3.26: Rezidua modelu prostorově vážené regrese 

Vidíme zde jednu odlehlou hodnotu v rozmezí 1, 000,000 a 1, 500, 000 Kč, 

k t e rá značně ovlivňuje model, a proto byla odebrána . Nová rezidua napočí

t a n á z modelu neobsahujícím odlehlou hodnotu, a k te rá byla použ i t a na hot 

spot analýzu, vidíme na obrázku 3.27, přičemž k nalezení op t imáln í šířky 

p á s m a j á d r a bylo použi to Akaikeho informační k r i t é r ium (bez t é t o volby zde 

nebyly nalezeny žádné hot spoty reziduí) , k te ré bylo ve funkci gwr.sel na

staveno parametrem method = "aic". 
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Obrázek 3.27: Rezidua modelu prostorově vážené regrese bez odlehlé hodnoty 

Pro nalezení hot spotů reziduí z obrázku 3.27 byla, jako v předchozích pří

padech, použ i t a lokální G-statistika. Vzhledem k z á p o r n ý m h o d n o t á m nebylo 

možné urči t prahovou vzdálenost pro tvorbu váhové matice pomocí globální 

G-statistiky, a proto byla využ i ta metoda k nejbližších sousedů, kdy byla 

zvolena taková vzdálenost , aby každý z b o d ů měl alespoň jednoho souseda. 

Výsledné hot spoty je možné vidět na obrázku 3.28 na následující s t raně . 
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K l a s i f i k a c e 

• Hot spot 
• Cold spot 
o Non-significant 

Obrázek 3.28: Hot spoty reziduí modelu prostorově vážené regrese 

Z tohoto obrázku 3.28 lze vidět , že výsledek není tak intui t ivní , jako tomu 

bylo v předchozích částech analýzy. Vzhledem k tomu, že při různých volbách 

p a r a m e t r ů (jako je např . způsob určení vhodné šířky p á s m a j ád ra ) bylo dosa

hováno pouze dvou výs tupů - výs tup , kdy žádné body nebyly identifikovány 

jako hot spoty ani cold spoty, nebo výs tup , k t e rý je značně neintui t ivní , se jako 

vysvětlení takového výsledku jeví, že mezi rezidui bude, v kontextu hot spot 

analýzy, slabý nebo žádný vztah. V každém př ípadě , pokud bychom tento 

výs tup chtěli interpretovat, řekli bychom, že nalezené hot spoty představuj í 

oblasti, v jejichž okolí model statisticky významně podhodnocuje výši h m o t n é 

škody (v Kč) způsobenou autonehodou, tedy, výše h m o t n é škody určená mo

delem zohledňujícím vl iv stavu vozovky, denního světla a druhu komunikace 

na výši škody, byla v okolí dané oblasti nižší, než j aká byla ve skutečnost i . 

D ů v o d e m vzniku/identifikace takovýchto oblas t í mohou být faktory, k te ré 

v modelu nejsou zahrnuty, př ičemž toto zjištění n á m p o m á h á při vytváření , 

a nás ledném opt imalizování modelů používaných k predikcím, kdy na základě 

množs tv í nalezených hot spotů se můžeme rozhodnout, zda do modelu při-
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d á m e i j iné faktory, či nikoliv (resp. zda po těchto faktorech hod láme p á t r a t ) . 

Celkově je ale p o t ř e b a b r á t v potaz to, že v místech identifikovaných jako 

hot spoty bude model výši škody podhodnocovat. U cold spotů by potom 

interpretace byla opačná . 
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Závěr 

Cílem t é to diplomové práce bylo seznámit č tenáře s metodami využíva

nými př i hot spot analýze dat, spolu s jejich nás lednou aplikací na reálných 

datech. 

V prvn í kapitole byly popsány pojmy, k te ré jsou n u t n é pro pochopení 

metod prostorové analýzy dat, jako jsou např ík lad typy prostorových dat, 

vzdálenost í , nebo váhových matic. 

V rámci d ruhé kapitoly byly rozebrány metody prostorové analýzy, jež 

slouží k nalezení hot spotů, a to konkré tně metoda prostorové autokorelace 

(využívaná pro a t r ibu tová bodová a polygonová data), kvadrá tová ana lýza 

s metodou p růměrné nejbližší vzdálenost i (pro nea t r ibu tová bodová data) 

a prostorově vážená regrese, ve které se hot spot ana lýza provádí na rezidu

ích modelu prostorově vážené regrese, na k te rá lze, v kontextu t é to práce, 

pohlížet jako na a t r ibu tová bodová data. 

T ře t í kapitola je věnována up la tněn í teoret ických p o z n a t k ů na datech 

týkající se nehodovosti na území měs t a Brna . Nejprve byla provedena hot 

spot ana lýza na polygonových datech s atributovou informací o p o č t u nehod 

v jednot l ivých polygonech ve zvoleném roce 2015, při k teré byly hot spoty 

nehod nalezeny převážně v centru m ě s t a Brna. Následovala ana lýza neatri-

bu tových bodových dat, v rámci k te ré jsme měli k dispozici informaci pouze 

o mís tě nehody, přičemž jsme dospěli ke s te jnému závěru jako v předchozím 

př ípadě . Další část hot spot analýzy se týkala a t r ibu tových bodových dat, 

kdy roli atributu zastupovala výše h m o t n é škody (v Kč) způsobená neho

dou v roce 2015. V tomto př ípadě byly hot spoty výše h m o t n é škody (v Kč) 

nalezeny na okrajích území měs t a Brna , nikoliv v centru. Poslední část hot 

spot analýzy byla provedena na reziduích z modelu prostorově vážené regrese. 

V roli závislé p roměnné zde byl použi t atribut výše h m o t n é škody způsobené 
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nehodou (v Kč) v roce 2015, v roli nezávislých p roměnných byly použi ty 

dva kategoriální atributy - stav vozovky a druh komunikace, a jeden kvan

t i t a t ivn í atribut - p r ů m ě r n á délka dne. Ačkoliv bylo nalezeno pá r hot spotů 

reziduí, oproti předchozím čás tem analýzy výsledek tolik neodpovídal tomu, 

co bychom očekávali, což mohlo být způsobeno t ím, že mezi rezidui není, 

v kontextu hot spot analýzy, ž ádný vztah, nebo je mezi n imi tento vztah 

pouze slabý. 

T é m a diplomové práce bylo pro mě osobně velkým př ínosem především 

co se týče rozšíření si obzorů v oblasti analýzy dat, jelikož se j e d n á o t éma , 

k teré pro mě bylo donedávna neznámé. Současně jsem v rámci práce získala 

možnost vyzkoušet knihovnu tmap [34] pro tvorbu map, a rozšířit tak své 

schopnosti grafické reprezentace dat. 
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