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Abstrakt

Protein p53, ktory je kodovany génom TP53 zohrava vyznamnt Glohu v bune¢nom cykle, ako
regulator transkripcie génov pri reakcii bunky na stresové podnety, ¢im funguje ako potladatel’
rakoviny. Pochopenie sposobu jeho regulacie ako aj jeho vizby na regulovany gén je jednym
z hlavnych zaujmov moderného vyskumu v genetike a bioinformatike. V prvej Casti tejto prace
predstavujeme nevyhnutné poznatky z molekularnej biologie nutné k pochopeniu spdsobu regulacie
proteinu p53 a vod do analyzy a predikcie vidzobnych miest transkripénych faktorov. V druhej casti
sa venujeme implementovaniu a testovaniu nami vytvoreného nastroja, ktory bude schopny tieto

vazobné miesta pre protein p53 predikovat’.

Kli¢ova slova

DNA, protein p53, transkrip¢né faktory, Skryté Markovské Modely, HMM

Abstract

Protein p53 which is encoded by gene TP53 plays crucial role in cell cycle as a regulator of
transcription of genes in cases when cell is under stress. Therefore p53 acts like tumor suppressor.
Understanding the pathway of p53 regulation as well as predicting its binding sites on p53 regulated
genes is one of the major concerns of modern research in genetics and bioinformatics. In first
part of this project we aim to introduce basics from molecular biology to better understand
the p53 protein pathway in gene transcription and introduction to analysis of prediction of
p53 binding sites. Second part is about implementation and testing of tool which would be

able to predict transcription factor binding sites for protein p53.

Keywords

DNA, protein p53, transcription factors, Hidden Markov Models, HMM



Predikce vazebnich mist proteinu p53

Prohlaseni

Prohlasuji, Ze jsem tuto diplomovou praci vypracoval samostatné pod vedenim Ing. Tomasa
Martinka, Ph.D.

Uvedl jsem vSechny literarni prameny a publikace, ze kterych jsem Cerpal.

Jozef Radakovié
27.5.2015

Podékovani

Rad by som sa pod’akoval prof. Jitimu Doskatovi za uvedenie do problematiky molekularnej genetiky
v ramci absolvovanému predmetu na FIT. Takisto d’akujem Ing. Tomasovi Martinkovi, Ph.D,
za poskytnutie zna¢ného mnozstva zdrojovej literatiry a moznosti "pasivnemu" zorientovaniu Sa

Vv problematike vd’aka kvalitnym materialom v predmete Bioinformatika.

© Jozef Radakovic, 2015.



Tato prace vznikla jako Skolni dilo na Vysokém uceni technickém v Brné, Fakulté informacnich
technologii. Prdce je chranena autorskym zakonem a jeji uziti bez udéleni opravnéni autorem je

nezakonné, s vyjimkou zakonem definovanych pripadii.



Obsah

I Y OO TOT 3
2 Zaklady Z mOIeKUIAINE] ZENELIKY .....evvveririieiiiitiiie sttt ettt 4
2.1 DN A s 4
2.2 GRIeueiieiitiee e 5
2.3 Transkripcia a translacia GENU .......ccviiiiiiiiiiie sttt ettt be e 7
2.4  Proteiny ako transkripCné faKtOTY ........ccovieiieiiiiiiiiint e 8
2.5  Kvartérne Struktiry PrOteINOV......couiiuiiiieiieiie sttt ettt sttt sbe e neeneenne e 9
2.6 PrOteIN PO3 ittt b bbbt b e b b e nreenneas 10
2.7 MOtV PO ittt b Rt b e bt e bt ae e Rb e be b e beenreennnas 10
2.8  Faktory ovplyviujice regulacil P53 ...ooviiiiiieiiiieieise st 11
3 Vypoctové metddy predikcie vazobnych miest P53 ......coooviiiiiiiiieie e 14
Bl PSSIM bbbt 14
3.2 Skryté Markovské Modely (HMM) ......oocuiiiiiiieieiieiee e 15
3.3 Komparativna ZENOMIKA..........ccueiirieiiiiiiie sttt n e 16
3.4 Metody StrojOVENO UCEMIA. ......ecuiiieiriieiiitiiie st bbb 16
3.5 ANAlYZa PSIHMM ..o s 17
4 NAVIh @ IMPIEMENTACIA ....oviiiieiiitieie sttt b et sr e sb e sreennenne s 21
4.1 NAVIN APIKACIC ...veiiieieisiieie ittt st b et n b e e 21
4.2 PIATOIMA ..o 22
4.3 Beh @PIIKACIE ..ocveiiiiiiei e 23
4.4 KriZOVA VAIIAACIA ....eeiuiiiiiiiietieite bbbttt nb e sae e 24
ST G110 o) OO O PTPTU PP UUPTOPRRTP 24
5 DAta @ iCh SPTACOVANIE .....oviiveeiiiriiie st r e sr e sn e nne e nne s 26
5.1 MOAEL AL ... 26
5.2 Cistenie a predSpracovanic dat ............cveveereerereisereseiesssssessesssssessessessessesseseesssssesesessan, 27
5.3 GIOIM . bbbt bt bbbt b nhe e nhe e e nnne e 28
G\ 15 (PP PRSPPI 29
8.1 HIMMER ...ttt bbbt 29
8.2 SKYIGN ..ottt bbbttt 31
8.3 CHUSTAIVWZ ... s 32
6.4 Nastavenie aPIIKACIC .....cuviiueeieeiieeiiesie sttt e seeste e st et e e e e e ste e sreesreesreessaesnteanbeeseeesreessees 33
A 1~ T2 PR URST 35
7.1 Tests malym poctom TEFBS ........cooiiiiii e 35



7.2 Test pre VSEtKY TEBS ..o s 36

7.3 TeSt S PrefiXOm GGG.. ..ot neene s 37
7.4 Tests citlivosti na parameter cross-validation ratio ............c.coevereieiinieniinneeeeee 39
7.5  Test citlivosti na parameter HMM SCOIe MiN ........ccooviiiiiiriieieneeee s 40
7.6 TeSt TFBS DEZ MEUZEIY......ociiiiiiicieiest et 42
T ) SR 44
5173 1141 - S 45
Z0ZNAM PIILON .. e 46



1 Uvod

Protein p53, tiez znamy ako bunec¢ny nadorovy antigén p53, alebo supresor nadoru p53, hra

kl'acovu tlohu v bune¢nom cykle, kde ako supresor nadoru zabranuje vlastne vzniku rakoviny.

Ciel'om tejto prace je oboznamit’ sa so zakladmi molekularnej bioldgie, od jednotlivych stavebnych
elementov, ktoré tvoria genetickt informaciu organizmu, az po vytvaranie proteinov na zaklade

génov ulozenych v DNA. Tejto problematike sa venuje prva Cast’ tejto prace.

Druha ¢ast’ predstavuje niektoré ¢asto vyuzivané metddy analyzy a predikcie miest vizby proteinov
ako transkrip&nych faktorov na DNA pri expresii (vytvarani, resp. syntéze) proteinu z génu. Cast’
prace, ktora je venovana tejto problematike je ukonéena predstavenim algoritmu p53HMM a jeho

Markovského modelu pouzitom autormi v [1].

Tretia ¢ast’ popisuje samotny navrh a implementa¢né detaily nastroja, ktory je schopny spracovat’
vstupné data a pomocou pouzitia externych nastrojov vytvorit’ model, ktory bude schopny predikovat’

vizobné miesta transkripéného faktoru proteinu p53.

Vstupné data, a teda samotné vizobné miesta s popisané v Stvrtej ¢asti. Popisujeme tu ich zdroj,

format a spdsob ako sme ich spracovali.
Externé nastroje ktoré pouzivame su podrobné predstavené a rozobraté v nasledujticej kapitole.
Préca je ukoncCena samotnymi testami vytvoreného produktu. Testujeme tu schopnost’ vytvorit’

vhodny predikator z celej vstupnej mnoziny dat, rdznych zaujimavych podmnozin a taktiez testujeme

citlivost’ aplikacie na rozne vstupné parametre.



2 Zaklady z molekularnej genetiky

2.1 DNA

Deoxyribonukleova kyselina je prirodny polymér zlozeny z deoxiribonukleitodov. Patri spolu
s RNA medzi nukleové kyseliny a je nositel’kou genetickej informacie bunky. Riadi jej rast, delenie a
regeneraciu. DNA je zloZena z jednotiek zvanych monoméry - nukleotidy, ktoré su navzajom
pospéjané esterovou vazbou. Nukleotid je zlozeny z:
o zvysku kyseliny trihydrogenfosforecne;j
e deoxyribonukleozid, tvoreny dvoma zlozkami
o cukor ribonukledza

o dusikata baza

Postupnost’, alebo sekvencia nukleotidov tvori retazec zvany vlakno DNA, ktor¢ ak je v nespojenom
tvare, tak na 5’konci je ukoncené fosfatom a na 3" konci je ukonéené hydroxilovou -OH skupinou.
Ribonukleaza a kyselina fosfore¢na slizia k tomu, aby udrzali dusikaté bazy vo vhodnych polohach a
vzdialenostiach a tvoria takzvanu pentozafosfatova kostru DNA. Pretoze kyselina fosforecna a
ribonukledza su spolocné pre vsetky nukleotidy, tieto sa liSia v dusikatych bazach. Dusikaté bazy,
ktoré sa vyskytuju v DNA su:

adenin (A)

cytozin (C)

guanin (G)

tymin (T)
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Obrazok 1 Chemicka Struktira DNA (Prevzaté z en.wikipedia.org)

DNA je tvorena dvoma vlaknami, ktoré su k sebe komplementarne (adenin a tymin - s spojené tromi
vodikovymi vézbami, cytozin a guanin - dve vodikové vizby). Je to dané tym, ze adenin a guanin
patria medzi puriny, zatial’ co cytozin a tymin medzi pyrimdiny. Podla pravidla, ktoré sa nazyva
podl'a objavitel'ov Watson-Crickovo pravidlo, sa paruje vzdy purinova a pyrimidinova baza, nakol’ko
takéto parovanie je najstabilnejsie. Retazce DNA su voci sebe postavené v opacnom smere, jeden v
smere 5'- 3" a druhy v smere 3'- 5’, pricom poradie nukleotidov sa Cita vZdy v smere od 5" konca ku
3’ koncu. Toto vlakno sa nazyva aj kddujuce, sense a naopak smer 3'- 5" sa nazyva nekodujuce, anti-
sense, pripadné templatové (angl. template strand).
DNA vytvara komplexnejsie Struktary, ktoré sa delia podl'a rovne zlozitosti (resp. pohl'adu):

e primarna - je dana fyzickym poradim jednotlivych nukleotidov

e sekundarna - priestorové usporiadanie polynukleotidového retazca - dvojvldkno ma

najCastejsie tvar pravotocivej dvojzavitnice (alfa helix)
e tercidlna - priestorové usporiadanie dvojzavitnice - mdze sa stocit do superhelixu v tzv.

nadzavitnicovom vinuti, ktoré je zabezpecené Specidlnymi enzymami

2.2 Gén

Gén je informacna a funkéna jednotka obsahujuca genetickt informaciu o primarnej Strukttre
funk¢nej molekuly transla¢ného produktu (tym je protein), alebo funkénej molekuly produktu
transkripcie RNA (napr. tRNA, rRNA, snRNA), ktora nepodliehajtcej translacii.



Konkrétne formy génu su:
e Struktirny gén - koduje polypeptid
e gén pre funkéné typy RNA - prepisuje sa do tRNA, rRNA, sRNA (a d’alsich funkénych
typov)

e gén ako regulacna oblast - isek DNA, na ktoru sa viaze regulacny protein

V ramci prace nas zaujimaju hlavne Struktirne gény a regula¢né oblasti.

Struktarny gén je zlozeny z promotoru, kodujucej oblasti a sekvencii oznadujucich zadiatok a koniec
transkripcie z tripletov (kodénov). Promotorova oblast’ sa nachadza na zaciatku génu, na ktoru sa
naviaze transkripény aparat (RNA-polymeraza) a d’alSie transkripné regulacné signaly. Regulacna
oblast’ génu obsahuje urc¢ité sekvencie nukleotidov, pricom promotory roznych génov sa navzajom
liSia poétom, kombinaciou a umiestnenim tychto sekvencii. Zag¢iatok a koniec transkripcie d’alej
obsahuje $pecifické sekvencie, ktoré st rozpoznavané transkripénym aparatom. Tieto Gseky teda
nekoduju aminokyseliny, ale nest informacie, ktoré st nutné k celkovému priebehu proteosyntézy.

Proteosyntéza je proces v bunke, pocas ktorého sa tvoria bielkoviny.

Kodujuca oblast’ sa sklada z exénov a intrénov. Exony (z angl. expressed region), tieZ ozna¢ované aj
ako CDS (Coding segment), koduju samotné aminokyseliny. Kazdy triplet, ¢o st tri po sebe idtice
bazy, predstavuje informaciu o zaradeni jednej aminokyseliny. To, ktoré triplety prisluchaji ktorej
aminokyseline urcuje geneticky kod. Introny st nekodujuce tseky, ktoré aj ked’ su z DNA
prepisované, nakoniec sa z RNA vystrihntl v procese zvanom zostrih. Introny mozu prerusit’, resp.

byt vloZzeny do exénu v ktoromkol'vek mieste. Exon potom pokracuje za koncom intrénu.

Proximal Core
control elements proToter
(a N\
§tart of transcription RNA Poly(ll\) site
GC box CAAT box TATA box Inr Exon 1 Exon 2 Exon 3
DNA —— — 3 AT /e —
| GGGCGG _ GCCCAATCT TATAAA i [ mton [ intron [ |
-100 -80 -25 +1
S 8 J
5’ untranslated 3’ untranslated
region (leader) region (trailer)

© 2012 Pearson Education, Inc.

Obriazok 2 Eukaryoticky gén (Prevzaté z en.wikipedia.org)

Na DNA sa tiez nachadzaju useky, ktoré su rozne vzdialené od promotoru génu, ale ovplyvituju
transkripciu génu. Ide o vdzobné miesta transkripénych faktorov (TFBS - transcription factor binding
sites). Su definované urcitym vzorom poradia nukleotidov, nazyvanym tiez logo, alebo konsensus
sekvencia. Na tieto oblasti sa viazu regulacné proteiny posobiace ako transkripcné faktory, a teda

ovplyviujtce transkripciu. Eukariotické gény st charakteristické pritomnostou viacerych TFBS.



2.3  Transkripcia a translacia génu

Expresia génu v eukaryotickych bunkach sa vykonava na niekol’kych trovniach, kde
najzaujimavejsie z nasho pohl'adu st transkripcia a translacia.
Transkripcia je proces, kedy sa poradie nukleotidov z DNA prepisuje do poradia nukleotidov
v RNA. Prebieha pomocou parovania komplementarnych baz a pozostava z troch Casti:
e iniciacie
e clongicie

e terminacie

Pri iniciacii sa naviazu transkripné faktory a RNA-polymeraza, ktora je kI'acovy enzym nutny pri
syntéze RNA, na promotor génu. Pocas procesu elongacie sa RNA-polymeraza posiuva po DNA

v smere 5°-3" a syntetizuje RNA. Pri terminacii sa RNA-polymeraza spolu s nasyntetizovanym RNA
retazcom (transkriptom) a transkripénymi faktormi odpoji (disociuje) z templatu DNA. RNA
transkript, ktory je syntetizovany z DNA, tiez nazyvany primarny transkript musi podstipit’ d’alSie

postranskrip¢né Upravy (ukoncenie ret'azca, zostrih exénov), ¢im sa vytvori mRNA.



Transkripcia je regulovand regulatormi transkripcie a to si bud’ proteiny, ktoré riadia zahajenie
transkripcie - a teda pozitivne, vtedy ide o pozitivnu regulaciu (naviazanim pozitivneho regula¢ného
signalu na operatorovi oblast’ promotora , ¢im sa zvysi hladina transkripcie), alebo negativne
(naviazanim represora na operator, ¢im sa zabrani aby RNA-polymeraza iniciovala transkripciu

z promotodra). Druhy typ regulaénych proteinov su tzv. zosilovace (enhancery) transkripcie, resp.

Vv pripade potlacania transkripcie Silencery. Tieto sa viazu na rozpoznané sekven¢né motivy, ktoré
modzu byt jednak v oblasti promotoru, alebo v réznych vzdialenostiach od promotoru, pripadne na iné

transkripcné faktory.

transkripéni faktor

zesilovac

-

S
o
E
2
(=

rozpoznavajict
rozpoznavajict (vazebne) misto pro rozpoznavajict
(vazebné) misto pro  jiny transkripéni faktor (vazebné) misto
promotor pro RE

Obrazok 3 Vizobné miesta transkripénych faktorov a ich vzajomna interakcia (Prevzaté z [11])

Pri translacii dojde k prekladu poradia nukleotidov z mRNA do poradia aminokyselin

v polypeptidovom retazci.

Aj ked je gendm rovnaky v kazdej bunke, v organizme sa nachadzaji rézne druhy buniek. MnoZzina
aktivovanych a deaktivovanych génov je teda rozdielna pre kazdi bunku, ¢o je dosiahnuté
regulaénymi mechanizmami zahriiujicimi transkripéné faktory a ich sekvencii vézieb na DNA,
Struktary chromatinu (chromatin je komplex DNA a niektorych proteinov v jadre) a histonovou
modifikaciou. Je zname, Ze expresia génu je regulovana v kazdej faze od RNA syntézy az po RNA

preklad do proteinu. Rézne procesy a faktory, ktoré st zahrnuté v reguldcii st navzajom prepojené.

2.4  Proteiny ako transkrip¢né faktory

Proteiny st velké biologické molekuly pozostavajuce z jedného, alebo viacerych retazcov

aminokyselin, ktoré st pospajané peptidovou vdzbou medzi karboxylovou a amino skupinou.



Sekvencia aminokyselin v proteine je definovana sekvenciou génu, ktory je zakédovany v

genetickom kode. Geneticky kod popisuje 20 Standardnych aminokyselin.

Funkcia proteinu je dana jeho Struktirou. T4 ma Styri trovne:
e primarna - sekvencia aminokyselin, ktoré tvoria molekulu
e sekundarna - oznacCenie pre priestorové usporiadanie spojenych aminokyselin, ktoré sa
vd’aka vodikovo mostikovym vézbam rézne skladaju a tvoria Struktiry ako alfa-hélix
(pravotociva zavitnica), beta-Struktura (skladany list beta) ¢i iné zatoCenia
e tercialna - niekol’ko sekundarnych Struktur vytvara zlozitejsi 3D objekt
e Kkvartérna - je tvorené niekol’kymi stabilne spojenymi proteinovymi ret'azcami, su to napr.

enzym, alebo virus

Niektoré proteiny majui schopnost’ viazat’ sa na DNA. Bez tychto proteinov by DNA nebola schopna
sa replikovat’, ¢i vykonavat’ svoju funkciu. Schopnost’ proteinu viazat’ sa je vd’aka usekom, ktoré
obsahuju vhodny motiv, ktory dokaze rozpoznat’ sekvenciu DNA (tzv. rozpoznavacia sekvencia),
alebo ma4 istu silu prilnavosti k DNA. Dévod viazania sa k DNA moze byt Struktirny
(spolupodiel’aju sa u replikacii, oprave, ukladani a modifikacii DNA), alebo regulujtca transkripciu

génov. Proteiny, ktoré reguluji transkripciu génov sa nazyvaju transkripéné faktory.

Proteiny sa mézu viazat' na DNA bud’ na zaklade poradia nukleotidov v DNA, alebo volI'ne. Je zname,
Ze aj toto volné viazanie zahrnuje Ciasto¢ni molekularnu komplementaritu medzi DNA a proteinom.
Pri rozpoznavani DNA na zaklade pripojovacej domény (z angl. binding domain) sa protein moze
prichytit’ k vel'kému, alebo malému Zl'abu (velky a maly zl'ab sit medzery medzi zavitmi vytvorené
vd’aka dvojzavitnicovému usporiadaniu DNA) vytvorenému na dvojzavitnici DNA, alebo

k cukor-fosfatovej kostre.

2.5  Kvartérne Struktury proteinov

Ako uz bolo spomenuté v predchadzajucej podkapitole, jednotlivé proteiny sa mozu
navzajom spajat’ a vytvarat’ kvartérne Struktiry. Spojenie je najéastejSie umoznené kovalentnou,
alebo medzimolekularnou vézbou. V pripade transkripénych faktorov ¢asto regulacny protein vytvara
kvartérnu Struktiru a viaze sa na niekol’ko vézobnych miest na DNA naraz. Ak takuato Struktaru tvoria
rovnaké proteiny, potom ma tento objekt predponu homo. V pripade p53 sa stretneme s dvoma typmi
tychto zoskupeni, ide o homodimér a homotetramér. Ako je uz z nazvov zrejmé, v pripade

homodiméru su spojené dva proteiny a v pripade homotetraméru $tyri identické proteiny.



Obrazok 4 Protein vo forme homodiméru naviazany na DNA (Prevzaté z en.wikipedia.org)

2.6  Protein p53

Protein p53 hra vel’ku ulohu v prevencii rozvoja nadoru a teda rakoviny. Je kodovany v DNA
v TP53 géne, ktory sa nazyva gén potlacajici nadory. Reaguje na mnozstvo onkogénovych stresov
(onkogén - gén, ktory ma potencial spdsobit’ rakovinu, v rakovinovych bunkach st ¢asto zmutovan¢)
aktivovanim ochrannych mechanizmov. Medzi hlavné patria uzatvorenie bune¢ného cyklu a apoptdza
(apoptoza je programovana bune¢na smrt’). Jeho dolezitost’ v potla¢ani rakoviny sa odraza vo vysokej
frekvencii mutacii, kde viac ako 50% l'udskych tumorov je spojenych s inaktivaénymi mutaciami,
alebo deléciami (delécia je odstranenie, resp. zmazanie, jedného, alebo viacerych nukleotidov z
DNA) v TP53 géne. Pri mnohych nadoroch, kde p53 sa chova prirodzene, smery jeho pdsobenia
modzu byt pozmenené inymi onkogénovymi faktormi a preto sa predpoklada, ze odpovede, resp.

reakcie p53 st nefungujtice pravdepodobne u via¢siny nadorov.

27  Motiv p53

Sekvencia, ku ktorej sa protein p53 pripaja s vysokou afinitou zodpoveda retazcu
5"-RRRCWWGYYY-3’, kde R je purin (purinové bazy st adenin a guanin), Y je pyrimidin
(pyrimidinové bazy st tymin a cytozin), W moze byt’ A (adenin), alebo T (tymin), G je guanin a C je

cytozin.
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Oblast’ pripojenia p53 v gendéme mnohych organizmov je zlozena z polo-tseku (half-site)
RRRCWWGYYY, ktory je nasledovany medzerou, alebo vypliou - ide o sekvenciu nukleotidov,
zvycCajne zlozenou z 0-21 parov baz. Tieto s nasledované druhym polo-useckom RRRCWWGYYY.
Ak oznacime kazdy stvrt-isek RRRCW ako — a WGYYY ako «—, potom mézeme graficky oznacit’
miesto vizby napr. ako —<«— medzera —<«—. Tato konfiguracia Styroch Stvrt-usekov sa ¢asto
oznacuje ako orientacia hlava k hlave (head-to-head - skr. HH). Dal$ie mozné orientécie §tvrt-usekov
su chvost k chvostu (tail-to-tail, TT, «<— medzera «<——) a hlava k chvostu (head-to-tail, HT, »—
medzera ——). Orientacia chvost k hlave sa nepouziva, pretoze komplementarne DNA vlakno

zakonite musi byt tvorené orientaciou hlava k chvostu (HT).

V takmer vSetkych prirodzenych p53 usekoch spojenia (response element RE) dva pol-tuseky zdiel'aji
rovnaku Stvrt-tisekovi orientdciu. Experimenty ukézali, Ze tetramér p53 protein sa mdze pripojit’ k
vSetkym trom (HH, TT a HT) $tvrt-tsekom s rovnakou afinitou, aj ked’ len niekol’ko z
experimentalne potvrdenych p53 tsekoch spojenia nemaju HH orientaciu. Pretoze s povolené
vloZenia a vymazania jednotlivych nukleotidov v ramci vizobného useku p53, dizka pol-useku sa
pohybuje medzi 8 a 12 parmi baz, najcastejSie 10. Niektoré vdazobné oblasti p53 majt viac ako dva
pol-tseky, v takomto pripade sa oznacuju ako klastrované oblasti (cluster sites). Rozne experimenty
ukazali, Ze iroven vodle pripojenia p53 rastie linearne s poctom pol-tsekov. Niektoré gény dokonca
obsahuju niekol’ko p53 usekov spojenia v réznych miestach v ramci génu, alebo v oblasti promotéru a
kazdy jeden tisek mbze prispiet’ k ovplyvnenie expresie génu proteinom p53. Napr. Gisek »>——«——
sa vyskytuje v promotéry génu CDKNI1A (protein p21) nasledovany zhruba 900 parmi baz k
dalsiemu klasickému miestu viazby p53 —<«—medzera—+«— a obidva miesta prispievaju k transkripcii

génu CDKN1A.

2.8  Faktory ovplyviujuace regulaciu pS3

Vyskumy ukazali, ze vel'a faktorov moze ovplyvnit’ sposob a stupeit do akého p53 reguluje
transkripciu génov. Tieto faktory mozu byt kofaktory, rozne dizky medzier, orientacia §tvrt-tsekov,
nukleosémy (globularna Castica, ktora je sucast'ou chromozoému - gulaty tvar zlozeny z 8 molekul
histonov obmotanych vlaknom DNA) a post translacné modifikacie p53. Niektoré faktory

ovplyviiujuce regulaciu p53 moézu byt’ zaujimavé pre tito pracu, preto si ich blizSie popiSeme.

2.8.1 Flexibilna CATG sekvencia

Experimentalne bolo ukazané, Ze v orientacii hlava k hlave (HH), p53 preferuje opakovany
RRRCATGYYY motiv. Podrobnej$ou stadiou bolo ukazané, ze najddlezitejsie bazy pre interakciu s
proteinom p53 je centralna Cast RCWWGY, kde dochadza k uzkemu kontaktu s aminokyselinami z

centralnej domény p53. V nadvéznosti na tto skuto¢nost’, po zarovnani vSetkych experimentalne
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potvrdenych funkénych p53 reakénych oblasti, najviac zakonzervované (najstabilnejsie) su centralne
CWWG nukleotidy v kazdom pol-useku, hlavne C a G. To znamena, zZe zmeny, ktoré¢ sa vykonaji na
tychto centralnych poziciach, by mali najviac ovplyvnit’ schopnost’ spojenia DNA s p53. Vyskum
potvrdil, Ze viac ako 50% miest s vysokou pril'navost'ou p53 obsahovalo CATG sekvenciu v centre

oboch oblasti.

Pretoze CATG sekvencia sa vykazuje neobvyklou schopnost’ou ohybu u vel'a DNA-proteinovych
komplexov, usudzuje sa, ze tato ohybnost’ taktiez ovplyviiuje schopnost’ afinity p53. Experimenty
ukazali, Ze schopnost’ ohybu p53 a DNA v CATG sekvencii, vysoko koinciduje s vysSou
prilnavost'ou k DNA oblastiam obsahujucim gény ovplyviujuce bunkovy cyklus, nez usekmi DNA

obsahujuce gény vyuzivané pri apoptoze.

2.8.2  Vzdialenost’ a zato¢enie DNA

Je zname, ze vzdialenost’ pripojovacej oblasti cis-elementu (Cis-element je oblast DNA, alebo
RNA, ktora ovplyviiuje expresiu génu nachadzajucom sa na rovnakej molekule DNA) a oblasti
zaCiatku transkripcie (transcription start site - TSS) moze vyznamne ovplyvnit’ stupen regulacie génu.
Vyskumom bolo preukazané, ze vloZzenim 200 parov bazi medzi TATA box a p53 RE eliminovalo
45-prelozenie, ktoré bolo indukované p53. Je tiez zname, ze eukaryotické bunky obsahuju proteiny
pripajajuce sa ako transkripény faktor, ktory sposobuju zatocenie DNA a spajaju takéto proteiny k
sebe. Vd’aka tomu je mozné dostat’ vzdialeny transkripény faktor blizko k TATA boxu natol’ko, ze
moze prispiet’ k reguléacii. Napr. pomocou elektronového mikroskopu sa podarilo zistit’, ze p53
tetraméry naukladané na seba pripojené k DNA boli takto schopné vd’aka zatoceniu DNA priblizit’
vzdialené miesta vazby p53. Taktiez sa ukazalo, ze osamelé vzdialené miesta vizby p53 maju slabu
schopnost’ indukovat’ transkripciu, ale Ze blizkost’ miesta pripojenia p53 k TSS spdsobi 25-ohyb, ¢o
zapricini pribliZzenie vzdialenych p53 k TSS a tym zvysi ich koncentraciu v okoli TSS. V pripade, Ze
chyba blizky p53, moze byt nahradeny inym "lepkavym" proteinom, ak ich miesta pripojenia su

blizko k TSS a distalne k miestu pripojenia p53.

2.8.3  Medzery

Experimentalne bolo ukazané, ze medzery, ktoré oddel'uju pol-tseky, mézu vyznamne
ovplyvnit’ schopnost’ pripojenia proteinu p53. Napr. série experimentov ukazali bimodalnu distribuciu
schopnosti priPnavosti p53 na DNA s vrcholmi v 0 a 10 (dizka medzery). Hypotéza vyslovena
autormi tychto experimentov znela, Ze optimalna schopnost pril'navosti nastane, ked’ obe pol-useky
su spolu na rovnakej strane dvoj zavitnice DNA, alebo ked’ su oddelend jednym zavitom (10 parov
baz). Ini vyskumnici ukazali, Ze v ramci istych podmienok, medzery dizky 4, 13 a 14 vyznamne

znizuju schopnost’ prilnavosti p5S3 v porovnani so ziadnou medzerou (medzera 10 bp nebola

12



testovand). Zaujimavé je, ze databaza 160 funkénych miest pripojenia pS3 neukazuje bimodalne
rozdelenie dizky medzier. Je zrejmé, e vplyv velkosti medzier je vyznamny na schopnost’ pripojenia
sa p53, avSak nemusi mat’ az taky vplyv na samotnt regulaciu p53. Aj ked’ je teda zrejmé, zZe
schopnost’ pripojenia je ovplyvnena vel'kostou medzier, nie je mozné tito schopnost’, alebo efekt

kvantifikovat’.
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3 Vypoctové metody predikcie
vazobnych miest pS3

Konkrétna struktara a pozicia vizobnych miest proteinu p53 sa ziskava experimentalne na
zivych bunkach. Data ziskané a potvrdené tymto sposobom mozu byt’ vyuzivané k d’alsej predikcii
vazobnych miest p53. V tejto oblasti existuje nickol'’ko metod, alebo vypoctovych modelov, ktoré sa k
predikcii vyuzivaju. Ich aplikacia je zalozena na schopnosti vyhl'adavat’ zname vzory sekvencii

nukleotidov - motivy.

Hlavné a najcCastejSie pouzivané metody su Position-Specific Scoring Matrix (PSSM) a metoda
zalozena na skrytych Markovych modeloch (Hidden Markov Model - HMM). Dalgie metody su

zalozené na komparativnej genomike, teorii informacie a metddy strojového ucenia.

3.1 PSSM

Position-specific scoring matrix (PSSM), tiez zname ako position-specific weight matrix
(PSWM), alebo position weight matrix (PWM) sa da volI'ne prelozit’ ako pozi¢né vahova matica.

Casto sa pouziva k reprezentacii vzorov sekvencie nukleotidov.

PSSM je dané obdiznikovou maticou, kde riadky predstavuju jednotlivé nukleotidy (celkovo ma teda
Styri riadky) a stipce predstavujii poziciu v danej sekvencii, resp. vzore. Zakladna PSSM pouZivajica
relativne frekvencie sa da pre kazdu poziciu vzoru vypocitat’ ako normalizovany pomer frekvencie
nukleotidu na danej pozicii. Teda ak mame mnoZinu X N zarovnanych sekvencii dizky |, prvky matice
sa vypocitaju ako:

(1)

N
1
M, ;= ﬁzi_ll(xi,j = k),

kdeie(1,...,N),je(d, ..., 1), kje symbol nukleotidu (A, G, C, T) a I(a = k) je funkcia, ktora vrati 1
ak a =k, inak vrati 0. Je zrejmé, Ze suma pravdepodobnosti symbolov na jednotlivych poziciach bude

1. Preto je jednoduché vypocitat’ pravdepodobnost’ nejakej sekvencie vynasobenim pravdepodobnosti

na jednotlivych poziciach.
V praxi sa Casto vyuziva log-pravdepodobnost’, to znamena, Ze sa matica transformuje pomocou

modelu pozadia (background model), ktory moZze hovorit, Ze niektoré symboly sa vyskytuju v

skimanej sekvencii ¢astejsie nez iné. Vysledna hodnota prvku matice bude teda:
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My ; = In(My; / by), (2)

kde by je pravdepodobnost’ symbolu v modeli a In prirodzeny logaritmus. V pripade log-
pravdepodobnosti sa meni vypocet celkovej pravdepodobnosti nejakej sekvencie, kde sa
pravdepodobnosti jednotlivych pozicii s¢itaju (na rozdiel od pouzitia jednotlivych sekvencii, kde sa

pravdepodobnosti nasobia).

3.2  Skryté Markovské Modely (HMM)

3.2.1 Markovsky proces

Markovsky proces je nahodny proces [11], ktorého buduice pravdepodobnosti st uréené jeho
najposlednej$imi hodnotami. Této vlastnost’ sa ¢asto oznacuje ako Markov property a da sa vyjadrit’

vzt'ahom:

Plq; = Sjlq9t-1=S8i,9¢-2 = Sk,---1 = P[q¢ = Sjlqe-1 = Si ], (3)

kde g; znamena aktualny stav v ase t, ktory sa moze v kazdom okamziku rovnat’ jednému zo stavov

S1, Sz, vy Sh

3.2.2 Definicia HMM

Skryty Markovsky model je stochasticky automat HMM = (N, M, A, B, ), kde:

e N oznacuje pocet stavov HMM v mnozZine S = {S,, ..., Sy} s hodnotou g, v ¢ase t

e M oznacCuje pocet navzajom réznych pozorovanych symbolov v;, ..., vy, s hodnotou O, v ¢ase
t. Pozorované symboly odpovedaju fyzickému vystupu automatu.

e A ={a;} oznaluje pravdepodobnostné rozdelenie prechodov medzi jednotlivymi stavmi.
Pravdepodobnost

a;j = P[qer1 = Sjlq: = Si, (4)

1 <ij<N
znamen3, Ze automat nachddzajuci sa v ¢ase g, v stave S, prejde s pravdepodobnostou a;; do
stavu S;. A je Stvorcovd matica radu N.
e B ={bj(k)} oznatuje pravdepodobnostné rozdelenie pozorovanych symbolov v jednotlivych
stavoch. Pravdepodobnost
b; = P[vy v tase tlq, = S;], (5)
1 <i<N1<k<N
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znamena, Ze automat generuje v ¢ase g; pozorovany symbol v, a nachadza sa v stave S;. B je
matica s rozmermi N x M.
e 11 ={mi} oznacuje pociato¢né rozdelenie pravdepodobnosti jednotlivych stavov.

; = P[q, = Si], (6)
1 <i<N

znamena pravdepodobnost, Ze sa automat v ¢ase g; nachadza v stave S;. T je N-rozmerny
vektor.

Pretoze PSSM je dany maticou s pevnymi rozmermi, nie je schopny tento systém zachytit’
(modelovat’) situaciu, kedy v motive vdzobného miesta d6jde k odmazaniu, alebo pridaniu

nukleotidu. Pri analyze vdzobného motivu uvidime, ze takato situacia nastava pomerne ¢asto.

3.3 Komparativna genomika

Tato metdda skiima evolucne zakonzervované pozicie vizby p53 medzi ¢lovekom a inymi
druhmi organizmov. Z vysledkov vyskumu s gendmom mysi, zajacov, potkanov a psov sa ukazalo, ze
mnoho vézobnych miest zostalo zachovanych. Na druhu stranu sa zistilo, ze mnohé nielen vizobné

miesta, ale aj ¢innost’ p53 sa evoluciou zmenila [2].

3.4  Metody strojového ucenia

V ramci metod strojového ucenia boli v niekol’kych pracach pouzité support vector machines
(SVM). SVM patri medzi metddy ucenia sa s ucitel'om, ktorej princip je optimalne rozdelenie
vstupnej mnoziny dat takou nadrovinou, od jednotlivé body lezia v opa¢nych polpriestoroch a
hodnota vzdialenosti tychto bodov od rozdel'ujucej roviny je ¢o najvécsia. Na popis nadroviny staci
len par blizkych bodov - tieto sa nazyvaji podporné vektory (angl. support vectors). SVM je teda
bindrny linedrny klasifikator. Vysledky klasifikacie zalezia od pouzitého jadra - to je funkcia, ktora
pocita podobnost’ dvoch priznakovych vektorov. V zaklade sa pouziva linedrne binarne jadro, avSak
vymenou jadra za také, ktoré efektivne mapuje vstupy do viacrozmernych priestorov, je SVM

schopné aj nelinearne;j klasifikacie [2].

V ramci vyskumu pouzitia SVM pre predpovedanie vazobnych miest p53, bolo skiimané okolie
experimentalne potvrdenych vazobnych miest p53, tak aby sa nasli ¢asto sa vyskytujuce funkéné
motivy inych transkripénych faktorov. Na zaklade tychto informacii sa vytrénoval SVM Kklasifikator,

ktory potom predpovedal vdzobné miesta p53.
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3.5

351

3511

Analyza motivu

Analyza pS3HMM

Inzercie a delécie nukleotidov

Pri analyze motivu budeme vychadzat’ z konkrétnych vdzobnych miest proteinu p53

ziskanych experimentalne. V podkapitole Motiv pS3 sme popisali najcastejSie motivy, a ich

orientéaciu, na ktoré sa viaze p53. Ide o motiv RRRCWWGYYY, kde R je purin, Y pyrimidin, W

moéZe byt A, alebo T (adenin, alebo tymin) a nakoniec G je guanin a C je cytozin. Stvrt-tsek

RRRCW sme oznacili ako — a $tvrt-isek WGYYY ako «.

Clone

s57
N22
11A2
wzl1
WT7B2
3H

BA
532
64A2
WTA1
\Gl
1183
N42
5201
51583
55021
550211
2NB
9H
CBE10d

5’ Region
CGACCTGTCA caccg
atttt CACCATGCTT

ccecatectecatee

tttgtectaccatee

tatct GTGCAGCTG t
AACTAGATC ctttte
getggt GCACAAGAG
CATCATGCCA cctge
¢ AAACCAGGGT gtet
gl‘('HH-‘—U'H'-HH('(‘H('

c

actgttgatgatgaa
geagtgtggtggagy

tgtte ATACCTGTCC
ctttaattcagttgt
cteagttetcagetg
tgectcageacctec

geetttgttgtgeee
gtattctettttect

tgaaagcaggtagat

1** Half-site
RRRCWWGYYY
GGGCCTGTCA
CTGCATGTCT

Aracmrcecc
AGGCATGCCT
GGGCATGTTT
AGACATGTTA
TGACATGTCC
AGGCATGTTC
TGACTTGCCT

CAACTTGTCT
AGACAAGCCT

AAACAAGCCC
ACACTTGTCT

GGACTTGCCC

TGACTTGCCC
AAGCATGCCT

TGCCTTGCCT

Spacer

tggat
atccigggaggt
attctgtgtigat

a
a

gttcattata

2™9 Half-site
RRRCWWGYYY

AGGCAAGTCA
AGACTTGTCT

AGGCAAGCTT
TAACAAGTCA
CGACGTGTTT

TGACATGTTC
AGGCATGCAG
GGACATGTTC
GGGCAGGTCC
GGATGTGCCC
ATACCTGCCT
TGACATGTTC
TGGCCAGCCC
GGGCTTGTTC
AGACATGTTT
TGACTTGTTC
GGACTTGCCT

3’ Region

acctgtcacaceggg

ccttete CACTGGCC

ct CCGCCTGAAT ga
CACTCGTTA tttect
cct GTGCTAGTTC cc
GTACAAGTTT atttt
tgte

t GTGCTTTGTTG ttt
ctecectteececte

tacc ACGCTCAGCCC
cegtitttggetatt
lggepgaigges

a GGGCAGGCTG ggac
ACACCTGTCT tgttt
aattacaattegatt

tgg GGTCACTGCTG ¢
ctttectticageat

gggaa TGTCTTGTGC
ttteatctectetga
GGCCTTGCCT tttet

Obrazok 5 Vizobné miesta pS3 u 20 vybranych génov s HH (hlava-k-hlave) orientaciou [1]

Ako vidno na obrazku [Obrazok 5], kde zlté sekvencie predstavuju jednotlivé pol-tiseky u vybranych

20 génov, na zaklade ktorych bol stanoveny motiv vizby p53, u 7 z 20 génov je zaznamenany VO

svojom motive vlozenie (zelena farba), zmazanie (¢ervena), alebo vloZenie aj zmazanie (fialova)

bazy, resp. nukeotidu. To odpoveda 35%. Ked vezmeme stibor vSetkych v su¢asnosti zhruba 160

experimentalne potvrdenych vdzobnych miest p53, zistime, ze takmer 30% obsahuje vloZenie, alebo

zmazanie nukleotidu. Z toho vyplyva, ze motiv viazby p53 je zna¢ne degenerativny, ¢i dost’
diskvalifikuje pouzitie PSSM.

35.1.2

Zhoda medzi vizobnymi miestami p53

Pri tivahach nad zlep$enim schopnosti predikcie vdzobného miesta pS3 je mozné vyuzit

znalost’, Ze p53 sa Casto viaze na DNA v homodimérnej, alebo homotetramérnej forme. Z toho

vyplyva, ze zodpovedajice si miesta vdzieb maju ¢asto format palindromu, opakovania, alebo
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vzajomného negativneho doplnku. Toto je mozné vyuzit pri tvorbe modelu, kde je mozné previazat’

odpovedajlce si miesta.

1234567891012345678910

RRRCWWGYYY < Spacer > RRRCWWGYYY

Obrazok 6 Opakovaci sa motiv viizby a vzajomne prepojené miesta [1]

3.5.2 Analyza HMM

Skryty Markovsky Model (HMM) je popisany v [1]. Na obrazku [Obrazok 7] je zobrazena
Standardné architektira PHMM. Tento obsahuje tri skryté stavy pre kazda poziciu v sekvencii o diZke
n. Zelené §tvorce predstavuju zhodu (match), orandzové objekty predstavujt vloZenie bazy (insertion)
a biele kruhy predstavuji zmazanie bazy. Stavy st prepojené Sipkami, ktoré buda mat’ priradené
pravdepodobnosti prechodov. Stavy zhoda (match) a vlozenie (insertion) maju navy$e emisné

pravdepodobnosti pre jednotlivé nukleotidy.

( Profile Hidden Markov Model h
D-1 D-2 D-3
-1 -2 -3
start M-1 M-2 M-3
. Y,

Obrazok 7 Architektira §tandardného Profile HMM [1]

HMM sa trénuje pre jedno miesto védzby a preto je potrebné spojit’ niekol’ko takychto modelov do
sekvencie, tak aby zodpovedali motivu vazby p53. Pred, za a medzi jednotlivymi miestami vizieb

mozu byt vloZzené medzery.
V praci autori predstavuji dva markovské modely, ktoré rieSia problematiku medzier. Prvy je Finite

Emission Module (FEM) [Obrazok 8]. Tento sluzi na modelovanie medzier medzi dvoma vidzobnymi

miestami tak aby bolo mozné nastavit’ pravdepodobnost’ emisie pre jednotlivé pozicie medzery rozne.
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‘FEM-N b

insert insert
1 2

Obrazok 8 Finite Emission Module (FEM)
modelovanie medzery z roznymi pravdepodobnost’ami miest [1]

Druhy model je Free Insertion Model (FIM) [Obrazok 9]. Tento modeluje, ako je uz z nazvu zrejmé
I'ubovolny pocet medzier a v pripade uniformného nastavenia pravdepodobnosti medzi nukleotidy

neovplyviluje vysledné skore celého systému.

Obrazok 9 Free Insertion Model (FIM)
modelovanie volného poétu a pravdepodobnosti medzier [1]

V pripade jednotusekového vizobného miesta (single site) su tieto modely spojené do single site

modelu [Obrazok 10].

@ p53 Left-site FEM-20 |/ p53 Right-sit

Obrazok 10 Single-site model [1]

Tento model zodpoveda r6znym formam vidzobného motivu, ktory je rozdeleny na dve pol-oblasti,
medzi ktorymi méze byt medzera o dizke az 20 nukleotidov. Pred a za pol-oblastami s umiestnené

FIM modely, aby bolo mozné n4jst’ ¢o najlepsie motivy v vstupnej sekvencii.

Ak uvazuje klastrovanu véizobnu oblast’ (cluster site), potom sa model zmeni nasledovne [Obrazok

11].
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Obriazok 11 Cluster-site model [1]

Pri klastrovanej vdzobnej oblasti prichadza do tivahy niekol’ko vdzobnych pol-usekov a teda je nutné
tieto za seba "naukladat™ a medzi ne vlozit’ pripadnii medzeru. Tt predstavuje FEM o dizke 14

nukleotidov. Rovnako ako v pripade single-site modelu, je cela sekvencia obalena do FIM modelov.
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4 Navrh a implementacia

Pri implementacii tejto prace sme identifikovali dve cesty, ktorymi je mozné splnit’ jej ciele.
Prvy je vytvorit’ aplikiciu schopnii modelovat’, nastavovat’ a trénovat’ skryty Markov model (HMM).
Pri tejto ceste by bolo klI'icovym bodom porozumenie detailom definicie, navrhu a u¢enia Markovych
modelov. Vysledny produkt by sme potom pouzili na trénovaciu mnozinu a boli schopny verifikovat’
spravnost’ navrhu a pochopenia modelu. Vyhodou by bola zna¢nd moznost’ kontroly nad vystupnym

modelom. Nevyhodou je ¢as nutny k spravnej a optimalnej implementacii HMM.

Druha moznost’ je pouzit’ uz vytvorené nastroje, ktoré st dostupné. Nevyhoda prvej moznosti sa tak
presunie na bedra tvorcov nastroja, ktory budeme pouzivat’ a my ziskame ¢as venovat’ sa spracovaniu
vstupov a vystupov trénovania HMM. Naopak sa vytvara nevyhode v podobe obmedzenej moznosti

kontroly tvorby a optimalizacii HMM, ¢o sa m6ze nakoniec ukazat’ ako problematické.

V ramci tejto prace sme sa rozhodli ist’ druhou cestou a to pouzitim uz existujucich nastrojov.

4.1  Navrh Aplikacie

Ciel'om aplikacie je moznost’ pohodlne pracovat’ s nastrojmi, ktoré zabezpecuja tvorbu HMM
a schopnost’ validacie vytvoreného modelu. Na obrazku [Obrazok 12] je zobrazena schéma aplikacie.
Biele objekty predstavuju vstupné data aplikacie. ZIté st externé nastroje, ktoré aplikacia pouZiva.
Tieto budt popisané neskor. Cervenou farbou st ozna¢ené vstupné data, ktoré aplikacia spracovala a
je schopna ich predavat’ externym nastrojom. Zelenou su zas vystupy externych nastrojov, ktoré su

spracované aplikaciou pripravené k predaniu do d’alSieho kroku.
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Obrazok 12 Schéma aplikacie

Zakladom bude moznost’ nastavenia aplikacie a to z dvoch pohl'adov. Je treba definovat’ vstupné data,
jednotlivé nastroje, ich vieobecnt konfiguraciu a pod. Tieto nastavenia st myslené pod polozkou
"Application Config". Druhy typ nastavenia si nastavenia, ktoré ovplyvituju samotny sposob behu

aplikacie a manipulacie s datami. Tieto nastavenia nazvime terminom "Profile".

4.2 Platforma

Platforma v ktorej je aplikacia implementovana je Java8. Vyber tejto platformy pontka
vyhody v podobe nativnej prenositelnosti aplikacie medzi operaénymi systémami. Jednotlivé pouzité
nastroje maju svoje verzie pre vsetky zname operacné systémy, preto by nemal byt’ problém aplikaciu

spustit’ aj mimo Windows, i ked nebola takto testované.

Okrem Standardnej Javy pouZziva aplikacia d’alSie kniznice voI'ne dostupné v Maven repozitari.

kniznica pouzitie

commons-lang utility kniznica pre pracu s retazcami (String)
commons-io utility kniznica pre pracu so vstupmi a vystupmi
jackson-annotation konverzia vystupu z Skylign z JSON formatu do
jackson-core Java POJO

jackson-databind

http-client komunikacia so REST API serveru Skylign
http-core

http-mime

commons-logging pouzivané "http" kniznicami

commons-codec

22



Tabul’ka 1 Zoznam pouzitych kniznic

4.3  Beh aplikacie

Beh aplikacie by mal byt’ zrejmy z vyvojového diagramu zobrazenom na obrazku [Obrazok 13].

nacitanie
konfiguracie

nacitanie
vstupnych dat

vytvorenie cross-validation
sad

vietky sady
otestované? clustalw2
* verifikacia
hmmbuild A
nhmmer
A
true
vyhodnotenie Skylign

Obrazok 13 Vyvojovy diagram behu aplikacie

Algoritmus aplikacie pracuje v cykloch. V kazdom cykle pouzije inu cross-validation sadu, ktorej

trénovaciu Cast’ da spracovat’ externym nastrojom a validacnu Cast’ pouzije na validovanie vysledkov

nalezu nhmmera. Po vycerpani vsetkych sad vyhodnoti vysledky a ukon¢i sa. Pocas behu predava

data na vstupy externym nastrojom, ktoré sam spusta a ¢aka na ich vysledky, ktoré nasledne spracuje.

Kazdy medzivysledok sa uklada na disk do pracovného adresara, a teda je mozné si tieto vysledky

prezriet’ (trénovacie sekvencie, ich zarovnanie, vygenerovany HMM, consensus logo, vysledok

validovania kazdého prvku z valida¢nej sady).



4.4 Krizova validacia

Krizova validacia alebo beZnejsie angl. pouzivané cross-validation je metdda zistovania ako vel'mi
bude dany model Statistickej analyzy ovplyviiovat’ nezavislé vzorky dat. Tento postup je ddlezity pre

predikciu neznamych vzorkov po predchadzajucej klasifikacii znamych vzorkov.

Princip fungovania je pomerne jednoduchy. Vstupny mnozinu dat rozdelime na podmnoziny, priCom
jednu podmnozinu pouzivame na natrénovanie klasifikatora a zostdvajuce podmnoziny na overenie
schopnosti klasifikacie neznamej vzorky dat, podobne ako je zobrazené na obrazku [Obrazok 14].

Tieto kroky sa niekol'’kokrat opakuji, priCom trénovacia mnozina sa obmiena.

trénovacia sada /

/ kompletna sada TFBS /L) rnzd_el_enie pomerom
training/validation

validaéna sada /

Obrazok 14 Rozdelenie sady TFBS na trénovaciu a valida¢nti

Obrazok ukazuje, ze nasa aplikacia deli vstupni mnozinu na dve podmnoziny, trénovaciu a
valida¢nq, resp. testovaciu. Vyber prvkov do trénovacej sady je mozné uskuto¢nit’ viacerymi
spOsobmi. Pre potreby nasej aplikacie pouzivame jednoduché rozdelenie podl'a zadaného pomeru v
profilovom subore behu (popisanym nizsie). Tieto mnoziny sa pouZiju na natrénovanie HMM a jeho
validaciu. V d’alSom cykle sa posunie prvy prvok z trénovacej mnoziny na koniec testovacej a prvy
prvok z testovacej na koniec trénovacej a znovu sa spusti trénovanie a validacia. Ak velkost’ vstupnej
mnoziny je N, tak toto sa opakuje N-krat, ¢o znamena, Ze kazdy prvok vstupnej mnoziny sa ocitne v

trénovacej aj vo validacnej mnozine.

Pre statistické zhodnotenie vysledkov predikcie sluzia hodnoty True Positive, False Positive, True
Negative a False Negative. Ak mame binarny predikator, tak True Positive situdcia nastane ak na
vystupe predikcie o¢akavame 1 a pozoruje taktiez 1. Ak pozorujeme 0, tak ide o situaciu False
Positive. Analogicky je to pri ocakavani 0. Pri pozorovani 1 mame False Negative a pri pozorovani 0
dostavame True Negative. Vzajomnymi pomermi tychto premennych je mozné ziskat’ predstavu o

vlastnostiach a schopnostiach predikcie.

4.5  Vystupy

Aplikacia pocas behu vytvara vel’ké mnozstvo vystupov. Jednak ide o vystupy samotnych

pouzitych nastrojov a potom o vystupy aplikacie samotnej. PretoZe pracuje v cykle, vd’aka trénovaniu
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a validovaniu cross-validaciou, ak N je vel’kost’ vstupnej mnoziny, V je velkost valida¢nej mnoziny a

R je pocet vystupov pocas jedného behu, tak potom N*V*R je celkovy pocet vystupov.

Z hl'adiska analyzy vysledkov je nutné po ukonceni aplikacie zistit,, ktory HMM sa javil ako najlepsi,
resp. zhmt celkové vysledky. K tomu vytvori aplikacia subor prefix-results.txt, ktory ma nasledovny

CSV format:

run; total;true positive;false negative;ratio;genomeSearch;

1;4;2;2;0.5;1;

Prvy riadok je hlavicka CSV stiboru. Hodnota run predstavuje ID jedeného cyklu cross-validacie. V
ramci nej bolo validované niekol’ko TFBS voc¢i nejakému HMM. Tento HMM je jednoznacne
identifikovateI'ny v pracovnom adresari aplikacie podla ID behu. Celkovy pocet validovanych TFBS
udava druhy stipec. Tie, ktoré sa podarilo najst’ st s¢itané v stipci true positive, tie ktoré sa nepodarilo
najst v stipci false negative. Posledny stipec vyjadruje, pre lepsiu orientaciu pomer true positive k
celkovému poctu validovanych TFBS. Tymito vystupmi je mozné rychlo vizualne zhodnotit’
schopnosti daného HMM, pripadne importovat’ do tabul’kového procesora na zobrazenie v grafe,
alebo d’al$iu analyzu. Ak vysledok HMM patril medzi najlepsie (s najvy$sim poctom true positive
zasahov), tak sa pre tento HMM prehlada cely genom a vysledok tohto hl'adania sa ulozi do
genomeSearch stipca. Tym bude mozné porovnat tie najlepsie vysledky navzajom. Ostatné vysledky

budti mat’ v tomto stipci 0.
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5 Data a ich spracovanie

Praca je zalozena, resp. vychadza z ¢lanku [1]. V k tomuto ¢lanku st prilozené dva
dokumenty s dvoma tabulkami. Oba popisuju popisuje gény a ich vdzobné miesta transkripénych
faktorov (TFBS) pre p53. V prvom sa nachddza zoznam génov, ich popis, tvar a sekvencia TFBS a to
prvy half-site, medzera a druhy half-site. U kazdého génu je uvedeny zdroj, ktory toto miesto pre p53
popisuje. Druhy dokument spresiiuje tidaje z prvého, pripaja poziciu voci génu, typ regulacie, funkciu
a skore HMM, ktoré autori ziskali. Data ziskané z tychto dokumentov su v aplikacii ozna¢ované ako

"Riley".

5.1  Model dat

Data, s ktorymi aplikacia pracuje si modelované niekoikymi triedami, ktoré s zobrazené na
obrazku Obrazok 15].

==Java Clags>>=

(O TFBS
cz. wurther. fit. stwd. 2xradakdD. dip. model
%" HEADER: String
o id: int
© sitel: String
O gpacer: String
@ =ite?: String
© |pcation: String
@ type: String
o fromTzsRaw: String

@ fromTzsStart: long
© fromTssEnd: long

+PUS/.1 +§|Eﬂ%ﬂ..1

<<lava Clags=> <<Java Class=>
(2 Segment (= Gene
cz. wuthr. fit. stud . xradskDD. dip. model cz. wuthr. fit. stud. xradskdD. dip. model
o start: long 55F HEADER: String
@ end: long @ name: String
@ strand: boolean @ altName; Sfring

@ desc: String

O accession: String
@ chr: String

@ tz85: long

@ t==E: long

@ smaller: beolean
@ tz=hin: long

Obrazok 15 Data model vdzobnych miest transkripénych faktorov reprezentovany class diagramom
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Trieda TFBS je v hierarchii najvyssie a reprezentuje samotné vdzobné miesto. K nemu nalezi gén,
ktory toto vizobné miesto reguluje, reprezentovany triedou Gene. Na spresnenie pozicie voci tomuto
génu je pouzita trieda Segment, ktora popisuje kde presne sa TFBS nachadza a na ktorom vlékne.

Tento model zodpoveda datam prezentovanym v [1] a ziskanych d’al§im spracovanim.

5.2  Cistenie a predspracovanie dat

V prvej faze bolo nutné zoznam tychto elementov dostat’ do spracovatel'nej podoby. K tomu
bola vytvorena trieda RileyParserMain, ktora nadita a spracuje vstupny dokument, vyfiltruje ho a

prekonvertuje na objekty TFBS.

V druhej faze bolo nutné overit’ polohu vdzobnych miest voci samotnym génom. Pévodné data boli
vytvorené voci zostaveniu genému ¢loveka verzii NCBI36 z roku 2007. Sice su existujice mapovania
medzi tymto a najnovSim zostavenim, avsak z dovodu zlozitejSej manipulacie s tymto mapovanim
aplikacia pouziva priamo data zo zostavenia genomu NCBI36 verziu 43. Anotacie génov st dostupné
v GTF subore, ktory patri k danému gendému. Aplikacia obsahuje teda nastroj, ktory je schopny
vytiahnut vSetky dostupné gény z GTF suboru a k nim prisluchajiace polohy miest zaciatkov
transkripcie. Nasledne sme tieto data spojili s uz vopred ziskanym zoznamom vézobnych miest. Tu
nastali komplikacie v podobe nie vzdy zodpovedajicemu vidzobného miesta voci génu. Preto bolo
nutné prejst’ k istej heuristike a to nasledovnym algoritmom:
1. Ak pozicia TFBS zodpoveda polohe génu tak prirad gén k tomuto TFBS
2. Ak nie, tak vyhladaj prislusnom chromozdme vietky mieste zodpovedajuce vzoru pre tento
TFBS
3. Ak pocet ndjdenych pozicii = 1 tak prirad' gén k tomuto TFBS
Inak najdi v zozname najdenych pozicii tu najblizSiu ku génu a tuto prirad TFBS
Tymto spésobom sa kazdému TFBS priradi gén a pozicia voci tomuto génu, ktortl je mozné
nasledovne verifikovat’ pri testovani spravnosti najdenia TFBS, ¢o pre ucely tejto aplikacie je

dostacujuce.
Pri Cisteni a spracovani boli identifikované niektoré gény, ktoré nemaju priradené vdzobné miesto. U

tych ktoré priradené miesto mali sa vzdy podarilo priradit’ TFBS ku génu. Problémom tejto sady dat

je ich rozsah, ide iba 0 151 validnych TFBS.
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5.3 Genom

Ako bolo spomenuté vyssie aplikacia pracuje so zostavenim genému NCBI36 verzia 43. Je dostupna
online na FTP Ensembl projektu a takisto ulozena na prilozenom DVD. Data celého genému ¢loveka
si rozdelené na jednotlivé chromozémy, tzn., Ze mame subor 23 sekvencii. Aplikacia pristup k tymto
sekvenciam modeluje v triede Chromosome. T4 je schopna zistit’ pre kazdy chromozom (1-22, X)

subor, v ktorom sa nachadza DNA sekvencia tohto chromozomu.

Okrem jednotlivych chromozémov bol vytvoreny aj subor s celym gendémom pri potrebe vyhl'adavat’

na celom genoéme. Ide o spojenie suborov vsetkych chromozémov pouzitim zndmeho néstroja cat.

Samotna sekvencia, ked’ je nacitana v aplikacia, tak je reprezentované triedou DNA. T4 je nacitavana

triedou FastaLoader tak ako je zobrazené na obr. Obrazok 16.

<<Java Clagg»=
<<Java Class>>

(9 FastalLoader ©Dna

cz. wuthr. fit. stud. xradakdd. dip. modal

cz.vuthr. fit. stud . eradakl.dip. fasta

o file: String

{fFastaLuad&r(} © header: String

& load(File;:Dna

© dna: StringBuilder

Obrazok 16 Triedy pouzité na nacitanie sekvencie DNA

PretoZe sekvencie jednotlivych chromozomov zabera ¢asto stovky MB, tak napriek snaham aplikacie
nemanipulovat’ okrem prvotného nacitania so sekvenciou inak ako read pristupom, pre potrebu

nacitania celého chromozému do paméti je nutné zvysit’ aplikdcii, a teda jvm, pridelenti pamat’.
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6 Nastroje

6.1 HMMER

Vytvorenie aplikacie schopnej konstruovat’ a trénovat’ skryty markov model (Hidden Markov Model -

HMM) by trvalo strasne dlho s nejasnym vysledkom.

HMMER je stibor nastrojov pre hl'adanie homoldgov proteinovych, alebo DNA sekvencii v
databazach sekvencii a vytvaranie zarovnavania sekvencii, zaloZzenych na pravdepodobnostnom
modeli skrytych profilovanych Markovych modeloch (angl. profile HMM). Snaha autorov nastroja je
porovnavat’ sa, resp. nahradit’ klasické metody pouzivané k zarovnavaniu, resp. prehl'adadvaniu
databaz sekvencii, snahou byt viac presnejsi a schopnejsi detegovat’ homoldgy, opierajic sa
predovsetkym na HMM. HMMER je poskytovany pod licenciou GNU GPLv3 a HMMER je

chraneny ochrannou znamkou Howard Huges Medical Institute.

HMMER je oficialne distribuovany a podporovany len pre POSIX operacné systémy. Pretoze tato
praca je implementovana v prostredi Windows, bolo nutné stiahnut’ a skompilovat’ zdrojové kody
HMMERu v prostredi Cygwin. Preto je nutné pri spusteni vytvorenych spustitelnych suborov, ktoré
st nas DVD prilohe, mimo prostredia Cygwin, mat’ v dispozicii v ceste dynamicku kniznicu Cygwinu

cygwinl.dll (taktieZ prilozena).

Pre nase potreby potrebujeme nastroj, ktory vie vygenerovat HMM zo zarovnanych sekvencii a

potom nastroj, ktory je schopny hl'adat’ v nejakej sekvencii retazce, ktoré zodpovedajt HMM.

Prvi poziadavku spifia nastroj hmmbuild. Vstupom je subor obsahujiici viacnasobné zarovnanie

sekvencii a vystupom potom HMM. Priklad pouZitia a popis parametrov v Tabulka 2.

hmmbuild --dna output.hmm input.aln

parameter popis

explicitné oznamenie aplikacii, ze vstupné data
-—dna )
su DNA sekvencia

nazov vystupného stiboru, do ktorého sa ulozi
output.hmm
vygenerovany HMM

input.aln vstupny subor so zarovnanymi sekvenciami

Tabul’ka 2 Parametre prikazového riadka hmmbuild
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Pre druht ulohu, ktorou je hl'adanie vhodného retazca v sekvencii DNA pomocou HMM sluzi néstroj
nhmmer. nhmmer je mozné konfigurovat’ vel'a parametrami, nas vsak z hl'adiska tejto prace zaujima
predovsetkym, aké si mozZnosti vstupov, vystupov a nastaveni citlivosti pri h'adani vhodnych
retazcov. Najdolezitejsia je moznost’ vystupu vysledkov hl'adania vo strojovo spracovate'nom
formate, nakol'’ko nasa aplikacia bude s tymto vystupom pracovat’ a d’alej ho analyzovat. nhmmer sa

spusta nasledovne:

nhmmer -T 5.0 --dna --tblout output.tab model.hmm dnaSequence.fa

parameter popis

parameter T nastavuje nhmmer-u minimalne
-T 5.0 skore pre analyzovanu sekvenciu, kedy ju ma

reportovat’ na vystup

explicitné ozndmenie aplikacii, ze vstupné data

--dna )

st DNA sekvencia
--tblout output.tab vystup hl'adania bude uloZeny do dané¢ho suboru
model . hmm vstupny subor s HMM

vstupny subor s analyzovanymi sekvenciami vo

FASTA formate

dnaSequence. fa

TabuPka 3 Parametre prikazového riadka nhmmer

Vystup nhmmer je v tabul’kovom formate, kde st polozky oddelené medzerami. Aplikacia by mala

byt schopna tento subor nacitat’ a spracovat’. Na priklade vystupu vidime:

# target hmm hmm alifrom ali to envfrom env to strand E-value score bias
# name from to

# ____________________________________________________________________
8 5 24 22982100 22982081 22982104 22982080 - 12 13.6 3.3

Ide o vystup orezany o d’alej nespracovavané data, a teda pre nas nezaujimavé polozky.

target name -identifikator sekvencie, na ktorej bol retazec najdeny. V tomto pripade vidime ¢islo 8 a
teda sa jedna o sekvenciu 6smeho chromozomu.

hmm from/to -pozicia najdeného retazca v HMM

ali from/to -pozicia zarovnaného najdeného retazca v prehl'adavanej sekvencii

env from/to -obalka pozicie v ramci prehl'adavanej sekvencie (obaluje zarovnanie)

strand -udava, na ktorom vlakne sa ret'azec nasiel (sense +, antisense -)

E-value -udava $tatisticki vyznamnost’ vysledku hl'adania. Pocet najdenych retazcov, ktoré by mali
skore tak vysoké ako najdeny retazec, v sekvencii, ktora by bola rovnako vel’ka ako aktualne
prehl'adavana a zlozena z nehomologénnych ndhodnych sekvencii. Z toho vyplyva, Ze zavisi na

velkosti prehl'adavanej sekvencie.

30




score -skore najdeného retazca. log-odd skore, nezavislé od velkosti retazca
bias -korekcia skore, ktora bola aplikované. Tvorcovia HMMERu v dobe pisania prace nepublikovali

ako tento parameter pocitaju. Upozoriuju len na zvySenu pozornost, ked je bias moc vysoké.

6.2  Skylign

Vystup nastroja HMMER je skrytého Markov Model (Hidden Markov Model - HMM). Tento
sa da dobre vizualizovat’ ako logo. Namiesto generovania vlastného loga sme hl'adali nastroj, ktory je

schopny tejto sluzby efektivne vo vhodnom formate.

Skylign je nastroj (vo forme offline, alebo online sluzby) slizi ha generovanie 10g, ktoré graficky
reprezentuju zarovnanie sekvencii, alebo profile HMM. Vygenerované logo je interaktivne (vo
webovom prehliadaci) a je mozné na neho klikat’ a zobrazovat’ podrobné informéacie o jednotlivych
poziciach. Zaujimavost’ je, Ze toto interaktivne logo je mozné pouzit’ kdekol'vek na inej web stranke,
kde ho staci vlozit’ ako Javascript. Pre nase ucely postacuje vygenerovanie obrazka s logom podl'a
poskytnutého HMM. K tomuto ponuka Skylign REST API. Velka vyhoda je, Ze nastroj je schopny
generovat’ loga priamo z vystupu nastroja HMMER. Sluzba Skylign je voI'ne dostupna, nie je nutné

sa registrovat’.

V prvom kroku je nutné pomocou prikazu POST odoslat’ vygenerovany HMM do sluzby, ktora
vygeneruje logo a vrati ID tohto loga. To je potom mozné pomocou prikazu GET stiahnut’ a ulozit’ na

lokalne. API je zdokumentované online na http://skylign.org/help/api. Priklad vygenerovaného loga

mozeme vidiet' na obrazku [Obrazok 17].
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Obrazok 17 Logo vygenerované nastrojom Skylign
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6.3  ClustalWw?2

Vzhl'adom na nutnost’ zarovnania pouzitych réznych vstupnych sekvencii pocas testovania,
bolo nutné najst’ jednoducho pouzitel'ny nastroj, pontikajici vypocet viacnasobného zarovnania,
pokial’ mozno offline, schopny pracovat’ v command line rezime a byt prenositelny na rdzne
platformy. ClustalW2 tieto podmienky spiiia. Ide nastroj na viacnasobné zarovnanie sekvencii DNA

alebo proteinov. Je mozné ho stiahnut’ z webovych stranok http://www.clustal.org/clustal?2/. K

dispozicii je pre vSetky popularne operacné systémy vo forme command line nastroja alebo aplikacie
s GUI, vydany pod licenciou GNU Lesser GPL. V praci sme pouzili poslednu verziu pre Windows v

command line forme.

Command line verzia je schopna bezat’ v interaktivnom aj pasivnom rezime. Praca vyuziva pasivny
rezim pri ktorom st ClustalW2 predlozené sekvencie DNA vo FASTA formate a vystupom je
vypoéitané viacnasobné zarovnanie v ALN formate. ClustalW2 poskytuje mnoho parametrov, my
vSak vyuzivame len niektoré. Spustenie ndstroja vyzera nasledovne (parametre su popisané v

tabul’ke Tabul'ka 4):

clustalw?2 sequences.fa -TYPE=DNA -QUIET -OUTFILE=multialignment.aln

Parameter popis
sequences.fa vstupny subor s DNA sekvenciami vo FASTA formate
explicitné oznamenie aplikacii, Ze vstupné data st DNA
—-TYPE=DNA ]
sekvencia
potlacenie vystupov priebehu pocitania zarovnania
-QUIET

sekvencii

subor, do ktorého budu zapisané vysledky viacnasobného
-OUTFILE=multialignment.aln

zarovnania

Tabulka 4Parametre prikazového riadka ClustalW2

Vo vstupnom subore musi mat’ kazda sekvencia priradeny jednoznac¢ny identifikator, co u FASTA
formatu je text bezprostredne za tvodnym znakom ">" do najblizSej medzery. Toto je nutné dodrzat’,
pretoze Clustal W2 skonci s chybou. Vystupny subor obsahuje vSetky vstupné sekvencie oznacené
svojim identifikdtorom a priradené zarovnanie. Priklad vystupu je nasledovny:
s30 AGACTGGGCATGTCTGGGCA-————
s34 === GGGCATGTCCGGGCAAGACG

kAhkkhkAhkkKhkkhKk kxkkk
Na vystupe vidime zarovnané dve sekvencie. Riadok zacina identifikatorom sekvencie a nasleduje

samotnou sekvenciou priestorovo zarovnanou s ostatnymi. Znak "-" oznacuje vlozenie medzery.
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Posledny riadok je $pecialny. St na niom oznacené znakom hviezdicka ("*") tie pozicie na
zarovnanych sekvenciach, na ktorych sa vsetky sekvencie zhoduju. Tento subor je automaticky

spracovany nastrojom NMMER, ktory mu praca len preda ako parameter.

6.4  Nastavenie aplikacie

Aplikacia sa nastavuje dvoma konfiguraénymi sibormi. Prvy je nastavenie samotnej
aplikacie, aby mohla fungovat’ a vedela najst’ pouzivané nastroje a data a druhy je nastavenie behu

aplikécie pri spracovani vstupnych dat a vysledkov.

6.4.1 Zakladna konfiguracia

Konfiguacia popisuje kde sa nachadzaju vstupné data. Ide o data z publikacie [1] a data z
NCBI36 databaze (cesta k siborom s DNA chromozdémov, maska suboru s chromozomami a cesta k
GTF suboru). Dalej je nutné nastavit' cestu kK HMMER néstroju, cestu k clustalw2 a cestu (hostname)

k skylign. Priklad konfiguraéného suboru s podrobnym popisom je v prilohe.

6.4.2  Profil behu

Profil samotného behu aplikacie sa zadava ako prvy a jediny parameter prikazového riadku. Obsahuje

nasledovné polozky:

konfiguracia popis

filter Sltzi na moznost’ vyfiltrovania vstupnych TFBS uréenych k
trénovaniu HMM. Je mozné vybrat iba prvy site, druhy site, medzeru,
pripadne ich kombinaciu. U kazdého site-u je mozné urcit’ jeho
minimalnu a maximalnu dizku. Filtrom je navy$e mozné filtrovat’ len
niektoré¢ TFBS (vymenované zoznamom podl’a ich id), alebo ich

odfiltrovat’ (id uvedené znakom "!").

hmmer.score.min Nastavi nastroju nhmmer minimalne skore, od ktorého ma reportovat

vysledky. Znizenim tejto hodnoty je mozné zvysit’ citlivost nhmmer-u.

crossvalidation.ratio Nastavani rozdelenie vstupnej mnoziny TFBS pre trénovanie cross-
validaciou. Urcuje pomer velkosti mnoziny trénovacich dat k

testovacim.

run.fileprefix Vsetky subory vytvorené pocas behu aplikacie budii mat’ dany prefix.

Tabul’ka 5 Konfiguracia profilu behu aplikacie
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6.4.3 Filtrovanie vstupnych dat

V profile behu aplikacie je nutné nastavit’ filter pre vstupné vdzobné miesta. Tento filter je
pontika rozne moznosti ako upravit’ mnozinu vstupnych dat. Jedna sa o jeden retazec, ale s pomerne
zlozitym formatom. Pontka moznost nastavit’ filtrovanie pre prvy site vizobného miesta, druhy site
aj medzery medzi nimi. V pripade, Ze nie je mozné odfiltrovat’ vhodné TFBS pomocou tohto, je

mozné zadat’ konkrétne id TFBS, ktoré sa ma odfiltrovat’.

Filtrovanie sitel: Ma format s1/<minSiteLen>/<maxSiteLen>. Nakonci je eSte mozné
zadat’ regularny vyraz, na ktoré sa ma filtrovat’ motiv tejto sekvencie. Potom bude filter vyzerat
nasledovne: s1/<minSitelLen>/<maxSitelLen>/<RE>.RE predstavuje regularny vyraz.
Filtrovanie medzier, site2: Zodpoveda filtrovaniu sitel, s tym rozdielom, Ze je uvedené retazcom
"spacer” pre medzeru a "s2" pre site2. Ak sa site2, alebo medzery neuvedt, potom nebuda vobec
pouzité.

Filtrovanie TFBS podl'a ID: Toto filtrovanie sa uvadza za filtrami pre site-y. Ide 0 zoznam id
oddelenych c¢iarkou pre TFBS, ktoré chceme aby presli filtrom. Zaujimavejsie je opacné pouzitie a

teda oznacenie tych TFBS, ktoré nechceme aby filtrom presli. V takom pripade sa uvedua znakom "1".
Priklad filtrovania:

filter=s1/10/10/"GGG.*; spacer/0/0;s2/10/10;!30,!15

Popis: M4 sa filtrovat’ site] na minimalnu a maximalnu dizku 10 (efektivne sa teda vyfiltruja tie sitel,
ktoré maju dizku 10). Dalej podla regularneho vyrazu, musi sitel zaginat’ prefixom GGG. Medzera sa
ma filtrovat’ na prazdny usek a site2 na dizku 10, rovnako ako sitel. Podla zoznamu id, st filtrovanim

odfiltrované (pretoze, st uvedené "!") TFBS s id 30 a 15.

Filtrovanim su automaticky odstranena tie TFBS, ktoré nemajt definovany sitel.
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/ Testy

7.1  Tests malym po¢tom TFBS

7.1.1 Konfiguracia

Ide o prvy test, ktory ma verifikovat’ tspeSnost’ trénovania, verifikovania a aplikovania hl'adania
vizobného motivu, ak tento motiv je pomerne konzervativne definovany. Vstupna mnozina je teda

niekol’ko TFBS, ktoré st si navzajom vel'mi podobné.

konfiguracia
konfigura¢ny stubor smallProfile.properties
crossvalidation.ratio 75
hmmer.score.min 10
filter $1/10/10;spacer/0/0;s2/10/10;133,134,135,136
pocet TFBS v test 4

cross-validation  rozdelenie | 3/1
(train/test)

pocet behov 4

7.1.2  Vysledky

V grafe vidime rozloZenie Gspechu validécie jednotlivych HMM vytvorenych s kazdym behom.
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Vidime, ze kazdy vytvoreny HMM bol uspesny a validny. Tento test teda mézeme pokladat’ za
uspesny. Najlepsie logo naslo v celom gendome 224 potencialnych vizobnych miest. Vysledky st

zhrnuté v nasledovnej tabulke.
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vysledky

pocet najlepsich HMM 4
uspesnost’ ngjdenia HMM 100%
pocet TFBS v genéme pre najlepsi HMM 224

o

©.98 10,97 10,96
©.62'0.02'0.02
4.3 '4.3 '4.3

©.96'0.95 '0.95'0,95 0,95 '0,95'0,95 0,95 0.95 0,95 0,95 0,95 0.95 0.95 0,95'0,95 0,95
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Obrazok 18 Logo pre najlepsi HMM v teste

7.2  Test pre vSetky TFBS

7.2.1  Konfiguracia

Ide o prvy test, ktory ma verifikovat’ tspesnost’ trénovania, verifikovania a aplikovania hl'adania

viazobného motivu, ak tento motiv je pomerne konzervativne definovany. Vstupna mnozina je teda

niekol’ko TFBS, ktoré su si navzajom vel'mi podobné.

konfiguréacia

konfigura¢ny stbor

testFull.properties

crossvalidation.ratio .95

hmmer.score.min 10

filter $1/0/100;spacer/0/100;s2/0/100;
pocet TFBS v test 151

cross-validation  rozdelenie | 3/1

(train/test)

pocet behov 151

7.2.2 Vysledky

V grafe vidime rozlozenie uspechu validacie jednotlivych HMM vytvorenych s kazdym behom.
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Vidime, Ze kazdy vytvoreny HMM bol Gspesny a validny. Tento test teda moéZeme pokladat’ za

uspesny. Najlepsie logo naslo v celom gendéme 224 potencialnych vdzobnych miest. Vysledky st

zhrnuté v nasledovnej tabulke.

vysledky
pocet najlepsich HMM 0
uspesnost’ ngjdenia HMM 0%
pocet TFBS v gendme pre najlepsi HMM 0

Najlepsi HMM sa nevyhodnocoval, pretoze ziadny nepresiel validatorom.

7.3  Tests prefixom GGG

7.3.1 Konfiguracia

Ide o test kde obmedzime vstupné TFBS na prefix GGG. Ciel'om je dosiahnut’ ¢o najvacsi konsensus
medzi jednotlivymi TFBS a tym zvys$it’ Sancu na Gspesnu validdciu HMM. Rozdiel medzi tymto

testom a zakladnym prvym je, Ze tento test ma vacsiu vstupnu mnozinu.

konfiguracia

konfigura¢ny subor

testGGG.properties

crossvalidation.ratio

.6

hmmer.score.min

5

filter

$1/10/10/"GGG.*;spacer/0/0;s2/10/10;130,!15
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pocet TFBS v test 14

cross-validation rozdelenie | 8/6
(train/test)

pocet behov 14

7.3.2 Vysledky

V grafe vidime rozloZenie Gispechu validacie jednotlivych HMM vytvorenych s kazdym behom.
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Vigcsina vytvorenych HMM preslo ¢iasto¢ne validaciou, avsak Ziadny na 100%. Maximalna
uspesnost’ bola 50%, ktoru dosiahli dva HMM. Z nich ten lepsi bol potom schopny najst’ v gendéme

801 potencialnych vézobnych miest.

vysledky
pocet najlepsich HMM 2
uspesnost’ ngjdenia HMM 50%
pocet TFBS v gendme pre najlepsi HMM 801
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7.4  Tests citlivosti na parameter cross-validation

ratio

7.4.1 Konfiguracia

Tento test zodpoveda testu s prefixom GGG s jednym rozdielom. Tym je zmeneny cross-validation
pomer rozdelenia sad. V tomto pripade bude testovacia sada ovel’a mensia. Ciel'om je zistit’ citlivost’

aplikacie na tento parameter.

konfiguracia
konfiguracny subor testGGG90.properties
crossvalidation.ratio 9
hmmer.score.min 5
filter $1/10/10/"GGG.*;spacer/0/0;52/10/10;!130,!15
pocet TFBS v test 14
cross-validation  rozdelenie | 12/2
(train/test)
pocet behov 12

7.4.2 Vysledky

V grafe vidime rozlozenie uspechu validacie jednotlivych HMM vytvorenych s kazdym behom.
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Z grafu vidime, Ze vysledok trénovania je iny v porovnani s GGG testom 1. V tomto pripade bol

najuspesnejsi HMM s uspesnostou 100%. Tato uspesnost’ je v skutocnosti nizsia v porovnanim s
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predchadzajucim testom, pretoze ten validoval 6 miest s max 50%, zatial’ ¢o tento len 2 miesta s

uspesnostou 100%. Pri naslednom sputeni na cely genom, bol schopny najst’ 1911 potencialnych

vazobnych miest. Z vysledkov teda vyplyva, Ze aplikacia je citliva na tento parameter. A to pomerne

vyrazne, pretoze napriek podobnosti loga, dostavame odlisné vysledky. Vysledky su zhrnuté v

nasledovnej tabul’ke.

vysledky
pocet najlepsich HMM 1
uspesnost’ najdenia HMM 100%
pocet TFBS v gendme pre najlepsi HMM 1911

Vizualnym porovnanim loga vidime rozdiely v strede loga, kde je v predoSlom teste vel'mi vyrazné

G, ale v tomto sa jeho vyraznost’ zniZzila, zato sa vSak zvysSila vyraznost’ sprava aj zl'ava susediacich

G.
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Test citlivosti na parameter HMM score min

Konfiguracia

Ciel'om tohto testu je zistenie citlivosti na parameter, ktory hovori nhmmeru, pri akom skore ma

reportovat’ skimany ret'azec ako zodpovedajuci HMM. Test je rovnaky v porovnani s GGG testom,

lisi sa teda len score parametri. Tento sa zvysil z pdvodnej pomerne benevolentnej hodnoty 5 na

hodnotu 10.

konfiguracia
konfigura¢ny subor testGGGscorel0.properties
crossvalidation.ratio .6
hmmer.score.min 10
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filter

s1/10/10/*"GGG.*;spacer/0/0;s2/10/10;!30,115

pocet TFBS v test 14
cross-validation  rozdelenie | 8/6
(train/test)

pocet behov 14

7.5.2 Vysledky

V grafe vidime rozloZenie Gspechu validacie jednotlivych HMM vytvorenych s kazdym behom.
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Vysledok je Gplne odlisny od vysledkov GGG testu. Pocet tispeSnych HMM v cross-validacii klesol

na jediny HMM. Je to dané tym, Ze sa ostatné HMM odfiltrovali. Tento HMM sa vyskytoval aj v

GGG teste, avSak nebol vybrany ako uspesny, aj ked’ mal najvysSie skore, pretoze podla vysledkov

cross-validacie boli iné HMM tspesnejsie, ¢o je v nasej aplikacii rozhodujuce kritérium. Z tohto testu

sa teda ukazalo, ze HMM s vysokym skore mozu byt netispesné v cross-validacii a naopak, HMM

uspesné v cross-validacii nemusia mat’ nutne vysoké skore. Tieto hodnoty teda zjavne spolu

nekoreluji. Vysledok je mozné uvazovat’ do budicnosti nad zmenou ohodnotenia uspesnosti HMM

zaloZzenym na kombinacii vysledkov cross-validacie a skore. Vysledky st zhrnuté v nasledovne;j

tabul’ke.

vysledky
pocet najlepsich HMM 1
uspesnost’ ndjdenia HMM 16%
pocet TFBS v gendme pre najlepsi HMM 984
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Samotné logo je odlisné od GGG testu, rovnako ako v teste na citlivost’ cross-validation rozdelenia
lisi v znizenim vyraznosti G zhruba v strede loga a na rozdiel od cross-validation testu pribudlo

vyrazné C v pravej Casti loga.
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7.6  Test TFBS bez medzery

7.6.1 Konfiguracia

Tento test skusi vytvorit HMM pre vSetky vdzobné miesta, ktoré neobsahuju medzery. Filtrom prejde

59 viizobnych miest, ktoré spiiiajii tuto poziadavku.

konfiguracia
konfigura¢ny stbor testNoSpacer.properties
crossvalidation.ratio 9
hmmer.score.min 5
filter filter=s1/10/10;spacer/0/0;s2/10/10;
pocet TFBS v test 59
cross-validation  rozdelenie | 53/6
(train/test)
pocet behov 59

7.6.2 Vysledky

V grafe vidime rozlozenie uspechu validacie jednotlivych HMM vytvorenych s kazdym behom.
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Vysledok je ovel’a GispeSnejsi nez pri teste so vSetkymi vdzobnymi miestami (aj s medzerami). Dovod

by mohol byt ten, Ze medzery generuju zlozitejSie viacnasobné zarovnania, ¢o sa prejavi na

vyslednom HMM. V tomto teste najlepsie uspel len jeden HMM s uspesnost'ou cross-validacie 50%.

Pocet najdenych potencidlych miest v gendme je 1452.

vysledky
pocet najlepsich HMM 1
uspesnost’ ngjdenia HMM 50%
pocet TFBS v genome pre najlepsi HMM 1452

Samotné logo je odlisné od GGG testu, rovnako ako v teste na citlivost’ cross-validation rozdelenia

lisi v znizenim vyraznosti G zhruba v strede loga a na rozdiel od cross-validation testu pribudlo

vyrazné C v pravej Casti loga.
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8 Z.aver

Praca sa snazi pokryt’ vyhl'adavanie vizobnych miest transkripénych faktorov vyuzitim
profilovanych skrytych Markovych modelov (HMM). K tejto problematike sa postavila §tylom
vyuZitia uz vytvorenych nastrojov a analyzou ich nastaveni a vystupov sa snazi ziskat’ optimalny
HMM.

Praca je implementovana ako command-line aplikacia. Povodne uvazované GUI nakoniec nebolo
nutné vytvarat’, jednak sa s command-line aplikdciou pracuje dobre a vSetky potrebné nastavenia su
aplikacii dodané v konfiguracnom subore a subore profilu a po druhé usetrili sme pri vyvoji ¢as, ktory
by sme museli venovat’ vytvoreniu vhodného uzivatel'ského rozhrania. V d’alSom vyvoji pri potrebe
vytvorenia Ul, navrhujeme najprv zacat’ vytvorenim Ul pre nastavenie konfigura¢nych suborov a

neskor pripadne kompletné UL

Nevyhodou vystupnej aplikacie je, Ze pracuje s obmedzenym suborom vstupnych dat. Ide len o 151
validnych vdzobnych miest transkripénych faktorov, ktoré boli ziskané z [1] a analyzované. V ramci
prace sme sa zaoberali aj inymi zdrojmi a to [13] a [14], ale nakoniec sme ich nepouzili. To dava

priestor ich analyze a vyuzitiu do budtcnosti.

Dalsia nevyhoda sa javi pouZitie nastroja HMMER pre vytvorenie HMM. PretoZe neposkytuje
moznost’ zasiahnut’ do tvorby HMM, nie sme schopni implementovat’ detaily vyplyvajice z analyzy
vazobnych miest p53. Ide hlavne o vytvorenie nezavislych modelov, ktoré by boli navrhnuté podla
vysledkov analyzy viazobnych polo a $tvrt’ usekov, medzier a ich vzajomné prepéjanie do klastrov.
Gro tejto prace tym spadlo len do pripravenia dat pre HMMER a sledovanie vysledkov jeho vystupu.
O samotnych HMM sme sa vel'a nedozvedeli. HMMER ma taktiez problém s hl'adanim kratkych
sekvencii (v nedavnych verziach bola dizka vstupnych usekov obmedzena dokonca na 30). Toto
obchadzame zniZovanim limitu skore, kedy HMMER reportuje vysledky. Tym sme sice dosiahli isté

vysledky, ale aj ich kvalita bola nizsia.

Jedno z mnohych vylepseni by mohla byt podpora multiprocessingu. V pripade velkého siboru
valida¢nych dat trva prehl'adavanie jednotlivych chromozomov pomerne dlho. Toto je mozno
vykonavat pre validované TBFS paralelne. Dalgia optimalizécia je spojit hPadanie validovanych

TFBS pomocou HMM podl'a chromozémov, na ktorych sa vyskytuja.
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Zoznam priloh

Priloha 1. DVD

Popis adresarovej Struktury na DVD:

\app

adresar so samotnou aplikaciou

\_workDir

pracovny adresar , defaultne nastaveny v

config.properties

cleanUp.cmd

davkovy stbor, ktory spustenim premaze

pracovny adresar

riley-

data.dump.enriched

predspracované vstupné data nutné pre beh

aplikacie

\profiles

obsahuje jednotlivé profily behu pouzité pri
testoch

\src

zdrojové kody aplikacie

\jar

obsahuje spustitelny jar file

\1lib

kniznice pouzité v aplikacii

_BUILD.cmd

skript zostavi aplikaciu

_RUN.cmd

skript otvori prikazovu riadku s nastavenymi

cestami a prikladom spustenia aplikacie

\doc

adresar s textom prace

\tools

adresar obsahuje aplikacie nutné k zostaveniu
projektu (java, ant) a potom externé nastroje,
ktoré projekt pouziva (clustalw2, hmmbuild,

nhmmer)

data.zip

zdrojové data gendmu cloveka

InStalacia:

1. Celé DVD je nutné skopirovat do adresara, kde je povolenie k zapisu (aplikacia vytvéra pocas

behu vela suborov)
data.zip je nutné rozbalit v korefiovej zlozke, ¢im sa vytvori adresar data

v pripade potreby generovania loga je nutny pristup na internet (http://skylign.org)

spustit aplikaciu napr:

J

2
3
4. v adresari \app\ spustit skript _RUN.cmd, ¢im sa otvori prikazovy riadok
5
a

va -jar jar\DIP1l5xradak00.jar profiles\smallProfile.properties
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