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Abstrakt

Cilem téhle prace je navrhnout, implementovat a vyhodnotit usp&Snost vytvoreného systému pro
pieklad ¢eskych textd do slovenstiny. Popisuje teoretické zaklady statistického strojového ptekladu a
pak samotnou fazi navrhu a vyvoje systému. Zvolenou strategii bylo pouzit jeden rozsahly paralelni
korpus v kombinaci s jazykovym modelem poskytovanym mistnim jazykovédnym tdstavem pro
vytvoreni prekladového modelu zaloZzeném na frazich. Pro tenhle ucel byl pouzit nastroj Moses.
Experimentalné¢ byl otestovan také slovnikovy pieklad neznamych slov pouzitim stemmovani.
Uspé&nost systému byla vyhodnocena metrikou BLEU, pii¢emz dosazené vysledky byly porovnatelné
S jinymi systémy.

Abstract

The aim of this thesis is to design, implement and evaluate the translation system capable of
translating texts from Czech to Slovak language. It describes theoretical foundations of statistical
machine translation and then the phase of design and development of system. The chosen strategy
was to build phrase-based translation model using one large parallel corpus in combination with
language model from local institute of linguistics. The statistical machine translation Moses was used
to achieve this goal. The vocabulary translation of unknown words using stemming was proposed and
tested. Precision of build system was evaluated with BLEU score and it achieved comparable results
with other systems.
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1 Uvod

Moznosti komunikacie s okolitym svetom sa neustale rozsiruja, a tak vznika potreba dorozumievania
sa Vv cudzich jazykoch. LCudsky preklad je vSak ¢asto nedostupny, pomaly a nakladny. Bolo preto
prirodzené, Ze sa zacali hl'adat’ sposoby, ako nahradit’ ¢loveka — timo¢nika strojom. V druhej polovici
20. storocia sa tak zacina rozvijat’ odvetvie strojového prekladu. Ako vsak naucit’ stroj ,,mysliet*, aby
zvladol prelozit’ text rovnako dobre ako clovek? Jednou z moznosti je vyuzitie Statistického
strojového prekladu, ktory sa ,,nauci* prekladat’ vd’aka analyze vel'’kého mnozstva rovnakych textov
v dvoch jazykoch.

Ulohou tejto prace je navrhnat, implementovat’ a vyhodnotit’ $tatisticky prekladovy systém,
ktory by dokazal prekladat’ ¢eské texty do slovenéiny. Pre hlbsie pochopenie problematiky bolo nutné
nastudovat’ teoretické pozadie strojového prekladu. To je naplnou kapitoly 2. Predstavené su
problémy, ktoré preklad sprevadzaji spolu s principmi ich rieSenia. Doraz je kladeny prevazne na tie
oblasti, ktoré boli v d’alej praci prakticky vyuzité. Principy su vysvetlené pre jazyky vSeobecne, bez
dorazu na konkrétny jazyk.

V kapitole 3 uz zacina hovorit' o konkrétnej dvojici jazykov cCeStina a slovenéina. Systém
Statistického strojového prekladu potrebuje v prvej faze vyvoja velké mnozstvo dvojjazycnych
textov. Predstavené st zdroje, z ktorych boli tieto texty ¢erpané a pouzité nastroje pri vyvoji.

Dalsiu etapu vyvoja popisuje kapitola 4. Obsahuje opis pripravy a spracovania dvojjazyénych
textov, vytvorenie prekladového systému a jeho implementované vylepSenia.

Poslednym krokom bolo vyhodnotenie vytvoreného systému, ktoré tvori obsah kapitoly 5.
Zaroven popisuje vykonané experimenty, z ktorych vzisli niektoré zaujimavé otazky, hypotézy.

V zavere je zrekapitulovana odvedena praca a nastolené namety pre d’al$i vyvoj v budtcnosti.



2 Teoretické pozadie strojového
prekladu

Strojovy preklad je odvetvie vypocétovej lingvistiky, ktoré sa zaobera automatickym prekladom textu
alebo re¢i zjedného prirodzeného (I'udského) jazyka do iného prirodzeného jazyka bez zasahu
¢loveka. Od obdobia 50. rokov 20. storoc¢ia [1], kedy sa s rozvojom pocitacov zacina pisat’ aj historia
strojového prekladu, sa vyvinulo niekolko réznych pristupov k tejto problematike. Ich vyvoj
a urovne, na ktorych pracuju znazorfiuje tzv. Vauquoisov™ trojuholnik na obrazku 2.1.

Interlingua

Sémanticka (vedomosti)

kompozicia

Sémanticka
dekompozicia

) o Sémanticka Sémanticka .
Sémanticka Struktara Prenos Struktara Generovanie
analyza sémantiky sémantiky
Syntakticka Syntakticka
Syntakticka Struktura Prenos Struktara Generovanie
analyza syntaxe syntaxe

Retazec slov
Priamy preklad

slov

Retazec slov
Generovanie

morfologie

Morfologicka
analyza

Zdrojovy Cielovy
text text

Obrazok 2.1: Vauquoisov trojuholnik [2]

Najniz8$iu Groven trojuholnika predstavuje najtrivialnej$i pristup - priamy preklad ,,slovo na
slovo®. Pri preklade sa vyuzivaju prekladové slovniky a obvykle je nevyhnutna aj morfologicka
analyza. Jednym z problémov je, ze slovo v zdrojovom jazyku mdéze mat viacero prekladov
v cielovom jazyku. Dal§im problémom je rozdielny slovosled jazykov [3]. Tento pristup nachadza
uplatnenie pri preklade medzi vel'mi blizkymi jazykmi, ako s napr. slovanské jazyky.

Pri druhom pristupe spracujeme zdrojovy text do podoby syntaktického stromu cielového jazyka
pouzitim vhodnych pravidiel. Z tohto stromu sme uz schopni vygenerovat’ syntakticky spravny
preklad, avsak astokrat s pozmenenou sémantikou (vyznamom) [3].

Pri prenose sémantiky berieme pri preklade do uivahy aj povodny vyznam zdrojového textu. Ten
zostane zachovany, avSak v niektorych pripadoch moéze byt nejasny az nezrozumitelny kvoli
rozdielnej vetnej skladbe.

Interlingua® je abstraktna reprezentacia znalosti o jazykoch, ktord je nezavisla na konkrétnom
jazyku. Jej hlavnou vyhodou je, Ze nie je potrebné vytvarat’ prekladové modely medzi vSetkymi parmi
jazykov. Namiesto toho staéi vytvorit’ prekladovy model medzi konkrétnym jazykom a interlinguou.
Napriek tomu je v8ak prakticka realizacia tohto pristupu zatial’ naro¢na [3].

Podrla pristupu, ktory je vyuzity, kategorizujeme strojovy preklad nasledovne [4]:

! Bernard Vaugquois - profesor na univerzite v Grenobli, jeden z pionierov strojového prekladu
? Interlingua (interlingva) je tiez oznacenie pre medzindrodny pomocny jazyk ako napr. aj Esperanto
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e Preklad zaloZeny na pravidlach — znamy tiez ako preklad zalozeny na znalostiach, prip.
klasicky pristup; je zaloZzeny na lingvistickych informaciach ziskanych z bilingvalnych
slovnikov a gramatik pokryvajucich zakladnii sémantiku, morfologiu a syntax jazyka;
patri sem slovnikovy preklad, preklad vyuzivajuci morfologicku a syntaktickil analyzu
a preklad vyuzivajuci interlingvu [5].

e Preklad zalozeny na prikladoch — je zalozeny na myslienke dekompozicie prekladaného
textu na frazy, preklade tychto fraz a ich zlozenia do vysledného prekladu; ako baza
znalosti slizi paralelny korpus® v ktorom sa vyhPadavaju analogie s prekladanymi
frazami [6].

e Statisticky preklad — vyuZiva $tatistické metddy odvodené z bilingvalneho textového
korpusu; tento pristup predstavuje t'azisko mojej prace a bude podrobnejsie vysvetleny
Vv nasledujtcej podkapitole.

e Hybridny preklad — kombinovany, vyuziva silné stranky Statistického prekladu
a prekladu zalozenom na pravidlach.

2.1 Statisticky strojovy preklad

Statisticky strojovy preklad je v su¢asnosti najviac rozvijanym odvetvim strojového prekladu. Ako
prvy jeho myslienku predstavil Warren Weaver v roku 1949 [7]. Myslienka bola znovu uvedena
a rozvinuta vyskumnymi pracovnikmi z Vyskumného centra Thomasa J. Watsona firmy IBM [8].

Na rozdiel od vysSie spomenutych pristupov sa nezameriava na proces prekladu, ale na vysledok. Je
zalozeny na zbere a analyze dat z paralelného korpusu.

Nasledujuce odseky Cerpajii prevazne z [8] a [9]. Pri preklade ¢asto nastava situacia, kedy je
mozny preklad jednoduchy, ale nepokryje cely povodny vyznam frazy v zdrojovom jazyku. Ak
chceme pokryt’ cely vyznam, pouzijeme opisny spOsob, ¢im sa stava preklad zlozitejSim
a neprirodzenej$im. Musime preto zvolit kompromis. O to isté ide aj v Statistickom strojovom
preklade — vybudovat’ pravdepodobnostné modely vernosti a plynulosti prekladu a ich kombinaciou
najst’ podl'a moznosti najpravdepodobne;jsi (nie nutne najlepsi) preklad.

Predpokladajme, Ze prekladame retazec e Vvzdrojom jazyku. Pri Statistickom preklade
povazujeme kazdy retazec f za mozny preklad pre e. Cislo P(fle) vyjadruje pravdepodobnost, Ze
preklada¢ pre dané e vygeneruje preklad f. Ulohou prekladaca je najst’ taky retazec e, ktory by mal aj
P'udsky prekladatel’ na mysli, ked’ by vyprodukoval ako preklad retazec f. Vyberame preto retazec é,
pre ktory je P(e|f) najvyssia. PouZitim Bayesovho pravidla mozeme napisat’

é = argmax.P(elf)
P(fle)P(e)
P(f)

Menovatel’ P(f) je nezavisly na e a teda je konStantny pre vSetky e, vd’aka comu ho mézeme
zanedbat’ a dostavame kone¢ny tvar rovnice.

= argmax,

é = argmax,P(f|e)P(e) (2.1)

Z rovnice vyplyva, Ze potrebujeme dva komponenty: model prekladu P(fle) a jazykovy model
P(e). Tretim komponentom, ktory potrebujeme je dekodér, ktory z daného f vyprodukuje
najpravdepodobnejsie e. Tieto tri komponenty tvoria tzv. kanal so Sumom (noisy channel), ktory
modeluje ¢innost’ Statistického prekladu.

¥ Paralelny korpus — stbor dvojjazyénych, prip. viacjazyénych textov, v ktorom st zarovnané kore$pondujuce
vety, prip. iné celky zdrojového a ciel'ového jazyka



. f - e
Jazykovy model e Model prekladu N Dekodér .
P(e) > P(fle) e = argmax(elf)
Obrazok 2.2: Kanal so Sumom [3]
2.2 Zarovnanie viet

Zakladnym predpokladom S$tatistického predpokladu je existencia alebo vybudovanie paralelného
korpusu. Tejto téme sa venuje kapitola XX. Texty v paralelnom korpuse st rozdelené do segmentov,
ktoré si navzajom koreSponduju, t.j. st si navzajom prekladmi. NajcastejSou segmenta¢nou jednotkou
byva veta. Zarovnanie medzi parom viet mézeme podl'a [8] definovat’ ako objekt indikujuci pre kazdé
slovo vo vete v zdrojovom jazyku prave to slovo (prip. slova) v cielovom jazyku, z ktorého vzniklo.

V idealnom pripade kazdej vete v zdrojovom jazyku prinaleZzi prave jedna veta v cielovom
jazyku. V praxi je v8ak Casto stvetie prelozené do dvoch viet alebo opacne. V pripade, ked’ vety
v zdrojovom a cielovom texte nie st uvedené v rovnakom poradi, hovorime o krizovej zavislosti [3].

Existuji dva zakladné pristupy k problematike zarovnania viet, v ramci ktorych vzniklo
niekol’ko réznych algoritmov. Nasledujuce dve podkapitoly ¢erpaju prevazne z [3] a [10].

221 Zarovnanie zaloZené na dizke

Zakladnou myslienkou tejto metddy je, Ze kratka veta by po prelozeni mala zostat’ kratkou a naopak
dlha veta by mala zostat dlhou. DiZku vety tvori podet slov alebo polet znakov. S prvymi
algoritmami implementujicimi tento pristup prisli Gale a Church (ako kritérium vyuZzivali pocet
znakov) a Brown (pocet slov). Tieto algoritmy st rychle, na druhej strane vSak nie vel'mi presné ak sa
v korpuse nachadzaji vynechané alebo vlozené vety alebo v pripade zarovnani N:1 alebo N:N
(priklad saveti).

2.2.2 Lexikalne zarovnanie

Tato metéda vyuziva pri procese zarovnavania lexikalne informacie, ¢im sa stava robustnejSia ako
predchadzajuca metdda. Vyuziva ideu, Ze ak si slovd vo vetnom pare navzijom koreSponduju, tak
pravdepodobne tieto vety st si navzajom prekladom. Touto metddou je mozné dosiahnut’ lepSich
vysledkov ako pri porovnavani dizky. Nevyhodou je jej vypocetna naroénost’, ¢o ju robi pomal$ou.

V praxi sa pouZzivaju taktiez kombinacie oboch pristupov. Pri problematike zarovnania viet sa
mozeme stretnit s anglickym vyrazom cognates (slov. pribuzny), oznaCujici slova historicky
pribuznych jazykov s podobnou ortografiou a vyznamom. Patri sem napriklad anglicko-francuzsky
slovny par parlament/parliament. Vo vyvoji zarovnavacich metod bola snaha vyuZzit podobné
dvojice, ta sa vSak stretla s uspechom len pri urcitej skupine jazykov.

Dostupnymi nastrojmi na zarovnanie viet st napr. Hunalign* alebo Vanilla.

2.3 Zarovnanie slov

Dal$im problémom, ktory je sucastou strojového prekladu je zarovnanie slov. Odvolavajuc sa na
definiciu zarovnania v kapitole 2.2 si mdZeme zarovnanie prestavit’ ako mapovanie medzi slovami
v zdrojovom jazyku aich prekladmi v cielovom jazyku. Zarovnanie slov je nevyhnutné pre
budovanie bilingvalnych slovnikov.

Jednoduché zarovnanie slov graficky znazoriiuje obrazok 2.3. Ciary medzi slovami nazyvame
prepojenia [8]. Najjednoduchsim pripadom je zarovnanie ,,slovo na slovo®, kedy slovo v zdrojovom
jazyku ma prave jeden ekvivalent v cielovom jazyku. Na obrazku vsak vidiet' aj pripad, kedy

* http://mokk.bme.hu/en/resources/hunalign/
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prekladom jedného slova st dve slova, prip. naopak. Specialnym pripadom st slova, ktoré nevznikli
ako preklad Ziadneho slova a teda neexistuje pre ne prepojenie. Ich tloha je Cisto syntakticka, patria
sem napr. urcité a neurcité ¢leny alebo anglické slovo ,,do . Pre tento ucel vkladame do zdrojového
textu prazdne slovo NULL.

O Velikonocich stal listek dvé sté korun.

N Y

Na Velku noc stal listok dvesto korun.
Obrazok 2.3: Zarovnanie slov

Ozna¢ime mnoZinu vSetkych moznych zarovnani (fle) ako A(e|f). Zavedieme nasledovné
oznalenie: retazce (vety) budi oznac¢ené hrubymi pismenami e a f, ich slova oby¢ajnymi pismenami
e af. Ak refazec e ma dizku | slov a retazec f ma dizku m slov, potom existuje Im réznych prepojeni
medzi slovami. Zarovnanie je dané prepojeniami, ktoré obsahuje. KedZze podmnozinu mozZnych
prepojeni je mozné zostrojit 2™ sposobmi, je velkost mnoziny A(e|f) prave 2'™ [8]. Tu zavedené
oznacenia budeme pouzivat’ v nasledujucom texte bez d’alSieho vysvetl'ovania.

2.3.1 IBM modely

Tato podkapitola bude vychadzat’ z prace [8]. Pravdepodobnost’ prekladu P(fle) m6zeme s vyuzitim
zarovnania vyjadrit’ ako sumu podmienenych pravdepodobnosti P(f,ale), kde a je zarovnanie medzi
vetami v zdrojovom a ciel'ovom jazyku:

P(fle)= ) P(f,ale) 2.2)

Suma je nad prvkami mnoziny A(e|f). Zarovnanie a je vyjadrené ako postupnost’ a;"; m=0 az 1.
Podmienena pravdepodobnost’ P(f,ale) moze byt vyjadrena sériou podmienenych pravdepodobnosti
nasledovne:

m
P(f, ale) = P(m|e)ﬂp(aj|a{‘1, 1 m,e)P(flal, £ m, ) 2.3)
j=1

Tato rovnica vyjadruje, Ze ak generujeme retazec f spolu so zarovnanim z ret'azca e, mézeme
najprv vybrat' dizku retazca f danii nasou znalostou retazca e. Potom mdzeme zvolit' kam pripojit’
prva poziciu v retazci f dand znalostou refazca e a dizkou retazca f. Nasledne mozeme zvolit
identitu prvého slova v retazci f dana znalostou refazca e, dizky retazca f a pozicie v retazci e, ku
ktorej je pripojena prva pozicia v retazci f. Tak d’alej postupujeme, aZz kym ziskame zarovnanie
celého retazec.

Vypoctom podmienenej pravdepodobnosti pre zarovnanie sa zaoberaji IBM modely. Boli
vyvinuté vo Vyskumnom centre Thomasa J. Watsona firmy IBM. Modelov je celkovo 5 a prvykrat
boli popisané v Brown et al. (1993) (vid’ [8]). Kazdy model stavia na modeli predchadzajucom
a zaroven zvysSuje komplexnost’ zarovnania. Prvy znich si predstavime podrobnejsie, ostatné
v skratke.

Model 1

Tento model je najjednoduchsi. V modeli 1 aj v modeli 2 vyberdme najprv dizku pre retazec f za
predpokladu, Ze vietky dizky su rovnako pravdepodobné. Nasledne pre kazdu poziciu v retazci f
rozhodneme, ako ho prepojit’ s retazcom e a ktoré slovo z retazca f tam umiestnime. Pre model 1



predpokladame rovnakt pravdepodobnost’ vSetkych prepojeni pre kazda poziciu v retazci f. Z tohto
dovodu poradie slov v retazcoch e a f nema vplyv na P(fle).

Model 1 predpoklada, ze P(m|e) z rovnice 2.3 oznalime ako parameter € nezavisly na e a m.
Uvazujeme e ako konitantu rovni nejakému malému &islu. Clen P(aja; ™, f,7, m, ) je zavisly iba
na dizke | a je rovny (I+1)™. Clen P(filas’, fi ™, m, €) je zavisly na f; a e, vyjadrit ho mozeme ako
parameter t(fj|eaj), ktory nazyvame pravdepodobnost’ prekladu f; pre dané €a;- Rovnica 2.3 teda moze
byt prepisana do nasledovného tvaru:

€ m
P(f.ale) = WH tCflea,) @4

Hodnota &; pre j v rozsahu 1 az m mdze nadobudat’ hodnoty v rozsahu 0 az |. Preto mézeme
rovnicu 2.2 upravit’ nasledovne:

l I m
P(fle) = ﬁazo ...azgt(meaj) 2.5)

Pravdepodobnost’ prekladu t(fj|ea].) mézZeme vypocitat’ pouzitim nasledujicej rovnice:

S
t(filea) = 2% ) c(fle; £,e) (26)
kde:
m l
o ((fle) | |
c(fle; €)= sy o t(f|el>jz=15(f'm;5(e' ) 2.7)

a A oznacuje, Ze t(fi|eq;) musi byt normovand, aby pre kazdé slovo e platilo:

Y tfle) =1

f
S
Je= D D cfles £9,e) @9
f s=1

Prva suma v rovnici 2.7 vyjadruje poCet slova f v retazci f, druhd suma vyjadruje pocet slova e
v retazci e. & je funkcia Kroneckerovo delta.’ c(f|e; f, e) vyjadruje pocet prepojeni e na f v preklade
(fle). S vyjadruje pocet parov retazcov v prekladanych datach a s oznacuje poradie paru.

Vyuzitim uvedenych rovnic mézeme odhadnut’ parametre t(f|e) nasledovnym postupom:

1. Zvol pociatocné hodnoty pre t(f|e).

2. Vyuzitim rovnice 2.7 vypocitaj poéty c(f|e; £, e®) pre kazdy par viet.

3. Pre kazdé e ktoré sa objavi aspoii v jednom e® vypo¢itaj A, pomocou rovnice 2.8. Pre
kazdé f ktoré sa objavi aspoii v jednom £ vypogitaj t(fle) pomocou rovnice 2.6.

4. Opakuj body 2 a 3 az kym pre hodnoty t(f|e) nenastane pozadovana konvergencia.

® Kroneckerovo delta nadobuda hodnotu 1, ak sa jej dva argumenty navzajom rovnaju, inak nadobtda hodnotu 0
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Uvedeny postup sa nazyva EM® algoritmus. Pogiatoéna vol'ba hodnoty pre t(f|e) nie je dolezita,
pretoze P(fle) ma pre model 1 prave jedno lokalne maximum. Dokaz je uvedeny v [8].

Model 2
Model 1 je $pecialnym pripadom modelu 2 a teda zdiel'aju niekol’ko vlastnosti, ktoré st uvedené na
zaCiatku popisu modelu 1. Model 1 sa pouziva na pocéiatoény odhad parametrov pre model 2. V
modeli 2 pravdepodobnost’ P(f|e) zavisi na poradi slov v retazcoch e a f. Do vypoctu teda vstupuje aj
pravdepodobnostny model pre zarovnanie slov.

Clen P(ajlay ™™, 7, m, €) je teraz zavisly na j, a;, m aj |. Pravdepodobnost’ zarovnania teda zavisi
na pozicii oboch slov v retazci. Vyjadrime ju nasledovne:

a(a;lj,m 1) = P(ajla]™" £~ m,1) (2.9)

Zaroven musi byt’ splnena podmienka

l

za(ilj,m,l) -1

i=0

pre kazdu trojicu j, m, |. Rovnicu 2.5 teda upravime a ziskame nasledovnu rovnicu:

m l
P(fley =e| | D t(filepatili,m b (2.10)

j=1i=0

Napriek tomu, Ze je mozné pouzitim tychto dvoch modelov dosiahnut’ zaujimavé korelacie medzi
niektorymi parmi frekventovanych slov, ¢astokrat vedi k neuspokojivym vysledkom.

Model 3,4 a5
Vo zvy$nych troch modeloch ziskavame retazec f tak, Ze najprv pre kazdé slovo v retazci e
vyberieme pocet slov zretazca f, ktoré sa snim prepoja, potom tieto slova identifikujeme
a vyberieme pozicie v retazci f, ktoré tieto slova obsadia. Posledny krok uréuje prepojenia medzi
retazcom e a f a zaroven odliSuje tieto modely od seba.

V modeli 3 zavisi pravdepodobnost’ prepojenia na pozicii prepojenia a na dizke oboch retazcov.
V modeli 4 sa navyse pridava zavislost’ na identitach prepojenych slov a na poziciach ostatnych slov f
prepojenych na to isté slovo e. Model 5 je v mnohom podobny modelu 4, ale odstranuje dva podstatné
nedostatky predchadzajiicich dvoch modelov. Riesi konflikty, kedy by viacero slov obsadzovalo
rovnakt poziciu a ked’ vhodna pozicia pre slovo je najdena mimo hranic retazca f.

V modeloch 2, 3, 4 a5 pravdepodobnostné funkcie nemaju prave jedno lokalne maximum.
Inicializaciou kazdého modelu parametrami z predchadzajuceho modelu ziskame odhad parametrov
najvyssiecho modelu, ktoré nezavisia na nasom pociato¢nom odhade parametrov pre model 1.

V problematike rozpoznavania rei je rozSirené pouzivanie tzv. skrytych markovovskych
modelov (HMM)’. Tento pristup bol uplatneny aj pre d’alsi model zarovnavania slov. V HMM
nepozname postupnost’ stavov, ktorymi model prechadza, pozname vsak pravdepodobnosti
prechodov medzi nimi. Myslienkou HMM modelu zarovnavania slov je zavislost’ pravdepodobnosti
zarovnania na relativnej pozicii zarovnania slov, namiesto absolutnej pozicie [11].

Okrem piatich IBM modelov bol mimo IBM vyvinuty aj model 6 [12].

® EM = Expectation Maximization
" Hidden Markov Models



2.3.2 Symetriza¢né zarovnanie slov

Na grafické znazornenie slov sa obvykle pouziva matica zarovnania. Riadky predstavuju slova
v zdrojovom jazyku a stipce slovéa v cielovom jazyku. Zvyraznené prvky matice predstavuju mozné
zarovnania medzi slovami (body zarovnania). Toto bude ilustrované na obrazku 2.4.

Ako je vidiet' na obrazku 2.3, z jedného slova z zdrojovom jazyku méze v preklade vzniknut’
viac slov a taktiez viac slov v zdrojovom jazyku moze byt prelozené jednym slovom. Vyssie uvedené
modely umoziuji iba zarovnanie 1:N, druhy pripad teda nepodporuju.

Jednoduchym rieSenim tohto problému je vytvorenie zarovnania slov v oboch smeroch a ich
spojenie pomocou symetriza¢nych heuristik. Ak by sme spravili prienik vzniknutych matic, ziskali by
sme s vysokou pravdepodobnostou spravne zarovnania, avSak nie vSetky. Zjednotenie obsahuje
vsetky spravne zarovnania, ale okrem nich aj niektoré nespravne.
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Obrazok 2.4: Grafické znazornenie zarovnania a jeho Symetrizacia [13]

Symetriza¢né heuristiky

Vhodnym kompromisom medzi prienikom a zjednotenim su symetrizacné heuristiky. Jednou
z pouzivanych heuristik je algoritmus grow-diag-final alebo jej striktnejsi variant grow-diag-final-
and. Do mnoziny kone¢nych zarovnani prida najprv vSetky body zarovnania z prieniku. Pokracuje
pridavanim bodov zo zjednotenia, ktoré susedia s niektorym z bodov z prieniku. Susediacimi bodmi
mozu byt body vl'avo, vpravo, hore a dole (variant grow), prip. vsetky body 8-okolia (variant grow-
diag). V poslednom kroku sa pridavaji zvy$né body zarovnania medzi slovami zo zjednotenia.
Pridaju sa tie body, ktorych aspon jedno slovo nebolo doteraz zarovnané (variant grow(-diag)-final),
prip. ani jedno nebolo doteraz zarovnané (variant grow(-diag)-final-and). Pseudokod posledného
variantu znazoriuje obrazok 2.5 [14].



GROW-DIAG-FINAL (e2f, f2e) :

SUSEdne_bOdy = ((_110)1(Or_l)l(110)1(011)1(_11_1)1
(_1/1)/(17_1)7(171))
zarovnanie = prienik(e2f, f2e);

GROW-DIAG(); FINAL-AND(e2f); FINAL-AND (f2e);

GROW-DIAG() :
iteruj kym je mozné pridavat nové body
pre slovo v zdrojovom jazyku e = 0 .. en
pre slovo v cielovom jazyku f = 0 .. fn

ak (e je zarovnané s f)
pre kazdy bod zarovnania (e_a, f a)
ak ((e_a nebolo zarovnané alebo f a nebolo zarovnané)
a sucasne (e _a, f a) patri do zjednotenia (e2f,f2e))
pridaj bod zarovnania (e2f,f2e)

FINAL-AND (a) :

pre slovo v zdrojovom jazyku e a = 0 .. en
pre slovo v cielovom jazyku £ a = 0 .. fn
ak ((e_a nebolo zarovnané a sucasne f a nebolo zarovnané)

a suCasne (e _a, f a) patri do zarovnania a)
pridaj bod zarovnania (e a, f a)

Obrazok 2.5: Pseudokdd symetrizacnej heuristiky grow-diag-final-and

Cinnost’ tejto heuristiky si vysvetlime na priklade podla obrazku 2.6. Do mnoziny bodov
zarovnania sa najprv pridaji vSetky body prieniku, ktoré st vyznacené Ciernou farbou. Druhym
krokom je pridavanie susednych bodov zo zjednotenia vyznacenych Sedou farbou. Bod zarovnania
medzi slovami did a a sa v pripade heuristiky grow-diag-final-and neprida, pretoZe slovo did bolo uz
zarovnané so slovom no v druhom kroku pri pridavani susednych bodov. Ak by sme vSak pouzili
menej striktna heuristiku grow-diag-final, tento bol by bol tiez pridany [14].

botefada bruja
Maria no daba una a Jla verde
Mary
did
not

-
N

green

witch

Obrazok 2.6: Priklad ¢innosti symetriza¢nej heuristiky grow-diag-final(-and) [14]
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2.4 Model prekladu zaloZeny na frazach

Doteraz sme uvazovali, zZe veta sa sklada zo slov a na rovnakej urovni sme vykonavali aj preklad.
Ovel'a vyhodnejSie sa vSak ukéazalo rozdelit vetu na menSie sekvencie slov nazyvanych frdzy.
Prekladovy systém vytvoreny popri tejto praci vyuziva prave preklad zalozeny na frazach, preto si
podrobnejSie vysvetlime jeho pozadie. Obsah podkapitoly bol prevzaty z [15].

Pocas prekladu je veta f rozdelena na | fraz f{. Pravdepodobnost’ vietkych moznych rozdeleni je
rovnaka. Kazda fraza v cielovom jazyku f; je prelozend na frazu é; v zdrojovom jazyku. Frazy
v zdrojovom jazyku moézu byt preusporiadané. Pravdepodobnot’ prekladu frazy budeme oznaéovat
¢ (f:]&;). Povsimnime si, ze smer prekladu je kvoli Bayesovmu pravidlu obréateny.

Preusporiadanie fraz modelujeme ako distribiiciu pravdepodobnosti zmeny poriadia fraz
d(a; — b;_1), kde a; oznaduje pociatoénl poziciu frazy v cielovom jazyku, ktora bola prelozena na
i-ta frazu v zdrojovom jazyku a b;_; oznacuje koncovi poziciu frazy v cielovom jazyku prelozenu na
(i-1). frazu v zdrojovom jazyku. Jednoduchy model zmeny poradia fraz bude mat’ nasledujtci tvar:

d(a; — b;_y) = P11l (2.11)

Model prekladu nadobudne vysledny tvar:

1
P(illel) = | [#Giten da — by (2.12)

Pre frazovy preklad potrebujeme zhotovit’ tabulku fraz. To je mozné urobit’ viacerymi
navrhnutymi spésobmi. Frazovu tabul’ku mézeme vyextrahovat’ zo zarovnania slov.

Zo zarovnania slov vyberieme tie pary fraz, ktoré st konzistentné so zarovnanim slov.
Konzistentné pary fraz su tie, ktorych slova st zarovnané vylu¢ne medzi sebou a hie so slovami mimo
daného paru fraz. Na obrazku 2.7 si mézeme vSimnat,, Ze sucast'ou konzistentnej frazy mozu byt aj
nezarovnané slova.

£
£

konzistentné nekonzistentné konzistentné
Obrazok 2.7: Konzistencia frazovych parov [14]

Relativna frekvencia vyskytu frdzy je dana vzt'ahom:

pocet(f,é)

o(fle) = W

(2.13)

kde pocet(f, &) vyjadruje, kol’kokrat je fraza f zarovnana s frazou & v paralelnom korpuse.

Inym pristupom k vytvaraniu tabulky fraz je obmedzenie vyberu iba na tie frazy, ktoré su
syntakticky spravne. Marcu a Wong zase navrhli odvodit’ koreSpondencie medzi frazami priamo
Z paralelného korpusu. Tento pristup je vSak vypoctovo narocny.

Jednym sposobom, ako overit’ kvalitu prekladu frazy je skontrolovat, ako si vzajomne
koresponduju  preklady medzi jednotlivymi slovami frazy. Zavedieme preto distribuciu
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pravdepodobnosti lexikalneho prekladu, ktort uréime z rovnakého zarovnania slov, z ktorého sme
extrahovali frazy.

pocet(f,e)
X rrpocet(f',e)

w(fle) = (2.14)

Pre dany pér fraz f, & a zarovnanie slov a medzi poziciami slov v cielovom jazyku i = 1, ..., n
a poziciami slov v cielovom jazyku j = 0, 1, ..., m uréime lexikalnu vahu nasledovnym vztahom:

N -
pu(f. 8 a) = H 116G ead] v(;eawm'e’) (219)

Lexikalnu vahu pridame do modelu prekladu rozsirenim rovnice 2.12
I
P(fllel) = | [#(ile) dea; - bivdpu (Gile @) (216)
i=1
kde A urcuje silu lexikalnej vahy. Vhodnymi hodnotami pre tento parameter su ¢isla okolo 0,25.

24.1 Dekodér

Ulohou dekodéra je zhotovit' najlepsi preklad vyuzitim jazykového modelu a modelu prekladu. Pri
preklade sa veta rozlozi na vSetky mozné frazy, ¢im vznikne viacero moznosti prekladu. Pocet tychto
moznosti exponencialne rastie s dizkou prekladanej vety, ¢im sa zvia&Suje naroénost’ dekddovania. Na
prehladavanie stavového priestoru moznosti prekladu sa vyuzivaji informované metddy
vyhl'adavania, napr. algoritmus Best First Search, jeho variant Beam Search, prip. A*. Popri tom st
vyuzivané rozne heuristiky, ktoré zmenSuju stavovy priestor vyhl'adavania vyrad’ovanim niektorych
hypotéz. Na tento tcel sa Casto pouZiva prave algoritmus Beam Search.

Prekladanie je zaloZzené na tvorbe a hodnoteni hypotéz. Zacdina sa s prazdnou hypotézou,
preloZzenim frazy tato hypotéza expanduje na nové hypotézy. Pokracuje sa, kym sa nevycerpaju
vSetky moznosti prekladu. Vznikajiice hypotézy aktualizuju svoje ohodnotenie. Findlna hypotéza bez
neprelozenych slov s najlepSim ohodnotenim sa stdva vystupom hladania. Niekedy o nej hovorime
ako 0 najlacnejSom rieSeni.

Ohodnotenie hypotézy pozostava z kombinacie sucasného a potencialneho buduceho
ohodnotenia. Sucasné ohodnotenie je celkova pravdepodobnost’ doteraz prelozenych fraz v hypotéze,
ktora vznikla kombinaciou informacii z modelu prekladu, jazyka a preusporiadania. Ak by sa pouzilo
len stcasné ohodnotenie, vyhl'adavanie by malo tendenciu oznaCovat’ za najlepsi vysledok hypotézu,
ktorda mala na zaciatku vysoko ohodnotené slova. Pre potencialne budice ohodnotenie sa neuvazuje
model preusporiadania [9]. Pre rozne dlhé frazy sa z jazykového modelu pouziva pravdepodobnost’
unigramu pre prvé slovo, bigramu pre druhé slovo, trigramu® pre tretie a zvysné slové [15].

DiZku vystupu dekodéra mozeme ovplyvnit' pridanim parametra penalizicie w do rovnice 2.1
pre kazdé generované slovo v zdrojovom jazyku. V zavislosti na jeho hodnote st preferované dlhsie
alebo kratSie vystupy. Model prekladu P(f|e) moZno potom rozpisat’ pomocou rovnice 2.16.

¢ = argmax,P(f|e)P(e)wtka(® (2.17)

& Pojmy budu vysvetlené v podkapitole 2.5
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2.5 Jazykovy model

Pri skladani fraz do vysledného prekladu vyuzivame taktiez predikciu slov. Na to sluzi jazykovy
model, ktory obsahuje informacie o tom, s akou pravdepodobnostou sa v jazyku vyskytuje urcita
postupnost’ slov. Jazykovy model sa pouziva iba pre ciel'ovy jazyk.

Odhadovana postupnost’ slov viak nemdze mat' neobmedzent dizku. Preto sa pri vytvarani
modelu vychaddza z markovského predpokladu, Ze nasledujuce slovo ovplyviuje iba niekol'ko
predchadzajicich slov. Modely su prevazne zalozené na n-gramoch, kde za n moézeme dosadit
I'ubovol'né kladné celé &islo. Nasledujuce slovo ovplyviiuje n-1 slov. V praxi sa pre n pouZivaju
najcastejSie hodnoty 2 a 3, s ¢im analogicky stuvisia pojmy bigram a trigram [3].

Pri vytvarani jazykového modelu sa Casto stretneme S postupnostou slov, ktora doteraz nebola
zaznamenana. Aby jej nebola priradend nulova pravdepodobnost, vyuziva sa niekol'ko technik
vyhladzovania modelu (napr. Good-Turing, Written-Bell).

Empiricky bolo zistené, ze velkost' jazykového modelu priamo vplyva na vyslednu kvalitu
prekladu [16]. Model méZzeme vybudovat’ z trénovacich dat v cielovom jazyku alebo z dostato¢ne
rozsiahlych jednojazy¢nych korpusov, ktoré zvycajne spravuji narodné jazykovedné ustavy. Vyuzit
k tomu mézeme vol'ne dostupné nastroje (napr. RandLM, KenLM, SRILM, IRSTLM).

2.6 Metody hodnotenia kvality strojového prekladu

Po tom, ako ziskame preklad nejakého textu nas prirodzene zaujima, ako kvalitny je tento preklad.
Hodnotenie kvality prekladu nie je trividlny problém, pretoze kvalita prekladu nie je jednoznaény
pojem. Casto existuje viacero spravnych prekladov a pri rozhodovani, ktory je kvalitnejsi, asto do
procesu vstupuje subjektivny nazor. Preto bolo dolezité zaviest metriky, ktoré tento problém
rozhodnu.

26.1 Ruéné hodnotenie

Pri manualnom hodnoteni kvality prekladu nas zaujima nazor ¢loveka — prekladatel’a alebo pre
ktorého je cielovy jazyk jazykom materinskym. Hodnotitelia rozhoduju o presnosti a plynulosti
vystupného textu prekladaca. Vyuzivaju sa dotazniky a znamkovanie réznymi stupnicami. Taktiez
modzeme hodnotitel'a poziadat, aby strojovy preklad opravil a my zistujeme, aké Upravy boli
vykonané. Na zaistenie kvality ru¢ného hodnotenia potrebujeme zaistit’ viacero hodnotitel'ov. Rucné
hodnotenie je teda menej dostupné, pomalé a teda nevhodné pre fdzu vyvoja prekladového systému.

2.6.2 Automatické hodnotenie

Odstranit’ nevyhody ru¢ného hodnotenia je tlohou automatickych metdd hodnotenia. Takéto
vyhodnotenie je rychle, lacné a opakovatelne pouzité. Preklad zjedného prekladového systému
ohodnoti vzdy rovnako. VyZzaduje vSak existenciu asponi jedného, idedlne vSak viac ¢lovekom
vytvorenych referen¢nych prekladov. Hodnotenie danej metriky by navyse malo korelovat’ s l'udskym
hodnotenim.

BLEU
Najpouzivanej$ou metrikou pre hodnotenie kvality strojového prekladu je BLEU® vyvinuta firmou
IBM. Jej podrobny opis najdeme v sprave [17], zktorej Cerpa tato podkapitola. Vychadza
z myslienky, ze ¢im podobnejsi je strojovy preklad s profesionalnym l'udskym prekladom, tym je
lepsi. Na porovnavanie medzi prekladmi dokaze pouzit' viacero referenénych prekladov. Metrika
porovnava zhody n-gramov medzi strojovym a referencnym prekladom ana zdklade ich poctu
pridel'uje skore. Tieto zhody st navyse nezavislé na pozicii vo vete.

Vyhodnotit' poéet zhod moédzeme jednoducho tak, ze spocitame pocet slov (unigramov)
v kandidatnom (strojovom) preklade, ktoré sa zarovefi objavuju aj v niektorom z referenénych
prekladov. Tento pocet nasledne vydelime celkovym poétom slov v kandidatnom preklade. Pri tejto

’ BLEU = BiLingual Evaluation Understudy, ¢ita sa [blu:]
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jednoduchej tivahe vSak dosiahne nezmysleny preklad s vhodnymi opakujicimi sa slovami vysoké
skore, iba vd’aka tomu, Ze tieto slova sa vyskytli v referencnom preklade. NavySe strojovy preklad
Casto generuje VACSi pocet slov, ako je v referenénom preklade. To je samozrejme neziaduce, preto
metrika BLEU pouziva tzv. modifikovani unigramovua presnost’. Spocita sa najprv pocet vyskytov
slov v jednotlivych referenénych prekladoch a vyberie sa maximum. Toto maximum nam urcuje
najvyssi mozny pocet prepojeni slova z kandidatneho textu so zhodnym slovom z referenéného textu.
Ak sa teda najde v referencnom preklade zhodné slovo, toto uz nemoéze byt pouzité pri dalSej
najdenej zhode a dané slovo sa v kandidatnom texte uz méze vyskytnit' najviac maximum-1 krat.
Pocet prepojeni sa nakoniec vydeli celkovym po¢tom kandidatnych slov. Podobnym spdsobom sa
pracuje aj pre vacsie celky slov (n-gramy). Pri pouziti unigramov sa zameriavame na adekvatnost
pouzitych slov, zatial’ ¢o vacsie celky slov skiimaji plynulost’ prekladu. Experimentalne bolo zistené,
ze pre najlepsiu korelaciu s 'udskym hodnotenim je najvhodnejSie pouzitie 4-gramov. Pouzivaju sa
v8ak v kombinacii s unigramami, bigramami a trigramami, priCom vyuZivame ich geometricky
priemer.

Pre cely text najprv uréime zhody n-gramov pre kazdd vetu zvlast. Potom zistime pocet
prepojenych n-gramov a vydelime ho celkovym poctom kandidatnych n-gramov.

_ ZKe{Kandidéti} Zn—gram €K pocetprepojenych (Tl - gram)
n — < 7
ZK’E{Kandidéti} Zn—gram’ek" pocet(n —gram )

(2.18)

Metrika BLEU berie do Givahy aj dizku prekladu. Preklady, ktoré s dlhsie ako referenéné,
penalizuje modifikovana n-gramova presnost. Pre kratSie preklady bola zavedena penalizacia
stru¢nosti BP. V pripade viacerych referenénych prekladov vyberame ti dizku, ktora sa najviac blizi
dizke kandidatneho prekladu (najblizsia dizka). Pre zhodné dizky méa penalizicia hodnotu 1. Pre
vypodet penalizacie celého prekladu uréime najprv efektivnu dizku referenéného prekladu r stétom
najblizsich dizok vietkych kandidatnych viet. Ako ¢ ozna¢ime celkovu dizku kandidatneho prekladu.

1 akc>r

e(1-7/0) akc<r (2.19)

BP = {

Vysledné skore sa potom pocita tak, geometricky priemer modifikovanej n-gramovej presnosti
vynasobime penalizaciou:

N
BLEU = BP X exp (Z wy log pn> (2.20)
n=1
N
r
log BLEU = min(l _E'O) +an log pn (2.21)
n=1

Odporucana hodnota pre uniformné vahy w,, = 1/N, N = 4. Ziskame tak ¢islo v rozsahu 0 az 1
(resp. vynasobené ¢islom 100), kde vysSie Cislo znamena lepsi preklad. Vysledné skore zavisi na
viacerych faktoroch, medzi inymi aj na pocte referencnych prekladov.

Metrika BLEU ma vsak aj niekol’ko nevyhod. Za zmienku stoji samotné vyuzivanie n-gramov,
¢im sa znevyhodiuju kratke vety. V praci [18] bolo poukazané na niekolko zasadnych problémov.
Hlavnym cielom bolo Vv rozpore s tvrdeniami autorov metriky [17] ukazat, ze metrika nemusi vzdy
korelovat' s l'udskym ohodnotenim. Dalej bolo ukazané, 7e metrika sa nehodi na porovnavanie
prekladovych systémov zalozenych na rozdielnych prekladovych stratégiach. Taktiez zlepSenie skore
nemusi nevyhnutne znamenat’ zlepsenie kvality prekladu.
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NIST

Tuto metriku vyvinula z poverenia agentiry DARPA rovnomenné organizicia NIST™. Je zalozen4 na
predoslej praci spolo¢nosti IBM na metrike BLEU. Odstranuje niektoré vyssie spomenuté nevyhody
metriky BLEU. Pre vypocet skore sa pouziva aritmeticky priemer namiesto geometrického, ¢im sa
odstrafiuje znevyhodnenie kratsich viet. Dal§im rozdielom je priradovanie viéSej vahy tym
n-gramom, ktoré majii vysSiu informaénti hodnotu. Cim menej frekventovany je n-gram, tym ma
vy$§iu hodnotu. Iny pristup bol zvoleny aj pre urovanie penalizacie stru¢nosti. Bol tak
minimalizovany vplyv malych rozdielov medzi dizkami prekladov [19].

METEOR

Rekciou na predoslé dve metriky bol vznik novej, ktorej autori uvadzaju lepSie dosiahnuté vysledky.
Metrika dokaze identifikovat’ spravnost’ prekladu aj pri pouziti synonym ¢i parafraz. Nie je teda az
tak zavisla na pocte referenénych prekladov, aj ked’ ich samozrejme vyzaduje. Je zaloZena na
porovnavani unigramov, pre ktoré vytvara zarovnanie. TaktieZ vyuZiva stemmovanie™ [20].
Nevyhodou metriky METEOR je jej malé pokrytie na jazykoch, v suc¢asnosti slovencina, na rozdiel
od ¢estiny, stale nie je podporovana.

Dal§imi pouzivanymi metrikami je Word Error Rate (WER), zaloZeny na edita¢nej vzdialenosti na
urovni slov. Ide o jednu z prvych pouzivanych a vel'mi jednoduchych metrik. Medzi d’al$ie metriky
patri NEVA, WAFT a TER/HTER.

2.7 Existujuce rieSenia

Na trhu je mozné najst’ viacero vol'ne dostupnych aj komerénych softvérovych rieSeni strojového
prekladu. Najjednoduchsie z nich vyuzivaju priamy preklad pomocou rozsiahleho slovnika. Dokazu
uzivatel'ovi poskytnat’ priblizny, nie vel'mi kvalitny preklad. Pre pochopenie kontextu prekladu je
Casto nutna aspon znalost’ zakladov daného cielového jazyka. Ako priklad moéZzeme uviest PC
Translator. Medzi sofistikovanejSie systémy, ktoré sa objavili na Cesko-slovenskom trhu moézeme
zaradit’ Skik, Transen ¢i Eurotran.

Vyvinat kvalitny prekladovy systém je stale naro¢nou tilohou, pocéet uspesnych projektov nie je
vysoky. Bolo vSak preukazané, ze preklad medzi dvojicami pribuznych jazykov dosahuje viditel'ne
lepsie vysledky v porovnani s jazykmi z rozdielnych jazykovych skupin [21].

Jednym z takychto systémov bol projekt RUSLAN vyvinuty v Ustave formalnej a aplikovanej
lingvistiky na Univerzite Karlovej v Prahe v 80. rokoch. Sluzil najmd na preklad dokumentacie
Z Cestiny do rustiny. Systém bol zalozeny na pravidlach, vykonaval uplntt morfologicku a syntakticka
analyzu cCeStiny, prenos a syntaktické a morfologické generovanie rustiny. Spociatku sa
predpokladalo, Ze prenos syntaxe a sémantiky nebude kvoli podobnosti jazykov vobec potrebny. Toto
sa vSak v priebehu vyvoja zmenilo, bolo vyuzitych niekol'ko origindlnych myslienok. Vyhodnotenie
vysledkov ukézalo, ze priblizne 40% prekladu je spravne, 40% vyZaduje drobni opravu ¢lovekom
a zvy$nych 20% predstavovalo nespravny preklad vyzadujuci opravy [22].

Skusenosti nadobudnuté pri vyvoji systému RUSLAN boli tym istym tstavom vyuzité pri
dalsom prekladovom systéme CESILKO. Jeho primarnym ciefom bola opét’ lokalizicia prevazne
technickych textov. Systém V sucasnosti prekladd do slovenciny a experimentdlne aj do pol’Stiny
a litov¢iny. Zakladnou myslienkou systému bolo maximalne t'azit’ z podobnosti tychto jazykov, preto
bola zvoleny priamy preklad ,,slovo na slovo®. Najva¢§im problémom, s ktorym sa systém stretaval
pre tuto dvojicu jazykov bola morfologicka nejednoznacnost’ jednotlivych slovnych foriem. RieSenim
bola aplikdcia morfologickej analyzy a znaCkovaca. Systém dosahuje priblizne 90% uspeSnost’
Vv porovnani s l'udskym prekladom [22].

10 NIST = National Institute of Standards and Technology
' Stemmovanie je proces, ktorym sa pre dané slovo vytvori jeho korefi
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Medzi najpouzivanejSie volne pristupné online prekladace patria Google Translate od
spolo¢nosti Google a Bing Translator od spolo¢nosti Microsoft. Oba nastroje predstavuju zastupcov
Statistického strojového prekladu. Google Translate v suc¢asnosti pontika preklad medzi 66 jazykmi,
Bing Translator medzi 41 jazykmi. Je zrejmé, ze kvalita prekladu je silno zavisla na mnozstve
dostupnych paralelnych textov. Pre dvojicu ¢eStina - slovencina dosahuje na prvy pohlad lepsie
vysledky Google Translate. PouZitie oboch nastrojov je obmedzené urcitymi limitmi, preto sa nehodia
na jednorazové preklady obsiahlejsich textov.
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3  Navrh systému

Pocniic touto kapitolou bude za zdrojovy jazyk povazovana CeStina a za cielovy jazyk slovencina.
Obsahom kapitoly bude popis pouzitych textovych zdrojov a nastrojov.

3.1 Paralelny korpus

Zakladnym predpokladom vytvorenia Statistického prekladového systému je existencia alebo
vybudovanie paralelného korpusu. Paralelny korpus (bitext) je stibor dvojjazy¢nych textov v strojovo
citatelnom formate, pricom jeden text je prekladom druhého. Korpusom vsak nie je mozné pokryt’
celu $kalu prirodzeného jazyka, vzdy bude predstavovat iba vzorku. Preto nasou snahou je
vybudovat’ ¢o najvacsi korpus.

Ako jeden z najstarsich paralelnych textov mézeme uviest’ staroegyptsku Rosettski dosku, ktora
obsahuje jediny text vtroch rdznych prekladoch. Jej objav vyrazne prispel k rozlisteniu
hieroglyfického pisma. Paralelné korpusy vznikaju najcastejSie ako zbierka pisomnych dokumentov
Statov a organizacii, ktoré maju viac ako jeden Uradny jazyk. Paralelny korpus vytvoreny zo zapisov
z rokovania kanadského parlamentu, v ktorom sa pouziva anglitina a franctiz§tina, sa zname pod
nazvom Hansard. Podobna situacia je napr. aj v Hong Kongu & Svajéiarsku. Dalsim zaujimavym
zdrojom pre vybudovanie paralelného korpusu st dokumenty Organizacie spojenych narodov i
Europskej tnie.

Pre dvojicu jazykov CeStina a slovencina je situdcia mierne komplikovanejsia. Je to zapriCinené
ich velkou blizkostou a podobnost’ou. Vel'ka vd¢sina populacie oboch narodov rozumie bez vac¢sich
problémov druhému jazyku. Najmd vSak slovenska populdcia vyuziva Cesky lokalizované pisomné
dokumenty (knihy, filmové titulky a pod.), preto je produkcia slovenskej lokalizacie menej
frekventovana.

Existujuci paralelny slovensko-&esky korpus spravuje Jazykovedny ustav L. Stara Slovenskej
akadémie vied. Jeho online verzia vSak umoziuje iba vyhl'adavanie. Preto bolo nutné vytvorit’ vlastny
paralelny korpus.

3.1.1 Pouzité zdroje

V tejto podkapitole si predstavime zdroje, z ktorych som Cerpal pri budovani paralelného korpusu.

JRC-ACQUIS Multilingual Parallel Corpus

Acquis communautaire je suhrnny nazov pre legislativne texty prijaté Europskou tniou (EU) a jej
pribuznymi organizaciami od 50. rokov po sucasnost. Ich prijatie je vstupnou podmienkou pre
kandidatov na vstup do EU. Tieto texty su prelozené do vsetkych oficidlnych jazykov EU,
predstavujii preto vyborny zdroj pre paralelné Cesko-slovenské texty. Data su volne dostupné ako
samostatné XML subory pre kazdy jazyk. Pre kazdy jazykovy par je dostupny zarovnavaci subor
vytvoreny pomocou nastroja Hunalign alebo Vanilla, ktory uzivatel'ovi umoziuje zo ziskanych XML
stiborov vytvorit’ vlastny paralelny korpus [23].

OPUS

OPUS" je projekt, ktory vytvara neustale rasticu zbierku prekladov textov dostupnych na internete.
Data st vol'ne poskytované ako samostatny TMX stbor pre kazdy dostupny jazykovy par. Texty su
viiom uz teda zarovnané, avSak bez manualnej korekcie. Z dostupnych paralelnych textov pre
dvojicu Cestina - slovenéina som vyuzil dokumentaciu Eurdpskej centralnej banky, dokumenty
Europskej medicinskej agentiry (EMEA), text Europskej ustavy, lokalizacné texty pracovného

! http://opus.lingfil.uu.se/

17


http://opus.lingfil.uu.se/

prostredia KDE4 a filmové titulky zo servera OpenSubtitles’. Dostupny bol aj korpus z manualu
k PHP, avsak tento som po zbeznej vizualnej kontrole vyhodnotil ako nekvalitny [24].

Europarl

Europarl® je korpus podporovany projektom EuroMatrixPlus, zameranym na vyuZitie strojového
prekladu jazykov EU. Je vybudovany zo zapisnic rokovani Eurépskeho parlamentu v rokoch 1996-
2011. V aktualnej verzii 7 je v korpuse obsiahnutych 21 jazykov. Nevyhodou tohto korpusu vsak je,
ze zarovnania su dostupné pre kazdy jazyk iba s anglictinou [21].

Prekladovy slovnik
Do korpusu som sa rozhodol zaradit’ aj hesld z poskytnutého prekladového slovnika® z neznameho
zdroja. Tento som navyse rozsiril aj o hesla z Seského synonymického slovnika®.

Knihy

Pre potreby tohto projektu som zostrojil aj korpus knih. Zdrojom boli elektronické verzie knih, najma
svetové bestsellery, povinna literatira na Skolach, Biblia. Podarilo sa mi zozbierat’ 51 knih
dostupnych v oboch jazykoch v elektronickej podobe.

Tento korpus som sa vSak rozhodol nepouzit’ z dvoch hlavnych dévodov. Preklady literarnych
diel do ceStiny a slovenciny vo vacéSine pripadov vychadzali z iného cudzieho jazyka (angliCtina,
nemcina) a Casto sa prejavovala fantazia a vol'nost’ prekladatela, kvoli ¢omu mali jednotlivé preklady
od seba viditelne daleko. Druhym dovodom je, Ze vécSina literarnych diel nepatri medzi volne
Siritel'né a tak je ich pouzitie otazne z pravneho hl'adiska.

3.2 Jazykovy model

Na vytvorenie jazykového modelu som v prvej faze vyvoja pouzil slovensku cCast’ vytvoreného
paralelného korpusu. Model bol pomenovany join.clean.low.sk. Ako uz bolo spomenuté v kapitole
2.5, velkost’ modelu ma vplyv na vyslednu kvalitu prekladu. Vysledky v praci [16] ukazujt, ze vicSie
modely dosahuju lepsie vysledky v porovnani s men$imi modelmi. Preto som sa eSte pred zaciatkom
tréningovej fazy rozhodol pouzit’ iny model.

Na strankach Jazykovedného ustavu I. Stara Slovenskej akadémie® vied je volne k dispozicii
korpus s ozna¢enim prim-5.0. Stcast'ou tohto korpusu st aj dostupné jazykové modely. Pre vyvoj
systému som zvolil model s ozna¢enim prim-5.0-sane-lowercase, ¢o znamena, Ze model je vytvoreny
z vycisteného Korpusu bez textov nezodpovedajucich niektorym kritériam (spravna diakritika,
sigasny spisovny jazyk, nelingvistické texty) a z tokenov’ konvertovanych na malé pismena. Model
bol vytvoreny pomocou nastroja IRSTLM s vyhladzovanim Written-Bell a je vo formate iARPA.
Model obsahuje n-gramy do vel’kosti 3 v nasledovnych poctoch:

Vel'kost’ Pocet

n-gramu | prim-5.0-sane-lowercase | join.clean.low.sk
1 3562288 881389
2 88773704 5382778
3 308220646 3244695

Tabul’ka 3.1: Velkosti jazykovych modelov

2 http://www.opensubtitles.org/

¥ http://www.statmt.org/europarl/

* subor sloces, /mnt/minerval/nlp/projects/mt_sk2

® /mnt/minerval/nlp/dicts/others/synonyma/1998

® http://korpus.juls.savba.sk/prim(2d)5(2e)0.html

" Za token sa povazuje slovo, &islo, interpunkéné znamienko, operator a pod.
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Pre porovnanie, vel'’kost’ modelu prim-5.0-sane-lowercase je 12,1 GB a modelu join.clean.low.sk 0,27
GB.

3.3 Pouzité nastroje

Citatelovi, ktory nevynechal kapitolu 2, prip. sa orientuje v tedrii statistického strojového prekladu, je
jasné, ze vytvorenie prekladového systému nie je trividlna zalezitost. Implementacia vlastnych
nastrojov vytvarajacich vSetky potrebné modely pre preklad by bola nad ramec tejto prace. V tejto
oblasti vSak uz bolo vyvinutych niekol’ko kvalitnych nastrojov, ktoré som sa rozhodol pouzit. V tejto
podkapitole si ich predstavime.

3.3.1 MOSES

Moses® je neustale vyvijany open source toolkit (subor nastrojov) vydany pod licenciou GNU LGPL?,
sluziaci na vyvoj Statistického prekladového systému. Umoziuje vytvarat prekladové modely pre
I'ubovol'ny jazykovy par.

Jadrom Mosesa je dekodér, ostatnd cinnost’ (tréningova faza) je zabezpeCena nastrojmi
vyvinutymi tretimi stranami. Pre tréningovy proces je vyzadovany paralelny korpus so zarovnanim po
vetach. Za jednu z vyhod Mosesa je povazované to, ze prekladovy systém moézeme vybudovat na
mieru datam, ktoré budeme prekladat’. Ak teda paralelny korpus obsahuje texty z podobnej domény,
aki budeme prekladat, dosiahneme lepsie vysledky. Dalsou vyhodou je, Ze je dobre
zdokumentovany. Moses dokaze vytvorit' prekladové modely zalozené na frazach, hierarchické
modely zaloZené na frazach a syntaktické modely. Pre tcely budovaného prekladového systémy
pouzijeme modely zaloZené na frazach.

Proces tréningu zabezpeduju externé nastroje, vac¢Sinou implementované v jazyku Perl alebo
C++. Tréning obsluhuje skript train-model.perl, proces ma 9 krokov a prisluSnymi parametrami
mozeme zvolit, ktorym krokom zadat’, prip. skongit. Standardne tréning prebieha v nasledujtcich
krokoch:

1. Priprava dat (korpusu)

2. Beh GIZA++ — proces prebieha v oboch smeroch zo zdrojového jazyka na cielovy
a naopak; ¢asovo najnarocnejsi krok

Zarovnanie slov — kombinacia vysledkov predoslého kroku pomocou zvolenej
symetrizacnej heuristiky

Vytvorenie lexikalnej prekladovej tabulky

Extrakcia fraz

Ohodnotenie fraz

Vytvorenie modelu preusporiadania

Vytvorenie generovacieho modelu

Vytvorenie konfiguracného suboru

w

©ooN A

3.3.2 GIZA++

Na zarovnavanie slov Moses vyuZiva nastroj GIZA++™. lde o rozsirenie povodného programu GIZA,
ktory bol stcastou projektu EGYPT™. Ten bol vyvinuty pocas letného workshopu v roku 1999
v Centre pre spracovanie reci a jazyka na Univerzite Johna Hopkinsa.

8 http://www.statmt.org/moses/

® http://www.gnu.org/copyleft/lesser.html

19 https://code.google.com/p/giza-pp/

1 http://old-site.clsp.jhu.edu/ws99/projects/mt/toolkit/
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GIZA++ navrhol a vytvoril F. J. Och [12]. Program implementuje IBM modely 1 az 5 a model
HMM. Dokaze sa naucit’ Statistické strojové modely, Moses ju vSak vyuziva iba na zarovnanie slov.
Uplny zoznam vyleps$eni oproti pdvodnému programu je obsiahnuty v dokumentacii.

Program vyzaduje na vstupe Specialny format suborov. Ten je mozné vytvorit pomocou
prilozenych programov. Prvym krokom je spustenie programu plain2snt.out, ktory pretransformuje
Cisty text z korpusu na pozadovany format. Vystupom je slovnikovy subor VCB a bitextovy subor
SNT. Slovnikovy subor obsahuje riadky vo formate ,,ID retazec pocet vyskytov . V bitextovom
subore st pre kazdi dvojicu viet urcené tri riadky. Na prvom riadku je zapisany pocet vyskytov tohto
vetného paru. Na druhom riadku sa nachadza veta v zdrojovom jazyku a na tretom riadku veta
v cielovom jazyku. VSetky tokeny v oboch vetach su nahradené unikatnym ciselnym identifikatorom.
Dévodom je mensSia vypocetna narocnost’ operacii nad Cislami oproti retazcom.

Proces zarovnavania slov je nielen Casovo, ale aj pamét'ovo naro¢ny. Preto je pre velké korpusy
vhodné spustit’ program snt2cooc.out, ktory vytvori subor obsahujuci miery spolo¢ného lexikalneho
vyskytu v korpuse. Taktiez pre IBM modely 4 a vysSie je vhodné rozdelit’ slova do tried. Na to sluzi
program mkcls. Vsetky doteraz uvedené ¢innosti boli sucastou kroku 1 z vy$Sie uvedengj
postupnosti.

Vystupom zarovnania slov nastrojom GIZA++ je viacero suborov, nas vSak bude zaujimat’ len
subor zarovnania, ktory je pomenovany *.A3.final. Ako uz bolo spomenuté, proces zarovnavania slov
prebieha v oboch smeroch, preto tieto subory su dva a prefixom ich nazvu je oznalenie jazykov
vyjadrujiice zaroven smer zarovnania (cs-SK, sk-cs). Informacia o zarovnani je pre kazdy vetny par
v stbore na troch riadkoch. Prvy riadok obsahuje poradové &islo vety v korpuse, dizky zdrojove;
a cielovej vety a pravdepodobnost’ ich zarovnania. Druhy riadok obsahuje cielovl vetu. Treti riadok
predstavuje zdrojovi vetu, kde za kazdym tokenom je mnozina Cisel, ktoré znamenaju pozicie
tokenov v cielovej vete, na ktoré st tokeny v zdrojovej vete zarovnané. Format siboru znazormuje
obrazok 3.1.

# Sentence pair (3) source length 7 target length 7 alignment score : 0.00401359
komise evropského spolecenstvi pro atomovou energii ,

NULL ({ }) komisia ({ 1 }) eurdpskeho ({ 2 }) spoloCenstva ({ 3 }) pre ({ 4 })
atémova ({ 5 }) energiu ({ 6 }) , ({ 7 })

# Sentence pair (7) source length 3 target length 4 alignment score : 3.00085e-09
prijala toto rozhodnuti :
NULL ({ }) rozhodla ({ 1 2 }) takto ({ 3 }) = ({ 4 })

Obrazok 3.1: Priklad suaboru zarovnania

Pre urychlenie procesu zarovnavania slov je mozné vyuzit’ alternativy k néstroju GIZA++. Prvou
je modifikicia MGIZA++, ktord umoziiuje viacvlaknové spracovanie. Jej pouzitie je vhodné na
pocitacoch s viacjadrovym procesorom (napr. athenal, 2, 3). Druhou moznost'ou je spustat tento
proces paralelne na pogitatovom clusteri nastrojom PGIZA++",

3.3.3 Ostatné nastroje

Pre vytvorenie povodného jazykového modelu bol pouzity nastroj SRILM™, ktory je po stihlase
S licenénymi podmienkami mozné zadarmo ziskat’ na vyskumné ucely.

Na spracovanie textovych dat a pripravu paralelného korpusu bolo vyuzitych niekolko
skriptov. Niektoré boli vydané v ramci korpusu Europarl a su tiez dodavané ako stucast’ Mosesa. Dalej
som pouzil niekolko vlastnych skriptov, ktoré vSak vicSinou slazili na jeden ucel a nie su
podrobnejsie zdokumentované. Vynimku tvori konzolova aplikacia, ktorej dokumentacia je v prilohe.

12 hitp://mww.kyloo.net/software/doku.php/mgiza:overview
13 http://www.cs.cmu.edu/~qing/giza/
1% http://www.speech.sri.com/projects/srilm/download.html
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4 Realizacia systemu

Obsahom tejto kapitoly bude popis zostavenia prekladového systému vyuzitim predstavenych
nastrojov od vybudovania paralelného korpusu az po zaverecné vyhodnotenie zvolenymi metrikami.

4.1 Tvorba paralelného korpusu

Takmer vsetky zdroje, z ktorych som Cerpal pri zostavovani korpusu boli dodavané vo formate XML.
Prvym krokom teda bolo odstranenie XML znaciek z jednotlivych stiborov. Pri vizualnej kontrole
bolo zistené, Ze korpus z filmovych titulkov nie je v niektorych svojich ¢astiach validny. V niektorych
usekoch si repliky vobec nekoreSpondovali, z Coho bol vyvodeny zaver, Ze v danom useku boli k sebe
priradené repliky z dvoch réznych filmov. Manualnou korekciou boli tieto Giseky odstranené.

Ako d’alsi som spracoval prekladovy slovnik. Poskytnuty stibor bol vo formate, kde na prvom
riadku bolo heslo v slovencine a na druhom a tretom riadku to isté heslo v ¢estine. Stibor som rozdelil
na dva, zvlast’ s ¢eskymi a zvlast’ slovenskymi heslami. Nasledne som tieto siibory rozsiril pouZzitim
ceského synonymického slovnika. Pre kazdé Ceské heslo bolo najdené jedno alebo viac synonym,
tieto boli doplnené medzi ceské hesla a knim bol medzi slovenské hesla priradeny preklad
povodného Ceského hesla. Obidva subory st zarovnané po riadkoch. Povodny slovnik zvacsil svoj
objem po rozsireni z 149 879 hesiel na 258 015 hesiel.

Najnaro¢nejSim pri tvorbe korpusu bolo spracovanie korpusu Europarl. Tento korpus je
zarovnany po vetach, pre kazdy jazykovy par v dvoch suboroch. Ako uz bolo spomenuté, pre tento
korpus st dostupné len zarovnania s anglictinou. Jednotlivé zarovnania medzi sebou navySe
vel’kostou nezodpovedaji. Pre konkrétny pripad cestiny a slovenéiny obsahoval ¢esko-anglicky
korpus viac riadkov ako slovensko-anglicky. Rozdiel bol spdsobeny predovsetkym absenciou
niektorych pasazi v slovensko-anglickom korpuse, ale aj tym, Ze kym v ¢eskej lokalizacii bola dlha
veta z angli¢tiny prelozena ako suvetie, v slovenskej lokalizacii to boli dve vety na dvoch riadkoch.
Experimentalne bolo zistené, ze v pripade, ak sa existuje preklad anglickej vety do cCeStiny aj
slovenciny, rozdiel ich umiestneni v stiboroch je maximalne 7000 riadkov v oboch smeroch. Preto bol
navrhnuty algoritmus, ktory na zaklade tohto kritéria najde koreSpondujtice dvojice viet a ulozi ich do
suboru so zarovnanim po riadkoch. Predtym vSak bolo potrebné zo suborov odstranit’ Casto sa
opakujuce vety, ktoré znizovali uspeSnost’ algoritmu (napr. zauzivané formuly pre otvaranie
zasadania a pod.). Proces zarovnania bol kvoli rozsahu suborov, poctu iteracii a operaciam nad
retazcami pomerne Casovo ndro¢ny. Moznou, ale neimplementovanou heuristikou by bolo
vyhl'adavanie od pozicie posledného uspesne zarovnaného paru. Je pravdepodobné, ze po tispesnom
zarovnani bude nasledovat’ séria d’alSich uspesnych zarovnani, az kym sa opat’ nenarazi na absenciu,
prip. rozdelenie na dve vety. Implementovany algoritmus vSak splnil svoj ucel.

Pri vytvarani korpusu z literatiry bolo nutné jednotlivé knihy previest na jednotny textovy
format. Dalej bolo potrebné z knih odstranit niektoré udaje, ako napr. Gvodné strany, doslovy
prekladatelov ¢i tiraz. Z dovodov uvedenych v kapitole 3.1.1 som vsak tento korpus nepouzil. Nie je
vSak vylucené jeho pouzitie v buducnosti.

Jednotlivé vytvorené korpusy z réznych domén som sa rozhodol spojit’ do jedného velkého
korpusu rozdeleného na ¢esku a slovensku ¢ast’ do dvoch stborov. Velkost' vysledného korpusu je
4766 281 zarovnanych riadkov, subory obsahuju 51 309 358 ceskych tokenov a 51 381 335
slovenskych tokenov™.

! Merané prikazom wc -w na merlin.fit.vutbr.cz; podla athenal je to 51 484 931 (cs) a 51 545 850 (sk).
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4.2 Priprava paralelného korpusu

Pred spustenim tréningovej fazy bolo tiez nevyhnutné vykonat’ urcité pripravné prace na korpuse. Tie
spocivali v nasledovnych Cinnostiach, ktoré boli vykonané pomocou hotovych skriptov dodavanych
V ramci Mosesa.

Prvym a dolezitym krokom bolo rozdelit’ vSetky vety v korpuse na tokeny. To znamena vlozit’
biely znak (medzeru) medzi slova a interpunkéné znamienka, prip. operatory. Ddlezitost’ tohto kroku
spociva v tom, ze napr. interpunkéné znamienko na konci vety by bolo nespravne povazované za
sucast’ posledného slova.

Dalsim krokom je vy¢istenie korpusu prili§ dlhych a kratkych viet. Ako hranicu som zvolil
minimalnu diZku 2 tokeny a maximalnu dizku 50 tokenov. Skript vykonavajuci Gistenie odstrafiuje aj
prazdne riadky, tie by sa vSak v tejto faze nemali uz v korpuse nachadzat. Dévodom odstranenia
prili§ dlhych viet (riadkov) je ¢asova naro¢nost’ ich spracovania programom GIZA++. Celkovo bolo
odstranenych 358 962 riadkov. Neskor sa ukazalo, ¢ minimalna dizka bola zvolena nevhodne,
pretoZe sa tym z korpusu odstranili vSetky jednoslovné hesla pridané do korpusu zo slovnika. Preto
bol implementovany nastroj, ktory doplni v pripade potreby vystup Statistického prekladu o preklad
slovnikovy. Jeho popis bude uvedeny v kapitole 4.6.

Ako nasledujuci krok je nutné vykonat jednu z nasledovnych operacii. Prvou moznostou je
zmena vSetkych pismen v korpuse na malé pismena, tzv. lowercasing. Druhou moznost'ou je tzv.
truecasing. Pri iom sa najprv musia vytvorit’ $tatistiky z nespracovaného textu. Nasledne je kazdému
slovu na zaklade $tatistiky pridelena jeho pravdepodobna vel’kost’ pismen. Veta ,,Student Peter DNES
navstivil Bratislavu. by po aplikovani truecasingu vyzerala takto: Student Peter dnes navstivil
Bratislavu. Ked’ze pouzity jazykovy model bol vytvoreny zo slov s malymi pismenami, pre tento krok
som zvolil lowercasing.

Na textovych datach uz neboli vykonané d’alSie operacie ako napr. lemmatizacia alebo
morfologicka analyza (part-of-speech tagging). Jednym =z dbévodov bola aj nedostupnost’
plnohodnotnych nastrojov pre sloven¢inu.

Na zaver bol korpus rozdeleny na tri ¢asti, 90% tvori tréningovu sadu, 5% tvori optimaliza¢nu
sadu a 5% testovaciu sadu. Aby sa do kazdej sady dostali texty zo vSetkych pouzitych korpusov,
rozdelenie nie je spojité. Korpus sa teda delil takym sposobom, Ze 90 riadkov i8lo do tréningove;j
sady, nasledujucich 5 riadkov do optimaliza¢nej sady a d’alSich 5 riadkov do testovacej sady atd’.

4.3 Trénovanie prekladového systému

Po vykonani predoslych krokov mézeme pristupit’ k fdze tréningu. Ten obsluhuje Moses, konkrétne
skript train-model.perl. Jeho ¢innost je mozné ovplyvnit' Sirokou S$kalou parametrov. Ako
symetrizacnu heuristiku som nastavil grow-diag-final-and.

Proces tréningu je ¢asovo narocny, v mojom pripade trval priblizne 30 hodin na stroji athena3.
Produktom tohto procesu je viacero suborov, najdolezitejSie su vSak tri: tabulka fraz, tabulka
preusporiadania a konfiguracny subor pre dekodér. Konfiguracny stibor obsahuje cesty k tymto
tabul’kam a k jazykovému modelu a vahy pre jednotlivé modely.

V tejto faze uz mame funkcny prekladovy systém. Spustenie dekodéra vsak trva par minut. Preto
je vhodné previest’ jazykovy model, tabul’ku fraz aj tabul'ku preusporiadania do binarnej podoby. Ich
nacitanie sa tak vyrazne urychli. Pre ilustraciu, vel'kost’ jazykového modelu sa z pévodnych 12,1 GB
zmenSila na 7,27 GB. Pre jednorazovy preklad velkého objemu dat je tiez kvoli urychleniu mozné
tabulky vyfiltrovat’, aby obsahovali iba data potrebné pre konkrétny preklad.

4.4 Optimalizacia vah

O spravnosti prekladu rozhoduju pravdepodobnosti, ktoré st pridelované Styrmi modelmi: tabulkou
fraz, tabulkou preusporiadania, jazykovym modelom a penalizaciou dizky vystupu (vid’ rovnice 2.16
a 2.17). Dekodér pri zostavovani prekladu pouziva vahy, ktoré urcuju doélezitost’ tychto modelov.
Vygenerovany konfiguracny subor vSak obsahuje preddefinované hodnoty tychto vah.
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V tejto faze sa teda pokiisime najst’ optimalne vahy pre spomenuté modely, co moze zlepsit
kvalitu prekladu. PouZijeme na to pripravent optimaliza¢nti sadu. Opét’ vyuzijeme Moses, ktory pre
optimalizaciu (tuning) podporuje viacero algoritmov. Preddefinovanou a mnou zvolenou metdédou bol
MERT?. Optimalizacia spo¢iva v niekol’kych iteraciach prekladu. Pri kazdom preklade sa pomocou
vybranej metriky (BLEU) ohodnoti aktudlny preklad a nastavia sa nové vahy pre dalSiu iteraciu.
Proces sa opakuje, kym nenastane konvergencia, kedy uz nie je mozné dosiahnut’ lepsie skore.
Optimalizacia nam vSak dosiahnutie lepSieho skore negarantuje, taktiez jej vykonanie na rovnakych
datach nemusi skoncit’ rovnakym vysledkom.

Proces optimalizacie vah bol jednozna¢ne Casovo najnaro¢nej$i. Po spusteni s 8 vlaknami na
stroji athena3 trval 23 dni. Celkovo bolo vykonanych 7 iteracii. Produktom bol novy konfiguraény
subor s optimalizovanymi vahami. IdealnejSie by bolo zvolit’ mensiu optimaliza¢nu sadu, pretoze aj
5% dat predstavuje vel’ké mnoZstvo, o malo znaény vplyv na dizku procesu. Aky vplyv by to viak
malo na uspeSnost’ optimalizovanych vah je otazne.

4.5 Spracovanie vystupu dekodéra

Ked’Ze sme dekodéru poskytli na vstup textové data s malymi pismenami, je vhodné, aby ich vel'kost’
vratila podl'a moznosti do rovnakého alebo aspon spravneho tvaru. Tento proces nazyvame recasing.
Najprv je nutné podobne ako v pripade truecasingu natrénovat’ uréité Statistiky z neupraveného (ale
tokenizovaného) korpusu. Vytvori sa tak novy model, ktory sa potom pouzije v prisluSnom skripte na
zmenu velkosti pismen. V pripade, Ze pdvodné slovo pred lowercasingom bolo v podobe, kedy
obsahovalo vSetky pismena kapitaly, po aplikovani recasingu sa vo vééSine pripadov nezachova,
pretoZe to nie je najpravdepodobnejSia podoba slova.

Posledna uprava, ktort je vhodné vykonat pred prezentaciou vystupu uzivatelovi, je
detokenizacia. Interpunk¢né znamienka sa vratia do prirodzenej podoby, kedy nie su od slov oddelené
medzerami. Detokenizacia, ale aj jej opany proces, mdze mat’ pre niektoré jazyky osobité vynimky,
ktoré prislu§ny skript zohl'adfiuje, ak mu dame informaciu o jazyku. Pre slovensky aj Cesky jazyk je
zoznam tychto vynimiek k dispozicii.

4.6 Slovnikovy preklad neznamych slov

Vystupom dekodéra je okrem samotného prekladu aj niekol'ko informacii, ktorych mnozstvo mézeme
ovplyvnit’ prisluSnymi parametrami dekodéra. Medzi nimi ndjdeme aj informaciu, ktoré slova
dekodér nedokazal prelozit. NajcastejSie ide o slova, s ktorymi sa stretol prvy krat, pretoze sa
nevyskytli v tréningovej sade. Taktiez vSak moze ist’ o slova v réznych padoch, tvaroch a ¢asoch,
ktoré sice vinom tvare dekodér dokaze prelozit, ale nie je na tol’ko inteligentny, aby dokazal
rozpoznat' iny tvar natrénované¢ho slova. K tomu by bolo potrebné aplikovat’ na data este pred
tréningom morfologicku analyzu, ¢o sme vSak neurobili.

Preddefinované spravanie dekodéra pri nakladani s neznamymi slovami je, Ze ich ponecha
V neprelozenom tvare. Pre blizke jazyky ako CeStina a slovencina to nepredstavuje prili§ velky
problém, niekedy je slovensky preklad dokonca rovnaky ako ceské slovo. Pre zaobchadzanie
S neznamymi slovami vSak bol implementovany skript translator.py, ktory si popiSeme.

Skript bol napisany v jazyku Python verzie 3. Okrem slovnikového prekladu vykonava vsetky
potrebné ukony na preklad textu. Na vstupe ocakava text, ktory sa bude prekladat. Skript dalej
spusta skripty tretich strdn na tokenizaciu a lowercasing. Nasledne spusti dekodér, ktory spracovany
text prelozi. Volitelnym parametrom je mozné urcit, ¢i budeme pozadovat’ aj slovnikovy preklad.

Pri slovnikovom preklade sa najprv pomocou informacii od dekodéra identifikuju nezname
slova. Implementacia pocita aj s negovanymi tvarmi slov, kedy prefix ,,ne* pri vyhladavani
neuvazuje. V prvej faze sa pracuje so slovnikmi, ktoré boli povodne zaradené aj do korpusu. Najdu sa
vSetky mozné preklady neznameho slova. Ak je takychto moznosti viac, treba rozhodnut’, ktory z nich

2 Minimum Error Rate Training
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je najpravdepodobnej$i a zrejme aj najspravnejsi. To sa deje na zaklade viacerych kritérii. Ak je
niektory z moznych prekladov zhodny ako Ceské slovo, je tento preklad hned’ vyhlaseny za spravny.
V opacnom pripade je jednotlivym moznostiam pridelované skore na zaklade ich podobnosti
s &eskym slovom. Rozhodujuca je predovietkym podobnost’ dizky a podobnost’ prvého a posledného
pismena. Kazda z podobnosti je ohodnotena inym skore. Ak niektoré mozné preklady dosiahnu
rovnaké a zaroven najvysSie skore, rozhodujucim faktorom sa stdva ich frekvencia v slovenskom
jazyku. Na to je vyuzita frekven¢na tabulka slov, v ktorej s slova zoradené podla pocetnosti ich
vyskytu spolu s udajom o ich pocte. Tato tabul’ka je poskytovana v ramci korpusu prim-5.0, ktory
sme spominali v kapitole 3.2.

Do druhej fazy sa slovnikovy preklad dostane v pripade, ak pre dany tvar slova nebolo
v zakladnej verzii slovnika najdené ziadne heslo. Na toto slovo je aplikovany tzv. stemming. Ide
0 operaciu podobntl lemmatizacii, avSak neziskame zakladny tvar slova, ale jeho koren. Pre kazdy
jazyk je obvykle nutné vytvorit’ vlastni sadu pravidiel. Na toto je vyuzita portovana verzia ¢eského
stemmera do Pythonu z Javy, ktorej autorom je Luis Gomes. Stemmovanie slova sa vykona v dvoch
rezimoch (light a aggressive). Slovo sa najprv hl'ada vo vopred pripravenom ostemmovanom slovniku
vrezime light, pri neuspechu prejde na agresivny rezim. Z najdenych moznych prekladov je
najpravdepodobnejsi vybraty rovnakym sposobom ako v prvej faze.

V poslednej faze st nezname slova nahradené ich slovnikovymi prekladmi. Parametrom je
mozné nastavit’, aby sa slovnikovy preklad, ktory vznikol pomocou stemmovania obalil do zatvoriek
hned’ za neznamym slovom. V pripade, Ze ani jedna faza pri hl'adani slovnikového prekladu neuspeje,
je vo vete ponechané nezname slovo v neprelozenom tvare. Samotné stemmovanie je tiez mozné
parametrom zakazat'.

Po skonceni, prip. vynechani slovnikového prekladu je d’alSou volite'nou operaciou recasing. Na
zaver je preklad detokenizovany a zapisany do zvoleného stiboru alebo na $tandardny vystup. Skript
pocas svojej ¢innosti vytvara niekol'’ko docasnych suborov, ktoré vsak priebezne vymazava.

Navod na pouzitie skriptu translator.py je stcast’ou prilohy.
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5  VWhodnotenie

Pre objektivne posudenie kvality prekladu, ktory produkuje nas systém, pouzijeme metriku BLEU.
Vyhodnotenie prebehlo na niekol’kych testovacich vzorkach. Prvou bola testovacia sada vyclenena
z testovacieho korpusu. Dal§imi boli text Varavskej zmluvy®, jeden z protokolov Lisabonskej
zmluvy? a novinovy ¢lanok®. Pre vietky vzorky okrem novinového ¢lanku boli k dispozicii referenéné
preklady. Pre novinovy ¢lanok bol vytvoreny vlastny referencny preklad.

Idealnejsim pripadom by bolo, ak by sme mali k dispozicii viacej referen¢nych prekladov. Tieto
preklady by vSak nemali byt strojové, preto je ich ziskanie Castokrat narocné. Pre porovnanie vSak
budi uvedené aj vysledky, ktoré dosiahol iny Statisticky prekladovy systém, konkrétne Google
Translate a Cesilko. V dostupnom online prekladovom demo systéme Cesilko” je limit na prekladany
text 5000 znakov, preto na testovaciu sadu z korpusu nebude pouzitd. Uvedené vysledky sluZia
vyluéne na porovnanie, nie na vyhodnotenie, ktory systém je lepsi, nakol'’ko metrika BLEU nie je
vhodna pre porovnavanie systémov s odli§nou stratégiou prekladu.

Texty, ktoré boli predkladané prekladovym systémom boli najprv prekonvertované na malé
pismena a tokenizované. Na ich vystup bol aplikovany recasing pouzitim natrénovaného modelu.
Vyhodnotenie prebichalo na nemodifikovanom vystupe aj na vystupe s aplikovanym recasingom.

Vyhodnotenia budii zhrnuté v tabulkach s komentarom pouzitych modelov a dosiahnutych
vysledkov. Na meranie BLEU skoére bol pouzity skript multi-bleu.perl dodavany k Mosesu.

Testovacie vzorky

Prekladovy systém

Testovacia sada

Varsavska zm.

Lisabonské zm.

Novinovy ¢l.

Moses 0,4427 0,5326 0,4400 0,4138
Moses -Ic 0,4530 0,6239 0,4583 0,4239
Google Translate 0,4601 0,7012 0,7228 0,8014
Google Translate -Ic 0,4685 0,7523 0,7361 0,8014
Cesilko — 0,5469 0,3087 0,6321
Cesilko -lc — 0,6508 0,3228 0,6657

Tabul’ka 4.1: Porovnanie prekladovych systémov

Oznacenie -lc znamend, Ze data boli vyhodnocované s aplikovanym lowercasingom. V pripade
dekodéru Moses boli pouzité preddefinované neoptimalizované vahy. Pouzity bol nebinarizovany
jazykovy model prim-5.0-sane-lowercase.

Rovnaké vyhodnotenie prebehlo aj stym istym jazykovym modelom v binarnej podobe.
Vysledky su prekvapivo odlisné, vo vSetkych pripadoch okrem jedného horSie. Rozdiely su vSak
pomerne malé, danou za rychlejsi preklad je teda mierne zhorSenie skore.

Testovacie vzorky

Prekladovy systém

Testovacia sada

VarSavska zm.

Lisabonska zm.

Novinovy €L

Moses

0,4422

0,5328

0,4368

0,4083

Moses -Ic

0,4526

0,6257

0,4564

0,4163

Tabul’ka 4.2: Dosiahnuté skore s jazykovym modelom v binarnej podobe

! http://smsjm.vse.cz/wp-content/uploads/2008/10/sp29.pdf (cs), http://www.zakonypreludi.sk/zz/1955-45 (sk)

2 http://eur-lex.europa.eu/LexUriServ/LexUriServ.do?uri=0J:C:2007:306:0148:0148:CS:PDF (cs), http://eur-
lex.europa.eu/LexUriServ/LexUriServ.do?uri=0J:C:2007:306:0148:0148:SK:PDF (sk)

® http://zpravy.idnes.cz/kimovy-rude-gardy-vymenily-pusky-za-lopaty-a-na-polich-sbiraji-mrvu-11j-

* http://quest.ms.mff.cuni.cz/cesilko/index.php
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http://quest.ms.mff.cuni.cz/cesilko/index.php

Pre zaujimavost’ uvadzam aj dosiahnuté NIST skore na testovacej sade z korpusu. Pre ucely
merania bolo nutné vSetky vstupné data prekonvertovat’ do formatu SGML. Nastroj mteval-v12.pl
meria taktiez BLEU skore, ale mierne odliSnym spdsobom, ¢o spdsobuje maly rozdiel v skore.
Testovacia sada dosiahla NIST skore 11.4704 a BLEU skore 0.4486.

Dalsie meranie spo¢ivalo v tom, Zze dekodér pri preklade tentoraz pouZil mensi jazykovy model
zostaveny zo slovenskej Casti paralelného korpusu. Cielovom bolo overit' tvrdenie, ze kvalita
prekladu zavisi na vel'kosti jazykového modelu [16]. Pri merani nebola pouzita testovacia sada.

Prekladovy systém Testovacie vzorky

VarSavska zm. | Lisabonska zm. | Novinovy ¢l.
Moses 0,4049 0,8132 0,5475
Moses -Ic 0,4760 0,8287 0,5675

Tabul’ka 4.3: Dosiahnuté skore s jazykovym modelom join.clean.low.sk

Toto tvrdenie prekvapujuco nebolo potvrdené. Preklad prvej testovacej vzorky dosiahol sice
horsie skore, zvy$né dva vSak napriek ocakavaniam maja skore lepSie. V pripade Lisabonskej zmluvy
ide 0 vyrazny narast. Ako mozné vysvetlenie sa pontka hypotéza, Ze jazykovy model bol zostrojeny
aj z dat, ktoré su z pribuznej domény ako Lisabonska zmluva.

Doteraz boli pre vSetky merania pouzité preddefinované vahy. V nasledujicom merani
vyhodnotime tUspeSnost’ optimalizacie vah. Vratime sa k jazykovému modelu prim-5.0-sane-
lowercase Vv binarnej podobe.

Testovacie vzorky
Var$avska zm. | Lisabonska zm.
0,4845 0,8157
0,5734 0,8354

Prekladovy systé i
rekladovy systém Novinovy ¢l

0,6250
0,6537

Testovacia sada
0,7855
0,7989

Moses
Moses -Ic

Tabul’ka 4.4: Dosiahnuté skore po optimalizacii vah

V troch pripadoch je mozné pozorovat’ vyrazné zlepSenie skore. V pripade Varsavskej zmluvy
sme vSak zaznamenali pokles. Ide uz o treti experiment, kedy sa skore tejto vzorky nejakym
spdsobom odchylovalo od zvySnych vzoriek. Pravdepodobne to moézeme prisudit’ Specifickosti
domény, z ktorej pochddza. Povodny predpoklad vSak bol, Ze VarSavska a Lisabonskd zmluva buda
dosahovat’ podobné vysledky.

Daldim experimentom nadviaZzeme na pokus s pouZitim jazykového modelu join.clean.low.sk.
P6vodna preddefinovana vaha, ktora urcovala ddlezitost’ tohto modelu pri preklade bola 0.5000, po
optimalizacii ma hodnotu 0.00631481. Aky vplyv to malo na vysledné skore, znazornuje tabulka 4.5.

Prekladovy systém Testovacie vzorky

VarSavskd zm. | Lisabonskd zm. | Novinovy ¢l.
Moses 0,4661 0,8240 0,5906
Moses -Ic 0,5394 0,8420 0,6181

Tabul’ka 4.5: Dosiahnuté skore po optimalizacii vas s jazykovym modelom join.clean.low.sk

Optimalizované vahy opét’ zvysili dosiahnuté skore. Pri porovnani hodnét z tabuliek 4.4 a 4.5
vSak nemoOzeme konStatovat, ze kombinacia optimalizovanych vah a jazykového modelu
join.clean.low.sk je najidedlnejSia. Vysledné skore bude vzdy zavisiet' na doméne prekladaného textu.

Posledny experiment mal za tlohu overit' speSnost’ doplnkového slovnikového prekladu.
Pouzity bol model prim-5.0-sane-lowercase, otestované boli rezimy s povolenym aj zakdzanym
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stemmingom. Testovacie sady boli iba vo verzii s malymi pismenami. Oznacenie -voc znamena
aplikaciu slovnikového prekladu, -ns znamena zakazany stemming.

Prekladovy systém _ Testovacie v;orky

Testovacia sada | VarSavska zm. | Lisabonska zm. | Novinovy ¢l.
Moses -Ic -voc 0,4523 0,6236 0,4583 0,4022
Moses -Ic -voc -ns 0,4523 0,6239 0,4583 0,4163
Moses -Ic 0,4530 0,6239 0,4583 0,4239

Tabul’ka 4.6: Dosiahnuté skore po aplikacii slovnikového prekladu

Z tabul’ky vyplyva, Ze stemming ma negativny vplyv na vysledné skore. Dovod je
pravdepodobne ten, ze pri UspeSnom preklade je dosadené slovo v zakladnom tvare. Celkovo
aplikacia slovnikového prekladu vykazuje zhorSenie skore, rozdiel v§ak nie je velky. Je vSak mozné,
ze zvolené testovacie vzorky neodhalili jeho potencial, malé alebo ziadne rozdiely v skére by tomu
mohli nasvedcovat’.

Nasledovny graf znazornuje suhrn najlepsieho dosiahnutého skore pre porovnavané systémy.

Novinovy ¢lanok

Lisabonska zm.
0,842 5
m Cesilko

Varsavskd zm. 7523 M Google Translate

B Moses

Testovacia sada

0,4
BLEU skore

0,6

Graf 4.1: Prehlad najlepsieho dosiahnutého skore
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6 Zaver

V ramci tejto bakalarskej prace bol navrhnuty a implementovany systém pre preklad ¢eskych textov
do slovenciny.

V prvej faze som sa zoznamil s teoretickym pozadim a technikami Statistického strojového
prekladu. Oblast’ strojového prekladu sa neustale vyvija a vznikaja nové pristupy k problémom, ktoré
strojovy preklad sprevadzaji. V tejto praci je venovany priestor predovS§etkym tym technikam, ktoré
boli neskor vyuzité v d’alSej praci pri implementacii. Pre d’alsi vyvoj som sa rozhodol pouzit’ pristup
zalozeny na vytvoreni frazovych tabuliek.

Nevyhnutnym predpokladom vyvoja Statistického prekladového systému bolo vybudovanie
paralelného korpusu. Zoznamil som sa s existujucimi korpusmi, analyzoval vhodnost’ ich spracovania
a taktiez som zozbieral d’alSie textové data pre vytvorenie novych korpusov. Budovanie korpusu si
vyzadovalo operacie ako rozdelenie viet na tokeny, konverzia na malé pismena a pod. V ostatnych
pracach som sa stretol s postupom, kedy Statistické prekladové modely boli trénované zvlast’ na
mensich korpusoch z ré6znych domén. Ja som sa rozhodol vSetky ziskané korpusy spojit’ a vybudovat’
jeden velky korpus. Taktiez som sa rozhodol pouzit' rozsiahly jazykovy model z miestneho
jazykovedného ustavu, vychadzajic z tvrdenia ze vel'kost” jazykového modelu ma pozitivny vplyv na
vyslednt kvalitu prekladu.

Nasledovala faza implementacie. Najdolezitej$im vyuzitym nastrojom bol systém Moses,
pomocou ktorého je mozné zostavit’ prekladovy systém pre ktorikol'vek dvojicu jazykov. Zhotoveny
prekladovy systém dosahoval pomerne dobré vysledky, avSak pouzival preddefinované vahy
jednotlivych modelov. Preto d’al§im krokom bola optimalizacia vah. Tento proces bol ¢asovo
najnaro¢nejsi. Cas som preto vyuzil na testovanie dekodéra s neoptimalizovanymi vahami. TaktieZ
bol implementovany doplnkovy slovnikovy preklad neznamych slov. Pre automatizaciu potrebnych
ukonov na preklad textu som navrhol a napisal konzolovl aplikaciu, ktora s vyuzitim inych skriptov
postupne pripravi textové data na preklad, prelozi ich a vykona d’alSie Gpravy pred tym, ako bude
preklad prezentovany uZivatel'ovi.

Poslednym krokom bolo vyhodnotenie GspeSnosti prekladu. Za smerodajni som zvolil metriku
BLEU. Implementovany prekladovy systém dosahoval pomerne vysoké skore porovnatelné s inymi
systémami. Optimalizicia vah taktiez priniesla ocakdvany vysledok v podobe zvySenia skore. Pri
vyhodnocovani a experimentovani som vSak narazil na viacero paradoxov, ktoré som sa v praci snazil
odovodnit’. Napriklad sa nepreukéazalo, ze by vel'kost’ modelu vyrazne vplyvala na kvalitu prekladu.

Uz pocas ndvrhu a vyvoja som sa niekol'kokrat rozhodoval medzi pouzitim odlisnych pristupov.
Tieto tak predstavuju potencial do budiceho vyvoja. Jednou z moznosti je namiesto fraz vyuzit
modely zaloZzené na stromoch. DalSou moZnou variaciou by mohlo byt pouzitie inej symetrizanej
heuristiky. Taktiez vyber pouzitelnych nastrojov je SirSi, niektoré z nich by mohli prinajmenSom
znizit' casovll naro¢nost’ niektorych operacii. Sl'ubne, avSak narocne vyzeréd aplikacia morfologicke;j
analyzy. V Case pisania tejto prace uz je k dispozicii aj novy, rozsiahlejsi slovensky korpus prim-6.0.
Potencial ma aj rozSirovanie paralelného korpusu, v mensich mnozstvach sa paralelné texty daji najst’
v roznych zdrojoch. V neposlednom rade zostava nezodpovedana otdzka, aky vplyv okrem zniZenia
casovej naro¢nosti by malo pouzitie mensej sady pri optimalizacii vah dekodéra.
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Prilohy

A

Manual konzolovej aplikacie

Konzolova aplikacia je tvorena skriptom translator.py napisanym v jazyku Python verzie 3.
Vykonava vsetky potrebné Cinnosti pre preklad textu: priprava textu (lowercasing, tokenizacia),
spustenie dekodéra, slovnikovy preklad, uprava vystupu (recasing, detokenizacia).

Popis argumentov prikazového riadku

-h, --help - zobrazenie napovedy, napoveda sa zobrazi aj pri nespravnej kombinacii
parametrov alebo pri spusteni aplikacie bez parametrov

-—-config — povinny parameter, jeho argumentom je cesta ku konfiguraénému stuboru pre
dekodér

e -—-norec —volitelny prepinac, ak nie je zadany, vystup je automaticky recasovany

e —-voc — volitel'ny prepinac, aktivuje slovnikovy preklad pre nezname slova

e —-ns — volitelny prepina¢, viazany na --voc, zakazuje stemming

e —-br — volitel'ny prepina¢, viazany na ——voc, slovnikovy preklad obali zo zatvoriek

e -0, --output — volitelny parameter, jeho argumentom je nidzov vystupného stuboru; ak
nie je zadany, vystup je presmerovany na Standardny vystup

e ——tmp — cesta k doCasnym stiborom, vytvaranym pocas prekladu (vhodné pre spustenie
z DVD)

Poziadavky

Program pre svoje spustenie vyzaduje nainstalovany Python verzie 3. Predpokladd sa existencia
jazykového modelu, tabul’ky fraz a preusporiadania, na ktoré spravne odkazuje konfigura¢ny subor
dekodéra.

Program je odport¢ané spustat zjeho aktudlneho umiestnenia. Program je dodavany
S nasledovnymi skriptami, ktoré kvoli funk¢nosti musia byt umiestnené v rovnakej zlozke ako
translator.py:

moses — Spustitel'ny subor dekodéra

tokenizer.perl (© Pidong Wang)

detokenizer.perl (© Josh Schroeder)

zlozka nonbreaking_prefixes s prislusnymi subormi pre ¢innost’ prvych dvoch skriptov
recase.perl — Standardna sucast’ Mosesa

lowercase.perl — $tandardna sucast’ Mosesa

dict.cs, dict.sk, dict.stm.cs, dict.stm.agr.cs — slovniky Vv zlozke dicts

czech stemmer.py (© 2010 Luis Gomes)

Priklady spustenia

python3 translator.py --config model/config.ini --voc --br <
textovy subor

echo "Ahoj, prekladac¢!"™ | python3 translator.py --config
model/config-tuned.ini -o decode.out --norec
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B Ukazky prekladu’

Veta na vstupe

Preklad

Referencny preklad

Piedseda sboru rozhodcu
stanovi den a hodinu prvniho
slySeni.

Predseda arbitrazneho senatu
stanovi datum a ¢as prvého
vypocuti.

Predseda arbitrazneho senatu
stanovi datum a Cas prvého
pojednavania.

Na zadnich sedadlech udélal
maly incident, ale uz jsem to
vycistil.

Na zadnych sedadlach sposobil
maly incident, ale uz som to
vycistil.

Na zadnych sedadlach sposobil
maly incident, ale uz som to
vycistil.

Pragmatismus nasich ¢ini musi
jit ruku v ruce s védomim , ze
budujeme Unii pro lidi a
zasluhou lidi.

Pragmatizmus nasSich ¢inov
musi ist’ ruka v ruke s
vedomim, ze budujeme Uniu
pre I'udi a vd’aka l'udi.

Pragmatizmus naSich ¢innosti
sa musi spajat’ s pochopenim,
7e budujeme Uniu pre I'udi a
vd’aka l'ud’om.

S jadernou apokalypsou to
zifejme nebude zas tak zhavé,
jak Pchjongjang v poslednich
dnech hrozi.

S jadrovou apokalypsou to
nebude zas vam dlho netrvalo,
ako Pchjongjang hrozi. V
poslednych dnoch.

S jadrovou apokalypsou to
zrejme nebude zase také
hortice, ako Pchjongjang v
poslednych dioch hrozi.

Cche byl povolan do
parasutistického oddilu v roce
1968, kdyz Severni Korea
zadrzela americkou lod’ USS
Pueblo.

Cche bol zavolany do
parasutistického ¢asti v roku
1968, ked’ Severna Koérea
zadrzala americkt lod” USS
Pueblo.

Chce bol povolany do
parasutistického oddielu v roku
1968, ked’ Severna Korea
zadrzala americka lod’ USS
Pueblo.

VyjimKy jsou mozné v pripadé
naléhavosti, pfi¢emz se divody
pro né uvedou v aktu nebo
postoji Rady.

Vynimky st pripustné v
nalichavych pripadoch, ktorych
dovody sa uveda v akte alebo v
pozicii Rady.

Vynimky st pripustné v
nalichavych pripadoch ,
ktorych dovody sa uvedu v akte
alebo v pozicii Rady.

Dojde-li v Evropé k
ozbrojenému Gtoku proti
jednomu statu nebo nékolika
statim zacastnénym na
Smlouve se strany kteréhokoli
statu nebo skupiny statd, kazdy
stat ziiCastnény na Smlouvé na
zéklad¢ prava na individualni
nebo kolektivni sebeobranu, v
souhlase s ¢lankem 51 Charty
Organisace Spojenych narod,
poskytne statu nebo stattim,
které byly takto napadeny,
okamzitou pomoc, individualné
i v dohodé€ s ostatnimi staty
zucastnénymi na Smlouve a to
vSemi prostiedky, které
povaZuje za nutng, vcetné
pouziti ozbrojené sily.

Ak sa v Eurdpe k ozbrojenému
utoku proti jednému $tatu alebo
niekol’kych $tatom
zaangazované v zmluve sa
strany ktoréhokol'vek Statu
alebo skupiny $tatov, kazdy Stat
zucastneny na zmluve na
zaklade prava na individudlne a
kolektivne sebaobranu, v sulade
s ¢lankom 51 Charty organisace
Spojenych narodov, poskytne
Statu alebo Statom, ktoré boli
takto napadnuté, okamziti
pomoc, zhodnotil aj v dohode s
ostatnymi $tatmi zacastnenymi
na zmluve a to vSetkymi
prostriedkami, ktoré povazuje
za potrebné vratane pouzitia
ozbrojené sily.

Ak dojde v Eurépe k
ozbrojenému utoku proti
jednému Statu alebo niekol’kym
Statom zucastnenym na Zmluve
zo strany ktoréhokol'vek Statu
alebo skupiny $tatov , kazdy
Stat zGiCastneny na Zmluve na
zaklade prava na individualnu
alebo kolektivnu sebaobranu , v
sthlase s ¢lankom 51 Charty
Organizacie spojenych narodov
, poskytne statu alebo Statom ,
ktoré boli takto napadnuté ,
okamzitu pomoc , individualne
1 po dohode s ostatnymi Statmi
zucastnenymi na Zmluve , a to
vsetkymi prostriedkami , ktoré
povazuje za nutné , v¢itane
pouzitia ozbrojene;j sily

President Ceskoslovenské
republiky -
VILIAMA SIROKEHO

President Cesko-slovenskej
republiky -

Viliama Sirokospektralneho

Prezident Ceskoslovenskej
republiky -
VILIAMA SIROKEHO

! Pouzity jazykovy model prim-5.0-sane-lowercase, dekodér s optimalizovanymi vahami
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C Popis obsahu DVD

Na prilozenom médiu sa nachadza text tejto prace a vytvoreny systém vratane vSetkych potrebnych
sucasti. V korefiovom adresari sa tiez nachadza sibor README, ktory obsahuje vSetky potrebné
informacie pre zaobchadzanie s tymto médiom a jeho obsahom.

Adresar thesis obsahuje text tejto prace vo formate PDF, zdrojovy stibor textu vo formate DOCX
a plagat prezentujtci pracu vo formate PDF.

Adresar translator obsahuje vytvoreny systém. Pre jeho obsluhu je vhodné prestudovat’ subor
README v koretiovom adresari, prip. prilohu A vyssie. Kvoli funk¢nosti systému je dolezité
nemenit’ vytvorenu hierarchiu suborov. Taktiez sa odporuca systém spustat’ z jeho aktualneho
umiestnenia.

Systém na prilozenom médiu ma niektoré obmedzenia vyplyvajice z obmedzenej kapacity
nosi¢a DVD. Nebolo mozné prilozit modely v binarnej podobe, o ma vyrazne negativny vplyv na
rychlost dekodéra, ktorého CcCinnost' trva neumerne dlho kvoli nacitavaniu potrebnych dat.
Plnohodnotna verzia systému vratane binarnych modelov a pripravenych konfiguraénych siborov sa
nachadza v /mnt/minerval/nlp/projects/mt_sk2/translator. V pripade spustania z DVD je vhodné
venovat’ pozornost’ parametru --tmp.

Okrem nevyhnutnych stcasti vytvoreného systému sa v adresari translator nachadza vytvoreny
paralelny korpus rozdeleny na tri ¢asti v pomere 90:5:5. Dalej je tu moZné néjst’ testovacie vzorky
textov, vratane vystupov vytvoreného systému ale aj porovnavanych systémov a tiez referencné
preklady. V adresaroch training a tuning sa nachadzaju zaznamy fazy trénovania a optimalizacie vah.

Doteraz nespomenuté adresare a stibory su sucast'ou prekladového systému.
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