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ABSTRAKT

Tato prace se zabyva neuronovou siti s ozvénou stavu a urychlenim jejiho uceni imple-
mentaci na graficky procesor. V teoretické Casti prace jsou obecné uvedeny neuronové
sité a nékolik vybranych typli neuronovych siti, ze kterych vychazi sit s ozvénou stavu.
Dale jsou uvedeny dalsi algoritmy pouzivané pro analyzu ¢asovych fad a v neposledni radé
byly také stru¢né popsany nastroje, které byly pouzity v praktické Casti prace. Prakticka
Cast popisuje tvorbu akcelerované varianty sité s ozvénou stavu. Nasledné je popsana
tvorba vstupnich datovych souboril redlnych finanénich indexd, na kterych byla poté sit
s ozvénou stavu a ostatni algoritmy testovany. Analyzou této akcelerované varianty bylo
zjisténo, ze jeji rychlost uceni nesplnila teoreticka ocekavani. Akcelerovana varianta pra-
cuje pomaleji, avSak s vétsi presnosti. Analyzou vysledki méreni dalSich algoritm( bylo
zjisténo, ze nejvyssich presnosti dosahuji feSeni pracujici na principu neuronovych siti.

KLICOVA SLOVA

Sit s ozvénou stavu, GPU, CPU, akcelerace, Java, predpovéd, srovnani, prediktivni ana-
lyza, analyza Casové rady.

ABSTRACT

This thesis deals with an echo state network and with acceleration of its learning by
implementing the echo state network on a graphics processor. The theoretical part con-
sists of the description of neural networks and some selected types of neural networks,
on which is based the echo state network. After that, there are some other algorithms
described used for time series analysis and last but not least, the tools that were used
in the practical part of the thesis were briefly described. The practical part describes
the creation of the accelerated version of the echo state network. After that, there is
described the creation of input data sets of real financial indexes, on which the echo
state network and the other algorithmns were then tested. By analyzing this accelerated
version it was found that its learning speed did not reach the theoretical expectations.
The accelerated version works slower, but with greater precision. By analyzing the results
of the measurement of the other algorithmns it was found that the highest precision is
achieved by solutions based on the neural network principle.

KEYWORDS

Echo state network, GPU, CPU, acceleration, Java, prediction, comparison, predictive
analysis, time series analysis.
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UVOD

Neuronové sité jsou v soucasné dobé jednim z nejcastéjSich a nejdiskutovanéjsich
feseni strojového uceni a umélé inteligence. Typickym problémem, ktery byva te-
sen neuronovymi sitémi, je naptiklad rozpoznavani objekt v obrazu, rozpoznavani
zvuki nebo textld a v neposledni fadé se pouzivaji i pro predvidani c¢asovych rad.
Prave predvidani ¢asovych tad je klicovou vlastnosti pro predpovidani vyvoje urci-
tého finan¢niho indexu, jako je naptiklad zlato, euro nebo stale aktudlnéjsi krypto-
meény, jejichz hlavnim predstavitelem je bez pochyby Bitcoin. Predpovéd urcitého
finan¢niho indexu neuronovou siti pak miize byt klicovym aspektem v tspésnosti
obchodni strategie.

Pro tuto préci byla vybréana neuronova sit s ozvénou stavu (anglicky echo state
network), kterd vynika ve zminéné predpovédi ¢asovych fad. Bohuzel i pfes spoustu
vynikajicich vlastnosti ma tento typ sité i nékolik nedostatkli, mezi které patii
mnohdy nedostatecna rychlost uceni. Tento problém miize velmi degradovat reseni
pro predpovéd finan¢nich trhi, které se velmi rychle méni. Diky tomuto nedostatku
se muze stat, ze u urcitého financ¢niho indexu dojde k neocekavanému skoku, na
ktery se sit bude ucit urc¢itou dobu. Tato doba vsak mize znamenat zasadni ztratu
zisku, a proto je dulezité tuto dobu, kterou se sif preucuje, snizit na minimum.
Tento problém by mohlo minimalizovat spousténi upravené aplikace zminéné sité
s ozvénou stavu na grafickém procesoru.

Vyhodou grafickych procesort je, ze jsou schopny urcité slozité matematické
operace Tesit v pouhém jednom taktu procesoru, coz miize znamenat velmi radikalni
zrychleni téchto operaci.

V praktické casti této prace byla naprogramovana akcelerovand varianta sité
s ozvénou stavu pracujici na grafickém procesoru (GPU). Tato vytvorend varianta
vychézi z varianty vzorové, kterd pracuje na klasickém procesoru (CPU). Obé zmi-
néné varianty byly nasledné porovnany v rychlosti uc¢eni a presnosti predpovédi. Déle
byly srovnany nékteré ostatni algoritmy, které se pouzivaji pro analyzu casovych rad.
Porovnani a testovani obou variant sité s ozvénou stavu i ostatnich algoritmi, pro-
bihalo na zékladé vstupnich datovych soubori vybranych finanénich indext, které
byly taktéz vytvoreny v praktické ¢asti této prace.

Zakladni informace o siti s ozvénou stavu a nékolika dalsich pribuznych sitich,
naleznete v prvni kapitole. Druh& kapitola se zabyva nékolika dalsimi algoritmy,
které se pouzivaji pro analyzu casovych rad. Treti kapitola se vénuje vybranym na-
strojim pro programovani na grafickych procesorech a nékterym dalsim nastrojtm,
které byly pouzity v praktické ¢asti této prace. Ctvrtd kapitola popisuje samot-
nou implementaci akcelerované varianty sité s ozvénou stavu pro grafické procesory.

V paté kapitole je rozebrana tvorba vstupnich dat vybranych finanénich indexti. Jak
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jiz bylo zminéno, tato data byla pouzita pro testovani sité s ozvénou stavu a nékolika
dalsich algoritm® popsanych ve druhé kapitole. Sesta kapitola jiz srovnava vysledky
akcelerované varianty s vzorovou variantou pro CPU a nékolika dalsich zminénych

algoritmi. Posledni sedma kapitola obsahuje struc¢né shrnuti a zhodnoceni celého
projektu.
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1 NEURONOVE SITE

Umeélé neuronové sité jsou jednim z vypocetnich modelta pouzivanych v oboru umélé
inteligence. Zminéné sité jsou zpravidla realizovany formou softwarového teseni tak,
jako je tomu i v pripadé této prace. Jejich funkce je inspirovana funkei lidského
mozku. Stejné jako v pripadé lidského mozku, i neuronové sité se nejdiive musi
naucit na problém, ktery chceme, aby resily. Neuronové sité je mozné ucit dvojim
zpusobem, a to bud tzv. bez ucitele nebo s ucitelem.

Pripad uceni bez ucitele umoznuje pouze nékolik typil neuronovych siti jako je
napt. Kohonenova mapa. V tomto pripadé mé sit k dispozici pouze tréninkovou mno-
zinu a vyuziva soutézni strategii uc¢eni. Zakladnim principem je v podstaté soutézeni
vystupnich neuronti o to, ktery z nich bude aktivni.

V pripadé uceni s ucitelem ma sit k dispozici tréninkovou a testovaci mnozinu.
Uceni v tomto pripadé probiha tak, Ze vystupy sité jsou postupné porovnavany
s pozadovanymi vystupy ulozenymi v tréninkové mnoziné. Rozdil tohoto porovnani
je nasledné vyhodnocen a nastava uprava hodnot vah tak, aby rozdil mezi vystupem
sité a vystupem ulozenym v trénovaci mnoziné byl miniméalni. Testovaci mnozina
poté slouzi k vyhodnoceni spravného natrénovani dané sité.

Strukturu umélych neuronovych siti je mozné si predstavit jako sit umélych neu-
rontd, jejichz vzorem je biologicky neuron. Tyto neurony jsou vzajemné propojeny,
diky ¢emuz si mohou navzajem predavat signaly a transformovat je pomoci urcitych
prenosovych funkci. Mimo prenosové funkce je dalsim dilezitym parametrem tzv.
vaha, kterda kazdému propojeni pripisuje urcitou dulezitost. Neuron mize mit libo-
volny pocet vstupt, ale vzdy ma pouze jeden vystup, ktery je pak pripadné mozné

pripojit jako dalsi vstup jednomu nebo vice dalsim neurontim.

Vnitini vrstvy

Vstupni vrstva Vystupni vrstva

Obr. 1.1: Topologie tiplné propojené dopredné neuronové site.
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Neuronové sité se nejcastéji pouzivaji k aproximaci funkci, rozpoznavani a kom-
presi obrazku, zvukii nebo text nebo pro predvidani ¢asovych fad (napf. finanénich
indext), jak bylo uvedeno v uvodu.[I]

Nejzakladnéjsi typ neuronové sité je dopredna neuronova sit (FFNN z anglického
Feed Forward Neural Network), ktera je pro predstavu zobrazena na Obr. .

1.1 Rekurentni neuronové site

Rekurentni neuronové sité se nejcastéji uvadi pod zkratkou RNN (z anglického
Recurrent Neural Network) a jsou specidlnim pfipadem neuronovych siti. Na rozdil
od nejbéznéjsi FFNN jsou sité RNN schopny implementovat i casovy kontext. Jinymi
slovy, na rozdil od FFNN, ktera pouze siti vstupni hodnoty smérem k vystupu sité
za pusobeni prenosovych funkci a vah, je RNN schopna odrazet i vliv stavii, které
urc¢itému stavu predchazely diky zpétnovazebnimu prenosu signalu od vrstev vys-
sich zpét do vrstev nizsich. Lépe je mozné tuto skutecnost pochopit z rozdilu mezi
Obr. a Obr. [[.2] Vlastnost implementovat ¢asovy kontext maji RNN spoleéné

se sftémi s ozvénou stavu, které budou podrobnéji predstaveny déle.[2]

Vnitini vrstvy

Obr. 1.2: Topologie rekurentni neuronové site.

1.2 Stroje kapalnych stavii

Stroje kapalnych stavi, znamé pod zkratkou LSM (z anglického Liquid State Ma-~
chine), jsou ve své podstaté podobné sitim s ozvénou stavu a vychézi z rekurentnich
neuronovych siti. S obéma typy neuronovych siti sdili nékolik vlastnosti. Naptiklad

jsou schopny implementovat casovy kontext, coz je u LSM zptsobeno nahrazenim
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sigmoidnich funkci neuronii funkcemi prahovymi. Spolu s tim, ze je kazdy neuron
také akumulacni paméfovou bunkou, se pak signal siti do nasledujictho neuronu
az poté, co je dosazen prah zminéné prahové funkce. Odtud plyne nazev téchto
strojtt kapalnych stavil. Sifen{ signalu totiz piipomind §ffenf kapaliny, kterd se pre-
léva do druhé nadoby az po dosazeni okraje nadoby prvni. Dalsi spole¢nou vlastnosti
se sitémi s ozvénou stavu jsou nahodné propojené neurony v tzv. rezervoaru, ktery

obsahuje i zpétnovazebni propojeni. To je popsano v predchozi podkapitole.[3]

1.3 Sit s ozvénou stavu

Sit s ozvénou stavu (ESN z anglického Echo State Network) byla vyvinuta soucasné
s LSM v roce 2002 Wolfgangem Massem a vychazi z predchozich dvou typtu siti.
Hlavnim prvkem této sité je dynamicky rezervoar, ktery se sklada z urcitého poctu
naprosto nahodné propojenych neuronti s nahodné nastavenymi vahami. Prave diky
zpétnovazebnim spojenim v rezervoaru je ESN schopna implementovat ¢asovy kon-
text stejnym zptsobem jako je tomu u RNN. Déle se ESN sklad4 z jednoho nebo
vice vstupnich neuroni a obvykle jednoho vystupniho neuronu. Topologie této sité
je zobrazena na Obr. [1.3]

Hlavni myslenkou ESN je fakt, ze vstupni signal vytvari v rezervoaru reakci,
kterd by se dala prirovnat k ozvéné. Jedna se o to, ze vystupni signél se nesklada jen
z transformovaného signalu posledniho vstupu, jako je tomu u dopredné neuronové
site, ale skladd se také z transformovanych signal vSech predchozich vstupti. [4]

Stejné jako kazda jind neuronova sit se i ESN musi nejdiive naucit na problém,

ktery ma za kol resit. U ESN existuji dva algoritmy uceni, a to tzv. online a offline.

Dynamicky rezervoar
Vstupni vrstva W
Win

Vystupni vrstva

x(n)

Obr. 1.3: Topologie sité s ozvénou stavu.

17



1.3.1 Algoritmus online uceni sité s ozvénou stavu

Zékladni myslenka algoritmu online uceni spoc¢iva v tom, ze po kazdém prichodu
vstupni hodnoty je ziskdna vystupni hodnota, ktera je pak porovnana s zadanou
vystupni hodnotou, coz muize byt u ¢asové rady napiiklad pristi vstupni hodnota.
Po tomto porovnani je proveden vypocet vystupnich vah, které jsou néasledné upra-
veny. Tyto kroky jsou provedeny pri prichodu kazdé dalsi vstupni hodnoty, diky
cemuz v tomto pripadé ESN nepotrebuje ukladat vystupni stavy do paméti. Nize
jsou chronologicky popsany jednotlivé kroky online uceni.

1. Vygenerovani ESN se zadanym poc¢tem neuronti avSak s naprosto ndhodnymi
propojenimi a ndhodnymi vahami téchto propojeni.

2. Nacteni vektoru vstupnich hodnot do ESN, pricemz dimenze vektoru odpovida
poctu vstupnich neuront. V tomto kroku dochazi k postupnému siteni vstup-
nich hodnot smérem k vystupu sité, pricemz v kazdém neuronu je vstupni
hodnota transformovana podle prenosové funkce neuronu. Zaroven je vstupni
signdl ménén i zpétnovazebnim charakterem rezervoaru. Jinak feceno aktu-
alni vstupni signdl je v rezervoaru ménén i ,,ozvénami“ predchozich vstupnich
hodnot. Nize uvedeny vztah popisuje vypocet vnitini dynamiky stavi:

z(n+1) = tahn(u(n + 1) - W™ + 2(n) - W +y(n) - W), (1.1)
Kde u je vektor vstupnich hodnot, z je vektor vnitfnich stavi a y je vektor
vystupnich hodnot. Déle W™, W a W< jsou vstupni vahy, vnitini vahy
a vahy zpétné vazby vystupnich neuronu zpét do rezervoaru.
3. Dalsim krokem je vypocet vystupni hodnoty ESN, kterd je vypocitana podle

jednoduchého vztahu:
y(n+1)=x(n+1)- W(n), (1.2)

kde W% zna¢i matici vystupnich vah v case n.
4. Nasleduje aktualizace vystupnich vah. Hodnota na kterou jsou vystupni vahy
aktualizovany je ziskana z rozdilu mezi vystupem sité a pozadovanym vystu-

pem sité. Vystupni vahy jsou aktualizované podle néasledujici rovnice:
W n+1)=W>n)+n-zn+ D7 -e,(n+1)+7-x(n)" -e,(n), (1.3)

kde 7 je koeficient uceni a v je momentovy koeficient. Hodnota téchto momentt
odpovida rozsahu [0,1], tak jako je tomu i u ostatnich neuronovych siti.

5. Cely algoritmus se opakuje pro kazdy vstupni signal. [5]

1.3.2 Algoritmus offline uceni sité s ozvénou stavu

Algoritmus offline uceni se lisi od online uceni v tom, Ze sit nejdrive nacte vsechny

vstupni hodnoty tréninkové mnoziny, ¢imz ziskéa stavovou matici vystupnich hodnot.
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Poté jsou vahy dopocitany, nejcastéji metodou pseudoinverze. PTi vypoctu vystup-
nich vah hraje zasadni roli matice ucitele, kterd obsahuje pozadované vystupy sité.
NizZe je popséan tento algoritmus podrobnéji v jednotlivych krocich.

1. Stejné jako u online uceni je tfeba nejdiive vygenerovat ESN tak, aby byla spl-
néna podminka ozvén predchozich stavii. Tudiz ndhodné propojena sit se zpét-
nymi vazbami.

2. Nasleduje cyklické nac¢itani vstupnich hodnot do ESN a aktivace vnitini dy-
namiky rezervoaru, stejné jako je tomu u online uceni. Zména nastava v tom,
ze se vsechny vystupni hodnoty uklddaji do stavové matice bez okamzitého
upravovani vah.

3. V tomto kroku dochazi k vymazani pocateéni paméti dynamického rezervoaru
tim zptisobem, ze je vymazano nékolik prvnich vystupnich hodnot ze stavové
matice. Tyto vystupni hodnoty jsou totiz poznamenané nahodné vygenerova-
nymi vahami (napf. nulovy stav) na pocatku uceni. Kolik prvnich vstupnich
hodnot je vymazano zalezi na délce vstupni sekvence a povaze systému. Od ur-
¢itého okamziku lze predpokladat, ze je u vystupnich hodnot eliminovan vliv
pocatecCnich stavi sité po jejim vygenerovani. Timto postupem ziskdme upra-
venou stavovou matici.

4. Nyni dochazi k vypocétu vystupnich vah podle vztahu:
weout = (M- T)T, (1.4)

kde M~! je upravena stavova matice po pseudoinverzi. Tzv. upravenou matici
ucitele T' ziskdme odstranénim stejného poctu prvnich hodnot, jako tomu bylo
v minulém kroku pfi dpravé stavové matice. 5]

Nyni bude zakladné objasnéna pseudoinverze. Ta je zapotiebi, protoze upravena
stavova matice zpravidla neni ¢tvercova a nelze tak provést klasickou inverzi ma-
tice. Nejcastéji se pouziva tzv. Moore-Penroseova pseudoinverze, jejimz zdkladem je
singularni rozklad, ktery je ddle uvddén pod zkratkou SVD (z anglického Single Va-
lue Decomposition). Tento SVD rozkladd matici M na 3 matice podle nasledujiciho

vzorce:
M=UxVT, (1.5)

kde U a V jsou unitarni ¢tvercové matice a ¥ je diagonalni matice s nenulovymi
realnymi ¢isly na diagondle. Bohuzel v pripadé Ze M neni ¢tvercova, s ¢imz u pseu-
doinverze pocitame, tak 3 také neni ¢tvercova, z ¢ehoz plyne problém, ktery bude
uveden dale. Z uvedeného vzorce plyne, Ze matice V je ziskdna v transponovaném
tvaru.

SVD pseudoinverzni matice M ! se pak rovna:

Mt =vytuT, (1.6)
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z ¢ehoz plyne, ze pokud chceme pseudoinverzi matice M, ziskdame ji singularnim
rozkladem této matice a naslednou inverzi vsech 3 dil¢ich matic. Vzhledem k uni-
tarnosti matic U a V lze tvrdit, ze U~' = UT. To samé plati pro matici V. Diky
tomu neni tfeba pocitat u matic U a V inverzi, ale staci jejich transpozice.
Problém nastava pri pokusu o inverzi matice >. Vzhledem k tomu, zZe tato matice
neni ¢tvercova, mohlo by bystrého ¢tenare napadnout, ze bude treba dalsi pseudo-
inverze. Timto zptusobem bychom vsSak mohli pocitat pseudoinverzi do nekonecna.
K vyfeseni tohoto problému by pripadné mohla slouzit tzv. tenkd pseudoinverze,
ale ani to neni efektivnim resenim. Dalsi moznosti je vyuzit vlastnosti SVD a matice
Y. 7 téchto vlastnosti, které jsou nad ramec tohoto textu, plyne, ze abychom ziskali
¢tvercovou matici X, stac¢i pouze odstranit prebyvajici nulové sloupce nebo radky.

Pak jiz staci provést béznou inverzi této matice. [0][7]
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2 DALSI ALGORITMY PRO ANALYZU CA-
SOVYCH RAD

Pro analyzu casovych rad se pouzivaji nejen urcité typy neuronovych siti (nékolik
z nich bylo popsano v predchozi kapitole), ale i mnoho dalsich algoritmi. Nékolik
téchto algoritmi bude popsano v této kapitole. Zminéné algoritmy muzeme délit

na regresni techniky a techniky strojového uceni.

2.1 Regresni techniky

Regresni techniky, resp. modely, jsou zdkladem prediktivni analyzy. Funguji na prin-
cipu matematickych rovnic, které popisuji vzajemné vztahy mezi prediktory a pre-
dikovanou proménnou. Tento princip bude pravdépodobné nejlepsi vysvétlit na na-
sledujicim prikladu linearni regrese, ve kterém budeme odhadovat vysku clovéka v
zavislosti na jeho véku. Predikovanou proménnou v tomto pripadé predstavuje vyska
a prediktor predstavuje vék. Pokud potvrdime, ze vyska a vék ¢lovéka spolu souvisi,
muzeme na zakladé véku odhadovat vysku clovéka, pripadné naopak, pokud pre-
diktorem bude naopak vyska a predikovanou proménnou veék. Vysledek predikované
proménné se pak odviji od riiznych parametri regresni funkce a dalsich slozek, které
jsou do modelu zahrnuty. Zminéna linearni regrese je nejzédkladnéjsi regresni tech-
nikou a pouziva se k prolozeni souboru bodt v grafu ptimkou. S ohledem na ¢asové
rady si linedrni regresi mizeme predstavit jako prumér hodnot v uré¢itém okamziku.

Z tohoto duvodu nebyla linedrni regrese pouzita v praktické ¢ésti.[§]

2.1.1 Logisticka regrese

Logisticka regrese je jednou z regresnich technik, ktera se na rozdil od linearni re-
grese zabyva odhadem pravdépodobnosti urcitého jevu. Pouziva se pro kategorizaci
modelu, jehoz vystup nabyva pouze dvou hodnot, obvykle 0, pokud jev nenastal
a 1, pokud jev nastal. V praxi lze logistickou regresi vyuzit naptiklad k predpo-
védi vystupt typu student udéld/neudéld zkousku, pacient je zdravy/nemocny atp.
Prediktory souvisejici s vysledkem modelu neni slozité si predstavit. U tspéSnosti
studenta na zkousce se jedna napriklad o dobu, po kterou se student ucil, u predikce
zdravotniho stavu je mozné si predstavit mnohem vice prediktori, jako je napriklad
krevni tlak, télesnd teplota, hladina cukru v krvi atp.[9]

Kategorizaci modelu, jehoz vystup nabyva vice nez dvou hodnot, nazyvame mul-

tinomickou logistickou regresi.
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2.1.2 Rozhodovaci stromy

Rozhodovaci stromy slouzi ke klasifikaci a predikci podobné jako Logisticka regrese.
Vysledkem je také jeden zvoleny cilovy atribut, ktery ma zpravidla binarni podobu
a nabyva tedy tradi¢né hodnot 0 nebo 1. Rozhodnuti stromu o vysledku atributu
poté zavisi na vSech existujicich datovych zaznamech. Princip je mozné zase priblizit
na prikladu, kdy se rozhodovaci strom rozhoduje, zda je pacient nemocny nebo
zdravy. Rozdilem oproti logistické regresi je aspekt ,uceni“. Rozhodovaci strom je
tedy schopny se naucit, které kombinace atributt zdravi pacienta (napiiklad krevni
tlak, télesnd teplota, hladina cukru v krvi atp.) vedou k tomu, zda je pacient opravdu
nemocny nebo zdravy.

Rozhodovaci stromy maji pomérné sSiroké vyuziti. Pomoci regresnich stromii,
spadajicich mezi rozhodovaci stromy, lze predikovat i spojité veli¢iny, pripadné pokud
klasifikujeme cilovy atribut s vice nez dvéma kategoriemi, jedné se o variantu C4.5.

Ackoliv jiz existuji mnohem komplexnéjsi algoritmy pro predikci a klasifikaci,
rozhodovaci stromy maji nékolik vyhod, diky kterym jsou stale hojné vyuzivané.
Napriklad nepottebuji zadnou specialni pripravu dat, diky ¢emuz jsou vhodné i pro
zacatecniky v oblasti klasifikace a predikce. Dalsi vyhodou je, zZe jejich vysledkem je
graficky znazornény strom, ktery lze zpravidla jednoduse vysvétlit nebo ukazat na

prezentaci. Jeden takovy rozhodovaci strom je zobrazen na Obr. 2.1}
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rsi variation

= 52,292 =52.292 >1.004 <1.004
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Obr. 2.1: Rozhodovaci strom aplikovany na finan¢ni index.

Ostatni slozitéjsi algoritmy zpravidla tak jednoduché vysvétlit neni. Uvedme si

jako priklad neuronové sité, které s nékolika desitkami neuronu obsahuji mnoho
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propojeni a vah. U takové sité je velmi tézké predstavit si, jak konkrétné je ziskana
vysledna hodnota. Dalsi neposledni vyhodou rozhodovacich stromt je schopnost
urcit si klicové atributy a naopak rozhodnout, které atributy prilis dilezité nejsou,
a které je mozné uplné vypustit. U ostatnich algoritmi se tento problém fesi pomoci
selekce priznaki (anglicky feature selection nebo forward selection), ktera predchazi
samotnému algoritmu. [10]

Specidlnim pripadem rozhodovacich stromi je ndhodny les (anglicky Random
forest), ktery je metodou pro klasifikaci a regresi stejné jako predchozi algoritmy.
Hlavnim rozdilem oproti predchozim rozhodovacim stromiim je skutecnost, ze na-
hodny les se sklada z nékolika rozhodovacich stromti. V oblasti predikce je vysledek
nadhodného lesu vypocten jako pramér vysledki dil¢ich rozhodovacich stromt. V ob-
lasti klasifikace je pak vysledkem kategorie, ktera se vyskytuje nejcastéji a je tak

modem Kklasifikovanych kategorii.[11]

2.2 Techniky strojového uceni

Strojovym ucenim se nazyva urcity typ algoritmii, které spadaji do oblasti umélé
inteligence a jsou schopny se ucit. Jinymi slovy, jsou schopny naucit se reseni urcitého
problému pomoci urcitych pravidel a technik (napf. zpétné sifeni chyby, anglicky
back-propagation).

Uceni je mozné rozdélit na dvé podskupiny, a to uceni s ucitelem a uceni bez
ucitele, jak jiz bylo ptiblizeno v kapitole[I} Pro pfipomenuti, pokud se jednd o uceni
s ucitelem, tak je soucasti vstupnich dat i spravny vystup, ktery od algoritmu oce-
kavame. Pokud se jednd o uceni bez ucitele, pak vstupni data ocekavany vystup
neobsahuji. Nasledujici popis se vénuje algoritmim s ucitelem.

Jednou z nejvyznamnéjsich technik strojového uceni jsou i neuronové sité, které
vsak byly popsany v prvni kapitole. Nasledujici popis se tedy vénuje ostatnim algo-

ritmum.

2.2.1 Hluboké uceni

Popisy jednotlivych algoritmti se v - mnoha oblastech ptrekryvaji a tak neni jedno-
duché naprosto jednoznacné definovat kazdy z nich. I pro samotné hluboké uceni
(anglicky Deep learning) existuje nékolik definic. Vsechny tyto definice se shoduji
pouze na dvou vlastnostech. Prvni vlastnosti je, Ze pouzity model hlubokého uceni
obsahuje nékolik vrstev nelinearnich procesnich jednotek. Druhou vlastnosti je, ze
kazda nasledujici vrstva vyuziva jako svuj vstup vystup predchozi vrstvy. Uceni
timto zpusobem tedy probiha od vstupnich vrstev k vystupnim, pripadné je mozné

rict k vrstvam hlubsim.
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Hluboké uceni je nejcastéji vyuzivano spolecné s neuronovymi sitémi, jak uvedena
definice hlubokého uceni muze napovédét. Specidlnim pripadem hlubokého uceni
jsou autoenkodéry. Jedna se o neuronové sité, které maji stejné rozméry vstupni
i vystupni vrstvy, ale zpravidla mensi rozmér skrytych vrstev. Tyto autoenkodéry
se nejcastéji pouzivaji pro kompresi a naslednou obnovu dat. Jejich principem je
nauceni modelu pracovat tak, aby bylo z vystupnich dat stdle mozné rozhodnout,
jak vypadala data vstupni. Je nutné podotknout, Ze polovina topologie autoenko-
déru data komprimuje a druha je zase dekomprimuje. Topologie je tedy zpravidla
soumérna. Pokud chceme tedy ulozit komprimovana data, vystupni vrstva bude

zminénou redukovanou skrytou vrstvou. [12]

2.2.2 Stroje podpurnych vektora (SVM)

Stroje podpurnych vektoru (anglicky Support vector machines) jsou technikou kla-
sifikace dat do dvou t¥id. Cilem tohoto algoritmu je nalézt nadrovinu, ktera rozdéli
vstupni data v n-rozmérném prostoru. Optimalni nadrovina pak rozdéluje data ta-
kovym zptisobem, ze minimalni vzdalenost dat obou tiid od nadroviny je co nejvétsi.
zyva pasmo necitlivosti nebo hrani¢ni pasmo. Nejjednodussi linedrni dvourozmeérné
rozdéleni ti{d je zobrazeno na Obr. 2.2

Nazev této techniky pochazi z podptirnych vektori, coz jsou prave ty body, které

lezi na okraji hrani¢niho pasma. Tyto body definuji nalezenou nadrovinu.
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Obr. 2.2: Rozdéleni dat pomoci optimalni nadroviny.

Dilezitou soucasti této techniky je jadrova transformace (anglicky kernel trans-
formation), kterd umoznuje prevést ptuvodné linedrné neseparovatelnou ulohu na
linearné separovatelnou pomoci prevedeni dat do prostoru typicky vyssi dimenze.

V takovém prostoru je jiz mozné nalézt pozadovanou nadrovinu.[13]
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2.2.3 Vicevrstvy perceptron (MLP)

Vicevrstvy perceptron (anglicky Multilayer perceptron) je specidlnim pripadem neu-
ronové sité a skldada se alespon ze tii vrstev. Od obecné neuronové sité se lisi tim, ze
neobsahuje zpétné vazby a jedna se tak vzdy o dopfednou neuronovou sit. Kromé
vstupnich neuronti pouzivaji vSechny ostatni neurony algoritmu MLP nelinearni ak-
tivacni funkci, ¢imz se také muze odliSovat od ostatnich neuronovych siti. MLP
vyuziva pro své uceni techniku backpropagation.|[14]

V praktické ¢asti této prace je pouzit vicevrstvy perceptron s jednou skrytou
vrstvou, ktera obsahuje priblizné dvakrat vice neuront, nez vrstva vstupni. Tim se
pouzity vicevrstvy perceptron lisi od pouzité dopredné neuronové sité, jejiz skryta
vrstva obsahuje méné skrytych neuront, nez vrstva vstupni. Vicevrstvé perceptrony,
jejichz skryta vrstva obsahuje vice neuronti, nez vrstvy ostatni, jsou pak oznacovany

jako ,vanilkové“ neuronové sité.[15]

2.2.4 Bayesovské sité

Bayesovské sité (anglicky Naive Bayes) patii do skupiny pravdépodobnostnich kla-
sifikdtorii. Princip jejich fungovani bude pravdépodobné nejlepsi vysvétlit na nasle-
dujicim prikladu: Chceme klasifikovat jablko jako druh ovoce. Jablko ma na pohled
nekolik zakladnich vlastnosti. Napriklad je kulaté, ma asi 10 centimetrt v prameéru
a je cervené. Bayesovskd sit se pak domniva, ze kazda z téchto vlastnosti prispiva
nezavisle k pravdépodobnosti, Ze se opravdu jedna o jablko. Na zakladé téchto vlast-
nosti je tedy schopna urcit s jakou pravdépodobnosti se jedna o jablko.

Bayesovské sité jsou dnes stale pouzivanou metodou napriklad pro kategorizaci
texti nebo v lékarské diagnostice. PTi spravném nastaveni jsou schopné konkuro-
vat i pokrocilejsSim metodam jako jsou napriklad jiz zminéné stroje podpurnych
vektoru. [16]

2.2.5 Metoda k nejblizsich sousedu (k-NN)

Zakladni myslenkou tohoto algoritmu je predpoklad podobnosti. Napriklad mnouka
jako kocka, chodi jako kocka, nejspise se jedna o kocku. Tento algoritmus v pod-
staté klasifikuje data v prostoru na zakladé vzdalenosti od jiz klasifikovanych dat.
Z toho vyplyva, ze algoritmus pottebuje ke svému fungovani jiz klasifikovana data,
aby na zakladé jejich podobnosti mohl klasifikovat dalsi vzory. Jadrem tohoto algo-
ritmu je vypocet vzdalenosti mezi vzorky, ktery je nejcastéji realizovan euklidovskou

metrikou:

d(a, b) = Z (ai — bi)Q,

i
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Je vSak mozné vyuzit jakoukoli jinou metriku (Chamberrovska, Kosinova atp.).[17]

Vyhodou tohoto algoritmu je jednoduchost pridavani dalsich dat. Tento model
se totiz nemusi jakkoli trénovat. Nevyhodou tohoto algoritmu je nutnost uchovani
celé databaze trénovacich dat, diky ¢emuz muze byt tento algoritmus velice omezen
pri klasifikaci velkého objemu dat. Tento problém je mozné fesit ulozenim pouze
stfedni pozice bodi jednotlivych kategorii. Jedna se o tzv. centroid. Je vhodné vSak
ulozit i informaci z kolika bodi byl centroid vypocten, diky ¢emuz je nasledné mozné

pozdéji rozsirit trénovaci data.[12]
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3 POUZITE NASTROJE

V této kapitole jsou uvedeny nastroje, které byly pouzity pfi tvorbé akcelerované
varianty sité s ozvénou stavu pro grafické procesory. Déle je popsan nastroj, po-
moci kterého byly vytvareny vstupni soubory pro testovani zminéné sité s ozvénou
stavu a ostatnich algoritmi uvedenych v kapitole ¢.[2 V neposledni fadé je predsta-
ven nastroj, pomoci kterého byla mérena presnost klasifikace zminénych ostatnich

algoritm.

3.1 Maven

Maven je nastroj vytvoreny neziskovou organizaci Apache Software Foundation.
Tento nastroj je urcen pro spravu a sestavovani neboli kompilaci aplikaci. I pres
to, ze je mozné Maven pouzit pro projekty vytvorené v riznych programovacich ja-
zycich, nejvice je spojovan s jazykem Java. Divodem jeho vzniku byl pokus o zjed-
noduseni sestavovaciho procesu u projektu Jakarta Turbine. Ten sestaval z nékolika
projekti, z nichz kazdy mél vlastni knihovny a zdrojové soubory, které byly vsechny
ponékud odlisné. Cilem bylo standardizovat zptsob sestavovani projektti, sdileni
knihoven mezi projekty a ziskani jasné definice z ¢eho se projekt sklada. Vznikl tak
nastroj, ktery lze nyni pouzit pro vytvareni a spravu jakéhokoli projektu zalozeného
na jazyce Java.[1§]

Maven nedisponuje zadnym grafickym uzivatelskym rozhranim. Pracuje pouze
pod prikazovou radkou, diky ¢emuz ho tak mohou vyuzivat vSsechny nastroje, které
dokazi komunikovat pomoci standardnich vstupti.

Vychozi nastaveni Mavenu vyzaduje urcitou adresdfovou strukturu. Korenovy
adresar projektu musi obsahovat soubor pom.xml a adresar src, ktery obsahuje zdro-
jové soubory projektu, ktery ma byt zkompilovan. Zakladni adresarovou strukturu
lze ménit pomoci zmény konfigurace v souboru pom.xml, ktery je pro kompilaci pro-
stfednictvim nastroje Maven stézejni. Dale bude stru¢né nastinéna struktura tohoto
konfigura¢niho souboru.

Soubor pom.xml se sklada z nékolika casti. Jako prvni se obvykle uvadéji infor-
mace o projektu. Piikladem téchto informaci mohou byt fadky 2 az 5 ve vypisu [3.1]
V pripadé potteby je mozné informace v této ¢asti libovolné rozsirit pomoci dalsich
prikazl, naptiklad o odkaz na webové stranky apod. Dalsi ¢ast, velmi strucné zob-
razena v fadcich 7 az 11, obsahuje vsechny pouzité zasuvné moduly, cestu ke kompi-
la¢nim souborim apod. Tato ¢ast je ve vypisu zobrazena pouze nazorné, protoze
kazdé nastaveni jednotlivého zdsuvného modulu obsahuje nékolik desitek radkt kon-

figurace. Posledni ¢ast obsahuje zavislosti na externich knihovnach. Priklad zavislosti
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na jedné z knihoven je zobrazen v fadcich 13 az 19.[19)]

<project>
<modelVersion>4.0.0</modelVersion>

<groupId>MojeSpolecnost</groupId>
<artifactId>MujProjekt</artifactId>
<version>0.0.1-SNAPSHOT</version>

<build>
<plugins>

</plugins>

</build>

<dependencies>

<dependency>

<groupId>com.spolecnost</groupId>
<artifactId>knihovna</artifactId>

<version>1.2.3</version>

</dependency>

</dependencies>

</project>

Vypis kédu 3.1: Struktura konfiguracniho souboru pom.xml.

3.2 Deeplearning4j

Deeplearning4j, dale uvadéna pod oficidlni zkratkou DL4J, je knihovna vyvinutd

skupinou programatorii ze San Francisca a Tokia. Tato skupina je vedena Adamem

Gibsonem. DL4J je urcena pro programovaci jazyk Java a Scala a obsahuje imple-

mentace téchto neuronovych siti:

Boltzmanovy stroje
Hluboké neuronové sité
Hluboké autokodéry
Konvolué¢ni sité
Rekurentni sité
Rekurzivni autokodéry

Rekurzivni tensorové neuronové sité

Tato knihovna obsahuje vlastni vypocetni knihovnu ND4J, kterd bude uvedena
dale. Stejné jako ND4J i DL4J je uzptisobeno praci na CPU i GPU a dokaze pracovat
i s architekturou CUDA.
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DL4J je vydana pod licenci Apache 2.0 jako tzv. otevieny software (anglicky
a je poskytnut zaroven s jeho zdrojovym kédem. Soucasné je tato knihovna k dis-

pozici bez poplatku. [20]

3.3 ND4J

ND4J je védecka knihovna napsand v programovacim jazyce C++. Byla vyvinuta
na podzim roku 2014 skupinou programatori ze San Francisca, kteii vyvinuli také
DL4J. Do této doby neexistovala zadna obdobna knihovna pro programovaci jazyk
Java, ktera by umoznovala programovani aplikaci pro GPU bez zdsadnich zmén
v kédu. Nutno podotknout, ze pokud neni k dispozici GPU, na kterém by mohl byt
spustén vytvoreny kéd, ND4J je schopné pracovat i na procesoru (CPU).[21]

ND4J je uzptsobena predevsim praci s linearni algebrou a maticemi. Objekt,
kterym tato knihovna ztvarnuje matice, se nazyva INDArray. Jedna se o rozhrani,
které obsahuje t¥idy N-dimenziondlnich poli, které v kodu ztvarnuji realné a kom-
plexni matice. Kazd4 ttida je obsazena dvakrat, a to jak pro CPU, tak pro GPU
vypocty. Toto rozhrani obsahuje velké mnozstvi metod, mezi které patri i metoda
pro singuldrni rozklad. Zminénd metoda byla uvedena v podkapitole Piiklad
syntaxe a vytvofeni jednoduchého objektu INDArray je zobrazen ve vypisu [3.2[22]

ND4J je stejné jako DL4J vydana jako open-source pod licenci Apache 2.0.[21]

INDArray NDpole = Nd4j.create(new float[] { 2.f, 4.f, 1.f, 3.f} new
int[1 { 2, 2 });

System.out.println(NDpole) ;

// Vypis v konzoli:

// [[2.00, 4.00],

// [1.00, 3.00]]

Vypis kédu 3.2: Konstruktor a vypsani objektu NDpole typu INDArray

3.4 TA4J

TAA4J je zkratkou anglického nazvu — Technical Analysis For Java. Z tohoto nazvu
vyplyva, ze se jedna o knihovnu urcenou k technické analyze v jazyce Java. Stejné
jako zminéné knihovny DL4J a ND4J je i knihovna TA4J vydana jako open-source,
avsak pod licenci Massachusettského technologického institutu (MIT).
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TA4J obsahuje vice nez 130 technickych indikatort, jako jsou napiiklad klouzavé
pruméry, RSI, MACD atp., diky ¢emuz je tato knihovna vyznamnym nastrojem
v oblasti technické analyzy. Tyto indikatory jsou pocitany z historickych dat urcitého
finan¢niho indexu. Zminénd historickd data pak musi byt ve tvaru OHLC (Open,
High, Low, Close), coz znamend, ze pokud mluvime o urcitém ¢asovém intervalu,
je treba vkladat data, kterda obsahuji 4 ceny z tohoto intervalu. A to oteviraci,
nejvyssi, nejnizsi a konecnou, tedy uzaviraci. Pro nékteré indikatory je treba vlozit
i udaj o obchodovaném objemu za tento interval (anglicky volume).

Knihovna TA4J obsahuje mnoho dalsich uziteénych funkci, jako je naptiklad
nastavovani pravidel pro ndkup a prodej nebo test a naslednou analyzu celé obchodni

strategie. [23]

3.5 RapidMiner

RapidMiner je softwarovy néstroj, ktery vznikl v roce 2001 na technické univerzité
v némeckém Dortmundu pod nédzvem YALE (Yet Another Learning Environment).
Vyvinuli ho Ralf Klinkenberg, Ingo Mierswa a Simon Fischer z tstavu umélé inte-
ligence. Po zalozeni firmy Rapid-I Ingem Mierswem a Ralfem Klinkenbergerem byl
v roce 2007 nazev softwaru zménén z YALE na stévajici RapidMiner.[24] Roku 2013
byla zminéna firma Rapid-I pfejmenovana taktéz na RapidMiner.

Jak jiz nazev muze napovédét, RapidMiner se pouziva predevsim na zpracovani
dat a texti, prediktivni analyzu nebo ke strojovému a hlubokému uceni.

RapidMiner obsahuje grafické uzivatelské rozhrani, coz usnadnuje navrh a rea-
lizaci analytickych pracovnich postupt. Tyto pracovni postupy se v RapidMineru
nazyvaji procesy. Kazdy tento proces je mozné sestavit z mnozstvi bloki, které
predstavuji napriklad metody strojového uceni, kiizovou validaci, doprednou selekci
priznaki apod. Nepreberné mnozstvi funkei je mozné rozsirit o dalsi zasuvné moduly
prostiednictvim sluzby RapidMiner Marketplace nebo skript psanych v programo-

vacim jazyce Python nebo R.[25]
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4 IMPLEMENTACE AKCELEROVANE VARI-
ANTY PRO GRAFICKE PROCESORY

Kapitola [4] popisuje vlastni postup pii tvorbé akcelerované varianty vzorové ESN.
Tato varianta byla vytvofena v programovacim jazyce Java. Ukolem této varianty
je zjistit potencial sité s ozvénou stavu fungujici na GPU.

Samotna prace na tvorbé této akcelerované varianty probihala v prvni ¢éasti
na osobnim pocitaci v programu Eclipse. Vzhledem k tomu, ze tento osobni po-
c¢itac¢ nedisponuje prislusnou grafickou kartou Nvidia potfebnou pro zakladni funkci
akcelerované varianty, bylo tieba vyvoj nasledné presunout na skolni server VUT,
ktery disponuje grafickou kartou GeForce GTX 1080 od vyrobce Nvidia. K tomuto
presunu doslo az po dikladném prostudovani varianty pro CPU.

Zminénad CPU varianta funguje na principu algoritmu online uceni, ktery byl
uveden v kapitole [1.3.1} Bohuzel, implementace sité s ozvénou stavu na GPU, ktera
funguje na tomto principu, neni mozna. Vzhledem k tomu, ze jsou pfi tomto algo-
ritmu vystupni vahy upravovany po kazdém priichodu nového vstupu celou siti, je
nutné, aby uprava vah probihala sekvenc¢né. Sila funkce GPU vsak spociva v tom,
ze GPU je schopné resit urcité problémy paralelné pti pouhém jednom taktu CPU.
7 tohoto divodu bylo nutné pristoupit k preprogramovani vzorové sité s ozvénou

stavu na princip algoritmu offline uceni, ktery byl rozebran v kapitole [1.3.2]

4.1 Presun vyvoje na server

Po prostudovani CPU varianty s dilé¢imi zménami kédu doslo k presunuti dalsiho
postupu na VUT server zvany Gravy. Pti tomto kroku vznikl problém, jak presu-
nout velké mnozstvi knihoven a jak co nejefektivnéji zprovoznit vyvojové prostredi
na vzdaleném serveru. Nejdiive byla snaha vytvorit jeden velky spustitelny soubor
formatu JAR s knihovnami a spoustét kod s definovanou cestou, kde presné mé
kazdou s knihoven najit. K tomu mély slouzit vytvorené spoustéci skripty. Bez nich
by bylo nutné umisténi kazdé knihovny psat rucné pokazdé, kdyz by bylo potireba
spustit nebo kompilovat kod, a to i pres to, Ze se nachazeji ve stejném adresari.
Toto teseni se ale nakonec ukézalo jako zdlouhavé, neefektivni a zbytecné slozité
vzhledem k velkému mnozstvi knihoven a tim padem i velkého mnozstvi ukazateli
na jejich umisténi. Nakonec tento krok velmi usnadnil nastroj Maven, ktery byl uve-
den v kapitole 3.1} Diky nému stacilo prekopirovat knihovny z osobniho pocitace na
Gravy a vytvorit konfiguracni soubor pom.xml, kde byl nadefinovan adresar se vSsemi
knihovnami. Déale byly do pom.xml nadefinovany zavislosti na knihovny, které adre-

sal neobsahoval. Maven si tyto knihovny béhem kompilace sam stahl z centralniho
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repositare Mavenu, na ktery je uveden odkaz také v pom.xml.

Kompilace a nasledné spusténi kodu pomoci Mavenu bylo vzdy provedeno sledem
nékolika prikazi, které budou nyni vysvétleny. Jako prvni byl vzdy pouzit piikaz
mun clean, ktery vymaze zkompilované soubory po poslednim spusténi testovaného
kédu. Tim je zajisténo, ze nedojde k castecnému prepsani zkompilovanych souborii
minulého testu, coz by v krajnim pripadé mohlo ptsobit problémy pii samotném
béhu programu. Po tomto kroku si mizeme byt jisti, ze je adresar pro zkompilované
tridy projektu prazdny a je tedy mozné pokracovat ke kompilaci. Ta byla spusténa
piikazem mun compile. V tomto kroku jsou vytvoreny nové zkompilované tiidy, na-
sledné pripravené ke spusténi, které bylo provedeno pomoci prikazu mun exec:java.
Po kazdém zadani nékterého ze zminénych prikazti nas Maven informuje, zda vse
probéhlo tspésné systémovou hldskou ,,Build success®, nebo netspésné systémo-
vou hlaskou ,,Build failure“. Pri netspéchu zaroven vypise do prikazového radku,
k jakym dil¢im chybam doslo.

Misto prikazu mwvn compile lze pouzit mvn package. Tento prikaz v sobé obsa-
huje zminény kompilovaci prikaz. Navic vSak kompilovany kod sklada do distribu-
ovatelného souboru, naptiklad typu JAR, coz kompilaci v nasem pripadé prodlouzi
z nékolika sekund na vice nez minutu. Doba sestavovani se pak odviji i od poctu

knihoven. Z téchto divodi bylo vyuzivano spise piikazu mun compile. [26]

4.2 Tvorba akcelerované varianty

Po zprovoznéni vyvojového prostiedi na Gravy mohla zacit samotna tvorba akce-
lerované varianty. Zakladem této varianty je knihovna ND4J zminénd v kapitole
2.0l

Jak jiz bylo zminéno dfive, aby akcelerovana varianta mohla pracovat na GPU,
bylo tfeba preprogramovat algoritmus uceni z typu online na typ offline. Toho bylo
docileno zménou v hlavni spoustéci metodé celého vzorového projektu pro CPU.
Cely prubéh vzorové implementace sité s ozvénou stavu, ktery je ztvarnén jednim
cyklem for, se déli na 3 sekce. Prvnich 100 vzort vstupni matice o velikosti 1500x1
vzori je nacteno siti. Dochéazi k aktivaci sité a vytvareni ozvén v rezervoaru. Dalsich
900 vzort slouzi k uceni sité formou inicializace vah a poslednich 500 vzori slouzi
k testovani vystupu sité. Prepracovana byla pouze sekce s ucenim sité.

Pti pribéhu uceni bylo nejdrive treba ziskat vystupni stavovou matici, ktera byla
ziskana postupnym priichodem 900 vstupnich vzori celou siti s ozvénou stavu a na-
slednym ukladanim vystupnich vzora do pole. Nasledné bylo tieba z této stavové
matice vytvorit objekt typu INDArray, se kterym pracuje zminéna knihovna ND4J.

Toho bylo docileno upravenim rozmért pole se stavovou matici tak, aby bylo mozné
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pouzit metodu Ndj4j.create. Vysledkem této metody je stavova matice ve formé IN-
DArray s rozméry 900x1. Uvedeny postup je zobrazen ve vypisu Stejny postup
bylo tfeba provést i pro matici ucitele, tedy pro matici zadanych vystupt, ktera byla

ziskana ze vstupni matice posunutim v ¢ase o jeden vzor.

double[] flatOut = ArrayUtil.flattenDoubleArray(outputArray);
int [] shapeOut = {train_period,1};
INDArray outData = Nd4j.create(flatOut,shapeOut,’f’);

Vypis kédu 4.1: Transformace stavové matice do typu INDArray.

Nasleduje vypocet poctu sloupct a radki stavové matice a prvni cast Moore-
Penroseovy pseudoinverze, tedy singularni rozklad. Ten musi byt proveden, protoze
stavova matice neni ¢tvercova a nemuze tak byt provedena inverze, ktera je potireba
k ziskdni vystupnich vah podle kapitoly [1.3.2] Vypocet sloupci a fadku stavové
matice a jeji nasledny singuldrni rozklad je zndzornén ve vypisu[d.2] V ddcich 6 az 8
je mozné si vSimnout, ze je tfeba nejdiive vygenerovat matice, do kterych bude SVD
ulozen. Funkce pro SVD, jejiz provedeni se nachazi na poslednim fadku zminéného
vypisu, si sama tyto matice nevytvori. Dilezita je matice extender, ktera slouzi
k upravé rozmeért. Bez ni by neodpovidaly rozméry matic pri kone¢ném soucinu

a pseudoinverze by neprobéhla.

INDArray Input = outData;

int nRows, nColumns;

nRows = Input.rows();
nColumns = Input.columns();
INDArray S, U, V, VT, extender, D, outputl, UTran, temp;
S = Nd4j.zeros(1l, nColumns);
U = Nd4j.zeros(nRows, nRows);
VT = Nd4j.zeros(nColumns, nColumns) ;
extender = Nd4j.zeros (nColumns,Math.abs(nRows-nColumns)) ;

Lapack svd = new JcublasLapack();
svd.gesvd (Input, S, U, VT);

Vypis kodu 4.2: Funkce singularniho rozkladu.

Nyni tedy mame rozlozenou stavovou matici, nasledné je treba u jejich dil¢ich
prvki provést inverzi. Vzhledem k tomu, ze stavova matice je ve formé pouze jednoho
sloupce, vyjde matice S pouze jako jednoprvkova. Bohuzel knihovna ND4J neumi

provést inverzi jednoprvkové matice. Tento problém je vyfesen tak, jak je zobrazeno
ve vypisu 4.3
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double Pom;
Pom=1/S.getDouble (0,0) ;
S.putScalar (0 , Pom);

temp = Nd4j.hstack(S, extender) ;
UTran = U.transpose();

outputl = temp.mmul (UTran);

Vypis kodu 4.3: Inverze jednoprvkové matice S.

Zminény jediny prvek je vynat z matice S a je provedena jeho inverze prevrace-
nim zlomku. Nésledné je tato inverzni hodnota vracena zpét do matice S. V dalsim
kroku je matice S rozsitena matici extender, protoze je nutné, aby odpovidaly roz-
meéry matice S a mohlo dojit k vynasobeni s transponovanou matici U. Tim je ziskana
stavovd matice M po pseudoinverzi, tedy M~!. Matice V neni timyslné zapoctena
do pseudoinverze, protoze v nasem pripadé je stavova matice pouze sloupcova a ma-
tice V by diky tomu méla vychazet rovna 1. Bohuzel funkce svd vraci bud matici
V rovnou nule, nebo rovnou ¢&islu v fadu asi 10%°. Spravnost vysledku pseudoinverze
byla nékolikrat ovérena matematickym online néstrojem WolframAlpha.

Zbyva jiz. pouze ziskat vystupni vahy vyndsobenim matice M1 s matici ucitele
a cely vysledek transponovat. Tyto vahy je tfeba nakonec implementovat do sité
s ozvénou stavu. Toho je dosazeno kddem zobrazenym ve vypisu[£.4l Prvni dva radky
obsahuji vypocet vystupnich vah. Dalsi 2 fadky upravuji vahy do takového tvaru,
aby je bylo mozno implementovat do ESN. Posledni tadek pak predava vystupni

vahy funkci next, ktera byla upravena tak, aby implementovala vahy do ESN.

INDArray Wout = outputl.mmul (targetData);
INDArray WoutT=Wout.transpose();

double[] OutWeights=new double[output_dimensionl];
OutWeights [0] = WoutT.getDouble (0,0);
output = esn.next(input, target_output, OutWeights);

Vypis kédu 4.4: Vypocet a nastaveni vystupnich vah ESN.
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5 TVORBA VSTUPNICH DAT

Pro predpovéd vyvoje financéniho trhu, a tedy i pro predikéni analyzu vytvorenou
pomoci strojového uceni, jsou potfeba jiz oznackovana trénovaci a testovaci data.
Kazdy z algoritmt strojového uceni potiebuje nejdrive védét jaka data ma klasifiko-
vat nebo predpovidat a jaky ma byt vysledek této klasifikace nebo predikce. Proto
bylo treba stahnout z internetu a nasledné oznackovat data zvoleného finanéniho in-
dexu. Pro testovani sité s ozvénou stavu a ostatnich algoritmt byly zvoleny indexy:

o XAUUSD - vyvoj ceny zlata v dolarech.

« EURUSD - vyvoj ceny eura v dolarech.

« BTCUSD - vyvoj ceny kryptomény Bitcoin v dolarech.

o« LSKBTC - vyvoj ceny kryptomény Lisk v zavislosti na kryptoméné Bitcoin.

Zminéné financéni indexy byly stazeny z webového portalu www.investing.com.
Tento portal byl zvolen, protoze obsahoval vSechny zvolené kryptomeény, a to ve formeé
OHLC, ktera byla zminéna v podkapitole ¢. 3.4, Forma OHLC byla nutnd z divodu
pozdéjsi tvorby indikatort pomoci knihovny TA4J.

Data kazdého z vyse uvedenych indexti byla stazena za poslednich nékolik let
v dennim c¢asovém intervalu. Data indexu zlata (XAUUSD) odpovidaji ¢asovému
rozsahu od 1.1.2013 do 28.2.2018, data indexu eur a kryptomény Bitcoin (EURUSD,
BTCUSD) odpovidaji ¢asovému rozsahu od 1.1.2014 do 28.2.2018. Posledni index,
kryptomény Lisk, odpovida ¢asovému rozsahu od 26.5.2016 do 28.2.2018. Divodem
kratkého casového rozsahu dat kryptomény Lisk je, ze tato kryptoména je velmi
mladé a vznikla az v roce 2016.

Kazdy jednotlivy radek, jiz uvedenych stazenych dat, obsahuje datum, otevi-
raci cenu, uzaviraci cenu, nejvyssi cenu a nejnizsi cenu za jednotlivy den. U indextu
kryptomén (BTCUSD a LSKBTC) data obsahovala také obchodovany obsah (ang-
licky volume). U indexu zlata (XAUUSD) a eura (EURUSD) bohuzel obchodovany
obsah nebyl dostupny, misto néj posledni polozka v fadku obsahuje zménu ceny
v procentech.

Po stazeni dat vSech zvolenych financ¢nich indexti, bylo potfeba oznackovat data
podle nakupnich a prodejnich signali. Pro jednoduchost bylo rozhodnuto, ze pozi-
tivni nadkupni signal, kdy cena indexu stoupd, bude oznacena c¢islem 1 a negativni
nakupni signal, kdy cena indexu klesa, bude oznacena ¢islem —1. V pripadé ne-
gativniho nakupniho signdlu je mozné index nakupovat napriklad zapornymi cisly
a vydélat tak i na padu indexu. Signaly, které nebyly investi¢né zajimavé byly zna-
ceny c¢islem 0. Tyto znacky, oznacujici nakup, byly zapsany do oddélenych soubort
z divodu jednodussi manipulace s daty. Kazdému finanénimu indexu tedy v tuto
chvili nalezely dva soubory, a to soubor s dennimi OHLC daty a soubor se znackami

nakupnich signala.
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5.1 Vypocet finan¢nich indikatora

Pro presnéjsi analyzu bylo rozhodnuto o rozsiteni vstupnich dat o finanéni indika-
tory. Diky tomuto kroku jsou schopny testované algoritmy provadét komplexnéjsi
analyzu nebo predikci.

K vypoctu indikatora byla pouzita jiz zminéna knihovna TA4J. Jako vzor byl
pouzit kod, ktery byl poskytnut vedoucim této prace doc. Ing Radimem Burge-
tem, Ph.D. Tento kod se skladal ze dvou ttid pro vypocet indikatort z dat OHLC
kryptomény Bitcoin v zavislosti na kryptoméné Etherium. Tyto dvé ttidy byly na-
sledné prepracovany a rozsiteny o dalsi ttidu. Vysledkem je projekt o tfech tridach,
ktery umoznuje vytvorit jeden soubor s indikatory a znackami nédkupu pro kazdy
z finan¢nich indexi. Tyto tii t¥idy budou néasledné blize popsany.

Hlavni tiida zvana IndicatorsToCsv je spoustéci tridou pro vytvoreni zminénych
indikatoru a obsahuje hlavni (anglicky main) spoustéci metodu. Na zacatku funkce
této tfidy se nacitaji vstupni soubory do paméti, cemuz odpovidaji radky 2 a 3
zobrazené ve vypisu [5.1]

public static void main(String[] args) throws
FileNotFoundException {
TimeSeries series = CsvTicksLoader.loadOHLCVSeries ("data/EURUSD.
csv"
ArraylList labels = CsvTicksLoader.loadLabels("data/LabelsEURUSD.

csv"

Vypis kodu 5.1: Nacitani vstupnich soubort do paméti v tridé IndicatorsToCsv.

Tyto zminéné dva radky v podstaté odkazuji na druhou tfidu, ktera je zvana
CsvTicksLoader a obsluhuje metodu loadOHL C'VSeries. Tato metoda se stard o na-
¢teni vstupnich dat do paméti. Nacitani poté probiha radek po radku. Soucasné tato
tiida kazdy radek jesté rozdéli na jednotlivé ceny indexu (OHLC) a obchodovany
objem (volume), pripadné rozdil v procentech. Kazdou tuto datovou jednotku pak
uklada do pole typu Arraylist. Hlavni cast této metody, kterda se o toto nacitani

vstupnich souboru stara, je zobrazena ve vypisu [5.2]

InputStream stream = new FileInputStream(file);
List<Tick> ticks = new ArrayList<>();
CSVReader csvReader = new CSVReader (new InputStreamReader (stream
, Charset.forName ("UTF-8")), ’,’, >"’, 1);
String[] line;
while ((line = csvReader.readNext()) != null) {
LocalDateTime zonedate = LocalDateTime.parse(line[0]+" "+1line
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[1], DATE_FORMAT);
ZonedDateTime date = zonedate.atZone(Zoneld.systemDefault ());
double open = Double.parseDouble(line[3]);
double high = Double.parseDouble(line [4]);
double low = Double.parseDouble(line[5]);
double close = Double.parseDouble(line[2]);
double volume = Double.parseDouble(line[6]);

ticks.add (new BaseTick(date, open, high, low, close, volume));}

Vypis kdédu 5.2: Stézejni c¢ast metody loadOHLCVSeries z tiidy CsvTicksLoader.

Zobrazeny pripad se tyka vstupniho souboru s historickymi daty ceny urc¢itého
finanéniho indexu. Analogicky byl nac¢itan i soubor se znackami nakupu, ktery ob-
sahoval pouze datum a znacku nakupu na jednom radku. Proto misto radkt 8 az 12
7z Vypisu metoda pro nacteni souboru se znackami nakupu, nazvana loadLabels,
obsahovala pouze jeden Tadek, ktery nacita zminénou znacku. Pro ujasnéni je cast
metody loadLabels, zobrazena ve vypisu [5.3| a zminény radek tak odpovida tretimu
radku tohoto vypisu.

LocalDateTime zonedate = LocalDateTime.parse(line[0]+" "+1line[1],
DATE_FORMAT) ;
ZonedDateTime date = zonedate.atZone(ZonelId.systemDefault());
double label = Double.parseDouble(line[2]);
labels.add(label) ;

Vypis kédu 5.3: Cést metody loadLabels z tiidy CsvTickLoader-.

Po nacteni dat do paméti jiz probiha vypocet jednotlivych indikatort. O tento
vypocet se stard knihovna TA4J a programéatorovi tedy zbyva pouze definovat kon-

struktory pro jednotlivé indikatory. Definice nékolika indikatort je zobrazena ve vy-

pisu 0.4}

ClosePriceIndicator closePrice = new ClosePricelIndicator(series);

TypicalPriceIndicator typicalPrice = new TypicalPriceIndicator (
series);

PriceVariationIndicator priceVariation = new
PriceVariationIndicator (series);

SMAIndicator shortSma = new SMAIndicator(closePrice, 8);

SMAIndicator longSma = new SMAIndicator(closePrice, 20);

RSIIndicator rsi = new RSIIndicator(closePrice, 14);

Vypis kédu 5.4: Konstruktory nékolika indikatori ve ttidé IndicatorsToCsv.
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Po vytvoreni indikatori pomoci konstruktort zbyva pouze zapis téchto indika-
torit do vystupniho souboru spolu se znackami nakupnich signalti. Toho je docileno
pomoci dvou externich t¥id zvanych StringBuilder a Buffered Writer.

Nejdrive je vyuzito tiidy StringBuilder, pomoci které je tvorena forma vystup-
niho souboru. Jak je vidét ve vypisu prvnim fadkem vystupniho souboru bude

legenda, kterd popisuje, ktery indikator nalezi urcitému sloupci.

StringBuilder sb = new StringBuilder ("label,timestamp,bclose,typical
,variation ,b sma8,sma20,ema8,ema20,ppo,roc,rsi,williamsr ,atr,atr
-1,macd ,macd-1, emaMacd, emaMacd-1,DiffEmaMacd ,hsd\n");

final int nbTicks = series.getTickCount ();
for (int i = 0; i < nbTicks - 4; i++) {
sb.append(labels.get (i)) .append(’,’)
.append (series.getTick(i) .getEndTime ()) .append(’,’)
.append (getMarketOpportunity (series, i)).append(’,’)
.append (typicalPrice.getValue(i)) .append(’,’)

Vypis kdédu 5.5: Tvorba formy vystupniho souboru pomoci tiidy StringBuilder.

V tadcich 2 az 7 uvedeného vypisu je pak mozné vidét c¢ast cyklu, ktery nacita do
mezipameéti formu celého vystupniho souboru po fadcich. Zbyva uz jen nachystany
format ,,vytisknout* do souboru. O to se stard zminény Buffered Writer a File Writer,

jejichz funkci je mozné vidét ve vypisu [5.6

BufferedWriter writer = null;
try {
writer = new BufferedWriter (new FileWriter ("indicators.
csv"));

writer.write(sb.toString());

} catch (IOException ioe)

Vypis kédu 5.6: Vypis do souboru realizovany tiridami Buffered Writer a File Writer.

Vysledkem je pak soubor indicators.csv, ktery obsahuje 21 sloupct dat. Prvni
sloupec obsahuje znac¢ku nadkupu, druhy datum a zbyvajicich 19 odpovid4 vypocita-
nym indikatortm.

Posledni, treti trida, ktera jesté nebyla popsana ma za kol prevraceni casové
rady. Divodem tohoto prevraceni je dosud opomijeny fakt, ze data, ktera byla sta-
zena 7z internetu a tvorila vstup pro projekt pro vypocet indikatori, byla serazena
od nejnovéjsiho zaznamu k nejstarsimu. Tento aspekt by pozdéji délal problémy pti
nacitani vstupnich dat neuronovou siti. Pokud je cilem sité predikce nasledujiciho

prvku (napiiklad zitiej$i cena zlata), je tfeba aby sit nacitala data chronologicky
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a ne zpeétné. Tento problém bylo mozné tesit dvéma zptsoby, a to bud nacitani
prvki siti od posledniho k prvnimu, a nebo vytvorit dalsi tiidu, ktera poradi radkt
obrati. Byla tedy zvolena druhd, elegantnéjsi moznost.

Tato zminéna trida, nazvana Datalnvertor, nejprve nacita znovu cely soubor
indicators.csv do paméti fadek po radku a poté ho zase vypisuje do souboru, taktéz
radek po radku, ale rekurzivné. Vysledkem je soubor s obracenym poradim radkii.

Jadro funkce této tridy je zobrazeno ve vypisu [5.7}

for (String x = in.readLine(); x != null; x = in.readLine())
{ line++;
list.add(x);
lin=1list.size(); }

line--;

BufferedWriter writer = null;

writer = new BufferedWriter (new FileWriter ("indicators.csv"));
while (line != -1)

{ writer.write(list.get(line).toString());
writer.write("\n");
System.out.println(list.get(line));
line--; }

writer.close();

Vypis kédu 5.7: Jadro tiidy Datalnvertor.

5.2 Konec¢na podoba vstupnich dat

V predchozi podkapitole byla popsana tvorba vstupniho souboru pro neuronovou
sit s ozvénou stavu. Tento soubor byl vytvoren pro kazdy zvoleny financéni index.
Jednalo se tedy celkem o ¢tyfi datové soubory financ¢nich indext, které byly zminény
na zacatku této kapitoly. Nyni bude popsana forma zminénych vytvorenych souborii
a dalsi zmény v zavislosti na vlastnostech algoritmt pro analyzu ¢asovych tad.

Po poslednim kroku z predchozi podkapitoly (obraceni poradi radka) byl pro
kazdy z indext vytvoren soubor, ve kterém vzdy prvni sloupec obsahuje znacku na-
kupu o hodnotach 0, 1 a —1, druhy sloupec obsahuje datum, kterému nalezi vSechny
hodnoty v daném radku, a zbyvajicich 19 sloupcii obsahuje vypocitané indikatory.
Cely jednotlivy soubor je nyni sefazen od nejstarstho zdznamu po nejnovéjsi. Cést
souboru, odpovidajici indexu zlata, je zobrazena na Obr. [5.1]

Kazdy z téchto ¢tyt souborti obsahuje vice nez 1000 fadkt, az na soubor odpo-

vidajici kryptoméné Lisk v zavislosti na kryptoméné Bitcoin. Soubor indexu zlata

(XAUUSD) obsahuje 1341 1adki, soubor indexu eura (EURUSD) obsahuje 1099
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radkd, soubor indexu kryptomény Bitcoin obsahuje 1497 fadkt a soubor krypto-
mény Lisk v zévislosti na kryptoméné Bitcoin obsahuje 641 fadki. Posledni soubor
tedy obsahuje méné zaznamu z divodu kratsiho ¢asového rozsahu, coz bylo vysvét-

leno na zacatku této kapitoly.

1 label,timestamp,close,typical,variation, sma8,sma2@,ema8,ema2@,ppo,roc,rsi,williamsr,atr,sd,macd
20.0,2013-01-07T00:00+01:00[Europe/Prague],0.005904821655933368,1650.7000000000000454747350886464 ,
30.0,2013-01-08T00:00+01:00[Europe/Prague], -0.007227255672626846,1655.8466666666666545400706430276
41.0,2013-01-09T00:00+01:08[Europe/Prague],6.765941480756488E-4,1658.3833333333333636498233924309,
50.0,2013-01-10T00:00+01:00[Europe/Prague],-0.010671734971921287,1669.3166666666666818249116962155
60.0,2013-01-11T00:00+01:00[ Europe/Prague],0.007429330020582925,1664.5133333333333212067373096943,
7 0.0,2013-01-14T00:00+01:00[Europe/Prague], -0.002520896102633936,1667.2133333333333666814723983407
80.0,2013-01-15T00:@0+01:00[Europe/Prague], -0.007087301010394736,1676.7466666666666696983156725764
90.0,2013-01-16T00:00+01:00[Europe/Prague],-3.628798142054801E-4,1679.1833333333333181750883037845
100.0,2013-01-17T00:00+01:00[ Europe/Prague], -0.004923069479388487,1683.3800000000000333481390650074
110.0,2013-01-18T00:00+01:00[Europe/Prague],0.0022233737437034867,1687.4833333333333484915783628821
120.0,2013-01-21T00:00+01:00[ Europe/Prague], -0.0036613766776307346,1688.683333333333318175088303784
130.0,2013-01-22T00:00+01:00[ Europe/Prague],-0.0012300787250383752,1691.5
14 0.0,2013-01-23T00:00+01:08[Europe/Prague],0.0038102438556067045,1688.0666666666666060336865484715
15 -1.0,2013-01-24T00:00+01:00[Europe/Prague],0.010818831133724591,1672.9600000000000363797880709171
16 0.0,2013-01-25T00:00+01:00[ Europe/Prague],0.005466989651985305,1662.2233333333333575865253806114,
17 0.0,2013-01-28T00:00+01:00[ Europe/Prague],.0022640184511450298,1656.5633333333333515232273687919
18 ©.0,2013-01-29T00:00+01:08[Europe/Prague], -0.005387637490692622,1661.2699999999999818101059645414
190.0,2013-01-30T00:00+01:00[ Europe/Prague], -0.008020920983334645,1674.4266666666666575717196489374
200.0,2013-01-31T00:00+01:00[ Europe/Prague],0.008172259115095675,1667.3833333333332878585982446869,

Obr. 5.1: Ukéazka vstupniho souboru indicatorsXAUUSD.csv.

Po vytvoreni vsech ¢tyt zminénych souborii byly na vSechny tyto vstupni soubory
aplikovdny algoritmy pro analyzu Casovych fad, které byly popsény v kapitole [2|
Tyto algoritmy meély za kol pouze na zdkladé hodnot indikatort ,uhadnout®, zda
se jednalo o nakupni signal pozitivni (1), ndkupni signal negativni (—1) a nebo
o obchodné nezajimavy signdl (0). Analyza vysledki tohoto testu ale ukazala, zZe
vzhledem k velkému mnozstvi nul, ve sloupci nakupnich znacek, neni mozné na tyto
vstupni soubory zminéné algoritmy aplikovat. Duvodem je snaha téchto algoritmu
dosdhnout co nejlepsi presnosti. Té je vSak dosazeno, pokud algoritmus hada vzdy
obchodné nezajimavy signél (0).

Z tohoto diivodu byly vstupni soubory nasledné upraveny tim zptisobem, ze byly
odstranény vsechny radky, jejichz nakupni znacka byla 0. Diky tomu bylo docileno
pouze binominalniho rozdéleni dat. Tedy rozdéleni, kdy nakupni znacka nabyvala
pouze hodnot 1 nebo —1. Tim bylo docileno usnadnéni kategorizace algoritmi pouze
do dvou kategorii, misto t¥i. Velkou nevyhodou tohoto kroku vsak bylo znacné zten-
¢eni vstupnich souborti, coz neni prilis vyhodné pro variantu GPU sité s ozvénou
stavu, jejiz velkou vyhodou mélo byt zpracovani velkého mnozstvi dat za kratsi dobu,
nez u varianty CPU.

Kazdy jednotlivy soubor po zminéném ztenceni obsahuje pouze okolo 50 radkii.
Soubor indexu zlata (XAUUSD) obsahuje 71 fadki, soubor indexu eura (EURUSD)
obsahuje 45 radki, soubor indexu kryptomény Bitcoin obsahuje 59 fadkt a soubor

kryptomény Lisk v zavislosti na kryptoméné Bitcoin obsahuje 27 radkt. Je vSak
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nutné podotknout, ze diky tomuto ztenceni si jiz algoritmy pro analyzu casovych rad
nemohou ,usnadnit“ praci tim, ze by predikovaly pokazdé nulovou nakupni znacku.
Tento aspekt podtrhuje i fakt, ze pocet pozitivnich i negativnich nakupnich znacek
(1 a —1) v kazdém souboru je ptiblizné stejny. Pokud by tedy algoritmy predikovaly
vzdy pouze jednu z hodnot, docilily by presnosti pouze okolo 50%. Ve srovndni
s predchozim pripadem, kdy pii predchozi podobé datovych soubort predpovidaly
zminéné algoritmy vzdy nulu a ziskaly tak presnost i nad 95%, je pro né nyni takovy
pifstup nevyhodny, a proto se radéji ,snazi“ o predikci. Cést upraveného souboru,
ktery odpovidé indexu zlata, je zobrazena na Obr. [5.2]

1 label,timestamp,close,typical,variation,sma8,sma20,ema8,ema20,ppo,roc,rsi,williamsr,atr,sd,macd
21.0,2013-01-09T00:00+01:00[Europe/Prague],6.765941480756488E-4,1658.3833333333333636498233924309,0
3-1.0,2013-01-24T00:00+01:00[Europe/Prague],©.010818831133724591,1672.9600000000000363797880769171,
4-1.0,2013-02-11T00:00+01:00[ Europe/Prague],0.010807916068255392,1654.2266666666666878882097080350, |
51.0,2013-02-22T00:00+01:00[ Europe/Prague],-0.00299133477860912,1579.2366666666666787932626903057,0
6-1.0,2013-03-26T00:00+01:00[Europe/Prague],®.003900622212156129,1599.9033333333333454599293569724,
7 -1.0,2013-04-11T00:00+02:00[Europe/Prague], -0.001678675654037802,1560.9566666666666302868785957496
81.0,2013-04-18T00:00+02:00[ Europe/Prague],-0.010784425019866047,1377.6899999999999787784569586317, !
9-1.0,2013-05-13T00:00+02:00[Europe/Prague],0.012424240291142603,1435.0266666666666424134746193886,
10 -1.0,2013-06-20T00:00+02:00[ Europe/Prague],0.05743658859574197,1300.9033333333333454599293569724,0
111.0,2013-07-10T00:00+02:00[ Europe/Prague],-0.011842650103519632,1258.1099999999999757468079527219,
12 -1.0,2013-08-01T00:00+02:00[ Europe/Prague],0.010840419826859621,1315.6033333333333151434392978748, 1
131.0,2013-08-09700:00+02:00[ Europe/Prague], -0.00196442041740005,1312.1866666666666484767726312081,0
14 -1.0,2013-09-02T00:00+02:00[Europe/Prague],©.0010873977846082468,1390.8833333333333636498233924309
151.0,2013-10-16T00:00+02:00[ Europe/Prague],-6.391512071968062E-4,1279.3566666666666454451236252983, 1
16 -1.0,2013-10-31T00:00+01:00[ Europe/Prague],®.014407145944388418,1328.6633333333333363649823392431,!
17 1.0,2013-12-31T00:00+01:00[ Europe/Prague], -0.0077247783875051615,1201.4199999999999969683509940902
181.0,2014-02-11T00:00+01:00[ Europe/Prague], -0.013537906137183971,1286.3633333333333060484922801455,
19 -1.0,2014-03-19T00:00+01:00[ Europe/Prague],0.018683280723826422,1339.7000000000000454747350886464,
201.0,2014-04-07T00:00+02:00[ Europe/Prague],0.004736590750730026,1298 . 8800000000000333481390650074,0

Obr. 5.2: Ukéazka vstupniho souboru indicatorsXAUUSD.csv po tprave.

5.3 Uprava sité s ozvénou stavu pro nova vstupni
data

Po vytvoreni vSech ¢tyt vstupnich datovych souborti, které odpovidaji jednotlivym
zvolenym finan¢énim indextim, bylo tfeba upravit i obé varianty sité s ozvénou stavu,
aby byly schopny datové soubory nacist a zpracovat.

Zminéné nacitani vstupniho souboru bylo prepracovano z ptvodni realizace ob-
jektem Scanner na novou realizaci objektem CSVReader, pomoci kterého byly ostatné
nac¢itany soubory typu CSV i v predchozi podkapitole pri tvorbé indikatori. Tento
pristup byl zvolen z diivodu snazsi manipulace s dvojrozmérnou matici. Pfedchozi
pristup totiz pracoval pouze se sloupcovou matici a tak nepotiebovat sofistikova-
neéjsi feseni nez zminény Scanner. Navic puvodni vstupni soubor pro CPU variantu
s nazvem mg30.dat neni typu CSV. Zminéné nacitani vstupniho souboru do paméti

realizuje cyklus while zobrazeny ve vypisu [5.8]
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List<List<Double>> data = new ArrayList<List<Double>>();
CSVReader reader = null;
try {

reader = new CSVReader (new FileReader ("data/indicatorsXAUUSD.
csv"));
String[] line;
line = reader.readNext ();
while ((line = reader.readNext()) !'= null) {
ArrayList <Double> radek = new ArrayList<Double>();
for (int y = 2; y < input_dimension+2 ; y++) {
radek.add (Double.parseDouble (line[y]l));
}
data.add (radek) ;
}
} catch (IOException e){
e.printStackTrace(); 1}

Vypis kddu 5.8: Nacitani vstupniho souboru siti s ozvénou stavu.

Ve zminéném vypisu je mozné vidét, ze vstupni soubor se uklada do dvojrozmeér-
ného pole data typu Arraylist. Toho je docileno vzdy pomoci postupného nacitani
hodnot v radku do pole radek a nasledné je celé toto pole, ztvarnujici jeden urcity
radek, ulozeno do pole s ndzvem data. Toto zminéné pole data je tak v podstaté
polem jednorozmérnych poli.

Rédek ¢islo 6 ve vypisu znamena preskoceni legendy, kterd je v kazdém ze
vstupnich souborti na prvnim radku. Také je nutné vysvétlit, pro¢ se nacita kazdy
radek az od treti hodnoty, coz je patrné z deklarace y=2, ktera se nachazi v radku
¢islo 9 zminéného vypisu. Jednd se o to, Ze prvni hodnotou v raddku je vzdy znacka
nakupu a druhou hodnotou je datum. Ani jednu z téchto hodnot neni zadouci vkladat
jako vstup do sité s ozvénou stavu.

V neposledni radé je nutné upravit pocet vstupnich a vystupnich neuront a roz-
délit data na ¢asti odpovidajici trénovaci a testovaci mnoziné. Toho je docileno pouze
upravou deklarace hodnot, které lezi vzdy na zacatku tfidy pro danou variantu sité
s ozvénou stavu. Tuto deklaraci je mozné vidét ve vypisu[5.9) Hned v prvnim fadku
tohoto vypisu se nachazi deklarace poctu trénovacich a testovacich cykla sité, tzv.
epoch. Nésledujici 4 radky pak odpovidaji nastaveni topologie sité, tedy nastaveni
poc¢tu vstupnich neuronti, vystupnich neuront, neuronti v rezervoaru a skrytych
neuront. Dalsi t¥i fadky (6 az 8) poté rozdéluji vstupni soubor na data aktivacni,

tréninkova a testovaci.

int Epoch = 1000;
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int input_dimension = 19;
int output_dimension = 19;
int liquid_dimension = 100;
int readout_dimension = 10;
int washout_period = 9;

int train_period = 30;

int test_period = 18;

Vypis kodu 5.9: Deklarace topologie a rozdéleni vstupnich dat.

Daéle bylo tfeba u obou variant zménit formu trénovani a testovani dat. U varianty
CPU byla vzdy zpracovana jedna vstupni hodnota, diky ¢emuz byla ziskana jedna
vystupni hodnota. Nyni, pokud chceme ptredpovidat vice hodnot v jednom kroku,
¢emuz odpovida i pocet vstupnich a vystupnich neuront, je tfeba zménit zpracovani
jedné hodnoty na pole nékolika hodnot. Toho bylo vzdy docileno cyklem for tak,
jak je pro ilustraci zobrazeno ve vypisu [b.10} Nastésti ucici algoritmus u varianty
CPU je jiz na tento pripad pripraven, tudiz stacilo doplnit pouze nékolik for cykla

do téla spustitelné tiidy této varianty.

for (int u = 0; u < output_dimension; u++){
target_output [u] = data.get(t+1).get(u); }

output = esn.next (input, target_output);

Vypis kdédu 5.10: Tréninkovy krok u varianty CPU.

vvvvvv

zpusobem nez u varianty CPU, coz bylo popséno v podkapitole [I.3.2] U varianty
GPU byl zjistén problém s velikosti matice S. Tento problém byl popsan v podkapi-
tole |4.2| a jeho Teseni pak zobrazeno ve vypisu Jedna se o to, ze pokud varianta
GPU obsahuje vice nez jeden vystupni neuron, tak jiz neziskame sloupcovou matici
na vstupu pseudoinverze, ale klasickou dvourozmérnou matici, jejimz druhym roz-
meérem bude pocet vystupnich neuronti. Diky tomu ziskame matici S jako fadkovou
matici, misto jednoprvkové matice. Tim padem neni mozné feseni, zobrazené ve zmi-
néném vypisu .3l Metoda pseudoinverze byla tedy u varianty GPU prepracovana.
Tato zména je zobrazena ve vypisu [5.11] ve kterém je mozné vidét, ze jiz bylo t¥eba
pocitat inverzi matice S. Dalsi zménou je fakt, ze matice V nyni nevychazi rovna

jedné, tudiz je nutné s ni pocitat pri vypoctu pseudoinverze.

D = Nd4j.diag(S);
DInv = InvertMatrix.invert (D, true);

VT = V.transpose();
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temp = VT.mmul (DInv) ;
temp = Nd4j.hstack(temp, extender);
UTran = U.transpose();

outputl = temp.mmul (UTran);

Vypis kédu 5.11: Zména vypoctu pseudoinverze u varianty GPU.
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6 SROVNANI VARIANT SITE S OZVENOU STAVU
A OSTATNICH ALGORITMU

V této kapitole budou srovnany vysledky méreni presnosti predikce a rychlosti tré-
novani obou zminénych variant sité s ozvénou stavu (CPU a GPU). Déle budou
srovnany ostatni algoritmy pro analyzu c¢asovych rad, které byly uvedeny v kapitole
a také bude diskutovano pouziti téchto algoritmti v porovnani se siti s ozvénou
stavu (ESN).

6.1 Srovnani variant sité s ozvénou stavu

Pro srovnani varianty CPU a varianty GPU sité s ozvénou stavu byly pouzity ne-
zkrécené datové soubory ¢tyf finan¢énich indext, o kterych pojednavé kapitola [5
Tvorba téchto nezkracenych datovych souborii pak byla popsdna v podkapitole [5.1]

Divod proc¢ bylo pouzito nezkracenych datovych souborti, které obsahuji i radky
jejichz nadkupni znacka je rovna 0 a jedna se tedy o obchodné nezajimavy signal, je
ten, ze casovy rozdil mezi jednotlivymi radky je vzdy stejny — jeden den. Neni tedy
porusena Casova navaznost, kterda byla porusena pravé zkracenim téchto soubor,
o ¢emz pojednava kapitola . Réadky, které obsahuji nakupni znacku rovnou 0,
nemohou byt vzhledem k charakteru finan¢niho indexu rozlozeny v souboru rovno-
mérné. Pokud jsou tedy tyto fadky odstranény, tak vzniknou casové nepravidelné

V tabulce ¢.[6.1]je mozné vidét vysledek méreni presnosti predikce varianty CPU
a varianty GPU sité s ozvénou stavu. Vysledna tabulka obsahuje zprimérované
hodnoty z celkem t¥i méfeni, diky ¢emuz je snizena chyba méteni.

Hodnoty uvedené v tabulce jsou zprimeérovanou absolutni chybou kazdé z predi-
kovanych hodnot, které odpovidaji vsem 19 indikatorum v kazdém dil¢im datovém

souboru urcitého financ¢niho indexu.

Varianta GPU Varianta CPU
Druh chyby | Trénovaci Testovaci Trénovaci Testovaci
XAUUSD 1,8970 - 107 | 3,3192 - 1072 | 3,54825 - 1073 | 3,3052 - 1072
EURUSD 5.5743 - 1075 | 4,3135 - 1073 | 1,1548 - 1073 | 4,4728 - 1073
BTCUSD 1,0292 - 10~* 5,4446 1,8967 - 1073 5,4445
LSKUSD 57774 - 107° | 1,6941 - 1072 | 2,2248 - 1073 | 2,1886 - 102

Tab. 6.1: Absolutni chyba variant CPU a GPU pri presnosti predikce indikatoru.
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Podle této tabulky je mozné Tici, ze varianta GPU pracuje s mensi absolutni
chybou nez varianta CPU, coz dokazuje jak porovnani sloupcii s trénovaci chybou,
testovaci chyby, kdy je varianta GPU ve vétsiné pripad o néco presnéjsi. Jedinou
vyjimkou je finan¢ni index zlata (XAUUSD), u kterého varianta GPU vykazuje
chybu vétsi.

Nastaveni obou siti béhem zminéného méreni bylo totozné. Vstupni data byla
rozdélena vzdy na tfi ¢asti. Prvni ¢ast odpovidala stu radka urcenych k aktivaci
sité a ze zbyvajicich dat byly vzdy asi dvé tretiny urceny pro trénovani sité a jedna
tfetina pro testovani sité. Topologie pak odpovidala 19 predikovanym indikatortim,
z ¢ehoz muze byt jasné, ze obé varianty disponovaly 19 vstupnimi a 19 vystupnimi
neurony. Pro velikost rezervoaru bylo zvoleno 100 neuronti. Déle bylo vypozorovano,
ze pro jednotlivdi méteni staci nastaveni 200 epoch, po kterych se chyba ustélila na
zmerenych hodnotach. Pri vice epochach se chyba ménila jiz pouze zanedbatelné.
Koeficient uceni byl pak nastaven na 0.1.

U finan¢éniho indexu kryptomény Bitcoin (BTCUSD) je mozné vidét velmi vyso-
kou testovaci chybu v porovnani s ostatnimi finanénimi indexy. Divodem je velmi
strmy nartst ceny této kryptomény od roku 2017. Data, ktera nélezi tomuto narustu,
vsak lezi az v testovaci ¢asti datového souboru. To znamena, Ze sit s ozvénou stavu
nebyla na tento nartist naucena a diky tomu predpovida chybné vysledky. Zminény
strmy narust je podle grafu kryptomény Bitcoin nepredpovéditelny z historickych

dat, které tomuto narustu predchdzeji. Zminény graf je zobrazen v Obr. [6.1}
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Obr. 6.1: Graf ceny kryptomény Bitcoin v americkych dolarech.
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Dalsi méfeni, jehoz vysledky jsou zobrazeny v tabulkdch[6.2]a[6.3] bylo zaméreno
na rychlost uceni. Cilem tohoto méreni bylo ukazat vyhodu varianty GPU, ktera
podle teoretického predpokladu méla v rychlosti uceni predcit variantu CPU. K tomu
ale bohuzel nedoslo z nékolika divodu. Prvnim divodem je fakt, ze obé varianty
nacitaji vstupni data postupné, aby byly aktivovany echo stavy. V tomto kroku
probihaji vypocty stavi vSech neuronii a varianta GPU tak oproti varianté CPU
nema kde usporit cas. Po tomto kroku varianta CPU poc¢ita a nastavuje vahy, coz
neni vypocetné ani ¢asoveé narocné. Timto kon¢i funkce uciciho algoritmu u varianty
CPU. U varianty GPU se sice nenastavuji vahy v kazdém kroku, ale jednou za ucici
algoritmus jsou presouvany datové matice z paméti programu na GPU, coz miize
zabrat az nékolik sekund a nize uvedené tabulky tento aspekt potvrzuji. Zejména pak
meéreni ¢islo 1, u kterého obé varianty pracovaly s nejmensi datovou matici. Pomérove
je vsak casovy rozdil mezi uc¢enim jednotlivych variant nejvétsi. To potvrzuje, ze

pokud pracujeme s malymi maticemi, jednoznacné se vyplati pouziti CPU.

Varianta CPU
Cislo méfent 1. 2. 3. 4. 5.
Rozmér datové matice 58x19 1340x57 | 6700x19 | 16080x19 | 6700x57
Trénovacich radka 30 800 5500 14000 5600
Testovacich radka 18 440 1000 2000 1000
Trénovacich vzort 570 45 600 104 500 | 266 000 | 319 200
Testovacich vzortu 342 25 800 19 000 38 000 57 000
Pocet epoch 1000 1000 1000 100 100
Celkovy ¢as [m:s,ms] 00:02,873 | 01:14,300 | 05:00,724 | 01:14,428 | 00:39,677

Tab. 6.2: Méreni doby uceni varianty CPU v zavislosti na rozméru vstupni matice.

Varianta GPU
Cislo métent 1. 2. 3. 4. 5.
Rozmér datové matice 58x19 1340x57 | 6700x19 | 16080x19 | 6700x57
Trénovacich radka 30 800 5500 14000 5600
Testovacich radkta 18 440 1000 2000 1000
Trénovacich vzoru 570 45 600 104 500 | 266 000 | 319 200
Testovacich vzoru 342 25 800 19 000 38 000 57 000
Pocet epoch 1000 1000 1000 100 100
Celkovy ¢as [m:s,ms| 00:22,660 | 02:48,014 | 12:59,106 | 04:54,533 | 01:49,781

Tab. 6.3: Méfeni doby uceni varianty GPU v zavislosti na rozméru vstupni matice.
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Dalsim divodem je, ze varianta GPU sice neprovadi vypocty vah po kazdém
nacteni radku vstupnich dat jako varianta CPU, ale jednou za ucici algoritmus ma za
kol provést spoustu ¢asové narocnych vypocti véetné pseudoinverze, ktera se sama
sklada z nékolika dalsich vypocetné narocnych operaci, jako je zejména singularni
rozklad.

Toto méreni probihalo na datech finan¢niho indexu zlata (XAUUSD), kterd byla
rozkopirovavana do sitky i délky, aby byly ziskany matice o vétsich rozmérech. Toto
kopirovani bylo provedeno az do maximaélnich rozméra, dokud matice D, ktera je
diagonalizovanou matici S, nebyla singularni. Pokud by matice D byla singularni,
znamenalo by to, Ze by obsahovala linedrné zavislé radky nebo sloupce, diky ¢emuz
by k této matici D pak neexistovala inverzni matice, ktera je vsak nutna pro vypocet
pseudoinverze. Bez inverzni matice D~! pseudoinverze neprobéhne.

Diky zminénému rozkopirovavani vstupnich dat bylo bezpredmétné u tohoto meé-
feni sledovat soucasné i presnost predikce. Jednalo se tedy o experiment zaméren
pouze na celkovy ¢as béhu obou zminénych variant v zavislosti na rozméru vstupni
datové matice.

Pokud tedy celkové porovname variantu CPU a variantu GPU podle vyse uvede-
nych tabulek, tak zjistime, ze varianta GPU je schopna dosdhnout mensi absolutni
chyby predikce nez varianta CPU. S daty financ¢nich indext vSak pracuje v prameéru
vice nez dvakrat pomaleji, nez varianta CPU.

Vzhledem k prednostem GPU by se mél ¢asovy rozdil mezi variantami s ros-
toucimi dimenzemi vstupnich matic (zejména bliZicim se ¢tvercové matici) snizovat,
avsak vzhledem k naméfenym vysledkiim nelze tvrdit, ze by GPU varianta mohla

byt schopna predcit variantu CPU.

6.2 Srovnani presnosti predikce ostatnich algoritmi

pro analyzu casovych rad.

Pro ostatni vybrané algoritmy, které byly predstaveny v kapitole ¢. [2 byla pripra-
vena klasifika¢ni tloha, jejiz podstatou bylo rozliseni pozitivniho nebo negativniho
nakupniho signéalu, z hodnot vypocitanych indikatora. Tvorbé zminénych indikatort
se vénovala kapitola ¢. [5

Pro tuto klasifikacni dlohu byly pouzity zkracené datové soubory, o jejichz po-
dobé pojednavala podkapitola ¢.[5.2] Zaroven je v této podkapitole uveden i divod
pouziti praveé zkracenych dat misto dat s nulovymi ndkupnimi znackami. Ve zkratce
se jednd o to, ze vzhledem k vysokému poctu nul, nélezicich ndkupni znacce, oproti
ostatnim hodnotam (1 a —1), si zminéné algoritmy usnadnovaly praci a klasifiko-

valy vzdy této proménné hodnotu 0. Tim ziskaly uspokojivou piesnost vice nez 95%.
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Proto bylo rozhodnuto o odstranéni téchto radkt a klasifikovani pouze do dvou sku-
pin — pozitivni a negativni ndkupni signal (1 a —1).

Pro porovnani zminénych ostatnich algoritmi, slouzicich k analyze casovych tad,
byl vyuzit program RapidMiner. Tento nastroj byl strué¢né popsan v kapitole |3.5]
Pomoci nastroje RapidMiner byla dale upravena vstupni data pro toto méteni a to
tim zpusobem, ze hodnoty znacky nakupniho signdlu byly zménény na pravda a ne-
pravda misto 1 a —1. Tim byla eliminovana jakakoliv moznost primérovani predi-
kované hodnoty nakupni znacky zminénymi algoritmy.

V tabulce ¢. jsou zobrazeny vysledky zminéné ulohy. Tato tloha byla zamé-
fena na ovéreni presnosti predikce vybranych algoritmi. Pfedmétem predikce byla
zminéna nakupni znacka, kterd odpovida signalu, kdy je vyhodné nakoupit vybrany
financ¢ni index v kladnych nebo zapornych ¢islech. Financ¢ni indikatory, podle kterych
zminéné algoritmy predikuji jednotlivou nakupni znacku, odpovidaji dnu prediko-
vané nakupni znacky. Jinak feceno, indikatory podle kterych algoritmy predikuji
hodnotu nakupni znacky vzdy odpovidaji stejnému radku vstupniho souboru jako

predikovana znacka.

XAUUSD | EURUSD | BTCUSD | LSKBTC
Logistickd regrese 87,14% 95,50% 88,33% 88,33%
Rozhodovaci strom 81,43% 84,50% 86,67% 88,33%
Nahodny les 88,57% 86,50% 90,00% 81,67%
Hluboké uceni 90,00% 92,50% 95,00% 81,67%
Dopredné neuronové sit 87,14% 93,50% 96,67% 96,67%
Stroj podpurnych vektoru 55,71% 58,50% 44,67% 43,33%
Vicevrstvy perceptron 84,29% 91,00% 91,67% 91,67%
Bayesovska sit 74,29% 56,00% 86,67% 78,33%
Metoda k-NN 71,43% 58,50% 61,33% 60,00%

Tab. 6.4: Srovnani presnosti predikce ostatnich algoritm.

Jak je ve zminéné tabulce ¢. vidét, vSechny algoritmy se v celku tspésné
pokousely o predikci hodnoty nadkupni znacky. Jediny algoritmus, ktery uplné selhal
jsou stroje podpurnych vektoria (SVM). I ptes vyzkouseni veskerého mnozstvi nasta-
veni, které RapidMiner pro stroje podpiirnych vektorti podporuje. Vysledek, ktery
je uveden ve zminéné tabulce je nejlep$im moznym dosazenym vysledkem. Zadny
z typt SVM tedy v tomto pripadé nepredpovidal pozadovanou nakupni znacku.
Tuto situaci znacné zlepsila selekce priznaki (anglicky feature selection), kterd byla
vlozena pred SVM. Po blizsim zkouméni vsak bylo zjisténo, Ze selekce priznaki vy-

bira v kazdém ze zkracenych datovych souborii financ¢nich indexti odlisné indikatory.
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Tomu odpovida i pokus algoritmu SVM o predikci pouze u indexu zlata a krypto-
mény Bitcoin (XAUUSD a BTCUSD). Pravé diky tomu bylo zjisténo, ze u SVM
velmi zalezi na vybranych prediktorech. U indexu zlata a kryptomény Bitcoin se-
lekce priznakl zvolila vzdy dva stejné indikatory a to indikator close a williamsr.
U indexu eura (EURUSD) byly vybrany vzdy indikatory close a variation a u indexu
kryptomény Lisk (LSKBTC) byly vybrany indikatory close a rsi.

Cilem této selekce priznaki je, jak jiz ndzev napovidé, vybér prediktoru (v na-
sem pripadé finanénich indikétori), které maji nejmensi podil na spravné klasifikaci
algoritmii. Tyto prediktory jsou nasledné odstranény. Jedna se tedy o predzpraco-
vani dat umoznujici zvysSeni presnosti predikce algoritmii, které po zminéné selekci
priznaki nasleduji.

V pripadé, ze jsou na sobé nékteré prediktory néjakym zpusobem zavislé, je
velmi vyhodné tuto selekci pouzit. Mize totiz dochazet k problému, Ze mnozstvi
na sobé zavislych prediktorti bude ,méast“ algoritmus, ktery je pro predikci apli-
kovan. K tomu dochazi z divodu, Ze na sobé zavislé prediktory obsahuji vSechny
v podstaté stejnou informaci a staci tak pouzit jediny z nich. Selekce priznakl tak
zjednodusuje model tlohy odstranénim nevyznamnych prediktori, coz ma za nasle-
dek zkraceni doby uceni algoritmi, a zaroven zamezuje zmateni algoritmi na sobé
zavislymi daty.[27]

Algoritmus, ktery ma ve vyse uvedeném meéreni nejlepsi vysledky je dopredna
neuronova sif. Velmi dobrych vysledki také dosdhlo hluboké uceni a vicevrstvy
perceptron. Je tedy mozné Tici, ze nejvyssich presnosti v tomto pripadé dosahuji
techniky fungujicich na principu neuronovych siti.

V tabulce ¢.[6.5]je mozné vidét stejné srovnani jako v tabulce ¢.[6.4]s tim rozdilem,
ze pred kazdy z algoritmii byla nyni vlozZena selekce ptiznakii. Nastaveni jednotlivych

algoritmiu ztistalo beze zmény.

XAUUSD | EURUSD | BTCUSD | LSKBTC
Logistick4 regrese 90,00% 96,00% 96,67% 100,00%
Rozhodovaci strom 84,29% 93,50% 90,00% 86,67%
Nahodny les 81,43% 93,50% 93,33% 86,67%
Hluboké uceni 87,14% 96,00% 93,33% 91,67%
Dopfredné neuronové sit 88,54% 96,00% 98,33% 100,00%
Stroj podpirnych vektort 74,29% 58,50% 80,00% 58,33%
Vicevrstvy perceptron 88,57% 96,00% 96,67% 100,00%
Bayesovské sit 87,14% 93,00% 93,33% 95,00%
Metoda k-NN 54,29% 98,00% 78,33% 45,00%

Tab. 6.5: Srovnani presnosti predikce ostatnich algoritmi s predzpracovanim dat.
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Po pridani predzpracovani vstupnich dat formou selekce priznakt stale dosahuje
nejlepsich predikénich vysledki doprednd neuronova sit, v jejimz zavésu je vicevrs-
tvy perceptron. Metodu hlubokého uceni vsak prekonala nejjednodussi technika ze
zvolenych algoritmi, kterou je logistickd regrese. Velmi zajimavé jsou také vysledky
k-NN, kdy u indexu eur (EURUSD) tato metoda predikuje s vybornou presnosti
98%. U ostatnich indextu vSak predikuje oproti ostatnim algoritmtim neuspokojivé
a nebo nepredikuje vibec. Z tohoto faktu je mozné usuzovat, ze pro metodu k-NN
je rozhodujicim prediktorem financ¢ni indikator wvariation. Velmi dobrych vysledkt
po selekci priznakti dosahla také bayesovska sif.

Jak z porovnani obou tabulek vyplyva, u vétsiny algoritmi selekce priznakii
znacné pomohla zlepsit presnost predikce. V tabulce vsak mizeme nalézt i hodnoty,
které se diky selekci priznakt zhorsily. To vypovida o citlivosti nékterych algoritmi
na spravny vybér prediktorti, jak bylo uvedeno vyse, naptiklad u SVM.

Podobnym zpracovanim dat jako je selekce priznakii je i normalizace dat, ktera
je velmi diulezita pro testovanou doprednou neuronovou sif. Bez této normalizace
dopfedna neuronova sit viibec nebyla schopna predikce, a jako SVM bez selekce
priznaki, si pouze ,hézela minci“, kterou hodnotu bude predikovat. Vysledkem pak
byla presnost statisticky odpovidajicich asi 50%.

Principem normalizace je sjednoceni prediktorti o riiznych velikostech do jednoho
rozsahu, nejcastéji o velikosti 0 az 1. Divodem muze byt naptiklad pouziti aktivaéni
funkce sigmoid u neuronové sité. Tato aktivacni funkce nabyva hodnot pouze v roz-
sahu od —1 do 1. Proto je normalizace nutné, pokud vstupni data tomuto rozsahu
neodpovidaji. Normalizace navic fesi problém odlehlych hodnot, diky kterym miize
dojit k vyznamnému ovlivnéni vystupu neuronové sité. V neposledni radé normali-
zace také ohranicuje data do zminéného pevného rozsahu, coz je pro spoustu typt
tloh naprostou nezbytnosti.[2§]

Dalsim typem predzpracovani dat je standardizace, ktera byla pouzita u hlu-
bokého uceni a logistické regrese. U logistické regrese standardizace neméla zadny
vliv na presnost predikce, u hlubokého uceni méla ale standardizace zasadni dopad.
Pokud byla standardizace vynechana, presnost predikce hlubokého uceni se snizila
vzdy na asi 60%, coz je cirka o tfetinu méné, nez pri aplikované standardizaci.

Standardizace funguje na podobném principu jako normalizace, avsak hlavnim
rozdilem je, ze standardizovana data maji nulovy prumér a rozptyl roven jedné.
Rozsah novych hodnot pak odpovida rozsahu priblizné od -3 do 3.[29]

Celé toto méreni presnosti predikce ostatnich algoritmt bylo vyhodnocovano me-
todou krizové validace. Jednim z jejich nejcastéjsich pouziti je pravé vyhodnocovani
presnosti pouzitého prediktivniho modelu na vstupnich datech. Principem je rozdé-
leni vstupnich dat na nékolik podmnozin, pricemz vzdy jedna je testovaci mnozinou

a ostatni jsou trénovacimi mnozinami. Model je poté natrénovan na trénovacich mno-
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zinach a jeho presnost je otestovana testovaci mnozinou. Tento proces se opakuje
tolikrat, jaky je pocet podmnozin, pricemz vzdy je zvolena jina testovaci mnozina.
U obou vyse uvedenych testti presnosti predikce ostatnich algoritmt byla vstupni
data rozdélena na 10 podmnozin. [30]

Sit s ozvénou stavu nebyla do tohoto méreni zapojena, protoze se jednalo o jiny
typ tlohy. Ostatni algoritmy v podstaté klasifikovaly nakupni signaly do dvou tiid
na zakladé hodnot indikatort. Obé varianty sité s ozvénou stavu vSak do trid ne-
klasifikuji, nybrz predpovidaji pristi hodnotu indikatoru na zakladé posledni znamé
hodnoty indikatoru. Funkce je tedy tplné jinad a proto nebyla sif s ozvénou stavu
porovnavana pri méreni s ostatnimi algoritmy. Pravdépodobné by bylo mozné obé va-
rianty kompletné prepracovat, aby byly schopny klasifikace stejné tilohy jako ostatni
algoritmy. Bylo by vSak treba v jazyce Java naprogramovat i normalizaci dat a kii-
zovou validaci, abychom mohli varianty sité s ozvénou stavu primo srovnat na této
klasifikacni 1loze s ostatnimi algoritmy.

Na zakladé velmi dobrych vysledku algoritmii fungujicich na principu neurono-
vych siti, je mozné predpokladat, ze by i sif s ozvénou stavu dosahla v takovém typu
ulohy uspokojivych vysledk.

V neposledni fadé je nutné rici, Ze testované ostatni algoritmy nedisponuji zadnou
zpétnou vazbou nebo pameéti. Diky tomu nejsou schopny tak sofistikované predikce

jako sit s ozvénou stavu.
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7 ZAVER

V této praci jsou strucéné uvedeny neuronové sité, je popsan zakladni princip sité
s ozvénou stavu (echo state network) a také jsou zminény vybrané neuronové sité,
které se podileji na vzniku siti s ozvénou stavu. Nésledné jsou predstaveny dalsi
algoritmy pouzivané pro analyzu ¢asovych fad a v neposledni fadé byly také strucné
popsany nastroje, které byly pouzity v praktické ¢asti prace.

Soucasti této prace je také vytvorena akcelerovana varianta sité s ozvénou stavu,
kterda vychazi ze vzorové implementace této neuronové sité. Akcelerovana varianta
se oproti vzorové lisi zpisobem uceni, které je prepracovano tak, aby vypocet vah
efektivné pracoval na grafickém procesoru.

Bohuzel, tato akcelerovana varianta nesplnila teoreticka ocekavani v rychlosti
uceni. Béh této varianty je priblizné dvakrat pomalejsi nez béh varianty vzorové.
Divodem je dlouhéd doba presunu datovych matic z paméti programu na GPU a také
nutnost postupného pruchodu vstupnich dat siti z divodu aktivace echo stavi. Vy-
sledna presnost akcelerované varianty vsak predcila variantu vzorovou.

Déle byly srovnany ostatni algoritmy, které se pouzivaji pro analyzu casovych
fad. Pro tyto algoritmy byla prichystana klasifikac¢ni tloha, kdy na zakladé financ-
nich indikatort mély predikovat, zda se jedna o ndkup v pozitivnich nebo v nega-
tivnich ¢islech. Jinymi slovy, zda se jedna o vzestup finanéniho indexu, nebo pokles.
Vysledkem této tilohy pak byla presnost jednotlivych algoritmii. Po porovnani téchto
vysledki bylo zjisténo, ze nejlepsich vysledk dosahuji algoritmy fungujici na prin-
cipu neuronovych siti. Dale bylo zjisténo, ze nékteré algoritmy jsou velmi citlivé na
volbu prediktort a také bylo potvrzeno, ze predzpracovani dat mize vyrazné zlepsit
vysledky nasledujiciho algoritmu.

Sit s ozvénou stavu nebyla prfimo srovnana méfenim s ostatnimi algoritmy, pro-
toze funkce ostatnich algoritmi je jind nez sité s ozvénou stavu. Sit s ozvénou stavu
predikuje nésledujici hodnoty financ¢nich indikatort z jiz znamych predchozich hod-
not téchto indikatort. Zatimco ostatni algoritmy klasifikuji data do dvou t¥id na za-
kladé hodnot financ¢nich indikatort. Vzhledem k vysledkim méreni presnosti ostat-
nich algoritmii je ale mozné predpokladat, ze pokud by byla sit s ozvénou stavu
celkové preprogramovana na klasifikaci, dosahla by v tomto méreni také uspokoji-

vych vysledki, tak jako vsechny algoritmy fungujici na principu neuronové sité.
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SEZNAM SYMBOLU, VELICIN A ZKRATEK

CPU

CUDA

CSV

DL4J

ESN

FFNN

GPU

k-NN

LSM

MACD

MIT

MLP

ND4J

OHLC

RNN

RSI

SVD

SVM

TA4J

VUT

YALE

Central Processing Unit

Compute Unified Device Architecture
Comma-Separated Values

Deep Learning For Java

Echo State Network

Feed Forward Neural Network
Graphic Processing Unit

k-Nearest Neighbors

Liquid State Machine

Moving Average Convergence/Divergence
Massachusetts Institute of Technology
Multilayer Perceptron

N-Dimensional Arrays For Java
Open, High, Low, Close

Recurrent Neural Network

Relative Strength Index

Single Value Decomposition

Suppor Vector Machines

Technical Analysis For Java

Vysoké Uceni Technické

Yet Another Learning Environment
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A OBSAH PRILOZENEHO CD

o xpospi8l.pdf: elektronickd verze préce.

e DP17xpospi81__esn: java projekt se zdrojovymi kédy akcelerované GPU
varianty a s vytvorenymi datovymi soubory realnych financénich indexi.

o EchoStateNetwork: java projekt se zdrojovymi kédy vzorové CPU varianty.

o Tadj: java projekt se zdrojovymi kody, jejichz prostrednictvim byly vytvoreny
datové soubory financ¢nich index.
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