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ABSTRAKT

Předmětem této diplomové práce bylo vybrat a implementovat metody určené pro detekci
a sledováńı osob v komerčńıch aplikaćıch. Výsledné řešeńı bylo voleno jako kombinace
moderńıch p̌ŕıstupů a metod, s kterými p̌rǐsel výzkum a vývoj posledńı doby. Algorit-
mus je schopen vytvá̌ret trajektorie pohybu osob ve vniťrńıch prostorách budov, a to
i v p̌ŕıpadě částečného nebo úplného zakryt́ı sledovaných objekt̊u. Scéna je sńımána
statickou kamerou umožňuj́ıćı p̌ŕımý pohled na sledované osoby. Vybrané metody jsou
implementovány v programovém jazyce C# s využit́ım funkćı knihovny OpenCV. Výstup
algoritmu je zobrazován ve vytvǒreném uživatelském rozhrańı.

KĹIČOVÁ SLOVA

Sledováńı osob, Histogram orientovaného gradientu, Subtrakce pozad́ı, Kalmanův filtr,
Trasovaćı algoritmus, Trajektorie pohybu

ABSTRACT

The aim of the master thesis is to derive and implement image porcessing methods
for people detection and tracking in images or videos. The overall solution was chosen
as a combination of modern approaches and methods which were recently presented.
The proposed algorithm is able to create trajectory of the person moving in indoor
building spaces even under influence of full or partial occlusion for a short period of
time. The scene of interest is surveyed by a static camera having direct view on targets.
Selected methods are implemented in C# programming language based on OpenCV
library. Graphical user interface was created to show the final output of algorithm.

KEYWORDS

People tracking, Histogram of Oriented Gradient, Background Subtraction, Kalman fil-
tering, Tracking algorithm, Trajectory
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1.2 Detektor založený na porovnávánı́ se vzorem . . . . . . . . . . . . . . . 17
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normalizovaný histogram jednotlivých oblastı́ váhovaný gaussovým ok-
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2.1 Průměrné rychlosti detekce pro daná rozlišenı́ (metoda HOG). . . . . . . 35
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ÚVOD

Problematika počı́tačového viděnı́ v dnešnı́ době proniká stále hlouběji do běžného lidské-

ho života. Člověk, at’ už chce nebo nechce, se každým dnem dostává vı́ce a vı́ce pod drob-

nohled visuálnı́ch kamer. Od aplikacı́ typu zabezpečenı́ prostor budov nebo monitoring

pohybu osob ve městech se počı́tačové viděnı́ velkou rychlostı́ dostává do lékařstvı́, mar-

ketingu nebo domácnostı́. Dřı́ve bylo sledovánı́ osob zajištěno operátorem pozorujı́cı́m

nespočet monitorů zobrazujı́cı́mi různé prostředı́, od venkovnı́ch prostor, po chodby a haly

interiérů. Nároky kladené na operátora jsou vysoké. Tato práce vyžaduje vysokou koncen-

traci a v kritických situacı́ch může dojı́t k selhánı́ lidského faktoru. Postupem času a dı́ky

vysokým nárokům na obsluhu, došlo k nahrazenı́ operátora výkonnými výpočetnı́mi jed-

notkami spojených s inteligentnı́mi kamerami a jiným hardwarem, který může i nemusı́

interagovat se sledovanými objekty. Tyto systémy jsou schopny zaznamenávat a analy-

zovat obrazy z téměř neomezeného množstvı́ kamer a na základě zı́skaných dat reagujı́

na podněty a události z venčı́. Aplikace tohoto typu jsou hojně nasazovány k zajištěnı́

bezpečnosti a chodu letišt’, nádražnı́ch hal, veřejných prostor měst nebo i ke komerčnı́mu

využitı́, jako jsou systémy optimalizace prodeje z anglického point-of-sales (POS).

POS aplikace jsou dnes využı́vány k marketinkovému průzkumu hypermarketů, super-

marketů, ale i menšı́ch obchodů. Nahrazujı́ často namáhavé a časově náročné průzkumy

prováděné z důvodu zvýšenı́ zisků obchodů, ale i k zlepšenı́ pohodlı́ zákaznı́ka. V těchto

aplikacı́ch se často jedná o počı́tánı́ osob v jednotlivých sektorech obchodu, průzkum

prodejnosti produktů, zjišt’ovánı́ vhodného umı́stěnı́ produktů v prostorách obchodu, ale

také napřı́klad zabezpečenı́ proti krádeži a monitorovánı́ pohybu osob v pro ně určených

prostorách.

Vizuálnı́ sledovánı́ osob s sebou přineslo mnoho výhod. Odpadá nutnost přı́mé inter-

akce s člověkem, jako je nošenı́ různých senzorů a zařı́zenı́, které je zároveň nepohodlné.

K tomu bylo vyvinuto několik systémů a algoritmů.

Tato práce se zabývá vývojem a implementacı́ algoritmů určených pro robustnı́ sle-

dovánı́ osob, vhodné předevšı́m pro marketingové účely. Celý systém by v ideálnı́m

přı́padě měl být schopen sledovat neomezený počet osob, zaznamenávat jejich trajek-

torii pohybu, směr pohledu, kde se zastavı́ a co si koupı́. Algoritmus by měl být natolik

robustnı́, aby se dal použı́t s již fungujı́cı́m kamerovým systémem v kterémkoliv obchodě.

Dále budou rozebrány problémy spojené s detekovánı́m osob, které jsou v průběhu sle-

dovánı́ částečně nebo úplně zakryty překážkou v pohledu kamery.

Kapitola 1 popisuje modernı́ algoritmy užı́vané pro detekci osob jak ve statických, tak

i dynamických snı́mcı́ch. Tyto metody byly vybrány z množstvı́ současných přı́stupů, s

kterými přišel vývoj poslednı́ doby. Kapitola obsahuje teoretické poznatky od segmentace

obrazu klasickými metodami subtrakce pozadı́, porovnávánı́ obrazu s uloženým vzorem,

samotnou detekci osob až po algoritmy určené k sledovánı́ detekovaných objektů. Kapi-
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tola 2 popisuje všechny metody užité při zpracovánı́ této práce. Jsou zde shrnuty algoritmy

s popisem jednotlivých parametrů a jakým způsobem tyto parametry ovlivňujı́ výslednou

detekci, jaká jsou omezenı́ a jejich časová náročnost. V kapitole 4 je popsána samotná

implementace vybraných algoritmů v programovém prostředı́ C#. Popis programu obsa-

huje vývojové diagramy, které znázorňujı́ strukturu a chod programu. V kapitole 5 jsou

shrnuty dosažené výsledky programu při běhu s testovacı́mi daty pořı́zenými v prostorách

Kolejnı́ 4 nebo z veřejně dostupných databázı́.
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1 SOUČASNÉ METODY DETEKCE OSOB

V dnešnı́ době se stále častěji vyskytujı́ aplikace, kde je třeba detekovat jednu, či vetšı́

počet osob. Tyto systémy částečně nahrazujı́ činnost člověka a naleznou své uplatněnı́ v

širokém spektru aplikacı́. V této kapitule budou probrány metody a přı́stupy k detekci,

které přinesl vývoj poslednı́ doby. Algoritmy se ve své podstatě lišı́ ve způsobu zpra-

covánı́ obrazových dat a v jejich následném popisu. Scéna může být snı́mána z jedné

nebo vı́ce kamer, kamer statických nebo pohyblivých, s pevným ohniskem, zoomem a

dalšı́ch. Zpracovánı́ dat, segmentace a popis již závisı́ na zvolených metodách. Kombi-

nacı́ jednotlivých metod lze dosáhnout výsledků s velkou úspěšnostı́ detekce a velkou

odolnostı́ proti chybám.

Vytvořit robustnı́ algoritmus detekujı́cı́ lidskou postavu v sekvencı́ch snı́mků může být

velice komplikovaný problém. Jednoduchý model lidské postavy lze vytvořit za podmı́nky,

že se osoba nacházı́ ve statické scéně a v přı́mém pohledu směrem od nebo ke kameře.

Toto však v přı́padě reálných scén nelze zaručit a řešenı́ se značně komplikuje. Při po-

hybu se tvar, v přı́padě osob silueta, měnı́ v závislosti na směru pohybu a rychlosti.

Úloha detekce se skládá z vytvořenı́ a naučenı́ takového modelu lidské postavy, který

bude vůči těmto změnám invariantnı́. Pokud je toto splněno, model je použit k vytvořenı́

klasifikátoru objektu [6],[13],[15],[16],[19].

Často se proces detekce skládá z následujı́cı́ch operacı́:

• extrakce pozadı́/popředı́,

• extrakce objektu,

• klasifikace objektu,

• sledovánı́ objektu,

• vhodná reakce na detekovaný objekt.

Mnoho dnešnı́ch přı́stupů klasifikuje objekt jako osobu tak, že se nejprve testuje, zdali

nalezený objekt obsahuje významné rysy lidského obličeje. Objekt je klasifikován jako

člověk v přı́padě, že byl v sekvenci snı́mků lidský obličej nalezen vı́ce jak jednou. Jak

je známo, lidský obličej je snadno rozlišitelným rysem lidského těla což vede k velice

spolehlivému detektoru.

Dalšı́ metody jsou založeny na takzvaném appearance modelu, což znamená, že se

pro nalezený region hledá nejlépe vyhovujı́cı́ model. Tento model může být reprezen-

tován daty v 2-D nebo 3-D prostoru. Pokud model s určitou přesnostı́ vyhovuje, objekt je

klasifikován jako lidská postava. Dalšı́ skupinou jsou metody extrahujı́cı́ významné rysy

objektu. Extrahované rysy tvořı́ přı́znakový prostor, který je opět porovnáván s naučenými

heterogennı́mi daty. Klasifikace je často prováděna užitı́m metod umělé inteligence (neu-

ronové sı́tě, genetické algoritmy, Support Vector Machine (dále SVM) atd.). Nejlepšı́ho

výsledku lze dosáhnout vhodnou kombinacı́ výše zmı́něných metod. Tato řešenı́ jsou pak
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nazývána hybridnı́mi metodami, které jsou často výpočetně velmi náročné [9].

1.1 Subtrakce pozadı́

Skoro každý detekčnı́ algoritmus obvykle začı́ná detekcı́ pohybu v obraze a tı́m extrakcı́

pohyblivých regionů. Jednou z nejjednoduššı́ch a často použı́vaných metod je metoda

subtrakce pozadı́. Tato metoda je limitována tı́m, že vyžaduje jak statickou kameru, tak i

statické pozadı́. V praxi podmı́nku neměnného pozadı́ v podstatě nelze splnit a to působı́

jisté problémy.

Subtrakce pozadı́, z anglického Background Subtraction (dále BGS), je prvnı́m důle-

žitým krokem v mnoha aplikacı́ch počı́tačového viděnı́. Existuje mnoho metod s různými

postprocessing technikami s cı́lem zlepšit jejich výkon. Společnou vlastnostı́ každého al-

goritmu je explicitnı́ model pozadı́. Jako pozadı́ je obvykle považován každý statický nebo

periodicky se pohybujı́cı́ objekt, jehož pohyb zůstává statický resp. periodický přes peri-

odu zájmu. Objekty v popředı́ jsou poté detekovány jako rozdı́l aktuálnı́ho snı́mku a mo-

delu. Z toho vyplývá, že jakákoliv změna v pozadı́ nebo osvětlenı́ může působit problémy.

Snahou je tedy sestavit natolik robustnı́ BGS algoritmus, který je schopen tyto vlivy eli-

minovat a aktualizovat tak model pozadı́. Pro real time aplikace musı́ být samozřejmě

výpočetnı́ náročnost dostatečně nı́zká, aby bylo umožněno zvládnout i následný post-

processing masky popředı́. Poté následuje klasifikace objektů jako je člověk, dı́tě, zvı́ře,

automobil aj., a to podle tvaru, barvy, pohybu nebo jiného významného rysu.

Na následujı́cı́m obrázku je znázorněn blokový diagram úloh, který nejčastěji sleduje

tuto posloupnost: preprocesing, model pozadı́, detekce popředı́ a postprocessing. Shrnutı́

preprocesing metod viz [12].

Obr. 1.1: Blokový diagram BGS algoritmu [12].
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1.1.1 Přehled použı́vaných metod

Vytvořenı́ modelu pozadı́ je stěžejnı́ částı́ algoritmu. Určuje, jakým způsobem bude model

pozadı́ definován a aktualizován. Techniky vytvořenı́ modelu jsou rekurzivnı́ a nerekur-

zivnı́. Vı́ce k jednotlivým technikám viz [10].

Rekurzivnı́ metody:

• Running Gaussian Average (RGA)

• Gaussian Mixture Model (GMM)

• GMM with adaptive number of Gaussians (AGMM)

• Aproximated Median Filtering (AMF)

Nerekurzivnı́ metody:

• Mediánová filtrace

• Mediod filtering

• Eigenbackgrounds (EigBG)

Detekce popředı́ definuje, které pixely z nového snı́mku nenáležı́ modelu pozadı́. Me-

tody, postrádajı́cı́ statistický základ (AMF, Mediod, EigBG), klasifikujı́ nový pixel jako

část popředı́ vždy, když je splněno

|It (x,y)−Bt (x,y)|> T, (1.1)

kde je It vstupnı́ obraz, Bt model pozadı́ a T je uživatelem definovaný práh. Největšı́

nevýhodou je, že pro všechny pixely platı́ jeden práh. Metody založené na statistickém

základě (RGA, GMM, AGMM, Median) klasifikujı́ pixely patřı́cı́ popředı́ podle

p(Ic
t |B

c
t )< T c = ηψ

c
, (1.2)

kde c je libovolný barevný kanál. Práh T c je roven odhadované odchylce, ψc, tak aby

bylo zajištěno, že pixel bude klasifikován jako popředı́ v přı́padě, že je odchylka mimo

pravděpodobnostnı́ rozloženi [10].

Obr. 1.2: Blokový diagram BGS algoritmu s možným řetězcem předzpracovánı́ [10].
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1.1.2 Pokročilá metoda subtrakce
”
Codebook“

Mnoho reálných scén často obsahuje objekty jejichž pohyb nelze snadno popsat. Jedná

se napřı́klad o stromy pohybujı́cı́ se ve větru, pohybujı́cı́ se záclony, rotujı́cı́ ventilátory,

atd. V takovýchto scénách se zároveň často měnı́ světelné podmı́nky, což je způsobeno

napřı́klad pohybujı́cı́mi se mraky nebo dalšı́mi jevy.

Metoda, jež eliminuje tyto vlivy, přiřazuje jednotlivému pixelu nebo skupině pixelů

v obraze sérii modelů, sestavených za periodu času. Takto zı́skaný model se vypořádá s

dočasnými změnami, to však za cenu vysoké pamět’ové a časové náročnosti. Požadavkem

real time aplikace je samozřejmě co nejmenšı́ časová náročnost, proto nenı́ tento přı́stup

přı́liš vhodný. Pro tento účel byla vyvinuta metoda, jež se adaptivnı́m metodám subtrakce

velice přibližuje. Tato metoda formuje kódovanou tabulku z anglického
”
codebook“, jež

kóduje informaci zı́skanou z okolı́ pixelu jako rozsah hodnot jednotlivých kanálů RGB

prostoru.

Takto zvolený model se vypořádá s pixely, jejichž intenzita se dramatický měnı́ (listy

a větve stromů měnı́cı́ intenzitu střı́davě s intenzitou oblohy v pozadı́). V přı́padě RGB

prostoru je kódovaná tabulka sestavená z následujı́cı́ch rozsahů hodnot. Pokud se hodnota

blı́žı́ hodnotě pozorované v čase t− 1, pak je modelována jako odchylka k dané skupině

barev. V opačném přı́padě je pixelu přiřazena nová skupina barev, která je s nı́m spojena.

Na tuto metodu lze pohlı́žet jako na skupinu shluků plovoucı́ v RGB prostoru, kde každý

shluk reprezentuje pravděpodobnost se kterou patřı́ pozadı́. Pro RGB prostor je kódovaná

tabulka tvořena shluky v 3-D prostoru (každá složka RGB). V porovnánı́ s metodami

subtrakce pozadı́ využı́vajı́cı́ průměrovánı́ je metoda ”coodebook” odolná vůči změnám

intenzit přes vetšı́ časovou periodu. Model zároveň obsahuje vı́ce prahů a je tak imunnı́

vzhledem k šumu obrazu. Pixel je klasifikován jako popředı́ vždy, když nenáležı́ ani do

jednoho naučeného shluku modelu [1].

Průběh Kódovaná tabulka „codebook“

H
od
n
ot
y

H
od
n
ot
y

Čas Čas

Obr. 1.3: Průběh intenzity pixelu (obrázek vlevo). Kódovaná tabulka ”coodebook” uka-

zujı́cı́ rozsahy hodnot intenzit (obrázek vpravo). V průběhu učenı́ je nový shluk
”
blok“

vytvořen vždy, když dojde k výrazné změně intenzity (nastavené prahy). Tento blok po-

malu narůstá tak, aby pokryl sousednı́ hodnoty (převzato z [1]).
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1.2 Detektor založený na porovnávánı́ se vzorem

Jednou z metod detekce, na kterých stavı́ tato práce, je detektor založený na porovnávánı́

objektů se vzorem. Metoda využı́vá měřenı́ stupně podobnosti hledaného objektu s předem

danou šablonou z anglického Template matching. Základem je posuvné okno o velikosti

šablony, které je přes obraz posouváno viz obrázek 1.4. Hodnota výstupnı́ho pixelu udává

mı́ru shody, jakou objekt odpovı́dá šabloně na dané pozici. Jednotlivé metody korelace

jsou shrnuty nı́že.

Korelace

Šablona

x,y x,y

Vstupní obraz Výstupní obraz
I(x,y) R(x,y)

x’,y’

Obr. 1.4: Porovnávánı́ šablony se vzorem. Pro všechny pixely vstupnı́ho obrazu je

spočı́tána mı́ra podobnosti okolı́ tohoto pixelu s danou šablonou.

V následujı́cı́m popisu metod korelace je použito značenı́ I pro vstupnı́ obraz, T pro

vzor a R výstupnı́ obraz. Jednou z často užı́vaných metod je metoda hledánı́ nejmenšı́ho

rozdı́lu čtverců. Tato metoda vracı́ 0 při pozitivnı́ shodě. Hodnota různá od nuly naopak

snižuje pravděpodobnost shody podle následujı́cı́ rovnice

Rsq di f f (x,y) = ∑
x′,y′

[

T
(

x′,y′
)

− I
(

x+ x′,y+ y′
)]2

, (1.3)

kde x′ a y′ značı́ souřadnice vzoru. Dalšı́ metodou je metoda korelace, která vracı́ hodnotu

blı́zkou nule při malé pravděpodobnosti shody. Velká hodnota naopak zvyšuje pravděpo-

dobnost shody podle rovnice 1.4

Rccorr (x,y) = ∑
x′,y′

[

T
(

x′,y′
)

I
(

x+ x′,y+ y′
)]2

. (1.4)

Dalšı́m možným vylepšenı́m výše popsaných metod je metoda, jež porovnává vzor

relativně k jeho střednı́ hodnotě a vstupnı́ obraz relativně k jeho střednı́ hodnotě podle

následujı́cı́ch rovnic
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Rccorr (x,y) = ∑
x′,y′

[

T ′
(

x′,y′
)

I′
(

x+ x′,y+ y′
)]2

,

T ′
(

x′,y′
)

= T
(

x′,y′
)

−
1

(w.h)∑x′′,y′′ T (x′′,y′′)
,

I′
(

x+ x′,y+ y′
)

= I′
(

x+ x′,y+ y′
)

−
1

(w.h)∑x′′,y′′ I (x+ x′′,y+ y′′)
, (1.5)

kde x′′ a y′′ jsou pomocné indexy užité při výpočtu střednı́ hodnoty jak vzoru, tak i

vstupnı́ho obrazu, w je šı́řka a h výška vzoru. Podle rovnice 1.5 nastává shoda při hod-

notě 1 a neshoda při -1. Návratová hodnota blı́zká 0 znamená, že na pozici x,y nenı́ žádná

korelace (neúplné vystředěnı́ vzoru a objektu).

Pro každou výše zmı́něnou metodu existuje jejich normalizovaná verze. Tyto normali-

zované verze pomáhajı́ redukovat nepřesnosti vzniklé při rozdı́lných světelných podmı́n-

kách vzoru a vstupnı́ho obrazu. Normalizace je provedena podělenı́m výše zmı́něných

rovnic normalizačnı́m koeficientem, který je pro všechny metody stejný a je dán následujı́-

cı́m výpočtem

Z (x,y) =

√

∑
x′,y′

T (x′,y′)2
∑
x′,y′

I (x+ x′,y+ y′)2
. (1.6)

Nevýhodou těchto metod je jejich zřejmá výpočetnı́ náročnost a silná závislost na

měřı́tku a natočenı́. To lze částečně eliminovat postupem, kdy je vstupnı́ obraz prohledáván

pro různá měřı́tka a úhly natočenı́ vzoru, to však za cenu velkých výpočetnı́ch nároků. V

přı́padě detekce osob lze tuto metodu užı́t pouze v omezeném měřı́tku.

Dalšı́ nevýhodou je i samotná inicializace metody, kdy je třeba ručně nebo jiným

způsobem označit a zı́skat objekt zájmu. Metodu lze také vylepšit napřı́klad online průmě-

rovánı́m zı́skaných vzorů. Každý nález je tedy uskutečněn pro x předchozı́ch vzorů patřı́cı́

témuž objektu.

1.3 Detektor Viola&Jones s využitı́m AdaBoost

Tato metoda stavı́ na algoritmu AdaBoost a aplikacı́ filtrů posunutı́ podle Viola&Jones

na základě Haarových vlnek. Kombinuje znalost modelu pohybu s modelem vzhledu po-

hybujı́cı́ch se objektů. Takto natrénovaný detektor je vylepšenı́m algoritmu pro detekci

obličejů ve statických scénách.

Jak již bylo řečeno, detektor využı́vá jednoduchých obdélnı́kových filtrů zobrazených

na obrázku 1.5. Původnı́ algoritmus pro statické obrazy byl upraven tak, aby ho bylo

možné vhodným aplikovánı́m filtrů použı́t i na pohyblivých, po sobě jdoucı́ch snı́mcı́ch.
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Obr. 1.5: Přı́klad jednotlivých obdélnı́kových filtrů [17].

Informace o pohybu je zı́skána rozšı́řenı́m původnı́ch filtrů pro detekci obličejů. Výhodou

obdélnı́kových filtrů Viola&Jones je invariantnost vůči změně velikosti a natočenı́. Posu-

nutı́m filtrů ve znázorněných směrech jsou zı́skány následujı́cı́ obrazy (viz. obrázek 1.6):

∆ = abs(It− It+1)

U = abs(It− It+1 ↑)

D = abs(It− It+1 ↓)

R = abs(It− It+1 →)

L = abs(It− It+1←), (1.7)

kde šipky naznačujı́ směr posunutı́ filtru a It , It+1 jsou vstupnı́ obrazy. Z těchto obrazů

je zı́skána informace o pohybu. Aplikovánı́m vhodného filtru pouze na vstupnı́ obraz It

zı́skáváme informaci o vzhledu. Jednotlivé výpočty jsou prováděny metodou integrálnı́ho

obrazu, čı́mž je zaručena rychlá evaluace.

Obr. 1.6: Přı́klad aplikace různě posunutých filtrů na dvou vstupnı́ch obrazech velmi

malého rozlišenı́. Obrazy ∆,U,D,R a L jsou výstupem posunutého filtru odpovı́dajı́cı́m

směrem [17].
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Z množstvı́ filtrovaných obrazů je sestavena kaskáda slabých klasifikátorů, které poté

formujı́ jeden silný, oddělujı́cı́ pozitivnı́ nálezy od negativnı́ch. Takto vytvořený klasi-

fikátor je invariantnı́ vůči změně rozlišenı́ a natočenı́. Zároveň dosahuje velmi vysoké

přesnosti detekce. Rychlost detekce pro velmi malé rozlišenı́ (20x15px) je udávána 4fps

[17].

1.4 Normalizovaný obrazový gradient HOG

Jedná se o přı́znakový detektor využı́vajı́cı́ lokálně normalizovaného obrazového gradi-

entu z anglického Histogram of Oriented Gradient (HOG). Tento deskriptor může být

statický nebo dynamický. Statický deskriptor posloužı́ při detekci ve statických snı́mcı́ch,

zatı́mco dynamický využı́vá informaci o pohybu objektu a je použı́ván při detekci v sek-

venci snı́mků. Klasifikátorem přı́znakového prostoru je jednoduchý kaskádový SVM.

1.4.1 Princip algoritmu

Metoda vyhodnocuje lokálně normalizovaný histogram obrazového gradientu. Základnı́

myšlenkou je fakt, že je často lépe vzhled objektu popsat pomocı́ lokálnı́ho měřenı́ gra-

dientu nebo směru hran. Implementace takového deskriptoru je dosažena tak, že je ob-

raz rozdělen na menšı́ spojená podokna, přes která je histogram směru gradientů nebo

směr hran sestavován. Každé buňce odpovı́dá rozloženı́ gradientů nebo hran v 1-D ob-

lasti. Kombinaci těchto histogramů reprezentuje výsledný deskriptor. Pro většı́ odolnost

vůči změnám světelných podmı́nek a eliminaci chyb vzniklých stı́ny je kontrast buňky

lokálně normalizovaný. Normalizace histogramu je prováděna přes vetšı́ buňky, nazývané

”bloky”. Velikost bloků je obvykle dvakrát vetšı́ než velikost buňky. K normalizaci jed-

notlivých buněk uvnitř bloku je použita hodnota mı́ry intenzity přes celý blok. Touto nor-

malizacı́ je dosaženo po částech spojitého kontrastu obrazu a invariantnost vůči změnám

osvětlenı́ a stı́nům.

Rozdělenı́m detekčnı́ho okna do sı́tě překrývajı́cı́ch se normalizovaných bloků a použi-

tı́m kombinovaného přı́znakového vektoru k natrénovánı́ lineárnı́ho SVM, vede na řetězec

detekce podle obrázku 1.7 [3].

Obr. 1.7: Řetězec extrakce přı́znaků a následná detekce podle [3].
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1.4.2 Extrakce přı́znaků

K sestavenı́ výsledného deskriptoru se hojně užı́vá metoda SIFT z anglického Scale In-

variant Feature Algorithm, která je základem mnoha obrazových detektorů. Výsledkem

SIFT algoritmu je na měřı́tku nezávislý deskriptor významných bodů. Dı́ky svým předno-

stem je SIFT hojně použı́ván v mnoha detekčnı́ch algoritmech [8].

Kombinace HOG/SIFT s sebou přinášı́ některé výhody. Při výběru nejlepšı́ho přı́znaku

zohledňuje tu hranu nebo gradient, nesoucı́ jedinečnou informaci vzhledem ke svému

okolı́. Zároveň je nutné, aby byl algoritmus odolný vůči malým změnám vlivem translace

a rotace částı́ lidského těla. Tento přı́stup zároveň těžı́ z toho, že je lidská postava v mnoha

přı́padech ve vzpřı́mené pozici. Lehké pohyby končetin z části eliminuje hrubšı́ prosto-

rové vzorkovánı́ a lokálnı́ fotometrická normalizace.

Na obrázku 1.8 je znázorněn jednoduchý deskriptor o velikosti 2x2 vytvořený ze vzorů

v poli o velikosti 8x8. K dosaženı́ invariance vůči natočenı́ je souřadnicový systém a

přı́slušné gradienty orientovány relativně k významnému bodu. Gaussova váhovacı́ funkce

s rozptylem σ rovným polovině šı́řky deskriptoru je použita k upravenı́ velikosti gradientů

jednotlivých bodů. To je ilustrováno modrou kružnicı́ na levé straně obrázku. Váhovacı́

okno eliminuje změny v deskriptoru vzniklé vlivem posunutı́ okna a zároveň dává menšı́

váhu gradientům, které jsou dále od středu deskriptoru.

Vpravo na obrázku 1.8 je znázorněn deskriptor významného bodu. V tomto přı́padě

je vytvořen směrový histogram přes okolı́ o velikosti 4x4. Takto zvolené okolı́ dovoluje

i významným posunům v pozici gradientů. Každé pole deskriptoru obsahuje směrový

histogram, jehož velikosti šipek odpovı́dajı́ velikosti odpovı́dajı́cı́ch vstupnı́ch gradientů.

Gradient vpravo, jež se posune až o 4 vzorky, bude stále přispı́vat stejnému histogramu

vpravo [8].

Obr. 1.8: SIFT deskriptor významných bodů. Vlevo velikost a směr gradientů, vpravo

normalizovaný histogram jednotlivých oblastı́ váhovaný gaussovým oknem [3].
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1.4.3 Výpočet obrazových gradientů

Výkon detektoru silně závisı́ na kvalitě vypočtených gradientů obrazu. Bylo dokázáno,

že klasické jádro masky nahrazujı́cı́ prvnı́ derivaci [−1,0,1] pro vertikálnı́ a [−1,0,1]T

pro horizontálnı́ hrany, dokazovalo nejlepšı́ch výsledků. Použitı́m většı́ch masek nebo

aplikovánı́ Gaussova vyhlazenı́ vždy snı́žilo výkon detektoru [3].

1.4.4 Sestavenı́ histogramu

Každý pixel obrazu, respektive gradientu, přispı́vá svou váhou k danému směrovému his-

togramu tak jako v kapitole 1.4.2. Jednotlivé histogramy zahrnujı́ přı́spěvek odpovı́dajı́cı́ch

gradientů přı́slušné buňky. Buňky samotné mohou být pravoúhlé nebo kruhové. Hodnoty

úhlů histogramu jsou rovnoměrně rozprostřeny od 0 do 180 stupňů, nebo od 0 do 360,

v závislosti na typu gradientu ”signed”, nebo ”unsigned”. Pro detekci osob nejlépe vy-

hovuje užitı́ unsigned typu gradientu. Mı́ra, jakou bude gradient přispı́vat do přı́slušném

histogramu gradientu, je určena funkčnı́ závislosti jeho velikosti [2],[3].

1.4.5 Normalizace a tvar deskriptoru

Aby byl detektor odolný vůči změnám osvětlenı́ a kontrastu, je velikost gradientu lokálně

normalizována. Toho je dosaženo seskupenı́m buněk do většı́ch, prostorově spojených

bloků. Výsledný deskriptor je tedy vektor všech složek normalizované buňky ze všech

bloků detekčnı́ho okna. Bloky se zároveň překrývajı́, což znamená, že každá buňka přispı́-

vá do finálnı́ho dekriptoru vı́ce než jednou.

Existujı́ dva tvary bloků: pravoúhlý (R-HOG) a kruhový (C-HOG). R-HOG jsou ob-

vykle čtvercové elementy tvořı́cı́ čtvercovou mřı́žku, reprezentujı́cı́ tři parametry. Prvnı́

parametr je počet buněk bloku, dalšı́m počet pixelů buňky a poslednı́m počet kanálů his-

togramu. Optimálnı́ velikost buňky je 3x3 pixelů, 6x6 pixelů uvnitř buňky a 9 kanálu

histogramu. R-HOG deskriptory jsou podobné SIFT deskriptorům s určitými výjimkami.

R-HOG je počı́tán přes jemnou mřı́žku pro dané měřı́tko, bez normalizace podle domi-

nantnı́ch úhlů gradientů a implicitně kóduje prostorovou informaci relativně k detekčnı́mu

oknu. SIFT deskriptor je počı́tán přes hrubou mřı́žku danou na měřı́tku nezávislými význa-

mnými body, s rotacı́ podle dominantnı́ho zastoupenı́ úhlů gradientů a obsahujı́ informaci

o daném okolı́ významného bodu. Stejně jako v kapitole 1.4.2, jsou přı́spěvky pixelů

blı́zkých hranám váhovaný gaussovým 2-D oknem [2],[3].

C-HOG jsou dvou typů. Prvnı́ typ obsahuje jednu centrovanou buňku, zatı́mco druhý

je složen z vı́ce buněk. Dalal a Triggs ve své práci použili pouze prvnı́ typ dosahujı́cı́

stejných výsledků jako druhý, složitějšı́ C-HOG deskriptor. Nejlepšı́ch výsledků dosaho-

val C-HOG deskriptor ve tvaru podle obrázku 1.9 vpravo.
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Obr. 1.9: Varianty navrhovaného HOG deskriptoru. Vlevo R-HOG/SIFT, uprostřed C-

HOG , vpravo C-HOG s plnou centrálnı́ buňkou [2].

Pro lepšı́ výsledky je vektor nenormalizovaných histogramů bloku normalizován. Tato

normalizace zlepšuje výkon algoritmu a snižuje procento falešných poplachů (false-positi-

ves). Dalal a Triggs ve své práci otestovali čtyři různé metody normalizace. Úplným vy-

nechánı́m normalizace dojde k výraznému zhoršenı́ výkonu detektoru [3].

Proces tvorby deskriptoru je znázorněn na obrázku 1.10. Uvažujeme-li R-HOG deskrip-

tor s překrytı́m jednotlivých bloků, dávajı́ koeficienty natrénovaného lineárnı́ho SVM

mı́ru, jakou jednotlivé buňky přispı́vajı́ k výslednému rozhodnutı́. Na obrázku 1.10 b), f) je

vidět, že nejvýznamnějšı́ buňky jsou ty které se nacházejı́ v oblasti hlavy, ramen a dolnı́ch

končetin. Podobně, obrázek 1.10 c), g), zvýrazňuje gradienty uvnitř postav (předevšı́m ty

vertikálnı́).

Na následujı́cı́m obrázku 1.11 je zobrazen řetězec operacı́, vykonávajı́cı́ statickou ex-

trakci přı́znaků. V přı́padě, že se jedná o pohyblivé snı́mky, je vhodné zkombinovat me-

tody statického a dynamického HOG deskriptoru. Gradient obrazu je v dynamickém HOG

Obr. 1.10: HOG detektor založený předevšı́m na konturách lidského těla (hlava, ramena a

dolnı́ končetiny). (a) Průměrný gradient trénovacı́ho vzoru. (b) Každý ”pixel”znázorňuje

maximálnı́ pozitivnı́ váhu SVM v bloku centrovaném na daném pixelu. (c) Stejné pro

negativnı́ váhy SVM. (d) Testovacı́ obrázek. (e) R-HOG deskriptor testovacı́ho obrázku.

(f,g) R-HOG deskriptor váhovaný podle pozitivnı́ch a negativnı́ch SVM vah [3].
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nahrazen optickým tokem v sekvenci po sobě jdoucı́ch snı́mků. Histogram je vytvořen z

velikosti a směru optického toku. Extrakce přı́znaků je tedy podobná statickému HOG.

Obr. 1.11: Celkový pohled na řetězec extrakce přı́znaků. Detekčnı́ okno je taženo přes

mřı́žku překrývajı́cı́ch se bloků. Každý blok obsahuje buňky, jejichž hodnoty gradi-

entu přispı́vajı́ do orientovaného histogramu gradientů. Histogramy jsou lokálně normali-

zovány a sloučeny do jednoho přı́znakového vektoru (převzato z [2])

1.5 Klasifikace objektu s využitı́m HOG deskriptoru

Poslednı́m krokem detekce s využitı́m HOG deskriptoru je konečná klasifikace objektu.

V tomto přı́padě se jedná o dichotomickou klasifikačnı́ úlohu člověk/nečlověk. K tomuto

účelu je možno využı́t klasifikátor založený na učenı́ s učitelem. Dalal a Trigs ve své

práci použili jednoduchý klasifikátor využı́vajı́cı́ podpůrné vektory, z anglického
”
Support

Vector Machine“ (SVM), natrénovaný pomocı́ SVMlight (implementováno v OpenCV).
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1.5.1 SVM klasifikátor

Principem tohoto klasifikátoru je obvykle lineárně neseparabilnı́ prostor přı́znaků (deskri-

ptor) transformovat pomocı́ transformačnı́ funkce do prostoru s vyššı́ dimenzı́. V tomto

transformovaném prostoru je poté možno provést separaci přı́znaků pomocı́ nadroviny

nebo množinou nadrovin. Parametry této nadroviny určujı́ pomocné vektory, které jsou v

průběhu učenı́ přizpůsobovány.

Lineárnı́ SVM hledajı́ nadrovinu 〈w,x〉+ b = 0, která maximalizuje vzdálenost od

bodů z lineárně separovatelné trénovacı́ množiny. Trénovacı́ množina je reprezentována

vektory {(x1,y1),(x2,y2), ...,(xn,yn)}, kde xi je daný trénovacı́ vzor a yi ∈ {−1,+1} je

jeho identifikátor třı́dy. Problém hledánı́ nadroviny tedy spočı́vá v hledánı́ w a b tak, aby

byla vzdálenost mezi paralelnı́mi nadrovinami co největšı́ a zároveň stále separovala data

tak, jak ukazuje obrázek 1.12.

Obr. 1.12: Hledánı́ nadroviny v 2-D separabilnı́m prostoru.

Řešenı́ vede na přı́mou úlohu hledánı́ maximálnı́ vzdálenosti mezi třı́dami podle násle-

dujı́cı́ rovnice

(w,b) = argmin
w,b

1

2
||w||2. (1.8)

Po vyřešenı́ rovnice 1.8 je zı́skán vektor w a práh b, jenž určuje hledanou nadrovinu.

Tuto přı́mou úlohu je však lépe převést na tzv. duálnı́ úlohu a hledat čı́sla αi, i = 1, ...,n,

která jsou řešenı́m úlohy
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αi = argmax
αi

l

∑
i=1

αi−
1

2
∑
i=1

l

∑
j=1

αiα jyiy j〈xi,x j〉 , (1.9)

za podmı́nky

αi ≥ 0, i = 1,2, ...,n,
n

∑
i=1

αiyi = 0.

V tomto přı́padě se tedy neupravuje vektor w, ale pouze reálná čı́sla, která jsou dány

podpůrnými vektory αi.

1.5.2 Trénovánı́ SVM

Trénink učicı́ho algoritmu patřı́ k nejdůležitějšı́m částem detektorů. Se špatně natrénova-

ným klasifikátorem roste množstvı́ falešných alarmů (false-positives), nebo naopak vůbec

nedojde k detekci objektu.

Důležitou částı́ je rozdělenı́ vstupnı́ch dat (obrazů) tak, aby tvořila vzory s pozitivnı́m

nálezem (pozitivnı́ obraz) a vzory neobsahujı́cı́ objekt zájmu, např. lidské postavy. Výběr

trénovacı́ch dat je složitý a zdlouhavý proces. Část pozitivnı́ch obrazů zastihuje osoby

téměř za ideálnı́ch podmı́nek ve vzpřı́meném, čelnı́m, nebo zadnı́m pohledu. Pro lepšı́

natrénovánı́ detektoru je možné vybrat pozitivnı́ obrazy z reálných scén, vyřı́znutı́m ob-

jektu zájmu. Osoby v těchto snı́mcı́ch již nejsou zachyceny v ideálnı́ pozici. K takto vy-

braným pozitivnı́m snı́mkům je ještě možné vytvořit zrcadlově obrácené kopie.

Nedı́lnou součástı́ takovéto databáze jsou i testovacı́ obrazy. Tyto obrazy nesmı́ být

vstupem trénovacı́ho algoritmu a sloužı́ k jeho otestovánı́.

K dispozici je množstvı́ databázı́ obsahujı́cı́ takto rozdělená trénovacı́ data. Mezi

nejznámějšı́ patřı́ volně šiřitelná databáze MIT pedestrian dataset, ke staženı́ [http://cbcl.

mit.edu/software-datasets/PedestrianData.html]. Tento dataset obsahuje obrázky s rozliše-

nı́m 64x128 px s postavami ve vzpřı́meném postoji a přı́mém pohledu. Reálné scény jsou

však rozmanité na pózy osob. Pro vytvořenı́ robustnı́ho detektoru je třeba mnohem rozma-

nitějšı́ch vstupnı́ch dat. Pro tento účel byl vytvořen dataset INRIA, který obsahuje osoby

ve vzpřı́mené pozici a v různých pózách. Dataset INRIA je opět volně stažitelným na

[http://pascal.inrialpes.fr/data/human/].

Část trénovánı́ nebude dál v této práci rozebı́rána, protože se jedná o komplexnı́ a

zdlouhavý proces. Vı́ce o samotném procesu trénovánı́ a softwaru SVMlight na stránkách

[http://svmlight.joachims.org/].
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1.5.3 Zhodnocenı́ detekce postav založené na HOG

Pro zhodnocenı́ výkonu algoritmu je třeba předem definovat parametry a vlastnosti snı́ma-

né scény. V přı́padě detekce osob ve vnitřnı́ch prostorách je snı́macı́ zařı́zenı́ často umı́stě-

no v podstropové výšce tak, aby bylo zajištěno co největšı́ pokrytı́ snı́mané scény. Osoba

se ve většině přı́padů pohybuje v blı́zkosti nebo ve střednı́ vzdálenosti od snı́macı́ho

zařı́zenı́. Rozlišujı́ se tedy objekty blı́zké, středně vzdálené a vzdálené. V množstvı́ apli-

kacı́ se osoba nacházı́ ve středně až blı́zké vzdálenosti ke kameře. Velikost, kterou osoba

zaujı́má v obraze v pixelech, je úměrná vzdálenosti ke kameře. Při rozlišenı́ kamery

640 x 480 zaujı́má středně vzdálená osoba 100 a vı́ce pixelů na výšku zatı́mco osoba

v kratšı́ vzdálenosti zaujı́má přibližně 130 pixelů a vı́ce. Dalšı́m faktorem, který je třeba

při srovnánı́ brát v potaz je procento vzniklého překrytı́. Ve vnitřnı́ch prostorách je osoba

často zacloněna jinou procházejı́cı́ osobou, ve venkovnı́ch prostorách naopak cizı́mi ob-

jekty jako jsou napřı́klad projı́ždějı́cı́ auta, stromy nebo značky.

HOG detektor výrazně překonává detektory implementujı́cı́ Haarovy vlnky, PCA-

SIFT a tvarem orientované detektory (shape context). Důkladné srovnánı́ provedli Dalal

a Triggs ve své práci za použitı́ Recall-Precision (RP) a Average-Precesion (AP) křivek.

Srovnánı́ bylo provedeno na vytvořeném datasetu s 2300 označených osob. HOG detektor

dosahoval nejlepšı́ch výsledků na menšı́, až střednı́ vzdálenosti s minimálnı́m překrytı́m

[2],[3],[4].

1.6 Sledovánı́ objektů

Cı́lem trasovacı́ho algoritmu je vytvořit časovou trajektorii pohybu sledovaného objektu

na základě jeho pozice v každém snı́mku. Trasovanı́ je dále rozděleno do dvou sku-

pin. Prvnı́ skupinu tvořı́ algoritmy, které pracujı́ čistě s regionem nalezeným některým

z detekčnı́ch mechanismů. Lokace tohoto regionu závisı́ pouze na aktuálnı́m měřenı́ a

přesnosti detekčnı́ho algoritmu. Druhou skupinu tvořı́ složitějšı́ probabilistické algoritmy,

které na základě znalosti pozice v minulém kroku, estimujı́ pozici objektu v kroku následu-

jı́cı́m. Společným rysem těchto skupin je reprezentace objektu, která čistě závisı́ na použi-

tém detektoru. Typ pohybu a možné deformace, které objekt podstupuje, limituje zvolený

model reprezentujı́cı́ objekt. Pokud je známa pouze souřadnice nálezu, jedná se o prostý

translačnı́ pohyb. Parametrické pohybové modely jsou užity v přı́padě, že je znám geome-

trický tvar objektu. Takovýto objekt je označován jako pevný. Složitějšı́ modely objektu,

jako je silueta nebo kontura, patřı́ mezi nejpřesnějšı́ reprezentace. V takovémto přı́padě

mohou být použity jak parametrické, tak i neparametrické modely specifikujı́cı́ jejich po-

hyb [18].
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Obr. 1.13: Strom dělenı́ jednotlivých sledovacı́ch algoritmů [18]

1.6.1 Problém korespondence

Při pohybu objektu v sekvenci snı́mků mohou nastat následujı́cı́ přı́pady:

• Dojde k překrytı́ objektů

• Dojde ke ztrátě informace o pozici objektu s následným objevenı́m se na jiném

mı́stě

• Ve sledované scéně se nacházı́ vı́ce objektů, čı́mž vzniká problém nejednoznačnosti

přiřazenı́

• Chyby vzniklé při snı́mánı́ (rozmazánı́ objektu při rychlejšı́ch pohybech - vznik

nových objektů)

• Chyby vzniklé při detekci objektu

V přı́padě detekce osob v davu může snadno nastat situace, kdy dojde ke křı́ženı́ tra-

jektoriı́ a tı́m i překrývánı́ objektů. Tyto situace je možné řešit několika způsoby. Pro

určenı́ korespondence odpovı́dajı́cı́ho bodu v sekvenci snı́mků je možné využı́t znalost o

velikosti, rychlosti a směru pohybu. Pokud napřı́klad dojde ke křı́ženı́ trajektoriı́ při po-

hybu osob, dá se předpokládat, že tyto objekty zachovajı́ původnı́ směr a rychlost. Ve 3D

scéně navı́c objekty měnı́ svou velikost při pohybu směrem k nebo od snı́macı́ho zařı́zenı́.

Tyto změny lze využı́t při určovánı́ korespondence objektu v následujı́cı́m snı́mku [11].

Dalšı́m způsobem je ve vzhledu nebo pohybu objektu nalézt významnou informaci,

která posloužı́ k identifikaci. Při identifikaci stejné osoby na následujı́cı́m snı́mku mohou

posloužit přı́znaky jeho vzhledu (appearance features). Protože s největšı́ pravděpodobno-

stı́ nedojde ke změně vzhledu lidského zevnějšku v sekvenci po sobě jdoucı́ch snı́mků,
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lze této informace využı́t. Užitı́m barevné kamery lze napřı́klad určit barevný histogram

sledované osoby. Pokud histogram objektu na následujı́cı́m snı́mku nekoresponduje s his-

togramem předchozı́ho objektu, s největšı́ pravděpodobnostı́ se nejedná o tutéž osobu.

1.6.2 Kalmanův filtr

Určenı́ pozice objektu (měřenı́) je často zatı́ženo chybou vzniklou šumem. V takovémto

přı́padě je možné použı́t statistické metody sledovánı́ objektu. Stav systému, v tomto

přı́padě pozice objektu, je predikována na základě měřenı́ a známého modelu šumu.

Kalmanův filtr byl vyvinut v 60. letech k filtraci šumu v elektrických signálech a své

uplatněnı́ nalezl i v aplikacı́ch počı́tačového viděnı́. Jedná se o dynamický filtr. Důležitou

součásti Kalmanova filtru je znalost modelu systému, na jehož základě je vytvořena pre-

dikce následujı́cı́ho stavu. Predikce přı́štı́ho stavu, tedy oblast daná souřadnicemi středu,

přı́padně i velikostı́ objektu, vyznačuje pravděpodobný výskyt objektu. Stav filtru je v

každém kroku aktualizován ze zı́skaného měřenı́. Nenı́ tedy třeba uchovávat historická

data. Pokud nenı́ možné stav filtru aktualizovat (ztráta objektu), pokračuje se v predikci

pro dalšı́ krok. Při opětovném nalezenı́ objektu je provedena korekce současné polohy (na

základě predikce a měřenı́) [1][11].

1.6.3 Aplikace Kalmanova filtru

V souvislosti s Kalmanovým filtrem hovořı́me o třech typech pohybu. Dynamický pohyb

je takový, u kterého lze na základě znalosti stavu systému v okamžiku t jednoznačně určit

následujı́cı́ stav systému v čase t + 1. Druhým pohybem je pohyb řı́zený, jehož směr a

rychlost je známá, avšak o stavu systému nejsou dostatečně přesné informace. S tı́mto

pohybem se lze setkat u robotických systémů. Poslednı́ kategoriı́ pohybu je nahodilý po-

hyb. Nahodilý pohyb obsahuje šum jehož přı́spěvky nejsou známy a nepodléhajı́ žádnému

řı́zenı́.

Předpokládejme tedy, že se jedná o druh Gaussova šumu (nahodilá chůze) nebo o

šum jež lze jako Gaussův modelovat. Dále předpokládejme že x je stav, z je měřenı́, w

je procesnı́ šum a v je šum měřenı́. Šum w a v je nezávislý na stavech a měřenı́. Pak

dostáváme [1]
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xk+1 = Axk +wk

zk = Hxk + vk

wk ≈ N (0,Qk)

vk ≈ N (0,Rk)

Pk = E
[

ekeT
k

]

,ek = xk−Xk

Pk = E
[

ekeT
k

]

,ek = xk−Xk, (1.10)

kde P je kovariačnı́ matice. Kalmanův filtr predikuje stav x v čase k+1, přičemž opravuje

predikci užitı́m měřenı́ z v tomto čase, podle následujı́cı́ch rovnic

Aktualizace stavu (predikce):

xk+1 = AkXk

Pk+1 = AkPkAT
k +Qk, (1.11)

Aktualizace měřenı́ (korekce):

Kk = PkHT
k

(

HkPkHT
k |Rk

)−1

Xk = Xk +Kk

(

zk−HkXk

)

Pk = (I−KkHk)Rk, (1.12)

kde K je Kalmanův zisk a veličiny s pruhem jsou predikované hodnoty. Detailnı́ odvozenı́

rovnic výše v [1].

Kalmanův filtr je třeba inicializovat. V čase t=0 neznáme předchozı́ stav systému.

Proto se jako stavové proměnné použijı́ hodnoty aktuálnı́ho měřenı́. Zároveň se inicializujı́

matice šumu a Kalmanova zisku. Tyto budou v průběhu výpočtů postupně měněny.

Na obrázku 1.14 jsou znázorněny jednotlivé kroky výpočtu kalmanových matic. Pre-

dikce nového stavu se skládá z kroku aktualizace a predikce nových hodnot.

Jak již bylo řečeno, Kalmanův filtr je určen pro lineárnı́ systémy. Největšı́ výhodou v

oblasti sledovánı́ objektu v počı́tačovém viděnı́ je schopnost predikce. V přı́padě že do-

jde ke ztrátě informace o poloze objektu, Kalmanův filtr predikuje novou pozici s určitou

pravděpodobnostı́. Zároveň vnášı́ do systému dynamiku, to znamená, že výsledná trajek-

torie pohybu nenı́ zašuměná. Náhradou Kalmanova filtru můžou být Particle filtry nebo

nelineárnı́ rozšı́řenı́ Kalmanova filtru (Extended Kalman Filter).
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Predikce:

1. Predikce stavového vektoru

2. Predikce kovariační matice
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Korekce:

1. Výpočet Kalmanova zisku

2. Aktualizace měření

3. Výpočet kovariační matice

Inicializace Kalmanova filtru
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1

ˆ
-kP1

ˆ
-kx

Obr. 1.14: Jednotlivé kroky výpočtu kalmanova algoritmu.
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2 VYBRANÉ METODY

V této kapitole budou popsány jednotlivé metody, které byly pro tuto aplikaci vybrány a

implementovány. Při zpracovánı́ je užito teoretických poznatků z kapitoly 1, jež obsahuje

souhrn modernı́ch přı́stupů, které přinesl výzkum poslednı́ doby. Jádro detekčnı́ho algo-

ritmu tvořı́ HOG detektor a lineárnı́ SVM klasifikátor viz kapitola 1.4. Detekce osob je

prováděna pro každý snı́mek sledované scény. Výstupem detektoru je ohraničené okno

nálezu, jež je popsáno jeho souřadnicemi, výškou a šı́řkou. V aplikačnı́ vrstvě nad detek-

torem jsou dále použity metody, které zvýšili spolehlivost trasovánı́ pohybu objektů. Celý

algoritmus tedy tvořı́ kombinace různých přı́stupů.

Aktuální snímek

Předzpracování

HOG detektor

-získání deskriptoru

-klasifikace SVM

BGS

-subtrakce pozadí

-uložení vzoru osoby

Pozitivní 

detekce?

Ne

Ano

Template Matching

-porovnávání se vzorem

-korekce měření

Kalman tracker

-sestavení trajektorie

Obr. 2.1: Diagram volánı́ jednotlivých metod

Diagram na obrázku 2.1 znázorňuje větvenı́ programu a užitı́ jednotlivých metod.

HOG detektor dává počátečnı́ odhad pozice objektu. V přı́padě že detektor selže a zároveň

byl objekt v předchozı́ch snı́mcı́ch detekován, zastupujı́ detektor metody porovnávánı́ se

vzorem a trasovánı́
”
blobů“. Blobem je každý pohyblivý region, objekt, jež neodpovı́dá

modelu pozadı́. Výstup detektorů je dále zpracováván algoritmem trasovánı́, který sesta-

vuje výslednou trajektorii pohybu objektu. Pro trasovánı́ byl zvolen lineárnı́ Kalmanův

filtr. Tento filtr do systému vnesl potřebnou dynamiku a umožnil tak sledovat objekty,

jejichž měřenı́ bylo na krátkou dobu ztraceno.
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2.1 Histogram orientovaného gradientu

Nejdůležitějšı́m prvkem a stavebnı́m blokem algoritmu je zvolený detektor. Detektor na

základě Histogramu orientovaného gradientu je od počátku svého vzniku koncipován pro

detekci osob. Lze ho však užı́t k detekci dalšı́ch objektů, které v průběhu sledovánı́ neměnı́

svůj tvar. Tento detektor byl vybrán vzhledem k jeho snadné implementaci a celkové

robustnosti řešenı́. Výkon a výsledky detektoru výrazně překonává současné přı́stupy [4].

Mezi výhodami detektoru je i samotná implementace v knihovně OpenCV.

V následujı́cı́ch kapitolách budou popsány jednotlivé operace HOG detekčnı́ho algo-

ritmu. Jak již bylo řečeno v kapitole 1.4, metoda vyhodnocuje vhodně normalizovaný his-

togram gradientů zı́skaných pro detekčnı́ okno, které je po obraze posouváno. Výstupem

detektoru je vektor deskriptoru, jehož složky tvořı́ dané histogramy sestavené pro každou

pozici detekčnı́ho okna. Výkon a rychlost detekce silně závisı́ na parametrech detektoru

a vstupnı́m rozlišenı́ obrazu.

Celý řetězec detekce se skládá z následujı́cı́ch operacı́:

• Globálnı́ normalizace jasu

• Kalkulace gradientů

• Sestavenı́ váhovaného histogramu gradientů

• Lokálnı́ normalizace kontrastu

• Sestavenı́ deskriptoru z jednotlivých bloků

2.1.1 Parametry detektoru

Kvalitu deskriptoru a tı́m i jeho následnou klasifikaci určujı́ parametry, které popisujı́

okno deskriptoru a jeho posun po obraze. V implementaci algoritmu bylo použito okno o

velikost 128x64 px. Velikost okna proporcionálně odpovı́dá velikosti osob. Okno s těmito

rozměry lze zároveň snadno dělit mocninami dvou na jednotlivé bloky. Velikost bloku

tedy bude 2nx2n. Pro účel aplikace byla velikost bloku zvolena 16x16 px. To je kompromis

mezi rychlostı́ a výkonem detektoru. Tento blok je dále rozdělen na jednotlivé buňky, pro

které je sestavován histogram orientovaného gradientu. Tyto buňky majı́ velikost 8x8px a

udávajı́ krok bloku.

V přı́padě detekce různě velikých objektů je deskriptor nutné sestavovat pro různá

měřı́tka detekčnı́ho okna. Toto měřı́tko je dalšı́m parametrem detektoru a udává kolikrát se

zvětšı́ detekčnı́ okno v dalšı́m průchodu obrazem. V samotném algoritmu byl použit koe-

ficient scale = 1.13. Tato hodnota byla určena experimentálně opět jako kompromis mezi

výkonem a rychlostı́ algoritmu. Při zmenšenı́ hodnoty koeficientu scale na scale = 1.05,

rychlost algoritmu klesá přibližně 2x. Problémem detekce pro různá měřı́tka je, že vzniká

33



několik překrývajı́cı́ch se detekovaných regionů. Tyto regiony často náležı́ jednomu ob-

jektu a je nutné je seskupit v jeden. Seskupenı́ je provedeno na základě podobnosti regionů

a jejich lokace. Velikost a lokace výsledného regionu je dána jako průměr všech deteko-

vaných oblastı́.

16

16

blok

buňka

8

64

128

Obr. 2.2: Detekčnı́ okno rozdělené na jednotlivé bloky 16x16px vlevo. Vpravo blok

rozdělen na buňky o velikosti 8x8px.

2.1.2 Velikost obrazu a rychlost algoritmu

Vstupem algoritmu je RGB obraz o velikosti 640x480 pixelů. Tento rozměr je typický

pro mnoho kamer. Protože je deskriptor pořizován pro celý obraz, jeho velikost výrazně

ovlivňuje rychlost algoritmu. Požadavkem aplikace je samozřejmě i jejı́ real time běh.

Parametry deskriptoru a velikost vstupnı́ho obrazu byly voleny tak, aby byla detekce co

nejspolehlivějšı́ pro různá měřı́tka detekovaných objektů. Velikost vstupnı́ho obrazu je

pro zrychlenı́ zmenšena. Zároveň je třeba, aby byla odezva detektoru pozitivnı́ jak pro ob-

jekty v popředı́, tak i v pozadı́ sledované scény. Jak bylo řečeno v kapitole 1.5.3, detektor

dosahuje nejlepšı́ odezvy pro středně vzdálené a blı́zké objekty. Obraz tedy lze zmenšovat

pouze do meze dané typem sledované scény.

Tabulka 2.1 ukazuje naměřené rychlosti algoritmu pro různá rozlišenı́. Vstupnı́ obraz

byl upraven tak, aby postava na něm zaujı́mala stejnou velikost v px pro všechna testovacı́

rozlišenı́. Rychlost algoritmu klesá lineárně se zvětšujı́cı́m se rozlišenı́m obrazu. Scale

faktor v tabulce nı́že znamená, kolikrát je vstupnı́ obraz zmenšen oproti původnı́ velikosti

640x480 px. Obrázek 2.3 zobrazuje zpracovávané obrazy s ohraničeným objektem nálezu.
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a) 320x240 b) 448x336 c) 512x384 d) 576x432 e) 640x480

Obr. 2.3: Rychlost algoritmu pro různá rozlišenı́ vstupnı́ho obrazu.

Obrázek 2.3 Scale faktor Rozlišenı́ Rychlost

a) 0,5 320x240 px 76 ms

b) 0,7 448x336 px 172 ms

c) 0,8 512x384 px 384 ms

d) 0,9 576x432 px 397 ms

e) 1,0 640x480 px 432 ms

Tab. 2.1: Průměrné rychlosti detekce pro daná rozlišenı́ (metoda HOG).

V navrhované aplikaci byl vstupnı́ obraz zmenšen na rozlišenı́ 480x360. Tomu od-

povı́dá scale faktor 0,75 a rychlost 220ms. Toto rozlišenı́ bylo voleno jako kompromis

mezi rychlostı́ algoritmu a pozitivnı́mi detekcemi objektu po celé scéně. Schopnost de-

tekce pro daná rozlišenı́ silně závisı́ na typu sledované scény, tedy v jaké vzdálenosti se

detekovaný objekt nacházı́. Rozlišenı́ obrazu lze v aplikaci měnit. Rychlost algoritmu byla

testována na sestavě Windows 7 x64, Intel Core i5 2,67GHz, OpenCV 2.3.1.

2.1.3 Normalizace jasu

Prvnı́m krokem detekce je normalizace jasu všech kanálu RGB obrazu. Jedná se o často

použı́vanou korekci, kdy jsou jasové hodnoty jednotlivých kanálů přepočı́tány podle gama

křivek. V tomto přı́padě je gama křivka stejná pro všechny kanály. Tato korekce snižuje

náchylnost vůči rozdı́lným světelným podmı́nkám. Obrázek 2.4 ukazuje gama korekce

obrazu pro hodnoty gama = 0.5,1 a 2 s jejich odpovı́dajı́cı́mi gama křivkami. Gama ko-

rekce je prováděna podle následujı́cı́ho vztahu

R(x,y) = I (x,y)gama
, (2.1)

kde I odpovı́dá vstupnı́mu obrazu a R je obraz výstupnı́. Gamma korekce je prováděna

pro hodnoty gama = 2, čı́mž dojde k zvýšenı́ kontrastu obrazu [2],[3].

35



gama = 1/2 originál - gama = 1 gama = 2

Obr. 2.4: Gama korekce s přı́slušnými jasovými křivkami.

2.1.4 Výpočet gradientů

Před vypočtenı́m gradientů v jednotlivých osách obrazu x,y nenı́ vstupnı́ obraz žádným

způsobem zpracováván (s výjimkou gama korekce). Kvalita vypočtených gradientů silně

ovlivňuje výkon detektoru. Gradienty jsou počı́tány pomocı́ jednoduché sobelovy masky

reprezentujı́cı́ prvnı́ derivaci. Výsledné gradienty a jejich směry znázorňuje obrázek 2.5.

V tomto přı́padě jsou gradienty počı́tány pro obraz o rozlišenı́ 128x64px [3].

a) b) c)

Obr. 2.5: Výpočet velikosti a směru gradientů. a) originálnı́ obraz, b) absolutnı́ hodnoty

gradientů, c) velikost a směr gradientů pro část hlavy a ramen
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2.1.5 Sestavenı́ histogramu gradientů pro detekčnı́ okno

Po vypočtenı́ gradientů a normalizaci obrazu následuje sestavenı́ jejich histogramů. Jak

již bylo řečeno, algoritmus stavı́ na pohyblivém detekčnı́m okně. Toto detekčnı́ okno je

rozděleno na jednotlivé bloky, pro které je váhovaný histogram sestavován. Obrázek 2.6

zobrazuje vstupnı́ obrazy a jı́m odpovı́dajı́cı́ histogram gradientů pro jednotlivé bloky. De-

tekčnı́ okno o velikosti 128x64px je rozděleno na bloky, jejichž velikost je 8x8px. Jednot-

livé gradienty, tedy ty gradienty přı́slušejı́cı́ bloku, přispı́vajı́ svojı́ váhou do výsledného

9 kanálového histogramu. Histogramy na obrázku jsou pro zjednodušenı́ počı́tány pouze

pro jeden kanál obrazu (šedotónový obraz). Lepšı́ch výsledků dosahuje deskriptor všech

kanálu barevného systému RGB. Výsledný deskriptor je vektor hodnot jednotlivých his-

togramů.

Velikost okna a bloků byla volena experimentálně. Hrubý krok rozdělenı́ bloků způso-

buje selhánı́ detekce v přı́padě vzdálených objektů, které jsou vůči pozadı́ nekontrastnı́.

To je dáno nevýraznou změnou jednotlivých obrysových gradientů.

Obr. 2.6: Sestavenı́ histogramů gradientů pro detekčnı́ okno o velikosti 128x64px. Pro

zjednodušenı́ je histogram sestavován pro šedotónový obraz.
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2.1.6 Normalizace histogramů bloku

Histogramy sestavené v jednotlivých blocı́ch detekčnı́ho okna nejsou nijak normalizovány.

Normalizace je prováděna metodou L2-norm, respektive jejı́ modifikovanou verzı́ L2-

Hys. Necht’ je v nenormalizovaný vektor deskriptoru bloku, ||v||k jeho k-tá normalizo-

vaná složka a ε malá konstanta pro ošetřenı́ dělenı́ nulou (ε = 1e−2). Potom je L2-norm

normalizačnı́ konstanta n f dána vztahem

n f =
v

√

||v||22 + ε2
, (2.2)

následována ořezem maximálnı́ch hodnot v na hodnotu 0.2. Vektor deskriptoru je zpětně

renormalizován což dává modifikovanou normalizačnı́ metodu L2-Hys. Tato normali-

zace zvyšuje výkonnost detektoru. Normalizačnı́ metoda L2-Hys je implementována v

OpenCV [1],[2],[3],[14].

Výsledný vektor deskriptoru je zı́skán sestavenı́m všech normalizovaných histogramů

jednotlivých bloků pro celé detekčnı́ okno.

2.2 Trasovacı́ algoritmus s využitı́m Kalmanova filtru

Pro trasovánı́ pohybu detekovaných osob je použit algoritmus jehož jádrem je jednoduchý

lineárnı́ Kalmanův filtr viz kapitola 1.6.2. Tento algoritmus byl vybrán z důvodu jeho jed-

noduché implementace a celkové robustnosti řešenı́. V přı́padě selhánı́ detekce Kalmanův

filtr predikuje pravděpodobnou pozici objektu aktualizacı́ stavového vektoru. Z výstupu

Kalmanova filtru, tedy predikované pozice a velikosti objektu, je sestavena výsledná tra-

jektorie jednoduchým spojenı́m všech bodů nálezu patřı́cı́ sledované osobě, jak ukazuje

následujı́cı́ obrázek 2.8. V tomto testovacı́m obrázku je nasimulováno překrytı́ objektu.

Červený rámeček znázorňuje výstup detektoru, modrý je predikovaná pozice.

Obr. 2.7: Výsledná trajektorie pohybu s ukázkou selhánı́ detektoru (simulace).
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Obr. 2.8: Výsledná trajektorie pohybu s ukázkou selhánı́ detektoru (Reálná data).

V testovacı́ch snı́mcı́ch pořı́zených v prostorách budovy Kolejnı́ 4 se často stávalo,

že byl sledovaný objekt zacloněn at’ už podpěrnými sloupy nacházejı́cı́ se v přı́stupové

hale nebo jinou osobou procházejı́cı́ v popředı́. Bez využitı́ Kalmanova filtru nebylo

možno sestavit kompletnı́ trajektorii pohybu přes celou sledovanou scénu. Na obrázku

2.8 jsou znázorněny situace, kdy dojde k ztracenı́ a opětovnému nalezenı́ sledované osoby.

Červený rámeček je opět výstup detektoru, modrým je naznačena estimovaná pozice Kal-

manovým filtrem. Trajektorie je zobrazena jako plná červená čára [5],[20].

2.3 Metody užité pro zvýšenı́ robustnosti systému

Odezva HOG detektoru občas selže. Proto bylo nutné implementovat metody detekce,

které zvýšı́ celkovou robustnost řešenı́. Jednou z možnostı́ je sledovánı́ pohyblivých re-

gionů v obraze. U tohoto řešenı́ však nastává problém v přı́padě, kdy se jednotlivé separo-

vané regiony spojı́ v jeden. Ke spojenı́ jednotlivých regionů dojde napřı́klad při křı́ženı́ tra-

jektoriı́ jednotlivých osob nebo sledovánı́ většı́ho počtu osob blı́zko sebe. V tomto přı́padě

nelze jednoznačně definovat pozici osoby v obraze.

Druhým řešenı́m je možnost ukládánı́ jednotlivých vzorů osob v průběhu detekce

a poté je porovnávat se vstupnı́m obrazem. Tuto metodu je třeba inicializovat, což je

prováděno samotným HOG detektorem. Při pozitivnı́m nálezu docházı́ k postupnému

ukládánı́ vzorů, podle kterých je v přı́padě výpadku HOG detektoru prováděno porovná-

vánı́ se vzorem. Tato metoda má v přı́padě nestatických snı́mků své nevýhody. Pohyb-

livý objekt totiž měnı́ svůj vzhled a pozici, zatı́mco vzor zůstává tak, jak byl pořı́zen při

poslednı́ pozitivnı́ odezvě HOG detektoru.
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2.3.1 Kombinace metod subtrakce pozadı́ a porovnávánı́ se vzorem

Subtrakce pozadı́ je prováděna pro každý snı́mek sledované scény metodou popsanou v

kapitole 1.1.2. Výstupem metody je binárnı́ obraz obsahujı́cı́ pohyblivé regiony. Těchto

regionů je dále využito v kombinaci s výstupem metody porovnávánı́ se vzorem.

V průběhu detekce je každá detekovaná osoba uložena do databáze vzorů. Při selhánı́

HOG detekce nastává situace, kdy detektor zastupujı́ dvě výše zmı́něné metody. Aby

nedošlo k výraznému zpomalenı́ algoritmu, je kolem každé osoby vytvářena většı́ ob-

last. Tato oblast vzniká upravenı́m výstupu Kalmanova filtru tak, že pokrývá většı́ část ve

směru předpokládaného pohybu osoby. Tento výřez ukazuje obrázek 2.9.

Obr. 2.9: Zvětšená oblast pro porovnávánı́ se vzorem s trajektoriı́ pohybu (červená).

Výstup Kalmanova filtru (modrá).

Dalšı́m krokem pokročilé detekce je prohledávánı́ této oblasti a hledánı́ maxima pro

daný vzor. K tomu je využita normovaná korelace jak je popsáno v kapitole 1.2. Tato me-

toda vykazovala na testovacı́ch videı́ch největšı́ úspěšnost. Mı́ra shody každého pixelu se

akumuluje v pomocném obraze. Z tohoto pomocného obrazu je metodou hledánı́ maxima

navrácena hodnota v mı́stě největšı́ shody.

Obrázek 2.10 zobrazuje hledaný vzor vlevo, uprostřed prohledávanou oblast a vy-

tvořené akumulované pole, vpravo poté výsledek detekce po nalezenı́ maxima v po-

mocném poli. Maximum je v pomocném poli znázorněno červeným křı́žkem. Nalezené

souřadnice jsou posunuty relativně vůči celému obrazu. Absolutnı́ pozice je dána jako

součet souřadnic výřezu a nalezeného maxima v akumulovaném poli.

Tato metoda selhává v přı́padě špatného určenı́ předpokládané pozice a velikosti výře-

zu s hledanou osobou. Pokud se osoba ve výřezu nenacházı́, metoda vždy vrátı́ tu pozici,

kde bylo nalezeno maximum v pomocném akumulovaném poli. Při této situaci je třeba

zajistit, aby bylo trasovánı́ provedeno pouze pro tu osobu, která se po dané trase pohybuje.
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vzor oblast výřezu nalezený regionmaximavzor oblast výřezu nalezený regionmaxima

max = 0,68

min = -0,23

max(x,y) = (27;2)

min(x,y) = (97;0)

Obr. 2.10: Algoritmus porovnávánı́ obrazu se vzorem.

Proto je výstup detektoru porovnávánı́ se vzorem dále korelován se zı́skaným popředı́m

metodou subtrakce
”
Codebook“.

V přı́padě že detektor vrátı́ pozici tam, kde se v daném okamžiku nenacházı́ žádný

pohyblivý objekt, algoritmus tuto odezvu jednoduše ignoruje. Tı́m je zajištěno sledovánı́

objektu, který se ve scéně pohybuje a zároveň patřı́ sledované osobě. Tuto situaci ilustruje

obrázek 2.11. Špatná odezva detektoru je dána předevšı́m proto, že byl vzor pořı́zen s

velmi výrazným pozadı́m, které tvořı́ bı́lý podpěrný sloup. Z toho tedy vyplývá, že je

metoda porovnávánı́ se vzorem nejen závislá na měřı́tku objektu, ale také na jeho pozadı́.

Hledaný vzor na obrázku vlevo neodpovı́dá skutečnému měřı́tku.

vzor výstup detektoru popředí

Obr. 2.11: Selhánı́ detektoru při porovnávánı́ se vzorem.
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2.3.2 Subtrakce pozadı́ metodou Codebook

Metoda Codebook je z hlediska výpočetnı́ náročnosti velmi rychlá a pro danou apli-

kaci naprosto dostačujı́cı́. Ve vnitřnı́ch prostorách za normálnı́ch okolnostı́ nedocházı́ tak

často ke změnám světelných podmı́nek. Proto nenı́ třeba pozadı́ modelovat složitým a

výpočetně náročným modelem (GMM, AGMM). Aktualizace modelu pozadı́ je prováděna

jednou za 20 snı́mků. Čas, který uplyne mezi jednotlivými aktualizacemi, silně závisı́ na

podmı́nkách panujı́cı́ch ve sledované scéně. Rychle měnı́cı́ se pozadı́ vyžaduje častějšı́

aktualizaci modelu.

Zı́skané popředı́ obsahuje mnoho šumu. Toho je třeba se zbavit. Segmentace popředı́

spočı́vá v aplikovánı́ jednoduchých morfologických operacı́ jako je eroze následovaná

dilatacı́. Rozdı́l mezi vhodně a nevhodně zpracovaným popředı́m ukazuje obrázek 2.12.

Subtrahované popředı́ sloužı́ jako maska, podle které je určeno, zdali se v okolı́ po-

slednı́ známé pozice vyskytuje pohyblivý region, který patřı́ dané osobě. V tomto přı́padě

může nastat problém při křı́ženı́ trajektoriı́ osob nebo sledovánı́ skupiny lidı́. Bylo by

vhodné brát v úvahu směr a rychlost pohybu segmentovaného popředı́. Korekce Kalma-

nova filtru poté bude provedena pouze pro ty detekované regiony, které se v čase t − 1

pohybovaly stejným směrem a stejnou rychlostı́ jako v čase t.

Obr. 2.12: Obraz špatně segmentovaného popředı́ vlevo s provedenı́m morfologických

operacı́ vpravo.
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3 POUŽITÝ HARDWARE A TESTOVACÍ DATA

V prvnı́ fázi projektu byla tato práce navrhovaná pro užitı́ externı́ho kamerového zařı́zenı́.

Jednalo se o kameru MODI AdoSpy s jednou kamerou přehledovou a druhou detailnı́.

Typ zpracovávané aplikace však takto složité zařı́zenı́ nevyžaduje a je možné ho nahradit

libovolnou web kamerou s rozlišenı́m 640x480px. V ideálnı́m přı́padě by měl být algo-

ritmus schopen běhu s libovolným snı́macı́m zařı́zenı́m, avšak za podmı́nky barevného

snı́mánı́ sledované scény. U pořizovacı́ch zařı́zenı́ je vhodné zajistit neměnné parametry

snı́manı́ jako je clona, počet snı́mků za sekundu a vyváženı́ bı́lé. Algoritmus byl testován

při použitı́ klasické integrované web kamery notebooku, externı́ho fotoaparátu CANON

a za pomocı́ veřejných databázı́ obsahujı́cı́ testovacı́ data.

3.1 Vývojářská stanice

Celá aplikace byla vyvı́jena a testována na sestavě s procesorem Intel R© CoreTM i5,

CPU M480, 2,67GHz, 4GB RAM s nainstalovaným systémem Windows 7 Professional

(Service Pack 1) a vývojovým prostředı́m Microsoft Visual Studio 2010. Veškeré výpočty

jsou vykonávány pouze na procesoru. Výpočetnı́ výkon může být v dalšı́ch fázı́ch projektu

soustředěn i na procesor grafické karty.

3.2 Kamera MODI

Systém MODI AdoSpy je unikátnı́ kompaktnı́ elektro-optický systém umožňujı́cı́ přehle-

dové sledovánı́ velkých ploch a zároveň velmi rychlé pořizovánı́ detailnı́ch snı́mků a sek-

venci snı́mků z těchto ploch. Tento systém obsahuje dvě kamery. Jedna je přehledová

a druhá detailnı́. Detailnı́ kamera je schopna ve sledované scéně rychle zachytit velké

množstvı́ detailnı́ch snı́mku, dı́ky konstrukčnı́mu řešenı́ snı́mánı́ přes odrazové pohyb-

livé zrcátko. Tento systém nalezne své uplatněnı́ při úlohách detekce obličejů či osob ve

velkých prostorách.

V této fázi práce nenı́ kamera MODI součástı́ implementovaného algoritmu. Tato ka-

mera může být v budoucnu použita napřı́klad při určovánı́ směru pohledu osob. Snı́mky

zı́skané přehledovou kamerou mohou být zpracovávány navrženým algoritmem, jehož

výstupem budou souřadnice detekovaných objektů. Na základě zı́skaných souřadnic může

detailnı́ kamera pořizovat přesnějšı́ snı́mky těchto pozic obsahujı́cı́ potřebné informace,

které mohou být dále zpracovávány.

Výsledný algoritmus nebyl se systémem MODI zkoušen ani testován.
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Obr. 3.1: Kamera MODI AdoSpy

3.3 Fotoaparát Canon Powershot

Pro pořizovanı́ testovacı́ch sekvencı́ v prostorách budovy Kolejnı́ 4 byl použit fotoaparát

Canon PowerShot S3 IS. Fotoaparát je opatřen objektivem s ohniskovou vzdálenostı́ 6.00

- 72.00 mm. S tı́mto zařı́zenı́m bylo pořı́zeno celkem 6 video sekvencı́ ve formátu AVI o

rozlišenı́ 640x480 px, rychlostı́ 30 snı́mků za sekundu při různé ohniskové vzdálenosti.

Z těchto sekvencı́ byly vybrány úseky, které jsou svým způsobem zajı́mavé z pohledu

testovanı́ aplikace.

3.4 Zpracovánı́ testovacı́ch dat

Pro lepšı́ práci s testovacı́mi daty byly pořı́zené AVI soubory rozděleny na sekvence po

sobě jdoucı́ch snı́mků ve formátu jpg o stejném rozlišenı́ jako pořı́zené video (640x480

px). Výsledné soubory nebyly dále nijak upravovány. Při testovánı́ bylo nutné simulovat

real time běh aplikace a zpracovánı́ obrazů. Toho bylo docı́leno jednoduchým přeskaková-

nı́m určitého počtu snı́mků. Počet přeskočených snı́mků je dán dobou trvánı́ jedné progra-

mové smyčky. Pokud je algoritmus schopen zpracovat v průměru 4 snı́mky za sekundu,

vstupnı́m obrazem bude každý 8. snı́mek.

3.5 Veřejně dostupné testovacı́ data

Algoritmus je testován jak na vlastnı́ch sekvencı́ch tak i na sekvencı́ch, které jsou veřejně

dostupné. Prvnı́ sekvence snı́mků byla pořı́zena v rámci projektu
”
EC Funded Caviar

project“, který obsahuje množstvı́ videı́ za různých podmı́nek a scénářů. Data jsou k dis-

pozici na stránkách projektu http://homepages.inf.ed.ac.uk/rbf/CAVIAR/. Z pohledu tes-

továnı́ navrhované aplikace jsou zajı́mavá data sekvencı́
”
Lisbon Sequences“, které obsa-

hujı́ obrazy koridoru obchodnı́ho domu. Tuto scénu zachycuje obrázek 3.3. Dalšı́mi daty
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jsou snı́mky
”
i-Lids“, které byly pořı́zeny v prostorách Londýnského metra primárně pro

účel testovánı́ algoritmu detekujı́cı́ opuštěné zavazadlo. Dataset je veřejně dostupný na

stránkách projektu http://tna.europarchive.org/20100413151426/scienceandresearch.hom

eoffice.gov.uk/hosdb/cctv-imaging-technology/i-lids/index.html.

Obr. 3.2: Testovacı́ snı́mky pořı́zené v budově Kolejenı́ 4.

Obr. 3.3: Testovacı́ snı́mky CAVIAR vlevo, i-Lids vpravo.
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4 IMPLEMENTACE DETEKČNÍHO ALGORITMU

Algoritmus je implementován za použitı́ programovacı́ho jazyka C# v prostředı́ Microsoft

Visual Studio 2010. Pro zpracovánı́ úloh počı́tačového viděnı́ byla zvolena otevřená, mul-

tiplatformnı́ knihovna OpenCV 2.3.1. Knihovna nynı́ obsahuje vı́ce jak 2500 funkcı́, které

pokrývajı́ rozsáhlou oblast počı́tačového viděnı́. Hlavnı́ výhodou knihovny je možnost

použitı́ všech částı́ ke komerčnı́mu využitı́, s velice rozsáhlou podporou ze strany pro-

gramátorů a uživatelů. Protože je knihovna OpenCV psána v jazyce C/C++, bylo nutné

použı́t wrapper knihovnı́ch funkcı́.

4.1 OpenCVSharp 2.3.1

OpenCVSharp je multiplatformnı́ wrapper pod licencı́ GNU Lesser GPL určený pro .NET

Framework a je psán v jazyce C#. Programátor tak může použı́vat většinu funkcı́ i v pro-

gramových prostředı́ch C#, VB.NET, atd. OpenCVSharp zabaluje vı́ce funkcı́ než ostatnı́

dostupné wrappery, jako je SharperCV a OpenCVDotNet. Kód tohoto wrapperu je snadno

čitelný a i přes menšı́ podporu má solidnı́ základnu uživatelů.

Knihovna je složena z několika komponent (knihoven). Stavebnı́m blokem je dyna-

mická knihovna ”OpenCVSharp.dll”, která zabaluje všechny základnı́ konstanty, struk-

tury, výčtové typy, třı́dy a jejich metody z knihovny OpenCV. Pokud je v programu volána

některá z funkcı́, musı́ být tato knihovna k projektu připojena. Dalšı́ důležitou knihovnou

je ”OpenCVSharpExtern.dll”. Tato knihovna se musı́ nacházet ve stejném adresáři jako

je spustitelný soubor .exe programu. Dalšı́mi knihovnami jsou ”OpenCVSharp.Blob.dll”,

”OpenCVSharp.MachineLearning.dll”, ”OpenCVSharp.CPlusPlus.dll” nebo ”OpenCV-

Sharp.Extensions.dll”. Při implementaci je využita pouze knihovna ”OpenCVSharp.C-

PlusPlus.dll”, která umožňuje volánı́ a psanı́ kódu stejně jako je to v C++.

4.2 Struktura programu

Při programovánı́ bylo využito vlastnostı́ objektově orientovaného programovánı́. Pro tes-

továnı́ algoritmu bylo vytvořeno jednoduché grafické uživatelské rozhranı́ GUI z ang-

lického
”
Graphical User Interface“, obsahujı́cı́ navigačnı́ tlačı́tka pro řı́zenı́ chodu pro-

gramu. Náhled obrazu s možnostı́ vykreslovánı́ průběhu a výstupu algoritmu je zobra-

zován v pravé části aplikačnı́ho rozhranı́. Toto okno zaujı́má většinu plochy GUI.

Program je strukturován do třı́d, které pomocı́ svých metod zajišt’ujı́ vykonávánı́ jed-

notlivých částı́ programu. Byla vytvořena jedna hlavnı́ třı́da CvClass, která sloužı́ jako

interface mezi GUI a s ostatnı́mi třı́dami sdı́lı́ některé důležité objekty a proměnné. Hlavnı́

třı́da obstarává styk s periferiemi, docházı́ zde k deklaraci a inicializaci programových
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proměnných, zároveň jsou zde volány jednotlivé metody třı́d nižšı́ úrovně. Tyto třı́dy jsou

popsány v dalšı́ch kapitolách.

Jádrem algoritmu je samotný detektor, jehož výpočty jsou prováděny v samostatném

vlákně. V programu je použit mechanismus odchytávánı́ výjimek. Prováděnı́ algoritmu

tedy při vzniklých chybách nezhavaruje a je možno ho ladit, přı́padně pokračovat v prová-

děnı́ dalšı́ch programových rutin.

4.3 Grafické uživatelské rozhranı́

Pro snadné ovládánı́ programu bylo vytvořeno jednoduché testovacı́ GUI. Při spuštěnı́

programu dojde k inicializaci všech potřebných komponent. Dojde k vytvořenı́ instance

hlavnı́ třı́dy CvClass a k volánı́ jeho konstruktoru. Aby byla zajištěna interakce uživatele

s programem během jeho zpracovávánı́, je hlavnı́ Form obsluhován při vyvolánı́ přerušenı́

od časovače. Při přerušenı́ zároveň dojde k vykreslenı́ náhledů jako bitmapy pomocı́ ob-

jektu PictureBox.

K ovládánı́ programu sloužı́ tlačı́tka umı́stěná vlevo od náhledu obrazu. Vykreslovánı́

jednotlivých informacı́ do zobrazovaného náhledu, jako je ohraničený výstup detektoru,

Obr. 4.1: Programové GUI
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predikovaná pozice, trajektorie pohybu, informace o objektu, informace o počtu deteko-

vaných osob, je řı́zeno vlevo pomocı́ zaškrtávacı́ch tlačı́tek. Ve spodnı́ části jsou v kompo-

nentě Gridbox zobrazovány náhledy nalezených osob. Zobrazované náhledy všech osob

jsou použity při detekci pomocı́ hledánı́ vzoru ve vstupnı́m obraze.

Obrázek 4.1 ukazuje rozmı́stěnı́ jednotlivých komponent grafického rozhranı́. K pro-

gramu lze připojit externı́ snı́macı́ zařı́zenı́ pomocı́ tlačı́tka ”GetFromCam”. Algoritmy je

možno otestovat pomocı́ externı́ch testovacı́ch obrazových sekvencı́, stisknutı́m tlačı́tka

”GetFromFile”. Tlačı́tkem ”GetFromVideo” lze načı́st libovolný testovacı́ video soubor.

Cesty k souborům musı́ být předem definovány v konfiguračnı́m textovém dokumentu,

který se nacházı́ v programovém adresáři Debug(Release)\conf\. Tlačı́tko ”Display-

Img” sloužı́ k zmrazenı́ náhledu videa, zatı́mco program pokračuje ve svých výpočtech

na pozadı́. K spuštěnı́ resp. vypnutı́ detekce sloužı́ tlačı́tko ”BodyDetect”. Při vypnuté de-

tekci program pokračuje v zobrazovánı́ náhledu a pořizovánı́ dalšı́ch snı́mků. Nechybı́ ani

možnost uloženı́ videa nebo obrazové sekvence do zvoleného formátu. Souborové cesty

jsou předem dány při inicializaci hlavnı́ třı́dy a nelze je definovat za běhu programu.

4.4 Přehled použitých třı́d

Třı́da Stručný popis

Class CvClass{} Interface mezi GUI a programem, obsluha HW (ka-

mery), volánı́ důležitých funkcı́ zajišt’ujı́cı́ chod pro-

gramu, správa třı́d nižšı́ úrovně, obsahuje aktuálnı́

obrázek IplImage a pomocné proměnné.

Class BodyDetect{} Implementuje metodu HOG detektoru a subtrakce po-

zadı́, implementuje funkci DetectMultiScale, vracı́

regiony nálezu postav v poli CvRect[], inicializace a

volánı́ metod třı́dy Person.

Class KalmanTracker{} Implementuje sledovacı́ algoritmus založený na Kal-

manově filtru, inicializace matic, vracı́ predikovanou

oblast, řešı́ sledovánı́ v přı́padě ztráty měřenı́.

Class Person{} Implementuje metodu porovnávánı́ se vzorem, obsa-

huje informace o objektu (pozice, velikost, rychlost

pohybu), obsahuje proměnné predikce, volánı́ traso-

vacı́ho algoritmu a jeho obsluha, každý nalezený ob-

jekt má svoji instanci třı́dy Person

Tab. 4.1: Stručný popis programových třı́d.
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Pro snazšı́ orientaci a volánı́ jednotlivých funkcı́ jsou třı́dy koncipovány tak, že v nich

docházı́ k obsluze a výpočtům pouze jejich vlastnı́ch metod. Každá třı́da má za úkol zpra-

covat pouze tu část výpočtů, ke kterým je určena. V programu může existovat několik

instancı́ daných třı́d. To závisı́ na množstvı́ detekovaných objektů. Základnı́ popis jednot-

livých třı́d shrnuje tabulka 4.1.

4.4.1 CvClass

Jak již bylo řečeno, tato třı́da tvořı́ rozhranı́, mezi programovým GUI a jednotlivými

funkcemi. Třı́da CvClass je jádrem celé aplikace a je prováděna v nekonečném cyklu.

Některé jejı́ metody jsou prováděny v samostatném vlákně, které je vytvořeno v třı́dě

Form1. Třı́da Form1 tvořı́ grafické rozhranı́ a docházı́ zde k inicializaci grafických kompo-

nent. Třı́da obsahuje statické proměnné, pomocı́ kterých je řı́zen chod programu. K těmto

proměnným je uživateli umožněno přistupovat přes grafické rozhranı́ pomocı́ komponent

CheckBox. Hlavnı́ třı́da obstarává také vykreslovánı́ všech informacı́ do zpracovávaného

obrazu. Při spuštěnı́ aplikace dojde k volánı́ konstruktoru v části inicializace, kde lze na-

stavit s jakými parametry se program spustı́. Může existovat několik instancı́ této třı́dy.

Počet instancı́ závisı́ na množstvı́ připojených kamer nebo jiných snı́macı́ch zařı́zenı́. Pro

účely testovánı́ je vytvořena pouze jedna instance. Docházı́ zde také k odchytánı́ všech

výjimek a chybových hlášenı́ ze všech vrstev aplikace.

Jakmile dojde ke zvolenı́ volby ”GetFromCam”, ”GetFromFile” nebo ”GetFromVi-

deo” v GUI aplikace, inicializuje se připojený hardware nebo přı́slušné externı́ soubory.

Přı́padná chyba spojenı́ (kamera nenalezena) a chyba při načtenı́ souboru vyvolá výjimku

s textem v komponentě MessageBox.

Aplikace podporuje načtenı́ video formátů ve video kontejnerech ”MPG” a ”AVI”.

Externı́ sekvence snı́mků může být ve formátu typu ”jpg”, ”png” nebo ”bmp”. Cesta

k souboru s jeho názvem je definována v konstruktoru třı́dy. Název souboru je progra-

mově měněn v metodě SetRWFileName(). Aplikace také umožňuje uživateli sekvenci

již zpracovaných snı́mků ukládat pod stejným názvem, do předem definovaného adresáře.

Nejdůležitějšı́ častı́ je volánı́ metod HOG detektoru. Při této volbě dojde k inicializaci

třı́dy BodyDetect. Jako parametr je konstruktoru předána reference na aktuálnı́ snı́mek

sledované scény. Reference je předávána z toho důvodu, že se obrázek v paměti při volánı́

funkce GetFrameFromCam() nacházı́ stále na stejném pamět’ovém mı́stě a nenı́ tedy třeba

v každém cyklu operovat s množstvı́m předávaných dat. Zároveň v systému zůstává stále

jedna kopie snı́mku, která je i zobrazována v náhledu.

Na obrázku 4.2 je zobrazen jednoduchý vývojový diagram aplikace s volánı́m jednot-

livých třı́d a jejich metod. Běh programu je řı́zen v hlavnı́ třı́dě CvClass.
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Class CvClass {}

Public: IplImage Img

. . .

GetFrameFromCam()

GetFrameFromFile()

GetFrameFromVideo()

. . .

new BodyDetect(ref Img)

. . .

DrawOutputBoxes()

. . .

SaveSequence()

SaveVideoFile()

Class BodyDetect(){}
new HOGdetector()

SetSVMDetector()

. . .

GetForeground()

. . . 

CvRect[] HOG.DetectMultiscale()

If (object found)

Person.Add(CvRect)

If(Person is out of scene)

Person.Delete()

Class Person(){}
private: CvRect estimate;

private: CvRect measurement;

. . .

new KalmanTracker(CvRect init)

new Trajectory(CvPoint point)

. . .

TemplateMatching()

Kalman.Estimate()

estimate = Kalman.PositionEstim()

Class KalmanTracker(){}
KalmanFilterInit()

. . .

Kalman.predict()

Kalman.correct()

. . .

CvRect GetKalmanOutput()

User Interface:

Form()

. . .

Timer interrupt:

new Timer()

. . .

Time consuming alg.:

new Thread(BodyDetect) 

1

n

No person

n

1

Obr. 4.2: Volánı́ jednotlivých třı́d programu

4.4.2 Třı́da BodyDetect

Stěžejnı́ částı́ algoritmu je právě detekce osob ve videu. Ve třı́dě BodyDetect je imple-

mentován algoritmus detekce osob s využitı́m metody HOG detektoru popsané v kapi-

tole 1.4. Zı́skaný vektor deskriptoru je vstupem SVM klasifikátoru, který je natrénován

podle 1.5.2. Protože se jedná o výkonný algoritmus, OpenCV ho přı́mo implementuje ve

svých funkcı́ch i s naučenými daty SVM klasifikátoru. Natrénovaná data se nacházejı́ v

dodatečném xml souboru, který je součástı́ distribuce OpenCV. Vývojový diagram třı́dy

BodyDetect znázorňuje obrázek 4.3.

Při inicializaci této třı́dy dojde k volánı́ konstruktoru HOG deskriptoru. Vstupem této

metody je zmiňovaný xml soubor s naučenými daty. V konstruktoru docházı́ k nastavenı́

parametrů detekce jako je velikost detekčnı́ho okna, provedenı́ gamma korekce a nor-
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Constructor: 

BodyDetect(IplImage img)

Initialization

. . .

new HOGDescriptor()

SetSVMdetector(DefaultPeopleDetector)

CvBGCodeBookModel CreateBGCodeBookModel() 

. . .

new myPerson()

public void GetBodyRegions(IplImage img)

. . .

this.doBackgroundSubtraction()

. . .

img.Resize(scale factor)

CvRect[] rect = HOG.detectMultiscale(img)

myPerson.Add(meas)

myPerson.PositionEstimation(meas)

myPerson.Estimated = true

additional opperations:

If(person_delete)this.myPerson.delete()

NO

YES

YES

foreach(CvRect meas in rect)

If(person_new) calculateCoverage(meas,estim)

myPerson.PositionEstimation(meas)

myPerson.Estimated = true

If(coverage>35%)

If(myPerson.MeasurementLost)

myPerson.Predic(meas)

Obr. 4.3: Vývojový diagram třı́dy BodyDetect.

malizace histogramu. Hodnoty jednotlivých parametrů závisı́ na typu sledované scény a

výkon detektoru lze jejich změnou značně ovlivnit. Dalšı́m krokem je nastavenı́ klasi-

fikátoru volánı́m metody SetSVMDetector().

O detekci a následné sledovánı́ se stará metoda GetBodyRegion(). Na začátku je

rozlišenı́ vstupnı́ho obrazu snı́ženo na velikost danou scale faktorem, jehož hodnota se na-

stavuje v konstruktoru třı́dy. Tı́m dojde k výraznému snı́ženı́ času detekce, avšak úspěšnost

detekce zůstane zachována změněnı́m parametrů detekčnı́ho okna viz kapitola 2.1.2. V

knihovně OpenCV je implementována funkce DetectMultiscale(), která vstupnı́ ob-

raz prohledává pro různé velikosti detekčnı́ho okna. Tı́m je zajištěna odolnost vůči různě

velikým objektům (vpředu nebo vzadu) sledované scény. Volánı́ funkce je následujı́cı́,

CvRect[] DetectMultiscale(Mat Img,double hitThreshold,

...CvSize winStride,CvSize padding,double scale,

...int groupThreshold);,

51



kde prvnı́ parametr je vstupnı́ obraz datového typu Mat, snı́ženı́m nebo zvýšenı́m druhého

parametru dojde k zvýšenı́ resp. snı́ženı́ počtu falešných alarmů, třetı́ parametr je veli-

kost buňky a čtvrtým parametrem je velikost bloku. Pátý parametr typu double určuje,

jakým násobkem bude detekčnı́ okno zvětšováno. Poslednı́ parametr určuje mez, kdy bu-

dou vı́cenásobně detekované objekty sloučeny v jeden výsledný. Funkce vracı́ pole typu

CvRect[] se souřadnicemi a velikostı́ nálezu. Velikost detekovaných regionů je ještě

zvětšena, protože velikost okna nálezu navrácená funkcı́ je o něco menšı́, než je samotný

objekt. Velikost pole udává počet nalezených osob.

Tvůrci knihovny OpenCV doporučujı́ tyto parametry ponechat podle jejich vzorových

přı́kladů. Nastavenı́ je samozřejmě individuálnı́ a silně závisı́ na typu scény, předevšı́m

pak na velikosti hledaných osob v pixelech.

V momentě, kdy je odezva detektoru pozitivnı́, dojde k vytvořenı́ objektů spojených

s danými detekovanými osobami. Každá osoba vlastnı́ instanci třı́dy Person, jež obsa-

huje informace o sledovaném objektu. Tato třı́da zároveň obstarává samotné sledovánı́.

Nová osoba je přidána vždy při pozitivnı́ odezvě detektoru, avšak za předem defino-

vaných podmı́nek. Instance třı́dy vzniká, když se v blı́zkosti nenacházı́ žádná jiná osoba.

V přı́padě že se okno nálezu překrývá s již existujı́cı́ instancı́, je nová osoba přidána

pouze tehdy, je-li velikost překrývajı́cı́ch se ploch menšı́ jak 50%. Aby bylo přidávánı́ a

odebı́ránı́ osob snadno proveditelné, jsou tyto instance ukládány do datového typu List.

S tı́mto seznamem libovolných typů lze poté pracovat jako se zásobnı́kem.

Vytvořená instance třı́dy Person dále existuje pouze v přı́padě, že se jedná o dvě po

sobě jdoucı́ detekce náležejı́cı́ danému objektu. Tı́m je ošetřeno přidánı́ objektu, který by

vznikl při falešně pozitivnı́ odezvě detektoru.

Tato třı́da obsahuje i metodu BGS(), jež provádı́ subtrakci pozadı́ pomoci algoritmu

”Codebook”. Metoda je volána při každém průchodu detektorem. Model pozadı́ je nutné

inicializovat. Inicializace je provedena při prvnı́ch deseti průchodech. Výstupem metody

je segmentovaný binárnı́ obraz reprezentujı́cı́ pohyblivé regiony. Důležitým prvkem je i

interval mezi aktualizacemi modelu pozadı́. Tento interval činı́ 40 snı́mků a je závislý na

podmı́nkách scény.

4.4.3 Třı́da Person

Tato třı́da má za úkol spravovat a řı́dit úlohu sledovánı́. Při zavolánı́ konstruktoru této

třı́dy dojde k inicializaci Kalmanova filtru s předánı́m počátečnı́ polohy a velikosti ob-

jektu. Obsahuje veškeré informace o sledovaném objektu, jako je jeho pozice a velikost.

Tyto parametry jsou uchovávány ve dvou proměnných typu CvRect. Jedna proměnná

obsahuje data aktuálnı́ho měřenı́ (detekovaná pozice detektorem), tedy data nutná pro
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výpočet korekce Kalmanova filtru. Druhá obsahuje predikovanou pozici, což je naopak

výstup Kalmanova filtru.

Tato třı́da řešı́ vytvářenı́ trajektoriı́ pohybu osoby. Po celou dobu existence objektu

asociovaného s danou osobou docházı́ k ukládánı́ souřadnic bodů trajektoriı́ do fronty

typu Queue. Tyto body jsou počı́tány z predikované pozice, jež je výstupem Kalmanova

filtru.

Dále je zde řešena pokročilá detekce osob s využitı́m metody porovnávánı́ obrazu se

vzorem, která je kombinovaná s informacemi ze zı́skaného popředı́. Program tuto větev

algoritmu provádı́ pouze při selhánı́ HOG detekce. Aktuálnı́ vzor osoby je ukládán do

proměnné typu fronta. Tento vzor byl pořı́zen při poslednı́m pozitivnı́m nálezu HOG

detektoru a zároveň je použit při volánı́ funkce Cv.MatchTemplate(), jejı́mž prvnı́m

vstupnı́m parametrem je výřez obrazu s pravděpodobným výskytem osoby a druhým je

daný vzor. Funkce vracı́ pole akumulovaných hodnot dané korelacı́, v němž je hledáno

maximum viz kapitola 2.3.1. Volánı́ funkcı́ je následujı́cı́,

Cv.MatchTemplate(CvArr img, CvArr template,

...CvArr result, MatchTemplateMethod method);

Cv.MinMaxLoc(CvArr acc_result,

...out double minval, out double maxval,

...out CvRect minloc, out CvRect maxloc);

Funkce Cv.MinMaxLoc() vracı́ maximálnı́ a minimálnı́ hodnotu v akumulovaném

poli s přı́slušnými souřadnicemi výskytu. Zı́skaný region sloužı́ ke korekci Kalmanova

filtru pouze tehdy, překrývá-li se s pohyblivým regionem popředı́. Větvenı́ programu na-

značuje vývojový diagram na obrázku 4.4.

V této třı́dě jsou ošetřeny některé situace, jejichž vznik a následky ovlivňovali chod

detekce a sledovánı́. Prvnı́m takovým stavem je situace, kdy objekt mizı́ ze zorného pole

kamery. Pokud se objekt již ve scéně nenacházı́, metoda vracı́ hodnotu, která zajistı́ ob-

slouženı́ přı́slušné úlohy. V tomto přı́padě smazánı́ dané instance objektu. Dalšı́ vysky-

tujı́cı́ se situace úzce souvisı́ s problémem korespondence objektu. Docházelo k tomu, že

objekt zajišt’ujı́cı́ sledovánı́ přeskočil na jinou osobu v jejı́ blı́zkosti. To znamená, že dojde

ke korekci hodnotami, jež danému objektu nenáležı́. Vycházı́ se tedy z předpokladu, že

osoba pohybujı́cı́ se v čase t daným směrem, pokračuje v tomto pohybu stejným směrem

a stejnou rychlostı́ i v časech t + 1. Objekt pak přijı́má pouze ta měřenı́ (výstup HOG

detektoru) spadajı́cı́ do intervalu, který je dán původnı́m směrem pohybu objektu. Toto

však neřešı́ pohyb skupiny osob stejným směrem. V tomto přı́padě algoritmus selhává.
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Constructor: 

Person Person(CvRect meas, CvSize imgSize)

Initialization

. . .

new KalmanTracker()

new MyTemplates()

new Trajectory() 

public void Position Estimation(CvRect meas, IplImage img, 

. . . IplImage foreground)

If (false detection) deletePerson();

If(HOG detection == possitive)

If(OutOfScene) this.delete

. . .

this.MatchTemplate(myTemplate)

Create image ROI

person = Cv.imageROI(img, meas)

. . .

MyTemplate.Add(person)

Trajectory.Add(point)

. . .

Kalman.KalmanEstimate(meas)

additional opperations:

this.CheckMovementDirection()

this.CreateTemplateROI()

This.GetBlobs(foreground)

. . .

Foreach(blob in foreground)

area = blobIntersectWithTemplateMatch()

If(area > 65%)

Kalman.Correct() Kalman.Predict()

NO

NO

YES

YES

Obr. 4.4: Vývojový diagram třı́dy Person.

4.4.4 Třı́da KalmanTracker, implementace Kalmanova filtru

Výhodou Kalmanova filtru je jeho implementace a rychlost maticových výpočtů. Kal-

manův filtr je implementován v knihovně počı́tačového viděnı́ OpenCV. Samozřejmě ne-

chybı́ ani podpora maticových počtů, která značným způsobem zjednodušuje implemen-

taci těchto algoritmu.

Při implementaci algoritmu se vycházı́ z měřenı́ HOG detektoru. Detektor vracı́ údaje

o pozici objektu spolu s jeho velikostı́, tedy rozměry obdélnı́ku (x,y,w,h). Dostáváme se

tedy k vektoru měřenı́ z, který vypadá následovně

zk =











x

y

w

h











, (4.1)

kde x, y jsou souřadnice nálezu a w, h je šı́řka a délka okna. Stavový vektor s užitı́m
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rychlosti, tedy derivace polohy má tvar,

xk =





















x

y

w

h

ẋ

ẏ





















. (4.2)

Lineárnı́ změna pohybu:

xk+1 = Axk + vk (4.3)

Model měřenı́:

zk = Hxk +wk (4.4)

Po dosazenı́ za matici A a H dostáváme:
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+N (0,R) (4.5)

Sı́la Kalamanova filtru je právě v učiněnı́ predikce i v přı́padě výpadku měřenı́. Předchozı́

znalost pohybu, tedy přı́růstek (∆x,∆y) ve směru osy x a y, způsobı́ posunutı́ odhadu

do mı́sta, kde by se pravděpodobně objekt nacházel, kdyby nedošlo k jeho ztrátě. Ztrátu

měřenı́ lze přirovnat k takovému měřenı́, jehož šum má nekonečnou odchylku. V tomto

přı́padě se stav systému x v kroku k + 1 a kovariančnı́ matice P v kroku k + 1 měnı́

následovně [1],[7],

xk+1 = xk

Pk+1 = Pk (4.6)
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Vytvořenı́ Kalmanova filtru a jeho matic je provedeno volánı́m konstruktoru třı́dy

CvKalman následovně,

CvKalman CvKalman(int dyn_param, int meas_param,

...int control_param).

Podle vektorů 4.1 a 4.2 jsou parametry konstruktoru velikosti vektorů dyn_param = 6 a

meas_param = 4. Počet řı́dı́cı́ch parametrů je 0.

Pokud je měřenı́ k dispozici, předpokládaná pozice objektu je zı́skána provedenı́m

predikce následovanou korekcı́ filtru. Programově tedy volánı́m funkcı́:

CvMat CvKalman.Predict()

CvMat CvKalman.Corect()

Při ztrátě měřenı́:

Cv.Copy(kalman.CovariancePre,kalman.CovariancePost)

Cv.Copy(kalman.StatePre,kalman.StatePost).

Vliv na funkci a správný odhad Kalmanova filtru má nastavenı́ počátečnı́ch parametrů

tvořı́cı́ diagonálu kovariačnı́ch matic procesnı́ho šumu Q, šumu měřenı́ R a kovariačnı́

matice P. Prvky hlavnı́ diagonály kovariačnı́ matice P dávajı́ odhad chyby daného stavu.

Počátečnı́ hodnoty se obvykle nastavujı́ velké a udávajı́ mı́ru nejistoty počátečnı́ho stavu.

Za běhu filtru jsou tyto hodnoty snižovány aktualizacı́ měřenı́. Počátečnı́ hodnoty matic

Q a R byly nastavovány experimentálně a to na následujı́cı́ hodnoty.

kalman.ProcessNoiseCov.SetIdentity(1e-2) //matrix Q

kalman.MeasurementNoiseCov.SetIdentity(1e-3) //matrix R

kalman.ErrorCovPost.SetIdentity(10) //matrix P

Změnou počátečnı́ch parametrů Q a R je ovlivněna rychlost konvergence a filtračnı́

schopnost algoritmu. Filtračnı́ schopnost však nenı́ ve funkci trasovacı́ho algoritmu přı́liš

důležitá. Jde předevšı́m o správnou predikci následujı́cı́ho stavu v přı́padě ztráty měřenı́.

Hodnoty parametrů jsou nastaveny s ohledem na rychlost zpracovánı́ jednotlivých snı́mků

a budou se lišit pro různé časové odezvy implementovaného detektoru.
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4.5 Korespondence sledovaných objektů

S přibývajı́cı́mi objekty v obraze roste i počet instancı́ Kalmanova filtru. Každý objekt

je tedy sledován zvlášt’. Problémem je, jakým způsobem rozhodnout, který filtr (tracker)

náležı́ jakému objektu. Tato situace byla vyřešena následujı́cı́m způsobem. Pro každý filtr

je spočı́táno procento překrytı́ se všemi nalezenými objekty. Ten objekt, který pokrývá

největšı́ procento plochy odhadované pozice objektu Kalmanovým filtrem, náležı́ přı́sluše-

jı́cı́mu měřenı́. Proces korespondence zobrazuje následujı́cı́ obrázek 4.5.

Na obrázku 4.5 vlevo jsou znázorněny dvě osoby ohraničené obdélnı́ky. Červený

obdélnı́k značı́ výstup detektoru (měřenı́), modrý obdélnı́k patřı́ výstupu Kalmanova filtru

(predikce). Prvnı́ osoba (1) stojı́ na mı́stě, druhá osoba (2) mı́jı́ stojı́cı́ osobu v popředı́.

Vpravo je spočı́tána plocha, kterou pokrývajı́ jednotlivá měřenı́ predikovanou oblast filtru

1. Filtru koresponduje to měřenı́, které pokrývá největšı́ plochu v procentech.

1
21

2

2 Směr pohybu osoby 2

100%
40%

Obr. 4.5: Řešenı́ problému korespondence.
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5 INTERPRETACE VÝSLEDKŮ

Tato kapitola shrnuje dosažené výsledky algoritmu na testovacı́ch datech s popisem si-

tuacı́, kdy algoritmus selhává. Parametry detektoru (funkce DetectMultiscale()) jsou

nastaveny jako kompromis mezi rychlostı́ a schopnosti rozpoznat osoby po celé deteko-

vané scéně. V rámci jedné scény zůstávajı́ parametry detektoru neměnné. Přı́loha A doku-

mentu obsahuje náhledy výstupu trasovacı́ho algoritmu. Červený rámeček udává měřenı́,

modrý rámeček je výstup Kalmanova filtru a červená plná čára naznačuje výslednou tra-

jektorii. Každá řada v přiložené sekvenci obrazů zobrazuje jednu situaci.

5.1 Odezva detektoru pro meznı́ velikosti osob

Pro zjištěnı́ meznı́ch velikostı́ osob v pixelech, které je detektor schopen rozpoznat, byla

namodelována scéna viz obrázek 5.1. Siluety osob vložených do statického pozadı́, před-

stavujı́ ideálnı́ situaci. Velikost osob pro meznı́ přı́pady, tedy minimálnı́ a maximálnı́

výška se zachovánı́m proporcı́, byla nastavena tak, že detektor pro menšı́ resp. většı́ osoby

již nevrátı́ pozitivnı́ nález. Modelová scéna také ukazuje přı́pad, kdy nedojde k rozpoznánı́

(pravý dolnı́ roh obázku 5.1). To je dáno tı́m, že je detektor naučen na celou osobu ve

vzpřı́mené pozici. Meznı́ velikosti v pixelech shrnuje následujı́cı́ tabulka 5.1.

Meznı́ velikost Výška Šı́řka Osoba č.

Minimálnı́ 136 px 68 px 0

Maximálnı́ 349 px 174 px 2

Tab. 5.1: Meznı́ velikost osob v pixelech pro modelovou scénu.

Obr. 5.1: Modelová situace pro zjištěnı́ meznı́ch parametrů velikosti osob v pixelech.
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Minimálnı́ meznı́ velikost je dána velikostı́ detekčnı́ho okna, která činnı́ 128x64 px.

Maximálnı́ možná velikost detekované osoby je v ideálnı́m přı́padě třikrát vetšı́. Vzhle-

dem k umı́stěnı́ kamery však osoba maximálnı́ velikost nikdy nedosáhne.

Parametry detektoru shrnuje následujı́cı́ tabulka 5.2.

Parametr Hodnota

scale faktor 0,75

hit threshold -0,35

win stride 8x8 px

padding 16x16 px

scale 1,13

Tab. 5.2: Parametry detektoru při zjištěnı́ meznı́ velikosti osob.

5.2 Selhánı́ detektoru

Na reálných datech pořı́zených v prostorách školy a z veřejně dostupných databázı́ se

stávalo, že algoritmus detekce selhával. To bylo zapřı́činěno předevšı́m nesprávně zvo-

leným úhlem pohledu nebo nevhodnou ohniskovou vzdálenostı́ objektivu. Osoby tedy

ve scéně zaujı́mali velikost menšı́, než je minimálnı́ meznı́ velikost detektoru. Možným

řešenı́m situace by bylo obraz převzorkovat a zvětšit tak i osoby uvnitř. To však za cenu

zvýšené výpočetnı́ náročnosti algoritmu.

Přı́kladem takové scény může být testovacı́ sekvence SekvenceKolejni4/SEQ1 nebo

všechny sekvence Caviar, kdy nedocházelo k detekci vzdálených osob. Soubory se nacházı́

na datovém nosiči.

Obr. 5.2: Selhánı́ detektoru pro postavy menšı́ jak meznı́ velikost.
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Selhánı́ detektoru zachycuje obrázek 5.2. Osoby nacházejı́cı́ se v levém hornı́m rohu

(nejdále od kamery) nejsou zachyceny a jejich trajektorie pak nejsou správně sestaveny.

Problémy působı́ i přı́liš tmavé pozadı́ sledované scény. Detektor pak selže v přı́padě

detekce osoby oblečené v tmavých barvách. Důvodem je fakt, že silueta nenı́ dostatečně

kontrastnı́ a hodnoty gradientů nestačı́ k jejı́mu popsánı́.

5.3 Selhánı́ trasovacı́ho algoritmu

5.3.1 Trasovánı́ pohybu skupiny osob

Trasovacı́ algoritmus selhává za přı́liš vysokého provozu. Jedná se o situace, kdy se sle-

dovanou scénou pohybuje velká skupina osob. Detektor je schopen detekce pouze osob

nacházejı́cı́ch se v popředı́ skupiny. Odezva detektoru zároveň nenı́ stabilnı́ a docházı́ k

vynechánı́ některých již detekovaný osob. To činı́ problémy při aktualizaci Kalmanova

filtru a při určenı́ korespondence objektu.

Nejhoršı́m scénářem trasovánı́ je množstvı́ osob pohybujı́cı́ch se různými směry. V

tomto přı́padě je limitujı́cı́ hlavně rychlost odezvy detektoru. Na obrázku 5.3 je znázorněno

selhánı́ trasovacı́ho algoritmu při pohybu skupiny osob na dvou různých scénách. Všechny

osoby se pohybujı́ jednı́m směrem. Při vynechánı́ detektoru v jednom snı́mku a objevenı́

nového objektu v blı́zkosti posledně známé pozice trasovacı́ algoritmus přebı́rá měřenı́

nejbližšı́ detekované osoby. To je vidět na vytvořených trajektoriı́ch, které přesně ne-

sledujı́ danou osobu. Tato situace souvisı́ s korespondencı́ objektu. Problém by se dal

zjednodušit na sledovánı́ celého celku.

Parametry detektoru při tomto testu byly stejné jako v tabulce 5.2.

Obr. 5.3: Selhánı́ trasovacı́ho algoritmu při detekci pohybu skupiny osob.
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5.3.2 Trasovánı́ pohybu osob zacloněné překážkou

Sledovaná scéna v ideálnı́m přı́padě neobsahuje žádné překážky. V reálných situacı́ch

však docházı́ k částečnému nebo úplnému zacloněnı́ osoby. Pokud osoba pokračuje stej-

ným směrem a rychlostı́ jako před překážkou, algoritmus jednoduše predikuje podle po-

sledně známého pohybu. Nastane-li však situace, kdy se osoba k překážce blı́žı́ jednı́m

směrem a jiným směrem naopak odcházı́, trasovacı́ algoritmus selže. Takovou situaci

popisuje obrázek 5.4, kde vrchnı́ část ukazuje správnou predikci pohybu a spodnı́ část

selhánı́ algoritmu.

Obr. 5.4: Selhánı́ trasovánı́ osoby zacloněné překážkou.
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6 ZÁVĚR

Tato práce se zabývá implementacı́ vhodného algoritmu pro sledovánı́ osob v komerčnı́ch

aplikacı́ch. Jednotlivé přı́stupy jsou shrnuty v prvnı́ch kapitolách této práce. Pro detekci

byla vybrána metoda orientovaného gradientu HOG, pomocı́ které je vytvořen deskrip-

tor, na jehož základě je prováděna následná klasifikace. Tato metoda využı́vá takzvaného

detekčnı́ho okna, které je posouváno přes překrývajı́cı́ se oblasti obrazu, v kterých je

deskriptor vytvářen. Výstupem je vektor deskriptoru pro všechny pozice detekčnı́ho okna.

Jako klasifikačnı́ algoritmus sloužı́ lineárnı́ klasifikátor SVM, jehož vstupem je právě vy-

tvořený vektor deskriptoru. Klasifikátor je nezávislý na měřı́tku a umožňuje detekci po-

stav o obrazové velikosti od 64x128px do 175x296px. Schopnost detekce závisı́ nejen

na parametrech detektoru, ale i na rozlišenı́ vstupnı́ho obrazu. Parametry a rozlišenı́ byly

voleny jako kompromis mezi výkonem detektoru a rychlostı́ jeho odezvy. Množstvı́ osob

nacházejı́cı́ch se ve scéně neovlivňuje čas detekce, protože je deskriptor vytvářen přes

celý obraz.

Pro zvýšenı́ výkonu samotného detekčnı́ho mechanismu byly implementovány me-

tody detekce porovnávánı́ obrazu se vzorem a subtrakce pozadı́. Metoda porovnávánı́

se vzorem nenı́ autoinicializačnı́. K jejı́ činnosti je třeba znát daný vzor postavy, jež je

pořı́zen při poslednı́ pozitivnı́ odezvě HOG detektoru. Tyto algoritmy tvořı́ v kombinaci s

HOG deskriptorem jádro detektoru postav.

Sledovánı́ detekovaných osob zajišt’uje implementovaný Kalmanův filtr, jež sloužı́ k

trasovánı́ objektů. Tento přı́stup byl zvolen zejména proto, že umožňuje predikovat pozici

objektu i při krátkodobém selhánı́ detektoru. Výstupem Kalmanova filtru je estimovaná

pozice objektu, z které je tvořena trajektorie pohybu. Algoritmus je schopen sledovat i

osoby, jež jsou po krátkou dobu ztraceny předmětem v pohledu kamery. Trasovacı́ al-

goritmus však selhává při vytvářenı́ trajektoriı́ většı́ skupiny lidı́. To je dáno předevšı́m

nedostatečně rychlou odezvou detekčnı́ho algoritmu, která činı́ potı́že při aktualizaci Kal-

manova filtru. Program je připraven i na připojenı́ vı́ce pořizovacı́ch zařı́zenı́.

Algoritmus je implementován v jazyce C# s využitı́m funkcı́ knihovny OpenCV. Jako

interface mezi prostředı́m C/C++ a C# byl použit wrapper OpenCVSharp, který zabaluje

funkce knihovny OpenCV. K programu bylo vytvořeno jednoduché grafické uživatelské

rozhranı́, které sloužı́ k řı́zenı́ chodu programu. Zároveň jsou zde zobrazovány náhledy

obrazu s informacemi o pozici a trajektorii osob. Program umožňuje načtenı́ testovacı́ch

dat z přiložených obrazových sekvencı́. Výstup algoritmu je možno ukládat do obrazové

sekvence nebo do video souboru.

Implementovaný algoritmus byl testován na testovacı́ch datech zı́skaných z veřejných

databázı́, ale i na datech pořı́zených v prostorách školy. Části zpracovaných testovacı́ch

dat se zakreslenými trajektoriemi obsahuje přı́loha této práce.

Limitujı́cı́m faktorem je rychlost samotného detektoru, která činnı́ 3,4 fps. Ta však
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může být zvýšena rozdělenı́m výpočetnı́ho výkonu i na procesorové jádro grafické karty.

Knihovna OpenCV toto umožňuje v kombinacı́ s výpočetnı́ architekturou CUDA. Výstup

systému může být v dalšı́ch fázı́ch práce zkombinován se statistickým jádrem, které by

mělo za úkol trajektorie vyhladit a vyhodnotit.
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nal Journal of Computer Vision, ročnı́k 60, č. 2, Listopad 2004. s. 91–110. ISSN

0920-5691.

[9] MARTIN, G. People detection algorithms based on appearance and motion
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SEZNAM SYMBOLŮ, VELIČIN A ZKRATEK

POS Systém optimalizace prodeje – Point of Sales

HOG histogram orientovaného gradientu – Histogram of Oriented Gradient

SVM Support Vector Machine

BGS Subtrakce pozadı́ – Background Subtraciton

RGA Running Gaussian Average

RGA Running Gaussian Average

GMM model mixtury gaussiánů – Gaussian Mixture Model

AGMM GMM s adaptivnı́m počtem gaussiánů – Adaptive GMM

AMF aproximovaný mediánový filtr – Aproximated Median Filtering

RGB RGB barevný model – RGB color model

SIFT na měřı́tku nezávislý popis významného bodu – Scale Invariant Feature Trasnform

RP srovnávacı́ křivka – Recall-Precision

AP srovnávacı́ křivka – Average-Precision

GPU grafický procesor – Graphic Processing Unit

AVI formát multimediálnı́ho kontejneru – Audio Video Interleave

GUI grafické uživatelské rozhranı́ – Graphical User Interface
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A BĚH ALGORITMU NA TESTOVACÍCH DATECH

A.1 Testovacı́ data Kolejnı́ 4, pohled 1

Obr. A.1: Aplikovánı́ algoritmu na testovacı́ data zı́skané v budově Kolejnı́ 4, pohled 1.
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A.2 Testovacı́ data Kolejnı́ 4, pohled 2

Obr. A.2: Aplikovánı́ algoritmu na testovacı́ data zı́skané v budově Kolejnı́ 4, pohled 2.
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A.3 Testovacı́ data Kolejnı́ 4, pohled 3

Obr. A.3: Aplikovánı́ algoritmu na testovacı́ data zı́skané v budově Kolejnı́ 4, pohled 3.
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A.4 Testovacı́ data i-Lids, Londýnské metro

Obr. A.4: Aplikovánı́ algoritmu na testovacı́ data
”
i-Lids“, Londýnské metro.
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A.5 Testovacı́ data Caviar, chodba nákupnı́ho centra

Obr. A.5: Aplikovánı́ algoritmu na testovacı́ data
”
Caviar“, nákupnı́ centrum.
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B PŘÍLOHA NA DATOVÝCH NOSIČÍCH DVD

Součástı́ tohoto dokumentu je i přı́loha všech částı́ práce na datových nosičı́ch DVD. V

kořenovém adresáři prvnı́ přı́lohy se nacházı́ text diplomové práce cerninDP.pdf. Vypra-

covaný projekt v prostředı́ Microsoft VS2010 spolu se všemi potřebnými knihovnami

obsahuje adresář Vypracovánı́. Na druhém datovém nosiči se nacházı́ všechny testovacı́

sekvence a videa.
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