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Anotace

Hlavnim cilem této bakalarské prace je podat uceleny prehled z oblasti big
data a business intelligence. Kromé popisu téchto hlavnich pojma je predstaven
systém Hadoop, ktery je aktualnim trendem v big data reSenich. Popis Hadoop se
soustredi predevSim na klicové komponenty HDFS a MapReduce, ale jsou zde
stru¢néji popsany i dalSi rozSirujici moduly. Prace také obsahuje definice dat
ajejich typd, popis zdroji dat a jejich integraci pro analyzu. Pozornost je také
vénovana kvalité dat. Jsou zde naznaceny problémy s nekvalitnimi zdrojovymi
daty, moZnosti jejich reSeni a priprava dat pred analyzou. Je zde vysvétlen data
mining a predvedena prakticka ukazka vytvoreni prediktivniho modelu v softwaru
IBM SPSS Modeler. Jsou zde také probirany vlastnosti big data platformy spolu

s FeSenim pomoci Lambda architektury.

Annotation

Title: Big Data and Business Intelligence

The main goal of this Bachelor thesis is to give a compact overview of Big
Data and Business Intelligence. Besides the description of these main concepts
there is Hadoop system introduced, which is the actual trend in Big Data solutions.
Hadoop description is mainly focused on the key components HDFS and
MapReduce but there are also other extension modules described briefly. This
thesis also contains definitions of data and data types, description of data sources
and their integration for analysis. Attention is also paid to data quality. There are
hinted problems with source data of poor quality, their solution possibilities and
data preparation before analysis. There is Data Mining explained and practical
example of creation of predictive model with IBM SPSS Modeler software
demonstrated. There are also characteristics of Big Data platform discussed along

with Lambda Architecture solution.
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1 Uvod

VSe se odviji od vSudypritomnych dat, ktera maji sva rozdéleni, musi se
zachytavat, skladovat, transformovat a tridit. Tyto Udaje je moZné zkoumat
a analyzovat z riznych dimenzi, rliznymi nastroji nebo metodami, coz prinasi nové
informace pro ucinéni rozhodnuti. S rozvojem informacnich technologii a jejich
snadné dostupnosti vzristd mnozstvi produkovanych dat, které je tézko
predstavitelné. Vznikaji v tomto sméru nové moznosti, otazky a problémy. Pro
jejich teSeni jsou potrebné urcité znalosti a systémy. V oblasti informacnich
technologif jsou ¢asto zminovany terminy big data (BD), business intelligence (BI)
nebo data mining (DM), coZ jsou oblasti zabyvajici se problémy rozsahlych dat.
Odborna literatura je Casto zamérena jen na jednu z reSenych oblasti, navic mize
byt sepsana z jedné urcité perspektivy a i tak se mize jednat o velmi rozsahlé
mnozstvi informaci. Bylo by asi nemozné vytvorit néco ve smyslu ,Lexikonu vSech
kouzel“, kde by byly obsaZeny veskeré postupy, procedury, technologie, vlastnosti,
struktury a problematika, uvedené za vSech moZnych situaci a rtiznych perspektiv
a vSe vmeéstnat do rozsahu bakalarské prace. Proto je tato prace spiSe jakymsi
povrchovym priifezem napri¢ zvolenymi tématy a celkové je popisuje, vysvétluje
jejich vyznam a souvislosti, naznacuje jejich komplexitu, uvadi piriklady a miize

slouZit jako ivod do hlubsiho studia vybranych oblasti.



2 Cil prace

Hlavnim cilem je seznameni s aktualnimi trendy ve svété informacnich
technologii, mezi které patti oblasti big data, business intelligence a data mining.
V prehledu sestaveném z vybrané literatury predstavit spole¢né s témito oblastmi
také nékteré technologie, které se v nich vyuZivaji, zejména systém Apache
Hadoop, ktery je v soucasnosti popularni a vyuzivany v praktickych reSenich.
DalSim cilem je charakterizovat data, vysvétlit jejich vyznam a naznacit jejich
moznosti vyuZiti, také vysvétlit problémy pti zpracovani dat a nastinit jejich moZna
feSeni. Pro nazornost a hlubsi vhled do zvolenych témat je dalSim cilem predvést
ukazku datového modelovani v IBM SPSS Modeler a také uvést architekturu,

vhodnou pro big data, do které zapada i Apache Hadoop.



3 Metodika zpracovani

Metodika zpracovani vychazi ze zvolené odborné literatury, ktera souvisi
steSenymi tématy a navzajem se doplnuje. Pouzita literatura je v ceském
i anglickém jazyce, jak v tisténé, tak v elektronické formé. Podle vlastniho uvazeni
jsou zachovany nékteré anglické terminy s uvedenim ceského prekladu nebo
popisu. Vysvétlujici obrazky se nachazeji mezi textem, ke kterému se vztahuji, pro
lepsi pochopeni a orientaci. Z pouzitych literarnich zdroji je sestaven piehled,
ktery vysvétluje a popisuje stéZejni a souvisejici témata s cilem naznacenti jejich
problematiky, rozsahu a komplexnosti a vytvoreni celkového nadhledu. Zpocatku
je prace zaméfena na data, kterd jsou pojitkem vSech obsaZenych oblasti
a technologii. Drzi se spiSe v obecnéjsi roviné a tradi¢nich systémi s naznacenim

nékterych prikladi. V 7. kapitole se prace zacina vice orientovat na popisy

konkrétnich technologii a prikladii a jejich principt.



4 Data atypy dat

Data reprezentuji redlné objekty, respektive hodnoty jejich atributd, které
muizZeme néjakym zpisobem zpracovat, pokud mame potiebné informace nebo
znalosti. Data mohou mit napriklad formu obrazku, zvuku, symbolu nebo textu
(nemusi mit digitalni charakter). Bez relevantnich informaci nebo znalosti nemusi
mit samotnd data pro clovéka (nebo stroj) Zadnou hodnotu. Napriklad text
napsany v cizim jazyce jsou néjaka data, ale informaci prinesou jen ¢lovéku (stroji),
ktery bude tomuto jazyku rozumét. Jednoznacné definice pro informace a znalosti
neni jednoduché urcit, ale, zjednodusené receno, informace davaji datim néjaky
smysl a pomoci znalosti mlze byt na zakladé dat a informaci u¢inéno néjaké
rozhodnuti. Data se daji rozliSit podle jejich struktury: strukturovana,
nestrukturovana a semistrukturovana.

(Cech a Bures, 2009)

e Strukturovana data jsou obvykle uloZena v relacnich databazich (RDBMS -
Relational Database Management Systems). Kazdy uloZeny zaznam
dodrzuje predem vymezenou strukturu. MiulZe se jednat o data
z transakénich systémi, RFID ctecek, riiznych snimacl a aplikaci pro
zpracovani dat. Strukturovana data neukazuji Sirsi souvislosti a vétSinou
nemaji tak velky informacni potencial jako data nestrukturovana.

(Cech a Bures, 2009)
¢ Nestrukturovana data jsou zasazena do Sir$tho informacniho kontextu,
a diky tomu je mozné z jejich analyzy objevit dlileZité poznatky. Nejedna se
vSak o trividlni zaleZitost. Za nestrukturovand data lze oznacit riizné
dokumenty, emailové zpravy, reporty nebo c¢lanky. Kromé textové formy
dat se jedna také o obrazky, multimedialni sobory a dals$i. Tento druh dat
tvori nejvétsi cast ukladanych dat.
(Cech a Bures, 2009)

e Semistrukturovana data nezapadaji do strukturovaného databazového
modelu, ale néjakym zplsobem (Castecné) strukturovana jsou. Naptiklad
sobory XML, CSV nebo JSON.

(Pierson a Porway, 2015)



4.1 Metadata

Metadata jsou oznaCovana jako data o datech (o zdrojich informaci).
Vyskytuji se jak v redlném svété, tak v elektronické podobé. Mohou popisovat
jediny zdroj, kolekci zdrojt nebo cast celku (napriklad obrazek v ¢lanku). Umisténa
mohou byt pfimo ve zdroji nebo i mimo néj. V redlném svété je napiiklad kniha
zdroj informaci a obsahuje metadata, jako jméno autora, datum vydani a pocet
stran. V elektronické podobé obsahuje naptiklad soubor uloZeny v pocitaci
metadata, jako datum vytvoreni souboru, jeho velikost, umisténi... HTML soubory
mohou obsahovat v hlavi¢ce klicova slova, popis obsahu, autora... Sloupec
databazové tabulky ma urceny nazev, datovy typ, velikost.. To vSechno jsou
metadata. Mohou byt potiebna jak pro ¢lovéka, tak pro stroj a témito entitami jsou
i tvorena.

(Understanding metadata, 2004)

Zdroj Understanding metadata (2004) rozdéluje metadata do tii skupin:

deskriptivni, strukturalni a administrativni.

e DesKkriptivni metadata popisuji zdroj za ucelem snadné identifikace
a vyhledani. Napriklad v ptipadé knihy: nazev, autor, klicova slova, abstrakt.

e Strukturalni metadata udavaji interni strukturu objektu (stranky, kapitoly,
obsah...)

e Administrativni metadata jsou technického charakteru a pomahaji
spravovat zdroj. Napriklad informace o tom, kdy byl zdroj vytvoren, typ
souboru, pristupova prava a podobné)

(Understanding metadata, 2004)

Na prvni pohled by se mohlo zdat, Ze metadata jsou ,méné nez data“, Ze
nemaji takovou dtilezitost nebo prinos. Ve skuteCnosti vSak vyznamné ovliviiuji
a usnadnuji praci s ,hlavnimi“ daty. Diky nim je moZné idaje mnohem efektivnéji
vyhledavat, tridit, ukladat, zjistit jejich ptvod nebo cas vytvoreni. Poskytuji
dilezité informace, bez kterych by mohla byt data neuzite¢na ¢i bezcenna.

Dilezitost metadat dokazuje i zdroj Kimball a Caserta (2004), kde je pro metadata



vyClenéna samostatnd kapitola a jsou popsana velmi podrobné z pohledu

skladovani dat, coZ je také soucast tématu této prace.

4.2 Big data

Pojem big data neni jen ,moddni pojem“ (anglicky buzzword) pri dne$nich
trendech, ale rychle se vyvijejici koncept v informacnich technologiich
a managementu dat. Zarovei je ale téZké tento pojem presné definovat, protoze co
IT expert, to jiny popis (Reynolds, 2016). Podle Piersona a Porwaye (2015) se
jednd o data, kterd prekracuji vypocetni kapacitu konvencnich databazovych
systému, pribyvaji prili§ rychle nebo nemaji vhodnou strukturu pro tradi¢ni
databazové architektury. Manoochehri (2014) uvadi, Ze podle George Dysona
(historika védy) se jedna o big data, kdyZ cena za vypocetni prostiedky potiebné
ke zpracovani udajl je niz$i nez hodnota, kterou nam zpracovani dat prinese.
Poradenska firma Gartner definuje big data jako pojem oznacujici velkd mnoZstvi
dat, ktera jiZ neni moZno bézZnymi softwarovymi nastroji zachytavat, zpracovavat
nebo spravovat v rozumném c¢ase (Dolak, 2011). Dale Dolak (2011) uvadi, Ze tedy
nezalez{ jen na mnoZstvi (objemu) udajd, ale také na rychlosti jejich mnoZeni,
prenasSeni aridznorodosti. Marr (2015) piSe, Ze terminu big data je tézké
porozumét, protoZe, v zavislosti na thlu pohledu, miize znamenat pro rtzné lidi
razné véci. Zalezi tedy, jestli se k big data pristupuje napriklad z pohledu
nékdy preklddan jako ,rozsahla data“ (Dolejs, 2012) nebo ,veledata“ (Mayer-
Schonberger a Cukier, 2014).

Rozsdhlymi daty se zabyva naptiklad spole¢nost Google, ktera kazdy den
zpracovava vice neZz 24 petabajti dat, nebo Facebook, na ktery jeho uzivatelé
nahraji kazdou hodinu pres 10 milionl fotografii (Mayer-Schonberger a Cukier,
2014). Dale naptiklad Narodni uiad pro ocean a atmosféru (NOAA), Narodni uiad
pro letectvi a kosmonautiku (NASA), riizné energetické, telekomunikacni,
farmaceutické spolecnosti a dalsi (Doldk 2011). Diky témto nasbiranym udajim
ajejich zpracovani, v podobé rlznych druht analyz, ziskavaji organizace cenné
informace, které jim umoznuji vylepsit své sluzby, predpovidat budouci vyvoj nebo

usnadnit rozhodovaci procesy. Napiiklad, kdyZ se v roce 2009 objevil novy virus
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chripky, Google ve spolupraci s agenturou CDC (Centers for Disease Control
and Prevention), za pomoci dostupnych dat z minulosti, vyvinul zptsob, jak na
zakladé lidmi zadavanych vyhledavacich dotazli predpovédét oblasti SiFeni viru
v témér realném case (Mayer-Schonberger a Cukier 2014).

Big data se také charakterizuji podle anglickych vyrazli zacinajicich
pismenem V, nicméné pouzité informacni zdroje se rozchazeji v jejich poctu.
Anderson (2015) predklada tfi V, tedy volume (objem), velocity (rychlost)
avariety (rtiznorodost). Tato tfi V se shoduji s ostatnimi zdroji. Pierson a Porway
(2015) i Hurwitzova et al. (2013) popisuji Ctyri V, ale Hurwitzova et al. jako ctvrté
V udavaji veracity (vérohodnost) a Pierson a Porway oproti tomu value (hodnota).
Marr (2015) popisuje vSech pét zminénych vyrazi jako pét V a uvadi value
také od Rijmenama) informuji o sedmi V, kde, k vySe uvedenym péti, pridavaji
navic variability (proménlivost, nestalost) a visualization (vizualizace).

Je vidét, Ze big data jsou stale vyvijejicim se trendem a jejich definice se
mohou lisit v zavislosti na jednotlivych expertech nebo uhlech jejich pohledu. Press
(2013) uvadi, Ze termin ,big data“ se v digitalni knihovné ACM (http://dl.acm.org)
poprvé objevil v odborné praci z rijna roku 1997 (Cox a Ellsworth, 1997), ktera se
zabyva problémy vizualizace dat. Je v ni zminéno, Ze data dnes (v roce 1997), pri
vizualizaci CFD (Computational Fluid Dynamics - vizualizace chovani tekutin
a plynti), mohou prekrocit i 100 GB. MnoZstvi dat, ktera uz neni schopna pojmout
pamét pocitace (jak operacni, tak dlouhodobd) je zde oznaceno za ,problém
velkych dat“. Definice big data se tedy méni i podle vyvoje informacnich
technologif, jejich moZnosti a potteby feSeni nové vzniklych problémi. Nasleduje

popis vySe zminénych sedmi V:

e Volume (objem) se vztahuje k rozsahlému mnozstvi dat, kterd jsou
vytvarena. Jejich mnoZstvi se neustale zvysuje, coZ dokazuje i fakt, Ze stejné
mnozstvi dat co se vygenerovalo do roku 2000, vytvarime dnes kazdou
minutu (Marr, 2015). V pripadé neocekavaného nebo nepredvidatelného
mnozstvi dat je tfeba zajistit vhodnou infrastrukturu, ktera je zaloZena na

distribuovaném vypocetnim modelu. Data mohou byt fyzicky uloZena na
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mnoha mistech a propojena pocitaCovou siti. Vyuziva se distribuovany
souborovy systém, riizné analytické nastroje a aplikace pro rozsahla data.
(Hurwitzova et al., 2013)

Velocity (rychlost) oznacuje rychlost, kterou se data generuji a pohybuji.
Technologie dnes umoznuji provadét analyzu dat uz pfi jejich vytvareni bez
toho, aby se kdy uloZila do databazi. Naptiklad obchodni systémy béhem
milisekund analyzuji tidaje ze socidlnich siti, na jejichz zakladé se mize
rozhodovat o prodeji nebo nakupu akcii.

(Marr, 2015)
Variety (rtiznorodost) odkazuje k rliznym druhim dat. Minulost byla
zaméfena hlavné na strukturovand data v relacnich databazich, ale
v soucasnosti tvori nestrukturovana data 80% mnoZstvi ze vSech dat.
Napriklad fotografie, videa, prispévKky na socidlnich sitich, idaje z riiznych
senzort, audio soubory.

(Marr, 2015)
Veracity (vérohodnost) odkazuje ke kvalité a presnosti dat, ktera je méné
kontrolovatelna. Napriklad prispévky na socidlnich sitich obsahuji preklepy,
hovorové vyrazy ¢i rtzné zkratky. Tento nedostatek do urcité miry
vynahrazuje velké mnoZstvi dat.

(Marr, 2015)
Value (hodnota). Schopnost proménit data v wuZitecné (hodnotné)
informace. Big data mohou prinést hodnotné informace do témér jakékoliv
oblasti obchodu nebo spole¢nosti. Naptiklad pomahaji riznym organizacim
lépe porozumét a slouzit svym zakazniklim, optimalizovat své procesy,
zvysit bezpecnost nebo vylepsit péci o zdravi.

(Marr, 2015)
Variability (proménlivost) oznacuje tidaje, jejichZ vyznam se méni. Tento
problém se vyskytuje naptiklad pti strojovém zpracovani lidské reci, kdy
mohou mit stejna slova rizny vyznam podle kontextu. Variabilita byva také
chybné zaménovana s variety (rtiznorodosti).

(Rijmenam, 2013)
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e Visualization (vizualizace). Po zpracovani dat je také dtlezité je
vizualizovat takovym zptisobem, ktery bude snadné Cist a pochopit. Nejedna
se zde o klasické kolacové grafy, ale o komplexni grafy zahrnujici mnoho
proménnych. Stale vice firem se zabyva timto problémem, a diky tomu bude
pro organizace mozné odpovédét na otazky, které je ani diive nenapadly.

(Rijmenam, 2013)

4.3 Zavisla a nezavisla data

Aggarwal (2015) popisuje rozdéleni dat podle jejich vzajemné zavislosti.
Nasledujici ¢ast vychazi z tohoto zdroje. Z nasledujiciho popisu je zrejmé, Ze
zavislost dat nemusi byt vzidy olekavana nebo jasna (implicitni zavislost). Pri
dalSim déleni se néktera data nedaji striktné zaradit jen do jedné skupiny, protoZe

jejich vlastnosti mohou splnovat podminky pro vice skupin.

Nezavisle orientovana data

Tento druh dat je nejjednodussi, nejCastéjsi a typicky odkazuje na
multidimenziondlni data. Prikladem miiZe byt tabulka v databazi, ktera obsahuje
informace o zikaznicich (jméno, vék, pohlavi, PSC), coz predstavuje jednotlivé
dimenze a jednotlivé zaznamy jsou nezavislé.

(Aggarwal, 2015)

Tabulka 1 Priklad nezavislych multidimenzionalnich dat

Zdroj: zpracovano podle Aggarwala (2015)

~

Jméno Vék Pohlavi PSC
Kamil Novotny 28 M 39155
Eva Rychla 23 v 50901

e Kvantitativni multidimenzionalni data - sloupec Vék, v predchozi
tabulce, predstavuje kvantitativni data. Nékdy byvaji oznaCovana jako
numericka a maji tu vlastnost, Ze se daji ptrirozené usporadat. Pokud by ve
vSech sloupcich tabulky byla kvantitativni (numericka) data, jednalo by se

o kvantitativni multidimenzionalni data.
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Kategoricka a smiSena data - datové sady Casto obsahuji kategorické
hodnoty, které jsou diskrétni a neusporadané. Takové hodnoty jsou
v tabulce obsaZeny ve sloupcich Pohlavi a PSC. Tento typ dat je ozna¢ovan
jako kategoricky, diskrétni nebo neusporadany. Hodnoty pohlavi jsou
zvlastni v tom, Ze mohou obsahovat pouze dvé rtzné hodnoty, proto se daji
oznacit za binarni typ dat (viz dale). Diky tomu také mohou byt zpracovany
algoritmy pro numericka data. Data v tabulce mohou byt celkové oznacena
jako smiSena (mixed attribute), protoze obsahuji hodnoty kvantitativni
i kategorické.

Binarni a sadova data - binarni data mohou byt specidlnim pripadem
multidimezionalnich kvantitativnich dat nebo multidimenzionalnich
kategorickych dat. Kategorickd data jsou bindrni v pripadé, Ze mohou
nabyvat jedné ze dvou diskrétnich hodnot. Specidlnim pripadem
kvantitativnich dat jsou proto, Ze mezi dvéma hodnotami existuje moZnost
fazeni. Bindrni data mohou také reprezentovat sadova data, kde kazdy
atribut slouzi jako ukazatel, zdali je urcity prvek obsaZen v seznamu ¢i ne.
BéZné se tento typ dat vyskytuje v pripadé ndkupniho koSiku
v internetovém obchodé, kdy napriklad je dan seznam zboZi {chleba, vejce,
syr, jogurt, mléko} a v binarni reprezentaci 11010 ukazuje cislo 1, Ze vyrobek
je obsaZzen v kosiku a ¢islo 0 naopak, Ze neni obsaZen.

Textova data mohou byt chdpana, v zavislosti na jejich reprezentaci, jako
multidimenzionalni data nebo retézec (string). V pripadé retézce se jedna
o zavisle orientovand data, ktera jsou zminéna niZe. ProtoZe je obtiZné
a neefektivni, pri rozsahlych aplikacich, vytvorit urcité razeni jednotlivych
slov, je misto Fetézcové reprezentace v praxi ¢asto vyuZzivana reprezentace
vektorova, ktera udava frekvenci vyskytu slov. Pak se daji tato data uchopit
jako kvantitativni multidimenzionadlni data, ale algoritmy pro jejich
zpracovani musi byt vétSinou upraveny.

(Aggarwal, 2015)
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Zavisle orientovana data

Z hlediska analyzy dat na sobé mohou byt data urc¢itym zpiisobem zavisl3,
napriklad prostorové, casové nebo prostiednictvim explicitniho vztahu k siti. Diky
témto zavislostem maji mezi sebou data urcité vztahy, které mohou byt vyuzity pro

ziskani novych informaci. Zavislost dat se da rozdélit do dvou supin:

e Implicitni zavislost neni jasné dana. MliZe se objevit napiiklad v situaci,
kdy se provadi analyza udaji z teplotniho senzoru a po sobé jdouci
naméiené hodnoty jsou neobvykle rozdilné.

e Explicitni zavislost se typicky objevuje v grafech nebo pocitacovych sitich,

kdy hrany mezi dvéma vrcholy explicitné definuji jejich vztah.

(Aggarwal, 2015)

Implicitné a explicitné zavisld data se daji dale délit a popsat mnohem

podrobnéji, ale neni nutné v této praci zachazet do zbytecnych podrobnosti.

4.4 Kvalitativni a kvantitativni data

Rudova (2001) rozdéluje data do dvou trid: kvalitativni a kvantitativni, ale
kvalitativni data popisuje jen struc¢né. Zdroj Kvalitativni data (2014) o nich rika

nasledujici:

,Kvalitativni data jsou necliselnd data pomoci kterych popisujeme slovné
(napriklad spokojenost zdkaznika, barvu, chut, krdsu). Popisuji kvalitu véci a jevi.
Nékdy se pouZivd pojem mékkd data. Jsou opakem kvantitativnich dat. [...] Pomoci
kvalitativnich (mékkych) dat popisujeme vlastnosti, charakteristiku, pocity a dalsi na
rozdil od kvantitativnich dat, kterymi definujeme a mérime. Mékkd data mohou byt
pozorovdna, nevyjadruji se jako ¢isla. Mohou ale nabyvat nomindlnich hodnot, jako je
pohlavi, barva).”

(Kvalitativni data, 2014)

Dale Rudova (2001) rozdéluje kvantitativni data na nominalni, ordinalni,

intervalova a spojita:

15



Nominalni data jsou c¢iselnd, reprezentuji kategorie nebo atributy. Jejich
dilezitou vlastnosti je, Ze nemaji relativni vyznam. Jinymi slovy, pokud by
muzské a Zenské pohlavi bylo reprezentovano jako nominalni data cCisly
la?2:,..ikdyZ muz =1 a Zena = 2, neni relativni hodnota toho, Ze je nékdo
Zena, dvakradt vétsi ani viibec vétsi, nez Ze je nékdo muz.“
Ordinalni data jsou cisla reprezentujici kategorie, které maji, na rozdil od
nomindlnich dat, relativni vyznam. VyuZivaji se k hodnoceni vyznamnosti
nebo sily. Napriklad vyse rizika, spojeného s urcitou investici, miize byt
hodnocena od 1 do 5.
Intervalova data, stejné jako ordindlni data, jsou Ciselnd s relativnim
vyznamem. Navic nemaji nulovy bod a operace s¢itani a odecitani zde maji
smysl. , Napriklad rada financnich instituci pouZzivd hodnoceni rizika s daleko
jemnéjsi definici neZ pouhé hodnoty 1 aZ 5, jak tomu bylo v predchozim
prikladeé. Typicky rozsah byvd od 300 do 800. Pak je mozZné porovndvat
hodnoceni mérenim rozdili.“
Spojita data jsou nejcastéjsi pro vytvareni prediktivnich modelti. Obchodni
udaje, jako trzby, minuty, zistatky, jsou spojitd data. Je mozZné s nimi
provadét zakladni aritmetické operace (sCitani, odecitdni, ndasobeni,
déleni).

(Rudova, 2001)
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5 Zdroje dat a jejich integrace pro analyzu

Za zdroje dat mohou byt oznaleny socialni sité, zpravodajské servery,
elektronicka posta nebo streamovaci sluzby, které se daji zkratka uvést jako WWW
(World Wide Web). Dale napriklad finan¢ni transakce, zdravotni zaznamy,
dotaznikova Setfeni a rizna méreni. V této praci se vsak zdroji dat mysli spisSe
systémy, které data uchovavaji a pomahaji je ziskdvat nebo vytvaret, at uz
manualné ¢i automatizované. Jako zdroje dat se Casto udavaji rtzné klientské
databaze, aplikace Ci systémy, ze kterych se data nasledné sjednocuji zpravidla
v datovych skladech (Data Warehouses). Datové sklady a jiné systémy mohou byt
také povazovany za zdroj dat, pokud z nich cerpa dalsi systém nebo clovék.
Laursen a Thorlund (2010) hovofi o tom, Ze oznaceni ,zdroj dat“ je pomérné
obecné a spiSe rozliSuji mezi systémy, které data generuji ¢i negeneruji. Na druhou
stranu je zvlastni, Ze mezi systémy generujici zdrojova data zarazuji napriklad
webové logy, coZ jsou spiSe datové soubory generované néjakym systémem. Navic,
datovy sklad neradi pod systémy generujici data, ale samoziejmé i ten generuje
logové soubory, které by mohly byt predmétem zkoumani. Dalo by se fici, Ze tento
log obsahuje metadata, ale je otdzka, kdy metadata chapat jako ,klasicka“ data
a naopak. Zalezi na perspektivé. Zdroje dat jsou tedy rtizné podnikové systémy c¢i
aplikace, vystupy z podnikovych procesii a nemusi byt primarné chapany jako
zdroj dat, ale stavaji se jim, pokud jsou z nich data Cerpana. Podle Rudové (2001)
se nemusi jednat jen o interni zdroje v rdmci organizace, ale i o zdroje externi, kdy
mohou byt nakupovana data o potencidlnich zakaznicich. Integrace dat ma pak za
ukol jednotlivé zdroje dat propojit a data sjednotit podle poZadovanych Kkritérii do
jednotného systému nebo pohledu, coz mohou byt datova trzisté (Data Marts)
nebo, jiz zminéné, datové sklady i jiné systémy, coZ usnadiluje provadéni
komplexnich analyz a dotazli nad daty. Data mezi témito podnikovymi systémy
mohou proudit obéma sméry v zavislosti na provedeném reSeni, které bylo
navrzeno jako vhodné pro danou spolec¢nost. Jak piSou Pierson a Porway (2015),
hodnotné informace mohou byt ziskany i z jednoho zdroje dat, ale Casto se rtizné
zdroje kombinuji, aby bylo dosaZeno Sirstho pohledu nebo pohledli z jinych

dimenzi, coz vede k lepsim vysledkliim.
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5.1 Interni a externi zdroje dat

Zdroju dat, prinasejicich cenné informace, je mnoho. Organizace mohou
vyuzivat data z vlastnich zdroji (interni zdroje) nebo ze zdroju tietich stran

(externi zdroje). Nasledujici popis je podle Rudové (2001).

Interni zdroje

Interni zdroje maji ¢asto nejvyssi prediktivni potencial, protoZe se jedna
o data specifické pro danou spolecnost. Patfi sem zakaznické databaze, které
obsahuji identifika¢ni a kontaktni informace o zadkaznicich, zakoupené produkty ¢i
sluzby, demografické tidaje (pohlavi, vék, prijem), podrobnosti o poskytnutych
nabidkach a podobné. Transak¢ni databaze uchovavaji informace o aktivitach
zakaznika, typicky pitiklad uchovavanych dat je ID zakaznika, ¢islo uc¢tu, obchodni
aktivita (jednotlivé transakce) a datum uskutecnéni. Prehled o uskutetnénych
nabidkach, stavajicim Ci potencionalnim zakaznikiim, obsahuje databaze historie
nabidek. Z velké Casti se jeji popis shoduje se zakaznickou databazi. Odlisuje se
napriklad tim, Ze obsahuje i informace o potenciondlnich zdkaznicich a nékterymi
dal$imi informacemi o nabidkach.

(Rudova, 2001)

Externi zdroje

Externimi zdroji jsou mysSleny hlavné informace od firem, které jsou
uvedeny jako prodejci a kompilatofi seznami. Jednd se o firmy, které sbiraji,
nakupuji a prodavaji informace o zadkaznicich dal$im firmam. Ve vétSiné pripadi se
nejedna o jejich hlavni ¢innost, kterou je prodej zboZi pres katalogy nebo casopisy.
Zdroje dat mohou byt jejich vlastni, ale mlZe se jednat i o informace z registraci
ridi¢skych priikazi nebo telefonni seznamy. Tato data mohou byt sjednocovana
acisténa pro vyssi hodnotu. Kompilatori seznami mohou byt vice ¢i méné
zaméieni na urcity druh dat nebo oblasti jejich prodeje.

(Rudova, 2001)
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5.2 Zdrojové systémy a data a jejich vyuziti

Laursen a Thorlund (2010) popisuji nékteré systémy a typy zdrojovych dat

nasledovné:

e Uctovaci systémy (billing systems) vystavuji faktury zakaznikim.
Analyzou téchto udaji se da provést segmentace na zakladé ceny nebo
druhu zboZi.

e Upozornujici systémy (reminder systems) upozornuji zakazniky na
nezaplacenti jejich uctli. Na zakladé téchto dat mlze byt zakaznik napiiklad
pokutovan nebo naopak odménén za vzorné platby.

e Systémy na vymahani dluhi (debt collection systems) informuji o stavu
dluzicich zakaznik, ktefi byli prevedeni k externim firmam na vymahani
pohledavek. Na zakladé téchto informaci se mtliZe organizace rozhodnout, se
kterymi zdkazniky nechce dal spolupracovat, dokud se nedosahne
vyrovnani.

e Systémy pro rizeni vztahu se zakazniky (CRM - Customer Relationship
Management). Tyto systémy obsahuji ildaje z riznych volani a rozhovort se
zakazniky. Na zakladé jejich stiZnosti se miiZze organizace rozhodnout, co
délat 1épe.

¢ Informace o vyrobcich a jejich spotrebé poskytuji prehled o kupovaném
zboZi, ptipadné ho spojuje se zakazniky, ktefi ho kupuji.

e Historie marketingovych kampani umoZiuje sledovat -efektivitu
marketingovych iniciativ a reakce zakazniki obecné nebo i individualné.
Informace agregované z vice rlznych kampani ukazuji, které druhy
marketingu jsou nejprinosné;jsi.

e Webové logy odhaluji chovani zdkaznikli na webovych strankach. Nabizeji
informace o jejich poctu a pohybu na webu. Pri vyuziti cookies nebo
registrace zdkaznikli je mozZné toto sledovat i z pohledu konkrétniho
zdkaznika ve spojeni s uctovacimi systémy nebo CRM systémy.

e Informace o lidskych zdrojich, jejich kompetence, mzdy, historie. Tyto
informace jsou casto podceniovany ve vétSich spolecnostech. Umoziuji

zjistit zaméstnanecké absence a jejich diivody, ktefi zaméstnanci jsou
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obtiZzné udrZitelni nebo prospésni pro podnik. Informace o odpracovanych
hodinach, v kombinaci s vystupy celopodnikovych informac¢nich systémi
(respektive systémy pro podporu planovani, Enterprise Resource Planning -
ERP), mohou poskytnout klicové ukazatele vykonnosti a produktivity (KPIs
- Key Performace Indicators).

e KPIs se vyuzivaji pifi monitorovani aktualnich procesti, ale pfi jejich
nahromadéni se daji vyuZit pro optimalizaci procesli, protoZe odhaluji
korelace mezi aktivitami a finan¢nimi zisky organizace.

e Data mining vysledKy. , Tyto vysledky, které mohou byt segmentace, pridané
prodejni modely nebo vérnostni segmentace, poskytuji historii, kdyZ jsou
uloZeny v datovych skladech. Jako v pripadé KPI, mohou byt tyto informace
vyuZity pro ziskdni védomosti o kauzdlnich vztazich napri¢ riznymi
kampanémi a uvést tak trZni mechanizmy v Sirsim kontextu.“

e ERP systémy obsahuji informace ze systéml pro spravu ucetnictvi
(Accounting Managemet Systems), kde jsou zachyceny finan¢ni transakce
v Ucetnim formatu. ,Mohou se vztahovat k informacim KPI, pokud chceme
odhalit korelace mezi iniciativami a zdali jsou vysledky podle ocekdvdni.”

(Laursen a Thorlund, 2010)

5.3 Pravidla a problémy priintegraci dat

Pri integraci dat (,,tradi¢nich” i rozsahlych) udavaji Hurwitzova et al. (2013)

tii zakladni pravidla:

e UdrZovat kvalitu dat podle perspektivy. Diraz na kvalitu dat by se mél
odvijet podle faze analyzy, ktera bude provadéna. Pii pocatecnim
zpracovani velkého objemu dat je tézké kontrolovat jejich kvalitu. Postupné,
kdyz se z tohoto mnoZzstvi idaji vybere podmnozZina, kterd ma smysl pro
organizaci, se klade na kvalitu dat vétsi diiraz. Dale je kvalita dilezit3,
pokud maji vysledky korespondovat s kontextem historickych udaja
organizace. Cim vice je rozhodovani spole¢nosti zavislé na vysledcich téchto
analyz, tim vice je kvalita rozhodujicim faktorem mezi uspéchem

a selhanim.
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e Zvazit pozadavky na zpracovavani dat v realném case. Pokud je pro
organizaci dutlezité analyzovat prichazejici data co nejrychleji, je nutné
védét, jak integrovat tento proud dat (streaming data) do prostiedi
organizace pro prediktivni analyzy.

e Nevytvaret zbytecné zdroje dat. Data, ktera bude organizace zachycovat,
by ji méla byt prospésna, v souladu s jejimi cily a technickymi moZnostmi.

(Hurwitzova et al., 2013)

Cech a Bure$ (2009) shrnuji nékteré problémy pfi integraci dat. Jedna se
napriklad o redundanci, kdy v raznych podnikovych databazich mohou byt
o stejném zakaznikovi odliSné nebo jinou formou zapsané udaje, dale odlisné
formaty dat (minéno mnozné cCislo od slova datum) v riiznych statech nebo
sjednoceni mén, nevyplnéné hodnoty nebo reference na jiZ neexistujici (smazany)

zaznam.

5.4 Systéemy pro integraci dat

Vsechna potiebna data, vygenerovana z rlznych oddeéleni, pobocek nebo
aplikaci organizace, by méla byt sjednocena v cilové databazi. To miize byt
napriklad datovy sklad (Data Warehouse), datové trzisté (Data Mart), provozni
datové ulozisté (Operational Data Store) nebo hybridni feSeni. Tato dlozisté by
méla byt postavena tak, aby nad daty bylo moZné provadét riizné komplexni
dotazy a reporty, nebo aby se tidaje daly vyuzit pro jiné analytické nastroje.

(Scheps, 2008)

e Datovy sklad (DWH - Data Warehouse) sjednocuje data organizace
z riznych zdroji. Obsahuje historické udaje, takze je moZné porovnavat
stejny druh dat z rzného casového obdobi a provadét mnoho jinych
analytickych operaci, které slouZi pro podporu rozhodovani organizace.

(Cech a Bures, 2009)
Datovy sklad nemusi byt nutné jedna velkd databaze vSech dat, mize se
jednat o vice propojenych systémi s jednotnym piistupem.

(Scheps, 2008)
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e Datové trzisté (DMA - Data Mart) je v principu typ datového skladu, ktery
vSak operuje v mensSim meéritku, napriklad vjednom firemnim oddéleni
nebo pobocce.

(Pour, Maryska a Novotny 2012)
¢ Provozni datové ulozisté (ODS - Operational Data Store)
»,Oproti datovému skladu se data v ODS méni (v redlném nebo skoro
redlném case) a ODS tak miiZe slouZit k rychlym a aktudInim analyzdm
okamZitého vyvoje napric¢ daty z vice aplikaci. V ODS jsou data v detailni
atomické podobé na rozdil od datového skladu, kde se miiZe pouZivat jiZ
urcitych agregact.”

(Cech a Bures, 2009)

Velmi dilezitou casti pri reSeni datovych skladi je pravé samotny pienos
dat. Tento proces je oznaCovan jako ETL (Extract, Transform, Load). Pri
navrhovani datovych skladi mlze priprava nastroji pro ETL zabrat kolem 70 %
¢asu. Ukolem ETL je extrakce dat ze zdrojovych databazi, transformace dat do
pozadované konzistentni podoby a jejich transport do datovych skladi.

(Kimball a Caserta, 2004)

Zdrojoveé

systémy _I
Reporting |

OLAP

Obrazek 1 Reseni architektury datového skladu
Zdroj: Cech a Bures (2009)

Obrazek vyse zachycuje jedno z moZnych freSeni pri navrhu datovych

skladli. Obsahuje nékteré nepopsané systémy:



e OLTP (Online Transaction Processing) jsou transakcni systémy,
vyznacuji se vysokou propustnosti, rychlou odezvou a umoznuji pristup
mnoha uzivatelim najednou. Obsahuji aktualni data.

(Ozsu a Valduriez, 2011)

e OLAP (Online Analytical Processing) systémy slouZzi pro analyzu
sumarizovanych historickych dat, vétSinou z datovych skladii, ktera mohou
prichazet z nékolika operativnich databazi.

(Ozsu a Valduriez, 2011)

e DSA (Data Staging Area) je docasné ulozisté dat, které prijima data
z produkénich (zdrojovych) databazi. Data jsou detailni, neagregovana, bez
Casové dimenze a casto nekonzistentni. Po jejich zpracovani se data
presouvaji do datového skladu nebo trzisté a z loZisté DSA se odstrani.

(Pour, Maryska a Novotny 2012)

e Reporting - tyto aplikace se radi ke klientskym aplikacim. Jako zdroj dat
mohou vyuzivat datovy sklad, transakéni nebo OLAP databaze, ze kterych
ziskame pozadované informace pomoci dotazu.

(Pour, Maryska a Novotny 2012)

VySe uvedend architektura neni jedinou moZnou nebo spravnou.
Samoziejmé zaleZi na specifickych potifebach organizace. Zdroje naptiklad nemusi
byt jen transakéni systémy, datova trzisté nemusi Cerpat jen z datového skladu,
nemusi byt potrebné docasné uloziSté nebo mohou byt vyuzity i jiné druhy

systémil.
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6 Priprava dat

vvvvvv
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0d nejjednodussi analyzy aZ po nejsloZitéjsi model je kvalita vstupnich dat klicem
k uspéchu projektu. Slavny vyrok ,Garbage in, Garbage out! (Odpadky na vstupu
= brak na vystupu)’je pro tento pripad velmi priléhavy.”

(Rudova, 2001)

6.1 Kvalita dat

»Je zi'ejmé, Ze management kvality dat je proces, ktery vede celym Zivotnim
cyklem dat. Z organizacniho hlediska by mél byt povazovdn za hlavni cil spolecnosti
v prislusném organizacnim ramci.”

(Grossmann a Rinderle-Ma, 2015)

Zvysovani kvality dat je také oznacovano jako ¢isténi dat. Kvalita dat se da
hodnotit podle sedmi kvalitativnich dimenzi: relevance, presnosti, kompletnosti,
dochvilnosti, konzistence, koherence a spolehlivosti. Relevance udava miru
vyznamnosti dat pro feSenou otdzku. Presnost rika, jak moc data odpovidaji
skutec¢nosti. Diivodem nepresnosti mohou byt napriklad preklepy, chybéjici
hodnoty nebo nespravna meéreni. Kompletnost se reSi ve vztahu k populaci,
kterou maji data popisovat. V pripadé rtznych priizkumii je proto velmi dtilezité
ur¢it, jak bude prizkum provadén. Castou chybou jsou nespravné nastavena
Casova meéritka, kdy mohou napriklad jako nejmensi mérnou jednotku rozliSovat
jednotlivé dny, ale uZ nerozliSuji ¢asové usporadani udalosti béhem jednoho dne.
Kompletnost je mira udplnosti dat s ohledem na hloubku, Siftku a rozsah.
Dochvilnost znamend, Ze vybrand data by méla reprezentovat aktualni stav.
Problém miZe nastat v pripadé Udaji z externich zdroji, kdy nemize byt jejich
aktualnost zarucena. Konzistence je popisovana jako stupen ekvivalence dat
vredundantnich nebo distribuovanych databazich. Koherenci je mySlena
soudrznost nebo souvislost dat prfi jejich kombinovani riznymi zptsoby a za
riznymi ucely. Konzistence a koherence maji nejvyss$i vyznam v pripadé
kombinovani vice zdroji dat, kdy mohou byt problémem naptiklad rizné hodnoty

u stejnych atributi v riaznych databazich. ,Spolehlivost je charakteristika
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informacni infrastruktury pro ukldddni a nacitani informaci pristupnym, bezpecnym,
udrzovatelnym a rychlym zptisobem.”

(Grossmann a Rinderle-Ma, 2015)

6.2 Problémy se zdrojovymi daty

[ pres veSkeré usili a navrhy reSeni, kterd se budou snaZit udrzet nejvyssi
kvalitu dat, se diky komplexité a mnozstvi faktort, které mohou vysledek ovlivnit,

nejspis nepodari zcela vyhnout nasledujicim problémutim.

Chybéjici hodnoty (missing values)

Jeden z nejcastéjsich problémi jsou chybéjici idaje. Data mohou chybét
z ruznych pricin. Anderson (2015) je rozdéluje do dvou typi a jako prvni udava
nonresponse (bez odpovédi), coZ oznacuje chybéjici pozorovani, kterd nebyla
vlibec zaznamenana. Prikladem jsou vyzkumy formou dotaznikd, jak vysvétluje

Skalska (2010):

»kdyZ se urcity podil dotdzanych osob viibec nevyjddri v elektronickém
formuldri ke spokojenosti se sluzbou kviili obavdm, Ze kritické vyjddreni by je mohlo
v budoucnu poskodit (nediiveéruji napriklad, Ze odpovédi jsou anonymni), pak ziskané
odpovédi mohou byt vsechny pochvalné, ale celkové zdvéry budou zkreslené
v diisledku chybéjicich dat.”

(Skalska, 2010)

Druhy pripad chybéjicich hodnot je oznacen jako missingness (absence,
chybéni), kdy nejsou pozorovani pritomna v datové sadé z pric¢iny technickych
nebo lidskych chyb, nebo se jedna o ndhodu. Anderson (2015) missingness dale

rozdéluje:

e Missing completely at random (MCAR) - data chybéji kompletné
ndhodné, kdyz neni nalezen Zadny vzorec, podle kterého by se dala urcit
pric¢ina. V takovém pripadé je pravdépodobnost chybéjicich hodnot stejna
pro vSechna pozorovani. Jako ptiklad je uvedena cena akcii spolec¢nosti

Apple. Cas je nezavisla proménna X a cena je zavisla proménna Y. Cena je
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funkci Casu. ProtoZe se chybéjici hodnoty ceny (Y) zadnym zplsobem
nevztahuji k hodnotam X ani Y, jedna se o MCAR.

e Missing at random (MAR) - je nalezena urcita pravidelnost. Pokud by se
nasla v predchozim prikladé souvislost mezi chybéjicimi hodnotami
Y (cena) a X (Cas) a zaroven by nebyla nalezena souvislost mezi cenami
samotnymi, jednalo by se o MAR (hodnoty by napriklad chybély kazdé
pondéli).

e Missing not at random (MNAR) - nejedna se o ndhodu. Chybéjici Y je
funkci k hodnotdm Y anebo X. Ceny akcii chybi napriklad kazdy prvni den
v mésici a chybi jen nejvyssi hodnoty.

(Anderson, 2015)

Reseni pro chybéjici hodnoty

Anderson (2015) vysvétluje nasledujici techniky pro feSeni problému
chybéjicich hodnot. V pripadé chybéjicich hodnot MCAR je jednim z feSeni vymazat
kompletné zaznamy, ve kterych nékteré hodnoty chybi a pracovat jen s Uplnymi
daty. Predpokladem je, Ze smazanych dat bude relativné malé mnozZstvi a zlistane
dostatek dat pro podani nezkreslenych vysledkli. Tato metoda je oznacCena
casewise deletion (také Casto oznacovana listwise deletion nebo complete-case
analysis). Druhou moZnosti je metoda pairwise deletion (available-case analysis),
kdy se z nedplnych zaznami odstrani jen prislusné chybéjici hodnoty proménnych
a analyza probiha s ostatnimi proménnymi v zaznamu, které nechybi. Kromé
mazani se vyuZzivaji techniky imputace (imputation techniques), kdy se chybéjici
hodnoty proménnych odhadnou nebo prisoudi na zakladé znamych dat. Daji se
rozdélit na jednoduché a vicenasobné imputace.

(Anderson, 2015)

Jednoduché imputace zahrnuji tri techniky. Nejjednodussi z nich je
prameérova substituce, kdy se chybéjici hodnoty nahradi primérnou hodnotou ze
znamych hodnot proménnych. Tato technika nenfi prili§ vhodna, zvlasté v pripadé

nahrazeni vétStho mnozstvi hodnot. Vytraci se tak variabilita v datech, ktera je
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v podstaté klicova pro statistické analyzy. Dalsi metodou je regresni substituce,
ktera se vyuziva pri zpracovani dat spliujicich podminky MCAR nebo MAR.
(Anderson, 2015)

Na nasledujicim obrazku je zachycen rozdil mezi priimérovou a regresni
substituci, modré teCky reprezentuji znamé hodnoty, Cervené tecky predstavuji

hodnoty dopocitané imputa¢nimi technikami:
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Obrazek 2 Srovnani prumérové a regresni substituce
Zdroj: Single imputation methods [2014], upraveno

Treti jednoduchou imputaci je hotdecking. Pro ukazku je dana nasledujici

tabulka:

Tabulka 2 Priklad dat pro hotdecking
Zdroj: zpracovano podle Andersona (2015)

X Y

8 14
9 15
5 9
8 77

V tabulce chybi posledni hodnota pro Y. Za predpokladu, Ze spolu hodnoty
proménnych X a Y souviseji, se na misto neznamé priradi Cislo 14, protoZze X ma
zde hodnotu 8, stejné jako v prvnim radku. Hotdecking se vyuziva v pripadé dat
MCAR nebo MAR.

(Anderson, 2015)

27



Vicenasobné imputace spocivaji v provadéni mnozstvi iteraci s vyuZzitim
metody Monte Carlo, ktera vygeneruje pro chybéjici hodnoty nahodna cisla na
zakladé zvolenych pravdépodobnostnich funkci a nasledné je provedena analyza.
S kaZzdou dalsi iteraci by mély hodnoty proménnych konvergovat ke korektnim
hodnotam. Po sérii iteraci jsou vysledky ze vSech krokili zkombinovany do finalni
podoby. Tato technika je vhodna pro data, ktera maji normalni rozdéleni.

(Anderson, 2015)

Vycet technik a mozZnosti pro reSeni chybéjicich dat neni zdaleka kompletni

a lze ho oznacit spiSe za orientacni.

Duplicitni zaznamy

UloZené zaznamy se mohou lisit podle jednotlivych systéml nebo typu
zaznamu. Napiiklad prehled investicniho uctu je spojen s cislem uctu, prehled
portfolia se da uloZit na individualni nebo domacnostni tirovni a obchodni historie
téchto Uctl je rozliSovdna na uUrovni jednotlivych transakci. Proto je dtlezité
spravneé rozlisit, co jednoznacné identifikuje jednotlivé zaznamy v souboru. Pokud
jde naptiklad o soubor zaznami transakci, bude obsahovat duplikaty cisel ucta
nebo identifikdtori domacnosti. Toto je tfeba mit na paméti. Mohlo by se jinak
dosahnout nechténych vysledkli naptiklad v pripadé otazky, kolik uctl spada do
jedné domacnosti. VétSina systémi ma vestavéné mechanismy pro sjednocovani
nebo seskupovani zaznamu podle zvolenych kritérii, napriklad prikaz GROUP BY
v databazovych systémech.

(Anderson, 2015)

Odlehlé hodnoty

Dal$im problémem pii analyze dat jsou odlehlé hodnoty (outliers). Takové
oblastech Zivota. Za odlehlé lze povazovat napiiklad stoletého clovéka, osobu
mérici pres 2 metry nebo domdacnost s ro¢nim prijmem sto miliond. Outliers
mohou byt diivodem ke zvaZeni spolehlivosti zdrojovych dat. Nékteré statistické
metody mohou byt vyznamné ovlivnény odlehlymi hodnotami (napiiklad

aritmeticky priimér), a je proto vhodnéjsi zvolit metody, které se oznacuji jako
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robustni a odlehlé hodnoty na né nemaji vliv (napriklad modus nebo median).
Objevit odlehlé hodnoty je mozné naprtiklad za pomoci rtznych grafti (histogramy,
krabicové grafy, kvantilové grafy) nebo testovanim statistickych hypotéz. Na
otazku, jak se vyporadat s odlehlymi hodnotami, neni jednoznac¢na odpovéd'. ZaleZzi
také na problémové doméné a znalostech analytika. Jednou z moZnosti je chybna
data opét vymazat. Dalsi variantou je provést analyzu s odlehlymi hodnotami i bez
nich a vysledky porovnat. V nékterych pripadech mize byt Sance chybné hodnoty
opravit.

(Anderson, 2015)

6.3 Transformace dat

Pfed pokrocilymi statistickymi procedurami je casto Zadouci data
standardizovat. Se standardizovanymi daty se lépe pracuje, mohou také zlepsit
piresnost modell a zjednodusit jejich interpretaci.

(Anderson, 2015)

Percentily

Transformovani hodnot na percentily rozdéli statisticky soubor na setiny.
Napriklad, kdyZ je urcita hodnota v 90. percentilu, znamena to, Ze 90 % hodnot je
jsou percentily. Casto se vyuZivaji také kvartily, coZ je rozdéleni na 4 ¢asti, nebo
decily, které soubor rozdéli na 10 ¢asti. Tyto transformace jsou vhodné v pripadé,
Ze jsou data Siroce rozptylena. Jako priklad jsou uvedeny ptijmy v USA. Pokud
model bude pracovat s hodnotami ptimo v dolarech, dlilezité variace mezi nizZsimi
piijmy (napiiklad pod $50,000), nebudou v porovnani s obrovskymi variacemi na
horni hranici (napiiklad $500,000, $100,000,000 a vice) zietelné. ,$10,000 je
o0 hodné vétsi rozdil pro nékoho na 10. percentilu neZ pro nékoho na 90." Proto je, pro
zachyceni variaci na spodni hranici, lepsi vyuZivat percentily.

(Anderson, 2015)

Standardizované skore
Standardni skoére se vypocitd odectenim stredni hodnoty z jednotlivych

pozorovani a vydélenim smérodatnou odchylkou. Ve vétSiné ptipadi lezi hodnota
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standardnich skdért mezi -3 a 3. Tato metoda je vhodna pro prediktivni modely,
které pracuji s proménnymi velkého rozptylu (napriklad hodnoty od 0 do 10
azaroven hodnoty ve stovkach milionii). Timto transformovanim se hodnotam
pridéli urcitd vaha s ohledem na jejich variace a umoZni jasnéjsi pohled na
vyznamnost jednotlivych proménnych a usnadni interpretaci.

(Anderson, 2015)

Dummy proménné

Dummy proménné jsou logické proménné (také oznacované Boolean podle
George Boolea, v knize od Rudové (2001) zase jako indikatorové), které nabyvaji
jeden ze dvou stavi: pravda (1) nebo nepravda (0). VyuZzivaji se napriklad
v pripadé necliselnych hodnot, kdy chceme zjistit jejich vyskyt. Naptiklad pfri
prodeji tiech prichuti zmrzliny (vanilkova, cokoladova, jahodova) se vytvori tri
dummy proménné ,vanilka“, ,cokolada“, ,jahoda“. Pokud se prichut vyskytuje
v objednavce, nastavi se prislusna hodnota na 1. Pocet zvolenych proménnych také
zavisi na tom, zdali musi byt jedna z podminek vZdy splnéna ¢i nikoliv. Jestlize
objednavka nemusi obsahovat ani jednu zmrzlinu, jsou nutné 3 proménné, které
budou v takovém piipadé nastaveny na 0. Po¢et dummy promeénnych zastupujicich
dny v tydnu, musi byt Sest. Jedna pro kazdy den tfeba od pondéli do soboty, a kdyz
jsou vSechny hodnoty 0, jedna se o nedéli. V tomto pripadé je jedna z podminek
vZzdy splnéna, nemiiZe se stat, Ze by nebyl Zddny den v tydnu. Tim se zabranuje
redundanci, kterd miize byt problematicka pro prediktivni modely. Tento problém,
multikolinearita, nastava pri vicendsobné linearni regresi, kdy jsou proménné na
sobé linearné zavislé (hodnota jedné proménné se da odvodit z ostatnich) a model
je potom nepiesny.

(Anderson, 2015)

6.4 Data mining

Jednim z hlavnich uceld, za kterym probihaji celé procesy sbéru, udrzovani
a pripravy dat, je provadéni naslednych analyz pro ziskani hodnotnych informaci

pro spolecnost, na jejichz zakladé provadi dalsi rozhodovani. V téchto
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souvislostech se Casto hovori o procesu data mining (DM). Do CeStiny se DM

preklada jako ,dolovani dat“ nebo ,vytéZovani znalosti z dat“ a podobné.

»Data mining vznikl jako samostatny obor, ktery je zhruba od konce 80. let 20.
stoleti rFazen jako soucdst procesu vyhleddvdni znalosti z dat, KDD, Knowledge
discovery from databases. KDD je oblast managementu znalosti, kterd se zabyvd
procesy automatizace vyhleddvdni znalosti z databdzi, formalizaci vysledki, analyzy
dat, modelovdnim dat i prezentaci vysledkii.“

(Skalska, 2010)

Jak popisuje Skalska (2010), existuji vice ¢i méné odliSné definice procesu
DM, ale shoduji se v urcitych bodech. Jedna se o vybér dat z databazi, pripravu
a transformaci dat, analyzu a prezentaci Ci interpretaci vysledki. Nékdy je tento
popis spiSe prisuzovan zminénému KDD, pod néjZ DM spada. Pri DM jsou
vyuzivany informacni technologie a riizné analytické postupy, vychazejici prevazné
ze statistiky. DM prinasi prospéch do nejriznéjsich oblasti lidské Cinnosti. Ve
spojeni s DM je mozZzné narazit na pojmy, jako uméla inteligence, strojové uceni
nebo neuronové sité. Divodem miuZe byt snaha o nahrazeni lidské slozky, ktera
zde hraje dileZitou roli. Pro feSenou tlohu miiZe byt nutné mit o souvisejici oblasti
urcité znalosti, vyuZivat zkuSenosti nebo intuici. Clovék je schopen abstraktniho
mysleni, coZ dovoluje zobecniovat modely pro DM nebo postupovat analogicky
v podobnych situacich. DalSim diivodem miZe byt napiiklad snaha o automatizaci
zpracovani nestrukturovanych dat. Algoritmy s prvky umélé inteligence také resi
vyhledavani souvislosti v datech, které nejsou znamé a oc¢ekavané. DM lze rozdélit
na exploracni a prediktivni. Exploracni DM ptinasi vysledky popisného
charakteru, které jsou vhodné pro souhrny a vizualizace dat. Prediktivni DM ma
za cil predpovédét budouci vyvoj, vychazejici z analyzy historickych dat.

(Skalska, 2010)
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7 Business inteligence, moznosti vybraného SW

Business intelligence (BI) patfi k tém pripadim, které neni dobré odbyt
jednou definici. Rtzni experti a firmy si definice mnohdy prizptsobuji tak, aby to
vyhovovalo jejich specializaci. Zaroven se také BI vyviji s dobou a s dostupnymi
prostredky. Grossmann a Rinderle-Maova (2015) poukazuji na ¢lanek z roku 1958
»A Business Intelligence System“ (Luhn, 1958), kde je tento systém predstaven:
LJAutomaticky systém vyvijeny pro Sireni informaci do ruznych &dsti priimyslove,
védecké nebo stdtni organizace”. Definice byvaji také dosti obecné nebo pojaté
priliS ze Siroka, cemuZ se ale v pripadé Bl ani neda docela vyhnout. Stru¢né, do
jedné véty, by se dal vyznam BI shrnout napiiklad takto: ,Délat vSe pro moZnost
lepsiho rozhodovani v byznysu.”“ Za slovem ,vSe“ se miiZe skryvat opravdu cokoliv,

jak uvadi Scheps (2008), ktery se zabyva problémem podobné:

LAt uz voldte psychickou horkou linku, mdte armddu poradcii nebo hradby
z pocitact, ve kterych viri vase data; pokud vdm to pomtiZe lépe zvlddnout soucasnou
situaci a poskytne vhled do toho, co délat v budoucnu, je to BL.“

(Scheps, 2008)

Scheps (2008) také popisuje BI jako jakoukoliv aktivitu, nastroj nebo
proces, ktery opatii nejlepSi informace pro podporu procesu rozhodovani.

V podobném duchu je i nasledujici definice:

,Business intelligence (BI) je sada procesti, know-how, aplikaci a technologii,
jejichZ cilem je ucinné a ucelné podporovat ridici aktivity ve firmé. Podporuji
analytické, planovaci a rozhodovaci cinnosti organizaci na vsech tirovnich a ve vsech
oblastech podnikového rizeni, tj. prodeje, ndkupu, marketingu, financniho rizeni,
controllingu, majetku, rizeni lidskych zdrojt, vyroby a dalsich.”

(Pour, Maryska a Novotny 2012)

Grossmann a Rinderle-Maova (2015) vybrali nékteré charakteristiky BI,

které se shoduji v rtiznych definicich:
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e Hlavnim ukolem BI je podpora rozhodovani pro urcité cile v kontextu
podnikovych aktivit v riznych oblastech.

e Podpora rozhodovani vychazi z empirickych dat, riznych znalosti a teorii
pro sbér informaci.

e Podpora rozhodovani je realizovana jako systém vyuZivajici moZnosti
informacnich a komunikacnich technologii.

e BI systém dodava informace ve spravny cas, spravnym lidem a ve spravné
formé.

(Grossmann a Rinderle-Maova, 2015)

Grossmann a Rinderle-Maova (2015) také hovofi o riiznych fazich vyvoje.
veétsi orientace na data a jejich analyzu. Mezi Bl néastroje se radily predevSim
systémy pro podporu rozhodovani (DSS - Decision Support Systems) nebo datové
sklady ve spojeni s OLAP systémy, nebo se s Bl ani nespojovaly, dokud nepieslo do

SirStho povédomi. Tato tvrzeni podpiraji i nasledujici citace:

»Pod ,idernym’ ndzvem se skryvd predevsim OLAP reseni, nékdy také vcetné
datovych skladii. Pod tento ndzev také byvaji zarazovdny ndstroje pro dolovdni
v datech.”

(Cech a Bures, 2009)

»Pro aplikacni oblasti, spojené zejména s podnikatelskou sférou, se proces
data mining a vyhleddvdni znalosti z dat oznacuje business intelligence (BI). Proces
je navrZeny a implementovany tak, aby jeho vysledky byly interpretovatelné a primo
vyuZitelné pro podnikatelské rozhodovdni. Tyto sméry vyuZiti se nékdy oznacuji DM-
BL“

(Skalska, 2010)

Cech a Bure$ (2009) zachycuji obecnou koncepci architektury BI na

nasledujicim obrazku:
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7.1 IBM SPSS Modeler

SPSS Statistics je modulové navrZeny statisticky software, jehoZ prvni
verze vznikla v roce 1968 pro salové pocitace. Je v hodny pro zpracovani relativné
rozsdhlého mnozstvi dat (stovky tisic pozorovani, kazdé popsané desitkami
proménnych). Pozdéji byl odkoupen firmou IBM a prejmenovan na IBM SPSS
Statistics. IBM SPSS Modeler (plivodni nazev Clementine pod firmou ISL) slouzi
pro datové modelovani a pti tom vyuziva IBM SPSS Statistics. Jedna se o komer¢ni
software pro data mining.

(Skalska, 2010)

Modeler podporuje jednu z nejpouZzivanéjsich metodologii pro data mining

CRISP-DM (Cross Industry Standard Process for Data Mining), jejiZ Zivotni cyklus je
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znazornén na obrazku niZe. Jednotlivé kroky nejsou pevné dany, mohou se
navzajem zpétné ovliviiovat a je tfeba se k nim vracet. Modeler je vhodny pro
ulohy, jako detekce a predikce podvodil, predikce odchazejicich zakaznikd,
odhalovani skrytych vazeb a struktur, predikce budoucich trendi a dalsi.
S prisluSnymi moduly podporuje napriklad skriptovani v jazyce R, znalost
programovani vSak neni podminkou pro vyuZivani tohoto softwaru, ktery nabizi
prehledné grafické uzivatelské rozhrani s pomérné jednoduchym ovladanim.
Nabizi riizné algoritmy pro seskupovani, Klasifikaci, asociaci a predikci (napriklad
C5.0, Decision List, TwoStep, Apriori, Carma a dalsi). DokaZe pracovat s daty
zriznych zdroji a v rdznych formatech, strukturovanymi i nestrukturovanymi
a kombinovat je. Program obsahuje rozsahlou napovédu vcetné ukazkovych
prikladt vyuziti.

(Petr, 2012)
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problému datiim
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Hodnoceni

Obrazek 4 Zivotni cyklus metodologie CRISP-DM
Zdroj: Petr (2012)

Pred ukazkou aplikace jeSté nasleduje stru¢ny popis zakladniho

uzivatelského rozhrani programu (verze 18) podle obrazku:
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File Edit Inset View Tools Superode Extensions Window  Help
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Tsble  FlstFie Datsbase

Derive  Type

[] Server: Local Server s 102MB 11

Obrazek 5 Uzivatelské rozhrani IBM SPSS Modeler

1. Platno (stream canvas) je hlavni pracovni plochou programu, kde se tvori
samotny stream v podobé grafu. Kazda operace je reprezentovana
prislusSnym uzlem (ikonou), které jsou propojeny hranami ve tvaru Sipek
podle sméru proudéni dat.

2. Paleta uzld obsahuje vétSinu nastroji (uzld) pro modelovani, které jsou
zde seskupeny pod zaloZkami podle typu.

3. Manazeri - okno obsahujici tii zalozky pro spravu jednotlivych stream,
vystupl a model.

4. Projekty - okno pro data mining projekty (skupina soubord potiebnych
k iloze). Nabizi rozdéleni podle metodologie CRISP-DM nebo kategoricky
podle trid vytvorenych objektii (data, streamy, modely).

5. Informacni a stavovy radek, ktery zobrazuje pribéh jednotlivych operaci
a jiné informace.

6. Zakladni nabidkové menu a nastrojova lista.

(IBM®, 2016)
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Ukazka aplikace
Soucasti softwaru IBM SPSS Modeler je dokumentace (napovéda), ktera
obsahuje i ukazky reSenych prikladd. Z téchto ukazek je zde vybran priklad
klasifikace bunécnych vzorki s pouzitim techniky SVM (Support Vector Machine).
SVM je Kklasifikacni a regresni technika, ktera je vhodna pro rozsahlé datové
sady (s velkym mnozstvim prediktori).

(IBM®, 2016)

Zadani: Na zakladé dostupnych dat, ziskanych ze vzorka lidskych bunék od
pacientl s rizikem rakoviny, vytvorit SVM model, ktery zpracuje data budoucich
pacientli a pokusi se predpovédét, zdali bude nador benigni (nezhoubny) nebo
maligni (zhoubny). Predchozi analyza dat totiZ ukazala, Ze se charakteristiky pro
benigni a maligni nadory vyznamné lisi.

(IBM®, 2016)

Pouzita data jsou redlnad a vychazeji ze zjisténi Dr. Williama H. Wolberga.
Udaje jsou dostupné online z UCI Machine Learning Repository a také jsou souéasti
instalace IBM SPSS Modeler. Konkrétné zde bude pouZit soubor obsazeny
v instalaci, ktery je navic doplnén o prvni radek s nazvy jednotlivych proménnych.
Pro kazdé pozorovani je zde 11 proménnych (prediktorii), coZ je relativné malé
mnozstvi. Proménné jsou predstaveny v tabulce niZe.

Sada obsahuje 699 piipadi od ledna 1989 do listopadu 1991. Data vychazeji
z vyzkumu rakoviny prsu. Hodnoty vSech atributli jsou v cCiselné formé. ID je
identifika¢ni Cislo zdznamu, Class nabyva hodnoty 2 (benigni) nebo 4 (maligni).
Ostatni proménné nabyvaji hodnot 1 (nejbliZe k benignimu stavu) az 10 (nebliZe
k malignimu stavu).

(Breast Cancer Wisconsin (Original) Data Set, 1992)
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Tabulka 3 Pirehled proménnych pro kazdé pozorovani

Zdroj: IBM® (2016)

Nazev pole
ID

Clump
UnifSize
UnifShape
MargAdh
SingEpiSize
BareNuc
BlandChrom
NormNucl
Mit

Class

Popis

Identifikator pacienta

Shlukova tloustka (clump thickness)

Jednotnost bunécné velikosti (uniformity of cell size)
Jednotnost bunécného tvaru (uniformity of cell shape)
Marginalni prilnavost (marginal adhesion)

Velikost jedné epitelové buniky (single epithelial cell size)
Nahé jadro (bare nuclei)

Jemny chromatin (bland chromatin)

Normalni jadérko (normal nucleoli)

Mit6za (mitoses)

Benigni nebo maligni (benign or malignant)

Udaje jsou v textovém formatu, kde jeden radek piedstavuje jeden piipad

(pacienta), jehoZ naméiené hodnoty proménnych jsou oddéleny ¢arkami. NiZe je

nahled souboru cell_samples.data:

ID,Clump,UnifSize,UnifShape,MargAdh, SingEpiSize,...,Class
1000025,5,1,1,1,2,1,3,1,1,2
1002945,5,4,4,5,7,10,3,2,1,2
1015425,3,1,1,1,2,2,3,1,1,2
1016277,6,8,8,1,3,4,3,7,1,2
1017023,4,1,1,3,2,1,3,1,1,2
1017122,8,10,10,8,7,10,9,7,1,4
1018099,1,1,1,1,2,10,3,1,1,2
1018561,2,1,2,1,2,1,3,1,1,2
1033078,2,1,1,1,2,1,1,1,5,2
1033078,4,2,1,1,2,1,2,1,1,2

Nasleduje samotna prace s IBM SPSS Modeler. Cilova podoba streamu je

zachycena na nasledujicim obrazku:
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cell_samples.data Tybe class-poly

= o P -~ g

Table class-rof clai—rbf cla8¢poly Analysis

F=EE E==E

Table Table

Obrazek 6 Cilova podoba streamu

Po zaloZeni nového projektu (streamu) je tieba vytvorit uzel typu Var. File,

do néhoz se nasledné nacte soubor s daty (cell_samples.data).

NEHE AR BT O PG TR

. E lef=10)

CA\Program Files\IBM\SPSS\Wodeler18.0\Demaosi\cell_samples.data

o ]

File: |C:\Program Files\BM\SPS5\Modelen18.0\Demos\cell_samples data Q
A LY

ID,Clump, UnifSize, UnifShape, Marghdh, SingEpiSize, BareNuc, BlandChrom, No:
lg000025,5,1,1,1,2,1,3,1,1,2

cell_samples.data

1002945,5,4,4,5,7,10,3,2,1,2 -
1 r
& Read field names from file [ Specify number of fields 1 :

Skip header characters: ‘E EOL comment characters:

]

Strip lead and trail spaces: @ Mone © Left (© Right © Both

" Invalid characters: @ Discard © Replace with
| Encoding: Stream default ~ Decimal symbol: Stream default ~
L Favorites
[] Line delimiter is newline character Lines to scan for column and type:
. ‘ ‘ Field delimiters [&] Automatically recognize dates and times
Var. File Datz Prep [ space [ Comma [ Tab [] Treat square brackets as lists
3 [ Mewline [7] Other [ Quotes

Obrazek 7 Nacteni dat v uzlu Var. File

Po pridani dalstho uzlu Table a jeho propojenim s Var. File je moZno spustit

stream a prohlédnout si nactenda data v tabulce. Tabulky se daji pridavat k riznym
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uzllim, kde ma smysl zobrazovat takto formatovand data. Stejné tak muze byt

pouzita Siroka skala grafi.

SHO AR e B @

9 Table

> k2 |

| File | Edit

¥y Generate

D | Clump | Unifsize | Unitshape [ Margadh | Singepis

1 1000025 5 1 1 1 s
Highlight records where 2 1002945 5 4 4 5
cell_sambles data 3 1015425 3 1 1 1
4 4 1016277 3 8 8 1
5 1017023 4 1 1 3
5 1017122 8 10 10 8
= T 1018099 1 1 1 1
B[ 8 1018561 2 1 2 1
9 1033078 2 1 1 1
10 1033078 4 2 1 1
Table 11 1035283 1 1 1 1
1036172 2 1 1 1

Obrazek 8 Zobrazeni nactenych dat v tabulce

Po vytvoreni dalstho uzlu Type a jeho konexi s datovym uzlem, musi byt
vykonano urcité nastaveni Type uzlu, aby se dosdhlo poZadovaného chovani. Ve
sloupci Measurement nastavit hodnotu pole Class na Flag (Class ma jen dvé mozZné
hodnoty), nacist hodnoty tlacitkem Read Values, nastavit roli ID na none (nema

ulohu prediktoru ani cile) a nastavit roli Class na Target (cilové pole pro diagnézu).
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 Clear values || Clear All Values

Field Measurement Values Missing Check e
D & Continuous [B1634,1... None w
{3 Clump & Continuous [1,10] None A
{3 UnifSize & Continuous [1,10] MNaone s Input
{3 Unifshape ¢ Continuous [1,10] Mone N Input
{*Marghdh & Continuous [1,10] None “w Input
{% SingEpiSize ¢ Continuous [1,10] None “w Input
[A] BareNuc @b Nominal {70, MNaone s Input
{3 BlandChrom ¢ Continuous [1,10] Mone N Input
{*NormMucl ¢ Continuous [1,10] None “w Input
3 Mit e [1,10] Mone
{3 Class Flag 412 Mone (©) Target
@ View currentfields  © View unused field settings

ok [cance

Obrazek 9 Nastaveni uzlu Type

Z palety se vlozi dalsi uzel SVM a propoji se s uzlem Type. SVM nabizi volbu
funkce kernelu pro zpracovani. ProtoZe se neda jednoduse zjistit, ktera funkce je
nejvhodnéjsi pro jakoukoliv datovou sadu, je mozné pouzit vice funkci a porovnat
je. Prvni funkci bude RBF (Radial Basis Function). Na karté Model v nastaveni SVM
uzlu, je vhodné pojmenovat ho podle zvolené funkce: Model name nastavit na

Custom a zapsat napriklad class-rbf.

Model name:
[ Use partitioned data

[+ Build model for each split

0 o p—

Obrazek 10 Nastaveni uzlu SVM (Model)

Na karté Expert by mélo byt ve vychozim nastaveni vSe v poradku. Kernel

type je nastaveny na RBF.
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@l=0)

Mode: @ Simple @ Expert
|. Append all probabilities (valid only for categorical targets)
Stopping criteria: 10E-3 =
. N . -l
Regularization parameter (C): 10f&
- - . N - Fs
Regression precision (epsilon): 0.1/
Kernel type:
= F P
RBF gamma: 0,1 Bias: 0,05
Gamma: 1008 Degree: k] -

(Lo ] (® Run cancal] L sopt | Reset]

Obrazek 11 Nastaveni uzlu SVM (Expert)

V zaloZce Analyze je treba zaSkrtnout pole Calculate predictor importance
(vypocitat vahu prediktord) a stisknout tlacitko Run, ¢imz se na platné vytvori
dalSi uzel oznacovany jako model nugget (ikona vypada jako Zluty drahokam),

ktery je také pristupny ze spravce modelt.

lel=]0)
s oo € !E Pr—

Model Evalugtion

b/l Calculate predictor importance

r Propensity Scores (valid only for flag targets)

[] Calculate raw propensity ...
[7] calculate adjusted propen...

Based on @ Testing p... @& Vvalidation p...

oy || Reset)

Obrazek 12 Nastaveni uzlu SVM (Analyze)
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cell_samples.data

- - %
X .
..... S

Pt

class-rbf

|

Obrazek 13 Vytvoreny model nugget

Po otevieni tohoto nuggetu miizeme vidét graf, ktery znazornuje relativni
efekt jednotlivych proménnych. Ukazuje, Ze nejvétsi vAhu ma proménnd BareNuc,
BlandChrom je pribliZné ve stredu a trio MargAdh, UnifSize a SingEpiSize méa velmi
maly efekt.
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e O & | [P Preview | £ o=
Mode www
G B & L
Predictor Importance
Target: Class
BareMuc i ; ; ;
LinifShape i : i
Clump :
BlandChrom : ' ' '
MormMucl :l i i | |
mit|_| : : : :
MargAdh | | | | | |
UnifSize ||
SingEpisize ||
| | | |
0,0 02 04 0,5 (V] 1,0
[ | I | I | | |
Least Important Most lmpaortant
Wiew: |F‘redjctorlmponance bl
| QK I Cancel &EI | Reset

Obrazek 14 Porovnani vahy proménnych

Nasleduje pridani dalSiho Table uzlu a jeho propojeni s class-rbf nuggetem.
Po otevieni nové tabulky je moZné vidét dvé nové vytvoirena pole: $S-Class
a $SP-Class. $S-Class ukazuje predpovézené hodnoty proménné Class a $SP-Class

potom samotnou pravdépodobnost spravnosti této predikce (od 0 do 1).
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RE 7] | x |
Table  Annotations

ormMucl |I'u'|it|CIass |$S~Class | $5P-Class |
1 1 1 2 2 n.gggg
2 2 1 2 4 0.899
3 1 1 2 2 0994
4 71 2 4 0915
5 1 1 2 2 0992
] 71 4 4 0.999
i 1 1 2 2 0.807
3 1 1 2 2 0.997
9 1 5 2 2 0.997
10 1 1 2 2 0.996
11 1 1 2 2 0.999
12 1 1 2 2 [0.999
13 4 1 4 2 0514
14 1 1 2 2 [.989
15 5 4 4 4 0.991
16 31 4 4 0.691
17 1 1 2 2 0.997 (=

Ell —— L

Obrazek 15 Tabulka s vysledky funkce RBF

Zkoumanim tabulky je moZno zjistit, Ze pro vétSinu zaznamil je
pravdépodobnost pomérné vysoka, ale jsou zde i urcité vyjimky, napriklad v radku
13 je vidét pravdépodobnost 0.514, coZ neni nejlepsi vysledek. Navic, porovnanim
sloupci Class a $S-Class, je vidét dost chybnych urceni (na obrazku radky 2, 4 a 13
a dalsf nezobrazené).

Jak uZ bylo freceno, bude vytvoren dalSi model, tentokrat s funkci
Polynomial. Postup se témér shoduje s predchozim. Vytvorit dalsi SVM uzel
a pripojit ho k Type uzlu. V nastaveni uzlu SVM ho pojmenovat class-poly, na
zaloZce Expert vybrat piepinaC Expert a nastavit typ kernelu na Polynomial. Na
zaloZce Analyze jiz nic nezaskrtavat a rovnou spustit Run. Vytvoii se novy model
nugget class-poly. Tento nugget se propoji s predchozim nuggetem class-rbf a ve
varovném okné se vybere moZzZnost Replace pro nahrazeni konexe. K novému

nuggetu se pripoji tabulka a spusti se.
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\w File 5 Edit ¢ Generate M 9 | x
Table| Annotations
|| Mit| Class |$5-Class | $SP-Class| $51-Class [ $5P1-Class |
1 1 1 2 2 0.992 2 u.ggsﬂ
2 2 1 2 4 0.599 2 0.742
3 1 1 2 2 0.994 2 0.998
4 71 2 4 0.915 2 0.961
5 1 1 2 2 0.992 2 0.993
6 7 1 4 4 0.999 4 1.000
7 1 1 2 2 0.907 2 0.951
3 1 1 2 2 0.997 2 0.996
9 1 5 2 2 0.997 2 0.989
10 1 1 2 2 0.996 2 0.998
11 1 1 2 2 0.999 2 0.995
12 1 1 2 2 0.999 2 0.996
13 4 1 4 2 0.514 4 0.929
14 1 1 2 2 0.989 2 0.994
15 5 4 4 4 0.991 4 1.000
16 3 1 4 4 0.691 4 0.929
17 1 1 2 2 0.997 2 0.998/%]
£l USUN—

Obrazek 16 Tabulka s vysledky funkce Polynomial

Tabulka se rozrostla o dal$i dvé pole: $51-Class a $SP1-Class. V porovnani
s predchozimi vysledky, vykazuje funkce Polynomial lepsi vysledky. Pro potvrzeni
tohoto nazoru se hodi pridat dalsi uzel typu Analysis a spojit ho s nuggetem

class-poly. Nasledné uzel Analysis otevrit a kliknout na Run.
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\w File = Edit

Analysis || Annotations

[8: Cunapsem] [% Expandﬁdl]

EI--R_esuIts for output field Class
- Individual Models

El Cnmpanng $35-Class with Class

Correct G384 87 85%
----- Wrong 15 215%
Total £99
B Comparing $51-Class with Class
- [Correct 699 100%
----- VWrong ] 0%
Total f99
B- Agreementbe‘mreen 53-Class §351-Class
Agree 684 97 85%
Disagree 15 2.15%
Total £99
EI Cnmpanng Agreement with Class
Correct Gad4  100%
----- VWrong ] 0%
Total 684

Obrazek 17 Srovnani funkci v uzlu Analysis

Zobrazené okno dovoluje porovnavat dva a vice nuggetl stejného typu.
Vystup ukazuje, Ze funkce RBF spravné urcila diagnézu pro 97,85 % pripadd,
zatimco funkce Polynomial ma uspéSnost 100 %. V tomto piipadé by si ani ostatni
dostupné funkce (Sigmoid a Linear) nevedli tak dobfe, coZ nemusi platit pro jiné
datové sady, a proto je vhodné vyzkouSet vSechny moZnosti. Ke stejnym
vysledkiim Ize dojit i jinymi postupy modelovani. Vytvorené modely se daji
kdykoliv pouZit znovu pro jina data.

V tomto prikladu se dokumentace nezabyvala chybéjicimi hodnotami. Data
vSak obsahuji Sestnact pripadt, kdy je proménna BareNuc nastavena na hodnotu
»2“. Proto je také na obrazku 9 vidét, Ze je typ tohoto pole automaticky nastaven na
nominalni a systém tedy pracoval s otaznikem jako s dal$i hodnotou. Existuje rada

v

feSeni. JelikoZ je chybéjicich hodnot ,jen“ Sestnact (asi 2,29 %) bude zde

predveden jednoduchy postup pro odstranéni celych zdznaml s chybéjicimi

47



hodnotami a analyza bude probihat jen s kompletnimi daty (tento postup jiZ neni
obsazen v dokumentaci).

Staci vloZit mezi uzly pro nacteni dat (Var. File) a Type dalsi uzel Select.
V jeho nastaveni prepnout Mode na Discard a zapsat podminku BareNuc = "?". Uzel

pak nepropusti zaznamy obsahujici otaznik a analyza pokracuje bez nich.

AR caxB7Z@D>@® f*@ﬂ”@[

cell_sampl ata Select e class'—poly

1
EE { i
4 .mm elaln) [
Table class-rbf clasp-rbf CRISP-DN
=] |_=| {uns
Seftings -
G : . ~Et
Mode: @ Include @ Discard #=T:
— mom . =
] BareNuc = "7 =
Table / By
Condition: 1

s e | @Fors A crpns @asing
PO®OOO .

Select  Sample  Aggregate Deerive Filter

o) (o (mmal|

Graphboard | Auto Classifier Auto Mumeric  Auto Clester Table Flat File Databaze

Obrazek 18 Vybér dat podle podminky v uzlu Select

Vymazani nekompletnich zaznamid neptineslo priliS velké zmény, ale je
zajimavé, Ze funkce RBF v tomto pripadé urcila hodnoty Class Spatné v Sestnacti
ptipadech, zatimco s predchozimi daty, kde hral roli hodnoty i otaznik, jen
v patnacti pripadech. Celkové tak klesla jeji dspéSnost z 97,85 % na 97,66 %.
Zbytek zlstava stejny (kromé celkového mnoZstvi zaznami, kterych nyni bylo
683).

Software IBM SPSS Modeler byl pro tuto praci vybran z diivodu snadné

ovladatelnosti a prehlednosti pro ukazku problematiky datového modelovani.
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8 Principy praktickych feseni pro rozsahla data

Pii navrhovani a realizaci platformy pro big data je dulezité drzet se
urcitych vlastnosti, které by systém mél splnovat. Kviili komplexité reSeni je
dilezitd robustnost, odolnost proti chybam a minimalni naroky na udrzbu.
Rozsahlé mnozZstvi dat vyzaduje Skalovatelnost systému. Aby byl systém schopen
zpracovat riznoroda data, mél by byt v tomto ohledu navrzen obecné a s moznosti
rozS$ireni o dalsi funkcionalitu. V této kapitole jsou popsany pozadované vlastnosti
a Lambda architektura, ktera je schopna je splnit a proc¢. Dale je stru¢né popsan
jeden vybrany systém pro kazdou vrstvu, ktery se pro ni hodi a nakonec je uveden
priklad, ktery naznacuje postupy pro vétsi efektivitu zpracovani dat. Kapitola je

zpracovana podle Marze a Warrena (2015).

8.1 Vilastnosti big data systému

Robustnost a odolnost proti selhani

NavrZeny distribuovany systém by mél byt co nejodolnéjsi proti selhani
softwarovych, hardwarovych nebo lidskych soucasti. D4 se ocekavat, Ze pri
desitkach ¢i stovkach spolupracujicich pocitaci mohou nékteré z nich prestat
pracovat a reSeni s timto musi pocitat. Odolnost systému proti lidskym chybam je
mnohdy opomijena.

(Marz a Warren, 2015)

Nizka latence pri ¢teni a aktualizacich

Riizné aplikace a procesy se lisi ve svych ¢asovych potiebach pro Cteni dat,
jejich aktualizaci ¢i zapis. Podle fungovani a poZadavki organizace je tfeba zajistit
vhodné odezvy systémi. V nékterych pripadech miZe jit o milisekundy, v jinych
zase o hodiny ¢i dny.

(Marz a Warren, 2015)

Skalovatelnost
ProtoZe mnozstvi dat stdle pribyva, feSeni systému musi pocitat

i srozsifrenim o dalsi vypocetni zdroje. DalsSimi vypocetnimi zdroji se zde mysli
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pridani dalSich pocitac¢i (horizontalni Skalovani) na rozdil od vertikalniho
Skalovani, kdy se stavajici pocitace vyméni nebo upgraduiji.

(Marz a Warren, 2015)

Generalizace
Cim méné bude systém specializovany, tim nabidne flexibilnéjsi podporu

pro rizné aplikace (Marz a Warren, 2015).

Rozsiritelnost

Pridat do systému novou funkcionalitu miize byt nékdy slozity a drahy
proces, pokud na to stavajici reSeni neni pripraveno. S timto casto souvisi
migrovani dat do nového formatu, které by meélo byt rychlé a snadné.

(Marz a Warren, 2015)

Ad hoc dotazovani

Moznost ad hoc dotazovani nad daty je velmi dilezitd. Velké datové sady
mohou ukryvat cenné informace, které by ziistaly skryty, pokud by systém
neumoziioval se na né zeptat.

(Marz a Warren, 2015)

Minimalni adrzba

Cim vic je systém komplexni, tim vic se zvy$uje moZnost riiznych selhani
a potteba udrzby pro jeho bezproblémovy chod. Pro udrzeni spravného fungovani
je tfeba také védét, kdy systém rozsirit. Aby byla potieba udrzby co nejmensi,
komponenty systému by mély byt, v rdmci moznosti, co nejjednodussi. Lambda
architektura se snazi prenést komplexnost do takovych casti systému, jejichz
vystupy jsou béhem par hodin nepotiebné a zachovat jednoduchost v jadru
systému.

(Marz a Warren, 2015)
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MozZnosti ladéni
Kazdy systém by mél nabizet mozZnosti a informace, potfebné pro reseni
problému nebo ladéni. Ze zadznaml procest systému musi byt moznost vystopovat
dtvod kazdé hodnoty a chyby.
(Marz a Warren, 2015)

8.2 Lambda architektura

Pro splnéni predeslych narokli na systém je vhodné pouZzit architekturu,
ktera je oznacovana jako Lambda Architecture. Tato architektura je rozdélena do
tr{ vrstev: speed layer, serving layer a batch layer. Dohromady tyto vrstvy zajisti

prostredi pro splnéni vSech poZadovanych vlastnosti sytému.
8.2.1 Vrstvy architektury

Batch layer

SlouZi pro predzpracovani dat, takze urychluje odpovédi na dotazy a Setri
vypocetni zdroje. Pokud je napriklad potieba zjistit pocet navstév urcité URL
adresy v urcitém casovém rozmezi, nemusi systém prochazet znovu vSechna data
a hledat jednotlivé navstévy, diky predzpracovani a indexaci uZ se pracuje pouze
s pohledy (batch view). Pro davkové predzpracovani dat se hodi napiiklad systém
Hadoop, ktery je podrobnéji popsan v dalsi kapitole. Davkové piedzpracovani je
psano ve formé jednovlaknovych programi, coZ usnadiiuje jejich paralelizaci
a Skalovani.

(Marz a Warren, 2015)

Serving layer

Po tom, co jsou pripraveny jednotlivé pohledy vrstvou batch layer, je tieba
je zptistupnit uZivateli. Timto se zabyva serving layer, coZ je v podstaté
distribuovana databaze, do niZ se nahraji pohledy a mize se k nim nahodné
pristupovat ve smyslu ¢teni nebo aktualizaci zaznamii. Databaze neslouzi pro
nahodné zapisy dat. Diky tomu je robustni, predvidatelna, jednoducha na nastaveni
a obsluhu. Priklad takovéto databaze je ElephantDB. KdyZ jsou dostupné nové

verze pohledi z vrstvy batch layer, vrstva serving layer je automaticky aktualizuje.
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(Marz a Warren, 2015)

Speed layer

Mezitim co vrstva batch layer predzpracovava data do pohledii a vrstva
serving layer je prebira, mohou vznikat v systému nova data, ktera by v tuto chvili
nebyla pristupnd pro dotazovani. Tato data jsou zahrnovana do vysledki diky
speed layer vrstvé a informace jsou tedy vzdy aktualni. Speed layer funguje
podobné jako batch layer, ale pracuje s aktudlnimi daty. Aby byla zajisténa co
nejvyssi rychlost, probiha zpracovani aktualnich pohledt inkrementalné, na rozdil
od batch layer, ktera zpracovava (zpravidla) znovu vSechna dostupnd data.

(Marz a Warren, 2015)

8.2.2 Sirsi pohled na architekturu

Jak je vidét na obrazku nizZe, nova data proudi do vrstev speed layer i batch
layer. Batch layer piredzpracuje z hlavni databaze jednotlivé pohledy, které jsou
nasledné indexovany a prevzaty do serving layer. Speed layer zpracovava pohledy
pro aktudlni data. Pti dotazovani jsou pak pohledy kombinovany.

(Marz a Warren, 2015)
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Obrazek 19 Lambda architektura
Zdroj: Marz a Warren (2015)

Pii vyuziti Hadoop, jako soucasti architektury, je zajiSténa robustnost
a odolnost proti selhani, protoze se dokaZe vyrovnat s hardwarovymi
i softwarovymi poruchami a pri lidském selhani je moZné upravit algoritmus nebo
se zbavit chybnych dat a znovu je vytvorit. Vrstvy batch layer a serving layer jsou
distribuované systémy a dovoluji jednoduchou Skalovatelnost. Lambda
architektura je sama o sobé obecnd, a proto umozZnuje zpracovavat libovolné
pohledy z libovolnych dat (spliiuje generalizaci). Master dataset (hlavni databaze)
je schopna pojmout jakykoliv typ dat. Pohledy mohou byt upravovany nebo
vytvareny nové, stejné jako funkce. Tim je zajiSténa rozsiritelnost. Batch layer je
stavéna pro ad hoc dotazovani, vSechna data jsou také dostupna z hlavni
databaze. Hadoop, ktery je, v tomto ptripadé, hlavni komponentou, neni ndro¢ny na
udrzbu, pokud ma spravce prislusné administrativni znalosti. Serving layer neni
slozit4, protoZe neumoZziiuje nahodny zapis a ma méné soucasti, kde by mohlo dojit
k chybam. Tim jsou sniZeny naroky na adrzbu systému. V navrZzeném feSeni jsou

vzdy k dispozici vstupni data z hlavni databaze i vystupni data v podobé pohledd.
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To plati i pro pripad mezikroki. MoZnosti ladéni jsou proto dostupné
ajednodussi. Vstupni i vystupni data nejsou vétSinou dostupna v tradi¢nich
databazich, kde aktualni hodnota nahrazuje minulou. Nizkou latenci zajiStuje
speed layer vrstva, ktera obsahuje databaze s moznosti rychlého pristupu k datim
vcetné nahodného zapisu. Takové systémy jsou komplexnéjsi a nachylnéjsi
k chybdm. Proto je vlastnosti Lambda architektury izolace komplexity, coz
znamena, Ze komplexita je prenesena na tu Cast systému, jejiZz vystupy jsou
potiebné jen docasné. Poté, co jsou v batch layer pohledy s daty z aktualnich
databazi zpracované, nejsou ve speed layer uz aktualni pohledy potrebné a lze se
jich zbavit.

(Marz a Warren, 2015)
8.2.3 Priklad systémii pro jednotlivé vrstvy

Hadoop
Apache Hadoop, jehoZ hlavnimi soucastmi jsou distribuovany souborovy
systém HDFS a programovaci model MapReduce pro distrubuované zpracovani
dat, se pro Lambda architekturu velmi hodi. HDFS hraje roli hlavni databaze, ktera
je vhodna pro zdpis a c¢teni rozsahlych datovych soubori, dovoluje paralelni
zpracovani dat, udrzuje jejich repliky, takZe riziko ztraty dat je minimalni a je
jednoduse skalovatelna. Stejné tak snadna Skalovatelnost MapReduce dovoluje
psat programy pro zpracovani dat, které kdyZz dokdZou zpracovat 10 gigabajtf,
stejné dobfe si poradi i s 10 petabajty dat. MapReduce automaticky paralelizuje
bézici tlohy napri¢ vypocetnimi zdroji v clusteru, stara se o synchronizaci, prenos
dat, planovani dloh a je odolny proti chybam. V Lambda architektui'e pracuje ve
vrstvé batch layer spolu s HDFS, ze kterého Cerpa data a pripravuje z nich
jednotlivé pohledy.
(Marz a Warren, 2015)

ElephantDB
ElephantDB (EDB) pracuje ve vrstvé serving layer. Jednad se
o distribuovanou databazi typu kli¢/hodnota, kde oboji uklada jako pole bajtd.

Kazdy pohled, vychazejici z batch layer, je rozdélen do fixniho poCtu mensSich casti

54



(shards), ktery je dan poctem reduce uloh na jeden pohled. Kazda cast je pak
indexovana a uloZena do distribuovaného souborového systému. Jednotlivé EDB
servery prebiraji pridélené casti pohledu (vCetné jejich replik), které jsou
rovnomeérné rozdéleny. Servery jsou také zodpovédné za mazani starych verzi
pohledi.

(Marz a Warren, 2015)

Cassandra
Pro speed layer je pouzZita databaze Cassandra. Ta ma za ukol
shromazdovat aktudlni data a ptipravovat z nich pohledy v readlném case (Marz

a Warren, 2015). Jeji model pro ukladani dat je zachycen na nasledujicim obrazku:

Column family: users

age — 25 |

‘ gender — female |

‘ location — CA |

Bob

| gender—male |

‘ nickname — chuck |

[Carie |— [ poss=25 ]

| birthday — 06/12/86 |

Obrazek 20 Datovy model databaze Cassandra
Zdroj: Marz a Warren (2015), upraveno

Cassandra byva oznacovana jako sloupcové orientovana databaze, ale jeji
model uklddani je vhodnéjsi popsat spiSe jako mapu, ktera odkazuje na hodnoty
v podobé dalsi mapy. Jak je vidét na predchazejicim obrazku, druh sloupct

(column family) je oznaceni pro nezavislou sadu dat, podobné jako tabulka
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v rela¢nich databazich. V tomto pripadé obsahuje informace o uZivatelich (users)
ve formé kli¢-hodnota. Tyto hodnoty tvofi par nazev-hodnota a jsou oznacovany
jako sloupce (columns). Jsou uloZeny fyzicky na jednom misté (coZ urychluje
pristup) ajejich mnozstvi a obsah se mohou lisit kli¢ od klice. Jeden kli¢ muze
odkazovat na tisice, nebo i miliony sloupcti.

(Marz a Warren, 2015)

8.2.4 Priklad: pocet pristupti na URL adresu

Tento priklad demonstruje, jaké postupy mohou byt vykonany pro
efektivnéjsi praci systému pii dotazovani se na pocet navstév urcité URL adresy.

UZzivatel se dotazuje na pocet pristupli na web v urcitém Casovém ramci
srozliSenim na uUrovni jednotek hodin. NejjednodusS$im reSenim je pripravit
pohledy pro kazdou URL adresu za kazdou hodinu. Takto zpracovany pohled miize

vypadat nasledovné:

URL Hour # Pageviews

foo.com/blog | 2012/12/08 15:00 876

foo.com/blog | 2012/12/08 16:00 987

foo.com/blog | 2012/12/08 17:00 762 Rgg;gﬁ
foo.com/blog | 2012/12/08 18:00 413

foo.com/blog | 2012/12/08 19:00 1098

foo.com/blog | 2012/12/08 20:00 657

foo.com/blog | 2012/12/08 21:00 101

Obrazek 21 Zpracovany pohled na tirovni hodin

Zdroj: Marz a Warren (2015)

Pii dotazovani jsou pak secteny pocty navstév v pozadovaném intervalu. V
ptripadé vétsiho rozsahu se vSak mize vyznamné navysit ¢as potiebny pro
zpracovani. Pro tyto pripady se vytvareji pohledy na riznych stupnich granularity,
napiiklad droven dnt, tydni nebo mésicli, které se pri dotazovani kombinuji.
Princip je zndzornén na obrazku:

(Marz a Warren, 2015)
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Month

Week

Day

Query range

Obrazek 22 Kombinace riznych stupii granularity

Zdroj: Marz a Warren (2015)

Casovy interval je naptiklad od 3. bi‘ezna 3:00 do 17. zaii 8:00. Na tirovni
hodin by bylo treba scitat 4 805 hodnot, ale s pohledy riznych granularit jen 26.
Jak ilustruje obrazek vyse, pti dotazu se vezmou hodnoty za jednotlivé mésice, ke
kterym jsou pricteny nebo naopak odecteny (Cervena barva na obrazku) hodnoty
z jednotlivych tydndi, dnii ahodin, aby bylo dosazeno sumy z poZadovaného
rozmezi. Vyhoda neni jen v uSetfeni vypocetnich sil pocitaci, ale také se snizuje
mnozstvi dat, potfebnych kptenaseni. To je dilezité, protoZe se jedna
o distribuovany systém, kde jsou data uloZena na rtznych strojich, discich a jejich
blocich. Potifebny c¢as pro preneseni dat ovliviiuji rtzné faktory, napriklad
vytiZenost sité nebo serveru, pristupova doba a rychlost disku a podobné. Proces
pak stoji na nejpomalejsim zapojeném clanku. Alternativnim nebo dopliiujicim
feSenim miize byt vyuziti indexace a tazeni, kdy jsou data uloZena fyzicky na
jednom misté. DalSiho zvySeni vykonu je moZné dosahnout napiiklad pouZzitim SSD
diskd, které jsou vSak podstatné drazsi v porovnani s klasickymi plotnovymi disky.

(Marz a Warren, 2015)
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9 Apache Hadoop

O Hadoop se mluvi nékolik let a diskuse preSla od akademickych uvah do
feSeni redlnych problémi. Z technického hlediska je to diky ,,vyzralosti“ systému
ataké vzniku jeho distribuci. Systém se totiz, kromé klicovych modulti, mtze
sklddat z mnoha dalsich ¢asti a jeho poskladani mutze byt slozité (napriklad kvili
nekompatibilité rdznych verzi komponent, které se rychle vyvijeji). Hadoop
distribuce jsou jiZ predpripravenym systémem, ktery je moZné vyuzit jako
platformu pro zpracovani big data. Hadoop je v zakladu urcen predevsim pro praci
s velkym mnozstvim nestrukturovanych dat. Pro splnéni pozadavkil big data je
kombinovan i s tradi¢nimi systémy, napriklad rela¢nimi databazemi, které maji
fadu opacnych vlastnosti a hodi se zase pro jiné tlohy.

(Augustin, 2014)
Na otazku, proc pravé ted zacit pouZzivat Hadoop, odpovida citace:

»Nizkd tivodni investice i provozni ndklady, vstricnd licencni politika, pripady
uZiti slibujici zvyseni konkurenceschopnosti, to jsou hlavni diivody, pro¢ pravé ted’
zacit s Hadoop ekosystémem. DalsSim driverem bude snaha o vybudovdni vlastniho
know-how a zaskoleni internich zdroji, protoZe pocet zkusenych a dostupnych ,big
data’ specialistii na ceském trhu je nizky.”

(Augustin, 2014)

Apache Hadoop ma své koreny v projektu Apache Nutch, coZ je webovy
vyhledavag, tvorici ¢ast projektu Apache Lucene - Siroce pouzivanou knihovnu pro
textové vyhledavani. Architektura Apache Nutch vSak postradala dostatecnou
Skalovatelnost pro webové métitko, a proto vznikla open source implementace
souborového systému od Googlu (Google Distributed Filesystem - GFS),
pojmenovand Nutch Distributed Filesystem (NDFS). Podobné Google pozdéji
predstavil framework MapReduce pro distribuované zpracovani dat, ktery byl
vyvojari Nutch implementovan a pouzit, podobné jako NDFS. Diky tomu dosahly
moZnosti Apache Nutch ddl, nez by se dalo vyuZzit v oblasti vyhledavani, a proto
vznikl projekt Apache Hadoop.

(White, 2012)
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Spole¢nost Apache Software Foundation, pod kterou Hadoop spada, udava
popis na oficidlnich strankach Welcome to Apache™ Hadoop®! (2014), podle
kterého je cilem projektu Apache Hadoop vyvoj open source softwaru pro
spolehlivé, skalovatelné a distribuované vypocty. PisSe o Hadoop jako o softwarové
knihovné aframeworku, ktery umozZnuje distribuované zpracovani velkych
datovych setli napii¢ pocitacovymi clustery (skupina pocitacl spolupracujicich
prostirednictvim pocitaCové sité) pomoci jednoduchych programovacich modeli.
Mize bézet jak na jednom, tak na tisicich pocitacich, které nabizeji lokalni
vypocetni a dloZné zdroje. Neni treba vyuZivat Spickovy (high-end) hardware, ale
béZné dostupny komoditni hardware, ktery je sice nachylnéjsi k porucham, ale
vysoka dostupnost je zajisténa na aplikani vrstvé. Projekt Hadoop zahrnuje tyto

hlavni moduly:

e Hadoop Common - zakladni nastroje pro podporu dalsich moduld.

e Hadoop Distributed Filesystem (HDFS, prejmenovany z NDEFS) -
distribuovany souborovy systém.

e Hadoop YARN (Yet Another Resource Negotiator) - planovac uloh
a spravce vypocetnich zdroju.

e Hadoop MapReduce - systém pro paralelni zpracovani dat, zaloZeny
na YARN.

(Welcome to Apache™ Hadoop®! 2014)

Jak udava Dolejs (2012), Hadoop je vyuzivan svétovymi spolecnostmi jako
Yahoo! nebo Facebook, ale da se vyuZit i v mensSich firmach, v obou pripadech se
usetii naklady na spravu dat.

Aby bylo zajisténo rychlé Cteni a zapis velkého mnozstvi dat v co nejkratSim
Case, je vyuzivano vice pevnych diskii, mezi které jsou data rozdélena, a pristup
k nim probiha paralelné. Pro pripad selhani hardwaru je dostupnost dat zajisténa
jejich replikaci. MapReduce miliZeme porovnat s rela¢nimi databdzovymi systémy
(RDBMS). Zatimco RDBMS pracuji se strukturovanymi daty s vysokou integritou
aumoznuji rychlejsi zmény mensiho mnoZstvi dat vdatabazi diky indexaci,

MapReduce je vhodny spiSe pro ¢astecné strukturovani nebo nestrukturovana
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data a pro zpracovavani celych datovych setf, jejichZ obsah se priliS$ neméni, ale
Casto se knému pristupuje. Rozdily jsou shrnuty v tabulce niZe. Tyto rozdilné
pristupy jsou, mimo jiné, diisledkem fungovani a vyvoje pevnych disk. Hraje zde
roli napriklad pristupova doba (latence) nebo rychlejsi zvySovani kapacity diski
v poméru k rychlosti Ctent.

(White, 2012)

Tabulka 4 Srovnani RDBMS a MapReduce
Zdroj: White (2012)

Relac¢ni databaze MapReduce
MnoZstvi dat Gigabajty Petabajty
Pristup Interaktivni a davkovy  Davkovy
Zmény dat Casté ¢teni a zapis Jeden zapis, Casté Cteni
Struktura Statické schéma Dynamické schéma
Integrita Vysoka Nizka
Skalovatelnost Nelinearni Linearni

9.1 HDFS

Hadoop Distributed Filesystem (HDFS) je distribuovany souborovy systém,
navrzeny pro fungovani v rdmci pocitacového clusteru. Oproti béZnym systémim
soubori pro jeden disk, které maji velikost bloku disku vétSinou 4 - 32 kB, uklada
HDFS soubory v blocich o velikosti 64 MB (defaultné). Dlivodem je preference
propustnosti pred latenci - je vhodny pro cteni velkych soubort. HDFES je
optimalizovan pro ukoly typu ,zapi$ jednou, ¢ti mnohokrat“. Pro pripad selhani
disku jsou soubory replikovany na jiném pocitaci v ramci clusteru.

(Turkington, 2013)

Systém HDFS neni vhodny, pokud poZadujeme nizkou latenci nebo castou
modifikaci soubort. Jeden soubor mizZe teoreticky obsadit celou tloZnou kapacitu
clusteru, ale neni mozné ukladat prili§ mnoho malych soubort. Diivodem je pocitac
oznacovany jako NameNode, ktery uklddd metadata souborového systému do
operacni paméti, a zaleZi tedy na jeji kapacité. Milion soubort o velikosti jednoho
bloku zabere priblizné 300 MB kapacity paméti.

(White, 2012)
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Bloky disku
Systém souborti HDFS rozdéluje disk na bloky, v defaultnim nastaveni
o velikosti 64 MB. Vétsi soubory se déli do vice nezavislych bloki, které nemusi byt
fyzicky na stejném ulozisti. Diky tomu mtize byt soubor vétsi nez jakykoliv disk
vsiti. ProtoZe jednotku abstrakce tvori blok fixni velikosti a ne soubor,
zjednodusSuje se sprava ukladani a sniZuje se mnoZstvi metadat. Typicky je kazdy
blok replikovan na tiech fyzicky oddélenych pocitacich pro pripad havarie.
(White, 2012)

Velikost blokii 1ze nastavovat podle velikosti jednotlivych soubort, takze se
posledni blok zmensi a neplytva se tak mistem (Wadkar, Siddalingaiah a Venner,

2014).

NameNode a DataNode
PocitaCovy cluster je tvoren pocitaci, které predstavuji uzly (nodes). Nazvy
uzli se odvijeji od nazvu procesu, ktery na nich béZzi. Nadiizeny uzel, zvany
NameNode (NN), spravuje jmenny prostor souborového systému HDFS. Udrzuje
metadata o souborech a adresarich, tvoricich stromovou strukturu, a poskytuje
uzivateli jednotny pohled na data. Na uzlech v uloze DataNode (DN), které jsou
podrizené nadiizenému NameNode, se nachazeji samotna data. Pokud Kklient
potirebuje pracovat se soubory, od NN ziska jen potrebna metadata a pristupuje
pak k DN uzlim. Samotna data uz pies NN neproudi. Pri ztraté metadat z NN uzlu
jsou data na DN uzlech nepouZitelna. DN posilaji NN uzlu pravidelné zpravu o své
funk¢nosti (heartbeat), aby se predesSlo odkazovani na nefunkéni uzel v piipadé
poruchy.
(Wadkar, Siddalingaiah a Venner, 2014)

Skriptem shin/start-dfs.sh se sluzby NameNode a DataNode spusti. Webové
rozhrani NN uzlu je na portu 50070 (http://namenode_host:50070). Rozhrani
nabizi ptrehled informaci o stavu HDFS, prochazeni souborového systému, stav
DataNode uzli, ¢teni logii a dalsi.

(Lam, 2011)
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Proces zapisu souboru

Na nasledujicim diagramu je zachycen proces zapisu. Pro tento pripad je

predpokladana typicka arovern replikaci dat, tedy uroven 3.

Client

@
4 l 1. Create File request
2. Get List of DataNodes
HDFS Client = MNameMNode 3. Write to DataNodes
(Local to ® pipeline
Client) 4. Receive
Acknowledgement
[ 5. Commit and Close
DATANODE 1 DATANODE 2 -
@ @ @

DATANODE3

Data Write (Replication) Pipeline

Obrazek 23 Proces zapisu souboru v HDFS

Zdroj: Wadkar, Siddalingaiah a Venner (2014)

——

Popis jednotlivych krokt podle Wadkara, Siddalingaiaha a Vennera (2014):

1. Klient za¢ne obsah ukladat do doc¢asného souboru v lokalnim souborovém

systému predtim, neZ kontaktuje NameNode.

2. Jakmile velikost dat dosahne velikosti jednoho bloku, klient kontaktuje

NameNode.

3. NameNode vytvoii soubor v HDFS a Kklientovi posle identifikatory

a umisténi DataNode uzlii. Tato zprava obsahuje i seznam uzli pro replikaci

dat.

4. Datajsou zapsana do DataNode uzli a docasny soubor na klientovi se maze.

5. NameNode potvrdi prenos a soubor se stane viditelnym v systému.

(Wadkar, Siddalingaiah a Venner, 2014)

Proces ¢teni souboru

Podobné, jako v predchozi Casti, je niZze uveden diagram zachycujici

jednotlivé faze Cteni souboru.
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1. Read File request
@ 2. Get list of blocks and their
l locations
3. Read blocks from data

@ . nodes directly
HDFS Client @ 4. Close
(Local to NameNode

Client

Y

)

Client)

| o)
® O] +

@ DATANQDE 1 DATANODE 2 DATANODE3

Nodes which contain the file contents and its replicas

Obrazek 24 Proces ¢teni souboru v HDFS

Zdroj: Wadkar, Siddalingaiah a Venner (2014)
Popis jednotlivych krokt podle Wadkara, Siddalingaiaha a Vennera (2014):

1. Klient kontaktuje NameNode, ktery vraci seznam blokid a jejich lokaci
vCetné jejich replik.

2. Klient zacne cCist soubor z DataNode uzlu. Pokud nastane problém, pokusi se
o Cteni replikovanych dat z jiného umisténi.

3. Pri c¢teni bloku se kalkuluje kontrolni soucet (checksum), ktery se
porovnava se souctem vzniklym pii zapisu souboru. Pokud soucty
nesouhlasi, kontaktuje se jiny DataNode s replikou dat.

(Wadkar, Siddalingaiah a Venner, 2014)

Smazani souboru

HDFS mizZe pouzivat koS, podobné jako je znamy z Windows nebo jinych
systémi. Defaultné neni vSak koS v HDFS povolen. Aktivace koSe se provede
pfidanim vlastnosti fs.trash.interval do Kkonfigura¢éntho souboru
/etc/hadoop/core-sitexml. Jako hodnota se uvadi doba do automatického
odstranéni souboru z koSe v minutach. Konkrétné pro nastaveni kose je treba, aby

soubor core-site.xml obsahoval nasledujici kdd:

<configuration>
<property>
<name>fs.trash.interval</name>
<value>600</value>
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</property>
</configuration>

Hodnota automatického vysypani koSe (value) je nastavena na 600 minut.
Podobné se nastavuji mnohé dalsi vlastnosti systému. Pri smazani jsou pak
soubory presunuty do adresadre .Trash, ktery se nachazi v domovské sloZce
kazdého uZivatele. Vymazani obsahu koSe pred uplynutim nastaveného intervalu

se provede, v prikazové radce, nasledujicim prikazem:

$ hdfs dfs -expunge

Obnoveni souboru se provede jednoduse jeho presunutim z adresare .Trash
na pozadované misto.

(White, 2012)

Checkpoint Node a Backup Node

NameNode za béhu systému zapisuje zmény v souborovém systému do log
souboru edits. Pri spousténi nacte NN obraz HDFS ze souboru fsimage a aplikuje
zmeény zaznamenané v souboru edits. Nasledné vznikne novy fsimage soubor,
zahrnujici zmény, a dale se jiZ pracuje s prazdnym logem edits. ProtoZe na NN uzlu
probiha tato operace jen pri spousténi, mliZze se po case stat soubor edits prilis

VIV

(HDFS Users Guide, 2015)

Checkpoint Node slucuje soubory fsimage a edits pravidelné a udrZuje tak
velikost logu v ramci limitu. Vznikly stav se oznacuje jako checkpoint. Poté je tento
stav odeslan do NN uzlu. Zastaralejsi forma Checkpoint Node je Secondary
NameNode, ktery se lisi tim, Ze nema funkci nahravani stavu do NN uzlu. Ten musi
po checkpointu stahovat data sam. Dalsi nevyhodou je samotny nazev Secondary
NameNode, ktery je matouci a vyvolava dojem, Ze se jedna o jakysi zaloZni
NameNode, ktery prevezme funkci hlavniho NN uzlu pii jeho havarii. Backup
Node poskytuje stejnou funkcionalitu jako Checkpoint Node, ale navic je s NN

synchronizovany. Nemusi pravidelné stahovat edits soubor, protoZe mu ho NN
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odesila v realném case. UdrZuje aktudlni stav v operacni paméti a vytvari
checkpoint uloZenim do fsimage souboru.

(Hadoop: NameNode, Checkpoint Node and Backup Node, 2013)

HDFS Federation

NameNode si udrZuje reference na kazdy soubor a blok v operacni paméti,
coz mizZe byt problém u velkych clusterii, kde by pamét mohla byt limitujici faktor
pro Skalovani. HDFS Federation umoZiuje rozsireni clusteru o dal$i NameNode
uzly, kde kazdy spravuje ¢ast jmenného prostoru souborového systému. Jeden uzel
miizZe napiiklad spravovat soubory pod slozkou /user a druhy pod /share. Jmenny
prostor predstavuje adresare, soubory a bloky. Kolekce bloki spadajicich pod
jeden jmenny prostor se nazyva Block Pool. Mezi NameNode uzly ve federaci
nezavisle na sobé.

(White, 2012)

HDFS High Availability

[ pri replikaci metadat na vice souborovych systémech a vyuzivani
Checkpoint Node, Backup Node nebo Secondary NameNode uzlu, neni zajisténa
vysokd dostupnost (high availability). KdyZ nastane selhani, mlize u velkych
clusterii vzniknout prodleva 30 i vice minut pfi startu nového NameNode uzlu.
Administrator musi spustit novy NN, nakonfigurovat klienty a DataNode uzly pro
spolupraci s novym NN uzlem, ktery musi znovu nacist soubory fsimage a edits do
operacni paméti a Cekat na potvrzovaci zpravy od DataNode uzlii. Hadoop od verze
2 toto tesi podporou HDFS High Availability. V této implementaci je dalSi NN uzel
v pohotovostnim rezimu (Standby NameNode) a v ptipadé poruchy primarniho
NN uzlu je pripraven pievzit jeho funkci radoveé v desitkach sekund.

(White, 2012)

Aktivni NN a Standby NameNode by mély béZet na rovnocenném hardwaru.
Aby stav aktivniho a pohotovostniho uzlu zlistal synchronizovany, vyuziva se
sluzba zvana JournalNode (JN). ProtoZe je relativné nendroc¢ni, mizZe béZet

spolecné s NameNode, JobTracker nebo YARN Resource Manager, nejsou pro ni
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nutné samostatné pocitace. Prostrednictvim N sluzby se sdili stav edits souboru
mezi obéma NN uzly. Tyto zmény musi byt odeslany na vétSinu JN uzld, proto je
nutné, aby byly spuSténé minimalné tfi oddélené instance JN. Pri tfech instancich
je systém schopen odolat poruse jednoho pocitaCe. Pocet JN instanci miize byt
vyssi, ale musi se jednat vZdy o liché ¢islo, aby se zvysila mira tolerance selhani.
Pro n instanci je systém schopen zvladnout (n - 1) / 2 poruch. Je také potieba, aby
Standby NameNode mél aktualni informace o DataNode uzlech, proto musi byt
kazdy DN nastaven tak, aby odesilal zpravu o funk¢nosti (heartbeat) a lokacich
blokii obéma NN uzlim. Pri HDFS High Availability se o vytvareni checkpointu
stara Standby NameNode a nepouZivaji se uzly Secondary NameNode, Checkpoint
Node, ani Backup Node. To dovoluje vyuzit jejich hardware pro prechod na HDFS
High Availability ze systému, kde tato architektura nebyla pouZita.

(HDFS High Availability Using the Quorum Journal Manager, 2015)

Prikazova radka

Jednim ze zpisobt, jak komunikovat s HDFS, je prikazova radka. Je to
nejjednodussi a také velmi oblibeny zplisob pro mnohé vyvojare (White, 2012).
DileZité skripty pro tuto ¢ast jsou v baliku Hadoop umistény v adresari bin.
Konkrétné bin/hadoop a bin/hdfs. White (2012) uvadi jako zakladni ptikaz pro
praci s HDFS hadoop fs, nicméné podle deRoos (2014) se jedna o zastaraly
zpusob a od verze Hadoop 2 se doporucuje uZivat prikaz hdfs dfs, i kdyz je
mozno uZzit obé varianty. K ziskani popisu vSech prikazi pro dany skript, ho staci
pouze spustit bez dalSich argumenti. Pokud jde o cestu k souboru, prijima
ptikazovy procesor (shell) pro souborovy systém jako argumenty URI (Uniform
Resource Identifier). Takova cesta je ve tvaru scheme://authority/path. Pokud se
vynechaji ¢asti scheme a authority, jsou doplnény podle nastaveni v konfigura¢nim
soboru. Cast scheme miZe nabyvat hodnot hdfs pro HDFS nebo file pro lokalni
souborovy systém. Napriklad pro cestu hdfs://NameNode_host/parent/child
miiZeme pouZit jen parent/child, pokud je scheme a authority nastaveno na
hdfs://NameNode_host. Vétsina piikazi funguje podobné jako jejich ekvivalenty
v unixovych systémech.

(Apache Hadoop 2.7.1, 2015)
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Aby bylo moZno vykonavat MapReduce ulohy, je tfeba vytvorit domovsky
adresar uzivatele a slozku /user, ve které se ma nachazet. Toto se provede

prikazem mkdir:

S hdfs dfs -mkdir /user
$ hdfs dfs -mkdir /user/john

Jako uZivatelské jméno je zde pouZito john. Pro dalsi ukazku je vytvorena
slozka /user/john/folderl a z lokalniho souborového sytému zkopirovan jiz

existujici textovy soubor doc.txt do adresare folder1 v HDFS.

$ hdfs dfs -mkdir /user/john/folderl
$ hdfs dfs -put doc.txt /user/john/folderl

Ke kopirovani z lokalniho systému soubort do HDFS slouzi ptikaz put . Pro
opaCny smér pak get, nebo je moZné pouZit podobné pracujici prikazy

copyFromLocal acopyToLocal.

Obsah adresare john vypise prikaz 1s.

$ hdfs dfs -1s /user/john/

Found 2 items

-rw-r--r—-- 1 john supergroup 118 2016-01-10 16:38 /user/john/doc.txt
drwxr-xr-x - john supergroup 0 2016-01-10 16:33 /user/john/folderl

Jednotlivé sloupce vypisu maji nasledujici vyznam:

1. Prvni sloupec ukazuje méd souboru (file mode), ,-“ pro soubor nebo ,d“ pro
adresar, dalsi znaky udavaji pristupova prava.

2. Druhy sloupec ukazuje nastaveny faktor pro replikaci soubort (v tomto

pripadé 1), coz se nevztahuje na adresare.

Ve tretim sloupci najdeme vlastnika souboru.

Po vlastnikovi souboru je zde uvedena skupina, do které patfi.

Nasledujici ¢islo udava velikost souboru v bajtech, u adresart je vzdy nula.

o 1ok W

V Sestém sloupci je zaznamenano datum posledni zmény.
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7. V sedmém sloupci potom cas posledni zmény.
8. Posledni tidaj oznacuje cestu k souboru nebo adresari.

(deRoos, 2014)

9.2 MapReduce

MapReduce (MR) je framework pro programatory, predstaveny firmou
Google v roce 2004. Umoziuje vytvareni vysoce paralelizovanych a distributivnich
algoritmti ke zpracovani velkého mnozstvi dat. Je navrzen, aby fungoval na
clusterech sloZenych z béZného komoditniho hardwaru. Vychazi z principu ,rozdél
a panuj“. Jedna se o hlavni vypocetni komponentu systému Hadoop a patii mezi
nejoblibenéjsi a nejlepsi v oblasti zpracovani velkého mnozstvi dat. Mnoho
problémt, tykajicich se naptiklad vyhledavani na bazi rozpoznavani vzord,
zpracovavani grafii nebo strojového uceni, bylo diky MR vyieSeno.

(Lublinsky, Smith a Yakubovich, 2013)

Komplexitu paralelnitho programovani skryvaji pomoci abstrakce nastroje
Apache Pig nebo Apache Hive (deRoos, 2014).

V porovnani s dotazovacim jazykem SQL dovoluje MR zpracovavat data ve
vice obecnéjsich podobach. Z dostupnych dat se daji napriklad vytvorit komplexni
statistické modely. Pokud vSak potifebujeme pracovat s daty vhodnymi spiSe pro
rela¢ni struktury, neni MR pftili$ obratny. V tomto pripadé je moZno vyuzit radu
rozsireni dovolujicich psat dotazy podobné SQL jazyku, které jsou pak prevedeny
do k6du MR.

(Lam, 2011)

MapReduce model

Model MapReduce je rozdélen do dvou Kkrokii: Map a Reduce. V prvni
mapovaci fazi mohou byt vstupy rozdéleny do logickych ¢asti, z nichZ miiZe byt
kazda zpracovana nezavisle. Vystupy mohou byt fyzicky rozdéleny do odliSnych
setd, které jsou pak sefazovany. Kazda sefazend cast je pak preddna do druhé faze
procesu (Reduce). Jedna uloha muZe zpracovavat paralelné jednotlivé casti

zadznamu a zaroveil mliZe paralelné béZet vice riznych dloh. Pro ndzornost se ¢asto
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udava priklad aplikace, kterda spocitd pocet vyskytl jednotlivych slov v sadé

textovych dokumentt.

1. Po prvnim kroku Map dostaneme vystupy v podobé <kli¢, hodnota>, kde kli¢
je slovo v dokumentu a hodnota je pocet jeho vyskyti (v tomto pripadé
bude vzdy 1, viz dale). Seznam téchto zaznamd, ze zpracovani jednoho
dokumentu, mize vypadat nasledovné:

e <"Hadoop", 1>
e <"Hadoop", 1>
e <"Hadoop", 1>
e <"koncept”, 1>
o <"koncept”, 1>
o <"jazyk", 1>

2. V mezifazi, kterd je oznacovana jako Shuffle and Sort, se tyto zdznamy

prepracuji do podoby <kli¢, seznam hodnot>:
e <"Hadoop", [1,1, 1]>
o <"koncept”, [1, 1]>
o <Jjazyk’, [1]>

3. V poslednim Reduce kroku se pak zpracuji zaznamy z celého setu
dokumenti predeslé Shuffle and Sort faze, takze findlni vystup mize
obsahovat napriklad:

e <"Hadoop", 1467>
e <"koncept", 653>
o <"jazyk", 946>

(Wadkar, Siddalingaiah a Venner, 2014)

Vysledek z prvniho kroku obsahuje nékteré zaznamy vicekrat a u vSech je
jako hodnota cislo 1. Toto se d4 zménit odliSnym naprogramovanim kroku Map,
takZe napriklad misto tii zaznaml <"Hadoop", 1> by zlstal jen jeden <"Hadoop”,
v nékterych situacich miiZe ptinést zvyseni vykonu.

(Lam, 2011)
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Faze Reduce se nemusi provadét vzdy. V nékterych situacich miize stacit
pouze vystupy z faze Map. Takové aplikace se oznacuji jako map-only jobs.

(deRoos, 2014)

Soucasti MapReduce a YARN
Ve starSich verzich MR je hlavni komponenta JobTracker, ktera zajistuje
pomérné mnoho ukolli a to zplisobuje urcitd omezeni. MapReduce prosel
prepracovanim a nova verze je oznacovana jako NextGen MapReduce, MapReduce
2.0, MRv2, nebo také Yet Another Resource Negotiator (YARN). YARN
a MapReduce vsak nejsou totéZ. YARN prevzal funkce planovace dloh a spravce
vypocetnich zdroji a s MR spolupracuje (Welcome to Apache™ Hadoop®! 2014).
Mezi hlavni soucasti YARN se ftadi ResourceManager, NodeManager
a ApplicationMaster. S novou verzi{ MR se zvysila flexibilita, Skalovatelnost a vykon.
ResourceManager (RM) predstavuje nadiizeny uzel. Je to planovac, ktery
pridéluje vypocetni zdroje aplikacim, které je vyZaduji. NodeManager (NM) bézi
na vSech podrizenych uzlech. Kazda instance NM odesila sluzbé RM informace
o dostupnych vypocetnich zdrojich na konkrétnim podiizeném uzlu. Vypocetni
zdroje jsou sdruzovany do kontejnerii (containers), které obsahuji nutné zdroje
pro béh aplikace. Zdroje v kontejneru predstavuji: CPU, opera¢ni pamét, Sirka
pasma (bandwidth) a misto na ulozisti. Tyto kontejnery pak bézi jako jednotlivé
procesy na podiizeném uzlu. Kazda aplikace béZici v Hadoop clusteru ma
pridruZenou vlastni instanci ApplicationMaster (AM). V pribéhu aplika¢niho
vykonu odesila AM zpravy o stavu sluzbé RM.
(deRoos, 2014)

Input splits

Protoze HDFS uklada sobory po blocich, jejichz hranice mohou byt
jednotlivymi soubory prekroceny, pouziva Hadoop logickou reprezentaci soubort
oznacovanou jako input splits. Jednotka input split je zpracovavana jednou
mapovaci ulohou. Aplikace MR vypocita input splits, aby védéla, kde v bloku zacina
prvni zaznam a kde kon¢i posledni zdznam. KdyZ posledni zdznam presahuje do

jiného bloku, input splits obsahuji informace o lokaci dalsiho bloku a posunu bajtt
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(byte offset) v radku. V pripadé velkého mnozstvi zpracovavanych bloki je mozné
nastavit ApplicationMaster sluzbu (nebo JobTracker v Hadoop 1), aby pocitala
input splits misto MR klienta, coZ zvysi vykon.

(deRoos, 2014)

Komprimace soubort

S délenim sobort (input splits) souvisi také jejich komprimace (komprese),
ktera usSetii misto v ulozisti. Hadoop podporuje fadu kompresnich algoritm,
vcetné gzip, bzip2 nebo DEFLATE. Formaty gzip a DEFLATE nepodporuji déleni
soubort tak, aby mohly byt zpracovany paralelné, proto jsou vhodnéjsi spise pro
mensi soubory, které mohou byt zpracovany jednou tlohou (podle Whitea (2012)
je gzip v podstaté DEFLATE s extra zahlavim a zadpatim). Format bzip2 podporuje
déleni souborti od verze Hadoop 0.21.0, ale je relativné nevykonny. Vhodnym
komprimacnim nastrojem je LZO, ktery ma rychlou dekompresi a podobné rychlou
kompresi jako DEFLATE a zaroven podporuje vhodné rozdéleni soubort.

(deRoos, 2014)

Soubor LZO musi byt predzpracovan indexacnim nastrojem, obsaZenym
v knihovnach Hadoop LZO, a musi byt pouzit odpovidajici vstupni format pro
MapReduce, aby bylo mozné pouZit déleni soubori. Distribuce Apache Hadoop
neobsahuje knihovny LZO, protoZe jsou vazany GPL licenci a musi byt opatieny
z externiho zdroje. Systém miiZe byt nakonfigurovan tak, aby vystupy z MR uloh
byly rovnou komprimovany a pii prenaseni dat byl jejich objem mensi.

(White, 2012)

Programovani MapReduce aplikaci

Programovani MR uloh probiha vétSinou v jazyce Java, ve kterém je také
Hadoop napsany, ale pouZitim Hadoop streaming je moZné programovat
v jakémkoliv programovacim nebo skriptovacim jazyce, ktery podporuje
standardni vstup a vystup.

(Holmes, 2012)
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Pro aplikaci je potreba napsat tri tridy. Hlavni tfida, ktera definuje strukturu
aplikace a spousti ji, se oznacuje jako driver. Dalsi dvé tfidy se oznacuji podle faze
zpracovani, kterou vykonavaji. Tfida pro prvni mapovaci krok je Mapper a tfida
pro druhy krok je Reducer. DeRoos (2014) pouZziva pro ukazku data obsahujici
zaznamy o komerc¢nich letech v USA, podle tohoto autora jsou priklady zpracovany.
Cilem aplikace je vypocitat mnozstvi letl pro kazdého dopravce. Trida

FlightsByCarrier.java (driver) vypada nasledovné:

/71

import org.apache.hadoop.fs.Path;

import org.apache.hadoop.io.*;

import org.apache.hadoop.mapreduce.Job;

import org.apache.hadoop.mapreduce.lib.input.TextInputFormat;
import org.apache.hadoop.mapreduce.lib.output.TextOutputFormat;

public class FlightsByCarrier {
public static void main (String[] args) throws Exception ({

/] 2

Job job = new Job();

job.setJarByClass (FlightsByCarrier.class) ;
job.setJobName ("FlightsByCarrier") ;

// 3
TextInputFormat.addInputPath (job, new Path(args([0]));
job.setInputFormatClass (TextInputFormat.class);

// 4
job.setMapperClass (FlightsByCarrierMapper.class) ;
job.setReducerClass (FlightsByCarrierReducer.class);

// 5

TextOutputFormat.setOutputPath (job, new Path(args[l1l])):
Jjob.setOutputFormatClass (TextOutputFormat.class) ;
job.setOutputKeyClass (Text.class) ;
job.setOutputValueClass (IntWritable.class);

// 6

job.waitForCompletion (true) ;

Tato kostra driveru ziistava u vSech aplikaci viceméné podobna. Podle cisel

v komentatich tridy je usporaddan nasledujici popis:
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Jsou importovany vSechny potrebné Hadoop tridy. Je pouZito nové
MapReduce API org.apache.hadoop.mapreduce (starsi API pouZziva
balicek org.apache.hadoop.mapred).

Trida Job reprezentuje celou MapReduce aplikaci. Je zde nastaveno jméno
tridy, ktera spousti ulohu a pak je nastaven identifikator dlohy. Defaultné
jsou nacteny vlastnosti ulohy ze souboru etc/hadoop/conf, ale je mozné je
zménit nastavenim vlastnosti tiidy Job.

Nastavi se cesta k datlim, ktera maji byt zpracovana a o¢ekavany format dat.
Vychozi format vstupu je Text InputFormat.

Nastavi se tridy Mapper a Reducer. Pokud se provadi jen mapovaci faze

(map-only job), nenastavuje se Reducer a pocet dloh se vynuluje zaddnim

job.setNumReduceTasks (0).

5. Je zadana cesta pro vystupni data, jejich format a format klice a hodnoty.

6. Posledni ¢ast kédu spusti aplikaci a ¢eka se na potvrzovaci zpravu.

(deRoos, 2014)

Dalsi soubor definuje mapovaci tiidu FlightsByCarrierMapper.java.

// 1
import
import
import
import

// 2
public

java.io.IOException;
au.com.bytecode.opencsv.CSVParser;
org.apache.hadoop.io.*;
org.apache.hadoop.mapreduce.Mapper;

class FlightsByCarrierMapper extends

Mapper<LongWritable, Text, Text, IntWritable> ({

//

3

@Override
protected void map (LongWritable key, Text value, Context

context) throws IOException, InterruptedException ({

// 4
if (key.get() > 0) {
String[] lines = new
CSVParser () .parseline (value.toString()) ;
// 5

context.write (new Text (lines[8]), new IntWritable(l));

73



Trida pro mapovaci fazi se, v porovnani s ostatnimi, u rtznych aplikaci

nejvice lisi. Nasleduje jeji popis:

1. Jsou importovany vSechny potrebné tfidy. CSVParser se standardné mezi
Hadoop tfidami nenachazi, ale je zde pouZit pro jednoduchost.

2. Explicitni nastaveni Mapper tridy, udavajici format klice a hodnoty na
vstupu i vystupu.

3. Metoda map urcuje ndzvy proménnych pro klice a hodnoty a pro objekt
Context, ktery je zapisuje.

4. V tomto bloku kédu se déje vlastni zpracovani. Podminka pieskoci
separovani (parsing) prvniho fadku souboru, protoZe obsahuje jen nazvy
sloupcti. Nasledné jsou jednotlivé zaznamy separovany metodou
parseline.

5. Z pole retézcli se do objektu Context vrati jako kli¢ devata hodnota, ktera
reprezentuje dopravce (podle struktury soboru) a jako hodnota cislo 1
(jeden let).

(deRoos, 2014)

Posledni tiida FlightsByCarrierReducer.java:

// 1

import java.io.IOException;

import org.apache.hadoop.io.*;

import org.apache.hadoop.mapreduce.Reducer;

/] 2
public class FlightsByCarrierReducer extends
Reducer<Text, IntWritable, Text, IntWritable> ({

// 3
@Override
protected void reduce (Text token, Iterable<IntWritable>
counts, Context context) throws IOException,
InterruptedException {
int sum = 0;
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// 4
for (IntWritable count : counts) {
sum += count.get ()

}
/75

context.write (token, new IntWritable (sum))

1. Jsou importovany potiebné tridy.

2. Specifikace Reducer tridy, udavajici format klice a hodnoty na vstupu
i vystupu.

3. Metoda reduce urcuje nazvy proménnych pro klice a hodnoty a pro objekt
Context, ktery je zapisuje.

4. Blok for cyklu secte vSechny hodnoty v seznamu pro dany klic.

5. Metoda write zapiSe finalni soucet. Jako kli¢ je pouZzit obsah proménné

token a jako hodnota obsah proménné sum.

(deRoos, 2014)
Po zkompilovani kédu a vytvoreni JAR souboru se miuZe aplikace spustit

nasledujicim piikazem:

hadoop jar FlightsByCarrier.jar FlightsByCarrier
<cesta k csv_souboru> <cesta k vystupnimu soboru>

(deRoos, 2014)

9.3 Apache Bigtop

Hadoop je moZno ziskat ve formé distribuci. Tyto distribuce integruji cely
ekosystém projektl, tykajicich se Hadoop, do jednoho celku. Jednim z takovych

distribuci je Apache Bigtop, ktery je Cisté open source a zahrnuje tyto komponenty:

e Apache Crunch, e Apache Pig,
e Apache Flume, e Apache Solr,

75



e Apache Giraph, e Apache Sqoop,

e Apache HBase, e Apache Whirr,

e Apache HCatalog e Apache ZooKeeper,
e Apache Hive, e Cloudera Hue,

e Apache Mahout, ¢ LinkedIn DataFu.

e Apache Oozie,

Vyhodou pouZiti predpripravené distribuce, oproti vlastnimu sestaveni
systému, je jeji snadna instalace, odpadnuti rizika nekompatibility raznych verzi
komponent nebo nutnosti testovani. DalSi firmy nabizejici vlastni distribuce
Hadoop jsou: Cloudera, EMC, Hortonworks, IBM, Intel, MapR a dalsi.

(deRoos, 2014)

Apache Crunch

Apache Crunch je Java knihovna, kterd usnadnuje vytvareni jednoduchych
uloh, jako spojovani nebo agregaci dat. Pti pouziti Cistého MapReduce je jejich
implementace zbytecné slozitad. Zvlasté se Crunch hodi pro zpracovani dat, ktera
neodpovidaji relacnimu modelu.

(Apache Crunch, 2013)

Apache Flume

Flume slouzi ke sbéru, agragaci a presunu dat z riznych zdroji a k jejich
ukladani do HDFS. Zachytavana data mohou byt rtizného druhu, ale primarné se
Flume hodi ke sbéru dat z logli na webovych serverech.

(deRoos, 2014)

Apache Giraph

Giraph je open source protéjskem Google Pregel, zaloZeném na paralelnim
vypocCetnim modelu BSP (Bulk Synchronous Parallel). Jednd se o nastroj pro
zpracovani grafii, vyuzivany napriklad firmou Facebook.

(Lublinsky, Smith a Yakubovich, 2013)
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Apache HBase
HBase je sloupcové orientovana distribuovana databaze, postavena nad
HDFS. Je navrzena pro moznost linedrniho Skalovani pridanim dalSich uzld.
Pouziva se v pripadech, kdy je pottfeba pracovat s velkymi datovymi sety v realném
Case. Nejedna se o rela¢ni databazi a nepodporuje SQL, i kdyZ jsou zde urcité
podobnosti.
(White, 2012)

ZjednoduSené se da rici, Ze se jedna o ulozisté pracujici s kli¢i a hodnotami.
Kli¢ je kombinaci oznaceni pro radek a sloupec v tabulce. Pokud je zadan kli¢ jen
pro Fadek, vrati se hodnoty ze vSech sloupcti z tohoto radku. Na rozdil od typické
relacni databaze, kde je pocet sloupcti tabulky pevné dan a kazdy radek musi mit
stejny pocet sloupct, v HBase mize kazdy radek obsahovat riizny pocet sloupct,
které jsou pridavany dynamicky a jejich pocet miize jit az do miliont. Navic, pokud
se zmeéni urcitd hodnota v bunce, neni predchozi hodnota ztracena, ale je
uchovavana jako starsi verze hodnoty.

(Wadkar, Siddalingaiah, Venner, 2014)

Apache HCatalog

HCatalog poskytuje jednotny a zjednoduSeny pohled na data uloZena
v HDFS. Vytvari pohled a pristup k datim podobny rela¢ni databazi. Aplikace (Pig,
Hive, MapReduce) nemusi pak resit pristup k datlim prilis detailné.

(Wadkar, Siddalingaiah, Venner, 2014)

Apache Hive

Hive je nadstavba pro Hadoop, kterd umoziuje piistupovat k datim
prostiednictvim jazyka HiveQL (Hive Query Language), ktery vychazi z SQL
(Structured Query Language). Byl vyvinut spole¢nosti Facebook a uvolnén jako
open source software. Dotaz v HiveQL se po spusténi automaticky prelozi do jedné
nebo vice MapReduce uloh a po jejich provedeni se vysledky okamzité ukazuji
velké vyhody. Dovoluje provadét analyzu dat lidem, ktefi by programovani MR

nezvladli a vysledki je dosazeno v kratSim case.
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(Turkington, 2013)

Podobné jako rela¢ni datové uloZisté, poskytuje Hive koncepty databazi,
tabulek a pohledid. Mlize se k nému interaktivné pristupovat pres prikazovou
radku nebo programové skrze Java Database Connectivity (JDBC). Jednoduché
dotazy jsou prevedeny na map-only jobs, zatimco komplexni dotazy jsou
prevadény do nékolika uroviiovych MapReduce uloh. Hive neni transak¢ni datové
uloziSté, nepodporuje prikazy update, delete nebo insert pro vloZeni
jednoho radku. Nejlépe se Hive hodi pro dlouho béZici ddvkové dotazy, u kterych je
dilezita jejich spolehlivost a doba spousténi neni dilezitd. Pokud miiZze byt
problém vytesen efektivné pomoci Hive, je to ¢asto preferovany zplisob pied rucné
psanou MapReduce ulohou.

(Wadkar, Siddalingaiah, Venner, 2014)

Apache Mahout

Mahout je knihovna algoritmi pro strojové uceni, prizptisobena pro Hadoop

(Trukington, 2013).

Apache Oozie

Oozie umoznuje planovani a spousténi riznych Hadoop aplikaci v urcitém
poradi. Tato sekvence se definuje pomoci orientovaného acyklického grafu.
Vrcholy grafu predstavuji akce a rozhodovaci body, zatimco hrany ukazuji poradi
amoznosti téchto akci. Této sekvenci se rikd workflow. Spusténi jednotlivych
workflow miiZe byt naplanovano podle ¢asu nebo podle dostupnosti dat.

(deRoos, 2014)

Apache Pig

Spolecné s Hive je Casto zminovan i Pig, ktery také slouzi jako abstrakcni
vrstva pro psani MapReduce uloh. Na rozdil od Hive pouzivd Pig jako
programovaci jazyk Pig Latin, ktery je bliZe algoritmickému programovani a nabizi
o néco vétsi kontrolu nad strukturou programu. Pig podporuje komplexni datové
typy (tuple, bag, map), diky kterym miiZe pracovat s daty relacnimi, vnorenymi,

semi-strukturovanymi i nestrukturovanymi.
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(Lam, 2011)

Pig byl vyvinut firmou Yahoo! s dlirazem na jeho rozsititelnost, diky které
mohou byt jeho vnitini funkce pro nahravani, ukladani, filtrovani, seskupovani
a spojovani dat prepsany vlastnimi funkcemi (user defined functions - UDFs).

(White, 2012)

Apache Solr
Apache Solr nabizi funkcionalitu fulltextového vyhledavani, pricemz vyuziva
knihovnu Apache Lucene jako vyhledavaci stroj (search engine). Od roku 2010 jsou
tyto dva projekty spojené. Lucene dokaZe indexovat témér jakakoliv data, ktera se
daji prevést na text. Kromé béznych dokumentt (Microsoft Office, PDF, OpenOffice,
internetové stranky) mize indexovat obrazky podle EXIF (Exchangeable Image
File Format) informaci nebo jina data podle jejich metadat. Solr je nasazen
napriklad v projektech NASA Planetary Data System a JobSeeker.
(Sikora, 2012)

Apache Sqoop

Sqoop je zkratka pro ,SQL to Hadoop*“. Sqoop umoziiuje obousmeérny pienos
dat mezi Hadoop a témér jakoukoliv databazi pomoci JDBC ovladace. S vyuzitim
MapReduce probihaji tyto operace paralelné, bez potreby psat kéd. Pro zvyseni
vykonu je mozZné pouzit zasuvné moduly (plug-ins) pro nativni praci s riznymi
databazemi. Sqoop primo podporuje MySQL a PostgreSQL. Zdarma je moZné
sehnat moduly napriklad pro SQL Server nebo Oracle.

(Sammer, 2012)

Apache Whirr

Podle Apache Whirr (© 2010-2013) neni od biezna 2015 projekt nadale
vyvijen. Whirr byl vytvoren pro zjednoduseni spousténi Hadoop clustert v cloudu
s vyuZzitim knihovny Apache jcloud, diky ¢emuZ je Whirr nezavisly na poskytovateli

cloudovych sluzeb (Sammer, 2012).
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Apache ZooKeeper
ZooKeeper je distribuovana koordina¢ni sluzba, kterda poskytuje sadu
nastrojii pro vytvareni distribuovanych aplikaci, zvladajicich ¢astecna selhani.
Témito selhanimi se rozumi komunikace mezi uzly, kdy odesilatel odeSle zpravu
prijemci a nasledné nastane chyba sité nebo jiny problém. Odesilatel pak nevi,
jestli prijemce zpravu dostal. Po obnoveni komunikace se musi odesilatel znovu
dotazat prijemce. ZooKeeper bézi na vice pocitacich, proto je vysoce dostupny
a spolehlivy.
(White, 2012)

Cloudera Hue
Hue je webové grafické rozhrani, které usnadiiuje praci s rdznymi
komponentami systému Hadoop. Jedna se o HDFS, MapReduce (YARN), HBase,
Hive, Pig, Sqoop, Oozie, Solr a ZooKeeper.
(deRoos, 2014)

LinkedIn DataFu
DataFu je knihovna UDF funkci (User Defined Functions) pro Apache Pig,

vytvorend ve firmé LinkedIn (Owens, Lentz a Femiano, 2013).

80



10 Shrnuti vysledku

Hlavnim cilem prace bylo sezndmeni s oblastmi big data, business
intelligence a data mining a ze souvisejicich technologii popsat podrobnéji systém
Apache Hadoop. Prvni polovina prace (kapitoly 4, 5 a 6) definuje data, typy dat
a big data, popisuje jejich informac¢ni potencial, ukazuje zptisob jejich integrace
a pripravy pro vykonani rliznych druhti reporti a procesti data mining, které
pomahaji pri rozhodovani v riiznych oborech lidské ¢innosti. V téchto kapitolach
jsou také reSeny zdroje dat a systémy pro jejich integraci, kvalita dat a moZnosti
feSeni nékterych problémd. Celkové je tato ¢ast zamérena na data a drzi se spiSe
tradi¢nich systému. Caste¢né byl hlavni cil splnén s popisem big data a data
mining. Vétsina dalSich cilii byla také splnéna, a to charakteristika dat, vysvétleni
jejich vyznamu a moznosti vyuziti a uvedeni probléma a jejich reSeni pri
zpracovani dat.

Druha polovina prace (kapitoly 7, 8 a 9) uvadi charakteristiku business
intelligece a jako ndzorna ukazka data mining je zde v programu IBM SPSS Modeler
vytvoren model pro prediktivni analyzu, ktery predvadi moZnost vyuziti analyzy
dat ve zdravotnictvi. Dale je prace zamérena vice na moderni technologie a trendy,
popisuje vlastnosti big data systému, uvadi architekturu Lambda, ktera splnuje
podminky pro efektivni praktické vyuZiti, jeji principy fungovani a priklady
systémd, které se v ni daji vyuZit. Posledni kapitola je vénovana technologii Apache
Hadoop, které se dotykala uz kapitola predchazejici. Hadoop je zde predstaven
a podrobnéji popsan, piredevsim jeho hlavni komponenty HDFS a MapReduce.
Vysvétlenim business intelligence a popisem systému Hadoop byl splnén hlavni cil
prace, zaroven byly prikladem v IBM SPSS Modeler a popisem Lambda

architektury splnény i cile zbyvajici.
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11 Zavéry a doporuceni

Na zavér lze tici, Ze cile byly celkové splnény. Obsah poskytuje informace,
které umoznuji vytvoreni nadhledu a vlastni orientace v problematice. V nékterych
pripadech je prace konkrétnéjsi, ale vétSinou nezachazi do priliSnych podrobnosti,
coZ ani nebylo zamySleno. Vybrané téma je aktudlni a celkové vyZaduje velmi
rozsahlé mnoZstvi znalosti, takze i tato prace, pojata spiSe v teoretické a obecnéjsi
roviné, miize prinést dopliiujici nebo zajimavé informace. Vzhledem k tomu Ize
doporucit zkoumani jednotlivych témat do vétsi hloubky.

MiizZe se jednat napiiklad o podrobnéjsi zkoumani oblasti data mining, jeho
postupd, statistickych metod a modeld, bliz$i studium potiebnych technologii pro
zpracovani dat a jejich moZnosti nebo porovnani jinych architektur pro big data
(naptiklad Kappa architektura). Prace se nezabyva reSenim ochrany citlivych dat,
coZ ma v praxi znaCny vyznam a mize byt dalsSim smérem zkoumani. Aktualni

problematikou je také zpracovani dat formou cloud computingu.
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