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Úvod 

Skalpová elektroencefalografie je neinvazivní neurozobrazovací technika, k t e rá za­

znamenává elektrickou akt ivi tu z povrchu mozku. Ukázalo se, že je cenným nás t ro­

jem v různých oblastech neurověd, včetně kognit ivní psychologie a klinické diagnos­

tiky. Kval i ta záznamů E E G však hraje zásadní roli př i zajištění spolehlivé a přesné 

analýzy a interpretace zaznamenaných dat. Proto je nezbytné vyvinout účinné me­

tody pro hodnocení kvality naměřených E E G signálů. Tato práce si klade za cíl 

řešit p roblém hodnocení kvality dat E E G provedením komplexního přehledu litera­

tury o zpracování dat E E G na skalpu, se zv láš tn ím zaměřen ím na hodnocení kvality 

naměřených záznamů. 

N a základě p o z n a t k ů z rešerše literatury bude tato práce definovat alespoň pě t 

metrik hodnocení kvality dat. Tyto metriky budou sloužit jako kvan t i t a t ivn í měř í tka 

pro hodnocen í spolehlivosti a věrnost i E E G záznamů, zachycující různé aspekty, jako 

je poměr signálu k šumu, impedance elektrody, spekt rá ln í charakteristiky a další 

relevantní parametry. Výběr těchto metrik se bude řídit jejich zavedeným v ý z n a m e m 

v oboru a jejich potenc iá lem poskytnout komplexní pohled na kvali tu E E G dat. 

Dále tato práce navrhne koncept nást roje , k t e rý umožní au tomat ické vyhodno­

cení zaslaných E E G záznamů pomocí definovaných ukaza te lů kvality. Nástroj bude 

navržen tak, aby byl flexibilní a rozšiřitelný, což umožní snadnou integraci dalších 

metrik hodnocen í kvality. Implementace nás t ro je bude provedena v programovacím 

pros t ředí M A T L A B s využ i t ím volně dos tupného Fieldtr ip toolboxu. 

K ověření účinnost i a použi te lnost i vyv inu tého nás t ro je budou využi ta skutečná 

E E G data z labora toře C E I T E C M U Mul t imodá ln ího a funkčního zobrazovací. Tes­

tování odhal í účinnost detekce ar tefaktových kánlů či úseků signálu. Výsledky těchto 

t e s tů poskytnou cenné poznatky o výkonu nás t ro je a jeho potenciá lních nedostat­

cích. 

N a závěr si tato práce klade za cíl př ispět do oblasti zpracování E E G dat skalpu 

p o s k y t n u t í m komplexního přeh ledu metod hodnocení kvality, definováním nových 

metrik kvality dat a navržen ím a implementac í nás t ro je pro au tomat ické vyhodnoco­

vání E E G záznamů. Výsledky výzkumu mají potenciá l zvýšit spolehlivost a validitu 

analýzy dat E E G a usnadnit pokrok v různých oblastech neurovědního výzkumu a 

aplikací. 
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1 Skalpový záznam elektroencefalografie 

Elektroencefalografie ( E E G ) je elektrofyziologická metoda záznamu elektrické ak­

t ivi ty mozkové kůry. Tuto akt ivi tu lze pozorovat jako časově proměnlivé hodnoty 

elektrického potenc iá lu v rozmezí mikrovol tů (/ /V). Z p r ů b ě h u naměřeného E E G 

signálu lze usuzovat funkční stav jednot l ivých oddí lů mozku, proto tato metoda 

pa t ř í mezi základní diagnostické metody v neurologii a psychiatrii. [24], [28], [31] 

Z hlediska záznamu dat se zpravidla j edná o neinvazivní metodu, založenou na 

př ik ládání nepolar izovatelných elektrod na pokožku hlavy. Méně často je tato me­

toda invazivní, kdy jsou použi ty podkožní vpichové, nasofaryngeální či intracere-

brální elektrody. Z pohledu mí s t a sn ímání signálu rozlišujeme skalpový nebo intra-

kraniá lní z á z n a m E E G . U prvně zmíněného záznamu jsou malé elektrody umís těny 

na pokožce hlavy. Zde je n u t n ý dobrý mechanický a elektrický kontakt. Pro intra-

kraniá lní z áznam E E G jsou speciální elektrody implantované do mozku. Zvláš tn ím 

p ř ípadem měření E E G je metoda elektrokortikogram, při němž je měření prováděno 

př ímo z povrchu kůry mozkové pomocí subdurá ln ích elektrod. V t é t o práci je využi t 

skalpový záznam E E G . [20], [31] 

1.1 Vznik a šíření potenciálu 

Pro pochopení E E G dat je n u t n é vysvětl i t vznik a šíření akčního potenc iá lu (AP) 

centrální nervovou soustavou člověka (CNS) . A P předs tavuje šířící se vzruch buň­

kami jako pulzní vlnu napě t í . C N S je tvořena mozkem (cerebrum) a míchou (medulla 

spinalis), kde mozek se dále dělí na t ř i hlavní části: koncový mozek (telencephalon), 

mozeček (cerebellum) a mozkový kmen (truncus cerebri). Základní dělení C N S je 

znázorněno na obrázku 1.1. Nej významnějš ím oddí lem C N S je mozková ků r a (cortex 

cerebri) tvořící plášť koncového mozku. Pro zvětšení funkční plochy je plášť konco­

vého mozku rozčleněný na závity. V koncovém mozku rozlišujeme levou a pravou 

hemisféru oddělenou centrální rýhou. Základní dělící jednotkou koncového mozku je 

lalok (lobus), dále se skládající ze závi tů (gyrus) od sebe oddělených pomocí zářezů 

(sulcus). [6], [24], [28], [31] 

Základními funkčními jednotkami nervového sys tému jsou neurony a p o d p ů r n é 

buňky neuroglie, k teré mají velký rozsah funkcí. Neurony a neuroglie jsou uspo­

řádány do sítě. Neuroglie např ík lad tvoř í podporu neuronáln í sítě, zajišťují výživu 

neuronů, provádějí fagocytózu a fungují jako izolanty tvorbou myelinu. S tavbě a 

funkci neuronu jakož to zdroji E E G signálu je věnovaná následující sekce. [6], [28] 

12 



Obr. 1.1: Vnější a vn i t řn í ana tomické oblasti mozku, (převzato a upraveno z [31]) 

1.1.1 Morfologie neuronu 

Neuron znázorněný na obrázku 1.2 tvořící základní s tavební jednotkou C N S se skládá 

z buněčného těla, dendr i tů a axonu. Uvni t ř buněčného tě la (soma) se nachází jediné 

j ád ro (nucleus) a p rob íhá zde větš ina buněčného metabolismu. Druhou význačnou 

část í neuronu jsou k rá tké a velmi b o h a t ě větvené výběžky - dendrity, k teré jsou 

spojeny bud s axony nebo j inými dendrity okolních neuronů. Z dendr i tů vystupuj í 

dendri t ické trny účastnící se synapsí . Jako synapse je označované spojení mezi dvěma 

neurony nebo neuronem a smyslovou buňkou za účelem předávání vzruchů. Další 

základní s tavební jednotkou neuronu je axon (neuriť). Ten bývá zpravidla obalen 

myelinovými pochvami, mezi k te rými se nachází Ranvierovy zářezy. Lipoprote inový 

komplex myelin se chová jako elektrický izolant a je p rodukován Schwannovými 

buňkami , což jsou jedny z dříve zmíněných neuroglií . Pochvy a zářezy jsou významné 

pro zrychlení přenosu informací, což je popsáno v následující sekci. Taktéž důležitý 

je axonový hrbol, protože u myelinizovaných axonů přechází v iniciální segment -

úsek mezi axonem a mís tem, kde začíná myelinová pochva. V iniciálním segmentu 

je mís tn í elektrická odpověď při dosažení p rahových hodnot p řeváděna na A P . [6], 

[21], [24], [31] 

V C N S je velké množs tv í neuronů propojeno do složité prostorové sítě, kde A P 

probíhá po nervovém vlákně a šíří se centrifugálně - od tě la jednoho neuronu k jeho 

periferii. Rychlost šíření je závislá na vlastnostech nervového vlákna. Šíření vzruchu 

je vždy j ednosměrné a bez dekrementu. Díky p ř í tomnos t i myelinu se rychlost šíření 

zvyšuje díky sa l t a to rn ímu vedení, kdy A P neprob íhá po celém vlákně neuronu, ale 

přeskakuje mezi Ranvierovými zářezy. Takto vzruch doputuje skrze axon až ke syna-

psi. Zák ladn ím typem synapse je synapse chemická, v níž z presynapt ické m e m b r á n y 

jsou do synapt ické š těrbiny uvolněny med iá to ry - molekuly schopné přenáše t infor-
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Obr. 1.2: Morfologie neuronu: (a) - dendrity, (b) - tělo neuronu, (c) - j ád ro , (d) -

axonový hrbol, (e) - axon, (f) - iniciální segment, (g) - Ranvierovy zářezy, (h) -

Schwannovy buňky, (i) - synapse. (převzato a upraveno z [23]) 

maci mezi buňkami . Množstv í uvolněného med iá to ru je p ř ímo úměrné vzruchové ak­

t ivi tě . Z prostoru š těrbiny jsou med iá to ry navázány na postsynaptickou m e m b r á n u 

u níž můžou způsobi t hyperpolarizaci nebo depolarizaci. Hodnota klidového mem­

bránového n a p ě t í se pohybuje okolo -70 mV a je d á n a rozdí lnými koncentracemi 

iontů v buňce a jej ím okolí. Hyperpolarizace označuje zápornou změnu klidového 

membránového n a p ě t í , za t ímco depolarizace označuje kladnou změnu klidového 

membránového napě t í . V některých př ípadech může membránové n a p ě t í vl ivem de­

polarizace nabýva t i k ladných hodnot. Exci tačn í pos t synap t ický potenciá l označuje 

depolarizaci pos tsynapt ické m e m b r á n y vlivem navázání mediá to ru , takže se vzruch 

šíři dále. Dos ta tečné množs tv í s t imulů se projeví vybavením akčního potenciá lu na 

axonovém hrbolku. Inhibiční pos t synap t i cký potenciá l je zapříčiněný inhibicí z dů­

vodu hyperpolarizace pos tsynapt ické membrány , což m á za následek přerušení šíření 

vzruchu mozkovou tkán í . [6], [21], [31] 

Větš ina signálu pochází z pos t synapt ických p r o u d ů pyramidových neuronů v šedé 

hmotě , k teré se propaguj í na kůži hlavy. Pyramidové neurony pa t ř í mezi největší neu­

rony v mozku a jsou typické svým tvarem znázorněným na obrázku 1.3. Aktivace 

velkého množs tv í t ěch to neuronů může generovat potenciá l dos ta tečně velký na to, 

aby jej bylo možné zaznamenat elektrodami na povrchu hlavy. Aktivace pyramido­

vých neuronů v urč i té oblasti mozku se do okolích oblast í projevuje jako potenciálová 

pole s klesající hodnotou napě t í v závislosti na vzdálenost i . [17], [31], [33] 
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Obr. 1.3: P y r a m i d o v ý neuron vrstvy II/III. (převzato z [33]) 

1.1.2 Rytmy a vlny v elektroencefalografických datech 

Mozková ků ra projevuje pravidelnou elektrickou akt ivi tu označovanou jako rytmus. 

Pro popis r y t m ů se využívá jejich re la t ivní amplituda a rozsah frekvencí. Ampl i tuda 

je d á n a mírou synchronizace, s níž neurony kůry interagují . Vysoká amplituda je 

výsledkem sumace signálů ze součinných neuronů v závislosti na čase. Pokud dojde 

k opakování výše zmíněných synchronních excitací, vzniká tak ry tmický E E G signál 

obsahující rytmy s vysokou amplitudou, za t ímco asynchronní excitace produkuje 

nepravidelný E E G signál s nízkou amplitudou. [28], [31] 

Ve zdravém mozku je typicky urč i tý s tupeň asymetrie v E E G akt iv i tě mezi levou 

a pravou hemisférou. Tato asymetrie odráž í lateralizaci mozkových funkcí, přičemž 

různé kognit ivní a motorické procesy jsou lokalizovány převážně v jedné hemisfére. 

Pokud se akt ivi ta E E G stane příliš symetrickou, z n a m e n á to abnormá ln í funkci 

mozku nebo potenciá ln í patologické stavy. Toto narušen í může být způsobeno růz­

nými faktory, jako je poraněn í mozku, neurologické poruchy nebo j iné patologické 

stavy. V někte rých př ípadech může n a d m ě r n á symetrie znamenat z t r á t u specializo­

vaných mozkových funkcí nebo zhoršenou komunikaci mezi hemisférami. [17], [28], 

[31] 

Tab. 1.1: Základní E E G rytmy 

Rytmus Frekvenční rozsah [Hz] Ampl i tuda [mV] 

ô do 4 20 - 200 

9 4 - 7 5 - 100 

a 8 - 1 3 5 - 1 0 0 

(3 18 - 25 2 - 20 

7 více než 30 2 - 10 

Pro skalpový záznam E E G dosahuje amplituda až 100 jiV a frekvence se pohy-
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buje od 0,5 do 40 Hz. Podle behaviorá ln ího stavu se v tomto frekvenčním rozsahu 

nachází pě t rozlišitelných specifických frekvenčních pásem: a, (3, 7 , S a 9 znázorně­

ných na obrázku 1.4. Souhrn základních v las tnos t í t ěch to pá sem je uveden v tabulce 

1.1. Interpretace naměřených dat se odvíjí od pacientova věku, stavu vědomí, medi-

kace a podmínek provádění měření . [13], [19], [31] 

0.0 0̂ 2 ~~oä~ o'.s o! e 1.0 

0.0 6.2 6.4 0'.S 6.8 1.0 

Obr. 1.4: Základní E E G rytmy: (a) - 7 , (b) - j3, (c) - a, (d) - 9 a (e) - 5. (převzato 

z [2]) 

Výskyt každého rytmu je typický pro j iný stav pacienta. Pro dospělý subjekt 

je p ř í tomnos t ô ry tmu typická a důleži tá při h lubokém spánku, za t ímco u bděn í je 

patologická a svědčí o poškození mozku. U subjek tů v kojeneckém věku je p ř í tomnos t 

5 ry tmu v bdě lém stavu běžná. [13], [17], [19] 

U dospělých subjek tů se 9 rytmus vyskytuje při bdě lém stavu a o tevřen ím očí 

dochází k ú t l u m u rytmu. Někdy může tento rytmus chybět úplně. Pro podezření z 

patologického procesu na mozku by asymetrie mezi hemisférami neměla p řesáhnou t 

50 %.[17], [19] 
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U zdravých dospělých subjek tů se a rytmus projevuje v kl idu, bděn í a zavřených 

očích. P ř i o tevření očí a rytmus vymizí a po jejich uzavření a zklidnění subjektu se 

opět objeví. K vymizení a ry tmu může t ak též dojít z důvodu ospalosti nebo spánku 

vyšet řovaného pacienta. U zdravých subjek tů by frekvence měla být kons t an tn í v 

rámci měření a též by neměla bý t rozdí lná mezi hemisférami. Avšak s ros toucím 

věkem může frekvence klesnout. Taktéž lze usuzovat, že frekvence a ry tmu je ú m ě r n á 

prokrvení mozku. [17], [19], [31] 

Rytmus (3 je měř i te lný v celé sn ímané oblasti hlavy, avšak je nejvíce zřetelný 

nad frontálními laloky v přední části skalpu a na temeni hlavy. Běžně se vyskytuje 

při normáln í až zvýšené pozornosti v bdě lém stavu. Asymetrie (3 ry tmu mezi hemi­

sférami značí patologii. S ros touc ím věkem roste i zas toupení (3 ry tmu a obecně je 

vyšší u žen než u mužů. K r á t k o d o b ý vzrůst (3 ry tmu je pozorovatelný při usínání . 

[17], [19] 

Rytmus 7 vychází z mozkové kůry a hrbolu mezimozkového (thalamus) a je od­

razem akt ivního zpracovávání informace kůrou za účelem kognit ivní nebo motorické 

funkce. [13], [17], [19], [31] 

K r o m výše popsaných základních r y t m ů lze v E E G signálu pozorovat rovněž 

rytmy K, A rytmus nebo K-komplex a spánková vře tena . K r o m výše zmíněných pra­

videlných r y t m ů se v signálu mohou n á h o d n ě vyskytovat s t r m é vlny nebo specifické 

hroty s nepravidelnost í a nepředvídate lnos t í . Výskyt těch to ú t v a r ů je typický pro 

subjekty se špa tnou funkcí neuronů, často t rpíc ími epilepsií nebo j inými mozkovými 

chorobami. [17], [28], [29] 

1.2 Přístrojové řešení záznamu EEG signálu 

E E G signál s hodnotami v ř á d u mikrovol tů {f^V) je n u t n é zesílit na ř á d y vol tů 

(V). Zesílení umožňuje měříc ím zař ízením E E G mí t vyšší citlivost, což dovoluje 

detekci j emné mozkové aktivity. To je důležité pro zachycení drobných r y t m ů a 

variací mozkových v ln , k te ré jsou kritické pro analýzu a interpretaci E E G . Signály 

E E G mají široký dynamický rozsah a mohou se výrazně lišit v závislosti na mozkové 

akt iv i tě a umís těn í elektrod. Zesílení signálů E E G na s t a n d a r d n í rozsah napě t í činí 

data kompat ib i ln í s dalšími zařízeními používanými při záznamu E E G , jako jsou 

analogové filtry, A / D převodník a sys témy digi tálního zpracování signálu. Zesílení 

t ak t éž umožňuje efektivní škálování rozsahu signálu, aby se přizpůsobil l imi tům 

analogově-digi tálního převodníku ( A / D převodník) používaného pro digitalizaci. To 

zajišťuje, že signály E E G mohou být přesně reprezentovány v digi tální p o d o b ě bez 

z t r á ty cenných informací. Zvýšení amplitudy zesílením signálů E E G také zlepšuje 

poměr signálu k šumu (SNR, z angl. Signál to Noise Ratio), protože jak signál, tak 
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jakýkoli š u m pozadí jsou zesíleny proporcionálně . Vyšší S N R vede k lepší kvalitě dat 

a spolehlivější interpretaci dat E E G . [13], [17], [31] 

Lidská hlava se skládá z několika vrstev tkání , k teré různou mírou t lumí signál 

pos tsynapt ických p roudů detekovaný na jej ím povrchu. Mez i t ř i druhy tkáně k te ré se 

nejvíce podíl í na ú t l u m u pa t ř í pokožka hlavy, lebka a mozek. Lebka (cranium) t lumí 

výrazně signál oproti měkké tkán i , chová se jako filtr typu dolní propust. Další dvě 

zmíněné vrstvy jsou zdrojem šumu v signálu - mozek generuje interní šum, za t ímco 

pokožka hlavy (epidermis) vy tvář í sys témový nebo vnější šum. [28], [29], [31] 

1.2.1 Elektrody 

Pro sn ímání elektrické aktivity v mozku z povrchu hlavy jsou nejčastěji použi ty 

s t ř íbrné argentchloridové elektrody ( A g / A g C l ) , ale jako vodivá čás t elektrody může 

být použi t i j iný kov jako např ík lad zlato či platina. Pro zajištění vyšší vodivosti je 

využíván vodivý gel, k te rý se aplikuje mezi elektrodu a kůži. Podle sys tému měření 

je zvoleno množs tv í elektrod v sadě pro měření . [12], [28] 

Nejčastěji využívaný sys tém 10-20 pracuje s 19 elektrodami a až dvěma refe­

renčními elektrodami. V h o d n ý m i lokacemi pro umís těn í referenčních elektrod jsou 

temeno hlavy, spojené levé a pravé ucho, spojené bradavkovi té výběžky lebky (pro-

cessus mastoideus), špička nosu a další. Rozložení elektrod je znázorněno na obrázku 

1.5. V tomto sys tému je změřena vzdálenost mezi kořenem nosu (nasion) a konco-

Nasion 10% 

Obr. 1.5: Rozložení elektrod sys tému 10-20. (převzato z [28]) 

v ý m hrbolkem v týlu (inion) v sagi tální rovině. N a obou koncích jsou označeny body 

ve vzdálenost i rovnající se 10 % celkové naměřené vzdálenost i . Mez i t ěmi to body je 

vzdálenost rozdělena na čtvrt iny, tudíž vzdálenost mezi t ěmi to body se rovná 20 % 

celkové naměřené vzdálenost i . Ve frontální rovině je naopak změřena vzdálenost od 
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levého chrupavči tého v ý s t u p k u před zvukovodem (tragus) k pravému. Následný po­

stup je stejný - odměřen í 10 % vzdálenost i na obou koncích a nás ledně rozdělení 

zbytku na čtyři díly s 20 % původn í délky. Rozměřování v t ransverzáln í rovině je 

t ak t éž založené na p o d o b n é m principu, avšak zde se měř í vzdálenost i od bodu, kde 

bylo v sagitální rovině změřeno 10 % od kořene nosu, až do bodu ve vzdálenost i 

10 % od koncového hrbolku v týlu. [12], [16], [28] 

Pro účely výzkumu lze využí t i více elektrod, např ík lad 128 a více, protože sys tém 

s nižším p o č t e m elektrod poskytuje nedos ta tečné pokry t í pacientova mozku. Zvolené 

množs tv í elektrod odpovídá kompromisu mezi časovou náročnos t í instalace elektrod 

a jejich ú d r ž b o u vůči spolehlivé detekci veškeré mozkové aktivity. Detekce mozkové 

aktivi ty pracující s 64 až 256 elektrodami se označuje jako H D - E E G (z angl. High 

Density Electroencephalography). V t é to práci je využi to záznamu využívajícího 256 

elektrod, jak je znázorněno na obrázku 1.6. J e d n á se o geodesické rozložení elektrod, 

v němž jsou elektrody pravidelně rozpros t řeny po zakřivené ploše pacientovy hlavy. 

[12], [16], [29] 

Obr. 1.6: Rozložení elektrod sys tému využívajícího 256 elektrod, (převzato z [16]) 

1.2.2 Montáže 

Montáž označuje předpis pro vytvoření E E G signálu pomocí kombinace zvolených 

svodů. Používají se jak s t a n d a r d n í montáže , tak i v las tn í dle aplikace a účelu. Mez i 

používané druhy montáž í p a t ř í b ipolární , referenční, průměrovací a např ík lad také 

Laplaciánská. Vývod každé elektrody je př ipojen k diferenčnímu zesilovači. Tato 

součás tka vychází z operačního zesilovače a její výs tupn í napě t í je úměrné rozdílu 
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napě t í na vstupech, tud íž stejné složky v obou signálech budou na v ý s t u p u silně 

potlačeny. Způsob př ipojení elektrod na vstupy zesilovače určuje druh montáže . 

[17], [28], [31] 

Bipolární m o n t á ž využívá jako vstupy do zesilovače sousední elektrody zapojené 

do t emporá ln í řady. Tato mon táž je v h o d n á pro lokalizaci mís t a vzruchu i včetně 

koncových elektrod. Výhodou t é t o montáže je menší úroveň ar tefaktů , avšak největší 

nevýhodou je nízký výs tupn í signál pro sousední elektrody s podobnou aktivitou. 

Schéma zapojení b ipolárn í mon táže je znázorněno na obrázku 1.7. [17], [28], [31] 

Referenční mon táž označovaná jako unipolá rn í porovnává daný svod s referenč­

ním. Jako referenční svod mohou být vybrané různé elektrody podle vybraného 

vyšet ření nebo patologie. U t é t o snímací montáže je mís to vzruchu nalezeno jako 

maximáln í výchylka. Vzhledem k p o d s t a t ě sn ímaní nedochází při t é t o montáž i ke 

zkreslení tvaru či frekvence při stavu, kdy oba vstupy zesilovače jsou na s te jném po­

tenciálu. Ovšem při t é to montáž i může nastat problém, pokud referenční elektroda 

detekuje také mozkovou aktivi tu. Schéma zapojení referenční mon táže je znázorněno 

na obrázku 1.8. [17], [29], [31] 

Obr. 1.8: Schéma zapojení referenční montáže , (převzato z [14]) 
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Průměrovac í mon táž řeší výše zmíněný problém s referenční elektrodou tak, že 

jako d ruhý vstup do zesilovače je použi t p růměr přes všechny elektrody, krom elek­

trod blízkých očím. Další možnost í je Laplac iánská montáž , kdy se jako reference 

použije p r ů m ě r ze čtyřech okolních elektrod. Schéma zapojení průměrovací mon táže 

je znázorněno na obrázku 1.9. [17], [29], [31] 

Obr. 1.9: Schéma zapojení průměrovací montáže , (převzato z [14]) 

1.2.3 Další komponenty přístroje 

Mezi další důležité komponenty př ís t roje p a t ř í A / D převodník a zesilovač. A / D pře­

vodník transformuje vs tupn í analogový signál na signál digitální , dále zpracovatelný 

počí tačem. Proces digitalizace začíná vzorkováním s pevně d a n ý m časovým interva­

lem - vzorkovací perioda Tvz. Každý takto vzniklý vzorek je kvantován na digitální 

reprezentaci A / D převodníkem a uložen do p a m ě t i počí tače . Kvantování je závislé 

na rozlišení převodníku. Běžně jsou převodníky min imálně osmibitové, častěji však 

12-bitové. Volba vzorkovací frekvence se řídí podle Nyquistova teorému vyjádřeného 

vztahem 

fvz 2 • fmax j (1 • l ) 

kde fvz je vzorkovací frekvence v Hz a fmax je max imá ln í frekvence vyskytující 

se v analogovém signálu v Hz. P la t í , že efektivní uži tečné pásmo frekvencí bývá 

obvykle nižší než je právě polovina vzorkovací frekvence. P ř i nedodržení tohoto 

teorému dochází k aliasingu, jevu, kdy jsou vysokofrekvenční složky ve spoj i tém 

signálu mylně reprezentovány jako nižší frekvence ve vzorkovaném signálu. P rob lém 

aliasingu je dnes vyřešen převážně instalací antial iasingového filtru do převodníku. V 

př ípadě běžných A / D převodníků se j edná o filtr typu dolní propust realizovaný jako 

analogový frekvenční filtr. Jeho úkolem je odfiltrovat frekvence vyšší, než odpovídaj í 

Nyquistovu teorému. [9], [12] 
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V současné době při sn ímání biosignálů včetně E E G je využíváno převzorkování, 

tedy využi t í vzorkovací frekvence výrazně vyšší než je nu tné . Benefitem je, že s 

vyšší vzorkovací frekvencí signálu klesají ná roky na složitost filtrů použi tých při 

jeho zpracování . P ř i t o m použi t í vyšší frekvence neklade zvýšené finanční požadavky 

na A / D převodník. [9], [12] 

Další důleži tou součást í př ís troje je zesilovač výs tupn ího signálu. N a něj jsou kla­

deny požadavky jako vysoký zisk, aby zesílil slabé signály E E G , typicky v rozmezí 

1000 až 50000krát nebo více. To zajišťuje, že i d robné mozkové elektrické signály 

jsou detekovatelné a měři te lné . Dále je n u t n ý vysoký vs tupn í odpor, proto aby se za­

bráni lo zatěžování elektrod a zkreslení nebo zeslabení signálů E E G . Vysoký vs tupn í 

odpor zajišťuje min imáln í tok proudu z elektrod při zachování věrnost i signálů. Malý 

výs tupn í odpor je n u t n ý pro stabi lní výs tupn í signál, k te rý lze přenáše t na velké 

vzdálenost i bez degradace. Pro minimalizování zesílení jakéhokoli nežádoucího elek­

tr ického rušení nebo šumu je důležitý ma lý vlas tn í šum. To p o m á h á při zachování 

poměru signálu k šumu a získávání čistých záznamů E E G . Vysoká hodnota činitele 

pot lačení soufázového zesílení ( C M R R , z angl. Common-Mode Rejection Ratio) je 

n u t n á za účelem, aby se zabráni lo rušení v běžném režimu, jako je okolní š u m a 

vnější elektrické signály, k teré jsou zachycovány rovnoměrně všemi kanály. V ne­

poslední řadě je důleži tým parametrem zesilovače ochrana pacienta před unikaj ícím 

proudem z obvodu a před nebezpečným v s t u p n í m napě t ím . To je docíleno např ík lad 

galvanickým oddělen ím měřících od napájecích obvodů. [12] 

1.3 Artefakty a rušení v elektroencefalografických da­

tech 

Jako artefakt je označována nežádoucí složka signálu. Artefakty tedy ovlivňují vý­

sledný signál a je n u t n é je pro další zpracování pot lač i t či úplně odstranit. Artefakty 

popsané v následujících sekcích jsou ext racerebrá ln ího původu - zdroj není umís těn 

v mozku ale jeho okolí. Tyto artefakty lze podle jejich p ů v o d u rozdělit do dvou 

skupin. [17], [28], [31] 

1.3.1 Artefakty biologického původu 

P r v n í velkým zdrojem ar tefaktů biologického jsou pohyby očí. Tyto artefakty lze 

rozdělit podle p ů v o d u na m r k n u t í a la terá lní pohyb očí. Mrkán í očí je j e d n í m z nej-

běžnějších pozorovatelných ar te fak tů v E E G datech. V záznamu se vyznačuje velmi 

vysokou amplitudou negat ivních křivek na obou s t ranách přední část i lebky - bifron-

tá lních oblastech. Ve spektru signálu se toto projevuje jako vysokofrekvenční složky. 
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Artefakty vznikají díky Bellovu fenoménu vyznačujícím se s točením očí vzhůru při 

mrknu t í . Z elektrického hlediska je rohovka očí k ladně n a b i t á a sítnice záporně . Pro 

ilustraci propagace rušení jsou použi ty elektrody sys tému 10-20. Tedy při m r k n u t í 

se oči mírně stočí a rohovka se přiblíží k čelním e l ek t rodám Fpl a Fp2 za vzniku 

pozi t ivního signálu v E E G datech. Mrkán í očí by mělo být skutečně vidět pouze 

ve frontálních svodech, bez jakéhokoli pole zadních oblast í . P o d o b n ý tvar vlny je 

vidět při zavření oka a jakýsi opačný tvar vlny s velkým bifrontálním záporným 

nábo jem je vidět po otevření oka. Mrkán í očí je běžnou součást í normáln ího E E G 

v bdě lém stavu. La terá ln í pohyby očí se v záznamu E E G dat projevují opačnými 

polaritami ve svodech F7 a F8, což je způsobeno rozdí lnými náboj i rohovky a sít­

nice, jak je zmíněno u Bellova fenoménu. Laterá ln í pohyby očí produkuj í elektrickou 

akt ivi tu zaměni te lnou s pomalou E E G aktivi tou zastoupenou zejména rytmy 9 a 5. 

Oba dva tyto artefakty lze však snadno odstranit pomocí elektrookulografického sig­

nálu. Elektrookulografie ( E O G ) je metoda sledující pohyby oka a směru pohledu při 

pozorování urč i tého objektu. Je zkoumán vztah mezi potenciá ly rohovky a sítnice 

pomocí elektrod umís těných blízko oka. Naměřené n a p ě t í odpov ídá úh lu pohledu a 

jeho velikost p r imárně závisí na blízkosti elektrody k oku a na směru, ve k t e r ém se 

oko pohybuje. Pomocí korelace mezi E E G a E O G signály lze pot lač i t rušivou složku 

způsobenou pohyby očí v E E G signálu. [10], [17], [28] 

Dalš ím m o ž n ý m zdrojem ar te fak tů je srdeční činnost . Mez i negat ivní projevy 

srdeční činnosti v E E G datech p a t ř í E K G artefakty a kardiobal is t ický artefakt. 

Druhý zmíněný je méně čas tým artefaktem, ve k t e r ém je elektroda E E G umís těna 

těsně nad tepnou a každá pulsace tepny je zachycena jako pohybový artefakt v 

E E G záznamu. Srdeční činnost je měř i te lná metodou elektrokardiografie ( E K G ) . 

Artefakty E K G jsou křivky časově vázané na komplex Q R S označující depolarizaci 

komor. Bývají p ř í t omny více nebo úplně na levé s t raně , pro tože srdce je umís t ěno z 

větší části v levé polovině h rudn íku , a mají tendenci mí t re la t ivně nízkou amplitudu. 

Pro ods t r aněn í obou ar te fak tů je v h o d n á metoda nezávisých komponent ( ICA, z 

angl. Independent Component Analysis) [10], [17] 

Artefakty svalové činnosti pochází ze svalových pohybů a nejčastěji se nachází 

ve frontálních, la terálních nebo temporá ln ích oblastech. Vyznačují se vysokou frek­

vencí, často nízkou amplitudou aktivity překrývající normáln í mozkové rytmy a jsou 

obvykle nejvýraznější v bdě lém stavu. Jakákol iv kontrakce svalu v blízkosti E E G 

elektrody se projeví rušením. Avšak jako u pohybů oka i zde je možné rušení potla­

čit pomocí záznamu elektrické aktivity svalů. Elektromyografie ( E M G ) je metoda 

měřící právě tuto aktivi tu, její signál může být tvořen nízkými amplitudami až po 

š u m př ipomínaj íc í signál. [10], [28], [31] 

Artefakt žvýkání a pohyb jazyka (hypoglosální) je na E E G poměrně těžké pře­

h lédnout . Artefakt žvýkání je ve skutečnost i jen svalový artefakt způsobený činností 
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t emporá ln ího svalu a vyznačuje se n á h l ý m n á s t u p e m , přerušovanými vzruchy gene­

ralizované velmi rychlé aktivi ty (svalový artefakt). Žvýkací artefakt obvykle nesdílí 

blízkou morfologii s jakoukoli j inou důleži tou fyziologickou aktivitou. Největším r i ­

zikem je možná z á m ě n a s (3 frekvencí, k t e rá bývá o něco pomalejš í a m á nižší ampli­

tudu. Hypoglosální artefakt je často, ale ne nezbytně vidět u žvýkacího artefaktu. 

Vzniká z pohybu jazyka a jeví se jako pomalejší , difúzni akt ivi ta p o d o b n á ô rytmu. 

Tento artefakt je možné replikovat vyžádán ím pacienta o promluvení . Dalšími mož­

nými artefakty jsou artefakty potu. T y se vyznačují velmi pomalou (typicky méně 

než 0,5 Hz) , re la t ivně nízkou amplitudou aktivity, k t e rá vzniká, protože chlorid 

sodný v potu nese nábo j , k te rý je zachycován elektrodami E E G . Projekce artefaktu 

potu je n á h o d n á bez jakýchkoliv vzorů. [10], [17], [28], [31] 

1.3.2 Artefakty nebiologického původu 

Nej častějším artefaktem nebiologického původu je síťové rušení. Ve spektru měře­

ného signálu se projevuje jako harmonická složka na frekvenci na frekvenci odpo­

vídající k m i t o č t u elektrické sítě. Toto rušení lze j ednoduše odstranit pomocí úzko-

pásmové zádrže - filtru, k te rý z původn ího signálu ods t r an í úzký rozsah frekvenčních 

složek. [10], [17] 

Dalš ím typ ickým artefaktem je e lektrodový popping, kdy díky poškozeným elek­

t r o d á m nebo š p a t n é m u technickému stavu zařízení dojde ke změně impedance roz­

hran í e l ek t roda /kůže . Toto se projevuje na jediné e lektrodě jako velmi náhlý, s t rmý 

vzestup s pomalejš ím sestupem a absolu tně ž á d n ý m polem. Tomuto typu interfe­

rence je n u t n é předcházet zaj iš těním vhodných p o d m í n e k pro p r ů b ě h měření . Mez i 

tyto p o d m í n k y p a t ř í kontrola umís těn í elektrod včetně zemnící a referenční a je­

j ich kontaktu s pokožkou hlavy pacienta. Dále je to pak využi t í s t íněných vodičů a 

kontrola impedance elektrod. Je vhodné zmíni t , že do t é to kategorie t ak t éž spadají 

artefakty spja té s nedokonalostmi zesilovačů a p řevodem na digi tální signál. [10], 

[17] 
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2 Kvalita elektroencefalografických dat 

Digitální zpracování E E G signálu je obvykle provedeno pomocí několika na sebe 

navazujících kroků znázorněných na obrázku 2.1. V p r v n í m kroku jsou originální 

data předzpracována za účelem zvýšení kvality a ods t r aněn í šumu, po t é jsou z dat 

ex t rahovány příznaky. Jen ty nejrelevantnější p ř íznaky jsou selektovány metodami 

jako je metoda hlavních komponent nebo lineární diskr iminační analýza. Vybraná 

data mohou být pro nás lednou analýzu zobrazena nebo klasifikována. [19], [31] 

Účelem předzpracování je nalezení úseků signálu či celých kaná lů s artefakty 

proto, aby artefakty byly v následující analýze odst raněny. Nalézt artefakty a rušení 

lze manuá ln í kontrolou nebo využi t ím nás t ro je , k t e rý provede tuto analýzu auto­

maticky a poskytne report s informacemi o nekvali tních úsecích signálu, či celých 

kanálech. [19], [28] 

Ods t r aněn í a r te fak tů lze dosáhnou t prostou filtrací nebo metodou I C A . Taktéž 

při předzpracování dat je vhodné provést kontrolu hodnot, zda se v signálu vyskytuj í 

chybějící a odlehlé hodnoty. Př i běžném předzpracování po t é následuje prostorová 

interpolace pro doplnění chybějících hodnot. V některých př ípadech je vhodné pro­

vést standardizaci či normalizaci dat. [19], [28] 

Surová data Předzpracováni dat Extrakce příznaků Selekce příznaků 

Klasifikace 

Vizualizace 

Obr. 2.1: Obecné blokové schéma zpracování E E G signálu. 

Jak vyplývá z předchozího textu, tak je n u t n é zjistit kvali tu naměřených dat pro 

další analýzu. Tedy je n u t n é odhalit jestli jsou v signálu p ř í t omny artefakty a rušení. 

P ř í t omnos t a r te fak tů a rušení lze odhalit analýzou signálu v urči té doméně , odkud 

jsou získány př íznaky popisující kvali tu. [19], [28], [31], [36] 

2.1 Analýza elektroencefalografického signálu 

Analýza E E G signálů zahrnuje extrakci smysluplných informací ze zaznamenaných 

dat, aby bylo možné identifikovat vzory nebo abnormality. Použi té metody se za­

měřují na analýzu v časové, frekvenční, časově-frekvenční a prostorové oblasti. [7], 

[27], [36] 
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Analýza E E G signálů v časové oblasti hraje klíčovou roli v pochopení časové 

dynamiky a charakteristik mozkové aktivity. Ampl i tudová ana lýza poskytuje infor­

mace o síle a intenzi tě nervové aktivity, za t ímco míry jako průměr , rozptyl, šikmost a 

špičatost kvantifikují distribuci a stat is t ické vlastnosti signálu. Frekvence p růchodů 

signálu nulou odhaluje rychlost oscilací. Kromě toho Hjorthovy parametry, včetně 

aktivity, mobili ty a složitosti , zachycují různé aspekty energie signálu, změny tvaru 

vlny a nepravidelnosti. [9], [27] 

Analýza ve frekvenční oblasti je dalš ím z možných p ř í s tupů v analýze E E G sig­

nálu využívající spekt rá ln í vlastnosti dat. Pro signál spoj i tého času je vztah pro 

výpočet Fourierovy transformace následující 

F{ou) = J f(t)-e-ju}tdt (2.1) 

kde OJ je úhlová frekvence [rad-s-1], t je čas [s]. Použ i t ím Fourierovy transformace je 

E E G signál t ransformován z časové oblasti do frekvenční oblasti, jak je znázorněno 

na obrázku 2.2. To umožňuje zkoumat rozložení a sílu různých frekvenčních složek, 

jako jsou vlny a, j3, 9 a 7 . Ana lýza ve frekvenční oblasti poskytuje cenné informace 

o dominan tn ích frekvenčních pásmech a jejich relat ivních ampl i tudách a odhaluje 

důležité poznatky o oscilacích elektrické aktivi ty mozku. [9], [27], [34] 

50 100 150 200 250 

Frekvence (Hz) 

(b) 

Obr. 2.2: Harmonický signál a jeho ampl i tudové spektrum, kdy na obrázku (a) je 

časový p r ů b ě h harmonické funkce tvořené dvěma frekvencemi a na obrázku (b) je 

její ampl i tudové spektrum. [9] 

Analýza signálu v časově-frekvenční oblasti kombinuje jak časové, tak spekt­

rální vlastnosti dat. Tento p ř í s tup umožňuje zkoumat, jak se frekvenční obsah E E G 

signálu mění v p r ů b ě h u času, čímž je zachycena dynamická povaha mozkové akti­

vity. Mez i používané techniky pa t ř í k r á t k o d o b á Fourierova transformace a vlnková 

transformace. Aplikací těchto t ransformací na E E G data lze identifikovat a zkoumat 
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přechodné událost i , spekt rá ln í změny související s udá los tmi a frekvenční dynamiku, 

k t e rá nemusí být zře jmá v časové ani frekvenční doméně samotně . Casově-frekvenční 

reprezentace poskytuje detai lní pohled na časově p roměnnou distribuci výkonu nebo 

amplitudy v různých frekvenčních pásmech E E G signálu, odhaluje časový vývoj ne-

urálních oscilací a jejich vztah ke kogni t ivním procesům. [9], [27], [32] 

Analýza signálu v prostorové oblasti se zaměřuje na prostorovou distribuci a to­

pografické charakteristiky mozkové aktivity. Tato ana lýza zahrnuje zkoumání elek­

tr ických potenc iá lů zaznamenaných elektrodami umís těnými na pokožce hlavy, aby 

se získal pohled na nervové procesy probíhající v různých oblastech mozku. Tech­

niky jako jsou skalpové mapy a topografické grafy se běžně používají k vizualizaci 

amplitudy nebo distribuce výkonu např íč elektrodami, odhalující prostorové vzorce 

mozkové aktivity. Analýza prostorové domény umožňuje posouzení funkční konekti-

vi ty mezi oblastmi mozku, identifikaci mozkových sítí a lokalizaci abnormalit nebo 

fokálních aktivací . [27], [32] 

2.2 Extrakce příznaků kvality 

Extrakce př íznaků umožňuje extrakci relevantních informací ze předzpracovaných 

E E G dat. Signály E E G jsou složité a obsahují velké množs tv í informací, t akže je 

nu tné extrahovat specifické rysy, k teré zachycují základní charakteristiky mozkové 

aktivi ty nebo ar te fak tů a rušení. Metody extrakce př íznaků zahrnuj í transformaci 

surových dat do souboru smysluplných a reprezenta t ivních př íznaků, k teré mohou 

zahrnovat např ík lad stat is t ické míry, spekt rá ln í koeficienty, deskriptory časové do­

mény nebo míry konektivity. Cílem extrakce př íznaků v analýze kvality signálu E E G 

je odhalení p ř í tomnos t i a r te fak tů a rušení . [7], [36] 

2.2.1 Šum signálu 

Výpočet S N R je zák ladn ím měř í tkem kvality signálů E E G . S N R posuzuje relat ivní 

sílu požadované mozkové aktivi ty ve srovnání s š u m e m na pozadí . V kontextu ana­

lýzy dat E E G indikují vyšší hodnoty S N R spolehlivější signály, což umožňuje lepší 

detekci smysluplných vzorů v E E G signálu. Pro výpočet S N R se signály E E G ob­

vykle dělí na signálovou a šumovou složku. Složka signálu předs tavuje mozkovou 

aktivi tu, za t ímco složka šumu se skládá z různých zdrojů rušení, jako je síťové ru­

šení nebo artefakty biologického původu . Výpočet S N R v j edno tkách [dB] lze provést 

pomocí vztahu 

SNR= W-log^-, (2.2) 

kde Ps je p r ů m ě r n ý výkon signálu a PN je p r ů m ě r n ý výkon šumu. Pro výpočet 

S N R je n u t n é zná t referenční úsek signálu se šumem, pokud takový není lze použí t 
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a l te rna t ivn ími př ís tupy. Mez i tyto postupy pa t ř í např ík lad období aktivity, filtrace 

pásmovou propus t í , s ta t is t ický odhad a detekce ar tefaktů . [9] 

Pokud E E G data obsahují úseky signálu bez aktivi ty před nebo po zkoumané 

mozkové akt iv i tě , je možné tyto úseky použí t jako referenci pro odhad šumu. S N R je 

tedy možné vypoč í t a t po rovnán ím výkonu signálu b ě h e m zájmové aktivity s výko­

nem signálu bez aktivity. Výpočet výkonu signálu je detailněji popsán v následující 

sekci. [7], [9], [27], [36] 

Pokud je z n á m ý frekvenční rozsah nebo specifické zdroje šumu, lze filtrem typu 

pásmová propust pot lačuj íc ím zbylé frekvence získat odhad šumu. Výkon filtrova­

ného signálu pak lze použí t k v ý p o č t u S N R . [27], [36] 

Charakteristiky šumu je možné odhadnout statisticky, mís to využi t í konkré tn ího 

referenčního období . K tomu lze využí t úseky E E G signálu zaznamenané b ě h e m 

odpoč inku nebo klidového stavu pacienta. V těchto úsecích lze očekávat nízkou mí ru 

uži tečného signálu a převahu šumu. Odhadem r o z p t y l u / s m ě r o d a t n é odchylky těchto 

období lze přibližně urči t úroveň šumu a vypoč í t a t S N R . 

Poslední možnost í je využi t í anotac í . Pokud E E G data obsahují anotace nebo 

š t í tky označující p ř í tomnos t specifických ar te fak tů (např. m r k á n í očí, svalová akti­

vita), lze tyto označené segmenty použí t jako reference pro odhad šumu. Výběrem 

segmentů označených jako artefakty lze na základě jejich charakteristik odhadnout 

úroveň šumu a vypoč í t a t S N R . [9] 

2.2.2 Frekvenční rozsah 

Validace frekvenčního rozsahu zkoumán ím výkonového spektra signálů E E G zajiš­

ťuje, aby z a z n a m e n a n á data odpovída la očekávanému frekvenčnímu rozsahu typické 

aktivi ty E E G . Tato validace je nezbytná , protože signály E E G se skládají především 

ze specifických frekvenčních pásem spojených s mozkovými rytmy a nervovou ak­

tivi tou. Neobvyklé spekt rá ln í vzorce nebo p ř í tomnos t silného šumu ve specifických 

frekvenčních pásmech mohou svědčit o problémech s kvalitou dat nebo artefaktech. 

Nejčastěji se hodno t í v l iv antial iasingového filtru na signál. Hledá se frekvence na 

přechodu filtru s poklesem o 10 dB, jak je znázorněno na obrázku 2.3. [7], [9], [27], 

[36] 

2.2.3 Odlehlé hodnoty 

Odlehlé hodnoty signálu jsou důleži tým ukazatelem kvality E E G dat, protože mo­

hou významně ovlivnit spolehlivost a přesnost nás ledné analýzy. Identifikací a od­

s t r aněn ím odlehlých nebo ext rémních hodnot v E E G datech se může účinně řešit 

potenciá lní poškození dat nebo chyby měření . K odhalení odlehlých hodnot v datech 

lze použí t r ůzná s ta t is t ická měření , např ík lad z-skóre nebo robus tn í odhady. Odlehlé 
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Obr. 2.3: Přenosová charakteristika antial iasingového filtru pro vzorkovací frekvenci 

fvz = 1000 Hz a mezní frekvenci fm = 200 Hz. Červená čára označuje pokles o -10 

dB. 

hodnoty mohou vznikat z různých zdrojů, včetně ar tefaktů , šumu nebo poruch elek­

trod. Jejich p ř í tomnos t může vést k zavádějícím in te rpre tac ím a ohrozit platnost 

pozdější analýzy. [7], [9], [27], [36] 

2.2.4 Další příznaky kvality 

Impedance elektrod poskytuje informace o kvalitě kontaktu elektrody s kůží. V y ­

soké hodnoty impedance elektrod mohou mí t za následek špa tnou kvali tu signálu, 

což vede k za šuměným a nespolehl ivým z á z n a m ů m E E C V ideálním př ípadě nízké 

hodnoty impedance indikují dobrý kontakt elektrody s kůží, což zajišťuje přesný 

a konzis tentní sběr signálu. Zajištění op t imáln ího kontaktu elektrod pros t řednic­

t v ím hodnocení impedance je ru t inn í při sn ímání E E G dat, kdy hodnoty impedance 

nejsou uloženy do datového souboru. [7], [9] 

Kontrola úplnost i dat zajišťuje, že sh romážděná data splňují kr i tér ia nezby tná 

pro přesnou a spolehlivou analýzu. Tato kontrola spočívá v detekci chybějících nebo 

neúplných segmentů v záznamu E E G nebo p ř í tomnos t í nečíselných hodnot vzorků 

signálu. Ověřováním př í tomnos t i požadované délky a p o č t u pokusů nebo epoch je 

zajištěno, že data jsou dos ta t ečná pro spolehlivou analýzu. Chybějící segmenty nebo 

neúplné údaje mohou vést ke zkresleným nebo nep růkazným výs ledkům, což ohro­

žuje celkovou platnost výsledků analýzy E E G . Prob lemat ickými jsou a typická mě-
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ření, u k terých dojde ke saturaci kaná lů , což se na výs ledném záznamu projevuje 

signálem v hodno tě odpovídající max imá ln í hodno tě dynamického rozsahu. [19] 

Konzistence dat je zj ištěna po rovnán ím jejich vzorců a korelace mezi různými 

kanály. Nekonzistence nebo velmi rozdílné signály mezi kaná ly mohou naznačovat 

potenciá lní problémy s umís t ěn ím elektrod, p ropojen ím nebo kvalitou záznamu. 

Identifikace a řešení takových nesrovnalost í je zásadní , pro tože tyto nesrovnalosti 

mohou vést k zavádějícím výs ledkům a ohrozit celkovou integritu dat E E G . [19] 

2.3 Extrakce příznaků popisujících artefakty 

Detekce typických ar tefaktů v E E G datech je klíčovým krokem při hodnocení jejich 

kvality E E G dat, jehož cílem je identifikovat a kvantifikovat různé zdroje rušení, 

k teré mohou kontaminovat zaznamenané signály. Později detekované úseky signálu či 

celé kaná ly jsou v následné analýze pomocí metody I C A a dalších zbaveny ar tefaktů . 

[10] 

2.3.1 Artefakty způsobené pohyby očí 

Tyto artefakty se rozdělují do dvou skupin - m r k n u t í a la terá lní pohyb oka. Artefakty 

spojené s m r k n u t í m lze popsat extrakcí p ř íznaků jako je velikost amplitudy a její 

délka. Ampl i tuda označuje velikost výchylky napě t í b ě h e m mrkán í . To lze provést 

v ý p o č t e m amplitudy od špičky k špičce nebo max imáln í absolu tn í amplitudy v rámci 

segmentu mrkán í . Délka m r k n u t í je definována jako časový interval mezi začá tkem 

a koncem úseku mrknu t í . [10] 

J e d n í m z důležitých a spek tů a r te fak tů souvisejících s pohybem očí je komponent 

pomalého pohybu očí, k te rý zahrnuje jak drifty, tak sakády. Drifty předs tavuj í po­

malé, nepře t rž i té pohyby očí, k teré plynule posunují pohled, za t ímco sakády jsou 

rychlé, d iskré tní pohyby očí, k teré přesměruj í pohled na nový cíl. Detekce a kvantifi­

kace těchto očních p o h y b ů může pomoci při identifikaci segmentů E E G ovlivněných 

artefakty souvisejícími s očima. Pro analýzu komponenty pomalého pohybu očí lze 

z dat E E G získat několik funkcí. Jednou z klíčových v las tnos t í je amplituda p o h y b ů 

oka, k t e rá odráž í velikost odchylky oka od fixačního bodu. Větší amplitudy často 

ukazují na výraznější artefakty pohybu očí. Kromě toho lze hodnotit frekvenci oč­

ních pohybů , protože poskytuje pohled na rychlost, s jakou se b ě h e m záznamu E E G 

objevují oční artefakty. Vysoké i nízké frekvence pohybu očí mohou naznačovat po­

tenciální artefakty. [10] 
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2.3.2 Artefakty způsobené svalovou činností 

Metody extrakce př íznaků pro myogenní artefakty zahrnuj í zachycení jejich jedineč­

ných spektrá ln ích charakteristik, časových vzorů a distribuce amplitudy. Pro kvanti­

fikaci úrovně p ř í tomnos t i myogenních ar te fak tů lze použí t s ta t i s t ická měření , jako je 

výkon ve specifických frekvenčních pásmech, rozptyl signálu a špičatost . P ř í znaky ča­

sové domény, jako je prahování amplitudy, rozptyl signálu a ana lýza sklonu křivky, 

mohou také pomoci při detekci náhlých změn spojených se svalovou aktivitou. K 

oddělení myogenních ar te fak tů od skutečných cerebrálních signálů lze navíc využí t 

techniky jako I C A využ i t ím jejich pros torových rozdílů v distribuci. Ex t rakc í rysů 

souvisejících s výkonem ve specifických frekvenčních pásmech (50-100Hz) můžeme 

rozlišit segmenty silně ovlivněné svalovou aktivitou. [10] 

2.3.3 Artefakty způsobené srdeční činností 

Pro zjištění p ř í tomnos t i a r te fak tů způsobených srdeční činnost í lze využí t infor­

mace z E K G signálu. U většiny E E G záznamů je současně nah ráván i E K G signál. 

Po rovnán ím signálu s detekovanými R-vrcholy a E E G daty lze objevit souvislost. 

Využi t ím specializovaných a lgor i tmů je možné identifikovat R vrcholy v E K G sig­

nálu. R-vrcholy odpovídaj í v rcholům v Q R S komplexu E K G křivky a lze je použí t k 

přesné lokalizaci jednot l ivých srdečních tepů . N a obrázku 2.4 je znázorněno prol ínání 

E K G s E E G signálem. [10], [22] 

T7 
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Obr. 2.4: E E G z á z n a m s artefakty způsobenými srdeční činností , (převzato z [22]) 

Další možnost í je extrakce variability srdečního rytmu ( H R V , z angl. Heath Rate 
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Variability), kdy informace v časové (např . s m ě r o d a t n á odchylka intervalů N N , kdy 

interval N N předs tavuje časové rozdíly mezi R-vrcholy - R R intervaly, ale s p ř idaným 

filtrováním k ods t r aněn í a r te fak tů a šumu př í tomných v datech, což činí některé 

intervaly R R nespolehlivé) a frekvenční oblasti (např . výkon ve vysokofrekvenčních 

a nízkofrekvenčních pásmech) slouží k zachycení změn v časových intervalech mezi po 

sobě jdoucími srdečními tepy. Abnormá ln í vzorce H R V mohou indikovat segmenty 

kontaminované artefakty srdeční aktivity. [10] 

Odhad výkonové spekt rá ln í hustoty se využívá pokud není E K G signál p ř í tomný 

v záznamu E E G dat. Provádí se ana lýza výkonového spektra E E G signálu se za­

měřen ím na frekvenční p á s m a související se srdeční aktivitou, např . 0,5-2 Hz. Toto 

pásmo obvykle obsahuje spekt rá ln í složky související se srdečními signály. Dále tak 

neobvyklé spekt rá ln í vzorce v cílových frekvenčních pásmech, jako je zvýšený výkon 

nebo periodické oscilace, mohou naznačovat artefakty způsobené srdeční aktivitou. 

[10], [19] 

2.3.4 Artefakty způsobené síťovým rušením 

Analýzou frekvenčního rozsahu a odhadem výkonu p á s m a lze odhalit síťové rušení. 

Toho tak je možné dosáhnou t v ý p o č t e m výkonu nebo amplitudy E E G signálu frek­

venčním rozsahu odpovídaj íc ím šumu elektrického vedení - 50 Hz. Ke kvantifikaci 

podí lu frekvence elektrického vedení na celkovém signálu E E G se využívají techniky, 

jako je odhad pásmového výkonu nebo spekt rá ln í analýza. [9], [10] 

Harmonická složka síťového rušení se také projevuje ve výs ledném signálu, kdy 

její p ř í tomnos t zjistit analýzou frekvenčních složek. Ana lýza p ř í tomnos t i harmonic­

kých frekvencí (např. d ruhé nebo t ře t í harmonické) v signálu E E G , k te ré se shodují 

s frekvencí elektrického vedení. Harmonické složky signalizují p ř í tomnos t rušivých 

vlivů vedení a lze je použí t k rozlišení skutečné aktivi ty E E G od šumu. Další alter­

nativou je zhodnocen ím rela t ivní amplitudy pomocí porovnán í re la t ivní amplitudy 

harmonických složek vzhledem k základní frekvenci, pro ověření p ř í tomnos t i arte­

faktů šumu vedení. [10] 

2.3.5 Artefakty způsobené poppingem 

Možným postupem detekce je derivační analýza, při k teré je v y p o č í t á n a derivace 

E E G signálu a jsou identifikovány náhlé změny nebo skoky v hodno tách derivace. 

Tyto hroty indikují potenciá ln í artefakty př i přerušení kontaktu elektrody s po­

kožkou pacienta. Taktéž je možné provést detekci na základě prahových hodnot, 

kdy nas t avená prahová hodnota pro hodnoty derivace. To lze použí t k au tomat ické 

identifikaci segmentů s náh lými změnami signálu, k te ré mohou být způsobeny elek­

t r o d o v ý m poppingem. [10], [19] 
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2.4 Metody detekce odlehlých hodnot 

Metody detekce odlehlých hodnot při extrakci př íznaků E E G mají za cíl identifi­

kovat datové body nebo úseky, k teré se významně odchylují od očekávaného nebo 

normáln ího chování. Ty to metody využívají různé techniky, jako jsou stat is t ické pří­

stupy, algoritmy strojového učení nebo doménově specifická heuristika, k identifikaci 

odlehlých hodnot a jejich odlišení od základního E E G signálu. [27], [36] 

2.4.1 Statistické metody 

Detekce odlehlých hodnot na základě histogramu je p ř í s tup , jehož cílem je identi­

fikovat a označit da tové body, k teré se výrazně odchylují od očekávaného rozložení 

hodnot. Tato metoda zahrnuje sestavení histogramu, k te rý odhaduje rozložení frek­

vence výsky tu hodnot, a po t é použi t í s ta t is t ických technik k identifikaci odlehlých 

hodnot. Analýzou tvaru, šíření a hustoty histogramu lze odlehlé hodnoty identifi­

kovat jako datové body, k te ré spadaj í mimo urči tý rozsah nebo vykazují výrazně 

odlišné rozložení. [11], [27] 

Lokální odlehlý faktor ( L O F , z angl. Local Outlier Factor) je robus tn í metoda 

detekce odlehlých hodnot. Funguje na principu posouzení s tupně odlehlosti datového 

bodu na základě jeho mís tn í hustoty. Srovnání je provedeno se sousedními da tovými 

body. Zvážením mís tn í hustoty da tových b o d ů může L O F efektivně identifikovat 

odlehlé hodnoty, k te ré se odchylují od okolního kontextu. L O F poč í t á skóre pro 

každý da tový bod, přičemž vyšší skóre značí vyšší p ravděpodobnos t , že se j edná 

o odlehlou hodnotu. V kontextu extrakce rysů E E G lze L O F použí t k identifikaci 

abnormáln ích segmentů E E G nebo rysů, k te ré vykazují neobvyklé vzory, jako jsou 

artefakty nebo vzácné fyziologické událost i . [5], [27] 

Úhlový detektor odlehlých hodnot ( A B O D , z angl. Angle-Based Outlier Detec-

tor) je výkonná metoda detekce odlehlých hodnot, k t e rá měř í úhly mezi da tovými 

body ve vícerozměrném prostoru. A B O D vypočí tává re la t ivní úhly vytvořené da­

t o v ý m bodem vzhledem k jeho sousedním d a t o v ý m b o d ů m , což m e t o d ě umožňuje 

identifikovat odlehlé hodnoty na základě jejich odchylky od očekávaných úhlových 

vzorů. P ř i zohlednění úh lů spíše než vzdálenost í je A B O D méně citlivý na vl iv ire­

levantních nebo hlučných dimenzí v prostoru prvků . V kontextu extrakce rysů E E G 

lze A B O D využí t k detekci anomálních vzorců E E G nebo rysů, k teré vykazují vý­

znamné odchylky od sousedních bodů . [15], [27] 

Lokálně selektivní kombinace v paralelních odlehlých souborech ( L S C P O E , z 

angl. Locally Selective Combination in Parallel Outlier Ensembles) je pokroči lá me­

toda detekce odlehlých hodnot zahrnujících několik a lgor i tmů v E E G datech. Selek­

t ivn ím kombinováním výsledků těchto a lgor i tmů na základě mís tních charakteristik 
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a vzorů dosahuje L S C P O E robus tn í a přesné detekce odlehlých hodnot. Tento pří­

stup je zvláště uži tečný při práci s různými odlehlými vzory a složitými distribucemi 

dat. [27], [35] 

2.4.2 Metody založené na učení 

Metody založené na učení jsou efektivními p ř í s tupy k detekci odlehlých hodnot. Tyto 

metody využívají sílu a lgor i tmů strojového učení k au tomat i ckému rozpoznání vzorů 

a charakteristik normáln ích E E G signálů. Tréninkem na označených datech nebo 

použ i t ím technik učení bez učitele mohou tyto metody zachytit př i rozenou složitost a 

variabili tu E E G dat. P ř í s t upy učení s uči te lem využívají ano tovaná t réninková data 

k t rénování klasifikátorů, k teré dokážou rozlišit mezi normáln ími a abnormáln ími 

E E G vzory. N a d ruhé s t raně metody učení bez dozoru mají za cíl odhalit odlehlé 

hodnoty modelováním normáln í distribuce rysů E E G a identifikací p ř ípadů , k te ré se 

významně odchylují od t é t o naučené reprezentace. Metody založené na učení nabízejí 

výhody adaptability, škálovatelnosti a schopnosti zv ládnout různé typy odlehlých 

hodnot, včetně ar tefaktů , anomáli í nebo vzácných událost í . [3], [27] 

Jednou z používaných metod založených na učení je jednot ř ídová metoda pod­

půrných vektorů ( O C S V M , z angl. One Class Support Vector Machine). J e d n á se o 

robus tn í metodu, kdy řízený algoritmus učení se učí charakteristiky normáln ích da­

tových b o d ů a po t é identifikuje odlehlé hodnoty jako da tové body, k teré se výrazně 

odchylují od naučeného normáln ího vzoru. Modelováním normáln ího chování funkcí 

E E G může detektor O C S V M účinně rozlišovat mezi normáln ími a abnormáln ími 

vzory. [1], [27] 
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3 Návrh a testování nástroje 

Smysl navrženého nás t ro je je provést p r ů z k u m n o u analýzu E E G dat a nalézt úseky 

signálu či celé kaná ly s artefakty a rušením. Nást ro j automaticky nalezne a doporučí , 

o k t e rá mís t a se j edná . V ý s t u p e m nás t ro je je report o kvali tě dat. Nást ro j je navržen 

tak, aby bylo možné jej rozšířit o další metriky kvality. Blokové schéma nás t ro je je 

znázorněno na obrázku 3.1. 

Surová data 

Detekce úseků 
signálu s artefakty 

I 

1 
Načtení dat 

Nalezení značek a 
EKG signálu 

Předzpracování 
signálu 

Extrakce příznaků 

Vyhodnocení 
příznaků 

Detekce kanálů s 
artefakty 

Informace o signálu 

Report o kvalitě dat 

Obr. 3 .1 : Blokové schéma navrženého nás t ro je . 
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3.1 Načtení elektroencefalografických dat 

P r v n í m krokem nás t ro je je nač ten í naměřených dat z datové struktury měřícího pří­

stroje. Cílem nač ten í je převedení dat do formátu vhodnějš ího pro další zpracování . 

Toho lze dosáhnou t s pomocí volně dos tupné knihovny F i l e l O jež je součást í sady 

nás t ro jů Fieldtr ip. Tato sada softwarových nás t ro jů pro in te rakt ivní programové 

pros t ředí M A T L A B je v h o d n á pro ana lýzu dat z E E G , magnetoencefalografie a in-

t rakran iá ln í elektroencefalografie. Tato knihovna nabízí předzpracování a pokročilé 

analyt ické metody, jako je časově-frekvenční analýza, rekonstrukce signálu pomocí 

dipólů a neparamet r ické stat is t ické testování . [25] 

E E G data mohou nabýva t různých da tových formátů a tud íž i struktur daných 

výrobcem snímacího zařízení. Seznam datových formátů a výrobců podporovaných 

použ i tou knihovnou je uveden v tabulce 3 .1 . [25], [27], [36] 

Tab. 3 .1 : Seznam podporovaných da tových formátů podle výrobců. [25] 

Výrobce E E G přís t roje Datové formáty 

A N T Neuro .avr , . ent, • t r g 

Besa .avr , . swf 

Biosemi B D F .bdf 

Bra in Products •eeg, . seg, .dat , .vhdr, .vmrk 

Cambridge Electronic Design . smr 

E E G L A B .se t , . fd t 

Magst im Electrical Geodesies, Inc. •eg is , . ave, .gave, .ses , .raw, .mff 

NeuroScan •eeg, . ent, •avg 

Nexstim .nxe 

T M S i .Poly5 
Generické s t a n d a r d n í formáty .edf, . gdf 

P o s k y t n u t á E E G data z l abora toře mul t imodá ln ího a funkčního zobrazování 

St ředoevropského technologického institutu Masarykovy univerzity ( C E I T E C M U ) 

jsou pouze ve dvou da tových formátech - Meta File Formát ( M F F ) a Bra in Vis ion 

File Formát ( B V F F ) z důvodu použi t í E E G sys témů od výrobců Magst im Electrical 

Geodesics, Inc. (Magstim EGI ) a Bra in Products (BP) . 

M F F je formát souboru speciálně navržen pro uk ládán í a organizování E E G dat 

spolu se souvisejícími metadaty. M F F poskytuje komplexní strukturu pro uk ládání 

různých komponent E E G exper imentů , včetně nezpracovaných E E G záznamů, zna­

ček událost í , pozic elektrod, informací o sn ímaných pacientech a exper imentá ln ích 

protokolů. Tento formát umožňuje snadný p ř í s tup , správu a sdílení dat E E G např íč 
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různými analy t ickými platformami a softwarovými nástroj i . Formát M F F podporuje 

interoperabilitu a standardizaci v analýze signálu E E G a usnadňuje reprodukovatel-

nost výzkumných zjištění a spolupráci mezi výzkumníky v oblasti neurověd. Veškeré 

informace je možné získat nač t en ím souboru s koncovkou .mf f. [25] 

B V F F je široce používaný formát souborů při analýze signálu E E G od výrobce 

B P . Je speciálně navržen pro uk ládán í a výměnu E E G dat spolu s př idruženými me-

tadaty. B V F F poskytuje standardizovanou strukturu pro uk ládán í nezpracovaných 

záznamů E E G , konfigurací elektrod, značek událos t í a dalších relevantních infor­

mací . Tento formát podporuje kompatibil i tu mezi různými sys témy E E G a softwa­

rovými nást roj i , což usnadňuje sdílení dat a spolupráci mezi výzkumníky. Oproti 

předchozímu formátu je n u t n é pro správnou analýzu načíst t ř i s amos t a tné soubory. 

Metadata jsou uložena v souboru s koncovkou .vhdr, soubor tex tových značek s 

koncovkou .vmrk obsahuje informace o událos tech v datech a hodnoty n a p ě t í E E G 

jsou uložené jako b inárn í soubor s koncovkou .eeg. Výhoda B V F F oproti M F F je, 

že se j e d n á o schválený formát standardu Bra in Imaging Data Structure (BIDS). 

Ten vznikl jako j ednoduchý a snadno použi te lný způsob organizace komplikovaných 

dat neurologických exper imentů . [25] 

3.2 Přípravné práce se signálem 

Pro určení kvality E E G záznamu je t ak též n u t n é stanovit p ř í tomnos t značek v zá­

znamu. Značky v datech E E G slouží k označení a pojmenování konkrétních událost í 

nebo časových b o d ů zájmu b ě h e m záznamu E E G . Př i sn ímání E E G dat je často 

sn ímán i E K G signál. Po odhalení p ř í tomnos t i E K G signálu je nalezený kaná l od­

s t raněn z dat pro další analýzu a do reportu o kvalitě je uložena logická hodnota o 

p ř í tomnos t i E K G . 

Po nač ten í dat je n u t n é provést jejich předzpracování s co nej menš ím vlivem na 

informaci v surových datech. Předzpracování se skládá z filtrace a transformace dat. 

Pro ods t r aněn í l ineárního posunu v surových E E G datech je provedena filtrace fil­

trem typu horní propust s mezní frekvencí 1 Hz. Specificky je použi t B u t t e r w o r t h ů v 

filtr d ruhého řádu . Kvůli p o ž a d a v k ů m funkce v M A T L A B toolboxu je n u t n é norma­

lizovat mezní frekvenci pomocí vztahu: 

fm =
 1 p i (3-1) 

2 J vz 

kde je normal izovaná mezní frekvence filtru [Hz], fm je mezní frekvence filtru 

[Hz] a fvz je vzorkovací frekvence [Hz]. Po provedení filtrace je provedeno zkrácení 

celkové délky dat na délku N', protože metody v následné analýze extrahuj í př íznak 
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pro úseky signálu o délce jedné vteřiny. Zkrácení lze popsat vztahem 

N' = N-(Nmodfvz), (3.2) 

kde N' je délka zkrácených dat, N je délka původních dat a N mod fvz je výsledek 

operace modulo - celočíselný zbytek po dělení původn í délky dat vzorkovací frek­

vencí. Pos ledním krokem předzpracování je transformace dat z 2D do 3D struktury, 

k t e rá je vhodnějš í pro implementaci existujících funkcí v pros t řed í M A T L A B . P ů ­

vodní 2D struktura označuje fakt, že každý z M kaná lů obsahuje signál o stejné 

délce N. 

3.3 Výpočet příznaků 

Obecné schéma předzpracování je znázorněno na obrázku 3.2. Proces v ý p o č t u pří­

znaků se skládá z aplikování různých funkcí na stejná data. 

P ř e d z p r a c o v á n í dat 

y 

KF u n k c e e x t r a k c e 

p ř í z n a k ů 

y 

V ý p o č e t m a t i c e 

p ř í z n a k ů 

£ 
V y h o d n o c e n í p ř í z n a k ů 

Obr. 3.2: Obecné blokové schéma v ý p o č t u př íznaků. 

N a předzpracovaná data jsou aplikovány veškeré funkce extrakce př íznaků podle 

schématu znázorněného na obrázku 3.3, k teré rozšiřuje předešlé schéma. Popis vý­

znamu dílčích funkcí je uveden níže. P ř i dodržení s tejného formátu v s t u p ů a v ý s t u p ů 

funkce je možné rozšířit toolbox p ř idán ím dalších funkcí pro výpočet p a r a m e t r ů . 

Koeficient špičatost i je s t a n d a r d n í s ta t is t ická mí ra závažnosti konců distribuce 

vzorků, tedy udává, s jakou p ravděpodobnos t í vzorek obsahuje odlehlou hodnotu. 

Čím vyšší je p ravděpodobnos t odlehlých hodnot ve vzorku, t í m větší je hodnota 
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výkonového 
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Míra průchodu 
nulou 

Hodnoty 
příznaků 

Matice 
příznaků 

Obr. 3.3: Blokové schéma v ý p o č t u př íznaků navrženého nás t ro je . 

koeficientu. Podobně , čím rovnoměrnějš í je rozdělení, t í m nižší je koeficient špičatost i 

vzhledem k normá ln ímu rozdělení. Pomocí následujícího vztahu je možné vypoč í t a t 

koeficient špičatost i pro signál x délky TV 

K = ^Ax(n)-x)f 

ÍELi«n)-x))2} 

kde x(n) je hodnota vzorku signálu na ak tuá ln í pozici, x je p r ů m ě r n á hodnota vzorků 

v okně. 

Maximáln í gradient signálu E E G je největší rozdíl mezi všemi sousedními vzorky 

v okně. Toto je běžně použ ívaná metoda detekce ar te fak tů v analýzách E E G , kde 

se krok lO/iV/ms často používá jako p r á h pro indikaci jakéhokoli vysokoamplitudo-

vého či vysokofrekvenčního artefaktu, k te rý vytvář í rychlé změny sn ímaného napě t í . 

Maximáln í gradient lze vypoč í t a t pomocí vztahu 

MG = max[x{n) — x(n — 1)], (3.4) 

kde MG je hodnota max imáln ího gradientu, x(n) je hodnota vzorku signálu na 

ak tuá ln í pozici a x(n — 1) je hodnota vzorku signálu na předešlé pozici. 

Výpočet s t řední kvadrat ické amplitudy ( R M S A , z angl. Root Mean Square Am­

plitudě) slouží jako cenná metrika pro detekci n a d m ě r n é svalové aktivity. Výpoč tem 

R M S A signálu E E G nebo specifických frekvenčních pá sem můžeme přesně identifiko­

vat segmenty s výraznými artefakty způsobenými svalovou aktivitou. Vyšší hodnoty 

R M S A v těchto segmentech ukazují na zvýšenou svalovou interferenci a kontaminaci 
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signálu. Výpočet lze provést pomocí vztahu 

RMSA 
N 

|2 
^ ^2 \ X n \ ' (^-5) 

n=l 

kde N je délka signálu x a i „ označuje n- tý vzorek signálu. [10] 

Míra p růchodu nulou ( Z C R , z angl. Zero-crosing Rate) určuje mí ru s jakou se 

signál mění z pozi t ivních na negat ivní hodnoty. Je to ukazatel frekvence, při k teré 

je větš ina energie sous t ředěna ve spektru signálu. Z C R by se mělo zvyšovat u vy­

sokofrekvenčních ar tefaktů a klesat u nízkofrekvenčních ar tefaktů , k teré způsobují 

posun E E G stopy od nulové čáry. Pomocí vztahu lze vypoč í t a t 

1 N 
ZCR = — ^2 \sgn[x(n)} — sgn[x(n — 1)]|. (3.6) 

^ n=l 

Frekvenční rozsah 1 až 50 Hz pokrývá s t a n d a r d n í p á s m a mozkových v ln ô, 6, a, 

(3 a nízkých 7 v ln . Jako parametr popisující výkon spektra je získán odhad výkonové 

spekt rá ln í hustoty. Odhad výkonové spekt rá ln í hustoty 5 pro frekvenci / lze provést 

pro spoji tý signál x v čase t podle vztahu 

S(f) x (í) • e~27rftdt 
2 

(3.7) 

Využi t ím odhadu výkonové spekt rá ln í hustoty lze urči t parametr P odhaduj íc í mí ru 

post ižení signálu síťovým rušením o frekvenci 50 Hz. Míra P je získána pomocí 

vztahu 

P = m , (3. 8 ) 
S(f) 

kde 5(50) je odhad výkonové spekt rá ln í hustoty signálu pro frekvenci 50 Hz a S(f) 

je hodnota odhadu celkové výkonové spekt rá ln í hustoty signálu. [7], [10] 

3.4 Vyhodnocení příznaků a klasifikace 

Hodnoty př íznaků jsou s tandard izovány pomocí no rma t ivn ího hodnocení . Norma­

t ivní hodnocení vychází z p ředpokladu , že dané hodnoty budou mí t normáln í roz­

ložení a na základě toho j i m bude př idělena hodnota popisující, kolik směroda tných 

odchylek se d a n á hodnota nachází od s t řední hodnoty. Rozložení no rma t ivn ího hod­

nocení je znázorněno na obrázku 3.4. Hodnoty \x - a r i tmet ický p r ů m ě r a a - smě­

r o d a t n á odchylka jsou získány jako jako p r ů m ě r n á hodnota a s m ě r o d a t n á odchylka 

pro daný kaná l všech posky tnu tých E E G dat bez ar tefaktů . [7] 

P r v o t n í m měř í tkem hodnocení kvality E E G dat je spočí tání skóre pro všechny 

segmenty daného kaná lu 5 i , 5 2 , 5 „ , jak je znázorněno na obrázku 3.5. Pro př íznak 
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-3o -2o -o \i +a +2o +3o 
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1 

3 2 1 0 1 2 3 

Obr. 3.4: Rozložení no rma t ivn ího skórování, (převzato a upraveno z [7]) 

Pn je výpočet proveden pomocí vztahu 

- j = r S * ! + 5 * 2 + . . . + Sn 

N 
(3.9) 

kde Si, S2,Sn jsou normovat ivně hodnocené hodnoty n- tého př íznaku. Pro každý 

př íznak je též vypoč í t áno RQ - kolik procent segmentů signálu bylo no rma t ivně 

ohodnoceno nulou. Takto lze zjistit kvali tu kaná lu pro každý př íznak, ovšem je 

možné zjistit i celkovou kvali tu kanálu . Pomoc í vztahu 

YJsn = pl + p2 (3.10) 

kde Pi, P 2 , P n jsou no rma t ivn í hodnoty př íznaků pro n- tý segment signálu. V 

takto vzniklém vektoru je vypoč í t áno R - kolik procent segmentů signálu přes 

všechny př íznaky bylo no rma t ivně ohodnoceno nulou. 

P R 0 

0 5 ) [ 6 0 l  

O l ] [ 9 0 1  
O Š l [ 6 0 l 

s , s „ 

1 0 1 1 o f 1 1 1 I o | h l 1 2 1 1 0 1 1 1 I l o I o l 
1 o | 1 1 I I 0 II 0 | 1 0 1 1 0 1 1 0 1 I 0 I l o l o ] 

I o | L z J I o | 1 o 1 l±i 1 0 1 I o | 1 1 I o | 

Obr. 3.5: Ukázka procesu celkového hodnocení , (převzato a upraveno z [7]) 

Pro určení , zda daný signál nebo úsek signálu obsahuje artefakty je vyži ta me­

toda podpů rných vektorů ( S V M , z angl. Support Vector Machine), k t e rá b inárně 

klasifikuje úsek signálu na základě hodnot ex t rahovaných př íznaků. Tř ídy označují, 
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zde se artefakt v d a n é m úseku signálu vyskytuje nebo ne. Specificky se j edná o 

S V M s l ineárním j á d r e m a dese t inásobnou křížovou validací. Křížová validace je 

technika použ ívaná k hodnocen í výkonu modelu strojového učení. Dese t inásobná 

křížová validace zahrnuje rozdělení datové sady na 10 zhruba stejných částí . Model 

je t rénován na 9 z těchto částech a tes tován na zbývající. Tento proces se i te ra t ivně 

opakuje lOkrát , př ičemž každá část funguje jednou jako testovací data. Výsledky 

jsou zprůměrovány, aby poskytly robustnějš í odhad výkonnost i modelu. Lineární 

j ád ro je jeden typ jádrové funkce používaný v m e t o d á c h strojového učení. P ř edpo ­

kládá, že data lze v prostoru př íznaků odděli t p ř ímkou (nadrovinou). Lineární j ád ro 

je jednodušš í ve srovnání s j inými, jako jsou j á d r a s polynomiální nebo radiální bází. 

Proces t rénování a tes tování tohoto klasifikátoru je popsán v sekci 3.6.2. [1], [7], [27] 

3.5 Report o kvalitě dat 

Výsledkem nás t ro je je .pdf report o kvalitě E E G záznamu. Report se skládá ze čtyř 

stran, zabývajících se různými aspekty kvality signálu. [7] 

N a prvn í s t raně se nachází základní popisné informace o souboru, jako jeho 

název, poče t kanálů , poče t vzorků signálu pro kaná l a vzorkovací frekvence. Dále je 

uvedena tabulka se j m é n y a če tnos tmi un iká tn ích značek. Taktéž je uvedeno, zda je 

v souboru p ř í t omný E K G signál a číslo jeho kanálu . [7] 

N a d r u h é s t r aně reportu jsou graficky znázorněné procen tuá ln í četnost i výsky tu 

úseku signálu ohodnocených jinak než nulou pro každý př íznak. Je zvoleno ba­

revné škálování pro hodnoty četnost i . Zelená barva odpov ídá výsky tu úseků ne­

nulově ohodnocených mezi nula až pě t i procenty, za t ímco ž lu tá barva intervalu pě t 

až 20 % a červená nad 20 %. M i m o j iné se zde nachází tabulka zobrazující grafické 

informace. [7] 

N a t ř e t í s t r aně se nachází tabulka a grafické znázornění celkové kvality signálu 

a také je zde graficky znázorněn výs tup z b inárn ího klasifikátoru. Ukázka reálného 

reportu je A . [7] 

3.6 Testování implementovaného nástroje 

Nástro j byl implementován v pros t ředí M A T L A B R2021b se sadou nás t ro jů Fie l -

dTrip ve verzi 20230613 na p řenosném počí tači s procesorem Intel Core Í5-4210M 

t ak tovaném na 2,60 GHz s 16 GB p a m ě t i R A M . Nást ro j je implementován pomocí 

s amos t a tně spus t i te lného skriptu Main.m využívající toolbox s autorem naprogra­

movanými funkcemi. [25] 

42 



3.6.1 Testování extrahovaných příznaků 

Př íznaky popsané v sekci 3.3 byly vyb rány aby splňovaly následující kri tér ia: 

1. Jednot l ivé př íznaky by měly být citlivé na artefakty s různou amplitudou a 

t rván ím v úseku E E G signálu. 

2. Kombinaci p ř íznaků lze použí t k rozlišení mezi uměle simulovanými úseky 

E E G signálu bez a s artefakty. 

3. Kombinované skóre př íznaků by mělo být citlivé na artefakty v delším seg­

mentu E E G signálu. 

Pro ověření účinnost i daného př íznaku je provedeno tes tování na umělých E E G 

datech. T y mohou být modelovány pomocí autoregresivní ( A R ) funkce popsanou 

vztahem 

x(t) = « i • (ŕ - 1) + a2 • (t - 2) + a3 • (t - 3) + r(t), (3.11) 

kde « 1 , « 2 a a3 jsou koeficienty A R funkce a r(ť) je bílý šum. Pro generování umě­

lých E E G dat jsou získány úseky signálu E E G bez rušení z kaná lu C z pro veškeré 

posky tnu té záznamy. K nalezení signálu bez a r te fak tů a rušení jsou využi ty anotace 

posky tnu tých dat. Z těch to dat je n á h o d n ě vyb ráno 55 úseků signálu pro odhad 

koeficientů Burgovou metodou. Tato metoda odhadu A R p a r a m e t r ů je založená na 

minimalizaci dopředné a zpě tné chyby lineární predikce. Aplikací Burgovy metody 

jsou získány koeficienty, jejichž hodnoty jsou uvedeny v tabulce 3.2. Př ík lad simu­

lovaného čistého E E G signálu je na obrázku 3.6. [4], [7], [26] 

25 r 

20 -

0 0.2 0.4 0.6 0.8 1 

Čas [s] 

Obr. 3.6: Vteř inový úsek uměle vygenerovaného E E G signálu. 
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Tab. 3.2: Hodnoty koeficientů a. 

Koeficient Hodnota 

a>\ -0 ,8820 

a2 
+0,2108 

a3 -0 ,3287 

Z veškerých ar te fak tů a rušení bylo pě t d ruhů vyb ráno a simulováno za účelem 

př idání do umělého E E G signálu. Síťové rušení je simulováno jako sinusoida s frek­

vencí 50 Hz. Z t r á t a signálu, vznikající při z t r á t ách ve spojení s bezdrá tovými E E G 

systémy, je modelována jako plochá čára. Nízkofrekvenční artefakty pohybů očí si­

mulují mrknu t í . Výsledný signál rušení je získán filtrací typu pásmová propust pro 

jeden až t ř i Hz signálu bílého šumu. Svalový artefakt, představující sevření čelistí 

nebo kontrakci obličejových a krčních svalů, je modelován bí lým š u m e m filtrovaným 

pásmovou p ropus t í mezi 20 až 60 Hz. Drift elektrody je simulován jako lineární 

funkce. Pos ledním simulovaným artefaktem je bílý šum, představuj ící n á h o d n ý sig­

nál. N a obrázku 3.7 jsou znázorněny generované artefakty a bílý šum, ze k terého 

některé vychází . [7] 

Pro posouzení citlivosti jednot l ivých př íznaků na každý z t y p ů ar te fak tů různé 

je n á h o d n ě vytvořeno 100 úseků umělého E E G signálu o délce j edné vteřiny. Pro 

každý úsek jsou p ř idány artefakty s různou amplitudou (1 fiV, 2 fj,V, 5 fiV, 10 \iV. 

20 (iV, 50 \iV a 100 \iV) a délkou t rván ím (0,25 s, 0,5 s a 1 s). Pro každou situaci 

- artefakt, amplituda a t rvání je vypoč í t ána hodnota př íznaku. [7] 

3.6.2 Testování klasifikátoru 

Pro t rénování klasifikátoru bylo n á h o d n ě vygenerováno 1000 segmentů signálu bez 

a r te fak tů od délce jedna sekunda a 1000 l sekundových segmentů signálu s arte­

fakty. T y p artefaktu jeho amplituda a t rván í byly n á h o d n ě přiřazeny. K otestování 

s tat is t ické významnos t i S V M byla použ i t a metoda neparamet r ické permutace. K l a ­

sifikační t ř ídy - úsek signálu s artefaktem nebo bez jsou n á h o d n ě přerozděleny mezi 

všechny sady dat a klasifikátor S V M projde procesem učení. Takto je i te ra t ivně pro­

veden výpočet 500krát , za účelem vytvoření nulového rozdělení, se k t e r ý m lze porov­

nat přesnost klasifikace. Metoda neparamet r ické permutace je s ta t i s t ická technika 

používaná k posouzení s tat is t ické významnos t i výkonu modelu. Zahrnuje permutaci 

klasifikační t ř ídy v datové sadě při zachování pozic př íznaků, za účelem vytvoření 

nulové distribuce metrik výkonu. Po rovnán ím skutečného výkonu modelu s t ímto 

nulovým rozdělením může te urči t , zda je výkon modelu lepší, než náhoda . [7] 
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Obr. 3.7: Vteř inové úseky uměle generovaného E E G signálu s artefakty: (a) - sitové 

rušení, (b) - oční artefakty, (c) - drift, (d) - z t r á t a kontaktu, (e) - svalový artefakt a 

(f) - bílý šum. [7] 
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3.6.3 Implementace nástroje na reálných datech 

N a p o s k y t n u t á E E G data z l abora toře mul t imodá ln ího a funkčního zobrazování 

C E I T E C M U byla aplikována základní p r ů z k u m n á analýza a zjištěné vlastnosti dat 

jsou uvedeny v tabulce 3.3. Mez i h ledané atributy p a t ř í poče t kaná lů v záznamu, 

vzorkovací frekvence (fvz), počet vzorků signálu, p ř í tomnos t značek a E K G signálu. 

Tab. 3.3: Seznam s veškerými posky tnu tými soubory a jejich vlastnostmi. 

ID souboru Počet kaná lů fvz Počet vzorků Značky P ř í t omnos t E K G 

1 258 1000 211490 A N O N E 

2 258 1000 213745 A N O A N O 

3 258 1000 213595 A N O A N O 

4 258 1000 212691 A N O A N O 

5 258 1000 212652 A N O A N O 

6 258 1000 212159 A N O A N O 

7 258 1000 212479 A N O A N O 

8 258 1000 210927 A N O A N O 

9 258 1000 215159 A N O A N O 

10 258 1000 211591 A N O A N O 

11 258 1000 210961 A N O A N O 

12 258 1000 210401 A N O A N O 

13 258 1000 210975 A N O A N O 

14 258 1000 214494 A N O A N O 

15 258 1000 213861 A N O A N O 

16 258 1000 212603 A N O A N O 

17 258 1000 213856 A N O A N O 

Z tabulky vyplývá, že veškeré soubory mají stejný počet kaná lů , vzorkovací frek­

venci, obsahují značky a maj í přibl ižně stejnou dobu t rvání . Jed iný p rvn í soubor se 

liší t ím, že neobsahuje E K G signál v datech. P r v n í soubor se také proti zbytku liší 

t ím, že se j e d n á o formát B V F F oproti o s t a t n í m ve fo rmátu M F F . 

Další analýzou dat byly získány informace v tabulce 3.4. Cílem t é t o analýzy bylo 

nalezení un iká tn ích jmen značek a jejich četnost í spolu s kaná lem E K G . [25] 
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Tab. 3.4: Seznam uniká tn ích značek, jejich četnost í a čísla kaná lu E K G . 

ID souboru J m é n a značek Četnos t i značek E K G kaná l 

1 DI16, DIN3 1, 102 -

2 DI16, DIN3 51 50 258 

3 DI16, DIN3 49 50 258 

4 DI16, DIN3 10 50 258 

5 DI16, DIN3 51 50 258 

6 DI16, DIN3 50 50 258 

7 DI16, DIN3 50 50 258 

8 DI16, DIN1 , DIN3 46 1, 50 258 

9 DI16, DIN1 , DIN3 50 1, 50 258 

10 DI16, DIN3 50 50 258 

11 DI16, DIN3 40 50 258 

12 DI16, DIN3 48 50 258 

13 DI16, DIN3 50 50 258 

14 DI16, DIN3 47 50 258 

15 DI16, DIN3 50 50 258 

16 DI16, DIN1 , DIN3 50 1, 50 258 

17 DI16, DIN3 50 50 258 
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4 Diskuze naměřených výsledků 

V předchozí kapitole je popsán návrh a implementace nás t ro je pro au tomat ické hod­

nocení kvality E E G dat. V t é t o kapitole budou diskutovány výsledky a spolehlivost 

jednot l ivých metrik, skórovacího algoritmu a výsledného reportu. 

4.1 Senzitivita příznaků 

Grafy s chybovými úsečkami pro každý př íznak vzhledem k měníc ím se a m p l i t u d á m 

a t rván ím ar te fak tů jsou zobrazeny na obrázku 4 .1 . Ř á d k y předs tavuj í různé typy 

ar te fak tů a každý sloupec př íznak kvality. 

MaximumGradient PDSELine PDSEWave RMSAmpli tude ZeroCrosingRate 

Obr. 4 .1 : Grafy s chybovými úsečkami pro každý př íznak. 

Z grafů vyplývá několik pozna tků . P ř í znaky jsou vysoce citlivé na velikost ampli­

tudy simulovaných ar tefaktů . Každý typ artefaktu se projeví na několika příznacích, 

ale ne každý př íznak je ovlivněn k a ž d ý m z modelovaných t y p ů ar tefaktů . P l a t í že, 

čím nižší je amplituda artefaktu, t í m menší je rozdíl hodnoty př íznaku od kontroly -

úseku umělého signálu bez artefaktu. Hodnoty př íznaku pro artefakty s amplitudou 

v rozsahu 1 až 5 \iV jsou obvykle v rozsahu hodnot pro umělý signál bez artefaktu. 

U př íznaků max imáln í gradient (MaximumGradient) a odhad hustoty výkonového 

spektra pro 50 Hz (PSDELine) je zvýšená schopnost detekovat artefakty při niž­

ších ampl i tudách . P ř í znaky jsou také citlivé na délku t rvání artefaktu. Z grafů též 

vyplývá, že u něk te rých př íznaků je těžké rozlišit mezi různými délkami t rvání arte­

faktu a amplitudami. U některých kombinací př íznak - artefakt není výs tup h ledaná 

závislost. 
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Trénování a tes tování extrakce př íznaků bylo provedeno na simulovaných datech. 

Zat ímco simulované úseky E E G signálu bez a r te fak tů byly modelováno na skutečném 

E E G signálu pomocí A R modelu, je možné, že některé úseky simulovaného E E G 

signálu nepředs tavuj í skutečnou E E G signál zdravého člověka. Volba simulace E E G 

dat byla zvolena kvůli lepší kvantifikaci ř ízením vlas tnos t í artefaktu. 

4.2 Klasifikátor 

Klasifikátor dosáhl přesnost i 0,5960, senzitivity 0,1363 a specificity 1,000. Dosa­

žená přesnost 0,5960 odráží celkovou správnost predikcí klasifikátoru. Tato hod­

nota ukazuje, že přibl ižně 0, 5960 p ř ípadů bylo klasifikováno správně, což zdůrazňuje 

schopnost klasifikátoru přesně rozlišovat mezi t ř ídami . Je však důležité vzít v úvahu 

také metriky citlivosti a specifičnosti, abyste získali komplexní pochopení výkonu 

klasifikátoru. Citl ivost, z n á m á také jako sku tečná pozi t ivní míra , ukazuje na schop­

nost klasifikátoru správně identifikovat instance pat ř íc í do konkré tn í tř ídy. V tomto 

př ípadě z ískaná citlivost 0,1363 ukazuje, že klasifikátor účinně identifikoval pouze 

relat ivně malou část ins tancí patř íc ích do pozi t ivní tř ídy. N a d ruhé s t raně specifič­

nost neboli sku tečná negat ivní mí ra představuje kvalifikaci klasifikátoru ve správné 

klasifikaci ins tancí z negat ivní tř ídy. Se specifičností 1,000 vykazoval klasifikátor 

chvályhodnou schopnost přesně identifikovat instance z negat ivní tř ídy, čímž pro­

kázal svou schopnost s vysokou přesnost í rozeznat nepozi t ivní instance. Jednot l ivé 

výsledky klasifikace pro každý z d ruhů rušení jsou znázorněny na obrázku 4.2, kde 

m o d r ý bod bez výplně označuje správnou klasifikaci, za t ímco plný bod nesprávnou. 

Výsledky tes tování na hladině významnos t i p < 0,05 potvrdily je statisticky 

významný výkon S V M , tudíž výsledek klasifikace není náhodný. Vzhledem k náhod­

nému vylosování typu artefaktu, amplitudy a t rvání a r te fak tů použi tých v podmín ­

kách šumu byla úspěšnost detekce dostačující. Z výsledků vyplývá, že pro klasifi­

ká to r je problemat ické provést klasifikaci pro veškeré rušení krom z t r á t y kontaktu. 

Největší poče t správných klasifikací se vyskyt l u z t r á ty kontaktu a driftových arte­

faktů. Lze tedy usuzovat, že pro nízkofrekvenční rušení fungoval klasifikátor lépe. 

Vzhledem k ex t r émně nízké ampl i tudě těchto a r te fak tů vzhledem k E E G pozadí je 

však nepravděpodobné , že by tyto artefakty byly identifikovány také inspekcí. Podle 

a u t o r ů č lánku [7] bylo použi to l ineární j ád ro , ovšem použi t í j iného j ád ra , nebo vyu­

ži t ím prostorové transformace by mohlo pomoci. Jak je zmíněno výše, tak možným 

zdrojem nedos ta tečně vysoké přesnost i klasifikace mohou být umělá E E G data. 
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Obr. 4.2: Rozdělení přesnost i klasifikace S V M vzhledem k délce t rvání a ampl i tudě 

pro každý typ simulovaného artefaktu: (a) - síťové rušení , (b) - oční artefakty, (c) -

drift, (d) - z t r á t a kontaktu, (e) - svalový artefakt a (f) - bílý šum. [7] 
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4.3 Detekce úseků signálu s artefakty v reálných da­

tech 

Využi t ím klasifikátoru popsaného výše jsou porovnány hodnoty z klasifikátoru proti 

ano tovaným d a t ů m . Porovnávaly se úseky signálu s artefakty. Naměřené stat is t ické 

veličiny pro každý soubor jsou uvedeny v tabulce 

Tab. 4.1: Naměřené stat is t ické veličiny detekce úseků signálu. 

ID souboru Přesnos t Senzitivita Specificita 

1 0,6950 0,3762 1,0000 

2 0,8333 1,0000 0,0000 

3 0,9777 1,0000 0,0000 

4 0,9816 1,0000 0,0000 

5 0,8592 1,0000 0,0000 

6 0,9832 1,0000 0,0000 

7 0,7410 1,0000 0,0000 

8 0,9911 1,0000 0,0000 

9 0,9665 0,9952 0,0008 

10 0,9604 1,0000 0,0000 

11 0,9991 1,0000 0,0000 

12 0,9943 0,9952 0,0048 

13 0,9963 1,0000 0,0000 

14 0,9972 0,9948 0,0052 

15 0,9173 1,0000 0,0000 

16 0,8519 1,0000 0,0000 

17 0,9299 1,0000 0,0000 

Z výsledků v tabulce je pa t rné , že klasifikátor dosáhl vysoké přesnost i (p růměrně 

nad 90%), což svědčí o dobré klasifikaci. Ovšem při bližším pohledu na senzitivitu a 

specificitu je pa t rné , že klasifikátor nedos ta tečně splnil svoji roli . Opakuje se p ř ípad 

klasifikátoru při klasifikaci hodnot př íznaků. 

Dalš ím m o ž n ý m důvodem nízké úspěšnost i může být fakt, že při práci se signál v 

kódu nás t ro je je rozdělen na vzájemně nepřekrývající se okna. Tudíž pokud počá tek 

nebo konec artefaktu se nachází mezi vícero okny, krajní okna nebudou detekována. 

Dalš ím m o ž n ý m důvodem vysoký šum a rychlé změny hodnot napě t í na začá tku a 

konci měření . 

Celkové zhodnocení nás t ro je je komplikované, neboť dílčí části nás t ro je samo­

s t a tně fungují na testovacích datech, ale při aplikaci dat reálných dojde k výraz-
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nemu zhoršení výsledků. P r v n í m m o ž n ý m zlepšením je extrakce j iných př íznaků, 

nebo použi t í metod redukce dimensionality jako je metoda hlavních komponent. 

Autoř i č lánku [7]úspěšně použili metodu S V M s l ineárním j ád rem, ale při zkoumání 

rozložení dat se nabízí použi t í j iného j á d r a nebo použi t í j iné klasifikační metody 

(např . neuronová síť). 
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Závěr 

Tato práce ponoři la do komplexního p r ůzkumu náv rhu inovat ivního nás t ro je pro 

au tomat izované hodnocení kvality elektroencefalografických ( E E G ) dat. Teoretický 

základ poskytl zasvěcené pochopení složité anatomie centrá lního nervového sys tému 

a mozku a připravi l p ů d u pro p o d r o b n é vysvětlení geneze a šíření akčních potenc iá lů 

v nervovém systému. Následné zaměření na E E G přineslo důk ladný přehled p o s t u p ů 

záznamu E E G , zahrnující identifikaci převládajících ar tefaktů , k teré mohou zkreslit 

zaznamenané signály. Metody objasněné pro detekci a ods t r aněn í a r te fak tů sloužily 

jako klíčové mechanismy pro odvození základních v las tnos t í kvality dat. 

P ráce se p řesunula do prakt ické oblasti a vydala se na pečlivou cestu nas t ínění 

procesu vývoje za a u t o m a t i c k ý m nás t ro jem pro hodnocení kvality E E G . Tento ná­

stroj byl důsledně hodnocen jak pomocí umělých, tak reálných da tových scénářů, 

což podtrhuje jeho účinnost při hodnocení kvality dat se zvýšenou úrovní přesnost i 

a účinnost i . Integrace teoret ických p o z n a t k ů a prakt ické realizace podtrhla mnoho­

rozměrný charakter tohoto úsilí. 

V závěrečných kapi to lách se práce zabývá výsledky výkonu nás t ro je se zvláš tn ím 

dů razem na jeho schopnost identifikovat kaná ly nebo segmenty kontaminované arte­

fakty. Kromě toho byly o tevřeny možnost i potenciá ln ího rozšíření tohoto nás t ro je . 
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Seznam zkratek 
A B O D Úhlový detektor odlehlých hodnot (z angl. Angle-Based Outlier 

Detector) 

A / D Analogově-digitální 

A P Akční potenciá l 

A R Autorekurz ivní 

B I D S Bra in Imaging Data Structure 

B P Bra in Products 

B V F F Bra in Vis ion File Format 

C M R R Činitel pot lačení soufázového zesílení (z angl. Common-Mode 

Rejection Ratio) 

C N S Cent rá ln í nervová soustava 

E C o G Elektrokortikografie 

E E G Elektroencefalografie 

E M G Elektromyografie 

E O G Elektrookulografie 

E P S P Exci tačn í pos t synap t ický potenciá l 

F I R Konečná impulzní odezva (z angl. Fini te Impulse Response) 

H D - E E G Elektroencefalografie s vysokou hustotou (z angl. High Density 

Electroencephalography) 

H R V Variabi l i ta s rdečního rytmu (z angl. Hearth Rate Variability) 

I C A Analýza nezávislých komponent (z angl. Independent Component 

Analysis) 

i E E G In t rakran iá ln í elektroencefalografie 

F N Falešně negat ivní (z angl. False Negative) 

F P Falešně pozi t ivní (z angl. False Positive) 

r,8 



F I R Konečná impulzní odezva (z angl. Finite Impulse Response) 

I P S P Inhibiční pos t synap t ický potenciá l 

L O F Lokální odlehlý faktor (z angl. Local Outlier Factor) 

L S C P O E Lokálně selektivní kombinace v paralelních odlehlých souborech (z 

angl. Local ly Selective Combination in Parallel Outlier Ensembles) 

M A D St řední absolu tn í odchylka (z angl. Mean Absolute Deviation) 

M E G Magnetoencefalografie 

M F F Me ta File Format 

M G Maximáln í gradient (z angl. Max ima l Gradient) 

O C S V M Jednot ř ídová metoda podpů rných vektorů (z angl. One Class 

Support Vector Machine) 

P L V Hodnota fázového uzamčení (z angl. Phase Lock Value) 

R M S A Ampl i tuda kvadrat ického p r ů m ě r u (z angl. Root Mean Square 

Amplitude) 

S D S m ě r o d a t n á odchylka (z angl. Standard Deviation) 

S N R Poměr signál - šum (z angl. Signal to Noise Ratio) 

S V M Metoda podpů rných vektorů (z angl. Support Vector Machine) 

T N Skutečně negat ivní (z angl. True Negative) 

T N R Specificita (z angl. True Negative Rate) 

T P Skutečně pozi t ivní (z angl. True Positive) 

T P R Senzitivita (z angl. True Positive Rate) 

Z C R Míra p růchodu nulou(z angl. Zero-Crossing Rate) 
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Seznam příloh 

A R e p o r t o k v a l i t ě da t 

B O b s a h e l e k t r o n i c k é p ř í l o h y 



Report o kvalitě dat 

Kapitola 1. Obecné vlastnosti analyzovaného EEG záznamu 
Název s o u b o r u : STNDBS2_1888E_20220314_092254 

Počet k a n á l ů : 258 

Počet v z o r k ů s i g n á l u v kaná le : 213745 

Vzorkovac í f r e k v e n c e : 1000Hz 

Značky v EEG d a t e c h : A N O 

M a r k e r n a m e M a r k e r f r e q u e n c y 

DI16 51 

D IN3 50 

EKG s igná l v EEG d a t e c h : A N O EKG kaná l : 258 
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Kapitola 2. Artefakty a rušení pro kanály 

% artefaktů pro každý segment 
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Kapitola 3. Artefakty a rušení pro segmenty signálu 

PSDH Kur t 50Hz RMSA MaxG ZCRt 

0-5% 1.00 1.00 256.00 0.00 256.00 0.00 

5-20% 24.00 51.00 0.00 10.00 0.00 5.00 

+ 2 0 % 231.00 204.00 0.00 246.00 0.00 251.00 
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B Obsah elektronické prílohy 

/ kořenový a d r e s á ř p ř i loženého archivu 
+f unc s ložka s funkcemi extrakce p ř í z n a k ů 

Kurtosis.m funkce v ý p o č t u koeficientu šp iča tos t i 
MaximumGradient .m funkce v ý p o č t u m a x i m á l n í h o gradientu 
PDSELine.m funkce v ý p o č t u odhadu s p e k t r á l n í hustoty - 50 Hz 
_ PDSEWave. m... funkce v ý p o č t u odhadu s p e k t r á l n í hustoty - p á s m o E E G r y t m ů 
_ RMSAmplitude .m funkce v ý p o č t u ampl i tudy kvad ra t i ckého p r ů m ě r u 
_ ZeroCrossingRate .m funkce v ý p o č t u m í r y p r ů c h o d u nulou 

EventDetection.m funkce detekce značek v s igná lu 
FeatureEvaluation.m funkce o h o d n o c e n í p ř í z n a k ů 
FeatureExtraction.m funkce extrakce p ř í z n a k ů 
FiltECG.m funkce detekce a o d s t r a n ě n í E K G s ignálu 
FormalNums. m funkce transformace matice do tabulky 
LoadData.m funkce n a č t e n í dat a toolboxu 
Main. m h l avn í spouš těc í skript 
mu. m matice s hodnotami a r i t m e t i c k é h o p r ů m ě r u 
Preprocessing.m funkce p ř e d z p r a c o v á n í dat 
PDSEstimation.m funkce odhadu hustoty s p e k t r á l n í h o v ý k o n u 
Scoring.m funkce skórovacího algori tmu 
sigma.m matice s hodnotami s m ě r o d a t n é odchylky 
SignalQuality.pdf report o kval i tě E E G dat 
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