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Abstrakt

Praca sa venuje vytvoreniu systému pre riadenie ohrevu teplej tzitkovej vody (TUV) a vy-
kurovania. Systém vyuziva metédy strojového ucenia na predikovanie dat do budicnosti —
ucenie a predikovanie opakujicich sa rutin 0os6b v domacnosti, predikovanie spotreby teplej
uzitkovej vody a vyvoj teploty v domécnosti. Priaca je rozdelend na dve casti, kde prva
cast je riadenie ohrevu teplej uzitkovej vody, druhd cast je riadenie vykurovania domac-
nosti. Obe casti systému vyuzivaju vytvorené hardvérové zariadenia, ktoré realizuju zber
dat a samotné ovlddanie danych ¢innosti. Zariadenia zbieraju teploty vody z elektrického
bojleru, teploty vzduchu z miestnosti domécnosti a informéciu o pritomnosti oséb v domac-
nosti. Namerané data sa vyuzivaji pre tvorbu modelu na predikciu dat, ktoré s vyuzité
pre findlne rozhodnutie, ¢ je potrebné ohrev TUV alebo vykurovanie domécnosti realizo-
vat. Prvy podsystém pre ohrev TUV dosahuje Gsporu energie 20 az 24 %, druhy podsystém
pre vykurovanie domécnosti 18 az 30 %. Prinosom vytvoreného systému je moznost pre-
diktivneho automatického riadenia ohrevu teplej uzitkovej vody a vykurovania, ¢o vedie
ku zniZeniu spotreby energie potrebnej pre spomenuté ¢innosti, ako aj moznému zvyseniu
komfortu v domécnosti.

Abstract

The thesis is devoted to the development of a system for the control of domestic hot water
(DHW) and heating. The system uses machine learning methods to predict future data
— learning and predicting repetitive routines of people in the home, predicting hot water
consumption and temperature trends in the home. The work is divided into two parts,
where the first part is the control of domestic hot water heating, and the second part is the
control of home heating. Both parts of the system use established hardware devices that
implement the data collection and the actual control of the given activities. The devices
collect water temperatures from the electric boiler, air temperatures from the rooms of the
household and information about the presence of people in the household. The measured
data is used to create a model for data prediction, which is used for the final decision on
whether DHW heating or home heating should be implemented. The first subsystem for
DHW heating achieves energy savings of 20 to 24 %, the second subsystem for domestic
heating 18 to 30 %. The benefit of the developed system is the possibility of predictive
automatic control of domestic hot water heating and heating, which leads to a reduction
of energy consumption required for the above-mentioned activities, as well as a possible
increase in comfort in the home.
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Kapitola 1

Uvod

V stcasnosti, s nastupom inteligentnych domacnosti a technoldgii internetu veci, sa nasky-
tuji nové moznosti, ako efektivne riadit a optimalizovat kazdodenné ¢innosti, ako napriklad
ohrev teplej uzitkovej vody (dalej ako TIjV) a vykurovanie interiéru. Inteligentné zariadenia
mozu poskytnit nové riesenia pre tieto ¢innosti, ktoré by zaroven mohli prispiet k znizeniu
celkovych nékladov. Tieto inteligentné zariadenia zbieraji a zobrazuja rézne informacie, vy-
konavaju tlohy a poskytuju moznosti dialkového ovlddania a planovania, s cielom ulahcit
pouzivatelom ich kazdodenny zivot.

Ohrev TUV a vykurovanie interiéru patria medzi ¢innosti s najviésou spotrebou energie
[27] — podla Statistiky z roku 2020 je spotreba energie v sukromnom sektore v ramci EU
na vykurovanie az 62,8 %, na ohrev TUV 15,1 % z celkovej spotreby energie v doméacnosti.
7 formuléra realizovaného pocas testovania systému vyplyva, ze az 52 % domécnosti pre
ohrev TUV vyuziva elektrické bojlery, pricom aZ v troch Stvrtindch pripadov sa jednd
o bojlery, ktoré nedisponuji inteligentnymi funkciami. Pri vykurovani domdacnosti az 71 %
domacnosti vyuziva klasické termostaty bez rozsirenych funkcii. Takéto zariadenia mézu
byt relativne lahko nahradené alebo rozsirené inteligentnymi zariadeniami, ktoré poskytuja
dalsie funkcie a mézu zaistit vyssi komfort alebo tisporu energie, ako napriklad realizovanim
ohrevu TUV len pred o¢akavanou spotrebou, nevykurovanim interiéru v ¢ase, kedy sa v filom
nikto nenachédza, poskytnutim prehladu o spotrebach energii na dané ¢innosti a iné.

Dnes je moiné zakupit zariadenia pre ohrev TUV a vykurovania bez alebo s integ-
rovanymi inteligentnymi funkciami. Inteligentné zariadenia podla dostupnych funkcii do-
kézu riadit ohrev TUV a vykurovania v predom nastavenych hodinich, moézu sa nauéit
pravidelné rutiny obyvatelov doméacnosti, pripadne podla aktualneho stavu s vyuzitim do-
stupnych senzorov menit ¢as ohrevu vody a vykurovania a iné. Na trhu je mozné kupit
inteligentné ohrievace TUV alebo inteligentné termostaty riadiace vykurovanie od rdznych
vyrobcov v roznych cenovych kategériach, avsak ich funkcie sii limitované na dané zariade-
nie a vo vicsine pripadov ide o uzatvoreny systém, ktory monitoruje a vykonava iba jednu
konkrétnu c¢innost a nie je vzdy mozné ich nastavit presne podla poziadaviek pouzivatela,
pripadne prepojit s inym systémom vyuzivanym v doméacnostiach. Zaroven tieto zariade-
nia su z dévodu zlozitejsej elektroniky drahsie a preto menej rozsirené. Na druhu stranu,
vyrazne rozsirenejsie ,klasické neinteligentné“ zariadenia castokrat funguja iba principom
zapni a vypni, ¢o znamena, ze ich ¢innost sa vykonava vzdy, ked merana teplota vody alebo
vzduchu v miestnosti klesne pod urcitd predom nastaveni hranicu — nevedia posudit to, ¢i
je ohrev vody alebo vzduchu pre obyvatelov domécnosti naozaj potrebny.

7 vyssie uvedenych dovodov je cielom prace vytvorenie zariadenia a systému, ktory
rozsiri klasické ,neinteligentné® zariadenia o inteligentné funkcie, teda bude efektivne riadit



ohrev TUV a vykurovania interiéru. Zariadenie bude pomocou senzorov zbierat déta, ktoré
vdaka vytvorenému systému nasledne vyuzije na predikciu pozadovanych dat do budiicnosti
s vyuzitim metdd strojového ucenia. Systém tak vyuzije naucené opakujice sa navyky clenov
domécnosti (prichod z préce v ur¢itom case, pravidelné vikendy na chate a podobne),
udaje z pripojenych senzorov o aktudlnych teplotach vody a vzduchu, pritomnost oséb
v domaécnosti a iné, ¢o bude viest k automatizacii danych ¢innosti, a teda moznému znizeniu
nakladov, ako aj k zvyseniu komfortu, pricom systém bude mozné rozsirovat o dalSie senzory
podla potrieb domécnosti.

Praca je rozdelend do logickych kapitol, ktoré na zaciatku popisuju potrebnt tedriu
a nasledne zhinajua prakticku realizaciu vytvoreného zariadenia a systému. Kapitola 2 uva-
dza do problematiky internetu veci a inteligentnej domacnosti, ako aj popis zariadeni, ktoré
je mozné v inteligentnej domécnosti vyuzit. Kapitola 3 popisuje ohrev TUV a vykurovania
domécnosti a dostupné komercné riesenia. V kapitole 4 je uvedeny popis dat ¢asovych ra-
dov, spdsob ich ulozenia a néastroje pre predikciu budticnosti pomocou tychto dat. Nasledne
kapitola 5 predstavuje navrh riesenia zariadenia a systému pre prediktivne riadenie. Ka-
pitola 6 popisuje samotnt implementaciu systému a posledné kapitola 7 uvadza vykonané
testovanie a experimenty, ako aj dosiahnuté vysledky.



Kapitola 2

Moderné technoldgie
v domacnostiach

S neustdlym vyvojom technoldgii v oblasti pocitacov, mobilnych telefénov a inych ,inteli-
gentnych® zariadeni ziskavaji na vyzname aj pojmy ako internet veci (Internet of Things,
IoT) a inteligentnd domécnost. Ide o terminy, ktoré popisuji koncept prepojenia zariadeni
pomocou takzvanej komunikécie stroj-stroj cez internet alebo doméacu siet. Zariadenia pat-
riace do spomenutych kategérii tak pouzivatelom umoznuji jednoducho monitorovat stav
prostredia a zariadeni, automatizovat tlohy ¢i sluzby a iné, a to pomocou pripojenych soft-
vérovych aplikdcii, systémov a domécich asistentov [17]. IoT a inteligentnd domécnost sa
tak stavaju viac rozsirené a prave na ne sa zameriava tato kapitola. Na zaciatku je strucny
popis internetu veci a dalej sa kapitola venuje popisu inteligentnej doméacnosti a dostupnych
komerénych rieseni.

2.1 Internet veci (IoT)

Aj ked je pojem IoT hlavne v oblasti informac¢nych a komunikac¢nych technolégii uz pomerne
bezny a stal sa jednym z hlavnych vyskumnych tém, jeho formélna definicia je nejednoz-
nacné a rézni autori popisuji IoT rozdielne [4, 53]. Véac¢Sina autorov sa vSak zhodne v tom,
ze ide o celosvetovu sief prepojenych inteligentnych objektov a zariadeni pre snimanie, mo-
nitorovanie, ovladanie, komunikéciu, analyzu a podobne, ktoré su pristupné z kadekolvek
a kedykolvek, a to pomocou réznych komunika¢nych kandlov cez akikolvek siet [34]. Sa-
motné inteligentné zariadenia st taktiez schopné vymienat data s aplikdciami alebo medzi
sebou s ostatnymi inteligentnymi zariadeniami. Na to pouzivaju rozhrania pre pripojenia
na internet, vstup-vystupné rozhrania pre senzory, rozhrania pre paméitf a ukladanie dat
a audiovizualne rozhrania [51]. IoT sa rozsiruje do mnohych oblasti, ako napriklad inteli-
gentny priemysel (priemysel 4.0), transport, zdravotnictvo, polnohospodarstvo, domacnosti,
inteligentné mesta a mnohé iné [65].

Spo6sob komunikacie IoT zariadeni

Okrem oblasti vyuzitia tychto zariadeni je mozné IoT zariadenia rozdelit do dvoch kategorii
podla sposobu pripojenia pre komunikaciu, a to na drétové a bezdrotové [21]. Aj ked st
bezdrotové zariadenia oblastou, ktorou sa IoT rozvija, k dispozicii je stdle velké mnozstvo
drétovych IoT zariadeni. Oba sp6soby maji svoje vyhody a nevyhody a zaroven aj svoje



vyuzitie v tejto oblasti — pre niektoré zariadenia je vhodné pouzif drétové pripojenie, pre
iné zase bezdrotové.

Drotové IoT technolégie si spolahlivé, bezpeéné a mozu podporovat vysokiu rychlost
prenosu dat s nizkou latenciou, preto s vhodné pre staciondrne zariadenia komunikujtce
na kratku vzdialenost. Naopak nevyhodami drétovych IoT zariadeni si vyssie naklady na
implementaciu kablov a horsia podpora mobility a rozsirenia. Drotové IoT technoldgie, ako
nazov napovedd, pre komunikaciu vyuzivaju drétové technolégie, ako napriklad [21]:

e FEthernet — pre prepojenie zariadeni sa pouzivaji smerovacCe a prepinace, vyuziva sa
technolégia Power over Ethernet (PoE), teda technolégia pre napajanie elektrickou
energiou spolu s datami pomocou ,beznej“ kriatenej dvojlinky. Nevyhodou je obme-
dzena vzdialenost na priblizne 100 metrov.

o Long Reach PoE (LRPoE) — riesi problém obmedzenej vzdialenosti predoslej techno-
légie, pre komunikaciu vyuziva teleféonne kable [5].

e Power Line Communication, PLC — komunikécia cez elektrické vedenie, v ktorom sa
pre komunikaciu vyuziva modulécia a ,klasicka® elektricka sief.

Bezdrotové IoT technologie maju naopak vyhody ako mobilita, jednoducha rozsiritel-
nost a nizsie finan¢né naklady a st jedinym moznym rieSenim pre mobilné IoT zariadenia.
Bezdrotové komunikacéné siete mozno rozdelit do dvoch kategérii — siete dlhého dosahu
(Low Power Wide Area Network, LPWAN) a siete kratkeho dosahu (Short Range Network)
[1]. Najpouzivanejsie technolégie v sietach dlhého dosahu su SigFox, LoRaWAN a Weight-
less [54]. Najpouzivanejsie bezdrotové technolégie v sietach kratkeho dosahu st napriklad
21, 1]:

o Bluetooth Low Energy (BLE) — technolégia umoznuje nadviazanie komunikacie typu
peer-to-peer, vyuziva techniku TDMA (T%ime Division Multiple Access), ¢o znamend,
ze pre komunikaciu ma zariadenie pevne stanoveny cas. Kedykolvek chce zariadenie
odosielat data, vytvori spojenie a data v priradenom ¢asovom okne odosle. Vyhodou
BLE je nizka spotreba energie a vyssia bezpec¢nost oproti Bluetooth. Medzi nevyhody
tejto technolégie patri mensi dosah pohybujici sa od jednotiek do desiatok metrov,
nevhodnost na prenos vacsich dat (mensia Sirka pasma) a mensia odolnost voéi ruse-
niu. Technolégia BLE je vhodna pre zariadenia s nizkou spotrebou energie, napriklad
senzory ako inteligentné zamky, fitness sledovace, zdravotnicke pristroje a iné [16].

e ZigBee — sietovy komunikac¢ny protokol s vlastnostami ako nizka spotreba energie,
rychla bezdrétova konektivita, podpora velkého mnozstva uzlov, flexibilna struktira
siete a iné. Siet ZigBee pozostava aspon z jednej centralnej jednotky (koordinétor),
smerovacov a koncovych zariadeni. Koordinator je zodpovedny za spustenie siete a pri-
jima, odosiela, spracovava a uklada data. ZigBee smerovac preposiela data z koncovych
zariadeni do centralnej jednotky — moze ist o samostatny vysielac¢ alebo ZigBee zaria-
denie so stalym zdrojom energie. Koncové zariadenia, najcastejSie senzory s napajanim
z batérie, su vac¢sinu Casu v stave spanku a prebudzaju sa iba pocas odosielania dat na
smerovac alebo koordinator. Nevyhodou ZigBee sieti je nizka bitova rychlost a mensia
odolnost vo¢i ruseniu [38].

o Wi-Fi — vyuziva sa na lokalne siete a pristup k internetu. Ide o zndmu a osvedcent
technolégiu komunikacie. Privatne Wi-Fi siete st bezpecné, umoznuju rychle pripoje-
nie viacerych zariadeni do siete. Zaroven podporuju vysoku rychlost a neobmedzené



mnozstvo prenosu dat. Nevyhodou je, ze verejné Wi-Fi siete mozu byt nezabezpe-
Cené, ich konfiguricia vyzaduje vicsie technické znalosti, so zvysujicim sa poctom
zariadeni v sieti klesa kvalita signdlu (a teda rychlost prenosu dét) a zariadenia ko-
munikujice pomocou Wi-Fi maju velku energetickii spotrebu, preto je potrebné ich
napdjat z elektrickej siete alebo Castejsie nabijat ich batérie [45].

o Z-Wave — technoldgia podobna protokolu ZigBee, dosahuje nizsich prenosovych rych-
losti, ale na vic¢siu vzdialenost [42].

o LTE (Cellular)— komunikécia cez mobilnt siet. Vyhodou je vysokd bezpecénost, stabi-
lita, vacsia odolnost vo¢i ruseniu a mensia spotreba energie, avsak nevyhody si vyssia
cena, ktora zavisi od objemu dat a v urcitych miestach horsie pokrytie mobilného sig-
nalu. Vyuzivaju sa v zariadeniach, u ktorych sa oc¢akava, ze budu dalej od domacnosti
a teda nebudi mat dobry Wi-Fi signal [45].

2.2 Domacnost s vyuzitim inteligentnych zariadeni

Zariadenia spadajice do internetu veci sa rozsiruju do mnohych oblasti a jednou z nich je aj
domécnost — vznika inteligentna domécnost (Smart Home). Definicia pojmu inteligentnej
domécnosti je opéat nejasnd, ale [9, 55] popisuju inteligentni domécnost ako Standardnu
domécnost s niekolkymi systémami pre domacu automatizaciu, ktoré ziskavaju data a in-
formacie z domaceho prostredia a pomocou nich spolahlivo podporuji domace sluzby.

Medzi hlavné tucely inteligentnej doméacnosti patri kontrola a riadenie energii, zvyse-
nie bezpecnosti [29], obmedzenie Tudskych zdsahov do manudlneho ovlddania domécnosti,
zobrazenie informécii o domécnosti [66], ako aj zvySenie pohodlia pri kazdodennych ¢innos-
tiach poskytnutim centralizovaného pristupu k automatizacii riadenia inteligentnej domac-
nosti [12] a iné.

7 vyssie uvedeného sa da odvodif niekolko vlastnosti, ktoré mozno oznacit ako vyhody
inteligentnej domacnosti [7]. Patria medzi ne napriklad:

e Poskytnutie novych moznosti — inteligentné domacnosti poskytuji neobmedzené moz-
nosti na nové inteligentné zariadenia, ktoré mozu zjednodusovat a zlepsovat zivot
obyvatelom domacnosti [29].

e Energeticka efektivita — velky zaujem vyvolavaju inteligentné zariadenia na tsporu
energie — ¢i iba monitorovanim spotreby energie, alebo aj samotnym efektivnym ria-
denim domécich zariadeni [66].

e Vzdialeny pristup — dalSou vlastnosfou inteligentnej domécnosti je vzdialeny pristup,
a to najmé z pohladu bezpecnosti v domacnosti. Mnohé z tychto funkcii st velmi
uzitocéné vtedy, ked sa obyvatelia nenachddzaji v domacnosti — zapnutie kiirenia pred
prichodom z préace, overenie stavu spotrebi¢ov, uzamknutia dveri a podobne [12].

e Monitorovanie doméacnosti prostrednictvom senzorov — vyuzitie senzorov pre moni-
torovanie dymu, plynu alebo tniku vody, monitorovanie ovzdusia, teploty, pocasia
a mnoho inych. Udaje zo senzorov mézu sluzit na automatické prediktivne systémy
¢innosti a potrieb obyvatelov, inteligentné zavlazovanie, upozornenie obyvatelov pri
poruchéach a iné.



Spo6soby komunikacie s inteligentnymi zariadeniami

Aby inteligentna doméacnost bola inteligentnou, potrebuje zariadenia, ktoré maji moznost
komunikovat. Na zaciatku je mozné tieto zariadenia rozdelif na dva typy podla spdsobu,
ako komunikuja s pouzivatelom.

Prvym typom je vyuzitie softvérovej aplikicie pre smartfén alebo pocita¢ priamo pre
konkrétne zariadenie alebo aplikacie od konkrétneho vyrobcu. Jedna sa o lacnejsie, ale menej
komplexné riesenie. Aplikacie od konkrétnych vyrobcov viac¢sinou podporuju len zariadenia
vlastnej alebo partnerskej znacky. Vacsina zariadeni v tomto pripade vyuziva pre komuni-
kéciu protokoly Wi-Fi alebo BLE [42]. Medzi takéto aplikécie patria napriklad Mi Home od
spolo¢nosti Xiaomi, SmartThings od spolo¢nosti Samsung, Honeywell Home, Shelly a po-
dobne.

Druhym typom je vyuzitie takzvanych asistentov pre inteligentnii doméacnost (Smart
Home Assistants). Ide o zariadenia, ktoré plnia funkciu centralnej jednotky (brany) a vSetky
ovladané zariadenia si pripojené do tejto centralnej jednotky. Vyhodou tohoto pristupu je
to, ze vdaka domacemu asistentovi je mozné pripojit zariadenia od réznych vyrobcov, pri-
padne zariadenia s roznymi komunika¢nymi protokolmi. Nasledne je mozné vsetky pripojené
zariadenia monitorovat alebo ovladat pomocou jednej aplikicie. Nevyhodou moéze byt vys-
Sia obstaravacia cena a uzatvorenost systému, ¢o znamend, ze systém neméze byt tplne
prisposobeny poziadavkam pouzivatelov. Medzi najpredavanejsie doméace asistenty patria
Amazon Echo s virtudlnym asistentom Alexa, Aeotec Smart Home Hub pre zariadenia od
spolo¢nosti Samsung, Apple HomePod, Google Nest Hub a dalSie.

Avsak ak pouzivatel nechce komeréné riesenie domaceho asistenta s uzatvorenym systé-
mom, moéze vyuzit nastroje s otvorenym zdrojovym kédom pre tvorbu domacich automati-
zacil. Vyhodou je, Ze pouzivatel si modze prispdsobit systém tak, ako sam chce. Nevyhodou
je fakt, Ze je vyzadovanych viac skiisenosti a ¢asu pre kompletné nastavenie systému. Za-
roven je potrebné maf zariadenie, na ktorom dany systém bude fungovat ako centrdlna
jednotka pre pripojené zariadenia. NajcastejSie sa vyuziva jednodoskovy pocita¢ Raspberry
Pi alebo mikrokontrolérova vyvojova doska Arduino. NajpouzivanejSie nastroje pre domacu
automatizaciu si Home Assistant, Frigate, openHAB, Jeedom, Node-RED a mnohé iné.

Zariadenia pre inteligentnii doméacnost

Na trhu je velké mnozstvo réznych typov inteligentnych zariadeni pre domacnost od réznych
vyrobcov, ako napriklad senzory na meranie teploty (Aqara Temperature Sensor), pohybové
senzory (Sonoff ZigBee Motion Sensor), termostatické hlavice na radidtory (Immax NEO
Smart), elektrické spinace (Shelly 1PM Plus), bezpe¢nostné kamery (Amazon Cloud Cam),
zdmky (August Smart Lock Pro), reproduktory (Amazon Echo), ziarovky (Philips Hue),
termostaty (Nest Thermostat E), vypinac¢e na svetlo (TP-Link HS200 Smart Wi-Fi Light
Switch), bezpec¢nostné systémy (SimpleSafe), zasuvky (Belkin WeMo Insight Smart Plug),
vysavace (iIRobot Roomba) a mnohé iné [17].



Kapitola 3

Analyza technolégii pre ohrev
teplej uzitkovej vody
a vykurovania domacnosti

Ku komfortnému byvaniu v dnesnej dobe patri nepochybne potreba mat k dispozicii tepla
uzitkova vodu (TUV) a sposob vykurovania domécnosti. Existujui viaceré metédy, ako tieto
dve potreby zabezpecif — lisia sa spdésobom fungovania, druhom ziskania energie, i¢innostou,
dostupnymi funkciami a podobne.

Této kapitola popisuje sposoby ohrevu TUV a zariadenia na to pouzivané a dalej sa
venuje sposobu vykurovania domécnosti, ako aj dostupné riesenia klasického a aj inteligent-
ného vykurovania.

3.1 Realizacia ohrevu teplej uzitkovej vody v domacnostiach

Ohrev TUV je mozné rozdelit do dvoch hlavngch kategérii. Prvou kategériou je ohrev TUV
pomocou zdroja na vykurovanie domécnosti, teda ohrev TUV v zdsobniku vody pripoje-
ného ku kotlu, tepelnému cerpadlu, solarnemu kolektoru a podobne. Druhou kategériou
je ohrev TUV pomocou samostatnych ohrievacov vody — tie je mozné dalej rozdelit na
zasobnikové ohrievace vody nazyvané bojlery a prietokové ohrievace vody. Tieto ohrievace
vody pre ohrev najcastejsSie vyuzivaju elektrickt energiu alebo plyn. Vyhody bojleru oproti
prietokovému ohrievacu vody si, ze vzdy je k dispozicii vacsie mnozstvo teplej vody a ohrev
prebieha priebezne, preto bojler nepotrebuje tak vysoky prikon — je mozné ho pripojit aj
do beznej elektrickej zasuvky, nakolko potrebny prikon sa pohybuje od 1,5 do 2,5 kW. Boj-
ler sa tak hodi do domécnosti s pravidelnou vi¢sou spotrebou TUV. Nevyhoda bojleru
spociva vo velkosti zasobniku, ktory zaberd viac miesta. Vyhody prietokového ohrievaca
st kompaktné rozmery (vacsinou v blizkosti odberného miesta) a mensie tepelné straty pri
distribucii teplej vody. Prietokovy ohrievac je tak vhodny na obcasné pouzitie, napriklad na
chate, v dielni a podobne. Nevyhodou je naro¢nost na potrebny prikon, kde podla mnozstva
ohriatej vody za minttu méze byt vyzadovany prikon od 3 az do 30 kW [62]. Nakolko sa
préaca venuje ohrevu TUV pomocou elektrického zésobnikového ohrievaca vody, podrobnejsi
popis konstrukcie a fungovania sa bude venovat prave tomuto zariadeniu.
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Obr. 3.1: Rez (schéma) elektrickym bojlerom Drazice OKCE. Obrézok prevzaty z [40].

Popis elektrického bojleru

Elektricky bojler, zobrazeny na obrazku 3.1, vyuziva na ohrev uzitkovej vody elektricka
energiu [40]. V spodnej ¢asti tlakovej nddoby bojleru sa nachddza vykurovacia $piréla,
ktora meni elektrickt energiu na teplo a tym zohrieva vodu v naddobe. Tepld voda nasledne
stipa do hornej casti tlakovej nadoby, z kade sa odobera stipacou rurkou pre vystup teplej
vody. Studend voda sa vzapéati napusta do spodnej Casti nadoby tak, aby nedochadzalo
k premiesaniu studenej a teplej vody.

Vacsina klasickych® bojlerov disponuje dvomi termostatmi — jeden je bezpecnostny
a jeho nastavenie vykondva vyrobca, druhy je pre nastavenia pozadovanej teploty vody. Ked
je pozadované teplota vody dosiahnutéd, spina¢ odpoji privod elektrickej energie do spiraly.
Zaroven ked teplota vody klesne pod uréitii hranicu (pri testovanom bojleri orientacne o 2°C
pod maximélnou teplotou), spina¢ sa automaticky zopne a Spirdla zac¢ne ohrievat vodu.

»Klasicky* bojler je jednoduché elektrické zariadenie bez zlozitej elektroniky, ¢o moze
priaznivo viest k dlhsej bezproblémovej prevadzke. Medzi dalsie vyhody ,klasickych®“ boj-
lerov patri nizsia cena a jednoduché mechanické nastavenie pozadovanej teploty. Avsak ich
jednoducha elektronika je naopak aj nevyhodou, nakolko tieto bojlery funguji principom
zapni a vypni, teda nedokazu regulovat vykurovaci vykon a vodu ohrievajua stéale, ked teplota
vody klesne pod nastavenu hranicu — deje sa tak aj vtedy, ked nie je tepld voda potrebna
(v noci, pocas dna, ked st vSetci obyvatelia domécnosti v praci a podobne). To mé za né-
sledok vyssiu spotrebu elektrickej energie. Klasicky bojler teda nema moznost nastavenia,
kedy tepli vodu netreba a nie je potrebné ju pravidelne ohrievat. Jedinou moznostou je
vypojenie bojleru z elektrickej siete, ¢o spdsobi, ze tepla voda nebude k dispozicii hned po
zapojeni bojleru, ale az po ¢ase, ktory potrebuje bojler na ohrev vody v zasobniku.



Bojlery s inteligentnymi funkciami

Vyssie spomenuty problém riesia bojlery s inteligentnymi funkciami. Pocet a rozsah tychto
funkecii zalezi od vyrobcu a typu inteligentného bojleru. Na trhu st k dispozicii inteligentné
bojlery od viacerych vyrobcov s roznymi funkciami [25], ako napriklad inteligentné ucenie
(automaticky sa prisposobuje pouzivatelom a ohrieva vodu podla ich potrieb a spotreby),
diagnostika (automatickd kontrola funkénosti bojleru a upozornenie pouzivatela na pri-
padné chyby alebo potrebny servis), ochrana proti baktérii Legionella (pravidelné zvySenie
teploty vody v bojleri), moznost vzdialeného ovlddania (bojler je mozné vypnut, zapnut
alebo nastavit pozadovant teplotu vzdialene cez aplikiciu v inteligentnom teleféne), detek-
cia a vyuzitie hromadného dialkového ovlddania (bojler zisti a zapaméité si ¢asy vysokej
tarify, ak je k dispozicii dvojtarifna siet). Medzi u nds dostupné inteligentné bojlery patria
napriklad:

o OKHE SMART (Drazice) — elektricky bojler s funkciami ako vyuzitie uciacieho algo-
ritmu, vyuzitie hromadného dialkového ovladania (HDO), moznost nastavenia a zo-
brazenia Statistik o bojleri v aplikacii cez Bluetooth, nastavenie rezimu ,,dovolenka“
a ochrana proti baktérii Legionella. Bojler vS8ak nemda moznost pripojenia k doméa-
cemu asistentovi a nema tak moznost vyuzit tdaje z ostatnych senzorov, pripadne
byt ovladany vzdialene cez internet [22].

o PSH Universal (Stiebel Eltron) — bojler s uciacim algoritmom, avsak bez moznosti
pripojenia bojleru k internetu a teda bez moznosti vzdialeného ovladania alebo mo-
nitorovania [58].

o Velis WiFi O (Ariston) — bojler mé k dispozicii inteligentné funkcie ako uciaci al-
goritmus, moznost pripojenia bojleru k aplikicii pomocou Wi-Fi a tak ho vzdialene
monitorovat a ovladat a ochrana proti baktérii Legionella. Bojler vSak nevie pracovat
s HDO [3].

o Euro In (Eliz) — bojler s funkciou uc¢iaceho algoritmu, avsak uéenie prebieha len prvy
tyzden a nasledne uz nedochadza k preuceniu podla novych navykov oséb v doméac-
nosti. K dispozicii st verzie s alebo bez Wi-Fi a bojler vie vyuzit HDO [24].

Dalsou moznostou je vyuzit komeréné produkty, ktoré funguji ako inteligentné ovla-
danie pre bojler bez rozsirenych funkcii. M6zu mat podobu ovladacich jednotiek s vlast-
nymi teplomermi. Medzi dostupné jednotky patri ovlada¢ od spoloc¢nosti Aquanta', ktory
je mozné pomocou Wi-Fi pripojit do domacej siete. Poskytuje Statistiky o spotrebe vody,
dostupnosti teplej vody, odporucania na Setrenie ako aj uciacu funkciu vyuzivajicu vzory
dennych aktivit pre tGsporu pri ohreve vody. Dalsimi produktami st potom ,inteligentné
zasuvky*, do ktorych sa pripoji elektricky bojler a pomocou mobilnej aplikacie je mozné
bojler vypinat a zapinat, vytvarat ¢asovy harmonogram a podobne, ktoré su dostupné od
spoloc¢nosti ako Shelly, Sonoff, Immax NEO a iné.

Zaroven je mozné vyuzit aj zariadenia ,,domdacej vyroby*, ktorych zdrojové kédy su
castokrat verejné na internete a ich realizdcia je lacnejsia ako zakupenie uz hotového ko-
mercéného produktu, avsak ich instaldcia a spravne nastavenie vyzaduje viac skusenosti.
Medzi ne patri napriklad rieSenie vyuzivajice modul Shelly vzniknuté v rdamci prace [30].
Zariadenie disponuje dvomi teplotnymi ¢idlami, ktoré ziskavaja orientacnu teplotu vody vo
vnutri bojleru a orienta¢nu teplotu vody v rirke na vystup teplej vody. Zariadenie zaroven

"https://aquanta.io/
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zapina a vypina bojler, ktory je do daného zariadenia pripojeny — tym riadi samotny ohrev
TUV. Navrhnuty systém pre rozhodovanie vyuziva historické tidaje, konkrétne plan ohrevu
pre aktualny tyzden vychadza z dat za posledné 2 tyzdne — pred vécsou ocakavanou spot-
rebou vody dojde k zapnutiu ohrevu, inak sa voda udrzuje na nizSej, udrziavacej teplote.
Systém zaroven disponuje funkciami ako antiLegionella, naucenie ¢asov HDO a integrova-
nie Google kalendara a v nom udalosti Dovolenka, pocet sprch alebo pozadovana teplota.
Vytvorené riesenie vsak nevyuziva informacie o pritomnosti 0s6b v domécnosti, je vyzado-
vany notebook pre ziskavanie dat a realizovanie rozhodovania v rovnakej sieti ako vytvorené
zariadenie a systém nedokaze vyuzit dlhsie zavislosti a navyky clenov domécnosti.
Druhou moznostou je riesenie na baze mikrokontroléru a inteligentnej zasuvky v ramci
prace [39]. RieSenie vyuziva podobny princip ako predosld praca, avSak v rieSeni neboli
implementované rozsirené funkcie antiLegionella a integracia Google kalendara.

Baktéria Legionella

Délezitym pojmom v ramci ohrevu TUV je baktéria Legionella [43]. Ide o baktériu na-
chadzajucu sa vo vode, ktora sa najcastejSie mnozi v miestach bez pohybu vody, ako su
zasobniky, . slepé“ uzly v rozvode a podobne. Baktéria sa mnozi pri teplote vody od 20°C do
50°C, najvacsia intenzita reprodukcie prebieha pri teplote od 37°C do 42°C [26]. Samotné
nakazenie baktériou prebieha pri vdychnuti vodnej pary alebo mikroskopickych kvapiek
obsahujucich tuto baktériu napriklad pocas sprchovania, umyvania rik a podobne.

Zdravy c¢lovek so spravne fungujicim imunitnym systémom sa baktériou vacsinou nena-
kazi, avSsak ohrozené skupiny su starsie osoby, osoby s ochoreniami dychacieho tstrojenstva
alebo s oslabenym imunitnym systémom [26]. Pri tychto osobach vdychnutim baktérie Le-
gionella mo6ze dojst k rozvoju akutnych respiraé¢nych ochoreni, teploty alebo pneumonie.
Bez liecby je ochorenie smrtelné a timrtnost sa odhaduje na 40 az 80 % [41]. Ochorenie
sposobené baktériou je mozné lie¢it antibiotikami, ¢im sa amrtnost znizuje na 12 %.

Prevenciou pred touto baktériou je spravne nastavenie teploty pri ohreve TUV, ako aj
odstranenie ,slepych“ uzlov v rozvode. Baktéria neprezije vo vode s teplotou nad 60°C,
preto je vhodné ohrev TUV vykondvat az na tito teplotu. Zaroveii sa odportéa pravidelne
(napriklad raz mesac¢ne) zvysit teplotu vody v zariadeni nad 70°C a student vodu skladovat
pri teplote pod 20°C [26].

Hromadné dialkové ovladanie

Dalsim dolezitym pojmom pri ohreve TUV a vykurovania pomocou elektrickej energie je
HDO a s nim spojena vysokd a nizka tarifa, ludovo nazyvana no¢ny prad. HDO a dvojita
tarifa sa zaviedla pre znizenie spotreby elektrickej energie pocas najvicsieho zafazenia siete
(8picky). Distribu¢né spolo¢nosti tak motivuji svojich zékaznikov k zniZeniu spotreby pocas
Spiciek a tak ku stabilizacii odberu v sieti. Ako z nazvu vyplyva, pocas vysokej tarify je cena
za jednotku kWh vyssia ako pocas nizkej tarify, je teda ziadtce pre znizenie nakladov za
elektricka energiu vyuzivat zariadenia s velkym odberom pocas nizkej tarify. HDO je teda
dialkova regulacia odberu elektrickej energie, silovy signal prepina medzi nizkou a vysokou
tarifou [46]. Domécnosti, ktoré pre ohrev TUV a vykurovanie vyuzivaji elektrickd energiu,
mozu u svojho dodavatela elektrickej energie poziadat o pridelenie dvojitej tarify. Nasledne
sa nainstaluje viactarifovy elektromer a HDO prijimac.

Pri prepinani vysokej a nizkej tarify v sieti elektromer deteguje, v ktorej tarife ma
spotrebu elektrickej energie merat, to znamend, ze vsetky zasuvky v doméacnosti pripo-
jené k danému elektromeru pracuju v tejto tarife. V doméacnosti moze byt nainstalovany
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samostatny obvod ovladany stykacom, do ktorého je pripojené elektrotepelné zariadenie,
napriklad elektricky bojler a iné elektrické vykurovacie zariadenia. V Case vysokej tarify sa
stykac prepne a odpoji tento obvod — odpoji zariadenie s vysokou spotrebou. V Case nizkej
tarify ho opéf zapne. Tymto spdsobom moéze dodavatel elektrickej energie znizovat zataze-
nie siete v ¢ase vykonovych $pi¢iek. Casy HDO s rozne, zavisia od dodavatela a oblasti,
v ktorej sa doméacnost nachadza.

3.2 Sposoby vykurovania interiéru

Tak ako v pripade ohrevu TUV, tak aj vykurovanie domécnosti moze byt realizované via-
cerymi sposobmi, ktoré sa ligia hlavne pouzitym ,palivom®. Medzi ne patria [61]:

o Tepelné cerpadla — v sucasnosti sa tepelné cerpadld stavaju ¢oraz oblibenejsou vol-
bou, a to vdaka nizkym prevadzkovym nakladom. Tepelné ¢erpadlo funguje na prin-
cipe vyuzitia termickej energie, ktora je akumulovand v zivotnom prostredi, konkrétne
vo vzduchu, v zemi alebo vo vode. V pripade vzduchu ide o najjednoduchsie riesenie,
avsSak jeho efektivita klesa s nizkymi teplotami vzduchu v zimnom obdobi. Vyuzitie
geotermalnej energie (zo zeme) je rovnako efektivne pocas celého roku, ale vyzaduje
vysoké naklady na zemné prace a povolenia s nimi spojené. V pripade podzemnej vody
ide o jeden z najefektivnejsich zdrojov tepla, no opéf si potrebné vyssie prvotné na-
klady a povolenia, pricom nie vSade je povolené vyuzivat tento zdroj tepla. Medzi vy-
hody tepelnych cerpadiel patria nizke naklady na vykurovanie a prevadzka bez emisii
CO2. Nevyhodami st vysoké pociatocné naklady a je potrebny spravny navrh vykuro-
vania este pred jeho realizaciou, inak samotné vykurovanie nebude fungovat spravne.
Nakolko ide o novsiu technoldgiu s vyssou obstaravacou cenou, vyuziva sa hlavne
v novych alebo novo rekonstruovanych doméacnostiach, ktoré uz ¢astokrat disponuja
inteligentnymi funkciami, preto sa tepelné Cerpadla a celé vykurovanie doméacnosti
rozSiruju o termostaty s inteligentnymi funkciami alebo inteligentnymi centralnymi
jednotkami [32].

e Solarny systém — je mozné ho rozdelif na dva druhy — solarna termika pre ohrev vody
a fotovoltaika pre vyrobu elektrickej energie. Soldrne systémy prevazne slizia ako
doplnkovy sposob k inému vykurovaciemu systému, najéastejsie len pre ohrev TUV.
Nespornou vyhodou solarnych systémov je praca vylucne s obnovitelnou energiou —
samotné zariadenie nevyzaduje ziadne dalsie palivo na jeho prevadzku. Naopak nevy-
hodou mé6zu byt vyssie obstardvacie naklady a nutnost mat vhodnu orientaciu strechy
voci slnku. Spojenie solarnych systémov s inteligentnymi zariadeniami umozinuje ich
vzdialené monitorovanie, v pripade inteligentnych domécnosti vyuzivajicich aj iné
senzory je soldrne systémy mozné vyuzit pri prediktivnom riadeni ohrevu TUV a vy-
kurovania. Napriklad, aj ked je teplota vody v bojleri pod minimalnou teplotou, ale
v blizkej budicnosti je predpovedané vyssie slnecné Ziarenie, ohrev vody sa nezacne
realizovat hned, ale pocka sa na dostatoéné mnozstvo vyrabanej elektrickej energie
z fotovoltaiky.

e Plynovy kotol — vyroba tepelnej energie prebieha spalovanim plynu. Jedna sa o malé
kompaktné zariadenia s vysokou efektivitou dosahujicou az 98 %. Jedinym predpo-
kladom pre ohrev pomocou plynového kotlu je mat k dispozicii plyn, ktory delime na
zemny plyn, kvapalny plyn a bioplyn. Zemny plyn je prirodzene vzniknuta, fosilna
surovina, ktora sa ziskava z podzemnych lozisk. Kvapalny plyn je vedlajsi produkt
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pri tazbe ropy a je vhodny na skladovanie v zasobnikoch, ktoré sa mézu nachadzat
aj v blizkosti domu. Bioplyn je obnovitelnd surovina vznikajica pri kvaseni rastlin
a zvyskov potravin, pripadne z hnoja. Plynové kotle je mozné regulovat pomocou kla-
sickych zapni/vypni termostatov, equitermickej reguldcie alebo inteligentnych termos-
tatov. Niektori vyrobcovia do samotnych zariadeni instaluji moduly pre pripojenie
k internetu a k inym inteligentnym zariadeniam.

Kotol na pelety — ziskava tepelnt energiu spalovanim drevenych normovanych vylis-
kov — peliet, vdaka ¢omu moéze fungovat skoro automaticky. V kombinécii s pokrocilou
reguldciou dokaze optimalne vytvarat teplo pre vykurovanie objektu aj bez ¢astého
manualneho zdsahu. Pri naplneni zasobnika na pelety nie je potrebné kotol manu-
alne doplnovat aj niekolko dni alebo tyzdnov. Vyhody vykurovania pomocou peliet
st vyuzitie obnovitelného paliva a automatické a i¢inné vykurovanie. Nevyhodou st
velké priestorové poziadavky na skladovanie peliet a vyssie obstaravacie naklady. Nie-
ktoré kotle uz disponuju inteligentnymi funkciami, ako napriklad vzdialené ovladanie,
sledovanie a optimalizdcia spotreby, diagnostika a iné.

Kotol na drevo — jedna sa o jednoduchy a Casto vyuzivany typ vykurovania. Pri
jednoduchom zapojeni do systému sa jedna o fazsie regulovatelny zdroj tepla. Pre do-
siahnutie vyssieho komfortu st potrebné dalsie ndklady na akumula¢né nadrze a equ-
itermickt reguldciu. Nevyhodou vSak je vysokd manudlna narocnost pri vykurovani
kusovym drevom a tazsie dosiahnutelny teplotny komfort bez dodato¢nych nakladov.

Elektrické kiarenie — elektrické kirenie je mozné rozdelit na viac druhov — elektrické
kotly, elektrické (odporové) podlahové vykurovanie alebo samostatné elektrické ohrie-
vace. Jedna sa o vykurovanie s nizsou obstaravacou cenou, je lahko regulovatelné
pomocou pripojenych klasickych termostatov alebo termostatov s inteligentnymi fun-
kciami, ktoré pridavaja dalsie moznosti pre efektivnejsiu realizaciu vykurovania. Elek-
trické vykurovanie je nendaro¢né na priestorové poziadavky. Podlahové vykurovanie sa
instaluje priamo do konstrukcie podlahy, preto sa véac¢sinou realizuje pri novostavbach
alebo rozsiahlejsich rekonstrukcidach domécnosti. Vyhodou je jednoducha instalacia
a vysoky komfort.

Palivové ¢lanky — je to novy spdsob vykurovania a zaroven vyroby elektrickej ener-
gie pre vlastni spotrebu. Pracuje na baze chemického procesu, pri ktorom sa Stiepi
vodik, ktory je ziskavany z plynu pomocou vstavanej jednotky. Palivové ¢lanky st
efektivne v kombinovanej vyrobe tepelnej a elektrickej energie, i¢innost je priblizne
90 %. Nevyhodou vsak st velmi vysoké obstaravacie ndklady, nakolko sa jedné o novi
technologiu.

Aj ked je hlavnym prvkom vykurovania domécnosti prave vykurovacie zariadenie me-

niace ,palivo“ na tepelni energiu, druhym ddélezitym prvkom vykurovacieho systému je
termostat, ktory samotné vykurovanie ,ovlada“ Zakladné termostaty bez rozsirenych fun-
kcii funguji na principe zapni a vypni podla aktualnej teploty ziskanej z teplotného senzoru.
Existuje vsak aj vacsie mnozstvo typov termostatov disponujicich dalsimi ,inteligentnymi*
nastaveniami a funkciami.

Termostaty s rozsirenymi inteligentnymi funkciami

Na trhu je k dispozicii velké mnozstvo termostatov s inteligentnymi funkciami, ktoré dokazu
viac nez len ovlddanie vykurovania. Oproti ,klasickym* termostatom ponikaji mnozstvo
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rozsirenych funkcii, ako je vzdialené ovladanie vykurovania pomocou telefénu cez aplika-
cie od vyrobcov alebo s vyuzitim integracie termostatu do domaceho asistenta, zapnutie
alebo vypnutie vykurovania podla polohy telefénu alebo senzoru na detekciu pritomnosti
0s0b v domécnosti, senzory vlhkosti, inteligentné ucenie vykurovania podla navykov osdb
v domécnosti, u¢enie modelu domécnosti a podobne [64]. Najlepsie inteligentné termostaty
podla [64] su:

e Amazon Smart Thermostat — termostat s inteligentnymi funkciami ako moznost hlaso-
vého ovlddania s virtudlnym asistentom Alexa, funkcia Geofencing (sledovanie polohy
mobilného telefénu na urcenie pritomnosti osoby v domécnosti) a iné, pricom vyhodou
je nizka nakupnd cena, ale termostat nema moznost pripojenia externych teplotnych
senzorov [64] a teda je velmi ndro¢né realizovat zénové ovladanie vykurovania. Zaria-
denie ziskalo certifikiciu ENERGY STAR a teda podla EPA (Agentira pre ochranu
zivotného prostredia v USA) je ro¢né tspora na vykurovani priblizne 50 dolarov [2].

e Ecobee Premium — termostat s funkciami ako predosly spomenuty termostat, na-
vyse s moznostou rozsirenia o dalSie externé senzory, zabudovanym senzorom kvality
vzduchu, avSak nevyhodou je vysoka ndkupna cena a niektoré doplnkové funkcie st
dostupné len pri mesa¢nom predplatnom [20]. Vdaka tymto funkcidm zariadenie zis-
kalo certifikdiciu ENERGY STAR a podla vyrobcov je ro¢na tspora na vykurovani
a chladeni az 26 % [23].

e Honeywell Home T9 — termostat opét s funkciami ako spomenuty termostat od Ama-
zonu, navyse s moznostou rozsirenia o senzor detekcie 0osd6b v miestnosti pre zabezpe-
Cenie rovnomerného vykurovania a chladenia jednotlivych miestnosti v doméacnosti,
avsak nepodporuje pridanie ostatnych Honeywell zariadeni, ktoré nie s Specificky
uréené pre dany termostat. Dalsou nevyhodou je opét vyssia nadkupna cena [19].

e Nest Learning Thermostat — termostat opat s podobnymi funkciami, navyse pracuje
s ostatnymi zariadeniami od spolo¢nosti Nest, ma funkciu ucenia navykov vykurovania
a chladenia a funkciu na vypocet doby vykurovania interiéru. Nevyhodou je vysoka
nakupné cena [18]. Podla vyrobcov sa ro¢nd spotreba energie na vykurovanie pri
pouziti daného termostatu znizi o 10 % [28].

Tieto termostaty, ako aj mnohé iné komercéné produkty, s vSak uzatvorené systémy
a teda je mozné vyuzivat len funkcie, ktoré dané zariadenie poskytuje, pripadne rozsirit
zariadenie o tie senzory, ktoré st pre zariadenie urcené. Tieto senzory s vSak castokrat
pomerne drahé a tym sa eSte viac zvysujui obstaravacie ndaklady. Na trhu je mnoho inteli-
gentnych termostatov v réznych cenovych kategériach a s réznymi funkciami a pri vybere
nového inteligentného termostatu je preto vhodné zohladnit, aké funkcie dokaze pouzivatel
vyuzit, ¢i ma k dispozicii domaceho asistenta a podobne.

Okrem komerénych inteligentnych termostatov existuja aj ,,doméace” riesenia, ktoré su
(ako v pripade takjchto zariadeni pre ohrev TUV) lacnejsie, avsak vyzaduji viac skise-
nosti s ich instaldaciou a nastavenim. Medzi takéto riesenia patri Raspberry-Pi Home Heating
Controller [50], ktory pre svoju ¢innost vyuziva minipocitace Raspberry Pi Zero, konkrétne
jeden minipocitac sliziaci ako centralna jednotka a nésledne jeden minipocita¢ pre kazdua
monitorovanti miestnost, v ktorej je pomocou pripojeného jedného alebo viacerych droto-
vych senzorov DS18B20 ziskavana teplota. Minipocitace si rozsirené o USB Wi-Fi moduly,
aby mohli spolu komunikovat. Ohrev prebieha na zdklade zapinania a vypinania vykurova-
cieho telesa podla nastavenych podmienok a tepldt pre jednotlivé miestnosti. Softvérova cast

14



je rozsirena o uzivatelské rozhranie, v ktorom je mozné nastavit tyzdenny plan vykurovania,
pozadovanu teplotu a iné. Zariadenie tak umoznuje monitorovanie teploty v roznych miest-
nostiach, detekcia pritomnosti os6b v domécnosti cez MAC adresu mobilného zariadenia na
lokélnej Wi-Fi sieti, tyzdenné planovanie a vzdialena kontrola vykurovania. Zariadenie vo
verzii zdielanej autorom vsak nedisponuje funkciami ako zénové vykurovanie (iba monito-

rovanie), ucenie navykov obyvatelov domécnosti a prediktivne riadenie vykurovania podla
ich ¢innosti.
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Kapitola 4

Predikcia budtucnosti s vyuzitim
dat casovych radov

Predikcia budiicnosti sa zaoberd odhadovanim premennych od stcasnosti do budiicnosti.
Avsak, aby bola predpoved vobec mozna, musi byt zalozend na redlnych faktoroch, a preto
sa vyuzivaju udaje z minulosti. Ide o oblast, ktord sa v poslednych rokoch velmi rychlo
rozvija [33], pretoze predikcia ¢asovych radov umoziiuje porozumiet vplyvu minulych dat na
budtce udalosti. Pri predikcii sa analyzuji historické data, identifikuja sa vzory a vytvaraju
sa kratkodobé alebo dlhodobé predpovede [59].

4.1 Data casovych radov a ich predikcia

Data c¢asovych radov vznikaju ako kolekcia pozorovani jedného subjektu v rdznych caso-
vych intervaloch (zvycajne s rovnakymi rozostupmi v pripade metrik alebo s rozdielnymi
rozostupmi v pripade udalost{). Patria tam napriklad pravidelne ziskavané meteorologické
udaje, hodnoty finan¢nych trhov, vyvoj Sirenia ochorenia v populécii a podobne. Pre vy-
kreslenie ¢asovych radov sa najéastejSie vyuzivaju ¢iarové grafy [6], nakolko najvhodnejsie
zobrazujui vyvoj danych hodnoét v ¢ase. Vyuzivaju sa v statistike, spracovani signédlov, pred-
povedi pocasia, astronémii a v mnohych inych oblastiach, ktoré zahfnaju pravidelné mera-
nia [37]. Predikcia udalosti alebo hodnét zévisi od niekolkych faktorov, napriklad ako dobre
rozumieme faktorom, ktoré k predpovedi prispievaji, kolko mame k dispozicii dat, ako po-
dobnéa je budicnost vo¢i minulosti a ako moézu samotné predikcie ovplyvnif predikovani
budiicnost. Dobré predikcie zachytavaju skutocéné vzory a vztahy, ktoré existuja v histo-
rickych tdajoch, ale neopakuji minulé udalosti, ktoré sa uz nebuda opakovat. Preto je pri
analyze dat potrebné spravne rozlisovat ndhodné javy a kolisania hodnét od skutocénych
vzorov [33].

Doélezitym faktom v datach ¢asovych radov je to, ze sa viazu na ¢as a maju teda pri-
rodzené jednosmerné casové usporiadanie — tym sa lisia od ostatnych druhov dat. Z toho
vyplyva aj rozdielny sposob ich ulozenia. Pre ukladanie tychto dat sa pouzivaju databézy
¢asovych radov [31]. Jedna sa o databazy optimalizované pre ukladanie dét ¢asovych radov
— metrik, udalosti alebo merani s ¢asovymi znackami. Tieto databazy sa znac¢ne odlisuju
od ostatnych typov databaz, a to hlavne funkciami ako napriklad ukladanie a kompresia
dat s casovou peciatkou, sprava zivotného cyklu dat, agregécia (spojenie dét s po sebe idui-
cimi ¢asovymi znackami pomocou priemeru, medidnu a podobne, v Tubovolnom c¢asovom
rozsahu), spracovanie velkého mnozstva zéznamov a iné. Vdaka ich vlastnostiam a stéle
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sa zvysujuceho mnozstva roznych merani a ukladani dat s casovymi znackami ide o je-
den z najrychlejsie sa rozvijajucich segmentov databazovych systémov v poslednych rokoch
[60, 31].

Existuje vela databdz c¢asovych radov, medzi najpouzivanejsSie patria napriklad Influ-
xDB', kdb+?, Prometheus®, Graphite’, TimeScale’ a mnohé iné.

Medzi zakladné kroky pri predikcii dat do budicnosti patria [31]:

¢ Definicia problému — pochopenie spdsobu, ako sa predikované data vyuziju a kto ich
vyuzije.

e Zhromazdovanie informacii — ziskanie dostato¢ného mnozstva historickych dat vzta-
hujuacich sa k predikovanej veli¢ine, ako aj ziskanie odbornych znalosti Tudi, ktori data
zbieraju a ktori budu predikciu vyuzivat.

e Predbeznda analyza — analyza dat, ¢i si vObec vhodné na predikciu — hladanie kon-
zistentnych vzorov, trendov, sezénnosti a inych, analyza vztahov jednotlivych dat
pouzitych na predikciu.

e Vyber a prispésobenie modelov — vyber najvhodnejsich modelov prebieha na zdklade
ziskanych informécii, mnozstva historickych dat a dalSich vlastnosti.

o Pouzitie a vyhodnotenie modelov na predikciu — pouzitie vybraného modelu na pred-
ikciu pozadovanych dat a nasledné vyhodnotenie jeho presnosti po ziskani skuto¢nych
dat z predikovaného obdobia.

Vyhodnotenie presnosti modelu predikcie dat ¢asovych radov sa lisi od vyhodnotenia
inych typov dat, pretoze nie je mozné porovnavat presni zhodu skutocnych a predikova-
nych dat. Predikcia je Casto realizovana ako predikény interval, teda rozsah hodnot, ktoré
predikovana premennd moze nadobudnit s relativne vysokou pravdepodobnosfou. V ramci
vizualizacie predikovanych hodnét sa ¢asto zobrazuje stred rozsahu hodnét z predikéného
intervalu [31].

4.2 Metoédy na predikciu budicnosti s vyuzitim dat ¢asovych
radov

S rozvojom ziskavania dat a nutnostou predikcie velkého mnozstva dat ¢asovych radov vzni-
kaju aj nové nastroje pre tuto predikciu. Metédy na predikciu predstavujua zakladny nastroj
v mnohych oblastiach rozhodovania, ako napriklad obchodné a finan¢né stratégie, politika
a podobne [44]. Ako bolo spomenuté, metédy na predikciu vyuzivaji to, ze historické data
zahfnaja ,vzory“ nestce uzitoéné informécie pre popis skimaného javu. Hladanie tychto
vzorov vSak nie je trividlne a ide o jeden z hlavnych cielov pri spracovani dat ¢asovych
radov — kedy sa vzory opakuju a ako sa mozu ¢asom vyvijat.

Nakolko existuje mnoho metéd na predikciu, na zaciatku je potrebné analyzovat niekolko
specifik v datach, s ktorymi bude metéda pracovat [52]. Prvym Specifikom je pocet dimenzii,
teda ,rozmer® dat. Data mozu byt jednorozmerné alebo viacrozmerné. Jednorozmerné data

https://www.influxdata.com/
https://kx.com/developers/
3https://prometheus.io/
‘https://github.com/graphite-project/graphite-web
Shttps://www.timescale.com/

17


http://www.in�luxdata.com/
https://prometheus.io/
http://www.timescale.com/

znamenaju, ze k jednej ¢asovej znacke je priradena jedna premennd, vystupom metody je
jedna konkrétna premennda. Viacrozmerné data maju k jednej ¢asovej znacke priradenych
viac premennych — metody tak modzu predpovedat jednu alebo viac hodnot.

Dalsfm $pecifikom je to, ¢i data obsahuji hlavné zlozky, do ktorjch patri [52, 33]:

¢ Trend — dlhodoby smer vyvoja dat, stipanie alebo klesanie hodn6t dat ¢asovych radov
pocas dlhsieho ¢asového obdobia.

e Sezonnost — opakovanie urcitého vzoru sposobené sezénnymi udalostami pocas obdo-
bia, ako napriklad den, tyzden, mesiac, sezéna a iné.

o Cyklické variacie — stipanie alebo klesanie hodn6t v nepravidelnych, ¢asto velmi dl-
hych intervaloch.

e Nihodné alebo nepravidelné varidcie — spésobené ndhodnymi faktormi — hodnoty
nespadaju do ziadneho vzoru.

e Vonkajsie faktory — vplyv vonkajsich faktorov na vyvoj dat, napriklad politické alebo
ekonomické udalosti.

;v

Analyza tychto $pecifik a rozpoznanie vzorov v datach je klticovym faktorom pre ispesni
predikciu dat ¢asovych radov. Po tejto analyze nasleduje uz samotny vyber modelu na pre-
dikciu. Dostupné metody je mozné rozdelit do dvoch kategorii, a to parametrické, nazyvané
tiez tradiéné metddy, a neparametrické, teda metédy vyuzivajice strojové ucenie [44]. Obe
kategérie maju svoje vyhody a nevyhody — vyber najvhodnejsej metédy zalezi od sktisenosti
programatora a dat, ktoré buda na predikciu vyuzité.

Tradiéné metédy predikcie casovych radov

Tieto metddy su starsie, avsak su aj nadalej populdarne a v oblasti predikcie ¢asovych radov
stale vyuzivané. Tradi¢né metody maja pouzitie v oblasti, kde je vhodné vyuzit ziskavanie
budtcich dat pomocou rekurzie, ¢o znamenad, ze je mozné ziskat predikciu pre nasledujuci
den, den po nom a tak dalej. To je zaroven mozné vyuzit na rozsirenie predikovanych dat
o dalsiu vlastnost, takze ak chceme predikovat vlastnost nastavajicu o 15 jednotiek casu
namiesto 5, rekurzivne urobime viac predikcii. Naopak moze byt zlozitejsie dosiahnut presné
vysledky, pripadne zlepsit uz dosiahnuté vysledky. Nevyhodou tychto metéd je nemoznost
rozsirenia jednorozmerného modelu o dalsiu hodnotu pre rovnaku ¢asovi znacku [13].

Podmienkou tradi¢nych metéd je, ze data musia byt stacionarne, ¢o znamen4, ze v roz-
nych Casovych obdobiach by mali maf konstantny priemer, rozptyl alebo standardnt od-
chylku a sériové koreldcia (miera vzajomnej zévislosti medzi hodnotami v ¢asovom rade) by
nemala zavisiet od ¢asu [14]. Déata obsahujice zlozky sezénnost a trend nie st stacionarne,
preto je potrebné tieto zlozky z dat odstranit.

Najpouzivanejsie tradiéné modely na predikciu ¢asovych radov sa [35]:

o Autoregresivny (Autoregressive, AR) model.
o Klzavy priemer (Moving average, MA).
o Autoregresivny kizavy priemer (Autoregressive moving average, ARMA).

o Autoregresivny integrovany kizavy priemer (Autoregressive integrated moving average,
ARIMA).
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e Sezénny autoregresivny integrovany kizavy priemer (Seasonal autoregressive integra-
ted moving average, SARIMA).

o Vektorovy autoregresivny ( Vector autoregressive, VAR) model.

Dalsie metédy a podrobné informécie je mozné najst v [10].

4.3 Predikcia budicnosti pomocou metéd strojového ucenia

Metédy strojového ucenia, teda neurénovych sieti na predikciu budiicnosti s vyuzitim dat
casovych radov st modernejsie a umoznujua ziskanie presnejsich vysledkov oproti tradi¢nym
metdédam, maji moznost vyuzitia viacrozmernych dat, priame ziskavanie dat pre zvoleny
Casovy usek v budicnosti [13] a st robustné vocéi chybajicim datam [11]. Nevyhodou je, ze
ak chceme zmenit Casovy horizont, v ktorom predikujeme, potrebujeme zmenit trénovacie
data. Medzi najpouzivanejSie metody strojového ucenia pre predikciu budicnosti ¢asovych
radov patria napriklad konvoluéné neurénové siete, rekurentné neurénové siete, siete typu
Long short-term memory (LSTM), hlboké neurénové siete (metéda DeepAR) a iné [11].

Metéda konvoluénych neurénovych sieti

Konvoluéné neurénové siete (Convolutional Neural Network, CNN) sa vyuzivaju pre spra-
covanie obrazovych tdajov, ale vdaka schopnosti ucenia a extrakcie vlastnosti vstupnych
dat je mozné CNN vyuzit aj na predikciu ¢asovych radov. Data ¢asovych radov moézu byt
chapané ako jednorozmerny obrazok, vdaka ¢omu CNN médze najst a extrahovat najvyraz-
nejsie vlastnosti vstupnych dat, ktoré priamo suvisia s predpovedanym problémom. CNN
umoznuji pracu s viacrozmernymi ddtami, moézu sa ucit lubovolné (zlozité) funkéné vztahy
a nevyzaduji ucenie priamo z pozorovani, ktoré si medzi sebou posunuté voci sebe. Na-
miesto toho sa model moéze naucit predpovedat z velkej vstupnej sekvencie, ktora je pre
problém predikcie najrelevantnejsia [11].

Metéda rekurentnych neurdénovych sieti

Rekurentné neurénové siete (Recurrent Neural Network, RNN) st najbeznejSou a najpou-
zivanejSou metdédou na predikciu casovych radov. RNN priamo priddavaji podporu pre
vstupné sekvencéné data [11]. Aj cez obecné vyhody neurénovych sieti na predikciu ¢aso-
vych radov popisané vyssie maji RNN nevyhody ako problém mizntceho gradientu a slaba
paméf, ktora nie je schopnd brat do tivahy niekolko hodnét z minulosti pri predpovedani
budiicnosti. Z toho dévodu vznikli rozsirenia RNN na tpravu vnutornej paméte, ako oboj-
smerné neurénové siete, LSTM, Gated recurrent unit (GRU) a mechanizmus pozornosti
(Attention mechanism) [49].

Rekurentné neurénové siete typu LSTM (Long Short-Term Memory) riesia problém
mizntuceho gradientu v Standardnom RNN. LSTM je teda navrhnuty tak, aby zvladal dl-
hodobé zavislosti v sekvencnych tidajoch, nakolko ich architektira umoznuje dlhodobejsie
uchovanie informécii, ktoré mozno vyuzit v budtcnosti [49].

Préaca [63] popisuje vyuzitie RNN typu LSTM pre riadenie ohrevu, ventilacie a chladenia
(Heating, ventilation, and air conditioning, HVAC) v kanceldrskej budove, pri¢om si vyuzité
udaje o vonkajsej teplote, vnitornej teplote, spotrebe energie, intenzite slnecného ziarenia
a pritomnosti 0sdb v budove. Podla autorov sa dosiahla Gspora energie 15 %, ¢o je 0 2,5 %
viac ako pri pouziti inych nimi spominanych pristupov.
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Kapitola 5

Navrh riesenia systému na riadenie
ohrevu TUV a vykurovania

Tato kapitola popisuje ndvrh riesenia systému pre prediktivne riadenie ohrevu teplej uzit-
kovej vody (TUV) a vykurovania doméacnosti. Venuje sa postupu navrhu systému, avaham
o pouzit{ jednotlivych technoldgii a dévody k vytvoreniu findlneho riesenia. Cela architek-
tira systému je zobrazena na obrazku 5.1.

Systém bude pracovat automaticky, nebude teda ocakavat ziadne vstupy od pouziva-
tela (okrem prvotného vyplnenia pozadovanych tdajov v konfiguraénom stbore), vsetky
potrebné tudaje budu ziskané pomocou pripravenych zariadeni a skriptov. Navrhnuty sys-
tém bude mozné na zaciatku rozdelit na dva samostatné podsystémy — podsystém pre
riadenie ohrevu TUV a podsystém pre riadenie vykurovania domédcnosti. Oba podsystémy
budiit moéct pracovat samostatne, nezdvisle na sebe, avSak zaroven budd moct vyuzivat
»Spolocné“ tdaje ako napriklad informaciu o pritomnosti 0s6b v doméacnosti a tym zlep-
it vysledky oboch podsystémov. Aj ked budu oba podsystémy navrhnuté samostatne, ich
struktira bude podobna a bude mozné ju rozdelit na tri fazy — zber dat, vytvorenie mo-
delu na predikciu budiicnosti pomocou strojového ucenia a vyuzitie modelu pre samotné
riadenie.

Prva fazu, zber dat, bude mozné rozdelif na dve casti, teda na hardvérovi a softvé-
rovu Cast. V ramci prvej ¢asti bude navrhnuté a vytvorené zariadenie, ktoré bude pomocou
pripojenych senzorov zbierat pozadované data, ako napriklad teploty vody v ramci riade-
nia ohrevu TUV, teploty vzduchu v rémci riadenia vykurovania domécnosti a iné. Druhg
cast, softvérovy skript, bude slizif na ukladanie tychto dat do databazy c¢asovych radov,
nakolko sa bude jednat o pravidelné data obsahujtce ¢asové znacky (podrobnejsie popisané
v kapitole 4). Vystupom prvej fazy bude databdza obsahujica namerané déta.

Druhd faza, vytvorenie modelu na predikciu budiicnosti, bude vyuzivat ziskané data
z prvej fazy. Na zacdiatku budi z databdzy nacitané ulozené data a nasledne bude pre-
biehat proces spracovania dat. Konkrétne budu ziskané data spojené do véacsich ¢asovych
blokov, rozsirené o idaje odvodené zo samotnych hodndt ako standardna odchylka hodnot
v jednotlivych blokoch, ¢asové tidaje ako den v tyzdni pre dany zdznam s ¢asovou znackou
a iné. Napokon budu data rozdelené do pozadovanych datovych sad, ktoré sa vyuziju pre
natrénovanie modelov na predikciu pozadovanych hodno6t. Pre natrénovanie modelu bude
vyuzitd neurénova siet typu Long short-term memory (LSTM) [56]. Aj ked sa ziskavané
data v jednotlivych podsystémoch lisia, princip ich spracovania bude rovnaky. Vystupom
tejto fazy budi modely na predikciu dat ¢asovych radov.
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Obr. 5.1: Architektira navrhu systému pre riadenie ohrevu TUV a vykurovania domécnosti.

Tretia faza, a teda samotné riadenie ohrevu TUV alebo vykurovania domdcnosti, bude
vyuzivat modely z vystupu druhej fazy, ako aj cast nameranych dat z databazy za posledné
casové obdobie, teda vystup z prvej fazy. Zaroven bude vyuzivat vytvorené hardvérové za-
riadenie z prvej fazy podsystému. Na zaciatku bude z databdzy ziskana ¢ast nameranych
dat, ktord prejde rovnakym procesom spracovania ako data v druhej fize a nasledne budu
tieto data spolu s nac¢itanymi modelmi sluzit pre ziskanie predikcie pozadovanych hodnot
do predom nastaveného ¢asu v budicnosti. Takto predikované hodnoty budt napokon vy-
uzité pre rozhodnutie, ¢ bude ohrev TUV alebo vykurovanie potrebné zapnit alebo nie. Po
ziskani rozhodnutia o vypnut{ / zapnuti ohrevu alebo vykurovania bude vykonanie pozia-
davky realizované pomocou uz spomenutého vytvoreného hardvérového zariadenia (alebo
programového rozhrania, ak nim ovlddané zariadenie disponuje).

Kapitola navrhu riesenia bude rozdelend na dve hlavné sekcie — prva sekcia bude po-
jednévat o podsystéme pre riadenie ohrevu TUV, druh4 sekcia nasledne o podsystéme pre
riadenie vykurovania. Zaroven obe sekcie budt delené na tri hlavné cCasti, kde kazd4 cast
bude popisovat jednu vyssie spomenutt fazu. Tieto ¢asti buda popisovat vyber jednotlivych
spOsobov riesenia, typ a sposob ziskania jednotlivych dat a iné.

5.1 Riadenie ohrevu teplej uzitkovej vody

Navrhnuty podsystém bude slizit na riadenie ohrevu TUV, ktory bude prebiehat v elektric-
kom zdsobnikovom ohrievaéi — elektrickom bojleri (dalej len ako bojler). Riadenie ohrevu
TUV v plynovom bojleri bude mozny az po dodatoénych tpraviach podsystému a tento
spOsob nebude stucastou navrhnutého podsystému, nakolko autor nemé k dispozicii takéto
zariadenie a nemoéze otestovat vSetky ndlezitosti a zarucif tak bezpecné riadenie prevadzky
plynového bojleru. Navrhnuty podsystém pre riadenie ohrevu TUV bude fungovat na prin-
cipe vypinania a zapinania ovladanej elektrickej zasuvky, do ktorej bude bojler pripojeny.
Tak bude priamo ovlddany privod energie do elektrickej spirdly zariadenia.

Hardvérové zariadenie a zber dat z bojleru

Architektara kroku ziskavania dat z bojleru je zobrazena na obrazku 5.2. Aby bolo mozné
samotnu predikciu do buducnosti realizovat, bude potrebné pravidelne ziskavat pozadované
data z bojleru. Konkrétne, zakladné ziskavané data budu aktudlna spotreba elektrickej
energie (ktord bude vyuzitd pri zobrazeni Statistik), orientacna teplota vody vo vnttri
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Obr. 5.2: Architektira kroku ziskavania dat z bojleru v systéme pre riadenie ohrevu TUV.

bojleru a orientac¢nd teplota rurky na vystup teplej vody (bude odrazat akciu spotreby
teplej vody). Nakolko samotny bojler nema moznost merania a odosielania pozadovanych
dat, bude potrebné vytvorif externé hardvérové zariadenie, ktoré tento zber a odosielanie
dat zabezpeci. Zaroven toto zariadenie musi matf moznost ovladania daného bojleru, musi
byt jednoduché na instalaciu a malo by sa nachddzat v prijatelnej cenovej kategorii.

Pre splnenie tychto podmienok bude hardvérové zariadenie mozné realizovat niekolkymi
spOsobmi, ako napriklad:

o Pre ziskanie aktudlnej spotreby elektrickej energie:

— Samostatny spinaci modul — spinacie moduly st k dispozicii od viacerych vyrob-

cov, ako napriklad Shelly, Sonoff a iné. Moduly mézu disponovat Wi-Fi pripo-
jenim a tak je mozné ich ovladat vzdialene, avSak ich instalacia vyzaduje viac
sktusenosti, nakolko je k takémuto modulu potrebné pridat elektricka zasuvku
alebo priame pripojenie elektrickych vodicov z bojleru do modulu.

Inteligentna elektrickd zasuvka — jedna sa o jednoduchsie riesenie, kedy sa do
existujucej elektrickej zasuvky pripoji inteligentna zasuvka, do ktorej sa pripoji
vidlica elektrického kabla bojleru. Opéaf si k dispozicii od mnohych vyrobcov,
ako Aqara, TP-Link, Shelly, Immax Neo, Sonoff a mnohé iné. Casto disponuji
Wi-Fi pripojenim, avSak nemaji moznost pripojenia dalsich senzorov alebo inych
rozsireni.

Reléova doska pre modul Arduino — princip je podobny uz spomenutému spi-
naciemu modulu, avSsak takéto reléové dosky pre svoju ¢innost a komunikaciu
s okolim vyzaduji mikrokontrolér, ktory bude dosku ovladat. Riesenie je rozsiri-
telné a je mozné k nemu pridat mnohé senzory, avsak sa vyzaduje uz spomenuta
mikrokontrolérova vyvojova doska Arduino, kvoli comu mdze byt toto riesenie
finan¢ne narocnejsie a znacne zlozitejSie na realizaciu.

¢ Pre ziskanie pozadovanych teplot:

— Pridavny modul Shelly Addon — funguje ako rozsirenie spinacieho modulu od

spoloc¢nosti Shelly, pricom do tohoto pridavného modulu je mozné pripojit dro-
tové teplotné ¢idla DS18B20, ktoré sit vhodné na meranie pozadovanych teplot.
Vyhodou je jednoduché napojenie k danému spinaciemu modulu.

— Samostatné teplotné senzory — st k dispozicii od viacerych vyrobcov ako napri-
klad Agara, Sonoff a iné, avSsak mnohé senzory nie sii vhodné na meranie teploty
pod ochrannym plastom bojlera alebo na vystupnej rurke.
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— Senzory pre modul Arduino — pre meranie teploty modulom Arduino je opét
mozné vyuzit teplotné ¢idla DS18B20, avsak ako pri reléovej doske, aj tu plati
vysoka zlozitost pri realizacii rieSenia a st potrebné skuisenosti s platformou
Arduino.

Uvedenych bolo len niekolko rieseni, k dispozicii st mnohé dalsie, ako aj komercné riese-
nia disponujice réznymi funkciami, avsak ich cena je niekolkonasobne vyssia ako spomenuté
zariadenia.

Vzhladom na vyhody a nevyhody jednotlivych zariadeni bude ako centralna jednotka
pre zber a odosielanie dat pouzity spinaci modul od spolo¢nosti Shelly, konkrétne typ mo-
dulu Shelly 1PM!. Tento modul je mozné ovladat bezdrdtovo (pripojenie pomocou Wi-Fi)
pomocou mobilnej aplikacie, webového rozhrania alebo cez poziadaviek na programové roz-
hranie. K samotnému zariadeniu Shelly bude pripojeny pridavny modul Shelly Addon” pre
pripojenie dvoch teplotnych ¢idiel DS18B20°. Toto rozsirenie modulu bude zabezpecovat
ziskanie hodn6t pozadovanych teplot. Zariadenie bude teda schopné ziskat hodnoty dvoch
teplot a aktudlnej spotreby elektrickej energie. Vdaka pripojeniu zariadenia k internetu
pomocou Wi-Fi budi namerané data pravidelne ziskavané a ukladané do databazy.

V ramci rozsirenia hardvérového riesenia o ziskanie dalsej meranej hodnoty, konkrétne
aktudlneho prietoku teplej vody, bude vhodné rieSenie pouzitie prietokomeru zapojeného
do modulu Arduino. K dispozicii je viac prietokomerov, v ramci testovania podsystému
bude pouzity Mosadzny prietokomer YF-B2* a modul Arduino Uno”. Vzhladom na pouzitie
prietokomeru by bolo aj pre meranie ostatnych pozadovanych hodn6t vhodnejsie pouzit
reléovil dosku a senzory pre modul Arduino, avsSak instaldcia prietokomeru vyzaduje zasah
do vodoinstalacie a tak toto riesenie nebude vhodné pre vac¢sinu doméacnosti, kde by mohol
byt podsystém nasadeny. Pre otestovanie tohoto rozsirenia bude prietokomer nasadeny do
jednej testovanej doméacnosti.

Samotné ziskavanie a ukladanie dat do databazy bude zabezpecené softvérovym skrip-
tom. Tento skript bude pravidelnymi dotazmi na programové rozhranie Shelly ziskavat
vsetky pozadované hodnoty, ktoré nasledne upravi do pozadovaného forméatu a vlozi do
lokalnej databazy. K dispozicii je niekolko datab&dz popisanych v 4.1. Pre tento podsystém
bude vyuzitd databaza InfluxDB verzie 2.

Model predikcie casovych radov

Architektara kroku tvorby modelu na predikciu ¢asovych radov je zobrazena na obrazku
5.3. Na zaciatku tohoto kroku budi namerané data teplot ziskané zo spomenutej databazy.
Nasledovat bude proces spracovania a rozsirenia dat. Proces spracovania zac¢ne spojenim
dat casovych radov do vécsich casovych blokov, pricom pre kazdi premenni v danom
bloku bude vypocitana priemernd hodnota zo vsetkych hodnot tejto premennej spadajice;j
do konkrétneho ¢asového bloku. To sa nazyva prevzorkovanie alebo agregovanie dat [47].
Ide teda o proces, kedy bude znizeny pocet celkovych zaznamov, nakolko merané veli¢iny
bud pri ohreve TUV a vykurovani doméacnosti viésinu ¢asu stabilné a zmeny tychto teplot

"https://www.alza.sk/shelly-1pm-spinaci-modul-s-meranim-spotreby-1-16-a-wifi-d5792563.htm

https://www.dasmart.sk/teplotne-senzory/shelly-addon-teplotny-modul-pre-shelly-11pm-s-
cidlom

Shttps://www.shelly.cloud/en/products/shop/ds18b20x1

‘https://dratek.cz/arduino/74950-mosazny-prutokomer-yf-b7-m8-1-2-1-251-min-5-15v-s-
termistorem.html

*https://dratek.cz/arduino/974-eses-klon-arduino-uno-r3-precise.html
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Obr. 5.3: Architektara kroku tvorby modelu na predikciu ¢asovych radov v systéme pre
riadenie ohrevu TUV.

nie su prilis dynamické — bez spotreby vody je teplotna strata pri 100 litrovom bojleri vo
vykurovanej miestnosti za jednu hodinu priblizne 0,5°C, pri priemernej spotrebe teplej vody
bez zapnutého ohrevu je teplotna strata priblizne 1°C za desat mintt, pri zapnutom ohreve
TUV je teplotny zisk priblizne 0,5°C za desat mintt. Z toho dévodu bude vzorkovacia
frekvencia zvolend na desat minat, nakolko dostatocne presne odrdza zmeny meranych
teplot.

Nasledne budu tieto data rozsirené o vlastnosti meranych hodnét ako Standardné od-
chylka hodndét v kazdom bloku, maximalna a minimalna hodnota premennej v bloku a roz-
diel hodnoty oproti predoslému bloku — tieto rozsirenia pomahaju v ,zobrazeni“, ako sa
jednotlivé data v ¢ase menia. Zaroven budd déta rozsirené o vlastnosti tykajice sa Caso-
vych znaciek, konkrétne pridanie ¢isla dna v tyzdni a sinusu a kosinusu pre den a tyzden,
ktoré zobrazuje cyklické opakovanie zdznamov v danom casovom obdobi, teda napriklad
informécia o tom, ze vzdialenost nedele a pondelku je mensia ako pondelku a Stvrtku [8].
Vsetky techniky pouzité pre rozsirenie dat sa nazyvaju pojmom features engineering, teda
transformacia existujucich a pridavanie novych priznakov pre zlepsenie presnosti vytvarania
modelu a aj samotnej predikcie dat. Viac technik je mozné najst v [36, 57].

Po rozsireni dat bude potrebné vytvorit datova sadu, ktora sa pouzije pre trénovanie
modelu neurénovej siete. Pri vytvarani ddtovej sady bude vyuzitd technika kizavého alebo
rolovaného okna [15], kde sa zoberie niekolko hodnét do minulosti a k tomu sa priradi nie-
kolko hodnét do budtcnosti a celé ,,okno“ sa posunie o jednu hodnotu dalej, kde sa proces
opat zopakuje. Pre vsetky data budi tymto sposobom vytvorené ,,oknad“, v ktorych bude
minulost a k nej priradena budicnost, ktord bude danou minulostou ovplyvnena. Nasledne
bude datova sada (obsahujiica vytvorené oknd) rozdelend na trénovaciu, valida¢nu a testo-
vaciu datova sadu. Tieto sady dat budd néasledne vyuzité ako vstup pre model neurénovej
siete. Podla 4.3 existuje viac metdd, respektive neurénovych sieti vhodnych na predikciu dat
casovych radov. Vzhladom na uvedené vyhody a nevyhody v danej kapitole bude v systéme
vyuzité rekurentnd neurénova siet typu LSTM [49, 11], ktorej vystupom bude model pred-
povedajuci budicnost, konkrétne hodnoty pozadovanych dat niekolko ¢asovych jednotiek
do budtcnosti.
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Obr. 5.4: Architektira kroku riadenia ohrevu TUV v systéme.

Riadenie ohrevu teplej tuzitkovej vody

Poslednou ¢astou bude samotné ovlddanie ohrevu TUV v bojleri. Architektira kroku riade-
nia ohrevu TUV je zobrazend na obrazku 5.4. Poslednd ¢ast bude vyuzivat vystupy z prvej
aj druhej fazy podsystému — ¢ast nameranych ddt ulozenych v databdze (hodnoty teploty
vody vo vnutri bojleru a na vystupnej rurke a pripadne aktualneho prietoku teplej vody)
a modely na predikciu dat natrénované pomocou spomenutej neurénovej siete typu LSTM.
Nakoniec bude v tretej faze podsystému opéat vyuzité vytvorené hardvérové zariadenie.

Pri procese riadenia ohrevu TUV v bojleri budd na zadiatku vykonané prvotné funkcie,
konkrétne kontrola na vysoku tarifu, kontrola na funkcie ,Dovolenka“ a Antilegionella.
Kontrola vysokej tarify 3.1 bude vyuzivat ¢asy vysokej tarify, ktoré uvedie pouzivatel do
konfiguracného siboru. Ak ¢as vysokej tarify nebude v konfigura¢nom sibore uvedeny
alebo doméacnost nemd k dispozicii dvojtarifny elektromer, podsystém bude pracovat rov-
nako pocas celého dna. V pripade, ze predikovana budicnost bude v ¢ase vysokej tarify,
podsystém nebude zapinat ohrev TUV. Rovnaky princip bude vyuzity aj pri kontrole re-
zimu ,dovolenka®, a teda v pripade, Ze pouzivatel vo svojom kalendari spolo¢nosti Google®
vytvori udalost ,,Dovolenka“, v tom ¢ase nebude realizovany ohrev vody v bojleri, voda
bude iba udrziavana na nizkej teplote pre zamedzenie Sirenia baktérie Legionella. Funkcia
Antilegionella jedenkrat mesacne zvysi teplotu vody v bojleri nad teplotu 70°C pre zni-
Cenie baktérie Legionella popisanej v 3.1.

Nésledne bude vyuzitd ¢ast (niekolko poslednych hodin alebo dni) nameranych dat,
ktoré sa rovnakym spdsobom ako v pripade druhej fazy nacitaju z databazy. Na tieto
data bude aplikovany rovnaky proces spracovania a rozSirenia dat ako v predoslej faze,
nakolko pre predikciu dat do budiicnosti budd potrebné aktudlne data v rovnakom forméte
ako déta, ktoré budi pouzité na tvorbu modelu. Aktualne namerané hodnoty za posledné

SDostupny na adrese https://calendar.google.com/calendar/.

25


https://calendar.google.com/calendar/

casové obdobie spolu s vytvorenym modelom budui vyuzité na predikciu dat do budiicnosti
— predikcia teploty vody v bojleri (teplota_1) a predikcia teploty vody v rirke na vystup
teplej vody (teplota_2).

7 pozadovanej teploty vody v bojleri uvedenej v konfigura¢nom suibore, v zédklade nasta-
vend na 60°C, (ktoru si pouzivatel méze podla jeho poziadaviek upravit) bude vypocitany
rozsah hodndt, v ktorom sa bude dand teplota pohybovat. Napriklad, pri teplote 60°C,
vypocitany rozsah bude 53°C az 57°C, nakolko realna teplota odoberanej vody z bojleru
je vyssia ako merand teplota. Z pozadovanej teploty vody bude zaroven urcend hodnota
,druhej“ teploty, ktord predstavuje hranicu, ¢i sa pouziva tepla voda alebo nie. Napriklad,
ak bude opét pozadovana teplota 60°C, hranica spotreby vody bude 44°C. Nasledne budu
predikované data a vypocitané hodnoty pozadovanej teploty vyuzité v ,,rozhodovacej“ fun-
kcii. Konkrétne rozhodovanie bude prebiehat principom porovnavania predikovanych teplot,
vypocitanou dolnou a hornou hranicou pozadovanej prvej teploty a vypocitanou hranicou
druhej teploty odpovedajicej pouzitiu teplej vody. Zakladna rozhodovacia funkcia bude
pozostavat z najmenej Styroch pravidiel:

1. ak je predikovand teplota_1 vyssia ako hornd hranica pozadovanej prvej teploty,
vypni ohrev

2. ak je predikovana teplota_1 v rozsahu pozadovanej teploty a predikovana teplota_2
je pod hranicou (neocakdva sa spotreba), vypni ohrev

3. ak je predikovana teplota_1 v rozsahu pozadovanej teploty a predikovana teplota_2
je nad hranicou (ocakava sa spotreba), zapni ohrev

4. ak je predikovana teplota_1 nizsia ako dolna hranica pozadovanej prvej teploty, zapni
ohrev

Vyvojovy diagram pre popisané pravidla je zobrazeny na obrazku 5.5. Rozhodovacia

funkcia bude moéct byt dalej rozsirend podla poziadaviek pouzivatela.

Napriklad, ak bude predikovana orienta¢na teplota vody vo vnutri bojleru 58°C a poza-
dovana teplota bude 60°C, ohrev vody sa vypne alebo ostane vypnuty. Ak orientacna teplota
vody klesne na 55°C, avsak v blizkej budtcnosti sa nebude ocakavat spotreba teplej vody,
ohrev vody ostane vypnuty. V pripade rovnakej orientacnej teploty vody vo vnutri bojleru,
avsak v blizkej budiicnosti sa bude oc¢akavat spotreba vody (podla naucenych opakujicich
sa navykov / ¢innosti 0oséb v doméacnosti), ohrev vody v bojleri sa zapne (az do doby, kym
predikovand teplota vody vo vnutri bojleru nepresiahne horni hranicu pozadovanej teploty,
a teda 57°C, alebo sa uz nebude oc¢akavat dalsia spotreba vody). Nakoniec, ak predikovana
teplota vody klesne pod 53°C, ohrev vody sa zapne, kym teplota vody nepresiahne spodnu
hranicu pozadovanej teploty, a teda 53°C — nasledne sa opét bude rozhodovat podla toho,
Ci sa ocakéava spotreba teplej vody alebo nie.

Cely proces riadenia ohrevu TUV z pohladu pouzivatela bude vyzerat tak, ze pouzivatel
v konfigura¢nom stibore méze upravit zelant teplotu vody v bojleri (a vyplni ostatné po-
zadované udaje), moze vyplnit ¢asy vysokej tarify (ak je k dispozicii dvojtarifnd siet) a na
vstavanom termostate bojleru zvysi teplotu na 70-75°C. Zvysny proces riadenia ohrevu
TUV bude prebichat automaticky a nevyzaduji sa daldie zdsahy pouzivatela do chodu
podsystému.
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Obr. 5.5: Vivojovy diagram pre popis rozhodovania ovlddania ohrevu TUV. Hodnota
predikovana_t je predikovand teplota vody v bojleri, hodnoty maximdlna_t aminimdlna_t
su vypocitané hranice pozadovanej teploty vody v bojleri. Informaécia, ¢i sa ocakava spot-
reba TUV je ziskand z predikovanej druhej teploty predikovana_t2, ktors pri prekroceni
nastavenej hranice hranica_t odraza akciu spotreby TUV.

5.2 Riadenie vykurovania domacnosti

Cinnost podsystému na riadenie vykurovania domécnosti bude zévisiet od typu ovlddaného
vykurovania. Moznosti vykurovania domécnosti si popisané v 3.2. Podsystém bude opét
mozné rozdelit na tri ¢asti, a to zber dat, vytvorenie modelu na predikovanie ¢asovych radov
a samotné riadenie vykurovania. Ako v pripade predoslého podsystému, aj tu buda vsetky
tri ¢asti pracovat nezavisle na sebe, avsak budua vyuzivat spolo¢né prvky — databdzu s name-
ranymi datami, modely vytvorené neurénovou sietou typu LSTM a vytvorené hardvérové
zariadenie. Fungovanie podsystému bude z vicsej ¢asti podobné fungovaniu podsystému pre
ohrev TUV - z toho vyplyva, ze sa budd vyuzivat podobné alebo rovnaké funkcie. Sekcia
bude popisovat obecny pristup k riadeniu vykurovania domacnosti, ktory je mozny pouzit
na viaceré typy vykurovania. Plati vSak, ze systém bude vhodny pre nasadenie v domac-
nostiach s plynovym alebo elektrickym vykurovanim.

Vzhladom na dostupné vykurovacie zariadenia, ktoré budi neskér pouzité na testovanie
podsystému, budt popisané tri pristupy ovladania vykurovacieho zariadenia — nahradenie
klasického termostatu za ovladany spinaci modul, ovladanie inteligentnej termostatickej
hlavice alebo vzdialené ovladanie vykurovacieho zariadenia disponujiceho pripojenim k in-
ternetu a moznostou vzdialeného ovladania.

Hardvérové zariadenie a zber dat z domacnosti

Pre realizdciu zberu potrebnych dat o domécnosti bude opét potrebné vytvorif hardvé-
rové zariadenie, ktoré toto ziskanie dat zabezpeci. Na rozdiel od zariadenia pre zber dat
z bojleru bude v tomto podsystéme potrebné vytvorit zariadenie, ktoré bude mat moznost
ziskavat daje z viacerych miestnosti doméacnosti, preto buda vyuzité bezdrétové senzory.
Pozadované data zavisia od poziadaviek pouzivatela a dostupnych senzorov. Zakladné po-
trebné data budu aspon jedna ,centralna“ teplota miestnosti a informécia o pritomnosti
0s0b v domaécnosti, ktora bude moct byt realizovana viacerymi spésobmi, ako napriklad
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GPS lokacia mobilnych telefénov pouzivatelov (vzdialenost od domécnosti alebo informé-
cia, ¢i sa mobilny telefén nachddza v predom nastavenej zéne okolo domécnosti), pohybovy
senzor alebo informacia o spotrebe teplej vody, ak domacnost bude vyuzivat aj podsystém
pre riadenie ohrevu TUV. Medzi rozirujtce tdaje budd patrit teploty z inych miestnosti
pre vyuzitie zénového vykurovania (kazd4 miestnost domécnosti bude moct byt vykurovana
na inu teplotu, ak bude k dispozicii zariadenie na reguliciu ktrenia pre dani miestnost —
napriklad termostatické ventily) alebo vlhkost v danych miestnostiach (lepsie riadenie po-
citovej teploty). Po tprave podsystému bude zéroven mozné vyuzit meteorologické tdaje
(slnko svietiace do miestnosti, teplota a pocasie vonku a iné). Ako v pripade prvého pod-
systému, tak ani pri vykurovani doméacnosti nema samotny kotol moznost zbierat vsetky
potrebné tdaje a tak bude vytvorené hardvérové zariadenie, ktoré tito ¢innost zabezpedci —
zaroven by opéf malo byt jednoduché na instaldciu a v prijatelnej cenovej kategérii.

Samotné hardvérové zariadenie bude mozné rozdelit na dve cCasti — senzory pre zber
dat a centrdlna jednotka pre komunikéciu so senzormi a komunikaciu so softvérovou cas-
tou podsystému. K dispozicii je velké mnozstvo bezdrotovych senzorov na meranie teploty,
napriklad od spolo¢nosti Sonoff, Tuya, Agara a iné. Pohybové senzory pre tidaje o pritom-
nosti 0s6b v domécnosti opdaf moézu byt od spolo¢nosti Sonoff, Tuya, Aqara a mnohé iné.
Oba typy senzorov pre komunikéciu najcastejsie vyuzivaju Bluetooth Low Energy (BLE),
Wi-Fi alebo ZigBee. Ako centrilna jednotka moze slizit notebook alebo pocitac¢, ale v tom
pripade sa vyzaduje nepretrzita prevadzka tohoto zariadenia, ¢o nie je prili§ vhodné. Z toho
dovodu sa ako centralne jednotky v inteligentnych domacnostiach vyuzivaji minipocitace,
napriklad Raspberry Pi, alebo mikrokontrolérové vyvojové dosky ako Arduino.

V pripade, zZe kotol alebo pripojeny termostat nebude mozné ovladat vzdialene cez inter-
net, termostat bude nahradeny za inteligentny spinaci modul, napriklad spinaci modul od
spoloc¢nosti Shelly — v tomto pripade bude dblezité, aby mal spinaci modul ,,suchy kontakt*,
teda moznost prepojenia vodi¢ov bez privedenia externého napétia do tychto vodi¢ov. Tento
spinaci modul bude tak mozné vyuzit aj pri zonovom vykurovani realizovanom elektrickym
podlahovym kurenim, kde pre kazda miestnost je samostatny obvod so samostatnym ter-
mostatom. V ramci zénového vykurovania, ak si pre vykurovanie miestnosti v domécnosti
vyuzité radidtory, budi moct byt vyuzité inteligentné termostatické hlavice, napriklad od
spolo¢nosti Tesla, Tuya, Immax NEO, Aqara a iné. Inteligentné termostatické hlavice su
vSak drahsie (cena za jednu termostaticki hlavicu sa pohybuje priblizne od 850 do 2500
K¢) a preto treba pocitat s vysS$imi prvotnymi nédkladmi.

V ramci riesenia podsystému budii vyuzité teplotné senzory Aqara’, pohybovy senzor
Sonoff® a ako centrilna jednotka Raspberry Pi 4” s opera¢nym systémom HomeAssistant.
Komunikacia medzi Raspberry Pi 4 a senzormi bude realizovana technolégiou ZigBee, pri-
¢om ZigBee siet bude vytvorend pomocou Sonoff ZigBee USB 3.0 Dongle'". Raspberry Pi 4
bude k internetu pre vzdialené ovladanie pripojené cez LAN alebo Wi-Fi. Ako spinaci modul
pre nahradenie klasického termostatu bude sltzit Shelly Plus 1!
budi slizit termostatické hlavice Immax NEO Smart'?.

Softvérova cast prvej fazy podsystému je realizovand priamo v softvéri HomeAssistan
(dalej ako skratka HA), v ktorom bude pomocou vstavanych rozsireni vytvorend databaza

, pre ovladanie radidtorov

t13

"https://www.agara.com/eu/product/temperature-humidity-sensor/
®https://sonoff.tech/product/gateway-and-sensors/snzb-03/
Shttps://www.raspberrypi.com/products/raspberry-pi-4-model-b/
Ynttps://sonoff.tech/product/gateway-and-sensors/sonoff-zigbee-3-0-usb-dongle-plus-e/
"https://www.shelly.cloud/en/products/shop/shelly-plus-1
2https://www.immax.sk/immax-neo-smart-termostaticka-hlavice-zigbee-p13447/
Bhttps://www.home-assistant.io/
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Obr. 5.6: Architektira kroku ziskavania dat z domacnosti v systéme pre riadenie vykuro-
vania.

¢asovych radov, konkrétne InfluxDB verzie 1. Udaje zo vietkych senzorov budd ukladané
do tejto databazy. Naslednd vzdialend komunikacia s Raspberry Pi 4, respektive softvérom
HA, bude mozné cez lokalnu sief alebo pomocou VPN, napriklad Tailscale. Nakolko vsetky
vybrané senzory budi napajané batériou a teda data do databazy budu posielat iba vtedy,
ked sa merané hodnoty zmenia, kazdy senzor bude odosielat data v ini dobu a preto budua
v databaze ukladané vo forméate &as, nadzov_senzoru, hodnota. Navrh kroku pre zber
pozadovanych dat z domacnosti je zobrazeny na obrazku 5.6.

Model predikcie casovych radov

Na zaciatku bude opéf potrebné ziskat namerané data z databazy v softvéri HA, pre ktoré
bude vyuzité spomenuté VPN Tailscale. Po ziskani dat z databazy prejdi data procesom
spracovania a rozsirenia. Na zaciatku sa z formatu ¢as, nazov_senzoru, hodnota vytvori
tabulkovy forméat — as, hodnota_senzorl, hodnota_senzor2, hodnota_senzor3,....
Préazdne hodnoty v jednotlivych ¢asoch budi vyplnené z predoslych hodnét (predpoklada
sa, ze hodnota merand danym senzorom sa od posledného merania nezmenila, bude mozné
ju teda ,skopirovat®). Nésledne sa aplikuje rovnaky proces spracovania a rozsirenia dat ako
v pripade tvorby modelu predikcie éasovych radov pre podsystém na riadenie ohrevu TUV
popisaného v 5.1 — prevzorkovanie dat do vacsich ¢asovych blokov, rozsirenie o Standardnu
odchylku, maximalnu a minimalnu hodnotu premennej v bloku, rozdiel hodnoty oproti
hodnote rovnakej premennej v predoslom bloku a rozsirenie o vlastnosti ¢asovych znaciek
(pridanie ¢isla dna v tyzdni, sinus a kosinus pre den a tyzden).

Po rozsireni dat bude opit vyuzitd technika kizavého okna na vietky hodnoty a na
vsetky premenné, pre ktoré bude vytvoreny model predikcie — konkrétne teploty zo vsetkych
senzorov a tdaje o pritomnosti os6b v domécnosti. Nasledne bude datova sada obsahujtca
vytvorené oknd rozdelend na trénovaciu, validacni a testovaciu datova sadu. Tieto sady dat
sa nasledne vyuziju ako vstup pre neurénovi sief. Ako v pripade predoslého podsystému, aj
pre tento podsystém sa pre vytvorenie modelov predikcie ¢asovych radov pouzije rekurentna
neurénova siet, konkrétne typ Long-short Term Memory (LSTM). Navrh rieSenia pre tvorbu
modelu bude rovnaky ako v predoslom podsystéme, ktorého architektira je zobrazend na
obrazku 5.3.
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Obr. 5.7: Architektira kroku riadenia vykurovania domacnosti.

Ovladanie vykurovania doméacnosti

Posledné faza — ovladanie vykurovania domécnosti — bude ako v pripade ovladania podsys-
tému pre ohrev TUV vyuzivat modely na predikciu budicnosti a namerané ddta ulozené
v databaze hardvérového zariadenia. Na zaciatku sa vykonaju prvotné funkcie, a teda kon-
trola rezimu ,dovolenka“ a v pripade elektrického vykurovania doméacnosti aj kontrola na
vysoku tarifu. Podrobnejsi popis je uvedeny v 5.1. Architektira navrhu riesenia pre krok
ovladania vykurovania je zobrazena na obrazku 5.7.

Nasledne bude vyuzita ¢ast nameranych dat, ktoré prejdi rovnakym procesom nacitania
dat z databézy, spracovania a rozsirenia. Aktudlne data za posledné casové obdobie budu
spolu s vytvorenymi modelmi vyuzité na predikciu pozadovanych dat do budicnosti — tep-
loty z jednotlivych meranych miestnosti, ako aj informécia o pritomnosti os6b v domacnosti.
Pouzivatel do konfigura¢ného stiboru vyplni pozadovani teplotu (pre kazdd miestnost v pri-
pade zénového vykurovania) a pripadne ¢asy vysokej tarify, ak domécnost vyuziva elektrické
vykurovanie a ma k dispozicii dvojtarifni siet. Z pozadovanej teploty bude opéf vypocitany
rozsah, a teda dolnd a horna hranica pozadovanej teploty, ktoré sa pouziji pri findlnom
rozhodovani. Nakoniec, ked st ziskané pozadované a aj predikované teploty, je opaf mozné
vykonat ,funkciu rozhodovania®“. Mnozstvo pravidiel, ktoré budi v rozhodovacej funkcii
pouzité, zavisi od poc¢tu miestnosti a dostupnych senzorov, avsak ako v predoslom podsys-
téme, aj tu budi pouzité minimalne styri pravidla pre kazdd miestnost samostatne, v ktorej
bude riadené vykurovanie:

1. ak je predikovand teplota vyssia ako horna hranica pozadovanej teploty, vypni vyku-
rovanie

2. ak je predikovand teplota v rozsahu pozadovanej teploty, ale neo¢akava sa pritomnost
0s6b v domécnosti, vypni vykurovanie

3. ak je predikovana teplota v miestnosti v rozsahu pozadovanej teploty, ale o¢akava sa
pritomnost 0s6b v domécnosti, zapni vykurovanie
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Obr. 5.8: Vyvojovy diagram pre popis rozhodovania ovlddania vykurovania domécnosti.
Hodnota predikovana_t je predikovana teplota vzduchu v danej miestnosti, hodnoty
maximdlna_t a minimdlna_t si vypocitané hranice pozadovanej teploty.

4. ak je predikovana teplota nizsia ako dolna hranica pozadovanej teploty, zapni vyku-
rovanie

Vyvojovy diagram pre popisané pravidla je zobrazeny na obrazku 5.8. Autor prace bude
moct dalej rozsirovat systém o dalsie pravidld podla poziadaviek pouzivatelov.

Samotné poziadavky ,,vypni vykurovanie“ a ,zapni vykurovanie“ budu realizované rozne,
podla ovlddaného zariadenia. V pripade, Ze bude klasicky termostat nahradeny spinacim
modulom Shelly, poziadavka bude odoslana prave na programové rozhranie daného spina-
cieho modulu. Ak bude zariadenie (kotol alebo termostat) disponovat pripojenim k internetu
a moznostou vzdialeného ovladania, poziadavka bude odosland cez programové rozhranie
tohoto zariadenia. Nakoniec, ak ovladané zariadenie bude inteligentna hlavica, poziadavka
bude odoslana na nu.
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Kapitola 6

Implementacia systému

Tato kapitola sa zameriava na popis implementéacie systému pre prediktivne riadenie ohrevu
teplej uzitkovej vody (TUV) a vykurovania doméacnosti pomocou metdd strojového ucenia,
ktorého navrh bol popisany v kapitole 5. Kapitola je rozdelena na tri casti — pouzité tech-
nolégie, popis implementécie podsystému pre riadenie ohrevu TUV a popis implementécie
podsystému pre vykurovanie doméacnosti. Nakolko oba podsystémy maji niektoré funkcie
podobné, popis prvého podsystému bude podrobnejsi a popis niektorych ¢asti druhého pod-
systému sa bude odkazovaf na predosla sekciu. Viac podrobnosti o jednotlivych funkcidch
v implementécii je mozné najst v komentaroch zdrojovych kédov. Samotné sekcie imple-
mentacie jednotlivych podsystémov budu rozdelené na popis hardvérového riesenia, zber
a ukladanie nameranych dat, trénovanie neurénovej siete a tvorba modelu, riadenie ohrevu
TUV alebo vykurovania domécnosti a nakoniec pripadné pomocné néstroje.

6.1 Pouzité technolégie

Systém a jeho pomocné skripty st implementované v programovacom jazyku Python vo ver-
zii 3.10. Pre pracu s datami, tvorbou datovjch ramcov a matic st pouzité kniznice Pandas'
a NumPy”. Pre ukladanie nazbieranych dat je vyuzita databdza InfluxDB? vo verzidch 1.X
a 2.X. Druhd verzia databézy je realizovana ako kontajner v softvéri Docker”. Pre predikciu
budiicnosti s vyuzitim dat ¢asovych radov je pouzitd rekurentna neurénova siet typu Long
short-term memory (LSTM), konkrétne implementacia v jazyku Python za pouzitia soft-
véru TensorFlow” a rozhrania Keras®. Implementécia a testovanie systému prebiehalo na OS
Windows 10. Hardvérové riesenie druhého podsystému vyuziva softvér HomeAssistant’ so
vstavanymi rozsireniami, konkrétne rozsirenia InfluxDB, Mosquitto broker, Tailscale a Zig-
bee2MQTT.

'https://pandas.pydata.org/
https://numpy.org/
Shttps://www.influxdata.com/
“https://www.docker.com/
Shttps://www.tensorflow.org/
Shttps://keras.io/
"https://www.home-assistant.io/
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6.2 Implementacia podsystému pre riadenie ohrevu teplej
uzitkovej vody

Této sekcia popisuje ddlezité Casti findlnej implementécie podsystému riadenia ohrevu TUV.
Na zaciatku je strucne uvedend findlna realizacia hardvérového zariadenia pre zber dat a ria-
denie elektrického bojleru, nasledne sa kapitola venuje popisu skriptov podla jednotlivych
Casti, dolezitym knizniciam, funkcidm vyuzitym v podsystéme a pomocnym nastrojom po-
uzitym pri implementdcii rieSenia.

Podsystém pracuje s nameranymi hodnotami troch (pri rozsireni hardvérového zaria-
denia Styroch) veli¢in — aktudlna spotreba elektrickej energie (vyuziva sa pre zobrazenie
Statistik, pri tvorbe modelu a rozhodovani o ovliddani ohrevu TUV sa nevyuziva), orien-
tacnd teplota vody vo vnutri bojleru (teplota_1), teplota rirky na vystup teplej vody
z bojleru odrazajica akciu spotreby teplej vody (teplota_2), pri rozsireni hardvérového
zariadenia aktudlny prietok teplej vody cez vystupnt rirku, konkrétne mnozstvo pretece-
nej vody za nastavent jednotku ¢asu (rozsiruje informdaciu o akeii spotreby teplej vody —
udaj je vyuzity pri tvorbe modelu pre teplota_2). Spomenuté veli¢iny st zaroven rozsirené
o vlastnosti tykajice sa ¢asovych znaciek.

V ramci behu celého podsystému sa vyuziva water_heating_conf_file.json — konfi-
guracny subor vo forméate JSON, obsahujuci vSetky potrebné tidaje podsystému, konkrétne:

o Pozadovana (orientacnd) teplota vody vo vnttri bojlera — nahradzuje nastavenie tep-
loty na termostate bojlera.

o Informacie o bojleri — mozu byt v ramci budiceho rozsirenia vyuzité pre vytvorenie
modelu bojleru, a teda vypoctu rychlosti ohrevu vody v bojleri.

« Udaje o module Shelly — centrdlnej jednotke hardvérového zariadenia — informécie
slizia pre moznost komunikacie s tymto modulom.

« Udaje o pouzitej databéze pre ukladanie namerangych d4t — sliZia na vytvorenie spo-
jenia, moznosti zapisu do databdzy a ¢itania z nej.

« Casy vysokej tarify — ak domécnost disponuje dvojtarifnou sietou a zariadenie nie je
pripojené k obvodu, ktory je odpajany HDO stykacom.

e Informaécie, ¢i sa maju vyuzit funkcie antilLegionella a Dovolenka.

« Udaje o prietokomere — & je v domécnosti prietokomer vyuzity a tdaje pre pripojenie
zariadenia Arduino k podsystému.

o Nastavenia podsystému — Casy opakovania ziskavania dat, pretrénovania modelu ne-
urénovej siete, riadenia ohrevu TUV, velkost jedného okna pri procese prevzorkovania
a velkost posuvného okna pred procesom trénovania modelu neurénovej siete.

Konfigura¢ny sibor je jediny subor, ktory je potrebné pre spravne fungovanie podsys-
tému upravit. Jednotlivé ¢asti a skripty podsystému zaroven vyuzivaju spolo¢né funkcie zo
skriptu boiler_utils.py. Jedna sa o funkcie:

e get_data_from_db() — ziskanie dat z InfluxDB databazy. Pre inicializdciu klienta®
pre spojenie s databdzou sa vyuziva funkcia Inf1luxDBClient (), ktora vyzaduje vyssie

8Cely postup je mozné najst v oficidlnej dokumentacii na adrese https://docs.influxdata.com/
influxdb/cloud/api-guide/client-libraries/python/.
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spomenuté idaje o pouzitej databaze, nasledne sa vytvori spojenie pre poziadavky a za
pouzitia poziadavky v jazyku Flux” sa pomocou funkcie query_data_frame () stiahnu
vSetky pozadované data z databdzy v casovom rozmedzi Specifikovanom v poziadavke.
Funkcia teda vracia ulozené data vo formate Dataframe z kniZnice pandas.

e get_data_from_conf_file() — nacitanie vSetkych dat z konfigura¢ného siboru.

e transform_and_extend_dataset() — spracovanie a rozsirenie dat, konkrétne ope-
racie sihrnne nazyvané pojmom Features engineering [36] popisaného v 5.1. Proces
zacina prevzorkovanim (spojenim idajov do desatminttovych blokov) [47], nasledne
sa pre kazdu veli¢inu v bloku vypodita standardné odchylka, minimalna a maximélna
hodnota. Pre vSetky tieto operacie sa vyuziva funkcia groupby () z kniznice pandas.
Pre vypocet rozdielu hodnoty z jedného bloku oproti predoslému bloku je vyuzita
funkcia diff () z rovnakej kniznice. Nakoniec prebieha vypocet vlastnosti tykajicich
sa Casovych znaciek, a teda pridanie ¢isla dna v tyzdni a sinusu a kosinusu pre den
a tyzden [8]. Na to sa vyuzivaji funkcie z kniznic pandas a NumPy. Vystupom je
prevzorkovana a rozsirena datova sada.

e split_dataset() — rozdelenie datovej sady. Nakolko predikované hodnoty st dve
merané teploty, celd datova sada sa rozdeli na dve mensie — kazda datova sada obsahuje
jednu teplotu a k nej priradené tidaje z procesu rozsirenia dat.

Vsetky hlavné skripty sa vykondvaju v nekoneénom cykle, pricom na konci kazdého
cyklu dochédza k uspaniu programu pomocou funkcie sleep(). Doba uspania skriptu sa
lisi na Cinnosti, ktort skript vykonava. Ziskavanie a ukladanie nameranych dat prebieha
kazdych 90 sektind, pretrénovanie modelu na predikciu dat kazdych 24 hodin, riadenie
ohrevu TUV kazdych desat mintt. Vsetky tieto ¢asové tdaje mozu byt upravené v konfi-
gura¢nom subore. Zaroven vsetky skripty na zaciatku kazdého cyklu vykonavaju nacitanie
obsahu konfigura¢ného suboru a okrem skriptu pre ukladanie dat aj nacitanie nameranych
dat z databazy.

Realizacia hardvérového zariadenia pre ziskavanie tidajov z bojleru

Finalne hardvérové zariadenie sa skladd z dvoch casti — senzory pre ziskavanie pozadova-
nych dat a centralna jednotka pre zber dat a komunikéciu s podsystémom. Ako centrdlna
jednotka sluzi spinaci modul Shelly 1PM, pre pripojenie senzorov je vyuzity rozsirujuci
modul Shelly Addon. Ziskavanie pozadovanych hodnot teplot je realizované pomocou kab-
lovych teplotnych cidiel DS18B20 pripojenych do rozsirujuceho modulu Shelly Addon. Do
modulu Shelly je privedena energia z elektrickej siete, z modulu Shelly vedt vodice do ex-
ternej elektrickej zasuvky, ktora je tymto modulom monitorovana a aj ovladanda. Do tejto
zasuvky je zapojeny privodny kébel bojleru — modul Shelly tak mdze ovladat, kedy do
bojleru tedie elektrickd energia a teda kedy bude realizovany ohrev TUV. Spinaci modul
Shelly 1PM a rozsirujuci modul Shelly Addon mé6zu byt nahradené novsSimi zariadeniami
od tejto spolo¢nosti, konkrétne spinaci modul Shelly Plus 1PM a rozsirujici modul Shelly
Addon Plus, avsak tento rozsirujici modul v ¢ase vyhotovenia hardvérového zariadenia este
nebol na trhu, preto vytvorené zariadenie vyuziva starsie moduly — obe verzie modulov vsak
disponuju rovnakymi funkeciami potrebnymi pre zber dét a riadenie ohrevu TUV.

Shttps://www.influxdata.com/products/flux/
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Obr. 6.1: Komponenty potrebné pre realizaciu hardvérového zariadenia na ziskavanie dat
a riadenie ohrevu TUV v elektrickom bojleri.

Komponenty pre vytvorenie findlneho hardvérového zariadenia st zobrazené na obrazku
6.1. Samotné zariadenie bolo nasledne vlozené do vytvoreného obalu, aby nemohlo d6jst
k dotyku zivej casti zariadenia. Celé zariadenie v ochrannom obale je zobrazené na obrazku
6.2.

Pre pripojenie vytvoreného zariadenia k lokdlnej Wi-Fi sieti je na zaciatku potrebné
sa pripojit k pristupovému bodu vytvorenému modulom Shelly cez adresu 192.168.33.1
a v nastaveniach zariadenia zadaf autentifikacné idaje k pozadovanej Wi-F1i sieti. Nasledne
je v nastaveniach zariadenia potrebné povolit pripojenie do cloudu poskytovaného spo-
lo¢nostou Shelly. Vdaka tomu je mozné zariadenie monitorovat a ovladat vzdialene cez
internet. Pre pripojenie zariadenia ku cloudu sta¢i mat vytvoreny pouzivatelsky tcet na
adrese https://home.shelly.cloud/. Nasledne je mozné pristupovy bod v nastaveniach
vypnut alebo nastavif prihlasovacie idaje, aby nebolo mozné do zariadenia pristipif bez
autorizacie.

Hardvérové zariadenie pre rozsirenie ziskavania dét o aktudlny prietok / mnozstvo pre-
tecenej teplej vody na vystupnej rurke vyuziva mosadzny prietokomer YF-B2, ktory je pri-
pojeny k mikrokontrolérovej vyvojovej doske Klon Arduino UNO R3 precise. Nakolko doska
Arduino v zaklade nedisponuje modulom pre Wi-Fi, je vyuzité pripojenie USB k notebooku,
kde je aj spusteny tento podsystém. Komponenty pre pomocné zariadenie s prietokomerom
su zobrazené na obrazku 6.3.

Ziskavanie a ukladanie nameranych dat

Ziskavanie dat zo zariadenia a ich ulozenie do lokdlnej databazy je realizované v skripte
get_data_from_shelly.py. Spdsob vytvorenia klienta pre komunikaciu s databazou je
rovnaky ako v spomenutej funkcii pre ziskavanie dat z databazy, s tym rozdielom, ze na-
miesto Citania obsahu databazy je vytvorené spojenie pre zapis dat. Nasledne sa vo funkcii
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Obr. 6.2: Findlna realizacia hardvérového zariadenia instalovana do testovacich domacnosti.

get_data() pomocou POST poziadavky z kniznice requests na programové rozhranie Shelly
Cloud ziskajtu aktudlne informécie o Shelly zariadeni. Tieto informacie st vo formate JSON
a obsahuju aj nepotrebné tudaje a tak sa z dat ziskaju len tie uidaje, ktori si pre beh pod-
systému relevantné — aktudlna spotreba elektrickej energie, teplota_1 a teplota_2. V pri-
pade vyuzitia prietokomeru v doméacnosti sa otvori komunikécia s doskou Arduino (cez USB
alebo internet, testovana bola komunikédcia cez USB) pomocou funkcie Serial (). Arduino
vypisuje namerané data na sériova linku, na ktorej skript , pociva‘ a tieto tidaje zo séri-
ovej linky ,.¢ita“. Nasledne sa vytvori zdznam so vSetkymi nameranymi idajmi a pomocou
funkcie write() sa tudaje vo formate aktualny_cas, aktudlna_spotreba, teplota_1,
teplota_2, aktualny_prietok zapiSu do databazy.

Skript water_heating.ino, ktory je spusteny na doske Arduino pre ziskavanie dat
z prietokomeru'’, poéita pocet pulzov z prietokomeru za merant jednotku a pomocou ka-
libra¢ného faktoru vypocita prietok — pocet litrov za sekundu. Nasledne vypiSe pocet name-
ranych mililitrov vody pretecenych cez prietokomer za urcity ¢as a pocitadlo sa vynuluje.

Trénovanie neurénovej siete a tvorba modelu na predikciu dat

Pre tvorbu neurénovej siete a vyuzitie nameranych dat pre model na predikciu dat do
budtcnosti slizi skript main_boiler.py. Beh skriptu, respektive jednotlivych cyklov, zac¢ina

107 drojovy kéd je prevzaty a upraveny z https://navody.dratek.cz/navody-k-produktum/arduino-
prutokomer-1-30-1-min.html.
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Obr. 6.3: Komponenty potrebné pre realizaciu pomocného zariadenia s vyuzitim prietoko-
meru pre ziskavanie dat o aktualnom prietoku teplej vody.

ziskanim obsahu konfigura¢ného siboru a ulozenych nameranych dat z databazy za zvolené
casové obdobie, napriklad udaje za posledné tri mesiace. Ziskané data sa spracuju a rozsiria
a nasledne sa celd datova sada rozdeli na dve mensie datové sady, pre kazda merant teplotu
jedna. Pre to st vyuzité spolocné funkcie zo skriptu boiler_utils.py. Aby mohli byt
datové sady dalej upravované, transformuji sa z datového rdamca z kniznice pandas na
maticu pomocou funkcie to_numpy ().

Nasleduje proces tvorby kizavého okna [15] — cely proces prebieha v cykle cez vSetky
data a sltzi na vytvorenie ,,okien“ s niekolkymi vstupnymi hodnotami a k nim priradenymi
niekolkymi vystupnymi hodnotami. Z matice obsahujicej data sa zoberie desat zadznamov
(obsahujucich hodnotu pozadovanej teploty, rozsirujice udaje priradené k danej teplote
a vlastnosti tykajice sa ¢asovej znacky), ktoré budu tvorit vstupné data. Zoznam obsahu-
juci tieto data sa otoci, aby ,najnovsia“ hodnota bola v zozname na prvom mieste. Nasledne
sa vyberie pat zdznamov (z celého zédznamu sa vyberie iba hodnota pozadovanej teploty)
tvoriacich vystupné déta, pricom prvy zaznam vystupnych dat odpoveda poslednému za-
znamu vstupnych dat. Napriklad, zdznamy 0-9 st vstupné data, zdznamy 9-13 si k nim
priradené vystupné data. Po vytvoreni ,jedného okna“ sa cely proces opakuje o jeden za-
znam ,dalej* — zdznamy 1-10 ako vstupné data, 10-14 ako vystupné data. Tymto spésobom
sa prejde cez celi datova sadu.

Potom sa détova sada (vytvorené oknd) rozdeli na trénovacie, validaéné a testovacie da-
tové sady v pomere 80:10:10, aby bolo mozné ich vyuzif v procese ucenia neurénovej siete.
Nasleduje proces tvorby modelu neurénovej siete, v ktorom si vyuzité funkcie z kniznice
Keras. Na zaciatku sa vytvori model neurénovej siete typu Sequential, ktory predstavuje
postupné linedrne usporiadanie vrstiev. Nésledne sa do modelu neurénovej siete pomocou
funkcie add () pridavaji jednotlivé vrstvy — vrstva LSTM so 64 skrytymi neurénmi a nasledne
tri plne prepojené vrstvy Dense s 32, 16 a piatimi neurénmi. Vyuziva sa aktivaéna funkcia
ReLU pre prvé tri vrstvy a linedrna (linear) aktivac¢nd funkcia pre vystupni vrstvu, ktora
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sprodukuje“ vystupné hodnoty. Ako stratova funkcia (hodnotenie chyby medzi predikciami
modelu a skutoénymi hodnotami cielovej premennej) a metrika (vyhodnotenie vykonu mo-
delu pocas trénovania) je vyuzitd metrika priemernej absolitnej chyby (Mean Absolute
Error, MAE). Stratova funkcia a metrika si vyuzité pre kompildciu modelu pomocou fun-
kcie compile (), kde sa zaroven Specifikuje optimaliza¢ny algoritmus, konkrétne optimizér
Adam s rychlostou ucenia 0,001. Pre ukladanie iba najlepsiecho modelu pocas trénovania
je vytvorend instancia ModelCheckpoint (). Nésledne uz prebieha samotné trénovanie mo-
delu na trénovacej datovej sade a overuje sa na valida¢nej datovej sade, trénovanie prebiecha
po dobu 500 epochov. Data sa trénuja v davkach o velkosti 64. Vyhodnotenie presnosti
neurénovej siete na testovacej datovej sade sa vykonava pomocou funkcie evaluate(). Vy-
stupom celého skriptu a tejto fazy podsystému st modely na predikciu dat do budicnosti,
konkrétne jeden model pre kazdu trénovand premennt, a teda model pre predikciu prvej
teploty a model pre predikciu druhej teploty.

Riadenie ohrevu TUV elektrickym bojlerom

Posledné fza podsystému, riadenie ohrevu TUV, prebieha v skripte boiler_control.py,
kde su na zaciatku vykonané kontroly, nasledne sa predikuji hodnoty pozadovanych dat do
budtcnosti a nakoniec sa rozhodne o vypnuti alebo zapnuti ohrevu TUV. Ak domécnost
vyuziva dvojtarifni siet a pouzivatel povoli kontrolu a uvedie Casy vysokej tarify v konfi-
gura¢nom subore, na zaciatku prebieha prave tato kontrola. Z konfiguracného siboru sa
ziskaju vSetky casy vysokej tarify (ich zaciatok a koniec) a nasledne sa kontroluje, ¢i aktu-
alny cas je v niektorom z ¢asovych rozsahov vysokej tarify. Ak ano, beh skriptu sa ,,uspi“
az do konca aktudlneho casového rozsahu vysokej tarify a nasledne sa pokracuje v behu
aktualneho cyklu. Pre kontrolu vysokej tarify sa vyuzivaji funkcie z kniznice datetime.

Potom sa vykonavaju funkcie ,,Dovolenka“ a , AntiLegionella® — ak pouzivatel v kon-
figuraénom stibore povoli pouzitie tychto funkcii. Funkcia Dovolenka (vacation()) vy-
uziva integraciu internetového kalendara od spolo¢nosti Google!'. Na za¢iatku sa zo siboru
token.pkl nacitaji autentifika¢né tdaje, ktoré umoznia pristupovat ku Google kalendaru
pouzivatela, na ¢o sa vyuziva funkcia build () z kniznice googleapiclient.discovery. Na-
sledne sa ziskaju vsetky udalosti z primarneho kalendara pouzivatela, z ktorych sa filtruja
iba udalosti s nazvom ,Dovolenka“. Potom funkcia prechiadza kazdou ziskanou udalostou
s danym nazvom a skontroluje, ¢i aktudlny datum a cas spadaju do ¢asového rozsahu za-
¢iatku a konca danej udalosti. Ak sa aktudlny ddtum (a ¢as) nachddza v ramci nejakej
dovolenky, nevykonsva sa ohrev TUV na bezni teplotu, voda sa udrziava na teplote 10 az
15°C, aby nedochadzalo k sireniu baktérie Legionella. Druha funkcia ,, AntiLegionella* sluzi
na zabitie uz spomenutej baktérie Legionella, ktora bola popisana v 3.1. Funkcia porovnava
aktualny c¢as a datum s pozadovanymi hodnotami — ak je prvy den v mesiaci a Styri hodiny
v noci, funkcia d4 poziadavku na zapnutie ohrevu, a teda zvysenie teploty vody vo vnutri
bojleru nad 70°C, ktort udrzuje po dobu jednej hodiny.

Z databézy sa ziskaju zdznamy za posledné ¢asové obdobie (napriklad jeden posledny
den). Tieto déta, ako bolo uvedené v kapitole 5.1, opét prejdi procesom spracovania, rozsire-
nia a rozdelenia, nakolko pre predikciu budiicnosti sa vyzaduje rovnaky format ,,aktudlnych*
dat ako data, ktoré boli pouzité pre trénovanie modelu neurénovej siete. Popis spracovania,
rozsirenia a rozdelenia ddtovej sady bol uvedeny na zaciatku sekcie 6.2. Nasledne je z tychto
dat vytvorend ¢ast ,vstupnych dat“ jedného kizavého okna, pri¢om postup je podobny ako
v predoslej faze. Nakolko pre predikciu budicnosti staci jedno ,,okno* s aktudlnymi hodno-

1 Cely postup dostupny na https://developers.google.com/calendar/api/quickstart/python.
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tami, zoberie sa desat najaktualnejsich hodndét. Z nich sa vytvori matica pomocou funkcie
to_numpy (). Vytvori sa zoznam obsahujici desat poslednych zdznamov a cely zoznam sa
otoci, aby opéf najaktualnejsi zdznam bol na zaciatku zoznamu. Tento proces sa vykonava
pre obe predikované teploty zvlast.

Po vykonani vsetkych vyssie spomenutych kontrol a ipravach aktudlne nameranych dat
sa vypocita spodna a horna hranica teploty vody z konfigura¢ného suboru, ako aj hranica
druhej teploty, ktora sa povazuje za akciu spotreby teplej vody. Pre tento vypocet si po-
uzité ¢isla odvodené z pozorovani a testovani pri vyvoji podsystému. Potom sa nacitaja
modely vytvorené v druhej fazy podsystému pomocou skriptu main_boiler.py. Nasledne
sa desat poslednych zdznamov s nameranymi datami spolu s modelmi pouziji pomocou fun-
kcie predict () na ziskanie predikcie piatich hodnét do budtcnosti pre kazdi predikovani
premennu — pri¢om sa vyuziva poslednad hodnota, teda hodnota 40 mintat do budtcnosti. Po
ziskani predikovanych dat je mozné vykonat finalny ,algoritmus rozhodovania“. Samotné
pravidld boli popisané v 5.2 — porovnavaju sa predikovana prva teplota, dolnd a horna
hranica pozadovanej teploty, predikovand druhé teplota a hranica druhej teploty. Na za-
klade danych pravidiel sa uréi ,status®, ktory sa ma modulu Shelly odoslat — vypnit alebo
zapnit. Findlne ovlddanie ohrevu TUV v bojleri je realizované pomocou poziadaviek na
programové rozhranie Shelly Cloud, cez ktoré je mozné modul spinat a tak vypnit alebo
zapnut tok elektrickej energie cez dany modul. Pre poslanie poziadavky sa vyuziva POST
poziadavka z kniznice requests, pricom potrebné idaje o zariadeni ako autentifika¢ny klic
a identifikac¢né ¢islo zariadenia Shelly s ziskané z konfigura¢ného siboru.

Ostatné nastroje

Dalsf skript, ktory je dostupny v ramci podsystému, je skript boiler_statistics.py. Vy-
uzivanie tohoto skriptu nie je vyzadované, nema vplyv na funkénost podsystému, slizi iba
pre zobrazenie Statistik o spotrebe elektrickej energie a pripadne mnozstve teplej vody. Na
zaCiatku sa ziskaju data z databdzy za posledné tri mesiace. Z tychto dat sa odstrania
premenné teplot, nakolko sa pracuje iba s hodnotami aktualnej spotreby elektrickej energie
a pripadne spotreby teplej vody z pripojeného prietokomeru. Nasledne sa pomocou funkcie
groupby () vytvoria ,,oknd“ v rozsahu jedného dna, tyzdna a mesiaca. Pre jednotlivé okna
sa spocita suma spotreby elektrickej energie za dané ¢asové obdobie — spotreba za aktualny
deni a dva predoslé dni (rovnako pre tyzden a mesiac). Z détovej sady, obsahujticej okna pre
den, tyzden alebo mesiac a sumou spotreby elektrickej energie a spotreby vody, sa v cykle
ziska danad hodnota pre konkrétne okno, ktord sa v pripade spotreby elektrickej energie
podeli po¢tom zdznamov za jednu hodinu (40 zdznamov za hodinu, ak sa dita do databézy
zapisuju kazdych 90 sekind), nakolko databédza obsahuje hodnoty aktudlnej spotreby elek-
trickej energie v jednotke [Wh]. Néasledne sa hodnota podeli hodnotou 1000 a vysledok je
orientacnd spotreba elektrickej energie v danom ¢asovom okne v jednotke [kWh]. Cyklus
sa vykondva pre tri hodnoty. Pre vypis spotreby teplej vody netreba vykondvat delenie po-
¢tom zaznamov, nakolko vytvorené okna uz obsahuju sumu spotreby vody za dané ¢asové
obdobie. Pri vypise sa suma iba podeli hodnotou 1000 pre vypis v litroch.

6.3 Implementacia podsystému pre riadenie vykurovania do-
macnosti

Tato sekcia popisuje ddlezité casti findlnej implementacie podsystému riadenia vykurovania
domacnosti. Na zaciatku je stru¢ne uvedend findlna realizacia hardvérového zariadenia pre
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zber dat z domécnosti, nasledne sa kapitola venuje popisu skriptov podla jednotlivych casti,
dolezitym knizniciam a funkciam vyuzitym v podsystéme.

Podsystém pre vykurovanie je variabilnejsi oproti predoslému podsystému, je ovplyv-
neny pouzitymi senzormi, ich mnozstvom, typom a vstavanymi funkciami vykurovacieho
zariadenia a iné. Podsystém pracuje primérne s hodnotou teploty z jednej miestnosti (ak
v domécnosti nemd byt vyuzité zénové riadenie vykurovania) a hodnotou tykajicou sa
pritomnosti os6b v domécnosti. Podsystém je mozné rozsirit o dalsie teploty z inych miest-
nosti pre zénové vykurovanie alebo premenné ako vlhkost v miestnostiach a pri rozsireni
podsystému aj meteorologické idaje a iné.

V ramci behu celého podsystému sa vyuziva heating_conf_file.json — konfiguraény
subor vo forméate JSON, obsahujici vsetky potrebné udaje podsystému, konkrétne:

o Pozadovana (orientacnd) teplota vzduchu v jednotlivych miestnostiach, v ktorych je
zelané riadenie vykurovania.

 Udaje o moduloch Shelly — v pripade nahradenia klasickych termostatov spinacimi
modulmi — informécie slizia pre moznost komunikacie s tymito modulmi.

« Udaje o ovlddanych termostatickych hlaviciach — informécie slizia pre moznost ko-
munikécie s tymito hlavicami.

« Nastavenie zariadenia Viessmann Vicare — ak doméacnost vyuziva zariadenie s danym
modulom.

« Udaje o pouzitej databéze pre ukladanie nameranych dét — slizia na vytvorenie spo-
jenia a moznosti Citania z databazy.

o Casy vysokej tarify — ak domacnost disponuje dvojtarifnou sietou a vyuziva sa elek-
trické vykurovacie zariadenie.

e Informacie, ¢i sa ma vyuzit funkcia Dovolenka.

o Nastavenia podsystému — Casy opakovania ziskavania dat, pretrénovania modelu ne-
urénovej siete, riadenia vykurovania, velkost jedného okna pri procese prevzorkovania
a velkost posuvného okna pred procesom trénovania modelu neurénovej siete.

Konfigura¢ny sibor je jediny subor, ktory je potrebné pre spravne fungovanie podsys-
tému upravit. Ako v predoslom podsystéme, aj tu sa vyuziva skript heating utils.py
obsahujuci spolo¢né funkcie, konkrétne funkcie:

e get_data_from_db() — ziskanie dat z databazy. Princip funkcie je rovnaky ako vo
funkcii s rovnakym menom v predoslom podsystéme. Rozdiel je len v sp6sobe stia-
hnutia dat z databazy — v predoslom podsystéme sa vSetky data ziskali naraz, avsak
v tomto podsystéme sa stiahnutie dat z databazy realizuje na casti, nakolko pri vyvoji
systému dochadzalo k chybe, ak bol objem stahovanych dat z hardvérového zariadenia
privelky. Cely rozsah dat, z ktorého st pozadované data, sa rozdeli po piatich diioch
(objem dét za pét dni je dostatoéne maly na bezproblémové ziskanie pozadovaného
obsahu), z ktorych sa ziskaji ddta z databazy a vlozia sa do do¢asného zoznamu. Po
prejdeni celého rozsahu pozadovaného ¢asu sa vSetky ziskané mensie datové sady zo
zoznamu spoja do jednej velkej sady, s ktorou dalej podsystém pracuje. Na komu-
nikaciu s databazou sa vyuziva funkcia InfluxDBClient() a kniZnica datetime pre
pracu s Casovymi rozsahmi.
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e get_data_from_conf_file() — ziskanie dat z konfiguracného stiboru — funkcia je
rovnakd ako v predoslom podsystéme.

e transform_and_extend_dataset() — Uprava a rozsirenie dat. Oproti funkcii z pre-
doslého podsystému sa lisi v spOsobe rézie chybajucich dat. Zatialco v predoslom
podsystéme k chybajicim datam nedochadzalo, nakolko senzory v danom hardvéro-
vom zariadeni dokazu data ziskavat za menej ako jednu sekundu a data z modulu
Shelly st ziskavané a ukladané pravidelne, v hardvérovom zariadeni podsystému pre
riadenie vykurovania sa vyuzivaji senzory s nepravidelnym ¢asom odosielania dat —
senzory odosielaju data vtedy, ked sa hodnota meranej veli¢iny zmeni. Z toho dévodu
moze jeden senzor posielat data kazdd minitu, avsak iny senzor v inej miestnosti
domacnosti len raz za niekolko hodin. Z toho dévodu po prevzorkovani dat a vy-
tvoreni pravidelnych okien data z mnohych senzorov v danych ¢asovych rozsahoch
chybaji. Zo spomenutého dévodu vsak plati, Ze ak hodnota v danom c¢ase chyba, je
rovnakd ako predosla ziskand hodnota. Pre doplnenie (,skopirovanie“) chybajicich
hodné6t danej premennej do kazdej casovej znacky v databaze z predoslej ziskanej
hodnoty sa vyuziva funkcia fillna() z kniznice pandas. Okrem toho, ako bolo uve-
dené v 5.2, je potrebné ziskané data transformovat na tabulkovy forméat, kde k jednej
Casovej znacke su priradené hodnoty vSetkych premennych. Na to sa vyuziva funkcia
pivot_table() z rovnakej kniznice. Vysledkom teda je zdznam obsahujici Casovi
znacku a hodnoty vsetkych meranych veli¢in — mnohé z nich vSak chybajui, preto sa
pouziva spomenuté doplnenie chybajtucich hodnot. Nasledne sa data rozsiria o rozdiel
od predoslej hodnoty a vlastnosti ohladom ¢asovej znacky rovnakym spdsobom ako
v pripade predoslého podsystému.

e split_dataset() — rozdelenie datovych sad. Princip je opéf rovnaky ako vo funkcii
v predoslom podsystéme, liSi sa iba tym, Ze v tomto podsystéme nie je stanoveny
presny pocet senzorov a tak je funkcia , dynamickejSia‘“

Vsetky hlavné skripty sa opét vykonavaji v nekone¢nom cykle, pricom na konci kazdého
cyklu dochadza k uspaniu programu pomocou funkcie sleep (). Zaroven vsetky skripty na
zaciatku cyklu vykonavajui nacitanie obsahu konfigura¢ného siboru a nacitanie nameranych
dat z databazy.

Realizacia hardvérového zariadenia pre zber a ukladanie nameranych dat
z domacnosti

Finalne hardvérové zariadenie pre zber pozadovanych dat sa opéf skladd z dvoch Casti —
centralnej jednotky a pripojenych senzorov. Ako bolo uvedené v 5.2, kvoli vicsej variabilite
umiestnenia senzorov pre zber pozadovanych dat zariadenie vyuziva bezdrétové senzory.
Pre moznost vyuzitia senzorov od viacerych vyrobcov je ako centralna jednotka zvoleny
minipo¢ita¢ Raspberry Pi 4, pre komunikéciu so senzormi je minipocita¢ rozsireny o Sonoff
ZigBee USB 3.0 Dongle Plus-E pre vytvorenie ZigBee siete. Ako senzory pre ziskavanie
teploty su pouzité teplotné senzory Aqara, pre ziskavanie informécie o pritomnosti osdb
v domécnosti bol v prvej testovanej doméacnosti pouzity pohybovy senzor Sonoff, v dru-
hej testovanej domécnosti sa pre informéciu o pritomnosti os6b vyuzil Geofencing, teda
vzdialenost mobilnych telefénov obyvatelov od danej domécnosti. Pre zénové vykurovanie
v druhej doméacnosti bola vyuzita inteligentna termostatickd hlavica na radidtor Immax
NEO Smart. Pre nahradenie klasického termostatu bol v prvej doméacnosti pouzity spinaci
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Obr. 6.4: Komponenty potrebné pre realizaciu hardvérového zariadenia pre riadenie vyku-
rovania doméacnosti.

modul Shelly 1 Plus (pripojeny k lokalnej Wi-Fi sieti), ktory disponuje suchym kontaktom.
Hardvérové zariadenie, konkrétne centralna jednotka, bolo pripojené k internetu pomocou
LAN.

Vdaka vyuzitiu minipoc¢itaca Raspberry Pi 4, ktory vyuzival softvér a zaroven operacny
systém HomeAssistant, bolo mozné vyuzit lokdlnu databazu InfluxDB priamo na tomto
zariadeni. Pre vytvorenie ZigBee siete bolo potrebné na spomenuté Sonoff ZigBee USB
rozsirenie nahrat firmvér'? a v aplikdcii HomeAssistant nainstalovat a nastavif potrebné
rozsirenia, konkrétne rozsirenia Mosquitto broker a Zigbee2MQTT. Databaza InfluxDB
vo verzii 1.X je dostupnéa v aplikicii HomeAssistant ako rozsirenie InfluxDB. Pre spravne
fungovanie databézy je potrebné ju podla ndvodu (sucastou daného rozsirenia) nastavit
v konfigura¢nom sibore configuration.yaml, konkrétne nastavit adresu, port, nazov da-
tabéaze, pristupové tdaje a nazvy senzorov, ktorych hodnoty sa maji v databdze ukladat.
Pre moznost komunikécie s databazou je mozné k nej pristupit cez lokalnu siet alebo VPN,
napriklad Tailscale opatf dostupny ako rozsirenie v HomeAssistant. Pristup pomocou vyuzi-
tia oficidAlneho Home Assistant Cloud (ti¢et dostupny cez sluzbu Nabu Casa) pocas vyvoja
ani pocas testovania podsystému nefungoval, preto bolo zvolené spomenuté VPN. Pristup
k databéze je teda mozny cez adresu ziskani v danom VPN a portom uvedenym v konfi-
gura¢nom subore aplikdcie HomeAssistant. Vystupom tejto casti podsystému je databaza
obsahujtica namerané data zo vsetkych pripojenych senzorov.

Komponenty pre findlne riesenie hardvérového zariadenia pre riadenie vykurovania do-
macnosti su zobrazené na obrazku 6.4.

20pen source softvér dostupny na https://github.com/xsp1989/zigbeeFirmvare/tree/master/
firmware/Zigbee3.0_Dongle-NoSigned/EZSP.
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Trénovanie neurénovej siete a tvorba modelu na predikciu dat

Tvorba neurénovej siete, jej trénovanie a vytvorenie modelu na predikciu dat je realizované
v skripte main_heating.py. Na data ziskané z databazy sa aplikuje proces transformacie
a rozsirenia dat. Po tprave dat sa datova sada pomocou funkcie split_dataset () rozdeli
na mensie datové sady s konkrétnymi premennymi.

Potom, ako v predoslom podsystéme, nasleduje samotny proces tvorby a trénovania
neurénovej siete a pozadovanych modelov. Predspracovanie (tvorba posuvnych okien a roz-
delenie dédtovej sady na trénovaciu, validaéni a testovaciu datova sadu) dat je totozné
s predspracovanim dat z predoslého podsystému popisaného v 6.2. Nasleduje tvorba neuré-
novej siete pomocou kniznice Keras. Najprv sa opéf vytvori model typu Sequential pre
postupné linearne usporiadanie vrstiev. Model neurénovej siete sa 1isi od typu predikovanej
veli¢iny. Pre model na predikciu teplot tento model obsahuje Styri vrstvy — prva vrstva typu
LSTM s 64 skrytymi neurénmi a tri plne prepojené vrstvy Dense s 32, 16 a piatimi neurénmi.
Opét sa vyuziva aktivacna funkcia ReLU a vystupnd linearna aktiva¢na funkcia. Stratova
funkcia a metrika si opéf zvolené metriky priemernej absolitnej chyby (Mean Absolute
Error, MAE). Pre model na predikciu pritomnosti os6b v domécnosti tento model obsa-
huje tri vrstvy — dve LSTM vrstvy, kazda s 64 neurénmi, kde prva vrstva vracia celé sekvencie
namiesto samostatnych hodnét a vystupna plne prepojend vrstva Dense s aktiva¢nou fun-
kciou sigmoid. Ako stratova funkcia je vyuzitd metrika BinaryCrossentropy, metrika pre
kompildciu modelu je Accuracy. Nasledne opétf dochadza ku kompilacii modelu pomocou
funkcie compile () s optimaliza¢nym algoritmom Adam s rychlostou ucenia 0,01. Ukladanie
najlepsie modelu prebieha rovnako ako v predoslom podsystéme. Samotné trénovanie pre-
bieha po dobu 200 epochov, pricom velkost davok je 32. Pre vyhodnotenie presnosti modelu
neurénovej siete sa opdt pouziva rovnaka funkcia evaluate() na testovacej datovej sade.
Vystupom tohoto skriptu si modely na predikciu pre kazdi meranu teplotu a pritomnost
0s0b v domaéacnosti.

Riadenie vykurovania domacnosti

Posledna faza, a teda riadenie vykurovania doméacnosti, popisané v 5.2 je realizované po-
mocou skriptu heating_control.py. V pripade, ze domacnost vyuziva elektrickd energiu
pre vykurovanie domécnosti (elektrické podlahové vykurovanie, elektricky kotol a iné), ma
k dispozicii dvojtarifnt siet, pouzivatel povolil kontrolu na vysoku tarifu a vyplnil jej ¢asy,
na zaciatku skriptu sa opat vykonava prave tato kontrola, ktora je totozna s funkciou popisa-
nou v 6.2. Nasledne sa opét ziska ¢ast nameranych dat z databazy, ktoré prejdid rovnakym
procesom spracovania a rozdelenia ako v predoslom skripte. Aktudlne namerané data za
posledné casové obdobie sa pouziju pre vytvorenie jedného posuvného okna obsahujiceho
vstupné data (proces popisany v popise implementacie predoslého podsystému). Po naci-
tani vytvorenych modelov z predoslého skriptu a pouziti vytvoreného posuvného okna uz
dochadza k predikcii hodnoty konkrétnej teploty péf ¢asovych jednotiek do budicnosti. Pre
kazdt merana teplotu je pouzity vlastny model a si predikované vlastné hodnoty — tym je
mozné zabezpecit samostatné vykurovanie v kazdej miestnosti.

Nakoniec sa vykondva ,funkcia rozhodovania“, teda aplikovanie pravidiel popisanych
v 5.2. Pri vyhodnocovani pravidiel sa vyuziva nastavena pozadovanda teplota, predikovana
teplota a informécia o pritomnosti 0s6b v domécnosti.

Pri testovani aplikdcie bolo zistené, ze informacia z pohybového senzoru nie je prilis
presna pre urcenie pritomnosti os6b v domdacnosti, nakolko nedava presnu informéaciu, ¢i
sa osoba, pripadne kolko o0sob, do domécnosti vracia alebo odchadza. To je mozné riesit
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pouzitim viacerych (pohybovych) senzorov, najlepsie do kazdej miestnosti v doméacnosti,
alebo rozsirenim informécie z pohybového senzoru o tdaje z prvého podsystému, a teda
druhej teploty odrazajucej akciu spotreby teplej vody. Zaroven je mozné vyuzit sledovanie
mobilnych telefénov 0s6b (pomocou aplikdcie HomeAssistant v inteligentnom teleféne, vy-
zaduje sa vSak stéle pripojenie na internet). Vdaka tomu je mozné presnejsie urcit, ¢i sa
osoby v domacnosti nachddzaju alebo nie.

Samotné ovladanie vykurovania zalezi od funkcii ovladaného vykurovacieho zariadenia.
V ramci vyvoja boli testované dva spdsoby ovladania vykurovacieho zariadenia, konkrétne
ovladanie zariadenia disponujiceho pripojenim k internetu a moznostou vzdialeného ovla-
dania (napriklad plynové kotle od spolo¢nosti Viessmann) a zariadenie bez moznosti vzdia-
leného ovladania, kde doslo k nahradeniu termostatu spinacim modulom Shelly 1 Plus.
Prvy sposob vyuziva idaje pre komunikaciu so zariadenim cez programové rozhranie, ktoré
pouzivatel uvedie do konfiguraé¢ného suboru. Nasledne je mozné poslat POST poziadavku
na zniZenie alebo zvysSenie pozadovanej teploty (targetTemperature) na vnitornom ter-
mostate zariadenia na minimélnu alebo maximéalnu mozna teplotu — na zdklade toho sa
vykurovacie zariadenie vypne alebo zapne. Druhy sposob, v ktorom sa vyuziva spinaci mo-
dul Shelly 1 Plus (rieSenie pre domécnosti bez vykurovacich zariadeni s pripojenim na
internet), je rovnaky ako v pripade podsystému pre ohrev TUV — na zdklade vysledku
z rozhodovacich pravidiel sa na programové rozhranie modulu odosle POST poziadavka ob-
sahujica informéciu on alebo off.
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Kapitola 7

Testovanie systému a vysledky

Tato kapitola popisuje testovanie vytvoreného systému a jeho jednotlivych casti, ktoré
prebiehalo pocas a aj po vyvoji systému.

Nakolko je cely systém mozné rozdelif na dva podsystémy, a to podsystém pre riadenie
ohrevu teplej uzitkovej vody (TUV) a podsystém pre riadenie vykurovania domécnosti, aj
testovanie bude rozdelené na dve ¢asti. Testovanie tychto dvoch Casti prebiehalo samostatne,
nakolko pocas testovania nebola k dispozicii ziadna doméacnost, v ktorej by mohlo prebiehat
testovanie oboch podsystémov sucasne — aj cez to je vSak oba podsystémy mozné vyuzit
v jednej domécnosti a tak vyuzit spolo¢né informécie, a teda pritomnost os6b v domacnosti.

Prva sekcia popisuje testovanie riadenia ohrevu TUV v dvoch doméacnostiach — kratky
popis doméacnosti, priebeh testovania a analyza vysledkov jednotlivych domécnosti. Na
konci sekcie je uvedené stru¢né zhrnutie faktorov ovplyvinujtcich ziskané vysledky. Druha
sekcia sa nasledne venuje popisu testovania riadenia vykurovania domécnosti, opéat pre dve
domécnosti s réznymi pristupmi k ovladaniu samotného vykurovania.

7.1 Testovanie riadenia ohrevu teplej uzitkovej vody

Testovanie ohrevu TUV prebiehalo v dvoch domécnostiach.

Este pred samotnym nasadenim podsystému pre ohrev TUV do testovanej domécnosti
prebiehal s ¢lenmi domacnosti kratky pohovor, v ktorom boli kladené otazky na ich krat-
kodobé a dlhodobé navyky, planované dlhodobejsie dovolenky a ich predstavy o danom
podsystéme. Nasledne im bolo vysvetlené, ako podsystém funguje, aké data uklada a ako
sa s nimi dalej pracuje. Tento pohovor slizil na urcenie, ¢i je dand doméacnost vhodna na
nasadenie podsystému.

Okrem prvého pohovoru boli realizované aj pravidelné (raz tyzdenne) kontrolné poho-
vory, v ktorych bolo od ¢lenov domacnosti zistované, ¢i st s podsystémom spokojni, ¢i
nedoslo k nejakej neplanovanej aktivite, pripadne ¢i mali dostatok teplej vody pocas ich
dennych aktivit. Sihrnne povedané, ¢i im podsystém v danom tyzdni spdsobil zniZenie
komfortu alebo nie.

Prva domacnost

Domacnost disponovala novym bojlerov s objemom 150 litrov, ktory bol umiestneny vo
vykurovanej technickej miestnosti. V domécnosti pocas testu byvali traja ¢lenovia. Z pr-
vého pohovoru s ¢lenmi domécnosti bolo zistené, Ze aj ked u ¢lenov doméacnosti v niektoré
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Tyzdenna spotreba el. energie v kW v prvej domacnosti

50 44,95
39,73

Spotreba v kW

06.02.2023 13.02.2023 20.02.2023 27.02.2023 06.03.2023 13.03.2023

Obr. 7.1: V§voj tyzdennej spotreby elektrickej energie na ohrev TUV v prvej testovanej
domécnosti.

dni dochédza k nepravidelnym aktivitam, pravidelnost ostatnych aktivit je dostatoc¢na pre
nasadenie podsystému.

Na zaciatku prebiehalo ziskavanie dat pocas normélneho rezimu pomocou pripojeného
hardvérového zariadenia zobrazeného na obrizku 6.2, a teda samotny ohrev TUV nebol
ovlddany. Po nazbierani dat za dva tyzdne boli tieto idaje (konkrétne orientacnd teplota
vody vo vnutri bojleru a orienta¢na teplota na rdrke pre vystup teplej vody, ktorad odraza
akciu spotreby teplej vody) vyuzité pre natrénovanie modelu neurénovej siete. Nasledne
doslo k spusteniu skriptu pre riadenie bojleru, ktory ovladal ohrev TUV v danej domécnosti
nasledujice styri tyzdne. Pocas prvych dvoch tyzdnov bola orientacna spotreba elektrickej
energie 39 kW a 45 kW. Nasledujtce §tyri tyzdne, kedy dochédzalo k riadeniu ohrevu TUV
sa spotreba pohybovala od 32 kW do 34 kW. Pocas testu obyvatelia domacnosti nepocitovali
ziadne zniZenie komfortu.

V ramci testu nebola vyuzitd funkcia AntilLegionella, nakolko pouzivatel neumoznil
zvysenie teploty na termostate bojleru nad 70°C. Pri testovani sa vyuzivala funkcia vysokej
tarify — pouzivatel v konfiguracnom stubore Specifikoval ¢asy vysokej tarify a v tychto ¢asoch
nedochddzalo k ohrevu TUV.

Vysledky testu v danej domécnosti si zobrazené v grafe 7.1. Z vysledkov je vidiet, ze
priblizné znizenie energie na ohrev TUV v testovanej domécnosti pri pouziti podsystému
je priblizne 9 kW tyzdenne, ¢o ¢ini priblizne 20 % usporu nékladov. Pri priemernej cene
0,15 € za kWh s orientaénou mesaénou spotrebou 165 kW je cena za energiu na ohrev TUV
roc¢ne priblizne 300 €. Pri tspore 20 % energie je roc¢né uspora priblizne 60 €.

Druhia domacnost

V druhej doméacnosti bol vykonany test s vyuzitim prietokomeru. Domécnost vyuzivala
novy bojler s objemom 100 litrov umiestneny vo vykurovanej kipelni. V domécnosti byvali
dvaja clenovia domacnosti. Obaja ¢lenovia vyuzivali tepli vodu rano pred odchodom do
prace a vecer po prichode z prace. Druha domécnost bola pre test vybrana Specificky z d6-
vodu moznosti zdsahu do vodoinstalacie a teda vyuzitia prietokomeru. Ako pri predoslom
teste, aj tu bol na zaciatku vykonany ivodny pohovor pre zistenie, ¢i je domacnost vhodna
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Tyzdenna spotreba el. energie v kW v druhej domacnosti
30 27,54

Spotreba v kW

10.04.2023 17.04.2023 24.04.2023 01.05.2023

Obr. 7.2: V§voj tyzdennej spotreby elektrickej energie na ohrev TUV v druhej testovanej
domécnosti.

pre nasadenie podsystému. dalsie pohovory opét prebiehali raz tyzdenne pocas celého tes-
tovania.

Domaécnost nemala k dispozicii dvojtarifna sief a teda nevyuzivala funkciu pre zame-
dzenie ohrevu pocas vysokej tarify.

Prvé dva tyzdne opét prebiehal zber dat bez riadenia ohrevu TUV. Namerané déta
sa vyuzili pre tvorbu modelu na predikciu d4t do budtcnosti. Udaje z prietokomeru boli
vyuzité ako dalSia trénovacia vlastnost pri predikeii spotreby TUV, a mozu byt vyuzite aj
pre statistiky o dennej, tyzdennej a mesacnej spotrebe vody. Denné spotreba teplej vody
v domaécnosti bola priblizne 50 az 70 litrov. Po dvoch tyzdnoch bolo zapnuté riadenie ohrevu
TUV, ktoré prebiehalo po dobu dvoch tyzdiiov.

Vysledky testu v danej domacnosti si zobrazené v grafe 7.2. Nakolko v doméacnosti
byvaju len dve osoby a vécSinu casu sa v domacnosti nikto nenachadzal, spotreba vody
a aj energie na jej ohrev je oproti predoslej testovanej doméacnosti nizsia. Vysledky ukazuja
usporu priblizne 6 az 7 kW elektrickej energie tyzdenne, ¢o je oproti pévodnej hodnote pred
pouzitim podsystému zniZenie o 24 %. Priemernd ro¢n4 tspora financii pri ro¢nej spotrebe
118 kW je 50 €.

Analyza vysledkov z testovania ohrevu TUV

Aj ked oba testy ukdzali Gsporu energie na ohrev TUV, je potrebné vziat do ivahy vetky
faktory, ktoré tuto sporu a zaroven aj komfort ovplyvinuju. Medzi takéto faktory patri
napriklad:

¢ Pravidelnost navykov ¢lenov doméacnosti — ¢im nepravidelnejSie ndvyky maju ¢lenovia
domaécnosti, tym horsie sa ich model nauci a teda dojde k nizsim tusporam, ako aj
zhorseniu komfortu.

o Teplota miestnosti, v ktorej sa bojler nachadza — pri nizsej teplote v miestnosti do-
chadza k vac¢sim tepelnym stratam cez plast bojleru a je potrebné cCastejsie ohrievat
vodu.
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e Vek bojlera a kvalita izolacie — novsie bojlery maju kvalitnejsie izolacie a teda mensie
tepelné straty.

Vzhladom na tieto faktory nie je teda mozné presne urcit Usporu energie pouzitim
daného podsystému — vykonané testy, ako aj ziskané vysledky su Specifické pre kazda do-
mécnost a mézu sa 1isit od inych doméacnosti.

7.2 Testovanie vykurovania domacnosti

Testovanie vykurovania opét prebiehalo v dvoch domécnostiach s réznymi moznostami ovla-
dania daného vykurovania. Ako v pripade testovania ohrevu TUV, aj pri testovani vyku-
rovania bol na zaciatku vykonany tvodny pohovor. Poc¢as neho boli ¢lenovia domécnosti
informovani, ako dané testovanie prebieha a aké udaje budu z domécnosti zistované. Na-
sledne opét prebiehali pravidelné pohovory pre zistenie, ¢i doslo k nejakym zmenam alebo
problémom kvoli danému testovaniu alebo nie. Pre testovanie bolo vyuzité hardvérové za-
riadenie zobrazené na obrazku 6.4.

Vyhodnotenie vysledkov testovania vykurovania domacnosti je zlozitejsie, nakolko nie
je mozné ziskavat ziadne konkrétne hodnoty o tspore pomocou automatického merania
danym podsystémom. V pripade elektrického vykurovania je mozné vyuzit meracie moduly
od spoloc¢nosti Shelly, avSak ich cena je vyssia ako bezné spinacie moduly vyuzité v systéme.
Pri vyuziti plynového vykurovania je ziskavanie aktudlnej spotreby este zlozitejsie, nakolko
v testovanych domacnostiach sa nenachadzali impulzné plynomery s moznostou dialkového
odpoctu.

Tretia domacnost

V pripade tretieho testovacieho miesta sa jednalo o starsi rodinny dom s plynovym kotlom
starsej generacie s klasickym termostatom, pre distribiciu tepla v domacnosti boli vyuzité
radidtory bez termostatickych ventilov. V domécnosti byvala jedna osoba, ktord v ran-
nych hodinach odchidzala do prace a v podvecernych hodinach sa vracala do domacnosti.
Plynovy kotol bol vyuzivany aktivne iba pocas tohoto testovania, inak sa v domécnosti
vyuzivala kombindcia kotlu na pevné palivo a plynového kotlu.

V domécnosti boli vyuzité viaceré senzory pre zber dat z viacerych miestnosti, avSak
z dovodu radidtorov bez termostatickych ventilov nebolo mozné vyuzit zénovi regulaciu
a pre findlne riadenie vykurovania sa vyuzila len teplota z najviac vyuzivanej miestnosti
(podla poziadavky majitela), v ktorej bol pdvodne umiestneny aj termostat. Pre ziskava-
nie informécie o pritomnosti oséb v doméacnosti bol v tomto testovacom mieste vyuzity
pohybovy senzor od spolo¢nosti Sonoff umiestneny v garazi, nakolko osoba z domécnosti
vzdy odchadzala autom. Tento pristup bol na danom testovacom mieste dostato¢ny, avsak
v inych domécnostiach je jeden pohybovy senzor nedostatocny ako bolo uvedené v 6.3.

Na zaciatku po insStalacii centralnej jednotky a senzorov prebiehal zber a ukladanie
dat bez riadenia vykurovania po dobu jedného tyzdna. Nésledne sa data vyuzili pre na-
trénovanie modelu na predikciu budicnosti. Zaroven po prvom ,testovacom® tyzdni doslo
k nahradeniu klasického termostatu za spinaci modul Shelly 1 Plus, aby bolo mozné realizo-
vat samotné ovladanie. Pévodny termostat nedisponoval moznostou vytvorenia tyzdenného
rozvrhu alebo inych funkcii, mal iba moznost nastavit pozadovanu teplotu. Nasledny test
s ovladanim vykurovania prebiehal po dobu troch tyzdnov.

Kvoli absencii plynomeru s moznostou vzdialeného odpoctu hodnét bolo realizované
odc¢itanie hodndt manudlne, a to kazdy piatok vo ve¢ernych hodindch. Namerané vysledky
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Obr. 7.3: Vyvoj tyzdennej spotreby plynu na vykurovanie v tretej testovanej domacnosti.

zobrazené na grafe 7.3 zobrazuju tyzdenni spotrebu plynu v domécnosti. V doméacnosti sa
plyn okrem vykurovania vyuziva pre ohrev TUV vo vstavanom zasobniku vody vo vnutri
plynového kotla. Pocas prvého ,testovacieho“ tyzdiia bola spotreba plynu priblizne 82 m?,
po spusteni skriptu pre ovladanie vykurovania klesla tyzdenna spotreba plynu v priemere na
61 m3. Nakolko nie je mozné presne uréit mnozstvo plynu na ohrev TUV ana vykurovanie,
vysledkom je len orientac¢na tuspora. Po vyuziti vytvoreného podsystému je zniZenie spotreby
plynu orienta¢ne 20 m? tyzdenne, teda tspora energie na vykurovanie je priblizne 20 az
30 %.

Stvrtad domacnost

Stvrté testované miesto bol rodinny dom po rekonstrukcii kiirenia s novym typom plynového
kotla, konkrétne kotol Viessmann Vitodens 111, ktory disponoval pripojenim na internet
a moznostou vzdialeného ovladania, pre otestovanie zénového vykurovania bola na radiatore
v jednej miestnosti pouzita inteligentna termostatickd hlavica od spolo¢nosti Immax NEO.

Pocas prvého tyzdna, kedy dochadzalo k zbieraniu dat, bol kotol pripojeny ku klasic-
kému termostatu, pomocou ktorého bol riadeny ohrev — majitelia teda nevyuzivali vsta-
vané funkcie kotla. Po prvom tyzdni zbierania dat bol klasicky termostat odpojeny, aby
bolo mozné vyuzit vstavané funkcie pre vzdialené ovladanie kotla. Ako v predoslej testova-
nej domacnosti, aj tu boli vyuzité senzory vo viacerych miestnostiach — idaje z obyvacej
miestnosti boli vyuzité pre centralne riadenie vykurovania, idaje zo spalne len pre riadenie
vykurovania v danej miestnosti.

Hodnoty spotreby plynu boli opéat ziskavané manualne, a to pravidelne kazdy piatok.
Vyvoj spotreby plynu na vykurovanie domacnosti je zobrazeny na grafe 7.4. Domécnost
vyuzivala plyn ako k vykurovaniu interiéru, tak aj k ohrevu TUV v zésobniku kotla a varenie
na plynovom sporaku. Nakolko nie je mozné rozlisif spotrebu na tieto tri ¢innosti, idaje st
len orienta¢né. Pocas prvého , testovacieho® tyzdiia bola tyzdennd spotreba plynu 61,5 m?>.
Po vyuziti riadenia ohrevu podsystémom klesla tyzdenna spotreba plynu priblizne na 50 m?,
¢o predstavuje tsporu 18 %.
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Obr. 7.4: Vyvoj tyzdennej spotreby plynu na vykurovanie vo Stvrtej testovanej domécnosti.

Analyza vysledkov z testovania vykurovania domacnosti

Aj ked oba testy ukéazali Gsporu energie na vykurovanie domécnosti, je potrebné vziat do
uvahy vsetky faktory, ktoré tito tsporu a zaroven aj komfort ovplyvnuju. Medzi takéto
faktory patri napriklad:

¢ Pravidelnost ndvykov ¢lenov doméacnosti — ¢im pravidelnejsie navyky maja ¢lenovia
domacnosti, tym lepsie sa ich model nauc¢i a dojde k vyssim dsporam.

o Vonkajsia teplota.

o Zateplenie domécnosti — ak nie je zateplena domécnost, dochidza k tepelnym stratam
a zvyseniu nakladov na vykurovanie.

e Spo6sob vetrania — nevhodné vetranie vyrazne zvysuje naklady na vykurovanie doméac-
nosti.

e Ucinnost kotla — novsie kotle maja lepsiu dc¢innost.

o Aké usporné opatrenia vykonavali ¢lenovia pred nasadenim systému — aj spravne
nastavenie klasického termostatu mdze vyrazne znizit naklady na vykurovanie.

Vypocet budicej roénej aspory zavisi na viacerych faktoroch. Okrem vyssSie spomenu-
tych faktorov zalezi od poc¢tu chladnych dni a teploty pocas nich. Pri ro¢nej odhadovanej
spotrebe 22 000 kWh [48] pre jeden rodinny dom pri vykurovani plynovym kotlom by mohla
ro¢nd uspora predstavovat 140 € az 240 €.

7.3 Vyhodnotenie formulara

Pocas testovania systému bol realizovany formular pre zistenie, v akej miere sa vyuzivaja
rozdielne sposoby vykurovania a ohrevu TUV a aké funkcie inligetnnych zariadeni pre tieto
¢innosti [udia vyuzivaju alebo by vyuzivat chceli.

Formular vyplnilo 142 Tudi, nizsie s zobrazené otazky a tri odpovede s najviac¢sim po-
¢tom vysledkov.
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. Akym spdsobom realizujete ohrev teplej tzitkovej vody vo Vasej domdacnosti? (142
odpovedi)

o Elektricky bojler (52 %)
o Kombinovany zdsobnik (27 %)
 Centralny ohrev (10 %)

. Méte v domécnosti bojler s inteligentnymi funkciami? (74 odpovedi)

e Ano (27 %)

. Aké funkcie svojho inteligentného bojleru vyuzivate? (20 odpovedi)

e Vzdialené ovlddanie (70 %)
e Ochrana proti baktérii Legionella (50 %)
o Utciaca sa funkcia (30 %)

. Aké pridané funkcie by ste na svojom neinteligentnom bojleri vyuzili? (54 odpovedi)

e Ochrana proti baktérii Legionella (74 %)
o Vzdialené zobrazenie Statistik (63 %)
« Utciaca sa funkcia (59 %)

. Akym sposobom realizujete vykurovanie doméacnosti? (142 odpovedi)

o Plynovy kotol (45 %)
 Elektricky kotol (11 %)

o Centralne vykurovanie (11 %)
. Aky termostat pre ovlddanie vykurovania domécnosti vyuzivate? (98 odpovedi)

o Programovatelny tyzdniovy termostat (on/off termostat) (51 %)
o Neprogramovatelny klasicky termostat (on/off termostat) (18 %)

o Programovatelny s moznostou pripojenia na internet (on/off termostat) (10 %)
. Aké inteligentné funkcie by ste pri vykurovani vyuzili? (80 odpovedi)

o Utciaca sa funkcia (53 %)
o Zbnové vykurovanie (43 %)
o Funkcia dovolenka (25 %)

. Aké funkcie svojho inteligentného termostatnu vyuzivate? (18 odpovedi)

e Vzdialené ovlddanie (78 %)
o Zobrazenie Statistik (67 %)

o Udiaca sa funkcia (11 %)
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Kapitola 8

Zaver

Cielom tejto prace bolo vytvorit systém, ktory bude efektivne riadit ohrev teplej uzitko-
vej vody (TUV) a vykurovania v domécnosti, pre ¢o vyuzije predikciu dat do budicnosti
pomocou metdd strojového ucenia. Nakolko je systém urceny pre riadenie dvoch ¢innosti
v domaécnosti, aj samotny systém je rozdeleny na dve Casti.

Vysledny podsystém pre riadenie ohrevu TUV sa skladd z hardvérového rieSenia obsa-
hujiceho modul Shelly 1PM s teplotnymi ¢idlami pre zber dat a samotné ovladanie ohrevu
TUV v bojleri. Softvérova ¢ast podsystému sa deli na tri ¢asti, konkrétne ziskavanie dat
z hardvérového zariadenia a ich ulozenie do databazy, spracovanie a rozsirenie dat vlastnosti
hodndét a vlastnosti ¢asovych znaciek a vyuzitie tychto dat pre tvorbu modelu na predik-
ciu dét ¢asovych radov pomocou neurénovej siete typu Long Short-Term Memory (LSTM)
a nakoniec vyuzitie nameranych dat a vytvoreného modelu na predikciu dat do budicnosti
a rozhodovanie, ¢ je potrebné realizovat ohrev TUV. Vytvoreny podsystém v testovanych
domécnostiach dosahoval tsporu elektrickej energie na ohrev TUV priblizne 20 az 24 %.

Druhy podsystém pre riadenie vykurovania domacnosti vyuziva hardvérové riesenie ob-
sahujice minipocita¢ Raspberry Pi ako centralnu jednotku, modul pre vytvorenie ZigBee
siete pre teplotné senzory od spolo¢nosti Aqara a pohybovy senzor od spolo¢nosti Sonoff.
Pre samotné ovladanie vykurovania bol vyuziti modul Shelly 1 Plus a inteligentna termosta-
ticka hlavica od spolo¢nosti Immax NEO. Namerané data st ukladané priamo v databaze
centralnej jednotky. Naslednda softvérova cast podsystému vyuziva namerané data z data-
béazy centralnej jednotky — na zaciatku prejdi data procesom upravy a rozsirenia a nasledne
sa vyuziju pre tvorbu modelu na predikciu meranych teplot a pritomnosti os6b v domac-
nosti. Model spolu s aktudlnymi datami st vyuzité na ziskanie samotnej predikcie, ktora sa
vyuziva na rozhodovanie o potrebe realizovat vykurovanie. Vytvoreny podsystém dosiahol
pocas testovacieho obdobia tisporu priblizne 18 % v jednej domdcnosti a 20 az 30 % v druhej
testovanej domacnosti.

Systém je dalej mozné rozsirit o jednoduché grafické uzivatelské rozhranie pre pohodl-
nejsie nastavenie vsetkych pozadovanych tdajov, ako aj prehladnejsie zobrazenie Statistik
o spotrebéch na dané ¢innosti. Dalsie mozné rozsirenie zahfiia realizdciu equitermickej re-
guldcie pre kotle umoznujice regulaciu vykonu. Predikciu dat pre vykurovanie domécnosti
je mozné rozsirif o meteorologické tidaje a intenzitu slne¢ného Ziarenia. Systém moze byt
roziireny o informdcie tykajice sa optiméalnej doby a dizky vetrania domécnosti.
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