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Anotace

Diplomova prace se zabyva analyzou klienti retailového bankovnictvi
v Ceské republice. Prvni ¢ast popisuje pripravu dat ziskanych z internetového
kalkulatoru bankovnich poplatkii a pouzité statistické metody. Zminuje se také
0 pouZitém software SPSS Statistics a SPSS Modeler a jejich moznostech. Druha
cast zpracovava dvé klasifikani data miningové ulohy. Diplomova prace ovéruje
stanovenou hypotézu o vyuZivani okrajovych bankovnich sluzeb a pokousi se
nalézt kvalitni klasifika¢ni modely. V prvni casti nabizi rady pro lepsi a snaze
zpracovatelngj$i formy internetovych Kkalkulator. Ctenai ziskd teoretické
a praktické informace o shlukové a diskriminacni analyze a jejich aplikaci
na bankovni data. V zavéru prace jsou shrnuty pouzité postupy a ziskané vysledky.
Cilem je pouziti vicerozmérnych statistickych metod k ziskani cennych informaci

o bankovnich klientech.

Annotation

Title: Data mining: Analysis of retail banking clients

Diploma thesis analyses clients of retail banking in the Czech Republic. First
part describes preparation of data gained from online banking charges calculator
and used statistical methods. It also mentions used software SPSS Statistics
and SPSS Modeler and their possibilities. Second part processes two classification
data mining tasks. Diploma thesis verifies determined hypothesis about using
infrequent banking services and tries to find quality classification models. In first
part offer advice for better and easily utilized forms of internet calculators. Reader
will acquire theoretical and practical information about cluster and discriminant
analysis and their application on banking data. In the end are summarized used
approaches and obtained results. The objective is to use multidimensional

statistical methods for obtaining valuable information about banking clients.
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1 Uvod

PouZiti statistickych potazmo data miningovych nastroji je dnes nutnosti
pro stiedni a velké podniky, které se chtéji udrZet na vrcholu svého trhu. Ze vsech
oblasti, ve kterych se data miningu vyuZiva, je nejcastéjsi pouZiti v komercni sfére.
Bankovnictvi je tedy logicky oblasti s ¢astym vyuzitim data miningu. Vyhodou je, Ze
na rozdil od jinych finan¢nich instituci, disponuji bankovni spoletnosti detailnimi
a rozsahlymi daty o svych klientech. Jedna se o informace nejen bankovniho,
ale také geografického a demografického charakteru. Hlavni otazkou, kterou
se tato prace zabyva, zda je mozné z dat ziskanych internetovym kalkulatorem
bankovnich poplatkli analyzovat chovani klienti bank, pfipadné lze-li tato data
pouzit pro vytvoreni Klasifikacnich modelli a nalézt nejlepsi mozny model pomoci
nejvhodnéjsich statistickych metod.

Cilem prace je zanalyzovat ziskana data o Kklientech retailového
bankovnictvi v Ceské republice. Prvnim krokem je zpracovani ptvodnich dat,
exportovanych z databaze do tabulek Excelu, a prevedeni do analyzovatelného
datasetu pouzitelného v SPSS Modeler. DalSim krokem je vybér vhodnych
statistickych a data miningovych metod, popis jejich charakteristik, predpokladi,
vyhod a nevyhod. Tretim krokem je pouZiti vybranych metod pro ziskani
uziteCnych informaci o bankovnich klientech. Konkrétné jde o analyzu skupin
Klientli, ovéfreni stanovené hypotézy, vytvoireni modelu pro predikci vyuzivani
okrajovych sluzeb a interpretace ziskanych vysledki. Poslednim krokem je navrh
moznosti vyuziti vysledkl pro management bank. Cilem prace je také navrh uprav
internetového kalkulatoru, pro zvySeni kvality ziskanych dat po technické

a logické strance.



2 Data mining v business sfére

Data mining se objevuje jako samostatné odvétvi na zacatku devadesatych
let. Hlavnim dévodem bylo navySeni obsahu skladovanych dat. Pivodné se data
mining zabyval pouze strukturovanymi daty. V dneSni dobé se také vyuziva
k analyzdm texti nebo webového prostiedi. Dobyvani znalosti z databazi
lze definovat jako komplexni ziskdvani neznamych, na prvni pohled neziejmych
a pripadné uzitecnych informaci z dat. Celkovy proces nezahrnuje pouze aplikaci
statistické analyzy, ale za¢ina vybérem, porozuménim, zhodnocenim a pripravou
dat. PokracCuje vybérem vhodné metody, jeji aplikaci a naslednou interpretaci
ziskanych vysledkl. Mezi zakladni typy uloh patii Klasifikace, predikce, deskripce
a takzvané hledani nuggetii. V data miningové oblasti existuji metodiky, které si
kladou za cil sjednotit postup data miningovych uloh, predevSim zefektivnit
a zrychlit zpracovani a sniZit celkové naklady. Mezi nejznaméjsi patfi metodika 5A
od firmy SPSS, metodika SEMMA od firmy SAS a metodika CRISP-DM. Pro kvalitni
analyzu je dllezité rozumét analyzovanym datiim. Diky odbornym znalostem lze
provést kvalitni pripravu dat a jednodusSeji interpretovat vysledky. Metody data
miningu lze aplikovat v mnoha oblastech. Mezi nejcastéjsi patii komercni sféra,
véda, 1ékarstvi a primysl. Celkovy objem trhu s data mining softwarovymi nastroji
je odhadovan na 10 miliard dolard. [5] [10]

Vyznamnou oblasti komer¢ni sféry data miningu je bankovnictvi.
V bankovnictvi lze data mining pouzit pro mnoho dcell, mezi nejcastéjsi patii
cileny marketing, management vztahu se zakazniky (CRM), analyzy nakupniho
kosiku, detekce podvodli nebo odhad rizikovosti klienta pfi ptjé¢ce. Banky maji
rozsahlé datové sklady, které neni mozné bézZnymi prostiedky analyzovat. Data
také casto obsahuji informace demografického a geografického charakteru, jako
jsou vék a pohlavi Kklienti nebo mista vybéri zbankomatl. S nastupem
internetového bankovnictvi doslo k dalSimu navySeni objemu dat. Bankovnictvi
je silné konkuren¢nim trhem, kde zakaznici mohou volné bez velkych postiht
prechazet mezi spolecnostmi. Vkonetném diasledku banky vyuzivanim vysSe
zminénych analyz mohou ziskavat nové zakazniky, udrZet si stavajici zakazniky,

zlepSovat nabizené sluzby a Setrit vydaje. V prostiedi ¢eského bankovniho trhu



byla napiiklad analyzovana stabilita bankovnictvi pomoci shlukové
a diskrimina¢éni analyzy (Cernohorska, Cernohorsky a Teply, 2007) nebo
provedena analyza trendd v oblasti uspokojovani klienti bank (Belas, Cipovova
a Demjan, 2014). [4] [8] [9] [21]

Castou otazkou v bankovni oblasti je, zda pro data mining pouZit
outsourcing nebo insourcing. Outsourcing je pro spolecnost finan¢né vyhodnéjsi,
problémem pak ale miZe byt ztrdta bankovniho pohledu na data. Re$enim
je spolulcast zaméstnance banky na analyze v roli experta na data. Pokud
se spolecnost rozhodne pro insourcing data miningu, pak hlavni otazkou je do jaké
miry. MoZnym feSenim je vyclenéni skupiny pracovnikii, kteri se misto svych
béZznych pracovnich pozic docasné presunou. DalSim problémem je rozhodnuti
o umisténi pracovnikli. BéZné lze vybrat IT oddéleni nebo obchodni oddéleni.
Vyhodou umisténi do IT oddéleni je piistup ke vSem dostupnym hardwarovym
a softwarovym prostiedkiim, mohou ale chybét expertni znalosti. Mezi vyhody
umisténi do obchodniho oddéleni patii dostupnost obchodnich znalosti, naopak
ale tato oddéleni bézné nedisponuji potirebnym software. V praxi pak zaleZzi
zejména na velikosti banky, objemu dostupnych dat, po¢tu Kklientli a analyz

a dal$ich parametrech. [6] [21]



3 Popis a priprava dat

Vv

miningové ulohy. Pripravena data se jednoduSeji analyzuji a vystupy metod
lze jednodusSeji interpretovat. Priprava dat milZe zahrnovat udpravu
strukturovanych dat, odvozeni novych proménnych, sniZeni poctu pripadd,
proménnych a dal$i. Castym tikonem je nahrazeni chybéjicich hodnot. Pro piipravu
dat byly pouZity programy Microsoft Excel 2013, SPSS Statistics 23 a SPSS Modeler
17. Vybér software vychazel z dostupnosti na fyzickych a virtualnich u¢ebnach

FIM UHK, predchozich zkuSenostech a dostupnosti dokumentace. [5]

3.1 Puvod dat

Data pouzita pro tuto diplomovou praci pochazi z kalkulatoru bankovnich
poplatkii na portalu www.bankovnipoplatky.com. Portal se zabyva problematikou
bankovnich sluzeb a poplatki na ceském trhu. Mezi jeho hlavni cile patii
informovani bankovnich klientd, zvySovani kvality vztaht mezi klienty a bankami
a snizovani bankovnich poplatkd. V ramci své Cinnosti portal vyhlasuje kazdoro¢ni
anketu o nejabsurdnéjsi bankovni poplatek, hodnoceni retailovych bank a mimo
jiné také poskytuje bankovnim klientim kalkuladtor, ktery srovnava ceny
bankovnich Géth dostupnych v Ceské republice. Kalkulator je uréen pro fyzické
osoby a obsahuje celkem 29 otdzek. Nékteré otazky obsahuji dals$i podotazky,
uzivatel tedy miiZe zadat az 54 Udaji + 4 povinné kontaktni udaje. Kviili ptivodu
dat zinternetového dotazniku lze ocekavat urcity ndklon smérem k uzivateliim
internetovému bankovnictvi. Podobné také demograficky tato data odpovidaji
klientlim nizsiho véku s pristupem k internetu. Nakonec je tfeba zminit, Ze otazky
kalkulatoru byly zvoleny pravé s ohledem na porovnani cen bankovnich uctt, takze
nékteré oblasti vyuzivani bankovnich sluZeb jsou vynechany a jiné jsou rozebrany

velmi podrobné. [3]



3.2 Metodika CRISP-DM

Postup zpracovani prace odpovidd metodice CRISP-DM (Cross Industry
Standard Process for Data Mining). Tato metodika zajiStuje ovéreny ramec
pro zpracovani data miningové ulohy a je pouZivana castéji neZ metodika SEMMA
od firmy SAS. Historie metodiky CRISP-DM saha do roku 1996. Projekt vznikal
pod programem evropské unie ESPRIT a mezi hlavni €leny patrilo pét spole¢nosti,
konkrétné SPSS, Teradata, Daimler AG, NCR Corporation a OHRA pojistovna. Prvni
verze metodiky byla predstavena v roce 1999 a publikovana v roce 2000. Metodika
je také soucasné prosazovana spolecnosti IBM, tviircem rodiny programti SPSS
a byla implementovana do SPSS Modeler. [5] [7] [14]

CRISP-DM rozdéluje data miningové tlohy do Sesti fazi. Poradi zpracovani
jednotlivych fazi neni pevné dano, ¢asto se v pribéhu uloh kjednotlivym fazim

podle potieby navraci. Celkovy proces je zobrazen na obrazku ¢. 1. [7] [14]
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Obr. 1 Diagram metodiky CRISP-DM
Zdroj: Prevzato z [7]



Prvni fazi je porozuméni datim z hlediska resené problematiky. Tato faze
se zaméruje na formulaci data miningové tlohy, navrhnuti prvotniho planu ulohy,
zhodnoceni situace, pochopeni «cili a pozadavki manaZzeri (vychazi
se zpredpokladu, Ze vpraxi jsou data miningové ulohy obvykle provedeny
na zakladé pozadavku manaZerd). Druhou fazi je sbér a porozuméni datiim.
Zde se nejprve sjednoti dostupna data a poté zkoumaji popisné statistiky
proménnych, vztahy mezi proménnymi a formuluji se hypotézy nebo vybiraji
zajimavé podskupiny vyskytujici se v datech. Nakonec se hodnoti kvalita ziskanych
dat a pripadné nedostatky. Treti faze slouzi k ptipravé dat do vysledného datasetu,
coz zahrnuje napriklad export dat z databdze nebo jiného datového skladu,
procisténi, slouceni, vybér a vytvoreni novych proménnych, pouziti transformaci
a nahrazeni chybéjicich hodnot. [7] [14]

Ctvrtou fazi je modelovani. V této fazi se vybiraji pouZité statistické metody
a jejich parametry jsou optimalné nastaveny. Po prvotnim modelovani se casto
vraci zpét kpredchozi fazi. Mezi obvyklé divody patii odhaleni nedostatkl
pocatecni pripravy dat z vysledkl prvotnich analyz. Objevuje se potieba nahrady
chybégjicich hodnot, pouZziti vhodnéjSich transformaci proménnych nebo
odstranéni objevenych odlehlych hodnot a piipadl. Patou fazi je vyhodnoceni
vysledkli. Po modelovani se vyberou nejkvalitnéjsi ziskané modely. Tyto modely
jsou zhodnoceny a validovany i z manaZerského pohledu a pripadné vybrany
pro pouziti v praxi. Ziskané modely samy o sobé laiklim mnohé nefeknou, proto
jsou ziskané znalosti ¢asto vizualizovany pomoci tabulek a graft. [7] [14]

Posledni Sestou fazi je pouziti vysledki a modelli v praxi. Aplikace
ziskanych modeli je pak Casto ukolem zadavatel(i, v podobé manaZert firmy nebo
externich zakazniki. Zakaznik musi pochopit vystupy z data miningové ulohy tak,
aby byl schopny efektivné vyuzivat ziskané znalosti. Posledni fize muze také
zahrnovat hardwarovou a softwarovou aplikaci nebo sepsani zavérecné zpravy.

Jednotlivé faze se skladaji z dalSich krokii popsanych na obrazku €. 2. [7] [14]
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Nakonec je tfeba zminit, Ze poradi fazi neodpovida poradi v této praci pravé

z dlivodu, Ze se k nékterym fazim bylo tfeba vratit. [7] [14]

3.3 Priprava dat

Prvni ¢asti je zakladni priprava dat po technické strance do datasetu, ktery
umoZzni analyzu ve vybraném software. Druhou Casti je Uprava dat, napriklad
pomoci transformaci proménnych pro dosaZeni normality, vytvoreni novych
proménnych nebo nahrazeni chybéjicich hodnot. Prvotni ptiprava dat byla
provedena v Microsoft Excel a v SPSS Statistics. Druhda ¢ast byla provedena v SPSS
Modeler. Tato kapitola odpovida fazim jedna, dva a tfi metodiky CRISP-DM. [5]

V prvotni ¢asti pripravy dat bylo provedeno pres dvacet dilc¢ich kroki.
Data byla poskytnuta ve trech souborech formatu Excel. Nejprve byly vSechny
soubory sjednoceny, vysledny soubor nakonec obsahoval zhruba 90 000 zaznam{.
Radky prazdné, na prvni pohled chybné, sproménnymi obsahujici pismeno
O misto nul a radky obsahujici text v numerickych proménnych byly odstranény.
Vytazeny byly také radky obsahujici velké mnoZstvi chyb zpilsobené exportem
z databaze do Excel soubord. Otazky a podotazky Kkalkulatoru byly poté

povazovany za jednotlivé proménné a jednotlivé zdznamy o vyuziti kalkulatoru



za jednotlivé pripady. Nasledovala filtrace pripadl podle IP adres a Hash hodnot,
které jsou kalkuldtorem generovany pro odhaleni duplicit nebo IP adres
s podeziele vysokym poctem piipadli. Nékteré IP adresy se v datech objevovaly
vice nez tisickrat a pokazdé se stejnymi hodnotami. Maximalni pocet pripadi
z jedné [P adresy byl proto nastaven na 250 vzhledem k typické nejvyssi pouZzivané
agregaci internetového pripojeni 1:50 a sbéru dat po dobu péti let.
Pro zjednoduseni bylo odstranéno zhruba sto pripadi z roku 2009 a stejny pocet
piipadl se zapornym mésicnim zlistatkem. ProtoZe je téma diplomové prace
zaméiené na analyzu béznych fyzickych bankovnich klientd, byla data filtrovana
po strance rozmezi hodnot jednotlivych proménnych tak, aby odpovidaly béZznému
vyuziti. Napriklad byly odstranény pripady shodnotou proménné Minimdini
mésicni obrat vyssi nez 1 000 000 K¢ nebo pripady s hodnotou proménné Vyber
z ATM vlastni banky vyssi nez 30. Mezi dalsSi provedené Upravy patii sjednoceni
nazvi bank a spolu s proménnou Frekvence vypisu nasledné pirekédovani nazvi
na numerické indexy. Prekédovani proménné Frekvence vypisu je zobrazeno

v tabulce ¢. 1.

Tabulka 1 Pfrek6dovani proménné Frekvence vypisu

Frekvence vypisu Prekédované indexy
Tydné 1
Mésicné 2
Ctvrtletné 3
Roc¢né 4

Zdroj: Vlastni zpracovani

Proménna Datum byla zredukovana pouze na rok odeslani. Konkrétni Cas
je v kontextu analyzy nevyznamny, protoZe z dat nelze jednotlivé piipady priradit
konkrétnim uZzivatelim nebo jejich skupindm. Nasledné byly sjednoceny formaty
bunék, které zpusobovaly obCasné zobrazeni numerickych hodnot jako datum
nebo jako jiné nenumerické formaty. Pro sniZeni dimenze dat a kviili zbytecné
podrobnosti byly vybrané proménné slouceny. Jednalo se o proménné ze skupin

Platby - jednordzové, Platby - trvalé ptikazy (TPU) a Platby - povoleni k inkasu



(véetné SIPO). Spojeni jednotlivych proménnych vychazelo z nahrazeni piivodnich
proménnych, které rozliSovaly platby podle toho, zda byly zaslany do vlastni nebo
cizi banky, jednou proménnou obsahujici soucet plateb do vlastni a cizi banky.
Lze predpokladat, Ze bézny uzivatel nerozliSuje prikazy do vlastni a cizi banky
a zpohledu analyzy je tento rozdil zanedbatelny. V dalsim dil¢im kroku byly
odstranény proménné I[P, Hash, SluZby, které jste v seznamu nenasli a Poradi.
Proménné I[P, Hash a Poradi jsou z pohledu statistické analyzy bezvyznamné
a proménna Sluzby, které jste v seznamu nenasli je prakticky nezpracovatelna.

V dal$im kroku byla data ociSténa od nekonzistenci. Pro ziskani kvalitnich
a presnych vysledkli je treba, aby data neobsahovala logické nespravnosti.
Jde napriklad o pripady, kde uzivatel uvedl, Ze nevybira hotovost z bankomatt
cizich bank, u nasledujici otazky vsak uvedl, Ze z téchto bankomattl urcitou c¢astku
vybira. Takové piipady byly z datasetu odstranény stejné jako vSechny dalsi,
ve kterych byly nalezeny podobné nekonzistence. Chybéjici hodnoty u nékterych
proménnych byly nahrazeny s ohledem na tendenci lidi vyplnovat kalkulator
co nejrychleji. Napriklad pokud uzivatel u otazky Pocet vybérii z ATM vlastni banky
vyplnil hodnotu vétsi nez jedna a otazku Pocet vybérii z ATM cizi banky nevyplnil
lze logicky predpokladat, ze kviili rychlejSimu vyplnéni kalkulatoru druhou otazku
vynechal pravé proto, Ze by odpovéd’ byla nula.

Pro dalsi apravy byl pouZit program SPSS Statistics 23 protoZe obsahuje
potiebné preddefinované funkce. Nejprve byly v zaloZce Variable View nastaveny
parametry proménnych, konkrétné jejich zkratky, pocet desetinnych mist
pro numerické proménné, datové typy a dalsi. U kategorialnich proménnych byly
nastaveny popisky skupin, takZe misto numerickych hodnot se ve vystupech analyz
rovnou zobrazuji napriklad jména bank. Z diivodu technickych chyb a pokusi
o sabotovani kalkulatoru se v ptivodnich datech vyskytovaly duplicitni radky, které
byly odstranény pomoci funkce pro detekci duplicit. Z datasetu byly vylouceny
pripady, ve kterych bylo vyplnéno méné nez 15% proménnych. Pomoci funkce
pro detekci podezrelych pripadli bylo odstranéno zhruba padesat pripadd.
Po provedeni zminénych Uprav byl dataset ptripraven pro analyzu. Z ptivodnich
90 000 pripadd nakonec zistalo necelych 32 000. Ztabulky ¢. 2 je zrejmé,

ze pripadt, potazmo vyuziti kalkulatoru rok od roku ubyva. Diivodem mohou byt



niZe zminéné nedostatky a také fakt, Ze nékteré banky a portaly na svych strankach

nabizi obdobné kalkulatory.

Tabulka 2 Pocet vyuziti kalkulatoru v jednotlivych rocich

Cumulative

Frequency Percent Valid Percent Percent
2010 11030 33,5 33,5 33,5
2011 12084 36,7 36,7 70,1
2012 4973 15,1 15,1 85,2
2013 2945 8,9 8,9 94,1
2014 1932 5,9 5,9 100,0
Total 32964 100,0 100,0

Zdroj: Vlastni zpracovani

Dal8i kroky pripravy dat byly provedeny v programu SPSS Modeler 17.
Vzhledem kpovaze dat a vybéru analyz byly vytvoreny nové kategoridlni
a numerické proménné. Pouzity byly uzly Derive, které slouzi k vypoctiim a tvorbé
novych proménnych. Numerické proménné Uhrada.celkem, TPU.celkem,
a SIPO.celkem byly vypocteny soucCtem hodnot vSech forem dané platby.
Do datasetu byly pridany kategoridlni proménné Banky podle velikosti aktiv, Banky
podle poctu pobocek a Banky podle poctu bankomati. Rozdéleni bank
do jednotlivych skupin bylo provedeno podle parametrli zobrazenych v tabulce

¢. 3. PoCty pobocek a bankomatti byly ziskany z portalu www.kurzy.cz. [15] [16]

Tabulka 3 Tvorba novych proménnych

Proménna/Hodnota | Banka.aktiva | Banka.podle.pobocek | Banka.podle.bankomatu
0 500+ mld. K¢ 100+ pobocek 100+ bankomatt
1 0 - 500 mld. K¢ 10 - 99 pobocek 1 - 99 bankomatt
2 X 0 - 9 pobocek 0 bankomatu

Zdroj: Vlastni zpracovani
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Vybrané promeénné byly zanalyz vyrazeny z divodu vysoce odlisSnych
apriornich pravdépodobnosti nebo nizké variace. Ze stejného diivodu byly nékteré
numerické proménné prevedeny na dichotomické, které klienty rozdéluji skupin
podle toho, zda vyuzivaji danou sluzbu. Jednalo se o proménné Cashback, Vybér
na pobocce, Vklad na pobocce, Nadmérny vklad, Vklad pres bankomat a Vyber
z bankomatu v zahranici.

Uzel Transform byl pouzit pro vybér optimalnich transformaci vybranych
proménnych, tak aby zvySsily jejich normalitu a zaroven odstranily nékteré vysoké
korelace. Uzel nabizi na vybér z péti transformaci, konkrétné inverzni,
exponenciadlni, odmocninovou a dvé logaritmické (se zakladem logaritmu
o hodnoté 10 a prirozenym logaritmem). Vystup zachyceny na obrazku
¢. 3 zobrazuje histogramy transformovanych proménnych, jejich priméry
a vzavorkach smeérodatné odchylky. Pro pouzitd data byly pouzity zejména

logaritmické a odmocninové transformace. [15]

[A Transform of [21 fields] N =10l x|
S e Ogews (Ol
| Viewer || Annotations
Celis contain: Mean (Standard Deviation)
Field Selected Transform | Current Distribution Inverse LogN Log10 Exponential Square Root
ﬂ ﬂ ﬂ Hﬂ =
Obrat M J k J l]\ J
Current Distribution |27265,802 (50931.9... 0,000 {0,002) 9,754 (0,998) 4238(0,433)  |2558842339951634... 146,454 (76.271)
. I | Il |l
Current Distribution | 32839,265 (79132,5. 0,002 (0,038) 8.935 (1,948) 3,881 (0.846) 1835629558136939...| 124,851 (121,537)
. . Lot D (0 Tiw o D, ] Il |
Current Distribution 3,004 (2,595) 0,435 (0,276) 1.025 (0.633) 0.445(0.275) 22835236,989 (118 1,542 (0,790)
iy Il].lh I ll].lh ‘ lln I] ﬂ H [l an ‘ I] I] {| ) I Il ‘ I] [l nn I
Current Distribution 0,968 (1,606) 0,680 (0.323) 0.573 (0.609) 0,249 (0,264) 1090714,728 (1507. 0,619 (0,765)
ATM.cizi.castka J =
Current Distribution | 1831,825 (3428,437) 0,001 (0,001) 7.638 (0.924) 3.317(0.401)  |2534901145459250... 28,627 (31.818)
[iEMvissinkzait ’L ‘ IL ‘ ‘ 1 l] “ 1 ‘ “ 1 ‘ ’I ‘ H n ‘
Current Distribution 0.218 (0.772) 0,840 (0,274) 0,266 (0,498) 0,115 (0,216) 468050214,889 (70 0,166 (0,4286)
ATM.vlastni.zahr.castka “‘_\ ‘ I‘_‘ ‘ I]L] ‘ l m"" E|] 1 ‘ ...".. [llﬂl ’I ‘ “ ‘
Cumrent Distribution | 604,874 (2095,791) 0,001 (0,001) 7.911 (0,875) 3,438 (0,380) 1961511194046558 8,840 (22,951)
AT zahe IL I IL ‘ ‘ 1 n II 1 ‘ I] 1 ‘ ﬂ ‘ I] o ‘
Current Distribution 0.212 (0.751) 0,848 (0,269) 0,252 (0,489) 0,109 (0.212) 463378136,684 (70 0,163 (0.430) ||

Obr. 3 Vystup uzlu Transform
Zdroj: Vlastni zpracovani

Po prvotnich analyzach doSlo ksituaci, kdy pro nékteré metody nebyl

dostatek pripadl. Nékteré analyzy pouZzivaji metodu Listwise, kterd do analyzy
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zahrnuje pouze pripady, které maji vSechny hodnoty pouzitych nezavislych
proménnych vyplnény. Proto byl pouzit uzel Filler, ktery umoZiuje nahrazeni
chybéjicich hodnot. Chybéjici hodnoty byly nahrazeny hodnotou nula, protoZe Slo
o proménné otazek, kde dochazi k preskoceni vyplnéni hodnoty nula kvili
tendenci lidi vyplnit dotaznik co nejrychleji. [15]

Pomoci uzlu Filter byly vyfazeny proménné sluzeb, které naprosta vétsSina
klienti nikdy nepouzila a které byly vyplnény jen v nékolika ptipadech.
Jde o proménné Prijem minci - kolikrdt, Prijem minci - PoCet minci jeden tkon,
Vyména bankovek - kolikrdt, Vyména bankovek - Pocet bankovek jeden tikon, Prijem
minci - priimérnd vklddand cdstka a Vyména bankovek - priimérnd vklddand cdstka.
Nakonec byly v uzlu Type nacteny hodnoty a nastaveny parametry proménnych

jak lze vidét na obrazku ¢. 4. [15]

Field Measurement Values | Missing Check Role
{#3 Vypis.Forma @b Nominal 0.0,1.0,2.0 None N Input ﬂ
et
Vypis.Frekv i Ordinal 1.0,2.03.... None N Input
{# Debetneem g Flag 1.0/0.0 None N Input
{# Debetem g Flag 1.0/0.0 None N Input
& Kreditni & Flag 1.0/0.0 None N Input
> ATM.viastni ¢ Continuous [0.0,25.0] None N Input
& ATM.cizi ¢ Continuous [0.0,24.0] None N Input
@Aﬂ.!.cizi.ca...y Continuous [0.0,5000... None N Input | 1y
(’ﬁ\ ATM vractni 49 Cantinuinne mnAann Mana \- Innut .:

® View current fields View unused field settings

Obr. 4 Nastaveni parametrii proménnych v uzlu Type
Zdroj: Vlastni zpracovani
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3.4 Explorace dat

Explorace dat je v praci rozdélena na analyzy jednotlivych proménnych
(jednorozmérné) a na analyzy vztahl mezi vice proménnymi (vicerozmeérné).
Pro jednotlivé numerické proménné byly vygenerovany popisné statistiky jako
pocet, primér, medidn nebo Sikmost. Ke zjiSténi popisnych statistik a korelaci mezi
numerickymi proménnymi byl pouZit uzel Statistics. Ten umoZiiuje nastaveni
meznich hodnot korelaci tak, aby bylo moZné vysoké korelace ve vystupu
jednoduseji odhalit. Tento pristup je pohodInéjsi nez hledani vysokych korelaci

v rozsahlé korela¢ni matici. Vystup uzlu je zobrazen na obrazku ¢. 5. [1] [15]

=T
|; File | = Edit @ Generate
Statistics | Annotations
[8: ColapseAlJ [‘?9 ExpandAlJ
- Obrat
B Statistics
: [Count 31613
Mean 27265.802
Sum 861953814.000
Min 20.000
Max 1000000.000
Range 999980.000
Variance 2594060768.743
Standard Deviation 50931.923
Standard Error of Mean 286.456
Median 20000.000
Mode 20000.000
- Pearson Correlations
| [Zustatek 0232 Medium
ATM.viastni 0.055 Weaki
i | ATM.cizi 0.071 Weak|
ATM.cizi.castka 0238 Medium
ATM.vlastni.zahr 0.035 Weak
ATM.vlastni.zahr.castka 0.110 Weak!
: | ATM.cizi.zahr 0.047 Weak|
| ATM.cizi.zahr.castka 0100  Weak
Prich.platba.pocet 0.315  Medium
Uhrada.pobocka 0.025 Weak|
Uhrada.telefon 0.011 Weak
Uhrada.box 0.005 Weaki
Uhrada.interbank 0.341  Medium
TPU.pobocka -0.022 Weak|

Obr. 5 Vystup uzlu Statistics
Zdroj: Vlastni zpracovani

Dalsim krokem je zobrazeni histogramt, grafli, které zobrazuji rozdéleni
Cetnosti hodnot proménné. Histogram napovi, nakolik se rozdéleni proménné blizi
normalnimu rozdéleni, jak je zfejmé z obrazku ¢. 6. Pro jednodussi interpretaci
lze graf proloZzit Gaussovou krivkou. Pro kategorialni proménné byly vygenerovany

tabulky a grafy cetnosti. [1]
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Obr. 6 Histogram vybrané proménné
Zdroj: Vlastni zpracovani

Na obrazku ¢. 7 jsou vidét procentualni cetnosti vyuziti okrajovych sluzeb.
Zobrazeny jsou procenta Kklientli, ktefi na otazku odpovédéli a sluzbu pouzili
alespon jednou. NejCastéji vyuzivanou okrajovou sluzbou je Vybér z bankomatu

v zahranici (vlastni nebo cizi banky).

209

o T T T
Madmérny vklad - poéet SluZba cashback - podet Wybér z ATM v zahraniéi

Obr. 7 Frekvence vyuziti okrajovych sluzeb
Zdroj: Vlastni zpracovani
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Analyzy vztahl mezi vice proménnymi lze rozdélit do tfi kategorii. Jedna se
analyzy vztahli dvou numerickych proménnych, numerické a Kkategorialni
proménné nebo dvou kategoridlnich proménnych. Pro kombinace dvou
numerickych proménnych byly pouZity korelacni koeficienty a korela¢ni diagramy.
Pro analyzu vztahu dvou kategoridlnich proménnych byl pouZit Chi-square test.
Pro analyzu vztah mezi numerickou a kategoridlni proménnou byla pouzita
jednorozmérna analyza rozptylu. [1]

Mezi nejvyznamnéjsi nalezené zavislosti patfi vztah proménnych Primé
bankovnictvi a Internetbanking. Pokud ma banka malé mnoZstvi pobocek,
je vysoce pravdépodobné, Ze jeji klienti pouZzivaji internetové bankovnictvi. Tento
vztah je také posilnén faktem, Ze data pochazi z internetového kalkuldtoru. Proto
bylo rozhodnuto, Ze v analyzach bude pouZivana pouze proménna Primé
bankovnictvi. Vysoce korelované jsou proménné zkategorie plateb, zejména
proménné tykajici se vyuZiti telebankingu a plateb na pobockach bank. Vysoké
korelace se vyskytuji mezi proménnymi celkového poctu plateb a plateb pres
internetbanking. Zde se opét projevuje vliv plivodu dat. Dal$i vyznamny vztah
je mezi proménnymi vybér a vklad na ulet na pobocce. Vysoké korelace
se vyskytuji mezi proménnymi tykajici se vybéra z bankomatu v zahranici. Ukazuje
se, Ze klienti, kteri vybiraji hotovost v zahranici, nerozliSuji mezi bankomaty vlastni

a cizi banky. [1]

3.5 Rady pro upravu kalkulatoru

Prvotni ptiprava dat do datasetu byla komplikovana nékterymi technickymi
nedostatky kalkulatoru a nekvalitnim exportem dat z databaze do Excel soubort.
Tyto chyby zkomplikovaly pripravu dat a bylo by vhodné je do budoucna odstranit.
Hlavnim problémem je, Ze udaje zadavané do kalkulatoru nejsou korektné
validovany. Kalkulator upozornuje uzivatele, aby hodnoty u vybranych otazek
zadaval Ccislovkou. V praxi je ale vzdy vhodnéjsSi implementovat validaci
zadavanych Udajli nejen po strance datového typu, ale ¢asto i rozmezi hodnot tak,
aby napriklad nebylo mozné zadat do poctu vybéru z bankomatu zapornou nebo
nelogicky vysokou hodnotu. Pred pouZitim kalkulatoru je vhodné uZivatele

upozornit, Ze nevyplnéné hodnoty u otazek jsou kalkulatorem zaznamenany jako
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chybéjici hodnoty a ne hodnota nula. Problém je ¢asty u otazek, ve kterych uzivatel
zadava pocet trvalych prikazii pres internetbanking, po telefonu a na pobocce.
UZivatel zada pocet prikazii pres internetbanking a nasledujici otazky ponecha
nevyplnéné. V takovych pripadech lze predpokladat, Ze uzivatel preskocil vyplnéni
dals$ich dvou otazek, protoZe tyto sluzby nevyuziva. Re$enim je u takovych otazek
predvybér vychozi hodnoty nula. Uzivatel poté hodnotu mize zménit, timto
lze dosdhnout sniZeni poctu chybéjicich hodnot. Problémem miize byt také
skutecnost, Ze klient nékterou sluzbu vyuZziva velmi zridka a uidaj proto vynecha.
DalSim velkym problémem je vyskyt nekonzistenci v datech. Pripady ve kterych
uzivatel zada, Ze nevlastni kreditni nebo debetni kartu a poté uvede, Ze vybira
hotovost z bankomatu, se v datech vyskytuji velmi ¢asto. Tento problém by bylo
mozné tesit zpristupnénim navazujicich otazek az poté, co na predchozi otazku
uZivatel odpovi kladné nebo vyplni hodnotu vétsi neZ nula. Casto se v datech
objevuji duplicitni radky zpiisobené dvojitym odeslanim kalkulatoru nebo chybou
pii exportu databaze do Excel soubort.

VySe zminéné problémy s opakovanim piipadi se stejnymi IP adresami
a stejnymi nebo velice podobnymi hodnotami proménnych jsou zplisobeny
Castetné nahodné a Castecné se daji povaZovat za pokus o sabotdZ dostupnosti
kalkulatoru, sbiranych dat nebo z diivodu testovani vlastnich programatorskych
dovednosti. Z téchto diivodi je vhodné implementovat kvalitnéjsi ochrany pred
takovymi tutoky. Je sice pravda ze bézného uzivatele tyto sabotaze kromé utoki
sniZujici dostupnost kalkulatoru nijak neposSkozuji, ale v pripadé nasledné analyzy
dat dochazi ke zdlouhavé pripravé. Plvodni data obsahovala nazvy bank
zaznamenané nékolika zplisoby. Doporucil bych zvolit stejny zplsob jako
u typl uct, kdy je do databaze uklddana numerickd hodnota a zobrazeni
jednotlivych nazvi je feSeno na aplika¢ni trovni.

Pripadny dotaznik lze také rozsirit o demografické otazky. V kontextu
kalkulatoru bankovnich poplatki tyto udaje nejsou tieba, v obecnéjsSim dotazniku
vSak mohou v nasledné analyze prinést uzitecné informace. Mezi mozné otazky
patii pohlavi nebo vékova skupina (¢asto vhodnéjsi nez konkrétni vék, lidé tak

na otazku odpovi ¢astéji a uleh(i se priprava dat).
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4 Popis a vybér analyz

Pro zpracovani vybranych uloh byly pouZity dvé vicerozmérné statistické
metody, konkrétné shlukova a diskrimina¢ni analyza. Volba metod vychazela
z dostupnosti v pouZitém statistickém programu, povahy a kvality pouzitych dat,
jejich dimenzi, typu proménnych a poctu piipadi. SPSS Modeler nabizi Sirokou
skalu uzld analyz, v ptipadé shlukové analyzy napriklad nabizi tii odliSné metody.
V této kapitole jsou teoreticky popsany pouZité analyzy. Teoretické pochopeni

principi metod je klicové pro spravnou interpretaci vysledkd. [5] [15]

4.1 Shlukova analyza

Shlukova analyza slouZi knalezeni prirozené se vyskytujicich skupin,
zvanych shluky, ve kterych jsou zahrnuty pripady navzajem velmi podobné a velice
se lisici od pripadl zostatnich skupin. Tyto skupiny lze poté charakterizovat
a odlisit od ostatnich. Nalezené shluky lze dale pouZit jako podskupiny pro pouziti
v dalSich statistickych metodach. PouZivd se v mnoha oblastech, predevSim
biologii, mediciné a ekonomii. Mezi vyuZiti shlukové analyzy patii napriklad
zkoumani skupin klientd internetového bankovnictvi (Mann a Sahni, 2012).
Predpokladem je moZnost mérit vzdalenosti mezi jednotlivymi pripady. Mezi dalsi
hlavni predpoklady patii nezavislost zvolenych proménnych, normalni rozdéleni
numerickych proménnych a multinomické rozdéleni kategorialnich proménnych.
Z podstaty metody plyne, Ze nepouziva zavislou proménnou. Kvalitni model
obsahuje maly pocet dobte interpretovatelnych shlukt. [5] [13] [18] [19]

Mezi zakladni zplsoby shlukovani patii hierarchické a nehierarchické
metody. Hierarchické shlukovani funguje na principu rekurzivniho spojovani
shlukli, dokud nevznikne pouze jeden shluk obsahujici vSechny piipady. Proces
zacina definovanim pocatecniho shluku pro kazdy maly shluk vznikly v prvnim
kroku. Poté jsou vSechny shluky porovnany a par shlukii s nejmensi vzdalenosti
je spojen do jednoho. Tento postup se opakuje, dokud nejsou vSechny shluky
spojeny do jediného (jedna se o podobny proces jako u rozhodovacich stromd,
pouze v obraceném poradi). Timto postupem lze jednoduSe porovnat vice modelti

s odliSnym poctem shlukli. Mezi metody hierarchického shlukovani patii metoda
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nejblizstho a nejvzdalenéjSitho souseda, metoda primérné vzdalenosti nebo
metoda tézisté. Nehierarchické metody jako napiiklad K-Means, které jsou
popsany dale, pouZivaji charakteristické vychozi pripady, jako zaklad pocatec¢nich
shlukd, ke kterym se podle podobnosti prifazuji dalsi pripady. [12] [13] [19] [23]

Shlukova analyza je citlivd na rozdil v méritkach proménnych, proménné
s vétSi smérodatnou odchylkou vice ovliviiuji zvolenou miru podobnosti. Nékteré
metody proto umoznuji pti procesu shlukovani provést standardizaci proménnych,
u jinych je potfeba proménné dopredu standardizovat. Mezi Casto pouZivany
zplsob standardizace patfi normovani pomoci Z-skdre. Shlukova analyza je také
citliva na odlehlé pripady. Nékteré metody umoziuji nastaveni urcitého procenta
piipadd, které budou vramci analyzy povaZovany za odlehlé. Pro uspésné
provedeni shlukové analyzy je tieba peclivé vybrat proménné tak, aby spliiovaly
uvedené predpoklady. Analyzou Kkorelaci vypoctenych podle Pearsonova
korela¢niho koeficientu byly v této praci numerické proménné vybirany tak, aby se
mezi nimi nevyskytovaly korelace vétsi nez 0,5. [5] [13] [19]

Pocet shlukli je urcen na zacatku analyzy nebo je dopredu neznam
a optimalni pocet vyplyne ze samotné analyzy. Algoritmy pro vybér poctu shluka
v praxi pouzivaji heuristické procedury nebo formalni testy. NejjednodusSsim
zplsobem je urceni poctu shluki pomoci dendrogramu, grafu, ktery ukazuje
postupny rozklad datasetu do shlukl a nasledné zvoleni maximalni miry rozkladu

jak 1ze vidét na obrazku ¢. 8. [5] [12] [13]
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Zdroj: Vlastni zpracovani

Dalsi volbou je vybér zpilisobu, kterym bude urcovdna mira podobnosti
piipadli. Mezi zakladni kategorie patii korelacni miry, miry asociace a nejcastéji
pouzivané miry vzdalenosti. Mezi bézné pouzivané miry vzdalenosti patii
Hammingova, Euklidovskd a CebySevova vzdalenost. Euklidovska vzdalenost
urCuje vzdalenost dvou shlukd pomoci rovné cary. Lze ji pouzit pouze
pro numerické proménné a neni vhodna pro situace, kdy proménné nejsou

’

standardizované. SPSS dale nabizi méreni vzdalenosti pomoci logaritmu
vérohodnostni funkce. Vzdalenost mezi dvéma shluky je vazana na pokles
v logaritmické pravdépodobnosti, tak jak jsou spojeny do jednoho shluku. [5] [19]
Pro posouzeni kvality modelu se v SPSS Modeler pouZziva statistika zvana
silueta. Jeji vychozi hodnota je nula a nabyva rozmezi od minus jedné pro
nekvalitni modely do jedné pro modely vysoce kvalitni. Hodnota siluety nizZsi nez
nula znameng, Ze jednotlivé pripady maji priimérnou vzdalenost mezi pripady
prifazeného shluku vétsi nez je minimalni primérna vzdalenost ke stiedu jiného
shluku. Takové modely jsou z principu Spatné a ihned zamitnuty. Hodnota siluety

kombinuje koncept soudrznosti, ktery uprednostiiuje modely s vysokou

soudrznosti shluki a koncept odliSeni, ktery uptednostiiuje modely, u kterych
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se shluky velice odliSuji. Celkova hodnota siluety je vypoctena jako primér hodnot
pro vSechny pripady. Hodnota pro konkrétni ptipad se vypocita podle vzorce
(B -4
max(4A, B)

kde A je vzdalenost piipadu od stfedu shluku do kterého patii a B je
minimdalni vzdalenost pripadu ke stifedu vSech ostatnich shlukd. Siluetu lze
vypocitat pro vSechny pripady nebo pro konkrétni shluky. BéZzné se za uchazejici
povazuji modely shodnotou siluety vys$si nez 0,26. Kvalitni modely dosahuji
hodnot siluety pres 0,5. SPSS Modeler nabizi tfi metody shlukové analyzy,
K-Means, Kohonen a dvoukrokovou metodu. [12] [13] [19]

4.1.1 Metoda Kohonen

Kohonen metoda vychazi zprincipu neuronovych siti. Zndma je téz
pod nazvy Knet nebo samo-organizujici se mapa. VyuZziva dvouvrstvou sit, ve které
jsou vSechny neurony vstupni vrstvy propojeny se vSemi neurony vystupni vrstvy.
V priibéhu algoritmu pak jednotlivé neurony soutéZi o jednotlivé pripady.
Na pocatku jsou vahy neurond ndhodné, po pridéleni piipadu k neuronu je jeho
vaha a vahy okolnich neuroni aktualizovany. Proces se opakuje, dokud nejsou

zmény vah dostatené malé. Metodu lze také pouzit pro redukci dimenze. [13]

4.1.2 Metoda K-Means

K-Means metoda umoznuje pouZiti velkého mnoZstvi dat a vyZaduje
dopiedu urcit pocet shlukii. Metoda umoznuje nastaveni vychozich stredd shluki.
Pro shlukovani pripadi jsou na vybér dvé metody, aktualizace stfedt shlukd nebo
pouze Klasifikace. Metoda umoznuje ulozit informace o prislusnosti pripadu
do shlukd, jejich vzdalenosti ke stfedu shluku a vysledné stredy shluki. K-Means
metoda je vhodna pro numerické proménné, protoZe pouziva Euklidovskou
vzdalenost. Nevyhodou je potreba standardizace numerickych proménnych pred
analyzou a nutnost dobrého odhadu poctu shlukdi, neptesny odhad vede
k zavadéjicim vysledkiim. Vysledek shlukovani mtize byt ovlivnén potradim
pripadli, proto je vhodné analyzu vicekrat opakovat s odliSnym potadim pro

ovéreni stability modelu. [13] [19]
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4.1.3 Dvoukrokova metoda

Dvoukrokovd metoda byla vytvorena pro analyzu velkych dataseti
a umoznuje pouziti kategoridlnich i numerickych proménnych. DalSi vyhodou
je vétsi odolnost viaci poruseni predpokladu o normalité a nezavislosti
proménnych nez u ostatnich metod. Metoda pouZiva aglomerativni hierarchickou
shlukovaci metodu, protoZe jeji pouZiti kooperuje dobre s moZnosti vybéru
vhodného poctu shluki pomoci zvoleného kritérionu. Dvoukrokovd metoda
nepovoluje chybéjici hodnoty. Takové piipady jsou z analyzy odstranény podle
principu Listwise, ktery byl zminén v piipravé dat. Jméno metody je odvozeno
z pouzitého principu, ktery se skldda ze dvou zakladnich krokd. SPSS Modeler
nabizi i pouziti volitelného mezikroku. [13] [23]

Prvnim krokem je rozdéleni ptipadi do velkého mnozstvi malych shluki.
Tento krok funguje na principu sekvencniho shlukovani. Implementaci metody
v SPSS Modeler lze popsat nasledovné. Algoritmus nejdirive prochazi po jednom
jednotlivé pripady a na zakladé zvolené miry podobnosti rozhoduje, zda maji byt
zatazeny do existujicich shlukl nebo je tfeba vytvorit novy shluk. Tento proces
je implementovan pomoci takzvaného CF stromu (cluster feature tree). CF strom
se sklada z uzli nékolika urovni. Souhrny piipadl v listech stromu predstavuji
kone¢né malé shluky. Nelistové uzly stromu sméruji nové pripady do spravnych
listovych uzll. Listové uzly jsou ve stromu charakterizovany poctem zatazenych
pripadli, dale primérem a variaci numerickych proménnych a skupinou
kategorialnich proménnych. [13] [23]

Po dosazeni listového uzlu pak algoritmus rozhodne, zda bude pripad
zatazen do existujictho uzlu nebo bude vytvofen novy uzel. Pokud je ptipad
dostate¢né podobny ostatnim pfipadim vuzlu, pak je absorbovan
a charakteristiky uzlu jsou prepocitany. V opacném pripadé je vytvoren novy uzel
obsahujici dany pripad. V situaci kdy CF strom preroste za povolenou velikost
je prestavén na zakladé plvodniho CF stromu zvySenim miry vzdalenosti.
Prestavény CF strom je mensi a jeho uzly pojmou vice pripadi. Tento proces
pokracuje, dokud stromem neprojdou vSechny ptipady. Jednotlivé uzly tedy

neobsahuji konkrétni ptipady ale pouze souhrnné vlastnosti vSech pripadi daného
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uzlu. Diky témto vlastnostem je velikost CF stromu mnohem mensi nez plivodni
data a lze jej efektivnéji ulozit v paméti. Struktura vytvoreného CF stromu miZe
byt zavisla na poradi vstupid. Proto je vhodné pred priibéhem analyzy pripady
nahodné seradit. [13] [23]

Volitelny krok analyzy slouZzi k vyrazeni odlehlych ptipadt. Odlehlé ptipady
nezapadaji dobrte ani do jednoho z existujicich shlukt. Pied piestavénim CF stromu
procedura zkontroluje mozné odlehlé pripady a zanalyzy je doCasné vyradi.
Po sestaveni vysledného CF stromu se zkontroluje, jestli lze nékteré odlehlé
pripady zaradit zpét bez nutnosti zvétSeni stromu. [13] [23]

Druhym krokem je samotné shlukovani, které pouziva malé shluky
z prvniho kroku. Algoritmus je poté spoji do poZadovaného poctu shluki.
Skutecnost Ze pocet malych shluki z prvniho kroku je mnohokrat mensi, neZ pocet
plivodnich pripadli znamend, Ze druhy krok je vypocetné velmi rychly a efektivni.
Kvalita shlukovani je zavisla na po¢tu malych shlukid vzniklych v prvnim kroku.
Vice malych shlukii zptesni vysledny model, ale zpomali zpracovani druhého

kroku. [13] [23]

4.2 Diskriminacni analyza

Diskriminac¢ni analyza slouZi ke klasifikaci zavislé kategoridlni proménné
pomoci nezavislych numerickych proménnych. PouZivd se v mnoha oblastech,
predevSim v mediciné a komercni sfére. Mezi praktické aplikace patii napriklad
analyza potencialnich ¢lent Evropské unie (Tevdovski a Trpkova, 2010) nebo
vydéle¢nost zahrani¢nich bank (Shanthi a Shobana, 2010). [5] [11] [24] [26]

Za autora diskrimina¢ni analyzy je povaZovan sir Ronald Aylmer Fisher
(1890-1962). Mezi zakladni predpoklady patii nezavislost pripadd, vicerozmérné
normalni rozdéleni numerickych nezavislych proménnych a shoda kovarian¢nich
matic jednotlivych skupin zavislé proménné. Zavisla proménna je idealné
nomindlni a jména skupin jsou prekdédovana na numerické hodnoty. DalSim
predpokladem je, Ze jednotlivé pripady patri vZdy pouze do jedné skupiny zavislé

promeénné. [5] [11]
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Cilem diskriminacni analyzy je nalezeni linedrni kombinace p zavislych
proménnych, ktera dokaze prifazovat prvky do skupin zavislé proménné 1épe nez
jakakoliv jina kombinace podle vzorce

Y =bTx

kde b7 je vektor parametrd ktery umozni dosdhnout co nejvy$si variability
mezi skupinami a nejniZsi variability uvnitf skupin, coZ zajisti nejlepSi mozné
odliSeni skupin zavislé proménné. Ktakovému stavu se lze pribliZit
pri maximalnim podilu meziskupinové a vnitroskupinové variability podle vzorce

B bTBb
~ bTEb

kde B je matice meziskupinové variability, E je matice vnitroskupinové
variability a b je vektor, jehoZ prvky maximalizuji diskriminac¢ni kritérium.
Hodnota F se nazyva Fisherovo diskriminacni kritérium. Vektor b se vypocita
pouzitim parciadlni derivace diskrimina¢niho kritéria a poloZenim prvkl vektoru
b rovné nule. Ztohoto postupu vyjde nékolik reSeni v podobé vlastnich cisel
a nejvétsi z nich odpovida vektoru b. Konkrétni hodnoty vektoru b, které tvori
idedlni linearni kombinaci, jsou poté dopocitany. Linearni kombinace Y; je
povazovdna za prvni diskriminant, graficky jde o projekci bodi odpovidaci
jednotlivym piipadim na primku. Umisténi bodi na ptfimce urcuje jejich
diskriminacni skdre. Prave v situacich kdy je tfeba tii a vice diskriminantt dochazi
k projekci bodi do vicerozmérného prostoru. Pro zavislé proménné se dvéma
skupinami sta¢i pro popsani celkové variability jediny diskriminant. Pocet
potirebnych diskriminantl pro zavislé proménné s vice nez dvéma kategoriemi je
roven poctu skupin sniZenym o jedna nebo poctu nezavislych proménnych. PouZije
se nizsi z téchto dvou hodnot. [5] [11]

Idedlnim stavem je ziskani diskriminantu, ktery skupiny odliSuje co nejvice.
Po vypocteni diskriminanti a dosazeni znamych hodnot do rovnice linedrni
kombinace Y ziskdme diskriminacni skére jednotlivych pripadd. Poté se vypocita
primérné diskrimina¢ni skére v jednotlivych skupinach. Cim vice se priimérna
skdre odlisuji, tim 1épe diskriminanty odliSuji jednotlivé skupiny. Diskrimina¢ni

analyzu negativné ovliviiuje existence korelaci mezi nezavislymi proménnymi.
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Korelované proménné maji podobné velké Kkoeficienty a jejich znaménka
se shoduji. [5] [11] [17]

Klasifikace pomoci diskrimina¢ni analyzy vychazi zfunkce pivodnich
proménnych. Diskriminac¢ni funkce ma v skupinach zavislé proménné stredni
hodnoty s urcitou vzdalenosti. Po vypoctu stredu téchto dvou strednich hodnot lze
zarazovat pripady do skupin podle vypocCtené hodnoty diskrimina¢ni funkce.
Pokud je hodnota bliZe priimérné hodnoté jedné skupiny, potom je do ni zarazena
a naopak. Pro situace kdy se apriorni pravdépodobnosti zavislé proménné velice
odliSuji, dochazi k CastéjSimu zarazeni piipadi do skupiny svys$$i apriorni
pravdépodobnosti. Tuto chybu Ize minimalizovat zahrnutim apriornich
pravdépodobnosti do vypoctu diskriminacniho kritéria pouzitim Bayesova kritéria.
Pro zjisténi presnosti klasifikace lze zvolit ze dvou hlavnich pristupti, rozdéleni dat
na trénovaci a testovaci data nebo odhad pomoci redistribuce. Pro prvni piistup
je treba velky vzorek dat. Trénovaci C¢ast dat je pouzita pro vypocet
diskrimina¢niho kritéria, které je nasledné pouzito na testovaci ¢ast dat. Dalsi
moznosti je pouziti kiiZové validace, ktera ndhodné zvoli ¢ast dat pro vypocet
diskriminac¢niho kritéria, ¢imz lze dosahnout maximalni nestrannosti. [5] [11]

SPSS Modeler umoziiuje nastavit rfadu parametri pro diskriminac¢ni
analyzu. Hlavnim krokem je vybér metody analyzy. SPSS Modeler nabizi celkem
dvé volby. Prvni nabizenou metodou je Enter, ktera pouZiva vSechny zvolené
nezavislé proménné. Druhou metodou je Stepwise, kterd =zacCina pouze
s konstantou a postupné pridava do modelu ty proménné, které zvysuji jeho
kvalitu. Tato metoda zahrnuje vybér statistiky, podle které se budou proménné
do modelu zarazovat a vytazovat. V prvnim kroku jsou zptsobilé proménné s vyssi
proménnych se stejnou sudou uUrovni zarazeni je rozhodnuto podle poradi
zadaného v analyze. Poradi vstupu proménnych se stejnou lichou trovni zarazeni
je rozhodnuto podle hodnoty zvolené statistiky. Proménna s nejlepsi hodnotou
je vybrana prvni. Kdyz je prvni faze dokoncena, jsou vSechny vybrané proménné
s urovni zarazeni jedna, otestovany pro vyrazeni. Proménna je vyrazena, pokud jeji
F-hodnota pro vytazeni je niZsi neZ zvolena F-hodnota. Pokud je vice proménnych

zpusobilych pro vyrazeni, jsou vyrazeny ty proménné, které ponechaji nejlepsi
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hodnotu vybrané statistiky pro zbyvajici proménné. Vytrazovani proménnych
pokracuje, dokud nejsou odstranény vsSechny proménné spliujici podminky
pro vyrazeni. Sekvencni vstup proménnych poté pokracCuje stejné, jako bylo
popsano vySe kromé toho, Ze po kazdém kroku jsou proménné s drovni zarazeni
jedna také kontrolovany pro vyrazeni, jak bylo zminéno vySe. Proménné s arovni
zarazeni nula do modelu nevstupuji nikdy, ackoliv jsou pro né nékteré statistky

zobrazeny. [13] [17]

4.3 Ostatni metody

Prvotni analyzy zahrnovaly pouziti i dalSich statistickych a data
miningovych metod. Vybrané metody, které byly nasledné zamitnuty, jsou popsany
zde spolu s divody zamitnuti. Tim vSak vyCet metod nekonci. Pouziti linedrni
regrese bylo zamitnuto po exploraci dat. Pro tuto analyzu je potteba, aby zvolené
nezavislé proménné byly co nejméné Korelované. Explorace ukazala vysoké
korelace mezi numerickymi proménnymi zjednotlivych kategorii kalkulatoru,

pro analyzu by proto byl nedostatek vhodnych nezavislych proménnych. [5]

4.3.1 Neuronové sité

Neuronové sité lze pouZit pro klasifikaci, predikci a shlukovani. V historii
nejdiive doslo k matematickému popisu neuronu a poté se objevily snahy o pouZiti
soustavy neurond (neuronovych siti) pro Kklasifikaci. Metoda vychazi z principi
fungovani lidského mozku. Mozek obsahuje miliardy mezi sebou propojenych
nervovych bunék zvané neurony. Neurony se skladdaji ze synapsi, které spojuji
jednotlivé neurony a pomoci kterych se prenasi signaly. Jednotlivé neurony maji
takzvanou prahovou hodnotu. Pfi prekroceni této hodnoty je neuron sepnut a pres
jeho synapse zacne posilat signdly. Z téchto principti vychazi i samotna metoda.
PouZziti neuronovych siti je vhodné v situacich, kdy data obsahuji velké mnoZstvi
numerickych proménnych (na rozdil od rozhodovacich stromii). Lze je také pouzit
v kombinaci sjinymi metodami, napriklad diskriminac¢ni analyzou pro vyzkum
klientli vlastnici kreditni kartu (Yazici, 2011) nebo predikci rizikovych bank

(Swicegood a Clark, 2011). Kategorialni proménné stremi a vice kategoriemi

25



je vhodné pro jednoduchost binarizovat. Topologie sité wvychazi z poctu
proménnych a trénovacich dat. [5] [6] [25] [27]

Jednotlivé neurony maji tzv. aktivacni funkci, ktera pri sepnuti prenese
na vystup hodnotu minus jedna nebo jedna. Aktivatni funkce se sklada
z kombinacni funkce, ktera spoji vstupni hodnoty a transferni funkce, ktera
vypocita vystupni hodnotu zhodnoty kombinac¢ni funkce. V dneSni dobé

vivs

se pouZzivaji vicevrstvé sité, mezi nejCastéjsi typ patii vicevrstvy perceptron.

s v

Principialné zde nejsou mezi sebou propojeny jednotlivé neurony stejné urovné,
ale neuron patrici do jedné Urovné je propojen se vSemi neurony dalsi drovné.
Pro zjednoduSeni se pouziva sit sjednou skrytou urovni. Pro trénovani sité
se nejcastéji pouziva metody zpétného Sitfeni, kdy jsou informace nejdiive poslany
z vstupni arovné do vystupni, a pri uceni sité se postupuje od vystupni trovné
ke vstupni. Casto lze zastaralou sit' aktualizovat pouZitim novych trénovacich dat.
Ucici proces je zastaven pri dosazeni zadaného poctu opakovani nebo pti dosaZeni
zvolené urovné chybové funkce. [5] [6]

Mezi vyhody neuronovych siti patii jednoducha automatizace a schopnost
reprezentovat libovolné spojité funkce. Mezi nevyhody patifi vybér topologie,
slozitost interpretace vystupti nebo riziko preuceni sité. Zptisob jakym vytvorit sit
s nejlepsi moznou topologii je zavisly na volbé poctu neurond ve skryté vrstve.
Velké mnozstvi zptlisobuje zdlouhavé a komplikované uceni sité a pifinasi riziko
preuceni, kdy sit' rozpoznava prili§ detailni a irelevantni souvislosti. Problematika
interpretace vychazi ze skutecnosti, Ze vysledek analyzy je zavisly na topologii sité
a vazbach mezi neurony. Sit' se v podstaté chova jako ¢erna skriika, do které neni
vidét. I pfes nemoznost zjistit jak byl vystup ziskan, ma pouZziti neuronovych siti
Casto vysokou praktickou hodnotu. Pro jednodussi interpretaci vystupii je vhodné
pouziti dostate¢né srozumitelnych vstupnich dat a jasny cil modelovani. Z diivodu
slozité interpretace vystuptli byla po prvotnich analyzach tato metoda zamitnuta.
Pri Klasifikaci také dochazelo k zarazovani naprosté vétSiny piipadii do skupin

v

s vysS$i apriorni pravdépodobnosti. [5] [6]
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4.3.2 Logisticka regrese

Logisticka regrese slouZi pro klasifikaci. Vychazi z klasické regresni analyzy,
zavisla proménna je ale kategoridlni. Zavisld proménna miiZe byt dichotomicka
nebo multinomialni. V pripadé dichotomické proménné musi byt jeji datovy typ
nastaven na flag. Svymi vlastnostmi se podoba diskriminacni analyze, proto jsou
¢asto pouzivany spolecné, naprtiklad pro predikci rizikovych uvért (Memi¢, 2015).
Na rozdil od diskriminac¢ni analyzy vSak logistickd regrese umoznuje pouZiti
nezavislych kategorialnich proménnych. Mezi predpoklady patii nezavislost
jednotlivych pripadl a vzdjemné se nepiekryvajici kategorie zavislé proménné.
Mezi vyhody patii casta vysokd presnost Klasifikace a nizsi pozadavky
na normalitu numerickych proménnych. Mezi nevyhody patfi nutnost odstranéni
multikolinearit. Podobné jako u neuronovych siti pii Kklasifikaci dochazelo
k neimérnému zaiazovani pripadi do skupiny s vyssi apriorni pravdépodobnosti.

Proto byla pouzita diskrimina¢ni analyza. [13] [17] [20]

4.3.3 Faktorova analyza

Faktorova analyza se pouziva jako jedna z metod pro sniZeni dimenze dat.
Cilem takovych metod je vypocet mensiho poctu novych proménnych, které budou
reprezentovat puvodni proménné. Mezi dalsi pouziti patii explorace dat, napriklad
odhalovani multikolinearit. Vyuziti ma také pro odhalovani skrytych korelaci
a kombinaci proménnych neviditelnych na prvni pohled, které ale mohou
vyznamné ovliviiovat zavislosti jinych proménnych. Nové proménné, zvané
faktory, jsou vyjadiené jako linedrni kombinace ptivodnich proménnych. Idealni
faktory objasiiuji co nejvétsi ¢ast variace ptivodnich proménnych, je jich nizky
pocet a jsou malo korelované. V pripadé faktorové analyzy je obzvlast dilezité
dodrzeni ptedpokladti a dispozice odbornych znalosti z dané oblasti. [12] [13]

Pred analyzou je tfeba zvolit pocet faktort. Mezi zakladni pristupy patfi
zvoleni konkrétniho poctu nebo nastaveni hodnoty vlastniho cisla, které pouzije
pouze faktory s vys$s$i neZ zadanou hodnotou. V praxi se €asto pouZziva hodnota
jedna. Graf na obrazku ¢. 9, zachycujici pokles hodnot vlastnich ¢isel faktort oproti

poctu faktort, se nazyva scree plot graf. [12] [13]
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Obr. 9 Scree plot graf
Zdroj: Vlastni zpracovani

K zakladnim predpokladim patii pouziti numerickych proménnych
a nezavislost jednotlivych piipadd. V praxi faktorova analyza vychazi z korela¢ni
matice. Kovarian¢ni matici lze pouZit, pouze pokud maji vSechny proménné stejné
méritko. Na vypocitané faktory se dale pouZivaji rotace neboli maticové
transformace. Ortogondlni rotace jako Varimax a Orthomax slouZi k odstranéni
korelaci mezi faktory, Sikmé rotace naopak umoziuji existenci korelaci mezi
faktory. Mezi zakladni metody odvozeni faktora patii metoda hlavnich komponent,
odhady komunalit a odhady specifickych rozptyli. Metoda byla zamitnuta
pro nejednoznacnost vypoctenych faktorl, pouziti v kombinaci se shlukovou

analyzou navic neptineslo zvySeni hodnot siluety modelt. [12] [13]
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4.3.4 Rozhodovaci stromy

Rozhodovaci stromy slouzi ke klasifikaci a predikci. Metoda vychazi
z pristupu ,rozdél a panuj“. Plivodni data jsou délena do skupin, které odpovidaji
jednotlivym wuzlim stromu od shora dolli, dokud nejsou jednotlivé vétve

dostatecné podrobné. Rozhodovaci strom lze vidét na obrazku €. 10. [5] [6]
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Obr. 10 Priklad rozhodovaciho stromu
Zdroj: Prevzato z [6]

Na zacatku jsou veskeré pripady zarazeny do jedné skupiny a na konci jsou
rozdéleny do uzli. Idedlnim feSenim je mensSi strom svysokou presnosti
klasifikace. Zakladem je, aby dalSi uroven uzll vzdy rozdélila predchozi data
na mensi, odliSné ¢asti. Mezi ¢asté zplisoby déleni patii entropie, informacni zisk
nebo Gini index. V praxi je potreba vysledny strom prorezavat (zmenSit jeho
velikost) jelikoZ pri dosazZeni maximalni presnosti klasifikace by byl vysledny
strom priliS velky. V podstaté jde o vybér nejlepSiho podstromu, nahrazenim
nelistovych uzli listovymi. Mensi strom lze také lépe interpretovat. Kvalitu
vysledného stromu lze hodnotit predevSim podle jeho klasifika¢ni schopnosti,

dale podle poctu pripadid v jednotlivych listovych uzlech nebo pomérem pripadi
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vuzlech. Mezi moZné pouziti patfi detekce podvodl s kreditnimi kartami
(Sahin a Duman, 2015). OdliSnou variantou jsou regresni stromy, které slouZzi
k predikci. Uzly stromu obsahuji primérné hodnoty numerickych proménnych.
Rist stromu vychazi ze smérodatnych odchylek a jejich redukce. V dnesni dobé se
pouzivaji algoritmy C.5, CaRT (classification and regression tree) a CHAID
(Chi-square Automatic Interaction Detection). [5] [6] [28]

Mezi vyhody rozhodovacich stromi patii vhodnost pro kategoridlni data
a moZznost pouZiti trénovacich dat s chybéjicimi hodnotami. Rozhodovaci stromy
také uméji vyuzit moznou prediktivni hodnotu chybéjicich hodnot. Dalsi vyhodou
je jednoducha interpretace. Jelikoz strom v principu vyjadiuje pravidla,
Ize vysledek jednoduse vyjadrit v prirozeném jazyce nebo jako databazovy prikaz.
Mezi nevyhody patii nutnost diskretizace numerickych proménnych. Nejcastéji
se pouziva binarizace, rozdéleni do dvou skupin. ProtoZe prvotni analyzy ukazaly,

ze ziskané modely byly nekvalitni, bylo pouziti rozhodovacich stromtl zamitnuto.

[5] [6]
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5 Vybrané analyzy business dat

Analyzy dat byly provedeny v programu SPSS Modeler 17 od firmy IBM.
Tento ndastroj umoziiuje jednodus$$i nastaveni parametri metod, tvorbu
dodate¢nych transformaci, generovani grafi a dalsi uZite¢né funkce. Kazdy uzel
plni specifickou funkci a podle pouZiti se déli do kategorii. Patfi sem uzly slouZici
jako zdroje dat, dale uzly pro vybér a zménu poradi datovych zdznamd, uzly
pro Upravu a vybér proménnych, pro vizualizaci dat, tvorbu modeld a uzly pro
analyzu a export vystupl. Jako zdroj byl pouZit dataset pripraveny v SPSS
Statistics. Z pohledu analyzy je zajimavé zkoumat urcité skupiny klientli, proto
kromé analyzy celého datasetu byly zkoumany i podskupiny klientd, kteri vlastni
kreditni kartu, ktefi nepouZivaji pfimé bankovnictvi a klienti malych bank.
Tato ¢ast odpovida ctvrté fazi metodiky CRISP-DM. Celkem byly provedeny dvé
ulohy. [15]

5.1 Analyza skupin bankovnich klientu

Cilem ulohy je identifikace prirozené se vyskytujicich skupin Kklienti
retailového bankovnictvi. Prvni krok ulohy je vybér proménnych. ProtoZe skupiny
nejsou dopiredu znamé nelze vybrat zavislou proménnou. Pravé proto byla zvolena
shlukova analyza. Volba kategorialnich proménnych byla provedena s ohledem na
apriorni pravdépodobnosti a jejich predpokladanou popisnou schopnost.
Numerické proménné byly vybrany s ohledem na splnéni predpokladii o normalité
a neexistenci velkych korelaci. Pro své vyhody byla zvolena dvoukrokova metoda,
kterd je vhodna pro velké datasety a je méné citlivd na proménné, které nemaji
normalni rozdéleni, neZz napiiklad metoda K-Means. Presto byly vybrané
numerické proménné pred analyzou transformovany. [13] [15]

Dvoukrokova metoda umoZinuje standardizovat numerické proménné
na stejnou miru o primeéru nula a rozptylu jedna. Tato byla funkce pouzita, protoze
pouZité numerické proménné maji odliSné miry. Dal$i nastaveni metody zahrnuje
volbu pouziti volitelného mezikroku pro odstranéni odlehlych ptipadt.
Procentudlni hodnota urcuje velikost malych shluki, které jsou podezielé

z obsazeni odlehlych pripadi. Pro tuto ulohu bylo zvoleno rozmezi poctu shlukt
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od dvou do Sesti. Vétsi pocet by bylo obtiZzné popsat, protoze rozdily mezi shluky
by byly zanedbatelné. Doslo by také kzvyseni poctu malych shluki, které sice
reprezentuji existujici skupiny, praktické vyuziti takové informace je vSak nizké.
[13] [15]

Pro nalezeni optimalniho poctu shluk SPSS Modeler nabizi dva informacni
kritériony, AIC (Akaike information criterion) a BIC (Bayesian information
criterion). Pro analyzu byl zvolen druhy jmenovany, protoZe se mu dokumentace
SPSS vénuje podrobnéji. Algoritmus nejprve spocita BIC pro kazdy povoleny pocet
shlukd, ktery poté pouzije pro pocate¢ni odhad. V druhé fazi je pocate¢ni odhad
upifesnén nalezenim nejvétsiho relativniho nartistu vzdalenosti mezi dvéma
nejblizsimi shluky vkazdé fazi hierarchického shlukovani. Tento postup
se opakuje, dokud nejsou vypocteny vSechny poméry minimdalni vzdalenosti.
Nakonec se porovnaji dva nejvétsi ziskané poméry. Pokud je nejvétsi pomér 1,15x
vétsi nez druhy nejvétsi pomér, potom je vybran model s nejvétSim pomeérem jako
nejlepsi reSeni, jinak je z téchto dvou modelli vybran ten, s vy$$Sim poctem shluka
jako optimalni. Z dlvodu pouZiti kategoridlnich proménnych byl pro méreni
vzdalenosti zvolen logaritmus vérohodnostni funkce. Vysledné nastaveni

parametrli metody je zirejmé z obrazku ¢. 11. [5] [12] [13] [15]
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Obr. 11 Nastaveni parametrii dvoukrokové metody
Zdroj: Vlastni zpracovani

5.2 Klasifikace klientu podle vyuzivani okrajovych sluzeb

Tato uloha si klade za cil ovéteni pravdivosti zvolené hypotézy. Pro ovéreni
hypotézy byla zvolena hladina vyznamnosti a = 0,05. Hypotéza je formulovana

nasledovné:

Hy: VyuZivdni okrajovych bankovnich sluZeb jako Cashback (vybér hotovosti
na pokladné pri platbé kartou) neni zdvislé na cetnosti vyuZiti ostatnich bankovnich
sluZeb.

Hy: VyuZivdni okrajovych bankovnich sluZeb jako Cashback (vybér hotovosti
na pokladné pri platbé kartou) je zdvislé na Cetnosti vyuZiti ostatnich bankovnich

sluZeb.
Pokud bude nulova hypotéza vyvracena a prijata hypotéza alternativni,

bude dalsi casti ulohy nalezeni klasifikactniho modelu, ktery bude nejpresnéji

klasifikovat klienty vyuzivajici okrajové sluzby. Za okrajové sluzby jsou v uloze
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povazovany Cashback, nadmérny vklad a vybér z bankomatu v zahranici (z vlastni
nebo cizi banky). Pro tuto tlohu byla pouzita diskrimina¢ni analyza, protoZe data
obsahuji velké mnoZstvi numerickych proménnych. Vybér proménnych pro tuto
analyzu byl volen s ohledem na jejich relativni vyznamnosti a nizké korelace. [11]

V SPSS Modeler uzlu diskrimina¢ni analyzy je tfeba nastavit nékolik
parametrii. Prvnim je vybér metody. Pro tuto byla zvolena metoda Stepwise,
protoZe poskytuje detailnéjsi vystupy. Metoda dale nabizi volbu, zda bude pouZita
matice vnitroskupinovych nebo meziskupinovych kovarianci. Pouziti matice
vnitroskupinovych variaci vychazi ze splnéni predpokladu o shodé kovarianc¢nich
matic. Pro ovéreni tohoto predpokladu byl pouZzit Boxiv M test. Nulova hypotéza
Boxova M testu

HO:ZI _ e = Zg

rika, Ze se kovarian¢ni matice shoduji, alternativni hypotéza rika, Ze se dané
matice nehoduji. Pokud se matice neshoduji, je potieba pro Klasifikaci pouzit
kvadratickou diskriminac¢ni funkci. Kvadraticka diskriminac¢ni funkce se pouziva,
kdyz se matice velmi odlisuji a pokud jsou pouzita rozsahla data. [5] [11] [13]

DalSim nastavenim je volba, zdali budou klasifikacni koeficienty uvaZovat
apriorni pravdépodobnosti. JelikoZ apriorni pravdépodobnosti skupin zavislych
proménnych pouZzitych vuloze se velmi odliSuji, byla zvolena moZnost, ktera
uvazuje apriorni pravdépodobnosti. Skute¢ny pocet pripadi ve skupinach poté
aby zvysili pravdépodobnost prislusnosti ve vétsi skupiné oproti mensi. Nastaveni

parametrt uzlu diskriminacni analyzy je vidét na obrazku ¢. 12. [13] [15]
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Obr. 12 Nastaveni parametri diskrimina¢ni analyzy
Zdroj: Vlastni zpracovani

v

Nastaveni metody Stepwise, zobrazené na obrazku ¢. 13, vyzaduje
upiesnéni pouzité statistiky a kritérii pro zarazovani a vytrazovani proménnych.
SPSS Modeler nabizi pét odliSnych statistik. Pro ulohu bylo zvoleno Wilksovo
lambda. Jedna se o statistiku, testujici shodu skupinovych primért. Nulova

hypotéza
Ho:py = pp = - =

rika, Ze se priméry shoduji. V kazdém kroku je vybrana proménna, ktera
nejvice minimalizuje celkové Wilksovo lambda. Pro =zatazeni a vyrazeni
proménnych metoda nabizi na vybér mezi nastavenim kritickych hodnot a hladin
vyznamnosti. Pro ulohu byla vybrana prvni moZnost. Pokud je F-hodnota
proménné vyssi, nez zadana vstupni F-hodnota, pak je zafazena do modelu.
Naopak pokud je F-hodnota proménné nizZsi, neZ zadana F-hodnota pro vyrazeni,
pak je zmodelu vyrazena. Nastavenim kritickych hodnot Ize regulovat pocet

proménnych v modelu. [15] [22]
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Obr. 13 Vybér metody pro Stepwise
Zdroj: Vlastni zpracovani

Volitelné vystupy analyzy jsou rozdéleny do tfi kategorii. Prvni kategorie
zahrnuje popisné statistiky, matice a koeficienty funkci. Klasifika¢ni kategorie
umoziuje do vystupu zahrnout grafy nebo vysledek kriZové validace. Posledni
kategorie umoznuje zobrazeni podrobnych informaci o pribéhu metody Stepwise.
Pro ziskani maximdalniho mnoZstvi informaci o modelu byly pouzity vSechny

volitelné vystupy. [13] [15]
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6 Interpretace vystupu analyz

Interpretace vystupli odpovida paté fazi metodiky CRISP-DM. Vybrané
modely a vystupy jsou hodnoceny a analyzovany. Modely popsané v jednotlivych
ulohach byly vybrany po mnoha opakovani a testovani odliSnych nastaveni
parametri metod a pouzitych proménnych. Vystupy metod jsou v proudu
obsaZeny v takzvanych nuggetech. Vpraxi vznikaji proudy, které obsahuji
naptiklad dvacet navazujicich Derive uzli. Re$enim je sjednoceni uzl& podobnych
funkci do souhrnnych uzll ve tvaru hvézdy. Proud pouzity pro tuto praci obsahuje
tii takové uzly, které slouzi pro transformace proménnych, tvorbu novych
proménnych a pievedeni vybranych numerickych proménnych na dichotomické.

Vysledny proud s vystupy obou uloh je zobrazen na obrazku ¢. 14. [13] [15]
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Obr. 14 Vysledny proud pro obé tlohy
Zdroj: Vlastni zpracovani

6.1 Analyza skupin bankovnich klientu

V této uloze byl analyzovan cely dataset i podskupiny zminéné v pripravé
dat. Popsany model analyzuje pravé podskupinu bankovnich klientd vlastnici
kreditni kartu. Diivodem je zejména fakt, Ze modely v této podskupiné vychazely
kvalitnéji. Celkem bylo pouzito zhruba 4500 pripadi. Vybrané vystupy jsou nize
podrobné popsany. Na obrazku ¢. 15 je souhrn zakladnich informaci o poctu

shluki, pouzitych proménnych a vyslednd hodnota siluety modelu. Celkem bylo
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pouzito devét proménnych a na zakladé BIC Kkritérionu byl vybran model s péti

shluky. Hodnota siluety modelu vysla 0,41.

Model Summary

Algorithm TwoStep

Inputs 9

Clusters &

Cluster Quality

Poor Fair Goodl

[
A0 05

[ |
0,0 0,5 1,0

Silhouette measure of cohesion and separation

Obr. 15 Souhrn informaci o modelu a hodnota siluety
Zdroj: Vlastni zpracovani

v

Na obrazku ¢. 16 jsou znazornény relativni velikosti shluki. Pomér mezi

nejvétsim a nejmensim shlukem je necelych 1 : 2,5.

Size of Smallest Cluster B45 (13 9%)

Size of Largest Cluster 1533 (33,1%)

Ratio of Sizes:
Largest Cluster to 238
Smallest Cluster

Obr. 16 Velikosti shlukii
Zdroj: Vlastni zpracovani
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Vtabulce ¢ 4 jsou zobrazeny vypoctené vyznamnosti pouZitych
proménnych. Jako nejvyznamnéjSi se ukazaly kategorialni proménné. Mezi

vyznamné numerické proménné patii ATM.cizi_trans a Prich.platba.pocet_LogN.

Tabulka 4 Vyznamnosti nezavislych proménnych

Proménna Vyznamnost

Banka.aktiva 1

Vklad ucet pobocce - ano/ne 1

Debet emboss 1
ATM.cizi_trans 0,54
ATM.cizi.castka_sqrt 0,3
Prich.platba.pocet_LogN 0,25
ATM.vlastni_LogN 0,2
Zustatek_sqrt 0,19
Obrat_LogN 0,09

Zdroj: Vlastni zpracovani

Vystup dale umoznuje zobrazeni podrobnéjsich popisii a vizualizaci
vzdalenosti medianli proménnych pro jednotlivé shluky. Hodnoty lze vidét
na obrazku ¢ 17. U numerickych proménnych barevny c¢tverec symbolizuje
hodnotu medidnu pro konkrétni shluk. Je patrné, Ze ¢im vice se odliSuji hodnoty

mediang, tim je proménna vyznamnéjsi. [13] [15]
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Cluster Comparison
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Obr. 17 Grafické porovnani proménnych a vyslednych shlukii

Zdroj: Vlastni zpracovani

Primérné hodnoty proménnych v jednotlivych shlucich, ziskané pomoci
uzlu Means, jsou v tabulce €. 5. Tabulka ¢. 6 zobrazuje procentualni hodnoty vyuZiti

okrajovych sluzeb pro konkrétni shluky, ziskané pomoci uzlu Matrix. [13] [15]
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Tabulka 5 Hodnoty proménnych pro jednotlivé shluky

Shluk 1 2 3 4 5
Velikost 33,1% | 14% | 171% | 155% | 203%
Velké Malé Malé Velké Velké
Banka.aktiva (100%) | (76,3%) | (100%) | (100%) | (100%)
Vklad et Ne Ano Ne Ano Ne
pobodce - ano/ne | (100%) | (88,1%) (100%) (100%) (59,3%)
Ne Ne Ne Ne Ano
Debetemboss | 100) | (63,6%) | (64,1%) | (100%) | (100%)
ATM.cizi 0,5 1,9 1,4 0,9 1
ATM.cizi.castka 809 2939 2283 1121 1525
Prich.platba.pocet 3,2 8,9 4,4 >4 4,8
ATM.vlastni 2,8 3,5 2,2 3 4
Zustatek 24980 89665 19332 13674 17969
Obrat 21732 46301 24762 18819 26941
Zdroj: Vlastni zpracovani
Tabulka 6 Cetnosti vyuziti okrajovych sluzeb
Shluk 1 2 3 4 5
Cashback 5,7% 17,8% 10,1% 15,3% 24,5%
Vybér v zahranici 5,8% 36,4% 16,8% 18,5% 33,1%
Nadmeérny vklad 1% 16,8% 1% 16,6% 5,3%

Zdroj: Vlastni zpracovani

Jednotlivé shluky jsou popsany sohledem na pouZité proménné, jejich
celkovou a relativni vyznamnost a prlimérné hodnoty proménnych v jednotlivych
shlucich.

Prvni, nejvétsi shluk reprezentuje skupinu klientt velkych bank, ktefi maji
Ucet pouze pro potreby kreditni karty. Tito klienti nenavstévuji pobocku své banky

a nemaji ani dalsi nekreditni karty. Vybiraji ¢astky do 1 000 K¢ z bankomat cizi
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banky. Primérny mésicni obrat a zlstatek se pohybuji okolo 25000 K¢.

Druhy, nejmensi shluk popisuje skupinu klientli prevazné malych bank,
ktefi navstévuji pobocku své banky. Z bankomatu vybiraji ¢asto a vysoké castky,
primérné 3 000 K¢. Tato skupina ma nejvyssi pocet prichozich plateb, ziistatek
a obrat. Zhruba tretina klientli ma také debetni embosovanou kartu. Klienti této
skupiny ¢asto vyuZzivaji okrajové sluzby.

Do tretiho shluku patfi klienti malych bank, ktefi nenavstévuji pobocku své
banky. V jedné tretiné pripadi tito klienti maji spolu s kreditni kartou také debetni
embosovanou kartu. Z bankomatli vlastni banky nevybiraji ¢asto a z bankomati
cizich bank vybiraji ¢astky pres 2 000 K¢. Zlstatek i obrat se pohybuji okolo 20 000
K¢. Tito Klienti ziidka pouzivaji okrajové sluzby.

Ctvrty shluk zahrnuje klienty velkych bank, ktefi navs$tévuji pravidelné
pobocCku pro vklad penéz na ucet. Klienti maji nizky mésicni obrat a zistatek
pohybujici se okolo 15 000 K¢. Penize vybiraji predevsim z bankomatt vlastni i cizi
banky. Primérny vybér je zhruba 1000 K¢ Klienti nadpriimérné vyuzivaji
okrajovych sluZeb.

Paty shluk obsahuje klienty velkych bank, na rozdil od prvniho shluku vSak
tito klienti vtémér poloviné pripadi navstévuji pobocku své banky pro vklad
penéz na ucet. VSichni klienti maji k ictu embosovanou debetni kartu. Ze vSech
skupin nejcastéji vybiraji ¢astky okolo 1500 K¢ z bankomatu své banky. Témér

ve Ctvrtiné pripadu Klienti vyuzivaji sluzbu Cashback.
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6.2 Klasifikace klientu podle vyuzivani okrajovych sluzeb

V této uloze byl pouzit cely dataset, analyza podskupin neukazala vyznamné
rozdily. Nékteré vystupy byly shledany nevyznamné, a proto zde jejich popis neni.
Prvni tabulka obsahuje souhrn poctu pouzitych a vyrazenych piipadi. Vystup také
obsahuje tabulku spriméry a smeérodatnymi odchylkami proménnych
v jednotlivych skupindch zavislé proménné. Tabulky ¢. 7-9 ukazuji vysledky testl
ANOVA pro jednotlivé zavislé proménné. Tento test je proveden pred vznikem
modelu. Nejvyznamnéjsi udaje vtéchto tabulkach jsou sloupce s hodnotami
Wilksova lambda a P-hodnotami. Cim niz$i je hodnota Wilksova lambda pro danou
proménnou, tim vyznamnéjsi je jeji vztah se zavislou proménnou. Pro P-hodnoty
plati, Ze pokud je niz$i neZ stanovena hladina vyznamnosti, zamita se nulova
hypotéza a proménna je statisticky vyznamna. [11] [13]

Analyza ukazala, Ze Sest nezavislych proménnych je statisticky vyznamnych
na zvolené hladiné vyznamnosti 0,05 ve vSech tfech modelech. U téchto
proménnych byla prokazdna vyznamna zavislost cetnosti vyuziti danych
bankovnich sluzeb na vyuzZiti zvolenych okrajovych sluzeb. Proto byla zamitnuta

definovana nulova hypotéza a ptijata hypotéza alternativni.

Tabulka 7 Test shody skupinovych priiméri pro Cashback

Wilks' Lambda F dfl df2 Sig.
Obrat_LogN 1,000 5,229 1 13945 ,022
ATM.vlastni_LogN ,997 41,526 1 13945 ,000
ATM.cizi.castka_sqrt ,979 304,711 1 13945 ,000
Prich.platba.pocet_LogN ,992 108,695 1 13945 ,000
TPU.pobocka_LogN ,999 17,197 1 13945 ,000
SIPO.celkem_LogN ,981 272,188 1 13945 ,000
Uhrada.telefon_LogN 1,000 4,803 1 13945 ,028
Uhrada.box_LogN 1,000 2,609 1 13945 ,106
Zustatek_LogN 1,000 1,719 1 13945 ,190
ATM.cizi_trans ,994 86,406 1 13945 ,000

Zdroj: Vlastni zpracovani
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Tabulka 8 Test shody skupinovych priiméri pro nadmérny vklad

Wilks' Lambda F dfl df2 Sig.
Obrat_LogN 1,000 ,386 1 14159 ,535
ATM.vlastni_LogN ,999 20,024 1 14159 ,000
ATM.cizi.castka_sqrt ,989 158,344 1 14159 ,000
Prich.platba.pocet_LogN ,984 228,001 1 14159 ,000
TPU.pobocka_LogN ,998 27,550 1 14159 ,000
SIPO.celkem_LogN ,991 126,465 1 14159 ,000
Uhrada.telefon_LogN 1,000 5,765 1 14159 ,016
Uhrada.box_LogN ,999 7,159 1 14159 ,007
Zustatek_LogN ,997 39,780 1 14159 ,000
ATM.cizi_trans ,992 115,382 1 14159 ,000
Zdroj: Vlastni zpracovani
Tabulka 9 Test shody skupinovych primeéri pro vybér v zahranici
Wilks' Lambda F dfl df2 Sig.
Obrat_LogN ,994 101,265 1 15966 ,000
ATM.vlastni_LogN ,983 282,473 1 15966 ,000
ATM.cizi.castka_sqrt ,929 1217,505 1 15966 ,000
Prich.platba.pocet_LogN ,978 351,457 1 15966 ,000
TPU.pobocka_LogN ,998 31,949 1 15966 ,000
SIPO.celkem_LogN ,982 288,651 1 15966 ,000
Uhrada.telefon_LogN 1,000 ,854 1 15966 ,355
Uhrada.box_LogN 1,000 2,120 1 15966 ,145
Zustatek_LogN ,996 60,504 1 15966 ,000
ATM.cizi_trans ,954 770,134 1 15966 ,000

Zdroj: Vlastni zpracovani

’ ’

Dalsi casti tlohy bylo nalezeni nejpiresnéjsiho modelu pro klasifikaci klientt
do skupin. Jako zavisla proménna byla zvolena okrajova sluzba Cashback. Nejdrive
byla ovérena platnost predpokladu o shodé kovarian¢nich matic nezavislych

proménnych  napri¢  skupinami zavislé proménné pomoci Boxova

M-testu. Vysledek testu je vtabulce ¢. 10. Vyslednd P-hodnota p<0,001 zamitla

nulovou hypotézu. Test tedy tento predpoklad nepotvrdil, pouZiti

meziskupinovych matic ale neprineslo zlepSeni. Pro ulohu proto byla nakonec

pouzita matice vnitroskupinovych kovarianci. [11] [12] [13]
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Tabulka 10 Vysledek Boxova M testu

Box's M 1534,478
F Approx. 23,192
dfl 66
df2 24625162,521
Sig. ,000

Zdroj: Vlastni zpracovani
Metoda Stepwise z deseti pivodnich proménnych vybrala pro model osm.
V tabulce €. 11 Ize vidét, jak postupné byly proménné vybirany. V kazdém z osmi

kroki byla vybrana proménna, kterd nejvice snizila celkové Wilksovo lambda. [13]

Tabulka 11 Priibéh metody stepwise

Wilks' Lambda
Exact F

Step Entered Statistic | dfl | df2 | df3 Statistic | dfl df2 Sig.

1 ATM.cizi.castka_sqrt ,979 1 1| 13945, | 304,711 1| 13945,0 ,000
2 SIPO.celkem_LogN ,963| 2| 1]13945,| 266,907 | 2| 13944,0 ,000
3 Obrat_LogN 959 | 3| 1]13945,] 199,322| 3| 13943,0 ,000
4 Prich.platba.pocet_LogN ,955 4 1(13945,] 162,815 41 13942,0 ,000
5 ATM.vlastni_LogN ,952| 5| 1]13945,| 139,471| 5| 13941,0 ,000
6 TPU.pobocka_LogN ,952| 6| 1]13945,| 118,055| 6| 13940,0 ,000
7 Uhrada.telefon_LogN ,951 7 1(13945,] 101,828 71 13939,0 ,000
8 ATM.cizi_trans ,951 8 1[13945,] 89,607 8| 13938,0 ,000

Zdroj: Vlastni zpracovani

Tabulka ¢. 12 standardizovanych koeficientli zobrazuje hodnoty, které byly
pouZzity k vypocitani diskrimina¢niho skére pro jednotlivé pripady. Postup vypoctu
je stejny jako napf. u linedrni regrese. Rozdéleni skére pro jednotlivé funkce je
nastaveno tak, aby se pramér rovnal nule a smérodatna odchylka se rovnala jedné.
Z téchto hodnot Ize dale odvodit vyznamnosti proménnych. Cim vétsi absolutni

hodnotu ma koeficient tim vyznamnéjsi vliv ma prislusna proménna. [17] [27]
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Tabulka 12 Standardizované koeficienty diskriminacni funkce

Function
1
Obrat_LogN -,388
ATM.vlastni_LogN ,249
ATM.cizi.castka_sqrt ,602
Prich.platba.pocet_LogN ,249
TPU.pobocka_LogN -,130
SIPO.celkem_LogN ,586
Uhrada.telefon_LogN ,079
ATM.cizi_trans -,085

Zdroj: Vlastni zpracovani

Tabulka ¢. 13 obsahuje vnitroskupinové korelace vSech nezavislych
proménnych s kanonickou funkci. Tyto hodnoty nejsou na rozdil od predchozi
tabulky ovlivnény kolinearitou takze presné wukazuji proménné s vysokou

diskriminac¢ni schopnosti. [17] [27]

Tabulka 13 Tabulka korelaci s kanonickou funkci

Function
1
ATM.cizi.castka_sqrt ,652
SIPO.celkem_LogN ,616
Prich.platba.pocet_LogN ,389
ATM.cizi_trans -,347
ATM.vlastni_LogN ,241
TPU.pobocka_LogN -,155
Obrat_LogN -,085
Uhrada.telefon_LogN ,082
Uhrada.box_LogN2 -,039
Zustatek LogN? ,009

Zdroj: Vlastni zpracovani

V tabulce ¢. 14 jsou zobrazeny priméry hodnot diskriminac¢ni funkce (zvané
také centroidy) v danych skupinach. Samotné zarazeni pripadd do skupin poté
zavisi na tom, jestli je diskriminacni skore daného pripadu blize hodnoté 0,58
pro zarazeni do skupiny klienti ktefi sluzbu Cashback vyuzivaji nebo hodnoté

-0,089 pro zarazeni do skupiny klientd kteri Cashback nevyuzivaji. V praxi se
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pro klasifikaci vypocitd primeér téchto dvou hodnot. Vtomto modelu primeér
vychazi 0,246. Obrazek ¢. 18 ukazuje, Ze pripady shodnotou diskrimina¢niho
kritéria nad 0,246 jsou zarazeny do skupiny Ano a nizsi do skupiny Ne. [17] [27]

Tabulka 14 Stiredy skupin zavislé proménné

Function
Cashback.flag 1
Ne -,089
Ano ,580

Zdroj: Vlastni zpracovani

Nepouziva 0,246 Pouziva
Pramér skupiny = -0,089 Pramér skupiny = 0,58

Obr. 18 Klasifikace podle priimérné hodnoty
Zdroj: Vlastni zpracovani

Tabulka ¢. 15 ukazuje charakteristiky ziskané diskrimina¢ni funkce.
Kanonicka korelace méri vztah mezi diskrimina¢nimi skére a skupinami. Hodnota
kanonické korelace je 0,221. Cim vétsi je ziskané vlastni ¢islo, tim vice variace
zavislé proménné lze funkci vysvétlit. Hodnota vlastniho ¢isla vypoctené funkce je

0,051. [17] [27]

Tabulka 15 Vlastnosti diskriminacni funkce

Canonical

Function Eigenvalue % of Variance Cumulative % Correlation

1 ,0512 100,0 100,0 ,221

Zdroj: Vlastni zpracovani
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Tabulka ¢. 16 ukazuje hodnotu Wilksova lambda pro ziskanou funkci, které
ukazuje cast celkové variace nevysvétlenou rozdily mezi skupinami. Hodnota
Chi-square statistiky dosahla hodnoty 699,2. Statistika testuje, zda se kanonicka
korelace diskriminac¢ni funkce rovna nule. Nulova hypotéza tvrdi, Ze funkce nema
diskrimina¢ni schopnost. Dale je zobrazen pocet stupiili volnosti a vysledna
P-hodnota. ProtoZe P-hodnota vySla 0,000 1ze nulovou hypotézu zamitnout, takze

funkci a potazmo model 1ze povaZovat za vyznamnou pro diskriminaci. [17] [27]

Tabulka 16 Test diskriminac¢ni funkce

Test of Function(s) Wilks' Lambda | Chi-square df Sig.
1 ,951 699,2 8 ,000

Zdroj: Vlastni zpracovani

Presnost klasifikace modelu Cashback je v tabulce ¢. 17. Pro ukazku jsou
zobrazeny i klasifika¢ni tabulky ¢. 18-19 pro modely nadmérny vklad a vybér
v zahranici. Krizova validace vysla ve vSech tfech modelech témér stejné. Model
lépe zarazuje klienty, ktefi sluzbu Cashback nepouZivaji. Celkova klasifika¢ni

presnost modelu vypoctena pomoci vazeného primeéru se rovna 66%. [2]

Tabulka 17 Presnost Klasifikace modelu Cashback

Predicted Group Membership

Cashback.flag Ne Ano Total
Original Count Ne 8073 4048 12121
Ano 688 1166 1854
Ungrouped cases 1500 2565 4065
% Ne 66,6 33,4 100,0
Ano 37,1 62,9 100,0
Ungrouped cases 36,9 63,1 100,0
Cross-validated® Count Ne 8067 4054 12121
Ano 693 1161 1854
% Ne 66,6 33,4 100,0
Ano 37,4 62,6 100,0

Zdroj: Vlastni zpracovani
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Tabulka 18 Presnost Kklasifikace modelu nadmérny vklad

Predicted Group Membership
Nadmerny.flag Ano Ne Total
Original Count  Ano 369 228 597
Ne 3841 9723 13564
Ungrouped cases 1837 1990 3827
% Ano 61,8 38,2 100,0
Ne 28,3 71,7 100,0
Ungrouped cases 48,0 52,0 100,0
Cross-validated® Count  Ano 364 233 597
Ne 3845 9719 13564
% Ano 61,0 39,0 100,0
Ne 28,3 71,7 100,0
Zdroj: Vlastni zpracovani
Tabulka 19 Piresnost Klasifikace modelu vybér v zahranici
Predicted Group Membership
ATM.vlastni.cizi.zahr.flag Ano Ne Total
Original Count  Ano 1930 881 2811
Ne 3868 9289 13157
Ungrouped cases 1449 571 2020
% Ano 68,7 31,3 100,0
Ne 29,4 70,6 100,0
Ungrouped cases 71,7 28,3 100,0
Cross-validated® Count  Ano 1928 883 2811
Ne 3869 9288 13157
% Ano 68,6 31,4 100,0
Ne 29,4 70,6 100,0

Zdroj: Vlastni zpracovani
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7 Shrnuti vysledkut

Celkem ve dvou ulohach byla zanalyzovana poskytnuta data o bankovnich
klientech. Postup zpracovani uloh se ridil metodikou CRISP-DM, ktera se ukazala
velmi uzite¢na. Casto bylo tfeba vratit se k predchazejicim fazim, predevsim
k pripravé dat.

Ve treti kapitole byly poskytnuty rady pro zkvalitnéni internetovych
kalkulator(i. Zminéné rady vychazi zejména ze zkuSenosti ziskanych pti pripravé
dat.

Viloze Analyza skupin bankovnich klienti byla zvolena dvoukrokova
shlukova analyza. Analyzovani byli klienti, kteri vlastni kreditni kartu. Vyslednym
modelem byly pripady rozdéleny do péti shlukd. Kvalita modelu dana siluetou
dosahla hodnoty 0,4. Vzhledem k tomu, Ze data jsou plivodem zinternetového
kalkulatoru naklonéna smérem k uZivatelim internetového bankovnictvi, 1ze tuto
hodnotu povazZovat za dostatecné vysokou. Celkem bylo pouZito devét
proménnych, tfi dichotomické a Sest numerickych. Jako nejvyznamnéjsi se ukazaly
dichotomické proménné. Tri shluky obsahuji klienty bank takzvané velké trojky,
do které patii Ceskd spotitelna, CSOB (Ceskoslovenskid obchodni banka)
a Komerc¢ni banka. Celkové se neda fici, Ze by klienti vlastnici kreditni kartu
preferovali vétsi banky.

V uloze Klasifikace klientl podle vyuzivani okrajovych sluzeb byla nejdiive
vyvracena zvolend nulovd hypotéza na hladiné vyznamnosti 5%. Pro vytvoreni
klasifikatniho modelu zvolena zavisla proménna Cashback. Ziskany model dosahl
presnosti klasifikace 66%. Stejnou presnost modelu ukazuje i pouziti kiiZové
validace. Model lze pouzit v bankovnim prostredi, zejména pro cilenou reklamu.
Mnoho potencialnich klientli o urcitych okrajovych sluzbach nevi, pritom existuje
vysokd Sance, Ze o né budou mit zijem. Presnost Kklasifikacnich modelti
pro okrajové sluzby nadmérny vklad na pobocce a vybér z bankomatu v zahranici
dosahla 71,2% respektive 70,2%. Modely presnéji klasifikuji klienty, ktefi okrajové

sluzby nevyuZzivaji, rozdil je vSak maly.
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8 Zaveéry a doporuceni

Ziskané modely vychazi z dat, které jsou naklonéna klientim pouZzivajici
internet, takze trénovaci data nereflektuji skutecnou populaci bankovnich klient.
Presto vSak mohou piinést uZitecné informace o urcitych skupinach, napiiklad
o Kklientech vlastnici kreditni kartu. VétSina numerickych proménnych i pres
pouziti transformaci nesplnuje kompletné piedpoklady normality. V piipadé
shlukové analyzy, pouzivajici princip Listwise bylo potieba kvili nedostatku
kompletnich pripadli nahradit chybéjici hodnoty. Vhodné je zvazeni zminénych rad
ohledné upravy existujiciho kalkulatoru a pripadné navrhu dotazniku, ktery by byl
konkrétné zaméren na ziskani dat reflektujici skute¢nou populaci klientl
retailového bankovnictvi. Tim by se razantné urychlila pfiprava dat a odpadly
problémy s interpretaci chybéjicich hodnot. Pokud by dotaznik obsahoval
i zakladni demografické udaje pak by data umoziovala i nékteré dalsi analyzy.

Vysledek shlukové analyzy je uspokojivy. Hodnota siluety témér dosahla
hodnoty 0,5. Vyznamnosti jednotlivych proménnych ukazuji, Ze u numerickych
proménnych nejsou priimérné hodnoty ve shlucich velice rozdilné, coz zptisobilo
nartst vyznamnosti dichotomickych proménnych. Problémem je zejména ptlivod
dostupnych dat. Lidé s pripojenim k internetu, ktefi se zajimaji o vysi bankovnich
poplatkd, lze povaZovat za potencidlni skupinu v celkové populaci klientt ceskych
bank. Proto Ize predpokladat, Ze i jejich bankovni charakteristiky budou podobné.
[ tak vSak zanalyzy vyplynuly nékteré odlisSnosti, predevSim ve vysi castky
vybirané z bankomatu cizi banky a mési¢niho zlistatku.

V ptipadé diskrimina¢ni analyzy dosazené vysledky bezpecné vyvraceji
stanovenou nulovou hypotézu. Klienti svy$si mirou vyuziti standartnich
bankovnich sluzeb také casté vyuZivaji sluzby okrajové. Presnost klasifikace
modeld dosahla hodnot okolo 70%.

Budouci analyzy mohou zahrnovat pouZiti logistické regrese. Ta se podoba
diskrimina¢ni analyze a umoZiuje také pouzZiti nezavislych kategoridlnich
proménnych. V praxi se cCasto vyuZziva obou metod a vysledky jsou porovnany.

V pripadé shlukové analyzy lze doporucit pouziti uzlu dvoukrokové analyzy AS,
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ktery umoznuje pokrocilejsi nastaveni. Pro nékteré specifické ulohy lze také

doporucit pouZziti rozhodovacich stromti a neuronovych siti.
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1) Tabulka proménnych pripraveného datasetu
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Proménna Pouzita zkratka Typ Rozmezi
hodnot
Data o pfipojeni
Datum Datum Kategorialni | 2010 - 2014
Ucet
Min. mési¢ni obrat Obrat Numericka 20-1 000 000
Primér. Mési¢ni zlstatek Zustatek Numericka 0 -1 000 000
Vypis z uctu
Forma vypisu Vypis.Forma Kategorialni | 0 — Elektronicky
1 - Postou
2 - Telefonicky
Frekvence vypisu Vypis.Frekv Kategoridlni | 1 —Tydné
2 — Mési¢né
3 — Ctvrtletné
4 - Ro¢né
Karta
Debet neemboss Debet.neem Kategorialni | 0— Ne
1-Ano
Debet emboss Debet.em Kategorialni | 0— Ne
1-Ano
Kreditni Kreditni Kategorialni | 0— Ne
1-Ano
Vybér z ATM vlastni banky ATM.vlastni Numericka 0-30
Vybér z ATM cizi banky ATM.cizi Numericka 0-30
Vybér z ATM cizi banky - ¢astka ATM.cizi.castka Numericka 0 - 50000
Vybér z ATM vlastni banky v | ATM.vlastni. Numericka 0-30
zahranici zahr
Vybér z ATM vlastni banky v | ATM.vlastni. Numericka 0 - 50000
zahranici - ¢astka zahr.castka
Vybér z ATM cizi banky v zahranici | ATM.cizi.zahr Numericka 0-30
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Vybér z ATM cizi banky v zahraniéi | ATM.cizi.zahr.castka | Numericka 0 - 50000

- Castka

PFimé bankovnictvi

Pfimé bankovnictvi Prime.bank Kategorialni | 0 —Ne
1-Ano

Internetbanking Inter.bank Kategorialni | 0—Ne
1-Ano

Telebanking Tele.bank Kategorialni | 0—Ne
1-Ano

Platby - jednorazové

Pfichozi platba z vlastni a cizi | Prich.platba.pocet Numericka 0-200

banky - pocet

pfikaz k uhradé do vlastni a cizi | Uhrada.pobocka Numericka 0-100

banky - pobocce

pfikaz k uhradé do vlastni a cizi | Uhrada.telefon Numericka 0-30

banky - Po telefonu

pfikaz k uhradé do vlastni a cizi | Uhrada.box Numericka 0-40

banky - sbérny box

pfikaz k Uhradé do vlastni a cizi | Uhrada.interbank Numericka 0-200

banky - internetbanking

Platby - trvalé piikazy (TPU)

do vlastni a cizi banky - pobocce TPU.pobocka Numericka 0-20

do vlastni a cizi banky - Po | TPU.telefon Numericka 0-20

telefonu

do vlastni a cizi banky - | TPU.interbank Numericka 0-40

internetbanking

Platby - povoleni k inkasu

(v€etné SIPO)

do vlastni a cizi banky - Po | SIPO.pobocka Numericka 0-20

telefonu2

do wvlastni a cizi banky - | SIPO.telefon Numericka 0-10

internetbanking2
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do vlastni a cizi banky - pobocce SIPO.interbank Numericka 0-30
Hotovostni operace
Vklad ucet pobocce - pocet Vklad.poboc.pocet Numericka 0-20
Nadmeérny vklad - pocet Nadmerny.pocet Numericka 0-10
Nadmérny vklad - ¢astka Nadmerny.castka Numericka 0-1000 000
Vklad ucet pres bankomat - pocet | Vklad.bankomat. Numericka 0-10
pocet
Vybér pobocce - pocet Vyber.poboc. Numericka 0-20
pocet
Sluzba cashback - pocet Cashback.pocet Numericka 0-20
Aktualni uzivana banka Banka Kategorialni | 1-17
Aktualni uzivany ucet Ucet Kategorialni | 2-113
Nové proménné
Vklad ucet pobocce - flag Vklad.poboc.flag Kategorialni | 0— Ne
1-Ano
Nadmeérny vklad - flag Nadmerny.flag Kategorialni | 0— Ne
1-Ano
Vklad ucet pres bankomat - flag Vklad.bankomat. Kategorialni | 0— Ne
flag 1-Ano
Vybér pobocce - flag Vyber.poboc. Kategorialni | 0— Ne
flag 1-Ano
Sluzba cashback - flag Cashback.flag Kategorialni | 0—Ne
1-Ano
Banky podle aktiv Banka.aktiva Kategoridlni | Tabulka ¢. 3
Banky podle bankomatu Banka.bankomaty Kategoridlni | Tabulka ¢. 3
Banky podle pobocek Banka.pobocka Kategoridlni | Tabulka ¢. 3
Celkovy pocet uhrad Uhrada.celkem Kategorialni | 0—204
Celkovy pocet trvalych prikazud TPU.celkem Kategorialni | 0—47
Celkovy pocet SIPO SIPO.celkem Kategorialni | 0—30
Vybér z bankomatu v zahrani¢i — | ATM.vlastni.cizi.zahr | Kategorialni | 0— Ne
flag (vlastni nebo cizi banky) flag 1-Ano
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