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Tato bakalarska prace se zamétuje na implementaci Bayesovské in-
verze pro urc¢eni parametri hydromechanického modelu. Vysledkem
je aplikace propojujici hydromechanickou simulaci v Flow123d s Ba-
yesovskou inverzi s vyuzitim modernich knihoven jazyka Python.
Kvtli vysoké vypocetni narocnosti téchto modela je jednim z ci-
i aplikace vysoka paralelnost a moznost efektivniho nasazeni na
vypocetni cluster. Aplikace nativné podporuje nasazeni pres sluz-
bu Metacentrum a planovaci systém OpenPBS. Vysledek inverze
se uklada do standardizovaného formatu ArviZ InferenceData, kte-
ry ma nativni podporu pro vizualizaci vysledkt. Soucasti aplikace
je rozhrani umoznujici ladit parametry inverze a vybér veli¢in, pro
které se inverze ma provést. Prace Tesi nékteré nedostatky existujici
implementace a tvori pouzitelnou alternativu.

Klicova slova: Python, statistika, Bayesovska inverze, hydrome-
chanicka simulace, paralelizace, vypocetni cluster



This bachelor thesis focuses on implementing Bayesian inversion to
determine parameters of a hydromechanical model. The result is an
application that connects hydromechanical simulation in Flow123d
with Bayesian inversion using modern Python libraries. Due to the
high computational demands of these models, one of the applicati-
on’s goals is high parallelism and the ability for efficient deployment
on a computing cluster. The application natively supports deploy-
ment via the Metacentrum service and the OpenPBS scheduling
system. The inversion result is stored in the standardized ArviZ
InferenceData format, which has native support for result visuali-
zation. The application includes an interface for tuning inversion
parameters and selecting variables for which the inversion should
be performed. The thesis addresses shortcomings of existing imple-
mentations and provides a usable alternative.

Keywords: Python, statistics, Bayesian inversion, hydromechani-
cal simulation, paralelism, computing cluster
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Pouziti Bayesovskych modeltu predstavuje silny nastroj, ktery soucasné nachazi vy-
uziti v mnoha rtiznych oborech véetné genetiky, strojového uceni, predpovédi akci-
ového trhu i pocasi. Principem je, Ze mame néjakou puvodni domnénku o urcitém
jevu a tuto domnénku na zédkladé novych informaci upravujeme.

Jednim oborem, kde lze tento pristup pouzit, je prii zjistovani vhodnosti pod-
zemniho 1lozisté pro sklad radioaktivniho odpadu. Tento proces je velice slozity
a sklada se z mnoha dil¢ich tloh — jednou z téchto tloh je urcit, jak se bude hornina
kolem 1lozisté mechanicky chovat po ulozeni radioaktivniho odpadu. Mame k tomu
informace o tom, jak se hornina chova pred ulozenim odpadu.

K simulaci horniny je potfeba znalost hydromechanickych parametrii horniny.
V této tloze jsou ale hydromechanické parametry neznamé. Mame tedy model, ktery
umi urcit chovani horniny s urcitymi parametry, ale my potiebujeme opacng model,
ktery umi urc¢it parametry na zékladé chovani horniny.

Zde miizeme pouzit Bayesovskou inverzi — vyuzit Bayesovského modelu pro zjis-
téni neznamych parametri. Zacneme s néjakym pocatec¢nim odhadem pro hodnotu
kazdého neznamého parametru a tyto odhady budeme pribézné vylepsovat, dokud
se nedostaneme blizko k vysledku. Tento proces je ovsem vypocetné narocny — bude-
me chyttfe navrhovat sady parametri a testovat, jak moc se shoduje chovani téchto
parametri s chovanim horniny. I kdyz se sady parametria vybiraji chytre, tak se
bude muset provést simulace pro velké mnozstvi riiznych parametri, nez se dosah-
ne vysledku. Jedna simulace mtze trvat radové vteriny az minuty, takze vypocetni
narocnost stovek az tisicti simulaci bude velice vysoka.

Pro efektivni pouziti Bayesovské inverze je potieba velké mnozstvi vypocetniho
vykonu. Mtze se zde vyuzit vice paralelnich vldken, kde kazdé bude délat vlastni
inverzi a jejich vysledky se na konci slou¢i. Timto zptisobem bude mozné provozovat
paralelné tolik inverzi, co je jader na procesoru. Stejny napad lze rozsirit dale a vyuzit
nékolika pocitacu ve formé pocitacového clusteru a provozovat nékolikanasobné vice
inverzi paralelné.

Dalsi pristup pro snizeni vypocetni naroc¢nosti je pouziti ndhradnich model.
Tyto modely jsou vyrazné méné vypocetné naroéné a slouzi jako filtr, ktery odfiltruje
Spatné vybrané sady parametri. Diky tomu se neplytva vypocetni vykon pouzitim
ptuvodniho modelu u sad parametri, kde to nedava smysl. Této technice se rika
Delayed Acceptance, pripadné Multi-Layer Delayed Acceptance (MLDA).

Urceni spravnosti vysledki inverze je dilezitou soucasti Bayesovské inverze. Pr-
votni vystup z inverze je velkd mnozina dat, ktera obsahuje vsechny sady parametri
z inverze. Samotna mnozina bez zadného zpracovani moc informaci v sobé nenese.
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Uzitecna informace z této mnoziny je rozdéleni téchto parametri - jak casto jsou
v mnoziné parametry z urcitych regionti, neboli vypocet histogramu mnoziny vysled-
kti. Vysoké zastoupeni hodnot v histogramu predstavuji hodnoty, kde si je inverze
vice jista, ze jsou spravné.

Pro Bayesovskou inverzi s hydromechanickymi modely jiz existuje jedno hotové
feseni. ReSeni vyuziva knihovny surrDAHM pro inverzi a Flow123d pro simula-
ci horniny. Toto TeSeni ma vsak nékolik nedostatkli, véetné problémt pri pouziti
vypocetniho clusteru a slozité konfigurace.

Cilem prace je tedy vytvorit aplikaci, kterda je schopnéd provést Bayesovskou
inverzi pro hydromechanicky model. Aplikace by méla byt schopna vyuzit vypo-
¢etniho clusteru pro zrychleni inverze. Zaroven by aplikace méla vyuzivat techniky
MLDA pro omezeni plytvani vypocetniho vykonu. Vysledky inverze by méli byt jed-
noduse interpretovatelné a dobfre vizualizované. Dilezitym bodem je také zohled-
nit nedostatky existujictho reseni, véetné obtizné konfigurace a jinych technickych
omezeni.

Kapitola 2 slouzi pro priblizeni Bayesovské inverze a realizace. Pouzity model
a simulator Flow123d je vice popsany v kapitole 3. Seznam pouzitych nastroji pro
tvorbu aplikace a jejich stru¢ny popis je v dalsi kapitole 4. Napln kapitoly 5 je porov-
nani existujicich implementaci Bayesovské inverze na jednoduché tloze. V kapitole
6 je popsany proces tvorby vysledné aplikace, véetné klicovych bodu jako paraleli-
zace v 6.4 a kontejnerizace v 6.3. Kapitola 7 obsahuje prezentaci vysledkl inverze
a diskuzi o jejich spravnosti. V posledni kapitole 8 je prace porovnana s existujicim
reseni.
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Model predstavuje libovolnou transformaci, jejiz vystup je urcen vstupnimy parame-
try. Pojem inverze je postup vytvoreni modelu, ktery predstavuje opac¢nou transfor-
maci vici jinému doprednému modelu. Inverzni model je tedy schopny urcit k jaké
vstupni hodnoté koresponduje urcita vystupni hodnota. Vytvoreni inverzniho mo-
delu je netrivialni tloha - jednim z problému je fakt, ze vice rtznych vstupnich
parametri muze mit stejny vystup. Jaka z hodnot bude tedy vystupem inverzniho
modelu?

Jeden mozny postup je prima inverze, ktera hledd jednu nejlepsi sadu vstupnich
parametri (best fit) s vystupem nejpodobnéjsi ke znamému ve zvolené mifte.

Bayesovska inverze je alternativa a naopak hleda vSechny sady parametrii, které
maji vystup dostatecné podobny znamé hodnoté. Tato dostateénd podobnost mode-
luje nejistotu ve znamé hodnoté — predpoklada se zatizeni vystupu urcitou trovni
sumu. Zaroven znalost celého pravdépodobnostniho rozdéleni vstupnich veli¢in miize
byt casto dilezitéjsi informace, nez znat pouze nejlepsi hodnoty.

Bayesovska inverze vychazi z Bayesova vzorce a implementuje se pomoci Markov
Chain Monte Carlo (MCMC) metod. Vypoéetni naro¢nost téchto metod se odvozuje
prevazné od néro¢nosti dopfedného modelu. Casto se musi délat velké mnozstvi
iteraci inverze pro dosazeni dobrych vysledkt, takze s naroénym modelem miize
inverze trvat velice dlouho.

Bayestuv vzorec definuje vztah mezi podminénymi pravdépodobnostmi. Lze ho cha-
pat jako zpiisob aktualizace pravdépodobnosti néjaké domnénky na zakladé novych
informaci. Byl pivodné zformulovan Thomasem Bayesem v 18. stoleti a soucasné
nachézi siroké vyuziti v rdmci Bayesovské statistiky a pravdépodobnosti. Priklady
aplikaci Bayesova vzorce jsou v genetice, umeélé inteligenci a predpovédi akciového
trhu.
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Znéni vzorce je nésledujici: Necht R, G jsou ndhodné jevy, P(G) je pravdépo-
dobnost jevu G, P(G|R) je podminénda pravdépodobnost jevu G za predpokladu, ze
jev R nastane. Pak lze definovat P(G|R) nasledovné:

P (R|G) = P(G)
P(R)
Neznamé R predstavuje pivodni domnénku a GG predstavuje novou informaci, co
tuto domnénku upravuje. P (G) se jmenuje proposal a predstavuje pravdépodobnost
novych informaci, P (R) je prior a predstavuje pravdépodobnost ptivodni domnénky.
Podminéna pravdépodobnost P (R|G) je pak likelihood, ktery predstavuje v kontextu
inverze uroven sumu modelu.

P(G|R) = (2.1)

Markov chain Monte Carlo metody (zkracené MCMC metody) jsou algoritmy, které
vyuzivaji rozdéleni stavii Markovova retézce pro aproximaci ndhodného rozdéleni.
Pouzivaji se typicky pro aproximaci slozitych a casto vicerozmérnych nadhodnych
rozdéleni.

Metropolis-Hastings (zkracené MH) je jedna z ¢asto pouzivanych MCMC me-
tod. Jeji princip spociva v aproximaci neznamého rozdéleni pomoci rozdéleni stavi
Markovova tetézce. Predpokladem je, ze tento pouzity retézec bude mit stacionar-
ni rozdéleni stavii tmérné neznamému rozdéleni, neboli stejné az na normalizacéni
konstantu. Pak 1ze s dostatecnym mnozstvim iteraci algoritmu se limitné priblizovat
neznamému rozdéleni.

Mame nameérend data O odpovidajici vystupu néjakého modelu. Zaroven méame
dopredny model F', ktery umi pro sadu vstupnich parametri S vytvorit obdobny
vystup F (S). Tyto dvé sady hodnot lze porovnavat a lze uréit jejich podobnost.
Miizeme tedy pro libovolnou sadu vstupnich parametrii modelu fici, jak moc je
jejich vystup modelu podobny namérenym hodnotam. K tomu mame nahodné roz-
déleni pivodniho odhadu R. Nakonec je potifeba rozdéleni G, ze kterého je mozné
vygenerovat novou sadu vstupnich parametri v zavislosti na jiné sadé vstupnich
parametru.

Na zac¢atku algoritmu se uréf poc¢atecni odhad S° z apriorniho rozdéleni R. V kaz-
dém dalsim kroku ¢ se uré novy navrh vstupnich parametri S', ktery je z navrhové
hustoty G a zévisly na soucasnych parametrech S®:

S°eR
S € G(SW)

Pro navrzené vstupni parametry S  a posledni pfijaté vstupni parametry S® se
vypocita jejich pravdépodobnostni hustota Gpgr (S/) a Gpar (S (t)) v navrhové hus-
toté G. Pro obé sady vstupnich parametri se také vypocita vysledek z dopredného
modelu a vy¢isli se jejich troven Sumu v P, (F (S/)) a Py (F (S(t))). 7 téchto in-
formaci pak lze vypocitat pravdépodobnost, se kterou se navrzené vstupni parametry
prijmou. Vzorec pro tuto pravdépodobnost 1ze vidét v 2.2.
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o Gy (S') Poa (F ()
Paccept = N (17 Gpdf (S(t)) def (F (S(t)))) (22)

Existuji v tomto vzorci také souvislosti s Bayesovym vzorcem v 2.1 — troven
Sumu vstupnich parametrit g (F (S’)) je likelihood a vynechanim ¢lenu
Ppar (F (S (t))) bude zlomek predstavovat posterior. S' predstavuje ¢len G ve vzorci
2.1 a S® predstavuje R ve stejném vzorci.

Hodnota paceept 7 2.2 se porovna s ndhodnou pravdépodobnosti Ugpay (0, 1) a po-
kud je ndhodné pravdépodobnost mensi, navrh se pfijme a nastavi se S¢+D = S’
V opacéném pripadé se navrh zamitne a posledni prijaty navrh se neméni, tzn.
St = SO Hodnoty S**Y v kazdé iteraci si algoritmus uklddd a z nich se pak
vytvari aproximace neznamého rozdéleni. Algoritmus pokracuje do dosazeni néjaké
koncové podminky, typicky mnozstvi prijatych navrhtt nebo mnozstvi vsech navrhi.

Zpusob, jakym se vybird v kazdé iteraci navrh, se jmenuje navrhova hustota.
Rzné ndvrhové hustoty mohou vyrazné zménit chovani a vysledky inverze. Nékteré
navrhové hustoty mohou byt adaptivni — béhem inverze mohou priibézné ménit své
parametry (vétSinou rozptyl) na zdkladé aktudlnich vysledki.

Vysledkem je mnozina sad parametri, jejiz rozdéleni hodnot je do urcité miry
podobné neznamému rozdéleni. Mira podobnosti zélezi na mnoha parametrech jako
velikost mnoziny, mnozstvi Sumu, pivodnim odhadu atd. vysledky pred dosazenim
stacionarniho stavu nejsou zadouci, proto je cilem tyto hodnoty vyradit z vysledku
(burn-in).

Urcit spravnou konvergenci algoritmu je netrividlni tloha a mize se k tomu po-
uzit riiznych metod a metrik. Jednou z téchto metrik je R (r-hat)[1], ktery vy&isluje
miru korelace a autokorelace v rdmci rozdéleni. Dalsi podobnou metrikou je Efecti-
ve Sample Size (ESS) — urcuje, kolika navrhi z kompletné nezavislého nahodného
rozdéleni odpovida vysledkiim, neboli jak moc korelace snizuje mnozstvi informaci
ve vysledcich. Dalsi moznosti je vizualizace dat pomoci relevantnich grafi.

Algorithm 1 Metropolis-Hastings
Require: S° € R, Draws > 1

1: S(t) «— S

2: for draw =1: Draws do

3 S eG(S0)

. Guar (") Poas (F(5"))
4: Daccept <— MIN (1’ Gppdf(s(t)> Pppdf(F(S(t)))

5: if Ugraw (0,1) < Daceept then
6: S(t+1) < Sl

7: else

s S+ g0

9: end if

10: end for
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Delayed Acceptance (DA) a Multi-Level Delayed Acceptance (MLDA) jsou pokro¢ilé
metody Bayesovské inverze [2, 3, 4]. Metody se vyuzivaji pfevazné u vypocetné na-
rocnych modeli, kde jejich pouziti vyrazné zvysuje efektivitu inverze. Princip metod
je vyuzit ndhradni model(y), ktery je méné vypocetné narocny a umi zamitnout vét-
sinu Spatnych navrhii. Pivodni doptedny model se v tomto kontextu jmenuje jemny
model, nahradni modely se jmenuji hrubé modely. V ramci nahradnich modeli je
hierarchie — nejméné naroény (nejhrubsi) model se testuje jako prvni. V rdmci hie-
rarchie modeli postupné stoupd vypocetni naro¢nost — nejhrubsi model mé nejnizsi
vypocetni narocnost, jemny model ma nejvyssi vypocetni narocnost.

Pokud nejhrubsi model nezamitne navrh, tak se navrh propaguje hierarchii mode-
i a v kazdé dalsi arovni se testuje. Pokud se v zadném modelu nezamitne a dostane
se az na jemny model, navrh se miize prijmout. Hrubé modely slouzi jako filtr a pro-
toze jsou méné vypocetné narocné, tak to vylepsuje efektivitu inverze — neplytva se
vypocetni vykon pouzitim jemného modelu na névrhy, které jsou urcité spatné.

Vytvoreni Neihrubsi ano ano ano
yivorent |, Nejnrubst Hruby model > Jemny model PRIJATY
navrhu model

ne ne ne

> ZAMITNUTY

Obrazek 2.1: MLDA diagram pro tfi urovné — 2 hrubé modely a jemny model

Samoziejmé MLDA neni zadarmo a ptinasi nékolik vlastnich problémi. Prvnim
problémem je urcit, co vlastné budou ndhradni modely. Zde existuji dva pristupy
— nahradni modely, které souvisi s jemnym modelem a nadhradni modely co malo
souvisi nebo nesouvisi s jemnym modelem.

Priklad prvniho pristupu je naptiklad pouziti hrubsi sité pro konec¢no-prvkovou
simulaci. Simuluje se stejny jev, jako v jemném modelu, ale diky mensi vypocetni siti
je vypocet rychlejsi. Vysledek simulace bude jiny, ale porad bude relativné podobny
jemnému modelu. Zde jsou rozdily vypocetni naro¢nosti mezi jemnym a nahradnim
modelem typicky mensi oproti druhé metodé.
zamitat Spatné navrhy, ale nebude moc propojeny s existujicim jemnym modelem.
Témto modelim se tika meta modely. Motivace tohoto pristupu je, ze tyto modely
mohou byt daleko vypocetné rychlejsi oproti prvnimu pristupu. Priklad takového
pristupu je polynomiélni aproximace v [5] nebo pouziti neuronovych siti.

Dalsi vyzva s MLDA je potieba ladit vétsi mnozstvi parametri. Nejenom ze
musime definovat vice modelil se svymi parametry, ale ke kazdému mudelu také
koresponduji parametry k zamitani a ptijimani navrhii. Je mozné pouzit pro vSechny
modely parametry stejné, ale povede to na horsi vysledky.

MLDA je silny néastroj, ale jeho pouziti neni vzdy zadouci. Naopak v extrémnich
pripadech muze byt jeho pouziti detrimentédlni k inverzi a vést ke zpomaleni a zhor-
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seni vysledkt. I v pripadech, kde jeho pouziti miize byt priznivé, mize Spatny vybér
parametru pro MLDA inverzi zhorsit.
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3 Flowl23d a kontext modelu

Modely, kterymi se tato prace bude zabyvat, budou simulace pomoci software
Flow123d [6]. Flow123 je simuldtor pro simulaci poréznich podzemnich hornin. Vy-
uzije se pro simulaci hydromechanické tlohy, ktera bude predstavovat dopredny
model.

Sirsi kontext tohoto modelu je skladovani radioaktivniho odpadu. Diléi tloha
tohoto procesu je urc¢eni hydromechanickych parametri v blizkém okoli ukladacich
chodeb. Simulace napodobuje opravdovou razbu, kterd v minulosti probéhla. Z této
razby jsou zndmé hodnoty dokumentované v [7] ve tvaru vyvoje tlakové vysky v ¢ase.
Data jsou z nékolika bodt v horniné a pouziji se v inverzi. Zaroven jsou zndmé
rozmeéry a tvar tunelu, které se pouziji pro simulaci, a budou tvorit dopredny model —
vstupem jsou hydromechanické parametry horniny, vystupem casova rada tlakovych
vysek v urc¢itém bodé horniny.

Hydro-Mechanics Hydro-Mechanics
macro EDZ micro EDZ

Transport in rock massif Transport in EDZ

Obrézek 3.1: Sirsi kontext modelu [8]

Soucasti prace neni studie pouzitého modelu — 1ze se na model divat pouze jako
obecnou transformaci, u které neni znamé jak, vnitiné funguje. Kazdopadné popis
modelu je uzitecna informace pro uvedeni prace do sirsiho kontextu.

Konkrétni fesenou tlohou je razba tunelu modelovana prostrednictvim okrajové
podminky na sténé tunelu. Razba probihala prvnich 17 dni, poté nésleduje rela-
xace horninového masivu (odezva zmény zpusobené razbou). Nad tunelem dochézi
k vyraznému narastu hydraulického tlaku vlivem komprese, na boku naopak k po-
klesu. Pouzivame Rutqvistuv [7] vztah pro zdvislost permeability na napéti, avsak
s fyzikalné interpretovatelnymi parametry (3.1):

K= {/@,‘ + kg exp <10g (/{0 — RT) U—m)] exp (Vmax{o, IVMe UC}) : (3.1)

R¢ 0o Oc
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kde:

e 0p je pocatecni napéti,

e 0, je objemové napéti,

e oy - von Misesovo napéti,

e 0, - kritické smykové napéti

a parametry nelinearni permeability:

e Ko - permeabilita neporusené horniny (pfed razbou)
» ks - teoretickd permeabilita horniny pfi nulovém zatiZeni
e K, - minimdln{ (rezidualni) permeabilita

e 7 - bezrozmérny faktor urcujici velikost vlivu smykového napéti (pti prekroceni

kritického)

Obrézek 3.2: Vypocetni sit modelujici hydromechanickou tlohu

Model je relativné vypocetné narocény — dokonceni jedné simulace trva radovée de-
sitky sekund. Nérocnost vyrazné kolisa na zakladé volby vstupnich parametr kvili
pouziti iterativniho fesice v modelu — pro nékteré sady parametr simulace rychle
konverguje, pro jiné to trva az nékolikanasobné déle. Velka vypocetni narocénost vede
na reSeni s optimalizacemi ve formé MLDA a paralelizace.

Inverzi lze provadét pro vybranou mnozinu hydromechanickych parametri. Cim
vice parametri je v inverzi, tim vétsi je rozmér nahodného prostoru a tim narocnéjsi
inverze bude. Vyssi naroc¢nost se zde projevi ve vétsim mnozstvi potfebnych iteraci
pro dosazeni stacionarniho rozdéleni.
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V této sekci jsou popsané vsechny dulezité nastroje pouzité pro vytvoreni této pra-
ce. Je potreba implementovat inverzi, aplikaci zabalit do kontejneru a nasadit na
vypocetni cluster. Kontejnerizace aplikace je zadouci z divodu zahrnuti knihovny
Flow123d a ostatnich zavislosti do jednotného prostiedi, které pak pujde efektivne
nasadit i na vypocetni cluster. Detaily jsou v sekci 6.3. Potfeba vyuzit vypocetni
cluster vychézi z vypocetni narocnosti modelu, detaily paralelizace aplikace jsou
v 6.4.

PyMC[9] je jedna ze dvou pouzitych Python knihoven, které obsahuji hotovou im-
plementaci Bayesovské inverze. Knihova vnitiné vyuziva PyTensor pro optimalizaci
vypocti a obsahuje nékolik robustnich algoritmu pro inverzi jako NUTS [10] nebo
DEMZ [11, 12]. Priklad pouziti knihovny je vidét v 5.3 a také v ndvodech a prikladech
piimo od PyMC.

Soucasné je nejnovéjsi verze PyMC 5.13, ale podpora MLDA existovala pouze do
verze 4.0. Po této verzi se MLDA mélo presunout do vedlejsi vétve PyMC Experi-
mental, ale dosud se tak nestalo a podpora MLDA v soucasnych verzich neni. Tento
fakt je hlavni diivod pro¢ se PyMC nakonec nepouzil pro realizaci prace, i kdyz to
puvodné bylo v zadani.

TinyDA[13] je druhd pouzitd knihovna s implementaci Bayesovské inverze. Je
relativné nova (vytvofena zacatek 2021) a tvurcem knihovny je jeden z vyvoja-
a1 PyMC. Knihovna predstavuje minimalistickou implementaci inverze, ale porad
obsahuje vSechny potfebnd rozhrani pro realizaci této prace. Narozdil od PyMC pl-
né podporuje MLDA i jiné pokrocilé metody inverze. Piiklad pouziti knihovny je
dostupny v 5.4 nebo GitHubu knihovny.

Knihovna Arviz[14] slouzi pro vizualizaci a diagnostiku Bayesovskych modeli.
Vizualizace je dostupna ve formé mnoha riznych grafii — napiiklad posterior_plot
zobrazi vysledné rozdéléni parametri z inverze a trace_plot zobrazi cesty fetézcl
v ndhodném prostoru a jakych dosahovali hodnot. Grafy lze generovat s pouzitim
matplotlib nebo bokeh.

Dalsi dulezity néstroj, ktery ArviZ poskytuje, je forméat dat InferenceData.
Tento format je navrzeny primo pro vysledky z Bayesovské inverze a slouzi pro defi-
nici spole¢ného rozhrani pro aplikace, které generuji vysledky Bayesovskych model.
Plné specifikace formatu jsou dostupné na [15].

22



Docker je platforma na virtualizaci a kontejnerizaci aplikaci. Vyhodou kontejneri-
zované aplikace je oddéleni zavislosti aplikaci od opera¢niho systému, na kterém
aplikace bézi. Aplikace muze bézet na libovolném systému za predpokladu, zZe sys-
tém podporuje Docker — neni nutné tesit kompatibilitu aplikace a jejich zavislosti
s jednotlivymi OS.

V préci je pouzity vlastni Docker obraz, ktery se odvozuje od jednoho z Flow123d
obrazli. Referen¢ni docker obraz obsahuje knihovnu Flow123d jiz nainstalovanou
a nakonfigurovanou.

Singularity, obdobné jako Docker, je ndstroj pro kontejnerizaci aplikaci. Naroz-
dil od Dockeru jsou ale cilova skupina vypocetné narocné aplikace, které se typicky
spousti na vypocetnich clusterech. Singularity umi pracovat s Docker obrazy a umi
komunikovat s Dockerhubem a jinymi repozitari. Hlavni rozdily vicéi Dockeru jsou:

o Omezena prava — vypocetni clustery maji velké mnozstvi uzivateli, nelze mit
root prava

» Nepouziva daemon — lze lépe monitorovat CPU/RAM vyuziti, prakticky nutné
u planovacich systému pro vynuceni limita u vypocetnich prostredku

Knihovna Ray|[16] slouzi pro skalovani strojového uceni a Python aplikaci obecné.
TinyDA tuto knihovnu interné pouziva pro umoznéni béhu inverze na vice jadrech.
Ray umoznuje specifikovat mnozstvi vypocetnich prostredki, véetné CPU, RAM
a 1 GPU. V pripadé pouziti vice pocitaci k spusténi aplikace umi Ray navazat
komunikaci mezi pocitaci na urceném portu a skupinu pocitact koordinovat. Na
kazdém pocitaci opét lze omezit mnozstvi dostupnych vypocetnich prostiedkai.

Relevantnim pojmem je zde koncept objektii typu Actor. Tento pojem oznacuje
obal nad Python objektem, ktery umoznuje tento objekt oddélit do vlastniho vlakna.
S timto vlaknem lze nasledné komunikovat a s objektem pracovat. Komunikace je
asynchronni a funguje pomoci systému zprav, které se postupné vykonavaji v poradi,
ve kterém prisly. Na odpovéd actora lze pockat v pripadé, ze je nutné odpovéd znat
pred pokracovanim. TinyDA pouziva jednoho actora na kazdy Tetézec, takze kazda
instance bezi ve vlastnim vlakné.

Metacentrum[17] je sluzba poskytovand spolecnosti CESNET. Sluzba poskytuje
uzivatelim pristup k vypocetnim prostredkiim ve formé vypocetnich clusteri. Uzi-
vatelé jsou zaméstnanci a studenti akademickych a vyzkumnych organizaci v Ceské
Republice.

Sluzba obsahuje nékolik komponent, které dohromady tvori jeden systém:

o Frontendy - ¢asti vypocetnich clusterti, které umoznuji uzivateliim se prihlasit
do systému a zpristupnuji uzivatelim dlouhodobé tlozisté
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e Systém PBS - umozuje uzivatelim zadat o vypocetni prostredky, specifikuje
co se ma po pridéleni prostredki spustit/udélat

o PBS servery - servery, které se staraji o sbirdni uzivatelskych zadosti o vypo-
cetni prosttedky a pridélovani téchto prostfedkti na vypocetnich clusterech

o Fronty tloh - mista, kde se fadi uzivatelské zadosti o vypocetni prostredky

e Vypocetni prostredky - vypocetni clustery dostupné pro uzivatelské vyuziti,
nékteré jsou s omezenym pristupem

Charon je vypocetni cluster, ktery vlastni tistav NTI na faktulté FM TUL. Clus-
ter je soucasti sluzby Metacentrum. Obsahuje celkem 24 uzld — 20 uzli je verejné
dostupnych a 4 jsou dostupné pouze pro urc¢ité uzivatele. Kazdy uzel obsahuje dva
procesory Intel Xeon Silver 4114 (10410 jader), 96 GB RAM a 480 GB SSD tlozisté.
Uzly jsou propojené technologii Intel InfiniBand.

Ke clusteru jsou na Metacentru pristupné dvé fronty tloh. Fronta charon posky-
tuje uzivateliim prioritni ptristup k vefejnym uzlim a fronta charon_2h zpristupnuje
uzivatelim 4 neverejné uzly. U druhé fronty jsou tlohy omezeny na vypocetni cas
do dvou hodin. Pristup k témto frontdm musi byt uzivateliim udélen individuélné.
Diky témto frontdm je nasazovani aplikace na cluster vyrazné jednodusi — ¢as na
pridéleni prostredkt je vyrazné zmenseny a ladéni takto slozitych vypocti vyrazné
rychlejsi.
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V této kapitole je obsazeno porovnani dvou existujicich implementaci Bayesovské in-
verze v jazyku Python. Knihovny jsou PyMC a tinyDA. K porovnani je jeSté zahrnutéa
jednoduché vlastni implementace. Kapitola slouzi pro propojeni teorie Bayesovské
inverze s praktickou tlohou. Jednoduchd povaha tlohy umoznuje vytvorit nékolik
riznych implementaci za vyuziti riznych knihoven, variaci algoritmu a parametri.
Vysledky riiznych implementaci 1ze pak porovnat a diskutovat o jejich interpretaci
a vyznamul.

Zadéani tlohy je z prace [5] v sekeci 3.2 a doplnéna tabulkou 3.1. Uloha fesi tok
tepla v jednorozmérném tezu chladicem. Chladi¢ je slozen ze dvou dotykajicich se
materialii s riznou tepelnou vodivosti u; a us. Na jednom konci chladice do néj
proudi teplo, na druhém se méri teplota G. Zanedbava se prenos tepla z chladice do
okolniho vzduchu. Cilem tlohy je zjistit pro jaké hodnoty vodivosti u; a us je vystup
z dopredného modelu dostatecné podobny znamé namérené hodnoté. Jinak receno
— jaké asi byly hodnoty vodivosti u chladice, ze kterého mame namétena data.

Analyticky model tohoto problému pro teplotu G a vektor vodivosti u = [uy, us]
je nasledujici:

G (u) = _8_10 (expg(ul) ' eXpl(U“Q))

Tato informace predstavuje dopredny model F. Zaroven je znaméa nameérend
hodnota O = —1072 a troveni $umu, kterd je modelovand pres ndhodné rozdéléni
P=N(u=0,0=2-10"%). Nakonec je zndmé rozdéléni ptivodntho odhadu R pro
vektor vodivosti u:

RNy (p, %)
n=[5 3
=% 7]
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Porovnaji se celkem 4 implementace — Metropolis-Hastings z PyMC pod nazvem
PyMC MH, vlastni implementace Metropolis-Hastings pod nazvem Custom MH a dvé
varianty Metropolis-Hastings z tinyDA; IndependenceSampler pod nadzvem tinyDA IS
a GaussianRandomWalk pod nazvem tinyDA RW.

Pro porovnani riznych implementaci se pouziji 2 rizné ptuvodni odhady vodivos-
ti. Prvni odhad R; bude stejny jako ptivodni odhad v zadani. Druhy odhad Ry bude
mit stfedni hodnotu déle od regionu vysoké pravdépodobnostni hustoty dopredného
modelu a zaroven vétsi rozptyl jako kompenzaci.

Ry Ns (11, %4), = [5 3} , X1 = {—42 _421

Ryt Na (12,52), o = [8 6], 8y = {ig 162]

Odhad R; predstavuje jistéjsi odhad, R, je odhad s men3i jistotou. Uroven
jistoty se zde odvozuje od rozptylu rozdéléni — vétsi rozptyl pokryje vétsi cast
nahodného prostoru a umozni algoritmu dosahnout vétsiho mnozstvi hodnot, ale
pravdépdobnost vybéru jakékoli mozné hodnoty je mensi.

Vysledkem porovnani jsou 2 sady grafu pro kazdy odhad.

V prvni sadé graft 5.1 a 5.3 lze v kazdém grafu vidét ptivodni odhad pro obé
vodivosti Prior [0] a Prior[1] a vysledek inverze pro obé vodivosti Posterior [0]
a Posterior[1]. Pivodni odhad a vysledek inverze pro stejny parametr je obar-
ven stejnou barvou. Vysledné krivky jsou vytvoreny interpolaci jednotlivych hod-
not parametri z inverze. Tyto rozdéléni predstavujou marginalni rozdéléni, tzn.
nelze vidét korelaci parametrii — viditelné v druhé sadé grafi 5.2 a 5.4. Vodorov-
na osa predstavuje hodnotu vodivosti, svisla osa predstavuje pravdépodobnostni
hustotu.

Kazdy graf v druhé sadé grafi 5.2 a 5.4 obsahuje v pozadi pravdépodobnostni
hustotu ptvodniho odhadu, v popredi pravdépodobnostni hustotu vysledku inver-
ze a k tomu doprovazejici konturu, ktera zobrazuje vodivosti, pro které je hodnota
dopredného modelu presné rovna namérenym datim. Tato kontura slouzi pro zna-
zornéni faktu, ze algoritmy se snazi této hodnoté priblizovat a pravdépodobnostni
hustota inverze kolem této kontury dosahuje maxima v celém grafu. Vodorovna
osa jsou hodnoty prvni vodivosti, svisld osa jsou hodnoty druhé vodivosti. Graf je
obarven pravdépodobnostni hustotou v daném okoli grafu. Samotné hodnoty pravde-
podobnostni hustoty nejsou tak relevantni, spis jejich vzajemny pomér mezi riaznymi
castmi grafu je duilezity.
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Porovnani implementaci

PyMC MH Custom MH
1.0 1.0
—— Posterior[0] —— Posterior{0]
—— Prior{0] —— Prior{0]
© 0.8 —— Posterior{1] © 0.8 —— Posterior{1]
5 — Prior(1] ] —— Prior[1]
] ]
3 3
2 2
£ 06 C 0.6
g ]
8 8
g g
5 5
S S
B o4 B 0.4+
8 s
8 0
3 3
s s
e e
<02 =02
0.0 T T T T T ; T T 0.0 T T y T T 7 T T
-75 =50 -25 0.0 2.5 5.0 7.5 100 125 150 -75 =50 -25 0.0 2.5 5.0 7.5 100 125 150
Hodnota Barametru Hodnota parametru
tinyDA IS tinyDA RW
1.0 1.0
—— Posterior{0] —— Posterior[0]
—— Prior{0] —— Prior{0]
508 — Posterior{1] o 087 —— Posterior{1]
s — Prior(1] S —— Prior[1]
E] E]
2 E
£ 06 ' 0.6
] ]
g g
2 g
5 5
S S
B o4 B 0.4
8 8
© 0
3 3
s s
s e
0.2 0.2
0.0 0.0
-75 =50 -25 0.0 25 5.0 75 100 125 150 -75 =50 -25 0.0 2.5 5.0 7.5 100 125 150
Hodnota parametru Hodnota parametru

Obrézek 5.1: Marginalni rozdéléni inverze R1

U prvniho odhadu R1 lze vidét, ze algoritmy se chovaji relativné podobné. Ve
vSech implementacich je odhad z inverze vyrazné zizeny oproti pivodnimu odhadu.
Zaroven je pravdépodobnostni hustota vysledku z inverze vyrazné vyssi kolem kon-
tury. Nejvétsi odchylkou je vlastni implementace s inverzi druhé vodivosti, kde je
vyrazné vyssi spicka pravdépodobnostni hustoty. VSechny algoritmy ale maji v in-
verzi dvé $picky, v kazdé vodivosti jednu. Spi¢ka druhé vodivosti je vzdy vyssi, nez
u prvni.
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Obrazek 5.2: 2D rozdéléni inverze R1

V druhé sadé grafli 1ze vidét vétsi rozdily v chovani algoritmii. Vlastni implemen-
tace ma opét nejvétsi odchylku, kde pro druhou vodivost na svislé ose ma vyrazné
nizsi pokryti — dosahuje maximalni hodnoty pouze priblizné 7.6, ale ostatni im-
plementace az 8 nebo vic. Naopak tinyDA RW je presny opak — dosahuje hodnot
druhé vodivosti az 10. Jinak se vSechny algoritmy drzi prevazné kolem zahnuté c¢asti
kontury, kde dosahuji maximalni hustoty. Dalsim rozdilem je maximalni dosazené
hustota v regionu, kde PyMC MH a tinyDA RW maji podobnd maxima a ostat-
ni maji vyssi maxima. Tento vysledek dava smysl, jelikoz PyMC MH je prakticky
stejny algoritmus jako tinyDA RW.
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Obrazek 5.3:

Hodnota parametru

Marginalni rozdéléni inveze R2

U druhého odhadu lze vidét, ze rozptyl puvodniho odhadu je vyrazné vétsi
a zaroven jeho pravdépodobnostni hustota je prumérné mensi. U vysledkt inver-
ze je nejvétsi odchylka vidét u tinyDA IS, kde hodnota druhé vodivosti je vice
koncentrovana ve sSpic¢ce. Opét je spicka druhé vodivosti vzdy vyssi, nez u prvni.
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Obrazek 5.4: 2D rozdéléni inverze R2

V druhé sadé grafii 1ze vidét u tinyDA IS opét vyrazny rozdil — kolem svislé casti
kontury je pravdépodobnostni hustota vyrazné mensi oproti ostatnim implementa-
cim. Toto potvrzuje data z prvni sady grafl, kde bylo obdobné chovani viditelné.
Lze tu také vidét rozsireny puvodni odhad, ktery také zpusobil, ze barevny gradient
inverze je vice nerovnomérny. Pro dosazeni lepsiho gradientu by bylo nutné udélat
vice iteraci algoritmu.

5.3 Implementace v PyMC

V PyMC se provadi veskeré definice proménnych pro inverzi v ramci instance tiidy
pymc.Model. Lze tu definovat ndhodné velic¢iny, deterministické veliciny a zaroven
spustit samotny algoritmus a provadét zpracovani dat.

Nahodné veli¢iny 1ze definovat pres PyMC funkce korespondujici k typu ndhodné
veli¢iny. napf. veli¢inu typu norméalniho rozdéléni lze definovat pres funkci
pymc.Normal (). Prvnim parametrem je vzdy fetézec, ktery PyMC vnitiné pouziva
pro identifikaci proménnych. Déale se musi specifikovat parametry nahodné veli¢iny,
v ptripadé normélniho rozdéléni stiedni hodnota p a smérodatna odchylka o.

G = pm.Normal (’G’, mu=G_mean, sigma=2e—4)}
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Deterministické veli¢iny se definuji bud explicitné pres pymc.Deterministic(),
nebo implicitné pres standardni python vyraz. Tyto velic¢iny lze pouzit jako pomocné
pro mezivypocty.

G_mean = pm. Deterministic (’G_mean’ ,

-1/ 80 % (3 / np.exp(U[0]) + 1 / np.exp(U[1])))

Neznamé vodivosti v tloze 1ze modelovat pomoci funkce pymc.MvNormal () a po-
uzitim znamého vektoru strednich hodnot a kovarian¢ni matice. Dopredny model lze
modelovat pres pymc.Deterministic() a prepsani analytického vzorce. Model se
odkazuje na vodivosti, takze vystup funkce MvNormal () se musi ulozit do proménné
a pouzit. Pro zaclenéni Sumu k namérené vodivosti se musi udélat dalsi nahodna
veli¢ina. Tato nahodna veli¢ina bude typu normalniho rozdéléni s parametry podle
rozdéléni P ze zadani. Klicova véc navic tu je nastaveni parametru observed na
hodnotu O ze zadani.

Dalsim krokem je spustit algoritmus a ziskat vysledky inverze — pro toto slou-
71 metoda pymc.Sample(). Lze tu specifikovat pocet iteraci algoritmu, kolik ite-
raci od zacatku zahodit, kolik nezavislych tetézci iterovat a kolik procesorovych
jader pouzit. PyMC poskytuje nékolik rtznych navrhovych hustot, které lze ur-
¢it pres parametr step. Prikladem jsou metody Metropolis-Hastings, No-U-Turn
Sampler, Differential Evolution MH a dalsi. Tato funkce zaroven vraci objekt typu
arviz.InferenceData s vysledkem inverze.

Vysledny objekt InferenceData lze dale modifikovat, bud pres vestavéné PyMC
funkce, nebo pres funkce vlastni. PyMC v zakladu neuvadi veskeré informace o me-
zivysledcich algoritmu do tohoto objektu. Pro zahrnuti pravdépodobnostni hustoty
navrhi z navrhové hustoty lze pouzit pymc.compute_log likelihood. Po zavolani
pymc.sample _prior_predictive se do objektu také zahrnou hodnoty z ptivodniho
odhadu, coz muze byt uzitecné pro diagnostiku a vizualizaci vysledkl inverze.

Rozhrani tinyDA je vice modularni a jednotlivé ¢asti algoritmu jsou oddélené.
Umoznuje prakticky neomezenou volnost v implementaci jednotlivych ¢asti algorit-
mu, ale zaroven je struktura algoritmu relativné jednoducha. Knihovna opét umi
pracovat se strukturou dat arviz.InferenceData.

Nejprve se musi definovat instance tfidy tinyda.Posterior. Tento objekt v so-
bé zahrnuje ptvodni odhad, dopfedny model a urceni drovné sumu. Implementace
téchto funkci je kompletné na uzivateli. Musi se dodrzet formaty dat — vystup pu-
vodniho odhadu musi mit stejny format jako vstup dopredného modelu a vystup
dopredného modelu musi mit stejny format jako vstup urceni Sumu.

Pro ptivodni odhad lze pouzit scipy.multivariate_normal, jelikoz jediny po-
zadavek zde je ze objekt ma funkci rvs(). V dopfedného modelu se implementuje
transformace podle vzorce dopfedného modelu Fv zadani tlohy. Vstupem dopredné-
ho modelu je dvouprvkovy vektor vodivosti, vystupem je skalar odpovidajici hodno-
té operatoru Fv zadani. Nakonec vycisleni Sumu vypocita aroven sumu pro vystup
dopredného modelu vic¢i namérenym hodnotam.

31



prior = multivariate_normal (mean=prior__mean, cov=prior_cov)
forward _model = lambda params:

—1 / 80 =« (3 / np.exp(params[0]) + 1 / np.exp(params[1]))
likelihood = lambda data:

tda.GaussianLogLike (data, covariance=—le—3)
posterior = tda.Posterior (prior, forward model, likelihood)

Daéle je nutné vybrat navrhovou hustotu. Toto je ekvivalentni k urceni parametru
step v pymc.Sample (). Zde neni co implementovat, pouze vybrat jednu z definova-
nych metod a ur¢it pro ni parametry. Nejjednodussi moznosti je
tinyda.IndependenceSampler (), ktery v kazdé iteraci pouzije ptivodni odhad pro
ziskani nového navrhu.
psané parametry posterioru a navrhové hustoty. Dale se musi jako v PyMC urcit
pocet iteraci algoritmu, pocet iteraci k zahozeni a pocet fetézci. Vystupem funkce
je jedna nebo vice instanci tfidy tinyda.Chain, pocet se odvozuje podle specifi-
kovaného poctu tetézcli. Tento objekt pak pomoci tinyda.to_inference_data()
lze prevést na objekt InferenceData. Pro dosazeni stejného vysledku jako z PyMC
je jesté potreba pojmenovat parametry inverze, jelikoz tinyDA je interpretuje jako
jeden celek - parametry se identifikuji pouze poradim ve vektoru.

Vlastni implementace se lisi od PyMC a tinyDA prevazné v nutnosti definovat proces
navrhu, prijmuti nebo zamitnuti a zpracovani vysledkii. Obdobné jako v PyMC a ti-
nyDA se musi definovat nahodné a deterministické veli¢iny. Pro definici nahodnych
veli¢in se pouzila knihovna scipy.stats, pro deterministické se pouzily standardni
python vyrazy.

Samotny algoritmus bézi ve smycce, dokud pocet prijatych ndvrhii neptrekroci
urcenou hranici. Ve smycce se z navrhové hustoty uréi navrh a vypocita se pro néj
dopredny model. Zaroven si algoritmus pamatuje posledni ptijaty navrh a hodnotu
doptedného modelu. Z téchto hodnot se pak pocita pravdépodobnost prijmuti navr-
hu. Ta se porovné vii¢i ndhodné pravdépodobnosti a pokud je vyssi, ndvrh se prijme.
Pti ptfijmuti navrhu se ulozi jeho hodnota a hodnota dopredného modelu, dopocita
se hustota pravdépodobnosti z navrhové hustoty a inkrementuje se pocet prijatych
navrhi. PTi zamitnuti se nic nestane, algoritmus se pouze vrati na zacatek cyklu.

Tato implementace neobsahuje podporu pro vice nezavislych tetézcii, ani pro
pouziti vice procesorovych jader. Oba tyto pozadavky nejsou potieba k efektivnimu
porovnani této implementace vic¢i PyMC a tinyDA.

Navrhova hustota pouzita ve vlastni implementaci je prakticky ekvivalentni k na-
vrhové hustoté tinyDA.IndependenceSampler — v kazdé iteraci se z ptivodniho od-
hadu vezme novy navrh. Je to nejjednodussi algoritmus z pohledu implementace, ale
zaroven je relativné neefektivni. V ramci této tlohy toto vsak neni velky problém,
jelikoz mame maly pocet neznamych a malo vypocetné naroc¢ny model.
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Z pohledu obsahu, ktery se uklada z algoritmu do objektu InferenceData, je vlast-
ni implementace jednoznacné nejvic omezena. Ukladaji se pouze hodnoty navrhi,
jejich hodnoty dopredného modelu a pravdépodobnosti hustoty z navrhové hustoty.

Vsechny tyto nedostatky nejsou kritické, jelikoz cilem vlastni implementace je
pouze si algoritmus lépe priblizit. Kazdopadné mit nedostatky na védomi je uziteéné
pro odtvodnéni vysledki pri porovnani implementaci.
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Tato kapitola slouzi pro shrnuti procesu tvorby aplikace pro inverzi. Soucésti ka-
pitoly je ptrehled hlavnich funkci aplikace a nékolik podkapitol s detaily dilezitych
c¢asti aplikace. Aplikace je ve formé knihovny, ke které jsou pridané priklady pouziti
véetné nasazeni na vypocetni cluster.

Retézec 0 Retézec 1
Y
Algoritmus Bayesovské Algoritmus Bayesovské
A Flow 123d inverze inverze Dalsi
fetézce
Modul pro komunikaci s Modul pro komunikaci s
Sdilené Flow123d Flow123d
prostfedky
(spole¢né A A
soubory pro
zapis logl)
Hlavni vlakno
In|C|a:1'I|za9e Vytvolrve’m 'sablony _pro Sprava vedlejsich vlaken Sbér a postprocessing
Nacteni vedlejSi vlakna a uréeni L .
Konfi e % v o (vytvoreni, pfedani dat, synchronizace) dat
onfigurace pocCtu fetézcu

Obréazek 6.1: Diagram aplikace z pohledu obsahu vlaken

V obrazku 6.1 lze vidét prehled aplikace, ktera je rozdélena na jednotliva vldkna.
Kazdy blok predstavuje jedno nezavislé vlakno se specifickym tcelem.

Hlavni vldkno je zelené a je prvni, které se vytvori. Ze zacatku se stard o inici-
alizaci inverze, nacteni konfigurace a vytvoreni ”"Sablony” pro vlakna, kterd budou
provadét inverzi. Béhem inverze je vldkno malo pouzivané a vétsinu prace délaji
vedlejsi vlakna. Po ukonceni inverze hlavni vlakno posbira data od vedlejsich vldken
a udeéla veskeré zpracovani dat jako prevod na InferenceData, ulozeni do souboru
a vytvoreni a ulozeni grafii.
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Vedlejsi vlakna jsou navzajem nezavisla a kazdé spravuje sviij Tetézec inverze.
Kazdé vlakno si také vytvari vlastni Flow123d proces v dalsim vlakné, které ne-
ni v diagramu zobrazené. Vsechny vedlejsi vldkna jsou instance od stejné tridy se
stejnym obsahem. Toto vychézi z omezeni tinyDA — parametrizace vldken je velice
minimalni.

Jedno dalsi vedlejsi vldkno slouzi pro sbér ladicich dat béhem inverze. Vsechny
vedlejsi vlakna s timto vldknem béhem inverze komunikuji a informace mu poskytuji.
Na konci inverze toto vldkno posle veskeré ulozené informace do hlavniho vldkna,
kde se data zpracuji.

Pripojeni inverze k simulatoru Flow123d je stézejni soucast prace. V ramci proce-
su inverze je Flow123d potieba ve vypoctu dopredného modelu, kde se pres roz-
hrani predd sada parametri k simulaci a s vysledkem simulace se dal pracuje.
V néasledujicim obrazku 6.2 lze vidét, jak se Flow123d integruje do procesu inverze.

Konec¢noprvkova sit flow123d
+ Sablona

Simulace na zakladé parametrt
Vypocet hodnoty dopfedného

Y

Konfiguraéni modelu
soubor T
\ 2 tinyDA
Inicializace Navrzeni sady
> vstupnich
parametr(
Postprocessing, pfevod
na InferenceData a
ulozeni do souboru . Pfijmuti nebo
Dosazeno P
Ano oz . zamitnuti
zadaného d <
nozstvi dat?, sady
parametru

Vizualizace dat pomoci
ArviZ nastrojl a graft

Obréazek 6.2: Diagram integrace Flow123d do inverze
6.2.1 Adresarova struktura

Pro definici tlohy je potfeba nékolik soubori usporddanych v urcité adresarové
strukture. Prehled struktury lze vidét v 6.3. Konfigura¢ni soubor config.yaml je de-
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tailnéji popsany v 6.2.2 a predstavuje misto, kde lze inverzi ladit. Sablona tmpl . yaml
a konec¢no-prvkové sité meshx .msh tvori vstupni data do Flow123d. Kazdy parametr
v sabloné je béhem kazdé iterace inverze vyplnén navrzenou hodnotou nebo vycho-
zi hodnotou podle toho, jestli pro parametr délame inverzi. Vychozi hodnoty jsou
definované v konfiguracnim souboru.

kofenovy adresar

config.yaml hlavni konfigura¢ni soubor

common_files

tmpl.yaml Sablona pro Flow123d

mesh0.msh

mesh1.msh

koneénoprvkové sité

Obrézek 6.3: Struktura adresare pro definici ulohy

6.2.2 Konfiguraéni soubor

Konfiguracni soubor predstavuje zdroj informaci, které jsou soucasti definice fesené
ulohy. Soubor je ve formatu YAML. Definuje vSechny veli¢iny, pro které se ma délat
inverze. Zaroven slouzi pro vyplnéni Ssablony Flow123d a definici doplnujicich adaju.
Ve stejném konfiguracnim souboru jsou déle definovany parametry algoritmu inverze.
Tyto parametry presné definuji chovani inverze.

V sekci parameters se definuji invertované veliciny a jejich pivodni odhad. Sek-
ce je list, kde kazdy prvek obsahuje 3 ildaje — jméno veli¢iny, typ ptivodniho odhadu
a hodnotu ptvodniho odhadu. Typem odhadu je fetézec, ktery odpovida typu na-
hodného rozdéleni. Podporované typy jsou norm pro normalni rozdéleni, lognorm
pro logaritmicko-normélni rozdéleni a truncnorm pro omezené normélni rozdéleni.
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Hodnotou ptvodniho odhadu jsou parametry nahodného rozdéleni, typicky stredni
hodnota a smérodatna odchylka.

Sekce sampler parameters slouzi pro ladéni algoritmu inverze. Lze tu defino-
vat pocet iteraci na Tetézec, pocet zahozenych iteraci v ramci ladéni a pocet fetézct.
Déle lze ovlivnit zptisob, jakym bude algoritmus navrhovat hodnoty veli¢in pro si-
mulovani. Je tu na vybér z nékolika riznych metod a parametri, véetné prepinace
pro adaptivni navrhovou hustotu. Nakonec tu je prepina¢ na pouziti MLDA a ko-
lik irovni MLDA se ma pouzit. Tuto sekci lze bud ¢astecné nebo tplné vynechat,
dosadi se pri tom vychozi hodnoty. Kazdopadné spravny vybér téchto parametri je
dulezity a spoléhat na vychozi hodnoty neni doporucené.

6.2.3 Flow123d Python rozhrani

Prakticky celé toto rozhrani nevzniklo v rdmeci prace — vychazi z existujiciho feSeni
a je pouze lehce upravené a navazané k praci. Kazdopadné to je soucast prace a je
nutné popsat fungovani hlavnich ¢asti tohoto rozhrani.

Pro komunikaci s Flow123d existuje rozhrani definované ve ttidé Wrapper. Hlavni
¢asti jsou metody pro predani navrzenych parametri do Flow123d a ziskani vysled-
ki simulace pro dané parametry. Interné toto rozhrani ma v sobé instanci tridy
Flow123d simulace a chova se pouze jako obal.

Trida Flow123dSimulation se pak stard o spravné nacteni konfigurace, pri-
praveni konec¢no-prvkové sité, pripraveni pracovniho adresare a samotné zavolani
Flow123d se spravnymi parametry. Také slouzi pro zpétné ziskani vysledkt po do-
konc¢eni simulace véetné statusu simulace a informaci ohledné selhani nebo jinych
udalosti.

Algoritmus inverze

Flow123d Simulation Wrapper |«

[
h 4
h 4

‘&Fluw

Obrazek 6.4: Komunikace mezi Flow123d a inverzi

Posledni soucast rozhrani je systém pro nacitdni namérenych dat ze souborti.
Predpoklada se s formatem souboru s namérenymi daty .csv. Soubor obsahuje
data z nékolika boda v horniné. Rozhrani tyto data zpfistupnuje a umoznuje urcit
z jakych bodti v horniné se maji data precist, pripadné v jakém poradi.

Pouzity kontejner vychazi z Docker obrazu flow123d/endorse_ci, ktery obsahu-
je jiz nainstalovany Flow123d. Pti tvorbé kontejneru se navic zkopiruje soubor
requirements.txt s vypsanymi zavislostmi aplikace a tento soubor se pouzije pro
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nainstalovani vSech zavislosti uvnitt kontejneru. Zavislosti se nainstaluji do virtual-
niho prostredni, které je pristupné i mimo kontejner. Nakonec se nainstaluje balik
SSHPass, ktery je potieba pro paralelizace aplikace na vypocetnim clusteru. Ce-
Iy tento proces je definovany v souboru dockerfile a kontejner se sestavi pomoci
skriptu build-image. sh.

Po sestaveni kontejneru je mozné se dostat do jeho prikazové radky pomoci skrip-
ti fterm a fterm_sing. Prvni z téchto skriptii je pro spusténi pres Docker, druhy
je pro vytvoreni Singularity obrazu (pokud neexistuje) a spusténi pies Singularity.

Pro spusténi aplikace v ramci kontejneru je potieba prepnout se do kontejneru,
aktivovat virtudlni prostredi a spustit aplikaci.

Prechod z jedno-vlaknové aplikace je ¢astecné hotovy diky integraci Ray v tinyDA,
ale porad existuje nékolik problematickych bodi, které se musi vytesit. Zaroven se
testovani na vypocetnim clusteru. Kazdopadné je paralelizace prakticky vyzadované
kvli vypocetni naroc¢nosti modelu.

6.4.1 V ramci jednoho pocitace

Hlavnim problémem u vicevlaknové implementace na jednom pocitaci je, ze Flow123d
potiebuje mit specifikovanou adresu, kde se bude nachazet pracovni adresar. Zatim
to nezni jako problém, ale dulezitym kontextem jsou nasledujici 2 fakty — ptvodni
varianta rozhrani Flow123d rozliSovala rizné adresare pomoci ID instance rozhrani
a tinyDA neumoznuje jednoduchou parametrizaci fetézci, takze vsechny pouzivaji
stejnou instanci rozhrani. Toto zptsobuje, ze vSechny Tetézce chtéji pouzivat stejny
adresar jako pracovni a nastava konflikt, kde vice riiznych simulaci se snazi vysledky
ukladat do stejnych soubor.

Tato problematika méla dvé riizné reSeni s riznym pristupem. Prvni feseni se
zametilo na pridéleni riznych adresait pro kazdy retézec s Flow123d rozhranim.
Adresare se museli pridélovali dynamicky a celkové bylo feseni zbytecné slozité.

Druhé varianta reseni této problematiky se zameéruje vice na modifikaci Flow123d
rozhrani (na rozdil od prvni varianty, kterd se zameérovala na modifikaci tinyDA
¢asti). Cilem této implementace je umoznit vice instancim Flow123d pracovat ve
stejném pracovnim adresari.

Zde byl hlavni problém definovat smysluplny zptisob pojmenovani adresaia —
mezi ndzvy nesmi nastat konflikt a mélo by byt mozné urcit, k jakym parametrim
adresar patii. ReSenim tedy bylo vzit vstupni parametry simulace a vytvofit z nich
hash. Toto bude fungovat, protoze sance vybéru dvou stejnych sad parametru je
prakticky 0. Kazdopadné soucasti feSeni je i kontrola kolize hashi.

Jedinou nevyhodou této varianty je omezeni na jediny, spole¢ny pracovni adresar.
Mit vystupy retézcti oddélené do ruznych adresairti muze byt uzitecné pro ladéni
a diagnostiku.
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6.4.2 Na vypocetnim clusteru

Knihovna Ray nativné podporuje skalovani aplikaci na vypocetni clustery, ale pro-
toze kazdy cluster ma jinou strukturu a pouziva jiné systémy, tak je potfeba provést
ptvodni inicializaci za néj. Pro provedeni inicializace je nutné pres Ray-CLI na kaz-
dém pocitaci spustit piikaz ray init. Na hlavnim uzlu se pouze specifikuje port,
ktery se ma pouzit pro komunikaci, a adresar, ktery se pouzije pro docasné soubo-
ry. Na vedlejsich uzlech se musi urc¢it IP adresa a port, které odpovidaji idajim
hlavniho uzlu.

Aby bylo mozné inicializovat vedlejsi uzly, musi existovat pristup k jejich prika-
zové Tadce. Pro tento ucel existuje SSH, ale SSH vyzaduje heslo nebo SSH kli¢ pro
umoznéni pripojeni. SSH klice je nepraktické pouzivat, jelikoz musi byt dostupné na
vsech uzlech pouzivaného clusteru. Zaroven pokud se pouzivany cluster méni, tak
se u kazdého nové pouzitého clusteru musi opét kli¢ prenést a heslo by se muselo
zadat. Pouziti pouze hesla je tedy jednodusi. U hesla je zase jiny problém — jakym
zpusobem se skript dozvi, jaké heslo ma pouzit pri prihlaseni.

Zde se nabizi nékolik moznosti, které se déli na dvé hlavni kategorie — uzivatel
zada heslo jednou a nebo uzivatel zadéd heslo pokazdé co chce inverzi spustit. Druha
pripadech se heslo uklada jako proménna v prostiedi, kterou muze precist pouze
uzivatel, kterému heslo patii, a root. Z bezpecnostniho hlediska se lisi v tom, zZe
v prvni varianté heslo musi byt uvedené v souboru .bashrc aby se pti prihlaseni
promeénna inicializovala.

S pristupem k heslu lze realizovat inicializaci. Skript pro inicializaci zac¢ne na
hlavnim uzlu, kde se ptepne do Singularity, aktivuje virtualni prostredi a inicializuje
Ray. Pak si zjisti adresy vedlejsich uzli a na kazdy uzel se pres SSHPass prihlasi. Po
prihlaseni se opét prepne do Singularity, aktivuje virtudlni prostfedi a inicializuje
Ray. Vsechny uzly spousti stejny Singularity obraz.

Diilezitym detailem je, jak se pouzije Singularity kontejner. Pokud by se pouzil
pouze singularity exec, tak se spusti kontejner, vykona se inicializace, a kon-
tejner se zavie. Toto je samoziejmé Spatné, jelikoz Ray potfebuje kontejner mit
porad zapnuty, aby mohl s tim uzlem vibec komunikovat. Proto se musi pouzit
singularity instance a u singularity exec se na tuto instanci odkazat. Timto
zpusobem ziistane kontejner porad otevieny i po dokonceni inicializace.

V ramci implementace MLDA se pouzil prvni pristup definovany v 2.3 a vytvorila
se hrubsi konec¢no-prvkova sit. Pivodni sif ma 1020 vrcholt a 1950 trojuhelniki,
nahradni hrubsi sit ma pouhych 110 vrchold a 191 trojihelnikii, neboli asi 9-10x
mensi. Obé sité modeluji stejnou tlohu, ale s riznou trovni presnosti. Vyrazné zjed-
noduseni vypocetni sité se témér stejné odrazilo na zmenseni vypocetni naroc¢nosti
— jedna simulace jemného modelu trva primérné 90 vtetfin, naopak jedna simulace
hrubého modelu trva pouhych 10 vtefin.
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Obrazek 6.5: Hrubsi ndhradni kone¢noprvkova sif

Obrézek 6.6: Pivodni jemnda konecénoprvkova sit

Kazda sit je definovana jednim souborem s priponou .msh a oba soubory jsou
v adresari common_files, ktery je soucasti definice tlohy. Na tyto soubory déle
existuje odkaz v konfiguracnim souboru popsaném v 6.2.2, kde sité musi byt sefazeny
od nejhrubéjsi az po jemnou. Tyto informace se pak béhem inverze pouziji, aby se
simulaci specifikovalo, jakou sif ma pouzit.

Na strané tinyDA je pro spusténi MLDA potteba definovat nékolik posterior
objektti. Pro pripomenuti posterior slouzi pro zapouzdfeni puvodniho odhadu
prior, vypoctu dopredného modelu forward_model a vypocet tirovné Sumu
likelihood. Ve vSech posteriorech se pouzije stejny ptivodni odhad, jelikoz nedava
smysl mit ruzné odhady pro ruzné turovné MLDA. Dopredny model bude jiny, ale
jediny rozdil je priznak, ktery simulaci da védét, jakou konec¢noprvkovou sif pouzit.
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Vy¢isleni Sumu se také zméni, konkrétné se méni rozptyl Sumu. Diivod je jednoduchy
— hruba sif sice simuluje stejnou tlohu, ale jeji vysledky budou dale od opravdové
hodnoty, oproti jemnému modelu. Proto je smysluplné pouzit vyssi troven Sumu,
aby hruby model byl méné prisny na zamitani navrhi a nezamital dobré navrhy.
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V ramci této kapitoly se porovnaji 2 vybrané datasety z inverze a priblizi se pro-
blémy béhem inverze a ladéni. Pro porovnani se pouzije nékolik grafi, ve kterych
budou v lepsim formatu vidét vysledky inverze. Také se vyuzije nékolika statistic-
kych metrik dostupnych v ArviZ summary, které vycisluji vysledky inverze a kvalitu
inverze. Jeden dataset je bez pouziti MLDA s kratsimy retézci a druhy MLDA po-
uzil a ma delsi fetézce. Vsechny rozdily jsou popsané v 7.1. Vysledky jednotlivych
datasetl jsou pak dikladné analyzovany v 7.2.1 a 7.2.2.

V ramci ladéni aplikace se otestovalo velké mnozstvi riznych kombinaci parametri
pro dosazeni vysledkl. Pokazdé se inverze provadéla s 10 fetézci a 500 nebo 1000 ite-
racemi na fetézec. Ve vSech pripadech se pouzilo adaptivni navrhové hustoty. Hlavni
proménné parametry byly celkem 4, 3 z nich souvisi s ndvrhovou hustotou. Parametr
s nejvétsim vlivem na vysledky je noise_std, ktery urcuje jak prisna ma inverzi byt
u prijimani navrhi. Potom proposal_scaling, ktery urcuje maximalni velikost sko-
ku ze soucasné hodnoty na novou. Nakonec proposal gamma a proposal_period
slouzi pro urceni, jak c¢asto a o kolik se ma navrhova hustota adaptovat. V nésle-
dujici tabulce lze vidét pouzité parametry pro dvé iterace inverze, jedna s MLDA
a druha bez.

(Cislo datasetu 1 2
Pocet iteraci na retézec 500 3000
Pocet retézcu 10 10
Pocet iteraci k zahozeni 1 1
Rozptyl Sumu 1000 1000
Koeficient velikost skoku 0.2 0.5
Perioda adaptivity ) 10
Skalovani adaptivity 1.02 1.05
MLDA Ne Ano
Néavrhova hustota GaussianRandomWalk | GaussianRandomWalk

Tabulka 7.1: Prehled parametrt inverze u porovnanych datasett
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//

V 1. datasetu?

V 2. datasetu?

Typ rozdéléni

Parametry

storativity
young_modulus
init_stress x
init_stress_y
init_stress_z
perm_kO

perm_eps

perm_delta
perm_gamma

Ne
Ano
Ano
Ano
Ano
Ano

Ano

Ano
Ano

Ano
Ano
Ano
Ano
Ne
Ano

Ano

Ano
Ano

log—normalni
log—normalni
log-normalni
log—normalni
log-normalni
log—normalni

omez. normalni

log—normalni
log-normalni

pw=-—16.4, 0 =2
w=12480=0.5
pw=176,0=0.3
pw=16.2, 0 =0.3
w=179 0=0.3
p=—48.8, 0 =2
uw=33,0=9
a=1.1, b= 1000

f=-368,0=0.1

p=179 0=0.1

Tabulka 7.2: Hydromechanické parametry, pro které se inverze u datasett délala
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7.2 Rozbor datasetu

7.2.1 Dataset 1
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Obrazek 7.1: Vizualizace prvniho datasetu - marginalni rozdéléni



V prvnim sadé grafii 7.1 lze vidét graf vygenerovany pies arviz.plot_posterior(),
ktery byl upraveny zahrnutim ptivodniho odhadu. Graf zobrazuje marginalni rozdé-
léni z inverze pro jednotlivé hydromechanické parametry. Vodorovna osa predstavuje
hodnotu parametru, svisla osa obsahuje pravdépodobnostni hustotu parametru. Na-
vic je tam zahrutd c¢ernd vodorovna cara, ktera znazornuje region, ve kterém se
nachazi 94% dat.

U nékterych parametrii 1ze vidét, ze vysledek inverze ma vyrazné nizsi odchylku
a tudiz vyssi pravdépodobnosti hustotu oproti ptiivodnimu odhadu. Toto chovani lze
vidét u parametrit young modulus, perm_kO a init_stress_x. Jiné parametry se
chovaji jinak - u perm_kO lze vidét posun stfedni hodnoty oproti ptivodnimu odhadu
a u ostatnich parametri jsou viditelné mensi odchylky od ptivodniho odhadu. Hodné
parametri se vyrazné podoba pluvodnimu odhadu, coz mize vypovidat o dobre
zvoleném odhadu, nebo Spatné zvolenych parametrech inverze.
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Obrazek 7.2: Vizualizace prvniho datasetu - cesty fetézct
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Druhd sada grafti 7.2 se vygenerovala ptres arviz.plot_trace(). Levé grafy
obsahuji podobné informace jako minula sada 7.1 - jedinou odlisnosti je, ze zde jsou
data mezi fetézci oddélené a nesloucené dohromady. Vodorovna osa je opét hodnota
parametru, svisld je pravdépodobnostni hustota. Prava ¢ast ukazuje zpusob, jakym
jednotlivé Tetézce cestovali ndhodnym prostorem béhem inverze. Zde je vodorovna
osa Cislo iterace inverze v ramci fetézce a svisla osa je hodnota parametru.

Lze tu vidét zpisob, jakym fetézce prozkoumaéavaji ndhodny prostor - kazdy reté-
zec zafind na jiném misté a prozkouméava jinou ¢ast ndhodného prostoru. V urcitych
castech prostoru se budou fetézce drzet dlouho, v jinych budou jen chvili. Diky pou-
ziti adaptivni ndvrhové hustoty by se s nartstajicim ¢islem iterace retézec mél dostat
do lepsich ¢asti ndhodného prostoru, kde bude vétsi sance na prijmuti navrhu.

Parametr perm_kO ma vsechny fetézce s vyjimkou jednoho, které se drzi v rdmci
stejného regionu, kolem hodnoty -49. Na zacatku lze vidét, ze fetézce zacinaji mimo
tento region, postupné se k nému dostanou a pak se v ném drzi. Podobné chovani lze
vidét u parametru young_modulus, kde tentokrat vsechny retézce se drzi ve stejném
regionu, ale opét se k nému museli ze zacatku dostat.

Ostatni parametry nevykazuji toto chovani, alespon ne do takové miry. Paramet-
ry init_stress_x a perm_gamma maji mensi seskupeni fetézcl v urcitych regionech,
ale ostatni se vzajemné skoro neprekryvaji.
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Zmeéna tlakové vysky vrtu H1 v Case
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Obréazek 7.3: Vizalizace prvniho datasetu - vysledky modelu

Graf 7.3 obsahuje vizualizaci vysledki simulace pro hodnoty z inverze. Tento
graf je dobrym indikatorem spravnosti vysledki inverze - ukazuje, jak blizko na-
méfenym hodnotdm se inverze dostava. V grafu lze vidét nékolik kiivek - ¢erna
teckovana krivka predstavuje namérend data z razby, ke kterym se chceme priblizit.
V regionu mezi plnou modrou a fialovou kiivkou je 90% vysledk z inverze. Tmavée
modra ¢arkovand kiivka je median z inverze. Cast grafu obarvend odstiny oranzové
predstavuje pravdépodobnostni hustotu vysledki inverze v dané ¢ésti grafu. Sytéjsi
odstiny oranzové predstavuji vyssi pravdépodobnostni hustotu. V urcitych mistech
je hustota Spatné vykreslena kviili omezenému mnozstvi bodi. Vodorovna osa pred-
stavuje ¢as simulace, svisld osa obsahuje hodnoty tlakové vysky v méreném bodé
horniny.

Lze vidét, ze na zdkladé namérenych dat je ocekdvané chovani prudky pokles
tlakové vysky béhem prvnich 17 dni, po kterém néasleduje pozvolné zvysovani tla-
kové vysky. Vétsina vysledkti z inverze méa chovani podobné - hodnoty vysky se lisi
maximalné o 25m, ale vétsina je v ramci 10m. Také lze vidét, Ze nékteré parametry
z inverze produkuji vyrazné jiné hodnoty - nékteré maji vétsi pokles na zacatku a né-
které maji velice maly pokles na zacatku. Tyto vysledky predstavuji okraje oranzoveée
obarveného regionu.
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Néazev parametru | Stfedni hodnota | Odchylka | ESS tail | R-hat
young_modulus 24.6 0.20 44 1.56
init_stress_x 17.3 0.19 14 2.23
init_stress_y 16.4 0.28 13 2.54
init_stress_z 17.9 0.24 18 2.65

perm_kO -49.1 0.89 23 1.37
perm_eps 36.1 9.82 39 2.40
perm_delta -36.8 0.10 36 2.15
perm_gamma 1.8 0.15 14 3.58

Tabulka 7.3: ArviZ summary pro prvni dataset

Tabulka 7.3 obsahuje ¢ast vypisu vygenerovanou z arviz.summary () a soucasti
jsou informace o stfedni hodnoté a rozptylu jednotlivych parametri z inverze. Zaro-
ven obsahuje dvé statistické metriky - R-hat pro vycisleni urovné korelace v datasetu
a ESS-tail pro urceni poctu kompletné nezavislych ndhodnych sad parametr pro
dosazeni stejné presnosti, jako dosdhla konecné cast vysledki inverze.

Udaje o stfedn{ hodnoté a odchylce odpovidaji dat@m z pfechozich grafa 7.1.
Pro R-hat se doporucuji hodnoty 1.00 < 7 < 1.01, takze z tabulkovych hodnot
lze predpokladat vyraznou korelaci a autokorelaci ve vysledcich inverze. Pro ESS
je idealni hodnota co nejblize poctu iteraci na retézec. Pro prvni dataset se pouzilo
1000 iteraci na Fetézec, takze nejvyssi hodnota ESS je pouze 4.4%. Toto opét vy-
povida o vyrazné korelaci mezi Tetézci i v ramci jednotlivych retézct. Divodem je
pravdépodobné mala délka retézce a malé mnozstvi zahozenych navrhi.

Pocet iteraci
10000

Prijatych
2248

Zamitnutych
7752

Pomeér prijatych
22.48%

Tabulka 7.4: Dodatecné informace k prvnimu datasetu

Poslednim vysledkem k prvnimu datasetu jsou informace o poctu prijatych a za-
tmitnutych navrh béhem inverze v tabulce 7.4. Celkem se provedlo 10000 iteraci
inverze a 2248 se z toho prijalo. Z toho vychdzi pomér prijatych navrhu 22.48%.
Tento pomér je relativné blizko cilené hodnoté 24%, ke které se tato navrhova hus-
tota snazi priblizit. Cely proces inverze pro tento dataset trval necelych 23 hodin
a 217 hodin procesorového casu.
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7.2.2 Dataset 2
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Obrazek 7.4: Vizualizace druhého datasetu - marginalni rozdéléni
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U parametri init_stress_x a perm_kO lze v grafu 7.4 vidét podobné vysledky,
jako u predchoziho datasetu v 7.1. init_stress_x ma vysledné rozdéléni posunuté
doleva oproti pivodnimu odhadu a mé zvysenou Spicku. perm_kO mé opét Spicku
kolem stfedni hodnoty pivodniho odhadu, ale tentokrat mensi. Novym parametrem
v tomto datasetu je storativity, u které lze vidét Spicku kolem stfedu piivodni-
ho odhadu a zmenseni rozptylu. Parametr young _modulus se tentokrat chova jinak
—neobsahuje uz vysokou spicku, ale spise kopiruje piivodni odhad. U ostatnich para-
metru lze vidét rozdéléni, které jsou podobnéjsi pivodnimu odhadu oproti prvnimu
datasetu. Toto je pravdépodobné kvili vyrazné delSim fetézcim.
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Obrazek 7.5: Vizualizace druhého datasetu - cesty retézct
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V grafu 7.5 jsou opét vidét cesty Tetézcii v ndhodném prostoru. U nékolika para-
metra lze vidét podobné chovani jako v 7.2 u prvniho datasetu — ze zacatku retézce
prozkoumavaji velkou ¢ast nahodného prostoru, ale postupné se dostanou do urcité-
ho regionu a tam se drzi. Takto se tu chova storativity, young_modulus a perm_kO.
U ostatnich nelze vidét néjakou vyraznou konvergenci do urcitého regionu. Naopak
u perm_gamma fetézce s rostouci iteraci inverze prozkoumavaji vétsi ¢ast prostoru
oproti zacatku.

Zmeéna tlakové vysky vrtu H1 v Case

Tlakova vyska [m]

300 A
200 A
100 A
O -
—100 A
—200 A
=300+ .. Namérend data
---- Median z inverze
—4007 —— 95, kvantil inverze
—— 5. kvantil inverze
=500 1 Pravdépodobnostni hustota inverze
0 50 100 150 200 250 300 350

Cas [den]
Obrézek 7.6: Vizalizace druhého datasetu - vysledky modelu

Vysledky dopredného modelu pro druhy dataset jsou vidét v grafu 7.6. Vyraznym
rozdilem zde je rozsah svislé osy, kde nejnizsi hodnoty dosahuji az pod -400. V prv-
nim datasetu 7.3 bylo minimum pouhych 150. Odivodnéni této zmény bude pravdeé-
podobné zahrnuti nového parametru storativity do inverze, ktery je asi schopny
vysledek simulace vyrazné ménit. Jinak median iverze a vétsina dat jsou seskupe-
ny pobliz namérenych dat, takze inverze porad funguje spravné. Pravdépodobnostni
hustota inverze dosahuje maxima kolem namétenych dat, coz je viditelné diky sytéjsi
oranzové barvé kolem krivky namérenych dat. Hrubé obarveni oranzovou v urcitych
misetch je opét dusledek spatné interpolace pti tvorbé grafu.
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Néazev parametru | Stfedni hodnota | Odchylka | ESS tail | R-hat
storativity -16.5 0.74 o6 1.15
young_modulus 24.7 0.53 77 1.27
init_stress_x 17.3 0.21 106 1.29
init_stress_y 16.3 0.30 60 1.12
perm_kO -49.0 1.04 53 1.12
perm_eps 33.0 8.7 163 1.24
perm_delta -36.8 0.10 47 1.15
perm_gamma 1.8 0.1 28 1.37

Tabulka 7.5: ArviZ summary pro druhy dataset

Schrnuti druhého datasetu je dostupné v tabulce 7.5. U spolec¢nych parametrii
s 7.3 lze vidét u stfednich hodnot a odchylek prevazné podobné hodnoty. Pouze
u young_modulus je vyrazné vetsi odchylka. Velké rozdily jsou vidét ve sloupcich
ESS tail a R-hat. Druhy dataset ma hodnoty R-hat vyrazné mensi, coz vypovida
o nizsi korelaci a autokorelaci v datasetu. ESS tail méa vyrazné vyssi hodnoty a da-
taset tedy nese vétsi mnozstvi informaci. Toto je mozné ocekavat, jelikoz dataset
obsahuje 3x vice dat, ale pro hodné parametri je nartst ESS tail vyssi nez 3x.
Naptiklad pro init_stress_x je nartist ESS oproti prvnimu datasetu tail 7.5x.

Prijatych
7322

Pomeér prijatych
24.40%

Zamitnutych
22678

Pocet iteraci
30000

Tabulka 7.6: Dodate¢né informace k druhému datasetu

Nakonec v 7.6 jsou informace o poctu prijatych a zamitnutych navrhi. Celkem
se provedlo 30000 iteraci a 7322 se prijalo, z ¢ehoz vychazi pomér prijatych navrhi
24.4%. Tento pomér je tentokrat jesté blize k cilové hodnoté 24% nez prvni dataset
7.4. Inverze trvala 31 hodin a 295 hodin procesorového c¢asu, ale obsahuje 3x vic dat,
takze pouziti MLDA udéla inverzi priblizné 2x rychlejsi.

Hlavni vyzvou s inverzi je vypocetni naro¢nost — otestovani jedné sady parametra
trvalo nékolik desitek hodin, u poslednich pokusii to bylo az nékolik dni. Po ziskani
vysledki se pak muselo urcit, proc¢ se inverze chova jak se chova, jaké parametry
jsou pravdépodobni pachatelé a jaké upravy se musi udélat pro mozné dosazeni
lepsiho vysledku. Prechod na MLDA toto udélal jesté obtiznéjsi - pridalo se vic
konfigurovatelnych parametrti a inverze se rozsitila o jeden model.

Dalsi problémy se vyskytovaly ojedinéle béhem inverze, kde inverze prosté spadla.
Chybové hlasky padit moc informaci v sobé neméli, prevazné velice obecné chyby
se kterymi nelze dohledat zdroj problému. Tyto pady nastavali v zfejmé nahodnych
bodech inverze. Nékdy to bylo 30 minut od zacatku, nékdy 15 hodin od zacatku.
Asi nejcastéjsi z téchto chyb souvisela s pracovnim adresarem Ray, kde podle chybové
hlasky adresar prosté prestal byt dostupny. Dtvod téchto chyb je porad neznamy.
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Existujici feseni surrDAHM (surrogate Delayed Acceptance Metropolis-Hastings) je
aplikace, ktera obsahuje implementaci Bayesovské inverze a byla v minulosti pouzita
spolecné s Flow123d pro provedeni Bayesovské inverze u hydromechanického mode-
lu [18]. Podporuje MLDA a ndhradni modely ve formé meta modeli. SurrDAHM
vzniklo v rdmci dizertaéni préce [5]. Shrnuti porovnani lze vidét v tabulce 8.

SurrDAHM je pokrocily a vice experimentdlni nastroj, ktery ale také ma své
nedostatky. Konfigurace inverze je v surrDAHM néaro¢ny proces, mnozstvi laditel-
nych parametri inverze je hodné. Zaroven jsou problémy s nasazenim aplikace na
vypocetni cluster s pouzitim kontejneru, coz omezuje integraci s Flow123d.

Tato prace ma souCasné podporu pro 15 parametrii na ladéni inverze (hodné
z nich jsou bindrni) a je mozné pridat podporu pro dalsi. Zaroven je inverze plné
paralelni na vypocetnim clusteru i na vice uzlech. VSechny pouzité knihovny pro
vytvoreni aplikace jsou relativné nové, udrzované a dobte zdokumentované.

SurrDAHM ma podporu pro nahradni meta modely, které jsou sice vypocetné
levné, ale Spatné aproximuji dopredny model. V této préci se pouziva hruba konec¢no-
model.

Dalsi omezeni v surrDAHM je omezenost navrhové hustoty - obsahuje pouze
jeden typ navrhové hustoty. Tato prace obsahuje navrhové hustoty dvé a lze ji rozsirit
o dalsi typy, které uz jsou naimplementované v ramci tinyDA.

Vysledky inverze se v surrDAHM ukladaji do souboru .csv, kde pro vizualizaci
je nutné vytvorit vlastni grafy. Vysledky inverze v této préaci se ukladaji do formatu
ArviZ InferenceData, ve kterém lze jednouse ziskat informace o vysledcich véetné
mnoha raznych grafti pro vizualizaci.

Nézev surrDAHM + Flow123d tato prace
Pocet parametri ? 15
Paralelizace (1 uzel) Ano* Ano
Paralelizace (2+ uzly) Ano* Ano
Pocet navrhovych hustot 1 2%k
Formét vystupu CSV InferenceData
Dokumentace Omezena Plna***

*: Je mozn4d, ale pri pouziti kontejneru problematickd
**. Dvé jsou jiz integrované, ale v tinyDA je jich dostupnych k pouziti vice
*#%: Plnd dokumentace na strané pouzitych knihoven, ¢dsteéna na strané aplikace

Tabulka 8.1: Porovnani se surrDAHM
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V ramci této prace probéhlo seznameni s Bayesovskou inverzi, jejim matematickym
podkladem a preklad védomosti do jednoduché vlastni implementace inverze. Da-
le nasledovala reSerse existujicich implementaci, kde se pro dvé vybrané knihovny
tinyDA a PyMC porovnalo nékolik dostupnych algoritmii inverze a diskutovalo se
nad vysledky a rozdily.

Vznikla aplikace je ve formé knihovny v jazyce Python. Aplikace tspésné in-
tegruje dopredny model z Flow123d pro hydromechanickou simulaci. Klicové body
aplikace jsou paralelnost i na vypocetnim clusteru, pouziti MLDA pro dosazeni lep-
sich vysledkii inverze, jednoducha konfigurace pres konfiguracni soubor a nativni
podpora vizualizace vysledkl a vycisleni kvality inverze.

Inverzi je mozné ladit pomoci konfigura¢niho souboru, kde se nachézi veskeré
informace o puvodnich odhadech a parametrech inverze, véetné parametri navrhové
hustoty, ruznych typt ptvodnich odhadt a poctu iteraci inverze. Format souboru
neni spravné osetfeny a neni iplné zdokumentovany a normalizovany.

Existuje moznost pouzit MLDA pro efektivnéjsi inverzi. P¥i spravném nastaveni
konfiguracniho souboru mé aplikace podporu pro jedno-tiroviiovou DA i vicetrovio-
vou DA. Nahradni modely jsou ve formé hrubsich kone¢no-prvkovych siti. Na zdakladé
vysledkt prace MLDA pro tuto tlohu predstavuje méné vypocetné naroc¢nou alter-
nativu, ktera dosahuje porovnatelnych vysledkii. Chybi doladit inverzi s pouzitim
MLDA, aby vysledky byly méné korelované.

Cela aplikace je zabalena do jednotného prostiedi ve formé Docker kontejneru,
ktery obsahuje jiz nainstalovany Flow123d a vSechny zavislosti aplikace. Kontejne-
rizace zaroven umoznuje efektivni nasazeni na vypocetni cluster.

Aplikace je plné paralelni, kazdy fetézec je schopny vytizit jedno procesorové
jadro. Kvili vypocetni narocnosti inverze aplikace podporuje také nasazeni na vy-
pocetni cluster. Lze pouzit libovolny cluster, ale aplikace mé pfimo podporu nasaze-
ni pres sluzbu Metacentrum. Nejsou vyfresené ndhodné pady aplikace, které mozna
souvisi s vicevlaknovou implementaci.

Vysledky inverze se ukladaji do formatu ArviZ InferenceData, ktery ma na-
tivni podporu pro vizualizaci vysledki inverze a vypocet statistickych metrik pro
urceni kvality vysledkii. Tyto grafy se automaticky vygeneruji po dokonceni inverze.
Dostupné jsou také textové soubory s diagnostickymi informacemi. Grafy lze déle
modifikova v pripadé, ze je nutné pridat dalsi informace.

Moznym vylepsenim aplikace je pridat podporu pro jiné puvodni odhady a na-
vrhové hustoty pro efektivnéjsi inverzi. Déle je mozné najit lepsi parametry inverze
k Tesené uloze pro dosazeni lepsich vysledkl a pripadnou kalibraci aplikace. U ML-
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DA by bylo mozné pridat podporu pro jiné modely nez hrubsi konecno-prvkové
sité.

Zacatek prace obsahuje iivod Bayesovské inverze a tiloh pouziti hydromechanic-
kych modelti. Néasleduje reserse existujicich implementaci Bayesovské inverze a jejich
porovnani. Praktickda ¢ast popisuje proces tvorby aplikace, véetné jeji kontejnerizace
a paralelizace. Nasledovalo nasazeni na vypocetni cluster, kde bylo provedeno mno-
ho iteraci a ladéni Bayesovské inverze a nejlepsi vysledky se pouzily pro dokazani
funkéni inverze a aplikace. Aplikace nakonec byla porovnana s existujicim feseni.
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A Odkazy

o GitHub repozitar se zdrojovym kddem:
https://github.com/bagr-sus/BayesHMI/tree/snapshot
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