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Abstrakt
S řešeńım optimalizačńıch problémů se setkáváme v každodenńım životě, kdy se snaž́ıme
zadané úkony provést nejlepš́ım možným zp̊usobem. Ant Colony Optimization je algoritmus
inspirovaný chováńım mravenc̊u při hledáńı potravy. Ant Colony Optimization se úspěšně
použ́ıvá na optimalizačńı úlohy, na které by nebylo možné klasické optimalizačńı metody
použ́ıt. Genetický algoritmus je inspirován přenosem genetické informace při kř́ıžeńı. Stejně
jako ACO algoritmus se použ́ıvá pro řešeńı optimalizačńıch úloh. Výsledkem mé diplomové
práce je vytvořený simulátor pro řešeńı zvolených optimalizačńıch úloh pomoćı ACO algo-
ritmu a GA a porovnáńı dosažených výsledk̊u na implementovaných úlohách.

Kĺıčová slova
Ant Colony Optimization, genetický algoritmus, optimalizace, problém obchodńıho ces-
tuj́ıćıho, problém rozvržeńı úloh na d́ılně, problém pokryt́ı množin, simulace, samoorgani-
zace

Abstract
We meet with solving of optimization problems every day, when we try to do our tasks in
the best way. An Ant Colony Optimization is an algorithm inspired by behavior of ants
seeking a source of food. The Ant Colony Optimization is successfuly using on optimization
tasks, on which is not possible to use a classical optimization methods. A Genetic Algorithm
is inspired by transmision of a genetic information during crossover. The Genetic Algorithm
is used for solving optimization tasks like the ACO algorithm. The result of my master’s
thesis is created simulator for solving choosen optimization tasks by the ACO algorithm
and the Genetic Algorithm and a comparison of gained results on implemented tasks.
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Poděkováńı
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8.1.4 Zjǐstěńı délky nalezené cesty . . . . . . . . . . . . . . . . . . . . . . . 41
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8.2.3 Źıskej cestu reprezentovanou jedincem ze současné generace . . . . . 43
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Kapitola 1

Úvod

S řešeńım optimalizačńıch problémů se setkáváme v každodenńım životě, kdy se snaž́ıme
zadané úkony provést nejlepš́ım možným zp̊usobem. Jestliže chceme řešit optimalizačńı
problém algoritmicky, pak muśıme vytvořit odpov́ıdaj́ıćı matematický model k danému
problému. Kf připravenému matematickému modelu optimalizačńıho problému navrhneme
jeho algoritmické řešeńı. Algoritmus řešeńı optimalizačńıho problému může být exaktńı,
vycházej́ıćı např́ıklad z lineárńıho, nebo nelineárńıho programováńı, nebo numerických
metod[12].

Ne vždy lze exaktńı algoritmus na řešeńı problému použ́ıt. Stavový prostor daného
problému může být př́ılǐs veliký pro řešeńı exaktńım algoritmem, nebo pro daný problém
exaktńı algoritmus neznáme. Pak přicházej́ı na řadu algoritmy založené na stochastickém
rozhodováńı, jako jsou např́ıklad genetické algoritmy(GA), optimalizace pomoćı mravenč́ıch
koloníı(ACO), simulované ž́ıháńı, metoda Monte-Carlo[14]. Nevýhodou při použit́ı těchto
algoritmů je, že produkuj́ı v zadaném výpočetńım čase pseudooptimálńı výsledky. Tyto
pseuooptimálńı výsledky jsou ale dostatečně kvalitńı již po relativně malém počtu iteraćı.

Aplikaćı výsledk̊u a poznatk̊u, dosažených při procesu optimalizace, do pracovńıch po-
stup̊u lze ušetřit nemalé vstupńı zdroje nebo podstatně zkrátit dobu výrobńıho procesu,
a t́ım sńıžit celkové výrobńı náklady. Proto docháźı v oblasti optimalizaćı k intenzivńımu
výzkumu. Optimalizace pomoćı mravenč́ıch koloníı(ACO) se ukazuje jako stabilńı metoda,
která dosahuje velmi kvalitńıch výsledk̊u v časově proměnlivém prostřed́ı. Použit́ı této
metody při optimalizaci kombinatorických optimalizačńıch úloh je předmětem neustálého
výzkumu i hlavńım tématem této práce.

V následuj́ıćı kapitole jsou popsány základńı ćıle této diplomové práce a velmi stručná
charakteristika současného stavu řešené problematiky. V daľśı kapitole je formálně popsána
optimalizačńı úloha, definovány jednotlivé fáze optimalizačńıho procesu a popis jednotlivých
typ̊u optimalizačńıch algoritmů. Kapitola Ant Colony Optimization popisuje chováńı mra-
venč́ıch koloníı při źıskáváńı potravy a rozeb́ırá pojmy emergence, samoorganizace a rojová
inteligence. Dále je zde rozebrán optimalizačńı algoritmus Ant Colony Optimization(ACO)
a jeho použit́ı při řešeńı optimalizačńıch úloh. V kapitole Genetický algoritmus je popsán
princip fungováńı genetického algoritmu a je zde také detailně rozebráno použit́ı genetického
algoritmu při řešeńı optimalizačńıch úloh. V daľśıch kapitolách jsou popsány jednotlivé opti-
malizačńı úlohy a postup, který bude použit při jejich řešeńı pomoćı ACO a GA. V kapitole
Implementace je popsána struktura celého programu simulátoru i detailně vysvětlen obsah
a funkčnost jednotlivých tř́ıd. Závěrečná kapitola shrnuje výsledky provedených simulaćı
a popisuje nalezené skutečnosti, které vyplývaj́ı ze simulaćı. Dále jsou zde uvedena možná
rozš́ı̌reńı a vylepšeńı této diplomové práce.
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Kapitola 2

Formulace ćıle a charakteristika
současného stavu

Motivaćı a inspiraćı pro tuto práci je př́ıroda kolem nás. Můžeme sledovat nepřeberné
množstv́ı živočich̊u, rostlin a jejich nejrozličněǰśıch zp̊usob̊u jak přež́ıt. S trochou nadsázky
můžeme planetu Zemi přirovnat k simulátoru, který byl inicializován před 4,6 miliardami
let(vznik planety Země). Prvńı zaj́ımavé výsledky začal dávat před 3,85 miliardami let(vznik
života na Zemi). Jeho hodnot́ıćı funkce se nazývá evoluce.

2.1 Formulace ćıle této diplomové práce

Hlavńım ćılem této práce je implementace algoritmu Ant Colony Optimization (dále jen
ACO) a zhodnoceńı výsledk̊u dosažených při řešeńı navržených optimalizačńıch úloh. Celá
práce se skládá z těchto d́ılč́ıch ćıl̊u:

• Návrh a implementace jednoduchého simulátoru včetně implementace ACO algo-
ritmu. Simulátor bude řešit optimalizačńı úlohy pomoćı ACO algoritmu. Pr̊uběh
simulace(řešeńı optimalizačńı úlohy pomoćı ACO algoritmu) bude zobrazen jedno-
duchým grafickým výstupem. Zadáńı optimalizačńı úlohy bude nač́ıtáno ze souboru.
Simulátor bude umožňovat nastaveńı parametr̊u simulace a jednotlivých parametr̊u
ACO algoritmu.

• Návrh a implementace optimalizačńıch úloh řešených pomoćı ACO algoritmu. Vy-
tvořeńı matematických model̊u zvolených optimalizačńıch úloh a jejich implementace
do prostřed́ı simulátoru, tak aby mohly být řešeny pomoćı implementovaného ACO
algoritmu.

• Zhodnoceńı dosažených výsledk̊u zvolených optimalizačńıch úloh při použit́ı ACO
algoritmu. Zhodnoceńı použitelnosti ACO algoritmu při řešeńı zvolených optima-
lizačńıch úloh. Zhodnoceńı toho, jak jednotlivé parametry ACO algoritmu ovlivňuj́ı
kvalitu nalezeného řešeńı optimalizačńı úlohy.

• Implementace genetického algoritmu (dále jen GA) do simulátoru. Simulátor bude
umožňovat řešeńı optimalizačńıch úloh kromě ACO algoritmu i pomoćı GA.

• Zhodnoceńı dosažených výsledk̊u zvolených optimalizačńıch úloh při použit́ı GA a po-
rovnáńı s výsledky ACO algoritmu. Zhodnoceńı použitelnosti GA při řešeńı zvolených
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optimalizačńıch úloh. Porovnáńı kvality a rychlosti nalezených řešeńı optimalizačńıch
úloh při použit́ı ACO algoritmu a GA.

2.2 Charakteristika současného stavu

V roce 1992 zveřejnil Marco Dorigo ACO algoritmus inspirovaný chováńım mravenc̊u při
hledáńı potravy[5]. Algoritmus se stal objektem daľśıho zkoumáńı a dočkal se několika vari-
ant a vylepšeńı. ACO algoritmus je v současné době úspěšně použ́ıván v r̊uzných odvětv́ıch:

• Směrováńı packet̊u v śıti. Dı́ky adaptivnosti a optimálnosti dosahuje ACO algoritmus
ńızké ztrátovosti packet̊u[8].

• Optimalizace výrobńıho procesu. Lepš́ım rozvržeńım úloh na jednotlivých stroj́ıch
snižuje výrobńı čas, a t́ım zvyšuje kapacitu výrobńı linky [3].

• Výrobu mikročip̊u. Nalezeńım optimálńı cesty pro propojeńı jednotlivých část́ı mi-
kročipu se sńıž́ı výrobńı cena [10].

• Logistika. Nalezeńı optimálńı trasy pro rozvoz surovin a zbož́ı [8].

• Plánováńı posádek na leteckých linkách [9].
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Kapitola 3

Optimalizace

Optimalizace je odvětv́ı matematiky, které se snaž́ı o nalezeńı minimálńıch či maximálńıch
hodnot zkoumaných funkćı při daných omezuj́ıćıch podmı́nkách[15]. Formálně pak můžeme
optimalizačńı úlohu na minimalizaci zapsat takto:

minimalizuj f0(x)
vzhledem k fi(x) ≤ bi, i = 1, ...,m.

Kde vektor x = (x1, ..., xn) je proměnná optimalizačńı úlohy. Funkce f0 : Rn → R je účelová
funkce úlohy a funkce fi : Rn → R, i = 1, ...,m, jsou omezuj́ıćı funkce a konstanty b1, ..., bm

jsou hranice pro omezuj́ıćı funkce. Vektor x∗ se nazývá optimálńım řešeńım, jestliže hodnota
účelové funkce je minimálńı mezi všemi možnými vektory splňuj́ıćımi omezuj́ıćı podmı́nky:

pro všechny z f1(z) ≤ b1, ..., fm(z) ≤ bm

dostáváme f0(z) ≥ f0(x∗)

3.1 Optimalizačńı proces

Optimalizačńı proces se skládá z několika fáźı (obr. 3.1)[4]. Zpravidla zač́ıná zadáńım op-
timalizačńıho problému z reálného světa. Zadáńı problému je obvykle pouze slovńı a do-
sti obecné. Výsledným výstupem této fáze je slovně specifikovaný optimalizačńı problém
s požadovaným ćılem.

Analýzou dané problematiky a přesnou specifikaćı podmı́nek optimalizovaného problému
vytvoř́ıme matematický model, který obsahuje všechny podstatné vlastnosti zkoumaného
problému, a navrhneme algoritmus řešeńı problému v rámci modelu. Výstupem této fáze je
navržený matematický model odrážej́ıćı podstatné rysy z reálného světa včetně algoritmů
k řešeńı tohoto modelu.

Daľśım krokem je vytvořeńı poč́ıtačové implementace navrženého modelu a algoritmu.
V této fázi se řeš́ı problémy s rychlost́ı implementovaných algoritmů nebo přesnost́ı zao-
krouhlováńı. Výstupem této fáze je vytvořený program ve zvoleném programovaćım jazyce,
který reprezentuje navržený matematický model a realizuje navržené algoritmy.

Verifikace je proces, při kterém ověřujeme, zda implementované řešeńı odpov́ıdá navrže-
nému modelu. V této fázi se testuj́ı výstupy programu na předem definované testovaćı
vstupy. Výsledkem této fáze je ujǐstěńı, že se implementovaný program plně shoduje s na-
vrženým matematickým modelem a navrženými algoritmy.
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Proces validace je založen na kontrole, zda výsledky produkované navrženým modelem
odpov́ıdaj́ı výsledk̊um z reálného světa. Výsledkem této závěrečné fáze je rozhodnut́ı, zda
a do jaké mı́ry model produkuje reálné výsledky a zda tak může být program nasazen na
řešeńı problémů z reálného světa.

Reálný optimalizační problém

Analýza Validace

Model, algoritmus

Numerické
metody Verifikace

Počítačová implementace

Obrázek 3.1: Optimalizačńı proces

3.2 Optimalizačńı algoritmus

Jestliže máme vytvořený matematický model optimalizačńı úlohy, hledáme algoritmus,
který by dokázal daný model vyřešit a nalézt hledané řešeńı optimalizačńı úlohy. Opti-
malizačńı algoritmy se děĺı podle svého př́ıstupu k determinismu:

• Deterministické algoritmy - Založeny na exaktńım př́ıstupu k řešenému problému.
Vycháźı z prohledáváńı stavového prostoru možných řešeńı. Produkuj́ı opakovatelná
řešeńı (stále stejná).

• Stochastické algoritmy - Založeny na pravděpodobnostńım př́ıstupu k řešenému pro-
blému. Docháźı k výběru možného řešeńı na základě pravděpodobnosti. Produkuj́ı
neopakovatelná (těžko opakovatelná) řešeńı.

• Smı́̌sené algoritmy - Založeny na jisté mı́̌re pravděpodobnostńıho výběru. Mı́ra pravdě-
podobnosti zvoleńı určitého řešeńı odpov́ıdá mı́̌re vhodnosti daného řešeńı. Produkuj́ı
poměrně dobře opakovatelná řešeńı.
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Kromě klasických deterministických optimalizačńıch př́ıstup̊u, jako jsou lineárńı a ne-
lineárńı programováńı nebo dynamické programováńı, existuj́ı metody založené na nedeter-
ministické složce.

Mezi metody založené pouze na nedeterministické složce (stochastické metody) patř́ı
metoda Monte-Carlo nebo simulované ž́ıháńı. Stochastické metody nedávaj́ı vždy optimálńı
řešeńı a za daný časový úsek prohledaj́ı oproti deterministickým metodám menš́ı stavový
prostor možných řešeńı. Jejich uplatněńı se ale najde u úloh, kde neńı žádný deterministický
algoritmus znám nebo je stavový prostor možných řešeńı př́ılǐs rozsáhlý a řešeńı pomoćı
deterministických algoritmů by trvalo př́ılǐs dlouho.

Spojeńım deterministického a nedeterministického př́ıstupu vznikly metody smı́̌sené.
Velkou skupinu mezi smı́̌senými algoritmy představuj́ı evolučńı algoritmy. Evolučńı algo-
ritmy označuj́ı skupinu algoritmů, které jsou inspirovány př́ırodńımi procesy evoluce:

• Reprodukce - Inspirace pro genetické algoritmy (GA). Nová generece potomk̊u vniká
kř́ıžeńım otcovských a mateřských gen̊u.

• Rojová inteligence u mravenc̊u - Základ pro Ant Colony Optimization (ACO). De-
centralizovaný samoorganizuj́ıćı systém.

• Přežit́ı nejsilněǰśıch jedinc̊u - Pro výběr rodič̊u u genetických algoritmů se voĺı z nej-
lepš́ıch jedinc̊u reprezentuj́ıćıch nejlepš́ı stávaj́ıćı řešeńı.

Všechny evolučńı algoritmy jsou založeny na principu uchováváńı nejlepš́ıho řešeńı, které
bylo doposud nalezeno. Na počátku je náhodně zvoleno několik řešeńı, nejlepš́ı z nich se
vybere a je v daľśı iteraci hledáńı nových řešeńı mı́rně upřednostněno. Velikost mı́ry, jak
je dané řešeńı upřednostněno, je vyjádřeńım toho, jak je dané řešeńı kvalitńı. K tomu,
aby nalezená řešeńı mohla být vyhodnocena a mohlo být z nich vybráno nejkvalitněǰśı
řešeńı, je potřeba mı́t účelovou funkci, která jednotlivá řešeńı ohodnot́ı. Účelová funkce
vycháźı ze specifikace dané optimalizačńı úlohy a přiděluje nejvyšš́ı ohodnoceńı řešeńım,
která nejlépe splňuj́ı požadavky úlohy. Vlastnost, že evolučńı algoritmy opouštěj́ı horš́ı
řešeńı a adaptuj́ı se na lepš́ı, zp̊usobuje, že jsou evolučńı algoritmy robustńı - nezávislé
na počátečńıch podmı́nkách a dokáž́ı nalézt velmi kvalitńı řešeńı i v čase proměnlivém
prostřed́ı. Daľśı kladnou vlastnost́ı evolučńıch algoritmů je, že za poměrně malého počtu
ohodnoceńı prostřednictv́ım účelové funkce jsou schopny nalézt relativně kvalitńı řešeńı.
Evolučńı algoritmy se úspěšně použ́ıvaj́ı na náročných optimalizačńıch úlohách, které se
nedaj́ı ani jinými metodami řešit.
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Kapitola 4

Ant Colony Optimization (ACO)

Kolonie mravenc̊u dokáže nalézt nejkratš́ı cestu mezi mravenǐstěm a zdrojem potravy, aniž
by to kterýkoliv mravenec měl jako záměr. Každý mravenec se ř́ıd́ı podle jednoduchých pra-
videl. Při cestě od zdroje potravy zpět do mravenǐstě pokládá mravenec chemickou látku
zvanou feromon a zanechává tak za sebou feromonovou stopu. Mravenci směřuj́ıćı z mra-
venǐstě za potravou následuj́ı cesty s větš́ı koncentraćı feromonu. Vzniká pozitivńı zpětná
vazba, která napomůže k objeveńı nejkratš́ı cesty(na principu emergence) mezi mravenǐstěm
a zdrojem potravy.

4.1 Mravenč́ı kolonie

Mravenci podobně jako včely ž́ıj́ı v koloníıch, a proto patř́ı do skupiny tzv. sociálńıho hmyzu.
Z pohledu optimalizačńıch metod je na těchto sociálně žij́ıćıch koloníıch nejzaj́ımavěǰśı jejich
proces sháněńı potravy. Včely, které se vrát́ı s medem do úlu, hláśı pomoćı speciálńıho tance
ostatńım včelám polohu, vzdálenost a druh potravy. T́ımto chováńım je inspirován algorit-
mus Bee Colony Algorithm [6], který lze použ́ıt na řešeńı kombinatorických úloh, jako jsou
Travelling Salesman Problem (TSP) nebo Job Shop Scheduling Problem (JSP). Z chováńı
při sháněńı potravy u mravenc̊u vycháźı algoritmus Ant Colony Optimization (ACO).
Mravenec nesoućı potravu do mravenǐstě za sebou zanechává feromonovou stopu. Ostatńı
mravenci následuj́ı feromonovou stopu při hledáńı potravy. Mravenci dovedou rozlǐsovat
mezi intenzitou jednotlivých feromonových stop, a to jim umožňuje zvolit si tu nejv́ıce
atraktivńı stopu. Na základě tohoto principu dovedou mravenci nalézt nejkratš́ı cestu mezi
mravenǐstěm a zdrojem potravy. Podstata principu nalezeńı nejkratš́ı cesty je ukázána na
obrázku 4.1:

• Na prvńım sńımku (obr. 4.1) přicházej́ı k mı́stu, kde se muśı rozhodnout mezi dvěma
cestami. Na žádné z cest neńı feromová stopa.

• Na druhém sńımku (obr. 4.1) je znázorněno, že se mravenci zhruba v 50% rozhodli
pro kratš́ı cestu a v 50% pro deľśı cestu.

• Na třet́ım sńımku (obr. 4.1) se prvńı mravenci, kteř́ı zvolili kratš́ı cestu a již našli
potravu, vraćı po kratš́ı cestě zpět k mravenǐsti.

• Na čtvrtém sńımku (obr. 4.1) se vracej́ıćı mravenci z kratš́ı cesty vrátili k mı́stu děleńı
obou cest a stále za sebou zanechávaj́ı feromonovou stopu. Mravenci, kteř́ı směřuj́ı
od mravenǐstě k potravě, přicházej́ı k mı́stu, kde se obě cesty děĺı. Na kratš́ı cestě je
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v tuto chv́ıli již v́ıce feromonu, a tak je tato cesta pro ně mnohem atraktivněǰśı a s větš́ı
pravděpodobnost́ı zvoĺı kratš́ı cestu. S postupem času převáž́ı množstv́ı feromonové
stopy na kratš́ı cestě nad množstv́ım feromonové stopy na deľśı cestě tak, že většina
mravenc̊u bude volit kratš́ı cestu a feromonová stopa na deľśı cestě postupně vyprchá.

1 2

3 4

Obrázek 4.1: Pokus s dvojitým mostem

4.2 Emergence

Pojem emergence se objevuje u systému s architekturou návrhu zdola nahoru. Vytvářej́ı
se jednodušš́ı entity s elementárńım chováńım. Definuj́ı se jejich vzájemné interakce, ale
i interakce s okoĺım. Právě tyto interakce, které jsou v lokálńım měř́ıtku zanedbatelné,
v globálńım měř́ıtku evokuj́ı určitý stupeň inteligentńıho chovańı - princip emergence, kdy
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z jednoduchého chováńı jednotlivce a vzájemných interakćı s ostatńımi jedinci a s okoĺım
vznikaj́ı dovednosti a poznatky vyšš́ıho řádu.

Př́ıkladem může být mravenec nesoućı potravu do mravenistě, který za sebou zanechává
feromonovou stopu. Ostatńı mravenci následuj́ı feromonovou stopu při hledáńı potravy.
Mravenec, který se vracel do mravenǐstě nejkratš́ı cestou, se vrátil jako prvńı. Jeho stopa
je nejintenzivněǰśı a ostatńı ji následuj́ı. T́ımto zp̊usobem dovedou naj́ıt nejkratš́ı cestu od
mravenǐstě k potravě, aniž by to kterýkoliv jedinec měl jako úmysl.

Mezi základńı charakteristické znaky emergence pak patř́ı[2]:

• Inovace - V systému se objevuj́ı nové skutečnosti.

• Soudržnost a soulad - Celek funguje na principu samoorganizace.

• Globálńı úroveň - Některé znaky jsou charakteristické pouze pro celek jako takový.

• Dynamičnost - Systém se vyv́ıj́ı.

• Pozorovatelnost - Dá se sledovat.

Emergenci lze kategorizovat na:

• Slabou - Efektu emergence lze dosáhnout i pomoćı jedince (např́ıklad Langton̊uv
mravenec).

• Silnou - Efektu emergence lze dosáhnout pouze spolupraćı v celku. Celek je v́ıce než
všechny jeho součásti (odpov́ıdá výše zmı́něnému př́ıkladu).

4.3 Samoorganizace

Samoorganizace je proces, při kterém jsou jednotlivé části systému spojovány do kom-
plexněǰśıho celku bez jakéhokoliv vedeńı. Nejv́ıce př́ıklad̊u systémů založených na samoor-
ganizaci pocháźı z vědńıch obor̊u jako jsou fyzika nebo chemie (struktura a složeńı látek).

Pojem samoorganizace je velmi úzce spjat s emergenćı a má s ńı některé rysy podobné.
Přesto může existovat systém se samoorganizaćı, který nevykazuje známky emergence a na-
opak. Dopravńı situace na silnićıch je jeden z př́ıklad̊u samoorganizace. Každý jednotlivec
(automobil) dodržuje určitá pravidla a celý systém (dopravńı situace) funguje, aniž by
potřeboval centrálńı ř́ızeńı.

Mezi základńı principy patř́ı[7]:

• Pozitivńı zpětná vazba - Zp̊usobuje kumulováńı př́ıčiny, a t́ım př́ıčinu posiluje.

• Negativńı zpětná vazba - Působ́ı proti změně, která ji vyvolala, a t́ım reguluje stav
systému.

• Neustáváńı fluktuaćı - Náhodné jevy pomáhaj́ı systému neustat v hledáńı globálńıho
nejlepš́ıho řešeńı.

• Mnohonásobné vzájemné interakce.
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4.4 Rojová inteligence

Rojová inteligence je pojem, se kterým se setkáváme při simulaćıch kolektivńıho jednáńı
v decentralizovaném samoorganizačńım systému[1]. Takový systém je složen z populace
agent̊u s jednoduchým chováńım, kteř́ı interaguj́ı se svým okoĺım, at’ už to jsou ostatńı agenti
nebo prostřed́ı. Přestože se jedná o systém bez centrálńıho ř́ızeńı, tak na základě lokálńıch
interakćı vzniká efekt domnělého centrálńıho ř́ızeńı a docháźı k emergenci globálńıho chováńı.
K dosažeńı těchto rys̊u je třeba, aby systém obsahoval určitý počet jedinc̊u a došlo tak k vy-
tvořeńı tzv. roje. V souvislosti s projevy inteligentńıho chováńı takového systému hovoř́ıme
o inteligenci roje.

4.5 Ant Colony Optimization (ACO)

Algoritmus Ant Colony Optimization (dále jen ACO) je založen na pravděpodobnostńım
pr̊uchodu grafem a hledáńı nejlepš́ı cesty grafem, která reprezentuje řešeńı optimalizačńı
úlohy.

ACO algoritmus poprvé publikoval Marco Dorigo v roce 1992[5]. Inspiraćı pro ACO algo-
ritmus bylo hledáńı cesty mezi mravenǐstěm a zdrojem potravy u skutečných mravenc̊u. Al-
goritmus byl navržen pro nalezeńı optimálńı cesty grafem. Řešeńı, pomoćı algoritmu ACO,
spoč́ıvá v nasazeńı umělých mravenc̊u. Tito mravenci procháźı všemi možnými cestami
grafu a zanechávaj́ı za sebou virtuálńı feromonovou stopu, podél deľśıch cest méně a podél
kratš́ıch v́ıce. Po prvńım kole objevováńı se daľśı procházej́ıćı mravenci orientuj́ı podle in-
tenzity zanechané stopy a voĺı cesty s větš́ı intenzitou, tedy ty kratš́ı. T́ımto zp̊usobem se
vytvoř́ı na nejkratš́ıch cestách vrstva feromonu a na méně efektivněǰśıch trasách stopa vy-
prchá. Po oznámeńı výsledk̊u ACO algoritmu byl ACO algoritmus použit telekomunikačńımi
společnostmi ve Francii a Velké Británii pro optimalizaci směrováńı v jejich śıt́ıch. Pro
potřeby směrováńı v śıt́ıch byl vytvořen algoritmus AntNet, který je založen na algoritmu
ACO. Použit́ı umělých mravenc̊u je pro vyhledáváńı cest v śıti velmi vhodné d́ıky těmto
jejich vlastnostem[8]:

• Optimálnost - Dovedou nalézt nejlepš́ı cestu.

• Adaptivnost - Nepřestávaj́ı hledat nové lepš́ı cesty.

• Robustnost - Při chybě ve spojeńı systém nespadne, ale hledaj́ı se jiná řešeńı.

Algoritmus AntNet v porovnáńı s algoritmem OSPF (Open Shortest Path First), který je
oficiálńım směrovaćım protokolem v śıti internet[8], dosahuje lepš́ıch výsledk̊u(tab. 4.1).

Zat́ıžeńı (%) Ztrátovost paket̊u u OSPF (%) Ztrátovost paket̊u u AntNet (%)
110 8,95 2,19
150 33,2 12,86
200 49,9 26,65

Tabulka 4.1: Porovnáńı AntNet s algoritmem OSPF

ACO algoritmus má několik variant a vylepšeńı, které mohou př́ıznivě ovlivnit dosažené
výsledky:

12



• Max-Min ant system - Je stanoveno minimálńı a maximálńı množstv́ı feromonu, které
se může nacházet na cestách mezi jednotlivými body grafu.

• Elitist ant system - Kromě pokládáńı feromonu všemi mravenci, je v každé iteraci
nav́ıc pokládán feromon na dosud nejlepš́ı nalezenou cestu.

• Rank-based ant system - Množstv́ı feromonu, které pokládá každý mravenec, je př́ımo
úměrné kvalitě cesty, kterou mravenec nalezl.

4.6 ACO algoritmus pro řešeńı TSP

Vysvětleńı podstaty ACO algoritmu lze nejlépe ukázat na úloze obchodńıho cestuj́ıćıho
(TSP - Traveling Salesman Problem). Tato úloha se svým zadáńım nejv́ıce podobá chováńı
reálných mravenc̊u - body v prostoru je potřeba pospojovat nejkratš́ı cestou:

• Před vlastńım algoritmem je potřeba inicializovat cesty mezi jednotlivými městy.
Každé město je propojeno se všemi zbylými městy. Délka cesty mezi dvěma městy
je dána geometrickou vzdálenost́ı mezi městy.

• Dále je potřeba náhodně rozmı́stit všechny mravence do měst, odkud budou zač́ınat
hledat své cesty přes všechna města.

• Hlavńı smyčka ACO algoritmu se opakuje po iteraćıch. V každé iteraci projde každý
mravenec všechna města na mapě. Pokaždé, když nějaký mravenec dokonč́ı cestu
všemi městy, je zjǐstěna délka jeho cesty. Jestliže je délka jeho cesty menš́ı než délka
doposud nalezené nejkratš́ı cesty, je jeho cesta uložena jako nejkratš́ı cesta. At’ už
je jeho cesta nejkratš́ı nebo neńı, tak se na všechny úseky cesty, které prošel, přidá
takové množstv́ı feromonu, které odpov́ıdá kvalitě cesty, kterou mravenec nalezl.

• Mravenci hledaj́ı cestu všemi městy na mapě tak, že zač́ınaj́ı v libovolném startovaćım
městě. Pak je pro všechny cesty, které spojuj́ı město, ve kterém se mravenec nacháźı,
s ostatńımi nenavšt́ıvenými městy, určena atraktivita cesty, která je nepř́ımo úměrná
délce cesty a př́ımo úměrná množstv́ı feromonové stopy, která se na cestě nacháźı.
Mravenec se poté náhodně rozhodne pro jednu z možných cest, kdy jsou cesty s větš́ı
atraktivitou zvolené s větš́ı pravděpodobnost́ı.

• Lokálńı úprava feromonové stopy znamená odebráńı určitého množstv́ı feromonu na
úseku cesty, který mravenec právě prošel. Lokálńı úprava napomáhá k tomu, aby mra-
venci nechodili pouze jednou (nejlepš́ı) cestou, ale hledali i jiná řešeńı. Toto odebráńı
feromonu je dočasné a po dokončeńı iterace všemi mravenci je hodnota feromonové
stopy vrácena na hodnotu, kterou měla na počátku iterace.

• Po každé iteraci, když všichni mravenci naleznou svou cestu přes všechna města na
mapě, je sńıženo množstv́ı feromonové stopy na všech cestách. Jedná se o proces
evaporace, který napodobuje vyprcháváńı feromonové stopy v př́ırodě. Evaporace
pomáhá k nalezeńı nejlepš́ı cesty t́ım, že méně kvalitńı řešeńı s časem miźı a z̊ustávaj́ı
jen řešeńı, která jsou opakovaně nacházena.

Vzorec pro výpočet množstv́ı feromonu, které se má přidat na cestu:

F =
DeltaMax

DelkaCesty
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kde:

• F je množstv́ı feromonu, které bude přidáno na cestu.

• DeltaMax je konstanta.

• DelkaCesty je celková délka nalezené cesty.

Popis ACO algoritmu aplikovaného na TSP pomoćı pseudokódu:

// INICIALIZACE:
// c ... počet měst
FOR i = 1 TO c BEGIN

FOR j = 1 TO c BEGIN
Vytvoř cestu z města i do města j.
Vypočı́tej délku cesty.
Nastav počátečnı́ množstvı́ feromonu na cestě.

END
END

// m ... počet mravenců
FOR k = 1 TO m BEGIN

Umı́sti mravence do náhodně zvoleného města.
END

// VLASTNÍ VÝPOČET:
// t_max ... počet kroků simulace
FOR t = 1 TO t_max BEGIN

FOR k = 1 TO m BEGIN
Vytvoř seznam nenavštı́vených měst.
Nastav délku nalezené cesty grafem na 0.
Nastav aktuálnı́ město cesty na město, ve kterém se mravenec právě
nacházı́.
WHILE Nenı́ seznam nenavštı́vených měst prázdný BEGIN

Vyber dalšı́ navštı́vené město ze seznamu nenavštı́vených měst podle
nı́že definovaného vzorce.
Přičti k délce nalezené cesty grafem vzdálenost mezi aktuálnı́m
městem cesty a dalšı́m navštı́veným městem.
Proved’ lokálnı́ úpravu feromonové stopy mezi aktuálnı́m
městem cesty a dalšı́m navštı́veným městem.
Odeber dalšı́ navštı́vené město ze seznamu nenavštı́vených měst.
Nastav dalšı́ navštı́vené město jako aktuálnı́ město cesty.

END
Přidej feromonovou stopu na nově nalezenou cestu.
IF Je délka nalezené cesty grafem nejmenšı́ nalezená délka cesty BEGIN

Nastav nově nalezenou cestu jako nejkratšı́ cestu.
Nastav délku nově nalezené cesty grafem jako nejkratšı́ nalezenou
délku cesty.

END
END
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Aktualizuj feromon(sniž množstvı́ feromonu) na všech cestách - evaporace.
END

Vzorec pro pravděpodobnost́ı výběr daľśıho navšt́ıveného města ze seznamu nenavšt́ıvených
měst:

pk(i, j) =
τα
ij ∗ dβ

ij∑
g∈Jk(i) τα

ig ∗ dβ
ig

kde:

• pk(i, j) je pravděpodobnost, že mravenec k, který je ve městě i, zvoĺı jako daľśı město
j.

• τij je množstv́ı feromonové stopy na cestě mezi městem i a městem j.

• α je parametr vyjadřuj́ıćı d̊uležitost feromonové stopy.

• dij je hodnota nepř́ımo úměrná vzdálenosti mezi městem i a městem j: dij = 1
|ij|

• β je parametr vyjadřuj́ıćı d̊uležitost vzdálenosti mezi městy.

• Jk(i) je množina nenavšt́ıvených měst.

U ACO algoritmu můžeme nalézt vlastnosti typické pro emergenci a systém funguj́ıćı
na principu samoorganizace:

• Mnohonásobné vzájemné interakce - Mravenci spolu navzájem komunikuj́ı nepř́ımo
pomoćı feromonové stopy.

• Neustáváńı fluktuaćı - Nahodilost je u ACO algoritmu realizována pravděpodobnostńı
volbou daľśıho navšt́ıveného města.

• Dynamičnost - Systém se vyv́ıj́ı a mravenci nacházej́ı lepš́ı řešeńı na základě předchoźıch
nalezených cest.

• Pozitivńı zpětná vazba - Zp̊usobuje kumulováńı feromonové stopy na kvalitńıch cestách,
a t́ım tyto kvalitńı cesty posiluje.

• Silná emergence - Efekt nalezeńı nejkratš́ı cesty grafem je doćılen vzájemnou interakćı
několika mravenc̊u v pr̊uběhu dostatečného množstv́ı iteraćı.

4.7 Společný ACO algoritmus pro řešeńı TSP, JSP a SCP

Obdobný algoritmus bude použit i u úloh rozvržeńı úloh na d́ılně(Job Shop Scheduling Pro-
blem - JSP) a u úlohy pokryt́ı(Set Covering Problem - SCP), rozd́ıl je ve vytvořeńı a správě
seznamu kandidátńıch uzl̊u (měst), protože všechny uzly nebudou hned vždy dostupné:

• u JSP města reprezentuj́ı operace jednotlivých úloh, které maj́ı být provedeny. U SCP
města reprezentuj́ı množiny, které mohou být vybrány pro pokryt́ı všech bod̊u.

• u JSP jsou v inicializačńı části do seznamu nenavšt́ıvených měst vloženy počátečńı
operace všech úloh. U SCP jsou do seznamu nenavšt́ıvených měst vložena všechna
města(množiny).
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• u JSP je po každé pravděpodobnostńı volbě daľśıho navšt́ıveného města A, ze seznamu
nenavšt́ıvených měst, do seznamu nenavšt́ıvených měst přidáno město, reprezentuj́ıćı
operaci, která navazuje v rámci úlohy na operaci, kterou reprezentuje zvolené město
A. U SCP jsou po každé pravděpodobnostńı volbě daľśıho navšt́ıveného města A
odebrány ze seznamu nenavšt́ıvených měst města reprezentuj́ıćı množiny, které obsa-
huj́ı pouze body, které jsou již pokryty doposud nalezeným řešeńım.

• u JSP délka nalezené cesty nezáviśı pouze na délce trváńı jednotlivých operaćı, ale
také na vyt́ıženosti stroj̊u, na kterých maj́ı být operace provedeny. U SCP je celková
délka cesty dána součtem cen všech množin, které byly zvoleny jako řešeńı úlohy.

Na základě odlǐsnost́ı mezi TSP, JSP a SCP lze algoritmus zobecnit a konkrétńı imple-
mentaci inicializace a správy seznamu nenavšt́ıvených měst a źıskáńı délky nalezené cesty
se přesune do tř́ıd optimalizačńı úloh. Procedury, které se přesunou do tř́ıd jednotlivých
optimalizačńıch úloh:

• Inicializuj cesty mezi jednotlivými městy. - Nastaveńı délky jednotlivých cest
a počátečńıho množstv́ı feromonové stopy. Délka cesty u TSP je dána geometrickou
vzdálenost́ı a muśı se spoč́ıtat. U JSP je délka cesty dána dobou trváńı operace A,
jestliže určujeme délku cesty mezi operacemi AB, nebo dobou trváńı operace B,
jestliže určujeme délku cesty mezi operacemi BA. U SCP je délka cesty dána cenou
množiny B a počtem bod̊u, které obsahuje množina B, a které současně nejsou po-
kryty doposud nalezeným řešeńım S. Délky cest jsou u SCP přepoč́ıtávány po každém
přechodu do daľśıho města a v inicializačńı části nejsou délky mezi městy poč́ıtány
v̊ubec.

• Vytvoř seznam nenavštı́vených měst. - Vytvoř́ı seznam všech měst, která jsou na
počátku úlohy dostupné. U TSP jsou to všechna města. U JSP jsou to pouze ta města,
která reprezentuj́ı počátečńı operace všech úloh. U SCP jsou to všechna města.

• Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města. - u TSP
se pouze ze seznamu nenavšt́ıvených měst odebere daľśı navšt́ıvené město. U JSP se
odebere ze seznamu nenavšt́ıvených měst daľśı navšt́ıvené město. Nav́ıc se do se-
znamu nenavšt́ıvených měst přidá město reprezentuj́ıćı operaci, která následuje po
operaci reprezentované daľśım navšt́ıveným městem, pokud neńı operace reprezento-
vaná daľśım navšt́ıveným městem posledńı operaćı dané úlohy. U SCP je ze seznamu
nenavšt́ıvených měst odebráno daľśı navšt́ıvené město a kromě toho jsou odebrána
i města reprezentuj́ıćı množiny, které obsahuj́ı pouze body, které jsou již pokryty
doposud nalezeným řešeńım.

• Zjisti délku nalezené cesty. - u TSP je celková délka cesty sumou všech jed-
notlivých cest mezi městy. Celková délka cesty u JSP nezálež́ı pouze na jednotlivých
délkách cest mezi městy(na době trváńı jednotlivých operaćı), ale i na vyt́ıženosti
stroj̊u. U SCP je celková délka cesty dána součtem cen všech množin, které byly
zvoleny jako řešeńı úlohy.

Zde je pak společný ACO algoritmus pro TSP, JSP a SCP:

// INICIALIZACE:
// c ... počet měst
Inicializuj cesty mezi jednotlivými městy.
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// VLASTNÍ VÝPOČET:
// t_max ... počet kroků simulace
FOR t = 1 TO t_max BEGIN

FOR k = 1 TO m BEGIN
Vytvoř seznam nenavštı́vených měst.
// m ... počet mravenců
FOR k = 1 TO m BEGIN

Umı́sti mravence do náhodně zvoleného města ze seznamu
nenavštı́vených měst.

END
Nastav aktuálnı́ město cesty na město, ve kterém se mravenec právě
nacházı́.
WHILE Nenı́ seznam nenavštı́vených měst prázdný BEGIN

Vyber dalšı́ navštı́vené město ze seznamu nenavštı́vených měst
podle nı́že definovaného vzorce.
Proved’ lokálnı́ úpravu feromonové stopy mezi aktuálnı́m
městem cesty a dalšı́m navštı́veným městem.
Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města.
Nastav dalšı́ navštı́vené město jako aktuálnı́ město cesty.

END
Zjisti délku nalezené cesty.
Přidej feromonovou stopu na nově nalezenou cestu.
IF Je délka nalezené cesty grafem nejmenšı́ nalezená délka cesty BEGIN

Nastav nově nalezenou cestu jako nejkratšı́ cestu.
Nastav délku nově nalezené cesty grafem jako nejkratšı́
nalezenou délku cesty.

END
END
Aktualizuj feromon(sniž množstvı́ feromonu) na všech cestách - evaporace.

END
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Kapitola 5

Genetický algoritmus (GA)

Genetický algoritmus źıskal sv̊uj název podle toho, že se inspiruje procesy, ke kterým docháźı
v rámci evoluce - kř́ıžeńı, dědičnost, přirozený výběr nebo mutace. Genetický algoritmus
patř́ı mezi smı́̌sené optimalizačńı algoritmy. Pomoćı tohoto algoritmu lze řešit úlohy, pro
které neexistuje exaktńı algoritmus, nebo by výpočet exaktńım algoritmem trval neúměrně
dlouho. Podstata genetického algoritmu spoč́ıvá v cyklickém vytvářeńı nových generaćı.
Každá generace obsahuje daný počet jedinc̊u. Každý jedinec představuje řešeńı zadané
úlohy. Jedinec je složen z předem daného počtu gen̊u. Geny mohou nabývat r̊uzných hod-
not(obvykle pouze binárńı - 0 a 1). Kombinace hodnot jednotlivých gen̊u reprezentuje řešeńı
zadané úlohy. Popis podstaty genetického algoritmu [13]:

• v inicializačńı části je vytvořena prvńı generace jedinc̊u. Každý jedinec reprezentuje
náhodně zvolené řešeńı zadané úlohy.

• Algoritmus se opakuje po generaćıch(iteraćıch). V každé generaci je pro všechny je-
dince spoč́ıtána jejich fitness hodnota. Pro každou úlohu se fitness hodnota poč́ıtá
trochu odlǐsně. Můžeme to přirovnat k výpočtu délky cesty u ACO. Fitness hodnota
udává, jak kvalitńı je řešeńı, které daný jedinec představuje. Poté jsou náhodně zvo-
leni jedinci, ze kterých bude vytvořena nová generace. Jedinci s větš́ı hodnotou fitness
maj́ı větš́ı šanci na to, že budou vybráni pro vytvořeńı př́ı̌st́ı generace.

• Nová generace jedinc̊u vznikne z vybraných jedinc̊u operacemi reprodukce, kř́ıžeńı,
mutace a př́ıpadně jejich kombinaćı:

– Reprodukce - Jedinec z̊ustane zachován beze změny a je zkoṕırován do nové
generace (obr. 5.1). O tom, jestli bude daný jedinec zkoṕırován beze změny,
rozhoduje faktor kř́ıžeńı. Faktor kř́ıžeńı je parametr, který nabývá hodnot 〈0, 1〉.
Pokud má faktor kř́ıžeńı hodnotu 0, 8, tak každý jedinec bude s pravděpodobnost́ı
0, 8 kř́ıžen s jiným jedincem a s pravděpodobnost́ı 0, 2 bude reprodukován.

– Kř́ıžeńı - z vybraných jedinc̊u(obvykle dvou rodič̊u), vzniknou nov́ı jedinci(obvy-
kle dva potomci), t́ım zp̊usobem, že skombinuj́ı části rodič̊u mezi sebou navzájem
(obr. 5.1). O tom, jak velká část gen̊u se pro vytvořeńı nových jedinc̊u vezme od
jednotlivých rodič̊u, určuje parametr bod kř́ıžeńı. Bod kř́ıžeńı nabývá hodnot od
1 do (n− 1), kde n je počet gen̊u každého jedince. Pokud bude mı́t bod kř́ıžeńı
hodnotu 3, tak bude nový jedinec tvořen prvńımi třemi geny jednoho rodiče
a čtvrtým až n-tým genem druhého rodiče.
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– Mutace - Náhodná změna určité části jedince (obr. 5.1). Pravděpodobnost, že
u jedince dojde k mutaci, je dána faktorem mutace. Faktor mutace je para-
metr, který nabývá hodnot 〈0, 1〉. Jestliže je hodnota faktoru kř́ıžeńı 0, 05, pak
pravděpodobnost, že u jedince dojde k mutaci, je 0, 05.

• Algoritmus může být ukončen, pokud je nalezeno řešeńı, které je dostatečně kvalitńı.
Nebo pokud počet generaćı dosáhl předem stanovené maximálńı hodnoty.

10110010 10110010
Reprodukce

10110010

01110001

10110001

01110010

Křížení

Rodiče Potomci

10110010 10100010
Mutace

Obrázek 5.1: Operace použ́ıvané pro vytvořeńı nové generace jedinc̊u

Rovnice pro výpočet pravděpodobnosti zvoleńı jedince pro vytvořeńı nové generace na
základě jeho fitness hodnoty:

pi =
fi

n∑
j=1

fj
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kde:

• pi je pravděpodobnost zvoleńı jedince i.

• fi je fitness hodnota jedince i.

•
n∑

j=1
fj je součet fitness hodnot všech jedinc̊u.

Popis genetického algoritmu pomoćı pseudo kódu:

// INICIALIZACE:
// n ... počet jedinců
Vytvoř počátečnı́ generaci n jedinců.

// VLASTNÍ VÝPOČET:
// t_max ... maximálnı́ počet generacı́(iteracı́) simulace
FOR t = 1 TO t_max BEGIN

Spočı́tej fitness pro všechny jedince současné generace.
// n ... počet jedinců
FOR k = 1 TO n BEGIN

Na základě fitness hodnot proved’ pravděpodobnostnı́ výběr jedince.
Proved’ operaci křı́ženı́, nebo reprodukce(výběr operace záležı́
na faktoru křı́ženı́).
Proved’ operaci mutace(pravděpodobnost mutace je dána faktorem
mutace).

END
Nově vytvořenou generaci jedinců označ za současnou generaci.

END

U GA můžeme nalézt vlastnosti typické pro emergenci a systém funguj́ıćı na principu
samoorganizace:

• Neustáváńı fluktuaćı - Nahodilost je u GA algoritmu realizována pravděpodobnostńım
zp̊usobem generováńım počátečńı generace, pravděpodobnostńım zp̊usobem selekce,
kř́ıžeńı a mutace.

• Dynamičnost - Systém se vyv́ıj́ı a lepš́ı řešeńı jsou nalézána na základě předchoźıch
nalezených řešeńıch, a to d́ıky principu selekce dle fitness hodnoty a kř́ıžeńı.

• Mnohonásobné vzájemné interakce - Informace o systému jsou uchovávány v genech
samotných jedinc̊u. Při operaci kř́ıžeńı docháźı k výměně těchto informaćı, a tak
i k jistému druhu nepř́ımé komunikace.

• Pozitivńı zpětná vazba - Zp̊usobuje přež́ıváńı jedinc̊u reprezentuj́ıćıch kvalitńı řešeńı,
a t́ım posiluje kvalitńı řešeńı reprezentovaná těmito jedinci.

• Silná emergence - Efekt nalezeńı nejkvalitněǰśıho řešeńı je doćılen vzájemnou inter-
akćı(předevš́ım kř́ıžeńı) dostatečného počtu jedinc̊u v pr̊uběhu dostatečného množstv́ı
generaćı.
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5.1 GA pro řešeńı TSP, JSP a SCP

Pro řešeńı TSP a JSP pomoćı GA je potřeba pracovat s generacemi jedinc̊u, kteř́ı splňuj́ı
následuj́ıćı podmı́nky:

• Aby všichni jedinci měli n gen̊u, kde n je počet měst v dané optimalizačńı úloze.

• Geny budou nabývat hodnot od 1 do n, kde n je počet měst v dané optimalizačńı
úloze. Přitom každá hodnota genu muśı být unikátńı(žádné dva geny jednoho jedince
nesmı́ být shodné).

• Operace kř́ıžeńı a mutace u jedinc̊u nesmı́ zp̊usobit, aby řešeńı reprezentované jedin-
cem bylo v rozporu se specifikaćı optimalizačńı úlohy. Toto plat́ı hlavně u JSP, aby
nedošlo k přehozeńı pořad́ı operaćı v rámci jedné úlohy.

Pseudokód pro operaci kř́ıžeńı je navržen tak, aby řešeńı reprezentované vzniklým je-
dincem nebylo v rozporu se specifikaćı optimalizačńı úlohy:

// Operace křı́ženı́:
Zvol náhodný bodKrizeni, kde bodKrizeni > 1 a současně bodKrizeni < počet
měst.
Vytvoř 1 až bodKrizeni(včetně) genů nového jedince z 1 až
bodKrizeni(včetně) genů prvnı́ho rodiče.
Zbylé geny nového jedince zı́skej z genů druhého rodiče. A to tı́m způsobem,
že postupně kopı́ruj hodnoty genů druhého rodiče, které nebyly dosud
v genech nového jedince použity.

Druhý nový jedinec vznikne stejným postupem s prohozenou roĺı rodič̊u (tab. 5.1).

Rodiče Bod kř́ıžeńı Potomci
45231, 21543 2 45213, 21453
45231, 21543 3 45213, 21543
35421, 14253 2 35142, 14352
35421, 14253 3 35412, 14235

Tabulka 5.1: Kř́ıžeńı jedinc̊u

Řešeńı SCP pomoćı GA se lǐśı od TSP a JSP, protože geny jedinc̊u nereprezentuj́ı města,
ale body, které maj́ı být pokryty:

• Jedinci maj́ı n gen̊u, kde n je počet bod̊u v dané optimalizačńı úloze, které maj́ı být
pokryty.

• Geny budou nabývat hodnot od 1 do m, kde m je počet měst(množin) v dané opti-
malizačńı úloze. Přitom každá hodnota genu nemuśı být unikátńı(dva geny jednoho
jedince mohou být shodné).

• Operace kř́ıžeńı muže prob́ıhat bez ohĺıžeńı na to, že by došlo ke vzniku jedince, který
nesplňuje zadáńı úlohy. U operace mutace je potřeba hĺıdat pouze podmı́nku, aby gen
zmutoval jen na množinu, která obsahuje bod reprezentovaný genem.
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Z toho vyplývá několik procedur, které je potřeba řešit individuálně, kv̊uli odlǐsnostem
v povaze úloh, a bubou muset být přesunuty do tř́ıdy jednotlivých optimalizačńıch úloh:

• Vytvoř počátečnı́ generaci n jedinců. - Vygenerovat množinu náhodně vytvo-
řených jedinc̊u(řešeńı), tak aby vytvořeńı jedinci(řešeńı) náleželi do množiny všech
možných řešeńı dané optimalizačńı úlohy. U TSP jsou jako řešeńı úlohy možné všechny
kombinace vytvořené ze seznamu všech měst. Počet všech možných řešeńı TSP je
popsán v kapitole Traveling Salesman Problem (TSP). U JSP je počet možných řešeńı
omezen podmı́nkou, že operace v rámci dané úlohy provedeny v určeném pořad́ı, a tak
je prostor možných řešeńı i vytvořeńı náhodného řešeńı omezeno. U SCP je množina
všech řešeńı omezena podmı́nkou pokryt́ı všech zadaných bod̊u úlohy.

• Proved’ operaci křı́ženı́. - Vytvořit nového jedince z rodičovských jedinc̊u. U TSP
a JSP bude algoritmus operace kř́ıžeńı stejný. Důvodem je, aby nedošlo k vytvořeńı
jedince, který by neodpov́ıdal řešeńı úlohy. U SCP bude algoritmus kř́ıžeńı jednodušš́ı.
Nový jedinec vznikne prostým zkoṕırováńım př́ıslušných část́ı rodičovských jedinc̊u
podle bodu kř́ıžeńı.

• Proved’ operaci mutace. - Bude řešena u každé úlohy individuálně.

• Zı́skej cestu reprezentovanou jedincem ze současné generace. - Tato proce-
dura je zavedena kv̊uli SCP, protože geny jedince reprezentuj́ı body a nikoliv města.
U TSP a JSP jde v této proceduře o pouhé předáńı gen̊u, které reprezentuj́ı města na
cestě.

Pro výpočet fitness hodnoty je použita procedura pro źıskáńı délky nalezené cesty:

fi =
DeltaMax

DelkaCesty

kde:

• fi je fitness hodnota jedince i.

• DeltaMax je konstanta.

• DelkaCesty je celková délka nalezené cesty. Pro výpočet se použ́ıvá stejná procedura
jako u ACO.

Pro náhodný výběr jedince na základě fitness hodnoty je použit princip rulety. Použit́ı
principu rulety na př́ıkladu:

• Je stanovena fitness hodnota pro všechny jedince v generaci(obr. 5.2).

• Každému jedinci je na ruletě přidělen takový prostor, který odpov́ıdá pravděpodobnosti
jeho zvoleńı(obr. 5.2).

• Při náhodném výběru jedince je náhodně vybráno č́ıslo na ruletě. Náhodně zvolený
jedinec je ten jedinec, který připadá na vybrané náhodné č́ıslo na ruletě. Pokud
bude náhodně vybrané č́ıslo např́ıklad 5, pak náhodně zvolený jedinec(na př́ıkladu
z obrázku 5.2) bude jedinec B.

GA v pseudokódu:
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// INICIALIZACE:
// n ... počet jedinců
Vytvoř počátečnı́ generaci n jedinců.

// VLASTNÍ VÝPOČET:
// t_max ... maximálnı́ počet generacı́(iteracı́) simulace
FOR t = 1 TO t_max BEGIN

// n ... počet jedinců
FOR k = 1 TO n BEGIN

Zı́skej cestu reprezentovanou jedincem ze současné generace.
Spočı́tej délku cesty.
IF Je délka cesty grafem nejmenšı́ nalezená délka cesty BEGIN

Nastav nově nalezenou cestu jako nejkratšı́ cestu.
Nastav délku nově nalezené cesty grafem jako nejkratšı́
nalezenou délku cesty.

END
Spočı́tej fitness hodnotu jedince na základě délky cesty.

END
// n ... počet jedinců
FOR k = 1 TO n BEGIN

Na základě fitness hodnot proved’ pravděpodobnostnı́ výběr jedince.
Proved’ operaci křı́ženı́, nebo reprodukce(výběr operace záležı́
na faktoru křı́ženı́).
Proved’ operaci mutace(pravděpodobnost mutace je dána faktorem
mutace).

END
Nově vytvořenou generaci jedinců označ za současnou generaci.

END
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Jedinec A:    2 1 3 5 4                3                0.25

Jedinec B:    3 5 2 4 1                5                0.42

Jedinec C:    1 3 4 2 5                4                0.33

Geny:
Fitness
hodnota:

Pravěpodobnost
zvolení:

A

B

C

Ruleta 1 - 12:

12 1

Generace
jedinců:

A: 1...3
B: 4...8
C: 9...12

Obrázek 5.2: Princip rulety pro pravděpodobnostńı výběr jedince na základě jeho fitness
hodnoty
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Kapitola 6

Traveling Salesman Problem (TSP)

Traveling Salesman Problem (dále jen TSP), problém obchodńıho cestuj́ıćıho, je kombi-
natorická optimalizačńı úloha. S TSP se setkáváme v praxi v nejr̊uzněǰśıch oborech jako
např́ıklad logistika a plánováńı, nebo při výrobě mikročip̊u. TSP je definován takto:

• Máme množinu n měst a pro každou dvojici měst definovanou vzdálenost. Přitom
vzdálenost z města A do města B je stejná jako vzdálenost z města B do města A.

• Ćılem je nalézt takovou cestu, která procháźı všemi městy právě jednou, zač́ıná a konč́ı
ve stejném městě, a která je ze všech možných cest nejkratš́ı (obr. 6.1).

Obrázek 6.1: Traveling Salesman Problem (TSP)

Tato optimalizačńı úloha je NP-těžká a s rostoućım množstv́ım měst roste náročnost úlohy
exponenciálně, takže nelze použ́ıt metody založené na pr̊uchodu stavového prostoru. Toto
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tvrzeńı si dokážeme:
Máme množinu n měst. Zvoĺıme libovolné město jako startovńı město cesty. Zbude nám

n−1 měst, ze kterých sestavujeme cestu. Počet všech možných cest je tak (n−1)!. Protože
cesta zač́ıná a konč́ı ve stejném městě, lze jedna cesta vytvořit dvěma zp̊usoby(ABCDE
nebo AEDCB, obr. 6.2), proto je potřeba počet cest dělit dvěma.

A
B

C D

E
A

B

C D

E

Obrázek 6.2: Dvě možnosti sestaveńı stejné cesty

Výsledný vzorec pro výpočet možných cest je:

pk(i, j) =
(n− 1)!

2

Tabulka demonstruje nár̊ust možných cest se vzr̊ustaj́ıćım počtem měst(tab. 6.1).

Počet měst (%) Počet možných cest
3 1
5 12
7 360
10 181440
15 43589145600
20 60822550204416000
25 310224200866620000000000
30 4420880996869850000000000000000
35 147616399519802000000000000000000000000
40 10198941040598700000000000000000000000000000000
45 1329135787394220000000000000000000000000000000000000000
50 304140932017134000000000000000000000000000000000000000000000000

Tabulka 6.1: Nár̊ust možných cest se vzr̊ustaj́ıćım počtem měst

I kdyby sestaveńı jedné cesty a zjǐstěńı jej́ı délky trvalo jednu nanosekundu(10−9 s), tak
by výpočet všech možných cest trvalo neúměrně dlouho, jak je možné vidět v následuj́ıćı
tabulce:

Tabulka ukazuj́ıćı časovou náročnost se vzr̊ustaj́ıćım počtem měst(kdyby sestaveńı jedné
cesty a zjǐstěńı jej́ı délky trvalo jednu nanosekundu(10−9 s)) (tab. 6.2).

Už při relativně malém počtu měst je metoda založená na pr̊uchodu stavového prostoru
nepoužitelná, proto jsou k nalezeńı nejkratš́ı cesty použ́ıvány stochastické a smı́̌sené algo-
ritmy. Tyto algoritmy nemuśı nutně nalézt skutečně nejkratš́ı cestu, ale v rozumném čase
dovedou nalézt cestu, která se k nejkratš́ı cestě velmi přibližuje.
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Počet měst (%) Čas výpočtu v roćıch
20 2
25 9, 84 ∗ 106

30 1, 4 ∗ 1014

35 4, 68 ∗ 1021

40 3, 23 ∗ 1029

Tabulka 6.2: Časovou náročnost výpočtu

6.1 Řešeńı TSP pomoćı ACO

Základńı kostra ACO algoritmu pro řešeńı TSP byla již popsána v kapitole Ant Co-
lony Optimization (ACO). Zde budou podrobněji popsány procedury, které se vzhledem
k odlǐsnostem jednotlivých optimalizačńıch úloh, muśı být řešeny individuálně. Jedná se
o tyto úlohy:

• Inicializuj cesty mezi jednotlivými městy. - Nastaveńı délky jednotlivých cest
a počátečńıho množstv́ı feromonové stopy.

• Vytvoř seznam nenavštı́vených měst. - Vytvoř́ı seznam všech měst, která jsou na
počátku úlohy dostupné.

• Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města. - Správa
seznamu nenavšt́ıvených měst, kterou je potřeba provést při sestavováńı cesty všemi
městy.

• Zjisti délku nalezené cesty. - Zjǐstěńı délky cesty, a t́ım určeńı kvality řešeńı
optimalizačńı úlohy.

6.1.1 Inicializace cest mezi jednotlivými městy

Tato část zahrnuje nastaveńı délky jednotlivých cest a počátečńıho množstv́ı feromonové
stopy. Před vlastńı inicializaćı cest je potřeba inicializovat města. To proběhne načteńım
parametr̊u měst ze souboru. Délka cesty u TSP je dána geometrickou vzdálenost́ı a muśı se
spoč́ıtat:

dAB = dBA =
√

(xA − xB)2 + (yA − yB)2

kde:

• dAB je vzdálenost mezi městy A a B. Vzdálenost mezi městy A a B je stejná jako
vzdálenost mezi městy B a A.

• xA je x-ová souřadnice města A.

• xB je x-ová souřadnice města B.

• yA je y-ová souřadnice města A.

• yB je y-ová souřadnice města B.
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Pro cesty je připravena tř́ıda Cesta, která zapouzdřuje proměnné délka cesty a množstv́ı
feromonu. Cesty jsou uloženy do dvourozměrné matice m ∗m, kde m je počet měst. Matice
obsahuje ukazatele na instance tř́ıdy Cesta. Toho je využito k zachyceńı faktu, že cesta
mezi městy A a B je shodná jako cesta mezi městy B a A. A proto je v matici do obou
př́ıslušných poĺı uložen stejný odkaz na jednu instanci tř́ıdy Cesta:

// Inicializuj cesty mezi jednotlivými městy:
// m ... počet měst
Cesta[][] cesty = new Cesta[m][m];
FOR i = 1 TO m BEGIN

FOR j = 1 TO m BEGIN
IF i != j BEGIN

Vytvoř instanci cesta třı́dy Cesta.
Spočı́tej délku cesty mezi městy i a j. Nastav spočı́tanou
délku jako délku cesty instance cesta.
Nastav počátečnı́ množstvı́ feromonové stopy u instance cesta.
cesty[i][j] = cesta;
cesty[j][i] = cesta;

END
END

END

6.1.2 Vytvořeńı seznamu nenavšt́ıvených měst

Tato část zahrnuje vytvořeńı seznamu všech měst, která jsou na počátku úlohy dostupné.
U TSP jsou to všechna města.

Pseudokód inicializace seznamu:

// Vytvoř seznam nenavštı́vených měst:
// m ... počet měst
FOR i = 1 TO m BEGIN

Přidej město i do seznamu nenavštı́vených měst.
END

6.1.3 Přechod z aktuálńıho města do daľśıho navšt́ıveného města

Tato část zahrnuje správu seznamu nenavšt́ıvených měst při vytvářeńı cesty. U TSP je
pouze daľśı navšt́ıvené město odebráno ze seznamu nenavšt́ıvených měst.

Pseudokód správy seznamu:

// Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města:
Ze seznamu nenavštı́vených měst odeber dalšı́ navštı́vené město.

6.1.4 Zjǐstěńı délky nalezené cesty

Tato část zahrnuje zjǐstěńı celkové délky nalezené cesty. U TSP je celková délka cesty sumou
všech jednotlivých cest mezi městy. Zálež́ı na pořad́ı měst, jak jimi mravenec procházel.

Nalezená cesta je reprezentována polem index̊u jednotlivých měst tzn., že např́ıklad
nalezenaCesta[1] = 3 znamená, že prvńı město, kterým mravenec prošel bylo město s in-
dexem 3. Pseudokód zjǐstěńı celkové délky cesty:
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// Zjisti délku nalezené cesty:
delkaCesty = 0
// m ... počet měst
FOR i = 1 TO m BEGIN

IF i < m THEN j = i + 1
ELSE j = 1
delkaCesty += cesty[nalezenaCesta[i]][nalezenaCesta[j]].DelkaCesty();

END

6.2 Řešeńı TSP pomoćı GA

Základńı kostra GA pro řešeńı TSP byla již popsána v kapitole Genetický algoritmus (GA).
Zde budou podrobněji popsány procedury, které se vzhledem k odlǐsnostem jednotlivých
optimalizačńıch úloh, muśı řešit individuálně:

• Vytvoř počátečnı́ generaci n jedinců. - Vygenerovat množinu náhodně vytvo-
řených jedinc̊u(řešeńı), tak aby vytvořeńı jedinci(řešeńı) náleželi do množiny všech
možných řešeńı dané optimalizačńı úlohy.

• Proved’ operaci křı́ženı́. - Vytvořit nového jedince z rodičovských jedinc̊u. U TSP
a JSP bude algoritmus operace kř́ıžeńı stejný. Algoritmus byl již popsán v kapitole
Genetický algoritmus (GA), a proto zde nebude rozeb́ırán.

• Proved’ operaci mutace. - Mutace náhodného genu u TSP muśı nutně zp̊usobit
změnu druhého genu, protože geny každého jedince reprezentuj́ı permutace všech měst
a nesmı́ doj́ıt k tomu, aby dva geny jednoho jedince měli shodnou hodnotu.

• Zı́skej cestu reprezentovanou jedincem ze současné generace. - u TSP a JSP
jde v této proceduře o pouhé předáńı gen̊u, které reprezentuj́ı města na cestě, proto
zde nebude tato procedura popisována.

6.2.1 Vytvořeńı počátečńı generace n jedinc̊u

Tato část zahrnuje vytvořených množiny jedinc̊u(řešeńı), tak aby vytvořeńı jedinci(řešeńı)
náleželi do množiny všech možných řešeńı. U TSP jsou jako řešeńı úlohy možné všechny
kombinace vytvořené ze seznamu všech měst.

Geny, ze kterých jsou jedinci složeni, jsou reprezentovány polem typu integer. Jsou
zde použity procedury, které byly popsány výše: Vytvoř seznam nenavštı́vených měst.
a Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města.. Pseudokód
pro vytvořeńı náhodného jedince:

// Vytvoř náhodného jedince:
// m ... počet měst
int[] geny = new int[m]
Vytvoř seznam nenavštı́vených měst.
FOR i = 1 TO m BEGIN

Vyber náhodný indexMesta - čı́slo v rozsahu od 1 do m.
WHILE TRUE BEGIN

IF náhodně zvolené město je v seznamu nenavštı́vených měst BEGIN
geny[i] = indexMesta
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Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města,
kde dalšı́ navštı́vené město je město, které má indexMesta.
BREAK

END
ELSE BEGIN

IF indexMesta < m THEN indexMesta += 1
ELSE indexMesta = 0

END
END

END

6.2.2 Proved’ operaci mutace

Tato část zahrnuje změnu gen̊u jedinc̊u(řešeńı), tak aby změněńı jedinci(řešeńı) náleželi do
množiny všech možných řešeńı. U TSP jsou jako řešeńı úlohy možné všechny kombinace
vytvořené ze seznamu všech měst:

// Vytvoř náhodnou mutaci genů jedince:
// m ... počet měst
Vyber náhodný indexGenu1 - čı́slo v rozsahu od 1 do m.
Vyber náhodný indexGenu2 - čı́slo v rozsahu od 1 do m.
int temp = geny[indexGenu1]
geny[indexGenu1] = geny[indexGenu2]
geny[indexGenu2] = temp
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Kapitola 7

Job Shop Scheduling Problem
(JSP)

Job Shop Scheduling Problem (dále jen JSP), problém rozvržeńı úloh na d́ılně, je kom-
binatorická optimalizačńı úloha. S touto optimalizačńı úlohou se v praxi setkáváme při
plánováńı procesu výroby. Výsledky nasazeńı optimalizace na výrobńı proces nevedou jen
k efektivněǰśımu využit́ı výrobńıch kapacit, ale pomohou při odhadu množstv́ı vyproduko-
vaných výrobk̊u nebo při plánováńı zásob zdrojových surovin a v neposledńı řadě např́ıklad
při výpadku některého z výrobńıch prostředk̊u. JSP je definován takto:

• Máme množinu J obsahuj́ıćı n úloh: J = {J1, J2, ..., Jn} (obr. 7.1).

• Máme množinu M obsahuj́ıćı m stroj̊u: M = {M1,M2, ...,Mm} (obr. 7.1).

• Každá úloha Ji se skládá z retězce operaćı mi: mi = {Oi1, Oi2, ..., Oim}, které muśı
být provedeny ve stanoveném pořad́ı (obr. 7.2).

• Oij je j-tá operace, Ji-té úlohy, která má být realizována na stroji Mx za dobu Tij

bez přerušeńı.

• Každý stroj Mx může provádět maximálně jednu operaci současně.

• Každá úloha Ji může být prováděna maximálně na jednom stroji současně.

• Ćılem je minimalizovat čas zpracováńı všech úloh Ji.

Tato optimalizačńı úloha je také NP-těžká. Nár̊ust stavového prostoru nelze jednoznačně
určit jako u TSP, protože graf vytvořený propojeńım všech operaćı jednotlivých úloh nemá
všechny hrany obousměrné (obr. 7.3). Nelze tak sestavit cestu, ve které by např́ıklad operace
O12 předcházela operaci O11.

7.1 Řešeńı JSP pomoćı ACO

Základńı kostra ACO algoritmu pro řešeńı JSP byla již popsána v kapitole Ant Colony Opti-
mization (ACO). Zde budou podrobněji popsány procedury, které se vzhledem k odlǐsnostem
jednotlivých optimalizačńıch úloh, muśı být řešeny individuálně. Jedná se o tyto úlohy:

• Inicializuj cesty mezi jednotlivými městy. - Nastaveńı délky jednotlivých cest
a počátečńıho množstv́ı feromonové stopy.
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M 5 M 4 M 6

M 8 M 7

Množina úloh J

Úloha J

Úloha J

1
1

2

2

23

3

M1 M2
M3

Množina strojů M

Obrázek 7.1: Množina úloh a množina stroj̊u

• Vytvoř seznam nenavštı́vených měst. - Vytvoř́ı seznam všech měst, která jsou na
počátku úlohy dostupné.

• Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města. - Správa
seznamu nenavšt́ıvených měst, kterou je potřeba provést při sestavováńı cesty všemi
městy.

• Zjisti délku nalezené cesty. - Zjǐstěńı délky cesty, a t́ım určeńı kvality řešeńı
optimalizačńı úlohy.

7.1.1 Inicializace cest mezi jednotlivými městy

Tato část zahrnuje nastaveńı délky jednotlivých cest a počátečńıho množstv́ı feromonové
stopy. Před vlastńı inicializaćı cest je potřeba inicializovat města. To proběhne načteńım
parametr̊u měst ze souboru. Délka cesty mezi operacemi je dána dobou trváńı výchoźı
operace. Délka cesty mezi operacemi A a B je dána dobou trváńı operace A. V opačném
směru cesty, mezi operacemi B a A, je dána dobou trváńı operace B:

Pro cesty je připravena tř́ıda Cesta, která zapouzdřuje proměnné délka cesty a množstv́ı
feromonu. Cesty jsou uloženy do dvourozměrné matice m ∗m, kde m je počet měst.:

// Inicializuj cesty mezi jednotlivými městy:
// m ... počet měst
Cesta[][] cesty = new Cesta[m][m];
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M 5 M 4 M 6Úloha J1 1 2 3

Operace O11 Operace O12
Operace O13

Stroj, na kterém musí
být operace provedena Délká trvání operace

M 8 M 7Úloha J2 23

Operace O21 Operace O22

Obrázek 7.2: Úlohy a operace

FOR i = 1 TO m BEGIN
FOR j = 1 TO m BEGIN

IF i != j BEGIN
Vytvoř instanci cesta1 třı́dy Cesta.
Přečti dobu trvánı́ operace i a nastav jı́ jako délku
cesty u cesta1.
Nastav počátečnı́ množstvı́ feromonové stopy u instance cesta1.
cesty[i][j] = cesta1;

Vytvoř instanci cesta2 třı́dy Cesta.
Přečti dobu trvánı́ operace j a nastav jı́ jako délku
cesty u cesta2.
Nastav počátečnı́ množstvı́ feromonové stopy u instance cesta2.
cesty[j][i] = cesta2;

END
END

END

7.1.2 Vytvořeńı seznamu nenavšt́ıvených měst

Tato část zahrnuje vytvořeńı seznamu všech měst, která jsou na počátku úlohy dostupné.
U JSP jsou to všechny počátečńı operace všech úloh.

Pseudokód inicializace seznamu:
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// Vytvoř seznam nenavštı́vených měst:
// m ... počet operacı́(měst)
FOR i = 1 TO m BEGIN

IF je operace i počátečnı́ operacı́ BEGIN
Přidej operaci i do seznamu nenavštı́vených měst.

END
END

7.1.3 Přechod z aktuálńıho města do daľśıho navšt́ıveného města

Tato část zahrnuje správu seznamu nenavšt́ıvených měst při vytvářeńı cesty. U JSP se
odebere ze seznamu nenavšt́ıvených měst daľśı navšt́ıvené město. Nav́ıc se do seznamu ne-
navšt́ıvených měst přidá město reprezentuj́ıćı operaci, která následuje po operaci reprezento-
vané daľśım navšt́ıveným městem, pokud neńı operace reprezentovaná daľśım navšt́ıveným
městem posledńı operaćı dané úlohy.

Pseudokód správy seznamu:

// Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města:
Ze seznamu nenavštı́vených měst odeber dalšı́ navštı́vené město.
IF nenı́ operace, reprezentovaná dalšı́m navštı́veným městem, poslednı́ operacı́
dané úlohy BEGIN

Vlož do seznamu nenavštı́vených měst operaci, která následuje za operacı́,
reprezentovanou dalšı́m navštı́veným městem.

END

7.1.4 Zjǐstěńı délky nalezené cesty

Tato část zahrnuje zjǐstěńı celkové délky nalezené cesty. Celková délka cesty u JSP nezálež́ı
pouze na jednotlivých délkách cest mezi městy(na době trváńı jednotlivých operaćı), ale
i na vyt́ıženosti stroj̊u.

Pro reprezentaci stroj̊u je vytvořena tř́ıda Stroj, která umožňuje provedeńı operaćı.
Jedna instance této tř́ıdy představuje celou skupinu stroj̊u, které provád́ı jeden typ operaćı.
Na př́ıkladu z obr. 7.1 by bylo potřeba tři instance tř́ıdy Stroj(M1, M2 a M3). Instance M1

může zahrnovat např́ıklad dva stroje(dvě výrobńı linky stejného typu), takže pak mohou
být současně prováděny dvě operace, které muśı být provedeny na stroji typu M1:

// Třı́da Stroj:
class Stroj {

int pocetLinek
int[] linky = new int[pocetLinek]
// procedura vracejı́cı́ čas zpracovánı́ požadované operace
public int ProvedOperaci(int pocatecniCasOperace, int dobaTrvaniOperace)
{

Najdi linku s minimálnı́ vytı́ženostı́.

IF vytı́ženost linky trvá déle než je pocatecniCasOperace BEGIN
Vytı́ženost linky prodluž o dobaTrvaniOperace.

END
ELSE BEGIN
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Vytı́ženost linky nastav na
pocatecniCasOperace + dobaTrvaniOperace.

END

Jako návrátovou hodnotu předej vytı́ženost linky.
}

}

Nalezená cesta je reprezentována polem index̊u jednotlivých měst tzn., že např́ıklad
nalezenaCesta[1] = 3 znamená, že prvńı město, kterým mravenec prošel bylo město s in-
dexem 3. Pseudokód zjǐstěńı celkové délky cesty:

// Zjisti délku nalezené cesty:
// v poli typu int bude ukládán čas skončenı́ jednotlivých operacı́ daných úloh
int[] ulohy = new int[0];
// n ... počet úloh
FOR i = 1 TO n BEGIN

ulohy[i] = 0
END
// m ... počet měst
FOR i = 1 TO m BEGIN

Zjisti úlohu u, ke které patřı́ operace reprezentovaná městem i.
Zjisti dobu trvánı́ t operace reprezentované městem i.
Zjisti na jakém stroji má být provedena operace reprezentovaná městem i.
Zalolej proceduru ProvedOperaci(ulohy[u], t) pro přı́slušnou instanci
třı́dy stroj a návratovou hodnotu procedury ulož do ulohy[u].

END
Celková délka cesty je maximum z hodnot uložených v poli ulohy.

7.2 Řešeńı JSP pomoćı GA

Základńı kostra GA pro řešeńı JSP byla již popsána v kapitole Genetický algoritmus (GA).
Zde budou podrobněji popsány procedury, které se vzhledem k odlǐsnostem jednotlivých
optimalizačńıch úloh, muśı řešit individuálně:

• Vytvoř počátečnı́ generaci n jedinců. - Vygenerovat množinu náhodně vytvo-
řených jedinc̊u(řešeńı), tak aby vytvořeńı jedinci(řešeńı) náleželi do množiny všech
možných řešeńı dané optimalizačńı úlohy.

• Proved’ operaci křı́ženı́. - Vytvořit nového jedince z rodičovských jedinc̊u. U TSP
a JSP bude algoritmus operace kř́ıžeńı stejný. Algoritmus byl již popsán v kapitole
Genetický algoritmus (GA), a proto zde nebude rozeb́ırán.

• Proved’ operaci mutace. - Mutace náhodného genu u JSP znamená prohozeńı hod-
not dvou gen̊u.

• Zı́skej cestu reprezentovanou jedincem ze současné generace. - u TSP a JSP
jde v této proceduře o pouhé předáńı gen̊u, které reprezentuj́ı města na cestě, proto
zde nebude tato procedura popisována.
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7.2.1 Vytvořeńı počátečńı generace n jedinc̊u

Tato část zahrnuje vytvořených množiny jedinc̊u(řešeńı), tak aby vytvořeńı jedinci(řešeńı)
náleželi do množiny všech možných řešeńı. U JSP je počet možných řešeńı omezen podmı́nkou,
že operace v rámci dané úlohy provedeny v určeném pořad́ı, a tak je prostor možných řešeńı
i vytvořeńı náhodného řešeńı omezeno.

Geny, ze kterých jsou jedinci složeni, jsou reprezentovány polem typu integer. Jsou
zde použity procedury, které byly popsány výše: Vytvoř seznam nenavštı́vených měst.
a Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města.. Pseudokód
pro vytvořeńı náhodného jedince:

// Vytvoř náhodného jedince:
// m ... počet měst
int[] geny = new int[m]
Vytvoř seznam nenavštı́vených měst.
FOR i = 1 TO m BEGIN

Vyber náhodný indexSeznamu - čı́slo v rozsahu od 1 do počtu měst
v seznamu nenavštı́vených měst.
Najdi město M v seznamu nenavštı́vených měst, které je na pozici
indexSeznamu.
Přiřad’ do geny[i] index města M.
Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města, kde
dalšı́ navštı́vené město je město M.

END

7.2.2 Proved’ operaci mutace

Tato část zahrnuje změnu gen̊u jedinc̊u(řešeńı), tak aby změněńı jedinci(řešeńı) náleželi do
množiny všech možných řešeńı. U JSP se muśı kontrolovat, aby nedošlo k prohozeńı pořad́ı
operaćı v rámci jedné úlohy:

// Vytvoř náhodnou mutaci genů jedince:
// m ... počet měst
Vyber náhodný indexGenu - čı́slo v rozsahu od 1 do m - 1.
IF operace s indexem geny[indexGenu] nepatřı́ do stejné úlohy jako operace
s indexem geny[indexGenu + 1] THEN BEGIN

int temp = geny[indexGenu]
geny[indexGenu] = geny[indexGenu + 1]
geny[indexGenu + 1] = temp

END
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Obrázek 7.3: Sestaveńı grafu z operaćı
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Kapitola 8

Set Covering Problem (SCP)

Set Covering Problem (dále jen SCP), problém pokryt́ı, je kombinatorická optimalizačńı
úloha. Se SCP se setkáváme v praxi v nejr̊uzněǰśıch oborech jako např́ıklad při plánováńı
leteckých linek, při plánováńı rozmı́stěńı výrobńıch zař́ızeńı, nebo v logistice při rozvržeńı
vyt́ıženosti nákladńıch aut pro rozvoz [11]. SCP je definován takto:

• Máme množinu M , která obsahuje m bod̊u: M = {1, ...,m}

• Máme n množin, které jsou podmnožiny množiny M : Mj ⊆ M , kde j ∈ {1, ..., n}

• Každá množina má svou kladnou cenu Cj : Cj ≥ 1, kde j ∈ {1, ..., n}

• Ćılem je nalézt množinu J ⊂ {1, ..., n}, tak aby pokrývala množinu M : ∪j∈JMj = M
a současně, aby byla celková cena nejnižš́ı: Min

∑
j∈J Mj

Na obrázku 8.1 je znázorněno zadáńı úlohy. Je zde osm bod̊u a čtyři množiny. Pro
uchováńı informace o tom, které body jsou obsaženy ve které množině, se použ́ıvá
matice o rozměrech m × n (m - počet bod̊u, n - počet množin), která se nazývá
matice pokryt́ı. Hodnoty v matici nabývaj́ı hodnot 1 (daný bod je obsažen v dané
množině) nebo 0 (daný bod neńı obsažen v dané množině) viz 8.1. Pokud by byla
cena všech množin stejná (např.: C1 = C2 = C3 = C4 = 1), pak by řešeńı úlohy bylo
J = {3, 4}, tzn. pro pokryt́ı by se použili množiny 3 a 4. Celková cena pokryt́ı by byla
1 + 1 = 2. Pokud by ale platilo C3 > C1 + C2 (např.: C1 = 1, C2 = 1, C3 = 3), pak
by řešeńı úlohy bylo J = {1, 2, 4} a celková cena pokryt́ı by byla 1 + 1 + 1 = 3.

Bod/Množina 1 2 3 4
1 1 0 1 0
2 1 0 1 0
3 1 0 1 1
4 0 0 0 1
5 0 1 1 0
6 0 1 1 0
7 0 0 1 1
8 0 0 0 1

Tabulka 8.1: Tabulka zachycuj́ıćı matici pokryt́ı

38



1 2 3 4

5 6 7 8

1

2

3

4

Obrázek 8.1: Body a množiny

Tato optimalizačńı úloha je NP-těžká a s rostoućım množstv́ım bod̊u a úloh roste
náročnost úlohy exponenciálně, takže nelze použ́ıt metody založené na pr̊uchodu stavového
prostoru.

8.1 Řešeńı SCP pomoćı ACO

Základńı kostra ACO algoritmu pro řešeńı SCP byla již popsána v kapitole Ant Co-
lony Optimization (ACO). Zde budou podrobněji popsány procedury, které se vzhledem
k odlǐsnostem jednotlivých optimalizačńıch úloh, muśı být řešeny individuálně. Jedná se
o tyto úlohy:

• Inicializuj cesty mezi jednotlivými městy. - Nastaveńı délky jednotlivých cest
a počátečńıho množstv́ı feromonové stopy.

• Vytvoř seznam nenavštı́vených měst. - Vytvoř́ı seznam všech měst, která jsou na
počátku úlohy dostupné.

• Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města. - Správa
seznamu nenavšt́ıvených měst, kterou je potřeba provést při sestavováńı cesty všemi
městy.

• Zjisti délku nalezené cesty. - Zjǐstěńı délky cesty, a t́ım určeńı kvality řešeńı
optimalizačńı úlohy.

8.1.1 Inicializace cest mezi jednotlivými městy

Tato část zahrnuje nastaveńı délky jednotlivých cest a počátečńıho množstv́ı feromonové
stopy. Před vlastńı inicializaćı cest je potřeba inicializovat města. To proběhne načteńım
parametr̊u měst ze souboru. U SCP města nereprezentuj́ı body, ale množiny. Délky cest mezi
jednotlivými městy se měńı s každým daľśım navšt́ıveným městem, proto nejsou délky cest
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zpočátku v̊ubec poč́ıtány. Délky cest se vypoč́ıtaj́ı až po vybráńı náhodného startovaćıho
města:

dAB =
costB

covV alB

covV alB =
∑

i∈cov(B,S)

minCost(i)

kde:

• dAB je vzdálenost mezi městy A a B.

• costB je cena množiny reprezentované městem B.

• cov(B,S) je množina bod̊u, které obsahuje množina reprezentovaná bodem B, a které
nejsou pokryté stávaj́ıćım řešeńım S.

• minCost(i) je minimálńı cena množiny ze všech množin, které obsahuj́ı bod i.

Pro cesty je připravena tř́ıda Cesta, která zapouzdřuje proměnné délka cesty a množstv́ı
feromonu. Cesty jsou uloženy do dvourozměrné matice m ∗m, kde m je počet měst. Matice
obsahuje ukazatele na instance tř́ıdy Cesta. Toho je využito k zachyceńı faktu, že cesta
mezi městy A a B je shodná jako cesta mezi městy B a A. A proto je v matici do obou
př́ıslušných poĺı uložen stejný odkaz na jednu instanci tř́ıdy Cesta:

// Inicializuj cesty mezi jednotlivými městy:
// m ... počet měst
Cesta[][] cesty = new Cesta[m][m];
FOR i = 1 TO m BEGIN

FOR j = 1 TO m BEGIN
IF i != j BEGIN

Vytvoř instanci cesta třı́dy Cesta.
Nastav délku cesty na -1. // při inicializaci se nenastavuje
Nastav počátečnı́ množstvı́ feromonové stopy u instance cesta.
cesty[i][j] = cesta;
cesty[j][i] = cesta;

END
END

END

8.1.2 Vytvořeńı seznamu nenavšt́ıvených měst

Tato část zahrnuje vytvořeńı seznamu všech měst, která jsou na počátku úlohy dostupné.
U TSP jsou to všechna města.

Pseudokód inicializace seznamu:

// Vytvoř seznam nenavštı́vených měst:
// m ... počet měst
FOR i = 1 TO m BEGIN

Přidej město i do seznamu nenavštı́vených měst.
END
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8.1.3 Přechod z aktuálńıho města do daľśıho navšt́ıveného města

Tato část zahrnuje správu seznamu nenavšt́ıvených měst při vytvářeńı cesty. U SCP je
nejdř́ıve odebráno daľśı navšt́ıvené město ze seznamu nenavšt́ıvených měst. Poté jsou ze
seznamu postupně odebrány všechna města reprezentuj́ıćı množiny, které obsahuj́ı pouze
body, které jsou již pokryty doposud nalezeným řešeńım(cestou). Při každém přechodu jsou
také přepoč́ıtány vzdálenosti mezi daľśım navšt́ıveným městem a všemi zbývaj́ıćımi městy
v seznamu nenavšt́ıvených měst. Pseudokód správy seznamu:

// Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města:
Ze seznamu nenavštı́vených měst odeber dalšı́ navštı́vené město.
// m ... počet měst v seznamu nenavštı́vených měst
FOR i = 1 TO m BEGIN

Zjisti pro množinu reprezentovanou městem i počet bodů n, které
množina obsahuje a současně nejsou pokryty množinami, které tvořı́
doposud nalezené řešenı́.
IF n = 0 THEN odeber město i ze seznamu nenavštı́vených měst.
ELSE Spočı́tej délku cesty mezi dalšı́m navštı́veným městem a městem i.

END

8.1.4 Zjǐstěńı délky nalezené cesty

Tato část zahrnuje zjǐstěńı celkové délky nalezené cesty. U SCP je celková délka cesty sumou
cen všech množin, které jsou reprezentovány městy v nalezené cestě. Počet měst v nalezené
cestě nemuśı vždy odpov́ıdat počtu všech měst, protože na pokryt́ı všech bod̊u nemuśı být
použity všechny množiny.

Nalezená cesta je reprezentována polem index̊u jednotlivých měst tzn., že např́ıklad
nalezenaCesta[1] = 3 znamená, že prvńı město, kterým mravenec prošel bylo město s in-
dexem 3. Pokud je počet měst v nalezené cestě menš́ı než celkový počet měst, je na pozici
chyběj́ıćıch měst −1. Pseudokód zjǐstěńı celkové délky cesty:

// Zjisti délku nalezené cesty:
celkovaDelkaCesty = 0
// m ... počet měst
FOR i = 1 TO m BEGIN

IF nalezenaCesta[i] >= 0 THEN BEGIN
celkovaDelkaCesty += cena množiny nalezenaCesta[i]

END
END

8.2 Řešeńı SCP pomoćı GA

Základńı kostra GA pro řešeńı SCP byla již popsána v kapitole Genetický algoritmus (GA).
Zde budou podrobněji popsány procedury, které se vzhledem k odlǐsnostem jednotlivých
optimalizačńıch úloh, muśı řešit individuálně:

• Vytvoř počátečnı́ generaci n jedinců. - Vygenerovat množinu náhodně vytvo-
řených jedinc̊u(řešeńı), tak aby vytvořeńı jedinci(řešeńı) náleželi do množiny všech
možných řešeńı dané optimalizačńı úlohy.
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• Proved’ operaci křı́ženı́. - Vytvořit nového jedince z rodičovských jedinc̊u. U SCP
se jedná o základńı algoritmus, který byl již popsán v kapitole Genetický algoritmus
(GA), a proto zde nebude rozeb́ırán.

• Proved’ operaci mutace. - Mutace náhodného genu u SCP znamená vybrat jinou
množinu, pokud jiná existuje, která také obsahuje bod reprezentovaný mutovaným
genem.

• Zı́skej cestu reprezentovanou jedincem ze současné generace. - u SCP je v ge-
nech jedinc̊u uchovávána informace o pokryt́ı jednotlivých bod̊u množinami. V této
proceduře je tato informace převedena na cestu(posloupnost množin), tak aby vy-
tvořená cesta odpov́ıdala pokryt́ı jednotlivých bod̊u množinami.

8.2.1 Vytvořeńı počátečńı generace n jedinc̊u

Tato část zahrnuje vytvořených množiny jedinc̊u(řešeńı), tak aby vytvořeńı jedinci(řešeńı)
náleželi do množiny všech možných řešeńı. U SCP geny reprezentuj́ı body, které maj́ı být
pokryty, a nabývaj́ı hodnot od 1 do n, kde n je počet množin (např.: Jedinec 1 2 1 1 2
reprezentuje řešeńı, ve kterém jsou body 1,3 a 4 pokryty množinou 1 a body 2 a 5 jsou
pokryty množinou 2). Proto je nejdř́ıve vygenerována náhodná cesta. Z vygenerované cesty
se odvod́ı odpov́ıdaj́ıćı jedinec.

Geny, ze kterých jsou jedinci složeni, jsou reprezentovány polem typu integer. Jsou
zde použity procedury, které byly popsány výše: Vytvoř seznam nenavštı́vených měst.
a Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města.. Pseudokód
pro vytvořeńı náhodného jedince:

// Vytvoř náhodnou cestu:
// m ... počet měst
int[] cesta = new int[m]
Vytvoř seznam nenavštı́vených měst.
FOR i = 1 TO m BEGIN

Vyber náhodný indexSeznamu - čı́slo v rozsahu od 1 do počtu měst
v seznamu nenavštı́vených měst.
Najdi město M v seznamu nenavštı́vených měst, které je na pozici
indexSeznamu.
Přidej město M do cesta[i].
Udělej přechod z aktuálnı́ho města do dalšı́ho navštı́veného města, kde
dalšı́ navštı́vené město je město M.

END
// Vytvoř náhodného jedince: k... počet všech bodů
int[] geny = new int[k]
FOR i = 1 TO m BEGIN

IF cesta[i] >= 0 THEN BEGIN
FOR všechny body, které množina reprezentovaná městem cesta[i]
obsahuje BEGIN

IF geny[indexBodu] < 0 THEN geny[indexBodu] = cesta[i]
END

END
END
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8.2.2 Proved’ operaci mutace

Tato část zahrnuje změnu gen̊u jedinc̊u(řešeńı), tak aby změněńı jedinci(řešeńı) náleželi do
množiny všech možných řešeńı. U SCP se změńı množina, která pokrývá bod reprezento-
vaný genem, pokud takových množin existuje v́ıce. Na př́ıkladu z obrázku 8.1 může třet́ı
gen(reprezentuj́ıćı bod 3) nabývat hodnot 1, 3, nebo 4, protože ho pokrývaj́ı množiny 1, 3
a 4. Když bude třet́ı gen mı́t hodnotu 1, pak může zmutovat na hodnotu 3, nebo 4:

// Vytvoř náhodnou mutaci genů jedince:
// m ... počet měst
Vyber náhodný indexGenu - čı́slo v rozsahu od 1 do m.
IF bod s indexem indexGenu je pokryt vı́ce množinami THEN BEGIN

Zvol náhodně množinu M, která je jiná než množina geny[indexGenu],
a která pokrývá bod s indexem indexGenu.
geny[indexGenu] = M

END

8.2.3 Źıskej cestu reprezentovanou jedincem ze současné generace

Tato část zahrnuje převedeńı informace o pokryt́ı jednotlivých bod̊u množinami do od-
pov́ıdaj́ıćı cesty(posloupnosti množin):

// Zı́skej cestu reprezentovanou jedincem ze současné generace:
// n ... počet měst(množin)
int[] cesta = new int[n]
boolean[] pouziteMnoziny = new boolean[n]
FOR i = 1 TO n BEGIN

cesta[i] = -1
pouziteMnoziny[i] = false

END
int indexCesty = 0
// n ... počet bodů
FOR 1 TO n BEGIN

IF pouziteMnoziny[geny[i]] = false THEN BEGIN
cesta[indexCesty] = geny[i]
pouziteMnoziny[geny[i]] = true
indexCesty++

END
END

Cesta źıskaná t́ımto algoritmem nemuśı obsahovat všechna města. Cesta může být kratš́ı
než je počet všech měst, a proto je zprava doplněna hodnotami −1(např.: 34−1−1 je cesta
reprezentuj́ıćı řešeńı pro úlohu z obr. 8.1)
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Kapitola 9

Implementace a popis simulátoru

Implementačńım jazykem je Java(JDK 1.6). Dı́ky zvoleńı Javy je program přenositelný
na r̊uzné platformy. Simulátor obsahuje implementované optimalizačńı algoritmy ACO al-
goritmus a GA. Optimalizačńı úlohy TSP, JSP a SCP nejsou implementované jako část
simulátoru, ale jsou implementovány jako pluginy a do simulátoru jsou načteny za běhu
programu. Toto schéma umožňuje implementaci nových optimalizačńıch úloh bez nutnosti
úpravy kódu vlastńıho simulátoru.

9.1 Architekura simulátoru

Pro architekturu programu byl použit návrhový vzor model-view-controller(obr. 9.1):

• Model - Tř́ıdy slouž́ıćı pro reprezentaci problematiky ACO algoritmu a GA. Tvoř́ı
část simulátoru, která hledá nejlepš́ı řešeńı optimalizačńıch úloh.

– Simulator - Tř́ıda, která se stará o ř́ızeńı simulaćı. Zpracovává akce zaslané z části
Controller. Umožňuje správu parametr̊u simulaćı.

– Enviroment - Tř́ıda, ve které je implementován ACO algoritmus a GA. Tř́ıda ini-
cializuje a volá metody tř́ıd, které jsou použity při hledáńı řešeńı optimalizačńıch
úloh.

– City - Tř́ıda pro reprezentaci měst, ze kterých jsou sestavovány nalezené cesty.
Tř́ıda je použita u ACO algoritmu i u GA. Parametry jednotlivých měst jsou
načteny ze soubor̊u v inicializačńı části. Města a jejich parametry představuj́ı
zadáńı optimalizačńıch úloh.

– Route - Tř́ıda pro reprezentaci cesty. Cesta je posloupnost měst. Každá nalezená
cesta je řešeńım dané optimalizačńı úlohy. Tato tř́ıda je použita u ACO algoritmu
i u GA.

– Ant - Tř́ıda použitá pro reprezentaci mravence u ACO algoritmu. V této tř́ıdě
je implementována metoda pro nalezeńı cesty. Při hledáńı cesty se mravenec ř́ıd́ı
pravděpodobnostńım výběrem na základě množstv́ı feromonové stopy a délky
jednotlivých úsek̊u.

– Chromozome - Tř́ı pro reprezentaci jedince u GA.

– Roulette - Tř́ıda použita pro modelováńı selekce jedinc̊u na základě jejich fitness
hodnoty u GA.
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– MinPathResult - Tř́ıda použitá pro reprezentaci nejlepš́ıho nalezeného řešeńı.
Tř́ıda je použita u ACO algoritmu i u GA.

– AutomationTest - Tř́ıda pro automatické spuštěńı simulaćı s parametry v nasta-
veném rozmeźı. Tato tř́ıda je určena pro testováńı vhodnosti parametr̊u u ACO
algoritmu i u GA. Výsledky simalućı jsou ukládány do souboru typu csv.

• View - Tř́ıda použ́ıvaná ke grafické prezentaci nalezeného řešeńı optimalizačńı úlohy
uživateli.

– Screen - Tř́ıda pro grafické zobrazeńı měst a nalezených cest, u ACO algoritmu
jsou zobrazeny i feromonové stopy.

– Report - Tř́ıda určená pro grafické zobrazeńı nalezeného řešeńı. Zobrazeńı je
specifické pro každou optimalizačńı úlohu.

• Controller - Tř́ıda, která zpracovává uživatelské akce. Umožňuje ovládáńı simulátoru.

– SimulatorController - Hlavńı tř́ıda pro zpracováńı uživatelských akćı. Volá me-
tody tř́ıdy Simulator.

– SimulationSettingsACO - Tř́ıda umožňuj́ıćı nastaveńı parametr̊u simulaćı pro
ACO algoritmus.

– SimulationSettingsGA - Tř́ıda umožňuj́ıćı nastaveńı parametr̊u simulaćı pro GA.

– AutomationTestSettingsACO - Tř́ıda umožňuj́ıćı nastaveńı parametr̊u automa-
tických test̊u pro ACO algoritmus.

– AutomationTestSettingsGA - Tř́ıda umožňuj́ıćı nastaveńı parametr̊u automa-
tických test̊u pro GA.

9.2 Implementace optimalizačńıch úloh

Optimalizačńı úlohy jsou implementované jako pluginy a do simulátoru jsou načteny za
běhu programu. Pro implementaci plugin̊u byl použit Java Plug-in Framework (JPF). V si-
mulátoru je vytvořeno rozhrańı PluginInterface, které definuje, jaké procedury muśı být
v pluginu implementovány, aby mohla být optimalizačńı úloha řešena v simulátoru pomoćı
ACO algoritmu a GA:

• GetScreenDimension - Načteńı rozměr̊u obrazovky pro vykresleńı stavu prostřed́ı(měst,
feromonových stop a nalezených cest) ze souboru.

• InitializeCities - Inicializace měst ze souboru.

• GetCityPosition - Vraćı souřadnice obrazovky, kde má být vykresleno dané město.

• InitializePaths - Inicializace cest mezi jednotlivými městy.

• InitializeNotVisitedCities - Vytvořeńı seznamu nenavšt́ıvených měst.

• MakeStep - Úprava seznamu nenavšt́ıvených měst při přechodu do daľśıho navšt́ıveného
města.

• GetLengthOfPath - Vraćı celkovou délku dané cesty.
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• ShowReport - Vykresleńı nejlepš́ıho nalezeného řešeńı na grafický výstup.

• CreateRandomChromozome - Vytvořeńı náhodného jedince pro GA.

• CreateChromozomeFromPath - Vytvořeńı jedince pro GA z dané cesty.

• GetPathFromChromozome - Vytvořeńı cesty z genové reprezentace jedince u GA.

• CrossOver - Operace kř́ıžeńı dvou jedinc̊u u GA.

• Mutation - Operace mutace jedince u GA.

• OptimalizationA - Pro možnou implementaci lokálńı optimalizace.

• OptimalizationB - Pro možnou implementaci lokálńı optimalizace.

9.2.1 Implementace a použit́ı pluginu

Pluginy jsou do simulátoru nač́ıtány z adresáře plugins. Plugin je vytvořen jako soubor
zip(např.: TSP-1.0.0.zip). V zip souboru muśı být soubor plugin.xml a adresář aco(obr.
9.2). Adresář aco obsahuje zkompilovanou tř́ıdu s optimalizačńı úlohou(obr. 9.3). Struktura
soubor̊u plugin.xml a TSPPlugin.java je popsána ńıže.

Struktura souboru plugin.xml:

<?xml version="1.0\ ?>
<!DOCTYPE plugin PUBLIC "-//JPF//Java Plug-in Manifest 1.0\

"http://jpf.sourceforge.net/plugin_1_0.dtd\>
<plugin id="TSP\ version="1.0.0\ class="aco.TSPPlugin\>
<runtime>
<library id="TSP\ path="/\ type="code\ />
</runtime>
</plugin>

9.3 Popis simulátoru

Pro inicializaci simulace je potřeba nejdř́ıve zvolit optimalizačńı úlohu v menu Task, poté
optimalizačńı algoritmus v menu Algorithm a nakonec nač́ıst optimalizačńı úlohu ze souboru
v menu Simulation(obr. 9.4).

Simulaci můžeme krokovat tlač́ıtkem šipka, nebo spustit nastavený počet iteraćı tlač́ıtkem
s dvojitou šipkou. V záložce Simulation je zobrazeno hledáńı cesty. V záložce Result je
vypsána nalezená cesta i s informacemi o délce, čase a počtu iteraćı. V záložce Result detail
je grafická reprezentace nalezeného řešeńı. V menu Simulation lze nastavit parametry ACO
algoritmu(Settings ACO) i GA(Settings GA). Nastavené parametry jsou platné až po nové
inicializaci optimalizačńı úlohy ze souboru. Celý proces spuštěńı simulace můžeme popsat
kroky:

• Zvolit optimalizačńı úlohu.

• Zvolit optimalizačńı algoritmus.

• Nastavit parametry př́ıslušného optimalizačńıho algoritmu.
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• Inicializovat optimalizačńı úlohu ze souboru.

• Spustit nebo krokovat simulaci.

• Pozorováńı dosažených výsledk̊u.

V menu Test lze nastavit parametry pro automatický test ACO algoritmu(Settings
ACO) i GA(Settings GA) a hlavně spustit automatický test(Run). Při spuštěńı automa-
tického testu jsou postupně voleny všechny možné kombinace parametr̊u, jejichž rozsah byl
nastaven v Settings ACO nebo Settings GA(zálež́ı na tom, který algoritmus se testuje).
Výsledek automatického testu je uložen do souboru se stejným názvem, jako má inicia-
lizačńı soubor optimalizačńı úlohy, ale s př́ıponou csv. Pro spuštěńı automatického testu
plat́ı obdobný postup jako u simulace:

• Zvolit optimalizačńı úlohu.

• Zvolit optimalizačńı algoritmus.

• Nastavit rozsahy parametr̊u př́ıslušného optimalizačńıho algoritmu a daľśı parametry
automatického testu.

• Inicializovat optimalizačńı úlohu ze souboru.

• Spustit automatický test.

• Pozorováńı dosažených výsledk̊u uložených v souboru typu csv.

9.4 Implementovaná vylepšeńı

9.4.1 Inicializace pomoćı metody Greedy search

Pro inicializaci ACO algoritmu i GA lze využ́ıt metodu založenou na algoritmu Greedy
search. Nejprve jsou ze všech možných počátečńıch měst algoritmem Greedy search nalezena
řešeńı dané optimalizačńı úlohy. Při inicializaci ACO algoritmu je soubor řešeńı nalezených
pomoćı Greedy search použit jako, kdyby to byli mravenci, kteř́ı dokončili cestu všemi
městy, a všichni polož́ı na cesty odpov́ıdaj́ıćı množstv́ı feromonu. Při inicializaci GA je
soubor řešeńı nalezených pomoćı Greedy search použit jako vzor pro vytvořeńı odpov́ıdaj́ıćı
části počátečńı populace.

9.4.2 Lokálńı optimalizace

V pluginu jsou rezervovány dvě metody pro př́ıpadnou lokálńı optimalizaci. Lokálńı opti-
malizace prob́ıhá u ACO algoritmu ve chv́ıli, kdy mravenec projde všechna nenavšt́ıvená
města a t́ım dokonč́ı svou cestu. U GA lokálńı optimalizace prob́ıhá na nově vytvořeném
jedinci, ten může vzniknout operaćı kř́ıžeńı, nebo reprodukce, př́ıpadně může zmutovat.

Lokálńı optimalizace u TSP

Lokálńı optimalizace u TSP prob́ıhá na dvou párech po sobě jdoućıch měst v nalezené cestě:

• Město A a město B jsou města, která jsou v nalezené cestě za sebou: Za městem A
následuje bezprostředně město B.
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• Město C a město D jsou města, která jsou v nalezené cestě za sebou: Za městem C
následuje bezprostředně město D.

• Jestliže plat́ı |AB|+ |CD| > |AC|+ |BD| prohod’ pozici mět B a C v nalezené cestě.
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Obrázek 9.1: Architektura simulátoru
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Obrázek 9.2: Struktura pluginu

Obrázek 9.3: Struktura pluginu

Obrázek 9.4: Volba úlohy a algoritmu, inicializace úlohy.
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Kapitola 10

Výsledky experiment̊u

10.1 Vliv jednotlivých parametr̊u na výsledky ACO algo-
ritmu

Vliv jednotlivých parametr̊u na ACO algoritmus bude testován na úloze obchodńıho ces-
tuj́ıćıho(TSP), protože je z implementovaných úloh nejnázorněǰśı.

10.1.1 Počet mravenc̊u

Zjǐstěńı jaký má vliv počet mravenc̊u na výsledky ACO algoritmu. Testováńı proběhlo
na úlohách s 20, 30, 40 a 60 městy(TSP20.txt, TSP30.txt, TSP40.txt a TSP60.txt). Pro
výpočet bylo použito nastaveńı bez počátečńı inicializace pomoćı metody Greedy search
i bez lokálńı optimalizace.

Parametry:

DELTA_MAX/EVAPORATION_CONSTANT/SOLUTION_BEST_PUT_PHEROMONE/
ROUND_BEST_PUT_PHEROMONE/ALL_PUT_PHEROMONE/ALPHA/BETA/
MIN_PHEROMONE/MAX_PHEROMONE/INITIAL_PHEROMONE/GREADY_SEARCH/
OPT_PERCENT/OPT_TYPE/OPT_COUNT

Nastavené hodnoty:

21000.0/0.1/true/false/true/1.0/10.0/1.0/1000.0/50.0/false/0/0/0

Z naměřených hodnot, které jsou uvedeny v tabulce 10.1, jsou vytvořené grafy(obr.
10.1). Z tabulky a graf̊u je vidět, že řešeńı se stabilizuje při použit́ı tř́ı mravenc̊u (při
menš́ım počtu měst) až dev́ıti mravenc̊u (při větš́ım počtu měst).

10.1.2 Delta max

Zjǐstěńı jaký má vliv parametr Delta max na výsledky ACO algoritmu. Testováńı proběhlo
na úlohách s 20 a 40 městy(TSP20.txt a TSP40.txt). Pro výpočet bylo použito nastaveńı
bez počátečńı inicializace pomoćı metody Greedy search i bez lokálńı optimalizace.

Parametry:

COUNT_OF_ANTS/EVAPORATION_CONSTANT/SOLUTION_BEST_PUT_PHEROMONE/
ROUND_BEST_PUT_PHEROMONE/ALL_PUT_PHEROMONE/ALPHA/BETA/MIN_PHEROMONE/
MAX_PHEROMONE/INITIAL_PHEROMONE/GREADY_SEARCH/OPT_PERCENT/OPT_TYPE/OPT_COUNT
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Počet mravenc̊u TSP20.txt TSP30.txt TSP40.txt TSP60.txt
1 1338,108754 1555,164153 1726,70974 4979,855818
3 1314,171453 1540,397951 1713,15444 4897,093321
5 1308,864406 1540,397951 1695,92602 4856,688272
7 1310,577229 1540,397951 1704,776381 4869,257477
9 1307,985761 1540,397951 1700,315394 4835,847764
11 1307,941294 1540,397951 1699,698026 4849,07865
13 1308,819939 1540,397951 1695,198699 4871,604217
15 1308,864406 1540,397951 1694,74946 4835,18716
17 1307,985761 1540,397951 1692,403599 4841,585855
19 1309,698584 1540,397951 1679,650731 4838,422314

Tabulka 10.1: Tabulka závislosti délky nejlepš́ı nalezené cesty na počtu mravenc̊u

Nastavené hodnoty:

7/0.1/true/false/true/1.0/10.0/1.0/1000000.0/5.0/false/0/0/0

Z naměřených hodnot, které jsou uvedeny v tabulce 10.2, nelze jednoznačně určit hod-
notu parametru Delta max, která by byla výhodněǰśı než ostatńı. Hodnotu parametru Delta
max je tak možné libovolně volit s ohledem na minimálńı a maximálńı množstv́ı feromonové
stopy, které může být na cesty položeno.

Delta max TSP20.txt TSP40.txt
1000 1307,896826 1690,592087
11000 1308,819939 1685,581107
21000 1307,985761 1686,359841
31000 1305,349826 1687,922499
41000 1307,018181 1686,802886
51000 1306,184004 1687,408742
61000 1307,852359 1685,907911
71000 1307,062649 1696,994238
81000 1306,228471 1682,449538
91000 1304,471181 1689,592754
101000 1306,228471 1685,825937

Tabulka 10.2: Tabulka závislosti délky nejlepš́ı nalezené cesty na parametru Delta max

10.1.3 Evaporace

Zjǐstěńı jaký má vliv parametr Evaporation constant na výsledky ACO algoritmu. Tes-
továńı proběhlo na úlohách s 20 a 40 městy(TSP20.txt a TSP40.txt). Pro výpočet bylo
použito nastaveńı bez počátečńı inicializace pomoćı metody Greedy search i bez lokálńı
optimalizace.

Parametry:

COUNT_OF_ANTS/DELTA_MAX/SOLUTION_BEST_PUT_PHEROMONE/
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Obrázek 10.1: Grafy závislosti délky nejlepš́ı nalezené cesty na počtu mravenc̊u

ROUND_BEST_PUT_PHEROMONE/ALL_PUT_PHEROMONE/ALPHA/BETA/
MIN_PHEROMONE/MAX_PHEROMONE/INITIAL_PHEROMONE/GREADY_SEARCH/
OPT_PERCENT/OPT_TYPE/OPT_COUNT

Nastavené hodnoty:

7/21000.0/true/false/true/1.0/10.0/1.0/1000000.0/5.0/false/0/0/0

Z naměřených hodnot, které jsou uvedeny v tabulce 10.3, vyplývá, že se zvyšuj́ıćı se
hodnotou parametru Evaporation constant se zhoršuje nalezené řešeńı, proto je dobré volit
Evaporation constant v okolo hodnoty 0, 1.

10.1.4 Typ ACO algoritmu

Typ ACO algoritmu je dám kombinaćı tř́ı parametr̊u rozhoduj́ıćıch o tom, kteř́ı mravenci
budou pokládat feromonové stopy na nalezené cesty. Zde bude zjǐstěno jaký vliv má tato
kombinace parametr̊u na výsledky ACO algoritmu. Testováńı proběhlo na úlohách s 20, 30,
40 a 60 městy(TSP20.txt, TSP30.txt, TSP40.txt a TSP60.txt). Pro výpočet bylo použito
nastaveńı bez počátečńı inicializace pomoćı metody Greedy search i bez lokálńı optimali-
zace.

Parametry:
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Evaporation constant TSP20.txt TSP40.txt
0,5 1309,698584 1685,365173
0,5 1309,743051 1685,102641
0,5 1307,896826 1692,174982
0,5 1307,107116 1689,41173
0,5 1308,775471 1699,689071
0,5 1307,107116 1693,027299
0,5 1314,756384 1697,592196
0,5 1308,775471 1695,597653
0,5 1310,621696 1691,491853

Tabulka 10.3: Tabulka závislosti délky nejlepš́ı nalezené cesty na parametru Evaporation
constant

COUNT_OF_ANTS/DELTA_MAX/EVAPORATION_CONSTANT/ALPHA/BETA/MIN_PHEROMONE/
MAX_PHEROMONE/INITIAL_PHEROMONE/GREADY_SEARCH/OPT_PERCENT/OPT_TYPE/OPT_COUNT

Nastavené hodnoty:

7/21000.0/0.1/1.0/10.0/1.0/1000000.0/5.0/false/0/0/0

Z naměřených hodnot, které jsou uvedeny v tabulce 10.4, vyplývá, že dvě kombinace
nastavených parametr̊u dosahuj́ı lepš́ıch výsledk̊u než ostatńı kombinace:

• Feromon pokládá mravenec, který našel doposud nejlepš́ı cestu(SB = 1).

• Feromon pokládá mravenec, který našel doposud nejlepš́ı cestu(SB = 1). + Feromon
pokládá mravenec, který našel nejlepš́ı cestu v dané iterci(RB = 1).

SB RB ALL TSP20.txt TSP30.txt TSP40.txt TSP60.txt
0 0 1 1308,864406 1540,39795141597 1703,54796 4888,999566
0 1 0 1309,654116 1540,39795141597 1692,899227 4874,328194
0 1 1 1308,864406 1540,39795141597 1701,333051 4885,893553
1 0 0 1304,784505 1540,39795141597 1675,967979 4760,906625
1 0 1 1309,743051 1540,39795141597 1693,02857 4881,053546
1 1 0 1302,580489 1540,39795141597 1676,75954 4790,34447
1 1 1 1306,184004 1540,39795141597 1691,081215 4855,983451

Tabulka 10.4: Tabulka závislosti délky nejlepš́ı nalezené cesty na typu ACO algoritmu

10.1.5 Parametry Alpha a Beta

Zjǐstěńı jaký máj́ı vliv parametry Alpha a Beta na výsledky ACO algoritmu. Testováńı
proběhlo na úlohách s 20 a 40 městy(TSP20.txt a TSP40.txt). Pro výpočet bylo použito
nastaveńı bez počátečńı inicializace pomoćı metody Greedy search i bez lokálńı optimali-
zace.

Parametry:
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COUNT_OF_ANTS/DELTA_MAX/EVAPORATION_CONSTANT/SOLUTION_BEST_PUT_PHEROMONE/
ROUND_BEST_PUT_PHEROMONE/ALL_PUT_PHEROMONE/MIN_PHEROMONE/MAX_PHEROMONE/
INITIAL_PHEROMONE/GREADY_SEARCH/OPT_PERCENT/OPT_TYPE/OPT_COUNT

Nastavené hodnoty:

7/500/21000.0/0.1/true/false/true/1.0/1000000.0/5.0/false/0/0/0

Z naměřených hodnot, které jsou uvedeny v tabulce 10.5, jsou vytvořené grafy(obr.
10.2). Z tabulky a graf̊u je vidět, že kvalita nalezené cesty velmi zálež́ı na vzájemném
nastaveńı parametr̊u Alpha a Beta. Na grafech je vidět, že při př́ılǐs velkém rozd́ılu mezi
hodnotou parametru Alpha a hodnotou parametru Beta, se kvalita řešeńı zhoršuje. U obou
úloh je optimálńı volit hodnotu parametru Beta o čtyři(tři) větš́ı než je hodnota parametru
Alpha (Beta = Alpha + 4).

Alpha Beta TSP20.txt TSP40.txt
1 5 1302,669424 1680,590762
1 8 1304,426714 1686,174096
1 11 1307,941294 1694,538089
1 14 1310,577229 1711,927151
1 17 1315,626237 1729,540801
3 5 1317,731108 1695,945059
3 8 1308,717076 1706,426365
3 11 1317,333013 1711,756111
3 14 1318,568633 1728,189526
3 17 1311,250148 1740,079572
5 5 1329,392261 1711,628517
5 8 1315,393181 1712,306707
5 11 1322,703356 1707,581331
5 14 1324,521368 1714,095507
5 17 1315,304246 1731,48293
7 5 1328,81874 1706,266827
7 8 1321,649297 1713,54557
7 11 1317,047608 1711,846604
7 14 1319,998184 1720,90696
7 17 1325,798082 1739,430158

Tabulka 10.5: Tabulka závislosti délky nejlepš́ı nalezené cesty na parametrech Alpha a Beta

10.1.6 Počátečńı inicializace pomoćı metody Greedy search

Zjǐstěńı jaký má vliv počátečńı inicializace pomoćı metody Greedy search na výsledky ACO
algoritmu. Testováńı proběhlo na úlohách s 20, 30, 40 a 60 městy(TSP20.txt, TSP30.txt,
TSP40.txt a TSP60.txt). Pro výpočet bylo použito nastaveńı bez lokálńı optimalizace.

Parametry:

COUNT_OF_ANTS/DELTA_MAX/EVAPORATION_CONSTANT/SOLUTION_BEST_PUT_PHEROMONE/
ROUND_BEST_PUT_PHEROMONE/ALL_PUT_PHEROMONE/ALPHA/BETA/MIN_PHEROMONE/
MAX_PHEROMONE/INITIAL_PHEROMONE/OPT_PERCENT/OPT_TYPE/OPT_COUNT
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Obrázek 10.2: Grafy závislosti délky nejlepš́ı nalezené cesty na parametrech Alpha a Beta

Nastavené hodnoty:

7/21000.0/0.1/true/false/true/1.0/4.0/1.0/1000000.0/5.0/0/0/0

Z naměřených hodnot, které jsou uvedeny v tabulce 10.7, vyplývá, že při použit́ı počátečńı
inicializace pomoćı metody Greedy search dostáváme mı́rně horš́ı výsledky, než kdybychom
j́ı nepoužili.

Greedy search TSP20.txt TSP30.txt TSP40.txt TSP60.txt
0 1302,536022 1540,397951 1679,303734 4786,175875
1 1303,548069 1540,397951 1679,578724 4794,372394

Tabulka 10.6: Tabulka závislosti délky nejlepš́ı nalezené cesty na počátečńı inicializace po-
moćı metody Greedy search

10.1.7 Lokálńı optimalizace

Zjǐstěńı jaký má vliv lokálńı optimalizace na výsledky ACO algoritmu. Testováńı proběhlo
na úlohách s 40, 60 a 70 městy(TSP40.txt, TSP60.txt a TSP70.txt).
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Parametry:

COUNT_OF_ANTS/MAX_TIME/DELTA_MAX/EVAPORATION_CONSTANT/
SOLUTION_BEST_PUT_PHEROMONE/ROUND_BEST_PUT_PHEROMONE/ALL_PUT_PHEROMONE/
ALPHA/BETA/MIN_PHEROMONE/MAX_PHEROMONE/INITIAL_PHEROMONE/GREADY_SEARCH/
OPT_PERCENT/OPT_TYPE

Nastavené hodnoty:

7/700/21000.0/0.1/true/false/true/1.0/4.0/1.0/1000000.0/5.0/false/100/0

Z naměřených hodnot, které jsou uvedeny v tabulce 10.7, vyplývá, že použit́ı lokálńı
optimalizace u ACO algoritmu nepřináš́ı žádný výrazně lepš́ı výsledek.

Počet lokálńıch optimalizaćı TSP40.txt TSP60.txt TSP70.txt
0 1677,518569 4770,658577 5113,671246
2 1679,036626 4769,289418 5140,656156
4 1676,506531 4760,96042 5123,093859
6 1681,096781 4770,6478 5112,960171
8 1678,024588 4761,296121 5151,055246
10 1676,902053 4760,277937 5106,488552
12 1678,646998 4755,956232 5110,241346
14 1677,905676 4755,676995 5125,857349

Tabulka 10.7: Tabulka závislosti délky nejlepš́ı nalezené cesty na počtu lokálńıch optimali-
zaćı

10.2 Vliv jednotlivých parametr̊u na výsledky GA

Vliv jednotlivých parametr̊u na ACO algoritmus bude testován na úloze obchodńıho ces-
tuj́ıćıho(TSP), protože je z implementovaných úloh nejnázorněǰśı.

10.2.1 Počátečńı inicializace pomoćı metody Greedy search

Zjǐstěńı jaký má vliv počátečńı inicializace pomoćı metody Greedy search na výsledky GA.
Testováńı proběhlo na úlohách s 20 a 30 městy(TSP20.txt a TSP30.txt). Pro výpočet bylo
použito nastaveńı bez lokálńı optimalizace.

Parametry:

COUNT_OF_CHROMOZOMES/MAX_GENERATION/DELTA_MAX_GA/CROSSOVER_FACTOR/
MUTATION_FACTOR/OPT_PERCENT/OPT_TYPE/OPT_COUNT

Nastavené hodnoty:

2000/1000/210000.0/0.9/0.1/0/0/0

Z naměřených hodnot, které jsou uvedeny v tabulce 10.8, vyplývá, že při použit́ı počátečńı
inicializace pomoćı metody Greedy search dostáváme výrazně lepš́ı výsledky, než kdy-
bychom j́ı nepoužili. Stač́ı inicializovat i jen několik málo procent celkové populace(do 10%)
viz. grafy 10.3.
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Populace inicializovaná pomoćı Greedy search [%] TSP20.txt TSP30.txt
0 1556,135042 2366,098704
2 1417,971622 1591,348508
4 1388,066452 1592,389678
6 1375,213301 1596,149442
8 1365,124347 1593,444044
10 1382,144808 1595,810101
12 1373,578895 1593,713637
14 1350,064573 1590,915345
16 1366,294991 1590,791937
18 1367,91414 1590,915345
20 1357,946805 1589,487068

Tabulka 10.8: Tabulka závislosti délky nejlepš́ı nalezené cesty na počátečńı inicializace po-
moćı metody Greedy search

Obrázek 10.3: Grafy závislosti délky nejlepš́ı nalezené cesty na počátečńı inicializace pomoćı
metody Greedy search

10.2.2 Lokálńı optimalizace

Zjǐstěńı jaký má vliv lokálńı optimalizace na výsledky GA. Testováńı proběhlo na úlohách
s 20, 30, 40 a 60 městy(TSP20.txt, TSP30.txt, TSP40.txt, a TSP60.txt).

Parametry:

COUNT_OF_CHROMOZOMES/MAX_GENERATION/DELTA_MAX_GA/INITIAL_GREADY/
CROSSOVER_FACTOR/MUTATION_FACTOR/OPT_PERCENT/OPT_TYPE

Nastavené hodnoty:

1000/100/21000.0/10.0/0.9/0.1/100/0

Z naměřených hodnot, které jsou uvedeny v tabulce 10.9, vyplývá, že při použit́ı lokálńı
optimalizace dostáváme nejlepš́ı řešeńı. Počet lokálńıch optimalizaćı, které jsou potřeba
k dosažeńı nelepš́ıho řešeńı, roste s počtem měst.
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Počet lokálńıch optimalizaćı TSP20.txt TSP30.txt TSP40.txt TS60.txt
0 1379,018302 1591,178837 1807,390332 5087,958718
2 1302,269217 1540,397951 1675,517208 4799,820178
4 1302,269217 1540,397951 1674,988474 4679,653691
6 1302,269217 1540,397951 1674,988474 4642,841973
8 1302,269217 1540,397951 1674,988474 4642,841973
10 1302,269217 1540,397951 1674,988474 4642,841973
12 1302,269217 1540,397951 1674,988474 4642,841973
14 1302,269217 1540,397951 1674,988474 4642,841973

Tabulka 10.9: Tabulka závislosti délky nejlepš́ı nalezené cesty na lokálńı optimalizaci

10.2.3 Parametry Crossover factor a Mutation factor

Zjǐstěńı jaký maj́ı vliv parametry Crossover factor a Mutation factor na výsledky GA.
Testováńı proběhlo na úlohách s 60 městy(TSP60.txt). Pro výpočet bylo použito nastaveńı
s lokálńı optimalizaćı.

Parametry:

COUNT_OF_CHROMOZOMES/MAX_GENERATION/DELTA_MAX_GA/INITIAL_GREADY/
OPT_PERCENT/OPT_TYPE/OPT_COUNT

Nastavené hodnoty:

1000/200/21000.0/10.0/100/0/6

Z naměřených hodnot, které jsou uvedeny v tabulce 10.10, vyplývá, že s rostoućı hod-
notou parametru Mutation factor rychle klesá efektivita GA (zvyšuje se iterace, ve které
je nalezena nejlepš́ı cesta), viz. grafy 10.4. Dále je patrné, že s rostoućı hodnotou parame-
tru Crossover factor také mı́rně klesá efektivity. To lze vysvětlit t́ım, že mutace a kř́ıžeńı
měńı jedince, na kterých proběhla lokálńı optimalizace a t́ım do určité mı́ry degraduj́ı efekt
lokálńı optimalizace. Snižováńı hodnoty parametru Crossover factor, ale neznamená nutně
zvyšuj́ıćı se efektivitu GA(viz. tabulka 10.11). Jako nejlepš́ı se v tomto př́ıpadě jev́ı hodnota
parametru Crossover factor = 0, 5.

10.3 Porovnáńı ACO algoritmu a GA na implementovaných
optimalizačńıch úlohách

10.3.1 Traveling Salesman Problem (TSP)

Porovnáńı výsledk̊u dosažených ACO algoritmem a GA na úloze obchodńıho cestuj́ıćıho
bylo provedeno na úlohách se 20, 40, 60 a 100 městy (TSP20.txt, TSP40.txt, TSP60.txt
a TSP100.txt).

Parametry pro ACO algoritmus:

COUNT_OF_ANTS/MAX_ITERATION/DELTA_MAX/EVAPORATION_CONSTANT/
SOLUTION_BEST_PUT_PHEROMONE/ROUND_BEST_PUT_PHEROMONE/ALL_PUT_PHEROMONE/
ALPHA/BETA/MIN_PHEROMONE/MAX_PHEROMONE/INITIAL_PHEROMONE/GREADY_SEARCH/
OPT_PERCENT/OPT_TYPE/OPT_COUNT
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Nastavené hodnoty pro ACO algoritmus:

5/1000/21000.0/0.1/true/false/false/1.0/5.0/1.0/1000.0/100.0/0.4/false/0/0/0

Parametry pro GA:

COUNT_OF_CHROMOZOMES/MAX_GENERATION/DELTA_MAX_GA/INITIAL_GREADY/
CROSSOVER_FACTOR/MUTATION_FACTOR/OPT_PERCENT/OPT_TYPE/OPT_COUNT

Nastavené hodnoty pro GA:

1000/2000/21000.0/10.0/0.5/0.0/100/0/2

Z dat uvedených v tabulkách 10.12, 10.14, ?? a 10.15 je vidět, že GA s počátečńı
inicializaćı pomoćı metody Greedy search a lokálńı optimalizaćı dosahuje podstatně lepš́ı
výsledk̊u než ACO algoritmus.

10.3.2 Job Shop Scheduling Problem (JSP)

Porovnáńı výsledk̊u dosažených ACO algoritmem a GA na JSP bylo provedeno na úlohách
JSP110.txt a JSP440.txt. Úloha JSP110.txt obsahuje 12 úloh, které jsou složeny ze 110
operaćı. Úloha JSP440.txt obsahuje 48 úloh, které jsou složeny ze 440 operaćı.

Parametry pro ACO algoritmus:

COUNT_OF_ANTS/MAX_ITERATION/DELTA_MAX/EVAPORATION_CONSTANT/
SOLUTION_BEST_PUT_PHEROMONE/ROUND_BEST_PUT_PHEROMONE/ALL_PUT_PHEROMONE/
ALPHA/BETA/MIN_PHEROMONE/MAX_PHEROMONE/INITIAL_PHEROMONE/GREADY_SEARCH/
OPT_PERCENT/OPT_TYPE/OPT_COUNT

Nastavené hodnoty pro ACO algoritmus:

2/1000/300.0/0.1/true/false/false/1.0/1.0/1.0/1000.0/100.0/0.0/false/0/0/0

Parametry pro GA:

COUNT_OF_CHROMOZOMES/MAX_GENERATION/DELTA_MAX_GA/INITIAL_GREADY/
CROSSOVER_FACTOR/MUTATION_FACTOR/OPT_PERCENT/OPT_TYPE/OPT_COUNT

Nastavené hodnoty pro GA:

1000/1000/1000.0/10.0/0.9/0.1/0/0/0

Z dat uvedených v tabulkách 10.16 a 10.17 je vidět, že GA s počátečńı inicializaćı pomoćı
metody Greedy search dosahuje lepš́ıch výsledk̊u než ACO algoritmus.

10.3.3 Set Covering Problem (SCP)

Porovnáńı výsledk̊u dosažených ACO algoritmem a GA na SCP bylo provedeno na úloze
SCP63.txt, která obsahuje 40 bod̊u a 63 množin.

Parametry pro ACO algoritmus:

COUNT_OF_ANTS/MAX_ITERATION/DELTA_MAX/EVAPORATION_CONSTANT/
SOLUTION_BEST_PUT_PHEROMONE/ROUND_BEST_PUT_PHEROMONE/ALL_PUT_PHEROMONE/
ALPHA/BETA/MIN_PHEROMONE/MAX_PHEROMONE/INITIAL_PHEROMONE/GREADY_SEARCH/
OPT_PERCENT/OPT_TYPE/OPT_COUNT
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Nastavené hodnoty pro ACO algoritmus:

2/1000/300.0/0.1/true/false/false/1.0/1.0/1.0/1000.0/100.0/0.0/false/0/0/0

Parametry pro GA:

COUNT_OF_CHROMOZOMES/MAX_GENERATION/DELTA_MAX_GA/INITIAL_GREADY/
CROSSOVER_FACTOR/MUTATION_FACTOR/OPT_PERCENT/OPT_TYPE/OPT_COUNT

Nastavené hodnoty pro GA:

1000/1000/1000.0/10.0/0.9/0.1/0/0/0

Z dat uvedených v tabulce 10.18 je vidět, že GA s počátečńı inicializaćı pomoćı metody
Greedy search dosahuje lepš́ıch výsledk̊u než ACO algoritmus.

61



Crossover Mutation Nejlepš́ı cesta(pr̊uměr) Iterace(pr̊uměr)
0,5 0 4642,841973 11,3
0,5 0,1 4642,841973 18,6
0,5 0,2 4642,841973 21,3
0,5 0,3 4642,841973 17,5
0,5 0,4 4642,841973 37,5
0,5 0,5 4642,841973 99,9
0,6 0 4642,841973 20,9
0,6 0,1 4642,841973 20,8
0,6 0,2 4642,841973 25,8
0,6 0,3 4642,841973 40,4
0,6 0,4 4642,841973 66,6
0,6 0,5 4642,841973 61,8
0,7 0 4642,841973 27,4
0,7 0,1 4642,841973 35,6
0,7 0,2 4642,841973 47,2
0,7 0,3 4642,841973 50,7
0,7 0,4 4642,841973 72,3
0,7 0,5 4642,841973 63,8
0,8 0 4642,841973 35,8
0,8 0,1 4642,841973 75
0,8 0,2 4642,841973 60
0,8 0,3 4642,841973 68,5
0,8 0,4 4643,524732 87,7
0,8 0,5 4648,770578 93,3
0,9 0 4642,841973 90,2
0,9 0,1 4642,841973 91,7
0,9 0,2 4643,524732 81,4
0,9 0,3 4648,870924 99,4
0,9 0,4 4682,77437 61,1
0,9 0,5 4710,13504 28,1
1 0 4649,568364 105,5
1 0,1 4662,112002 57,5
1 0,2 4674,676974 87,8
1 0,3 4703,058619 23,9
1 0,4 4725,974665 14,1
1 0,5 4753,465017 5

Tabulka 10.10: Tabulka závislosti délky nejlepš́ı nalezené cesty na parametrech Crossover
factor a Mutation factor
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Obrázek 10.4: Grafy závislosti délky nejlepš́ı nalezené cesty na parametrech Crossover factor
a Mutation factor

Crossover Mutation Nejlepš́ı cesta(pr̊uměr) Iterace(pr̊uměr)
0 0 4712,34950954456 1

0,1 0 4642,84197263482 63,5
0,2 0 4642,84197263482 23
0,3 0 4642,84197263482 38
0,4 0 4642,84197263482 33
0,5 0 4642,84197263482 20,5
0,6 0 4642,84197263482 39
0,7 0 4642,84197263482 22
0,8 0 4642,84197263482 41,5

Tabulka 10.11: Tabulka závislosti délky nejlepš́ı nalezené cesty na parametrech Crossover
factor a Mutation factor
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Čas [ms] ACO GA
20 1422,58442914488 1302,26921746366
50 1314,92674192889 1302,26921746366
100 1302,26921746366 1302,26921746366

Tabulka 10.12: Tabulka s nejlepš́ımi nalezenými cestami pomoćı ACO algoritmu a GA na
úloze se 20 městy

Čas [ms] ACO GA
100 1793,22458184756 1674,98847424775
200 1746,24031108379 1674,98847424775
300 1684,809548 1674,98847424775
400 1674,98847424775 1674,98847424775

Tabulka 10.13: Tabulka s nejlepš́ımi nalezenými cestami pomoćı ACO algoritmu a GA na
úloze se 40 městy

Čas [ms] ACO GA
100 1793,22458184756 1674,98847424775
200 1746,24031108379 1674,98847424775
300 1684,809548 1674,98847424775
400 1674,98847424775 1674,98847424775

Tabulka 10.14: Tabulka s nejlepš́ımi nalezenými cestami pomoćı ACO algoritmu a GA na
úloze se 40 městy

Čas [ms] ACO GA
500 8471,64090533926 6877,01251566727
1000 8334,61588483643 6845,40170942383
1500 8064,00812680947 6838,0726386693

Tabulka 10.15: Tabulka s nejlepš́ımi nalezenými cestami pomoćı ACO algoritmu a GA na
úloze se 100 městy

Čas [ms] Délka ACO(pr̊uměr) Nejlepš́ı ACO Délka GA(pr̊uměr) Nejlepš́ı GA
20 249,3 242 232 232
40 248,3 235 232 232
60 244 232 232 232

Tabulka 10.16: Tabulka s nejlepš́ımi nalezenými cestami pomoćı ACO algoritmu a GA na
úloze se JSP110.txt
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Čas [ms] Délka ACO(pr̊uměr) Nejlepš́ı ACO Délka GA(pr̊uměr) Nejlepš́ı GA
100 1054,35 1003 933,2 928
200 1044,05 1001 930,8 207
300 1030,3 997 930,3 928

Tabulka 10.17: Tabulka s nejlepš́ımi nalezenými cestami pomoćı ACO algoritmu a GA na
úloze se JSP440.txt

Čas [ms] Délka ACO(pr̊uměr) Délka GA(pr̊uměr)
100 88,15 78
200 87,15 78
300 86,6 78

Tabulka 10.18: Tabulka s nejlepš́ımi nalezenými cestami pomoćı ACO algoritmu a GA na
úloze se JSP440.txt
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Kapitola 11

Závěr

Implementoval jsem ACO algoritmus a GA pro řešeńı optimalizačńıch úloh. Dále jsem im-
plementoval tři optimalizačńı úlohy. Zaměřil jsem se na úlohu obchodńıho cestuj́ıćıho, na
které jsem otestoval vliv jednotlivých parametr̊u ACO algoritmu a GA na kvalitu nale-
zeného řešeńı. Na všech optimalizačńıch úlohách jsem porovnal výsledky dosažené pomoćı
ACO algoritmu a GA. Ve všech př́ıpadech lépe dopadl GA. Horš́ı výsledky ACO algoritmu
přisuzuji tomu, že ACO algoritmus musel být zachován v obecné podobě, aby zvládl řešeńı
r̊uzných úloh, a proto nemohl být speciálně upraven pro danou optimalizačńı úlohu. Imple-
mentovaný GA dosahuje v kombinaci s počátečńı inicializaćı pomoćı metody Greedy search
a lokálńı optimalizaćı velmi dobrých výsledk̊u. Předevš́ım u úlohy obchodńıho cestuj́ıćıho
dosahuje GA, při použit́ı lokálńı optimalizace, kvalitńıch řešeńı za velmi krátký čas.

Vytvořil jsem simulátor pro řešeńı optimalizačńıch kombinatorických úloh pomoćı ACO
algoritmu a GA, do kterého lze prostřednictv́ım plugin̊u doprogramovat daľśı optima-
lizačńı úlohy. Možným rozš́ı̌reńım je tak možnost implementovat daľśı optimalizačńı úlohy.
Daľśı možnost zlepšeńı simulátoru spoč́ıvá v efektivněǰśı implementaci ACO algoritmu
prostřednictv́ım větš́ı specializace ACO algoritmu na jednotlivé optimalizačńı úlohy. Daľśı
zaj́ımavé rozš́ı̌reńı simulátoru představuje propojeńı ACO algoritmu a GA do jednoho hyb-
ridńıho algoritmu. Např́ıklad je možné použ́ıt ACO algoritmus jako inicializačńı část GA.
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[8] Steven Johnson. Emergence, The Connected Lives of Ants, Brains, Cities, and
Software. Simon & Schuster, 2002. ISBN 0-684-86876-8.

[9] Niklas Kohl. Solving the world’s largest crew scheduling problem [online].
http://citeseerx.ist.psu.edu/viewdoc/download?doi=10.1.1.129.1044&rep=
rep1&type=pdf. [Květen 2010].
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67

http://www.computelligence.org/sis/2008
http://necsi.org/research/multiscale/MultiscaleEmergence.pdf
http://www.cssi.cz/cssi/uplatneni-agentovych-kolon-pri-ovladani-optimalizaci-prumyslovych-procesu-1
http://www.cssi.cz/cssi/uplatneni-agentovych-kolon-pri-ovladani-optimalizaci-prumyslovych-procesu-1
http://conference.iproms.org/sites/conference.iproms.org/files/papers2007/122.pdf
http://conference.iproms.org/sites/conference.iproms.org/files/papers2007/122.pdf
http://pespmc1.vub.ac.be/papers/EOLSS-Self-Organiz.pdf
http://citeseerx.ist.psu.edu/viewdoc/download?doi=10.1.1.129.1044&rep=rep1&type=pdf
http://citeseerx.ist.psu.edu/viewdoc/download?doi=10.1.1.129.1044&rep=rep1&type=pdf
http://ai.ms.mff.cuni.cz/~sui/ants.pdf
http://www.mat.univie.ac.at/~neum/glopt.html


[13] Marek Obitko. Genetic algorithms [online].
http://www.obitko.com/tutorials/genetic-algorithms. [Květen 2010].
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