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Abstrakt

Hlavnim prinosem této prace je navrh a implementace aplikace, ktera vyuziva model Map-
Reduce a Apache Hadoop pro urychleni shlukovani regularnich vyrazi. V této préaci jsou
popsany algoritmy, které se vyuzivaji pro shlukovani regularnich vyraziu a je navrzeno né-
kolik vylepSeni pro tyto algoritmy. Experimenty provadéné v ramci této prace ukazaly, zZe
cluster skladajici se z 20ti pocitaci dokaze oproti klasickému piistupu zrychlit shlukovani
az desetinadsobné.

Abstract

The greatest contribution of this thesis is design and implementation of program, that uses
MapReduce paradigm and Apache Hadoop for acceleration of regular expression grouping.
This paper also describes algorithms, that are used for regular expression grouping and
proposes some improvements for these algorithms. Experiments carried out in this thesis
show, that a cluster of 20 computers can speed up the grouping ten times.

Klic¢ova slova

Intrusion Detection System, MapReduce, Hadoop, Shlukovéani regularnich vyrazi

Keywords

Intrusion Detection System, MapReduce, Hadoop, Regular expression grouping

Citace

Martin Safa¥: Implementace shlukovani regularnich vyrazt pomoci MapReduce piistupu,
bakalaiskéd prace, Brno, FIT VUT v Brné, 2014



Implementace shlukovani regularnich vyrazi pomoci
MapReduce pristupu

Prohlaseni

Prohlasuji, ze jsem tuto bakalarskou praci vypracoval samostatné pod vedenim pana Ing.
Jana Kastila

Martin Safaf
21. kvétna 2014

© Martin Safar, 2014.

Tato prdace vznikla jako skolni dilo na Vysokém uceni technickém v Brné, Fakulté informa-
¢nich technologit. Prdce je chranéna autorskym zdkonem a jeji uZiti bez udélent oprdvnéni
autorem je mezdkonné, s vyjimkou zdkonem definovanych pripadai.



Obsah

Uvod

MapReduce

21 CojeMapReduce. . . . . . .. . e
2.2 Princip MapReduce . . . .. .. ..
2.3 Prubéh vypoctu operaci MapReduce . . . . . . ... ... ... .......
2.4 Tolerance chyb . . . . . . . . . . ...
2.5 Vyuziti sitového provozu . . . . . . . . ...

Apache Hadoop

3.1 HDFES . . . e
3.2 Hadoop MapReduce . . . .. .. .. . .. .. ..
3.3 Planovani dloh v clusteru . . . . . . ... . ... ... ... .

Shlukovani regularnich vyraza v ramci vysokorychlostnich siti

4.1 Algoritmus pro shlukovani regularnich vyraza . . . .. .. ... ... ....
4.2 Inkrementalni shlukovaci algoritmus . . . . .. ... ... ... ... ....
4.3 Shlukovani bez pouziti algoritmu pro vybér RV do shluku . . .. ... ...

Navrh rozdéleni shlukovaci metody pro funkce Map a Reduce

5.1 Néavrh s jednim reducerem . . . . . . . . .. ... Lo
5.2 Porovnani shlukovacich algoritmt s jednim reducerem . . ... .. .. ...
5.3 Navrh aplikace s vice reducery . . . . . . . . . ... Lo
5.4 Pouziti vice MapReduce aloh . . . . .. . ... ... ... ... ...
5.5 Moznosti vylepSeni navrhu . . . . . . .. ... oL
5.6 Vyhodnoceni algoritmt . . . . . ... ... ... oL

Implementace

6.1 Hlavni skript . . . . . . . . .

6.2 Implementace funcki Map a Reduce . . . . ... ... ... ... ......
6.2.1 Jedna MapReduce tiloha . . . . . . . .. .. ... ... ........
6.2.2 Vice MapReducedloh . . . . .. .. ... ... .. oL
6.2.3 Velké mnozstvi kratkych MapReduce 4loh . . . . . . ... ... ...

6.3 Vylepseni metod shlukovani . . . . . .. ... ... ... oL
6.3.1 Vylepseni algoritmu popsaného v 4.1 . . . . ... ... ... .....
6.3.2 Vylepseni inkrementalniho algoritmu . . . . . . . . ... ... ...

6.4 Parametry programu a pouziti . . . . ... ..o Lo oo
6.4.1 Vybér algoritmu pro shlukovani . . . . . . ... ... ... ... ..

3 =3 Ot Ut ot O

S © oo @

12
13
14

16
16
17
17
17
18
18



6.4.2 Shlukovéani s pouzitim Hadoop . . . . . .. ... ... ... ..... 23

6.4.3 Stanoveni maximalniho poc¢tu stavt KA po shlukovani . . . . . . .. 23

7 Testy a hodnoceni 24
7.1 Specifikace testovacich sestav a vytizeni jednotlivych komponent . . . . . . 24
7.2 Vytvareni grafové struktury a vypocet koeficientu interakce . . .. . .. .. 25
7.3 Porovnani rychlosti a efektivity shlukovacich algoritma . . . . . . . . .. .. 26
7.4 Vybér regularnich vyraza do shluku s a bez pomoci clusteru . . . . . .. .. 27
7.5 Vyuziti modelu MapReduce pro shlukovani regularnich vyrazd . ... . .. 28
7.6 Doporuceni pro uzivatele. . . . . . . .. ... L o L 28

8 Zavér 30



Kapitola 1

Uvod

S tim, jak se stale rozsifuje velikost sité Internetu a jeho vyznam v kazdodennim Zzivot€,
roste i hrozba kybernetickych ttokt. Jednim z prostiedki, ktery pomaha témto ttoktm
predchézet je analyza uzivatelskych dat packetu (packet payload) v redlném case. Analyza se
provadi porovnavanim obsahu paketu vici seznamu regulérnich vyrazi (RV). Tento zptisob
je jednou z ¢asti tzv. Systému pro odhaleni pruniku (Intrusion Detection System - IDS).
Princip IDS vyzaduje velice kratky ¢as odezvy, aby bylo mozno utoku efektivné zabranit,
nicméneé s tim jak se objevuji nové zptsoby ttoku a nové hrozby, musi nartstat i mnozstvi
pravidel, podle kterych je paket analyzovan. Mezi IDS patii napiiklad Snort!, ktery v
soucasné dobé obsahuje ve svych pravidlech celkem 6435 unikatnich regularnich vyraztu
[10]. V dubnu 2003 obsahoval 1131 unikatnich regularnich vyraza [12].

S naristajicim poctem pravidel nartistd imérné i narocnost vypocltl pii porovnavani
paketi s jednotlivymi pravidly, a to jak na procesor, tak i na pamét. Vznikla tudiz potieba
tento proces zefektivnit. Analyza paketu regularnim vyrazem spociva v prevedeni RV na
koneény automat (KA), na kterém se obsah paketu odsimuluje. Pokud automat tento fe-
tézec prijme, znamend to, ze paket odpovidd danému pravidlu. Existuje nékolik moznosti
jak tento proces zrychlit. Jednou z moznosti je vyuziti programovatelnych hradlovych poli,
které nabizeji vysoky vykon a zaroven moznost kdykoliv pravidla rozsitovat. Jesté rychlejsi
by mohly byt specializované hardwarové soucastky, nicméné nemoznost modifikace pro-
chazenych pravidel by znamenala vyrobu novych ¢éipu pii kazdé upravé pravidel [6]. Dalsi
moznosti jak zrychlit proces analyzy paketu je sniZeni poc¢tu pravidel vici kterym se paket
kontroluje. Toho Ize dosdhnout pomoci sjednoceni RV, respektive sjednoceni KA. Sjedno-
ceni KA jsme schopni provést vcelku efektivné, nicméné pokud bychom sjednotili vSechny
do jednoho, pamétové naroky by byly netinosné (pro velky poétu stavii a pfechodir). Proto je
nutné spravné vybrat, které regularni vyrazy, respektive které konec¢né automaty je vhodné
spojit a které ne. Timto problémem se zabyvaji ¢lanky [12] a [1].

Cilem této prace je prozkoumat vyuziti modelu MapReduce a distribuovanych vypoctia
pro urychleni shlukovani regularnich vyrazt, a to pfi zachovani efektivity navrzenych al-
goritmi, tak, aby byl cely proces skdlovatelny. Dalsim tkolem je vytvorit navrh aplikace v
Hadoopu a tento navrh implementovat.

Kapitola 2 by méla Ctenare seznamit se zakladnim principem fungovani modelu Map-
Reduce a s principem fungovani pocitacového clusteru. Navic zminuje nékteré problémy;,
které musi implementace tohoto modelu fesit.

Kapitola 3 popisuje nékolik modult patficich pod Apache Hadoop (implementaci mo-
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delu MapReduce). Predevsim je zminén HDFS (Hadoop Distributed Filesystem), Map-
Reduce a YARN. Tyto moduly jsou pateri distribuovanych vypoctt pod Apache Hadoop.

V kapitole 4 jsou popsany a porovnany tfi algoritmy pro shlukovani regularnich vyrazi,
pseudokddem je naznaceno jejich fungovani a jsou zminény jejich vyhody a nevyhody.

V kapitole 5 jsou uvedeny navrhy jak bude vypadat vystupni aplikace této prace a jsou
porovnany tfi ruzné pristupy k vyuziti modelu MapReduce a frameworku Hadoop.

V predposledni kapitole je popsana implementace vysledné aplikace a posledni kapitola
hodnoti vysledky ziskané z testovani a porovnava jednotlivé pristupy popsané v kapitole 7.



Kapitola 2

MapReduce

Tato kapitola popisuje programovaci model MapReduce, jeho vznik, princip fungovani a
vyuziti. Clanek o MapReduce byl publikovan pod spole¢nosti Google jejimi zaméstnanci J.
Deanem a S. Ghemawatem v roce 2004 [3].

2.1 Co je MapReduce

MapReduce je programovaci model a s nim spojend implementace pro zpracovavani a ge-
nerovani velkych soubort dat. Vypoéty probihaji zpravidla na tzv. clusteru (vet$i mnozstvi
komoditnich stroji, které jsou propojeny v siti). Motivaci k vytvoreni MapReduce byla opa-
kovana nutnost provadét rtizné operace s velkym mnozstvim dat v rozumném case (napf.
prochézeni dokumentti, ¢i indexovani webovych stranek pomoci dat z crawlert, atd.). Tyto
operace byly vétsinou provadény paralelné na stovkach pocitact a bylo nutné vénovat hodné
usili nejen samotnému problému, ale zaroven i implementaci spravy dil¢ich vypocta a shro-
mazdovani vysledkti. MapReduce je abstrakce problému, kterda pomaha uzivateli soustiedit
se na fesSeni samotného problému bez nutnosti explicitni implementace tolerance chyb, pa-
ralelizace nebo distribuce dat [3].

2.2 Princip MapReduce

Zakladnim principem fungovani tohoto modelu je rozdéleni hlavni prace s daty na dveé
uzivatelem definované funkce. Jsou to funkce Map a Reduce (tyto funkce také davaji jméno
celému modelu). Funkce Map bere na vstupu dvojice kli¢-hodnota a jejim vystupem je
seznam prubéznych dvojic kli¢-hodnota. Tyto hodnoty jsou podle kli¢t seskupeny, sefazeny
a predany funkci Reduce. Ta pfijim4 seskupené hodnoty podle kli¢t, pficemz pro kazdy kli¢
probéhne pravé jednou a vrati vysledek uzivateli.[3]

map(kl,vl) — list(k2,v2)
reduce(k2, list(v2)) — list(v2)

2.3 Prubéh vypoctu operaci MapReduce

Pfi zavolani tlohy MapReduce probéhne postupné nékolik krokii (na obrazku 2.1 jsou kroky
o¢islovany) [3]:
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Obrazek 2.1: Schéma pribéhu provadéni MapReduce tlohy (pfevzato z [12])

. Nejprve dana implementace MapReduce rozdéli vstup na M ¢asti, podle druhu tlohy
se velikost téchto ¢asti muze pohybovat od stovek Bytt az po desitky MB. Rozdélena
data a uzivatelska ¢ast zdrojovych kédi jsou zptistupnény ostatnim uzliim, naptiklad
pres distribuovany souborovy systém.

. Jeden z uzli je urcen jako hlavni (master) a ten pfidéluje tkoly vSem ostatnim (worker
- pracovnik). Celkem bude provedeno M volani funkce Map a R volani funkce Reduce,
pficemz pomér M ku R muze byt az fadové 1000 : 1, nicméné zpravidla je vzdy
M > R. Pokud néktery z workert dokond¢i sviij tikol, pfidéli mu master dalsi.

. Tzv. mapper postupné zpracovava pridéleny vstup a provadi nad nim funkci Map,
kterd postupné ukldda vysledek do paméti.

. Vystupy z mappert jsou pravidelné ukladany na lokalni disk uzlu. Po zpracovani
celého vstupu jsou data roztfidéna do ruznych front pro reducery a informace o je-
jich umisténi jsou odeslany masterovi. Tyto informace jsou poté predavany uzlim
provadéjicim funkci Reduce (tzv. reducery).

. Kdyz reducer dostane informace o umisténi vystupti mappert, postupné od vsech
posbira data.

. Ve chvili, kdy mé reducer vSechna potfebné data, sefadi je podle klicti a zavola uziva-
telem definovanou funkci Reduce(). Funkce Reduce() zpravidla nemiize byt spusténa,
dokud neprobéhly vSechny tlohy mapperd.

. Po provedeni vSech map a reduce tloh vrati master fizeni programu, ze kterého byl
volan a predd mu umisténi vysledkd z jednotlivych reducert.



Béhem celého procesu uchovava hlavni uzel nékolik informaci o jednotlivych operacich. Pro
kazdou tlohu map a reduce zaznamenava jeji stav (neéinnd, probihajici a hotova) a soucasné
také uzel, ktery na tloze pracuje (pfipadné pracoval) [3].

2.4 Tolerance chyb

Protoze MapReduce muze fungovat i na nékolika stovkach stroji, je nutné pocitat s tim,
ze muze dochéazet k chybam, af uz v samotném provadéni tloh, tak i v rAmci komunikace
po siti.

Vsichni pracovnici jsou pravidelné kontaktovani masterem, za ticelem kontroly dostup-
nosti. Pokud pracovnik po néjakou dobu neodpovida, oznaci si ho master jako chybovy.
Uloha, kterou uzel pravé provadi, je oznacena jako nezpracovana a je znovu zadana nékte-
rému ze zbyvajicich pracovniku [3].

Pro ochranu proti chybé hlavniho uzlu je mozné pravidelné ukladat jeho pribézny stav a
pri selhani procesu pouze obnovit béh na jiném stroji ze zalohovanych dat. Protoze je hlavni
uzel pouze jeden, je Sance, Ze dojde k chybé velmi mala a tudiz v nékterych implementacich
neni tato chyba osetfena. Pti chybé hlavniho uzlu jednodusSe cely proces skonéi a uzivatel
musi znovu zadat tlohu [3].

Navic mtze dochézet k ndhodnym chybam, napiiklad z divodu poskozeni disku, CPU,
nebo operac¢ni paméti. K odhaleni téchto chyb ale neni MapReduce uzptisoben. Piestoze
vétsina vypoctu pro které je tento model vyuzivan je schopna tolerovat takovéto chyby ( na
celkovém vysledku se projevi jen minimalné), vyskytuji pfipady, kdy je tfeba dosdhnout co
nejvyssi presnosti pii vypoctech. O zpiisobech, jak témto chybam predejit se nachéazi vice
v ¢lanku [2].

2.5 Vyuziti sitového provozu

V poméru k vypocetni sile clusteru byva jeho velkou slabinou sitovy ptfenos. Cluster muze
fungovat i pres nékolik datovych center a prenaset cely vstup mezi jednotlivymi centry by
zdsadné vytizilo sit. Z tohoto dtivodu je vhodné pouzit néktery z distribuovanych souboro-
vych systému. Implementace Hadoop naptiklad vyuziva HDFS, dalsimi priklady jsou GFS
- Google File System, nebo Ceph. Tyto souborové systémy implicitné ukladaji soubory na
vice mistech najednou (typicky 3 rtzné uzly). Hlavni uzel se pokousi pfidélit mapovaci
ulohu pracovniklim primérné tak, aby pracovali s daty, kterd se nachézeji na jejich vlast-
nich discich. V pripadé, Ze toto neni mozné, pridéli master tlohu pracovnikovi, ktery je u
dat ,,nejblize®. Vzdalenost mezi dvéma uzly je urcovéana podle kapacity a vytizeni sitového
spojeni mezi nimi. Tyto informace si musi uchovavat master [3].



Kapitola 3

Apache Hadoop

Apache Hadoop je framework implementovany v jazyce Java, skladajici se z nékolika raz-
nych moduli a projektt. Nejzndméjsi z nich jsou MapReduce, implementace stejnojme-
ného modelu a Hadoop Distributed File System (HDFS) - distribuovany souborovy sys-
tém. Autorem frameworku je Doug Cutting, ktery se inspiroval ¢lankem od J. Deana a S.
Ghemawata a jejich implementaci MapReduce (patfici pod Google), a stejné tak i distri-
buovanym souborovym systémem Google File System (GFS). Hadoop zacal vznikat jako
podprojekt open-sourcového internetového vyhledavace Nutch a nakonec byl v roce 2008
povySen na jeden z hlavnich projektt Apache a projekt NDFS (Nutch Distributed File-
system) byl pfejmenovan na HDFS. Cely projekt Apache Hadoop je open-sourcovy pod
licenci ,, Apache License, Version 2.0 “ ! [8]. Vét§ina hlavnich podprojektt spad4 primarné
pod Apache Hadoop Foundation, nicméné jak se celd rodina modull postupné rozrista,
vznika spousta samostanych projektt doplnujich funkénost, pfipadné zvysujicich efektivitu
¢i zajisténi vyssi tolerance pro ndhodné chyby. Kromé dvou zminénych moduli patii pod
Apache Hadoop také modul Common - Sada nastroji a rozhrani pro distribuované sou-
borové systémy a obecné vstup/vystupni operace (serializace dat, Java Remote Procedure
Call,...) a YARN (Yet Another Resource Negotiator - ,,Jesté jeden spravce zdroji“), coz je
distribuovany operaé¢ni systém pro spravu clusteri [8].

3.1 HDFS

HDFS je distribuovany souborovy systém, navrzeny a implementovany tak, aby mohl fun-
govat na clusteru komoditnich pocita¢a. Diky implementaci v jazyce Java je multiplat-
formni a oproti ostatnim distribuovanym souborovym systémum se vyznacuje predevsim
vysokou toleranci k chybam na jednotlivych uzlech clusteru. Aplikace vyuzivajici HDFS
pracuji vétsinou se soubory o velikosti v fadech gigabytu aZ terabyti a s celkovou kapa-
citou clusteru dosahujici az desitek petabytt (v dobé psani této prace mél jediny HDFS
cluster patiici Facebooku celkovou kapacitu v fadu stovek petabytii [11]). Proto je tento
souborovy systém navrzeny spiSe pro co nejvétsi propustnost dat, nez pro nizkou odezvu
pii pozadavcich aplikace [8]. HDFS se sklada z jednoho hlavniho serveru - NameNode a
datovych serverti - DataNode. NameNode mé na starosti spravu souborového systému a
obstarava pristup k soubortim pfi pozadavcich od uzivatele. Protoze NameNode je jediné
misto, kde jsou ulozena metadata k souboru a umisténi jednotlivych ¢asti souboru, je nutné
mit sekundarni NameNode, ktery neustale odebira od hlavniho serveru obraz souborového

! <http://www.apache.org/licenses/LICENSE-2.0.html>



systému a v pripadé chyby muze pomoct pii jeho restartovani, nicméné jeho funkci nemtize
pIné nahradit. Dalsi moznosti, kterou poskytuje HDFS, je neustalé ukladani perzistentnich
dat souborového systému na nezavislé uloziste, odkud je mozné v pripadé chyby obnovit
posledni stav pfed chybou [5]. DataNode zastifuje a spravuje souborovy systém na jed-
notlivych uzlech clusteru a byva vétsinou jeden na kazdy uzel clusteru. Pravidelné posila
informace hlavnimu uzlu o stavu svého tlozisté a o blocich, které uklada. Soubory ukladané
do HDFS jsou rozdélovany podle nastaveni na bloky o velikosti v fadech desitek megabyti.
Kazdy z téchto bloku je vétSinou uloZen na vice uzlech, ve vychozim nastaveni na tfech
uzlech. O tom, na které uzly se jednotlivé bloky ulozi, rozhoduje NameNode a vétSinou
se ohlizi jak na bezpe¢nost ulozeni (aby nebyly vSechny bloky na jednom uzlu), tak i na
vytizeni sité (snazi se vyhnout odesilani nékolika kopii bloku napf. mezi datovymi centry).
Idedlnim Fesenim naptiiklad pro 3 kopie bloku je 2 kopie na jednom uzlu, ale na riznych
fyzickych tlozistich a jedna na jiném uzlu, ktery se nachézi ,,blizko“ k tomu prvnimu (Vzdé-
lenost uzli od sebe si monitoruje NameNode a urcuje ji podle propustnosti sité€ mezi dvéma
ualy) [8] [5].

3.2 Hadoop MapReduce

Modul MapReduce mtze diky Hadoop Streaming API provadét programy napsané nejen v
jazyce Java, ale zaroven i v ruznych dalsich jazycich (napf. Python, Ruby, C++ a dalsi).
Tento modul se podobné jako HDF'S sklad4 z jednoho hlavniho prvku - JobTracker a vétsiho
poétu TaskTrackerti (naptiklad jeden TaskTracker na kazdé jadro procesoru jednotlivych
strojti). JobTracker pfijima vypocetni tikoly od uzivatelské aplikace a rozdéluje je volnym
TaskTrackertim v clusteru. Pokud je na uzlu, kde jsou zaroven data, volny TaskTracker, je
mu piidélen dany vypocetni tkon. V opacném pripadé se hleda nejblizsi TaskTracker v raémci
datového centra a v nejhorsim pripadé musi byt data odeslana do jiného datového centra
a tkon proveden tam. Obecné se cely framework Hadoop snazi maximalné omezit vyuziti
sité a to z toho divodu, ze mezi mnozstvim dat, kterd jsme schopni ulozit a rychlosti jakou
muzeme data posilat po siti, je propastny rozdil [8]. Pokud dojde k chybé pii provadéni
ulohy, pridéli JobTracker tlohu néjakému jinému uzlu. Zaroven také pravidelné jednou za
nékolik minut posila TaskTracker JobTrackeru informace o svém stavu.

Na obrazku 3.1 je znazornény prubéh plnéni MapReduce tlohy zadané uzivatelem. V
celém procesu figuruji celkem ¢tyfi hlavni entity. Klient, ktery zada o provedeni urcitého
ukolu. Déale JobTracker a TaskTrackery, které jak je zminéno vyse zajistuji béh aplikace a
samotné vypocty. A jako posledni distribuovany souborovy systém. Provadéni dané ulohy
se sklada z nésledujicich kroku [8]:

1. Klient zadé z uzivatelské casti programu ptikaz k provedeni MapReduce tlohy volanim
metody runJob() ve t¥idé JobClient.

2. JobClient neché tfidu JobTracker vygenerovat nové ID pro danou tlohu.

3. Dojde k rozkopirovani uzivatelské ¢asti programu do souborového systému véetné
zdrojovych kédd a vstupu programu, jiz rozdéleného na jednotlivé ¢asti. Zdrojové kody
jsou kopirovany s vysokou mirou duplicity, protoze k nim pravdépodobné nakonec
budou pfistupovat vSechny uzly v clusteru.

4. JobClient d4& JobTrackeru védét, ze je vSe pripraveno a mohou zacit vypocty. Po
zadani prace se JobClient kazdou vtefinu dotazuje na stav vypoctu.



5. Dojde k inicializaci a vytvoreni obalové t¥idy, ktera reprezentuje provadéni dané alohy
a drzi informace o pribéhu vypoctu.

6. Aby mohl JobTracker vytvorit frontu s jednotlivymi podilohami a zaéit rozdélovat
praci, musi nejdiiv zjistit informace o poctu a velikosti jednotlivych ¢asti, na které
byl rozdélen vstup.

7. Vsechny TaskTrackery pravidelné kontaktuji JobTracker a davaji mu védét, zda pro-
vadi vypocty, nebo zda jsou volni. Pomoci navratové hodnoty jim JobTracker miize
pridélit tlohu k provedeni.

8. Po prijeti tkolu si TaskTracker dohleda prislusny vstup a zdrojové kody aplikace.
9. Dojde k vytvoreni nového potomka JVM.

10. Potomek zacne postupné provadét vsechny zadané tilohy.

JZoenewpdld Ol
- | e
Mm'mm AN jobcient | VAR o T N o 5: initialize job
-
dient JVM i ‘ G retiieve b :
client node input splits " -
e ? : jobtracker node
3o copy job ; bl T earibeat T
TS Pl {returns task) i
v i
Shared ™
f A TaskTracker
(e.g., HDFS) B: retrieve job
resunces

9 launch §
h 4

child JVM

10 run
¥

MapTask
or
ReduceTask

tasktracker node

Obrazek 3.1: Schéma prubéhu provadéni MapReduce tulohy ve frameworku Ha-
doop(prfevzato z [8])

3.3 Planovani uloh v clusteru

V ptvodni verzi Hadoop existoval pouze jednoduchy planovac, ktery provadél zadané tkoly
od uzivatele pomoci jednoduché fronty. Tento zptisob neni idealni hlavné proto, ze neni vy-
uzit vypocetni potencial celého clusteru. Na druhou stranu pfi sdileni vypocetnich zdroj
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mezi nékolika uzivateli je tfeba zajistit, aby se kazdy uzivatel dostal k viypocetnimu casu a
nedochézelo k vyhladovéni nékterych tloh. Hadoop dovoluje nastavit jednotlivym tlohadm
priority podle kterych se planovac¢ ridi, nicméné bez preempce stale muze jedna dlouhd
uloha s nizkou prioritou zablokovat kratkou tlohu s vysokou prioritou. Ve vychozim na-
staveni pouziva Hadoop pravé frontovy planovac. Nabizi ale zaroven dalsi planovace: Fair
Scheduler a Capacity scheduler [8]. Fair scheduler, vyvijeny ve spole¢nosti Facebook 2 mé
jednoduchou filozofii. Jeho zakladni myslenkou je pridélit kazdé tloze stejny procesorovy
¢as a tudiz vyhovét jak tloham, kterym staci jen kratka doba na dokonceni, tak i dlouho
trvajicim tloham, které by mohly kvtli nizké priorité hladovét. Capacity scheduler, vyvi-
jeny firmou Yahoo! Inc. 3, déli aktivni tlohy do nékolika prioritnich front, kde kazda fronta
dostava pridéleny vypocetni cas a ten si mezi sebe tlohy rozdéli podle priority. Planovac
miize jednotlivym frontam pridavat nebo ubirat vypocetni kapacitu podle toho, zda ji jsou
schopny vyuzivat, nebo ne.

2 <http://www.facebook.com/>
3 <http://www.yahoo.com/>
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Kapitola 4

Shlukovani regularnich vyraza v
ramci vysokorychlostnich siti

Pamétové naroky na analyzu toku dat v siti pomoci porovnavani obsahu paketu vidi se-
znamu pravidel reprezentovanych reguldrnimi vyrazy jsou velice vysoké. Navic mutize tento
proces kriticky zatézovat procesor a vyrazné tim snizit propustnost sité. Jednou z moznosti
jak snizit naro¢nost vypoctu je shlukovani regularnich vyrazi. Proces shlukovani se sklada z
prevodu regularnich vyrazti na nedeterministické konecné automaty (NKA), jejich nasledné
sjednoceni, determinizace a minimalizace. Je zfejmé, Ze spojenim n regularnich vyrazi do
jednoho dojde ke snizeni slozitosti algoritmu z O(n) na O(1) pro zpracovani jednoho znaku.
Bohuzel pfi shlukovani nékterych regularnich vyrazi muze dojit az k exponencidlnimu na-
ristu na velikosti vysledného automatu [12]. Napfiklad automat. ktery vznika sjednocenim
reguldrnich vyrazu ,,.*AB.*CD*“ a ,,.*EF.*GH*. Jak je vidét na obrazku 4.1, po sjednoceni
automatli doslo k navyseni poc¢tu stavll témér o polovinu oproti souctu stavil z automat
pred sjednocenim. Je totiz nutné pocitat s obéma prefixy, jak ,AB“, tak ,EF“ a jen kvuli
oSetfeni téchto pripada pribyly stavy 8, 10 a 11. Obecné je tento problém zptsoben neurdi-
tou délkou prefixu a nartista exponencialné velikost automatu. S kazdym dalsim automatem
se velikost vysledného automatu zvysuje tolikrat, kolikrat se v regularnich vyrazech opakuje
vyraz ,,.*“. Stejnou rychlosti se zvétsuji také paméfové naroky. (Viz. [12]).

4.1 Algoritmus pro shlukovani regularnich vyraza

Aby bylo shlukovani efektivni, je tfeba vybirat regularni vyrazy tak, aby nevznikaly situace
popsané vysSe. V [12] je popséan algoritmus, ktery z n regularnich vyrazi udéld k shluku,
¢imz slozitost zpracovéani jednoho pismene se snizi z O(n) na O(k) bez zvySeni pamétové
naroc¢nosti. Pro popis algoritmu si nejdfive definujeme interakci. Dva vyrazy jsou v inter-
akci, pokud pocet stavii automatu po jejich sjednoceni je vétsi nez soucet stavii puvodnich
automatti. PocCet stavli poc¢itame vzdy po prevedeni na minimélni deterministicky automat.
Pomoci této relace mezi vyrazy budeme néasledné vytvaret skupiny regularnich vyrazu a
ty poté shlukovat. Nejprve stanovime, limit do kterého se musi vejit velikost vysledného
kone¢ného automatu. Poté vytvorime graf, kde pro kazdy regularni vyraz budeme mit jeden
uzel. Hrana mezi dvéma uzly bude tehdy, pokud jsou dva odpovidajici regulédrni vyrazy v
relaci. Kdyz mame graf zkonstruovany, vybereme uzel, do kterého sméfuje nejméné hran a
vlozime ho do nové skupiny. Dale postupné vzdy vybirdme takovy uzel, ze kterého sméiuje
co nejméné hran do uzld, které jiz v nové skupiné jsou. Takovy uzel pridame do nové
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Obrazek 4.1: ,,Exploze stavi® pfi sjednoceni dvou automatu (pfevzato z [12])

skupiny. Pokud pocet stavi v automatu, ktery vznikne sjednocenim regularnich vyraza ze
zminéné skupiny, presahne stanovenou hrani¢ni hodnotu, odstranime z grafu vsechny uzly,
které jsou v nové skupiné a tuto skupinu vyprazdnime. Tento proces opakujeme dokud jsou
v grafu nejaké uzly.

4.2 Inkrementalni shlukovaci algoritmus

Inkrementélni shlukovaci algoritmus je podobny algoritmu 4.1. Lisi se pfedevsim v kon-
strukci grafu. Misto obycejného neorientovaného grafu pouziva druhy algoritmus ohodno-
ceny souvisly graf. Ohodnoceni hrany vyjadfuje miru interakce mezi dvéma regularnimi
vyrazy a vypocitava se podle nasledujiciho vzorce:

(pocet stavu K A po sjednoceni uzlu)

Mira interakce =
(soucet poctu stavu puvodnich K A)

Jak napovida tento vzorec, pokud je vysledné ohodnoceni rovno 1, nedoslo k zadné
zméné poctu stavi. V pripadé, ze ohodnoceni hrany je mensi nez 1, respektive vétsi nez 1,
znamena to, Ze se pocet stavl oproti puvodnimu pocétu po sjednoceni KA snizil, respektive
zvysil [1].

Inkrementalni algoritmus na rozdil od algoritmu 1 vyuziva to, Ze informace o mife in-
terakce mezi dvéma uzly neni binarni, jak je tomu u 1, ale je uréena desetinnym c¢islem.
Inkrementélni algoritmus proto nemusi vybirat ndhodné ze skupiny RV, do jejichz uzld vede
nejméné hran, ale muze si vSechny vyrazy seradit podle miry interakce. U tohoto algortimu
dochézi také pravidelné k prepocitavani ohodnoceni vSech uzli vici nové vytvarené sku-
piné. To je vyhodnéjsi z hlediska efektivity shlukovani (viz [1]), protoze vzdy hleddme ten
nejvhodnéjsi vyraz ke sjednoceni, nicméné pocet determinizaci se zvysi na dvojnasobek -

(N?)

pro N RV je nutno operaci sjednoceni provést T_N pro vytvoreni zakladniho grafu a

2
poté jesté % pii prepoc¢itavani ohodnoceni. Clanek [7] navrhuje dalsi zptisob ohodnoco-
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Algoritmus 1 Algoritmus pro shlukovani reguldrnich vyraziu (pfevzat z [12])

for regularni vyraz R; ze seznamu do
for regularni vyraz R; ze seznamu do
vypocite]j koeficient interakce K1 = interaction(R;, R;)
end for
end for
Vytvor graf G(V, E), kde:

e V je mnozina uzli a kazdy uzel V; odpovida reguldrnimu vyrazt R;.
e E je mnozina hran grafu a vrchol (V;,V;) € E & interaction(R;, R;) > 1

while V # () do
Vytvor prazdou mnozZinu NG
Vyber uzel, ze kterého vede nejmensi pocet hran a pfidej jemu odpovidajici RV R;
do mnoziny NG a pfeved R; na minimdalni DKA A,,
while V # NG do
Vyber uzel V,,, ze kterého vede nejméné hran do uzltd v NG
Vytvor sjednoceni automatt A,, U R, a pfeved na minimalni DKA.
if pocet stavi poetStav(A,, U R;) > limitpotustav then
break;
else
pridej R, do NG
end if
end while
Odeber vSechny uzly v mnoziné NG z mnoziny V
end while

véani. V zasadé se dost podobé zpiisobu z [1], ale ohodnoceni hrany vypo¢itava podle jiného
vzorce. Vyslednd hodnota urc¢uje miru podobnosti dvou regularnich vyrazi a muze byt bud
zaporna, nebo mezi 0 a 1. Zapornd hodnota znamend, ze si automaty nejsou podobné,
hodnoceni hrany rovno 1 znamend, zZe sjednoceni odpovidajicich RV nezvysi pocet stavi
vysledného automatu.

4.3 Shlukovani bez pouziti algoritmu pro vybér RV do shluku

Dalsi moznosti jak shlukovat regularni vyrazy je vyuzit informace ziskané pii vytvareni
grafové struktury (koeficienty interakce pro vSechny dvojice RV). Je mozné misto vybéru
regularniho vyrazu, ktery ma byt pfidan do shluku, seradit regularni vyrazy predem a
shlukovat je poporadé. Experimentalné jsem pii implementaci vysledného nastroje zjistil,
Ze pri sefazeni seznamu reguldrnich vyrazu podle jejich priumérného koeficientu interakce
je mozné dosdhnout podobné efektivity jako u algoritmt popsanych vyse (vice v sekci 7.3).

Tento pfistup by bylo mozné zdokonalit pomoci analyzy samotnych regularnich vyrazi
a ne pouze podle automatt z nich vytvorenych . Diky takovému zpracovani by bylo mozné
rozdélit predem regularni vyrazy do né€kolika skupin. Takova situace by soucasné umoziio-
vala vyuzit model MapReduce pro shlukovani a tim ho zrychlit.
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Algoritmus 2 Inkrementalni algoritmus pro shlukovani regularnich vyrazi (prevzat z [1])

for regularni vyraz R; ze seznamu do
for reguldrni vyraz R; ze seznamu do
vypocitej koeficient interakce K1 = interaction(R;, R;)
end for
end for
Vytvor graf G(V, E), kde:

e V je mnozina uzli a kazdy uzel V; odpovida regularnimu vyrazi R;.
e E je mnozina hran grafu a jejich ohodnoceni se vypocita takto: w(V;, V;) = K1

while V # () do
Vytvor prazdou mnozinu NG
Vyber uzel, ktery méa nejnizsi primeérny koeficient interakce, ptfidej jemu odpovidajici
reguldrni vyraz R; do mnoziny NG, pfeved R; na minimélni DKA A,, a pfejmenuj
uzel V; na Vy,,
while V # () do
Vyber uzel V,,, ktery ma nejnizsi interakci vaci Vyu,,
Vytvorl sjednoceni automattt A,, U R, a pfeved na minimélni DKA.
if pocetStavu(An, U Ry) > limitpoctustavu then
break;
else
pridej R, do NG
An =4, UR,
Odstran V, az G
aktualizuj ohodnoceni hran v grafu G
end if
end while
Odeber vsechny uzly v mnoziné NG z mnoziny V
end while
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Kapitola 5

Navrh rozdéleni shlukovaci metody
pro funkce Map a Reduce

Cilem bakalaiské prace je navrhnout a implementovat shlukovani regularnich vyraz pomoci
modelu MapReduce. V této kapitole jsou porovnany algoritmy zminéné v kapitole 4, jsou
zminény jejich teoretické vyhody a nevyhody pii vyuziti frameworku Hadoop a je navrzena
vyslednéa aplikace nejprve s jednim reducerem, nasledné s vice reducery a nakonec s vyuzitim
vice tloh MapReduce. Celd aplikace bude implementovana v jazyce Python s vyuzitim
Hadoop Streaming API. Pro pfevadéni regularnich vyrazi na koneény automat a nasledné
sjednoceni, determinizaci a minimalizaci automatu bude vyuzit nastroj NetBench! a cela
aplikace bude obalena skriptem v jazyce Python.

5.1 Navrh s jednim reducerem

V obou algoritmech z kapitoly 4 je potfeba nejprve provést porovnani regularnich vyrazt
kazdy s kazdym, coz je pro N regularnich vyraziu celkem (NQT_N) sjednoceni automati.
Proto bude praveé tento proces probihat v mapovaci funkci. Na jeho vstupu bude seznam
dvojic regularnich vyrazi - kazdy s kazdym ze vstupniho seznamu shlukovanych regularnich
vyrazl. Nad témito dvojicemi provede mapper sjednoceni automatii a spocita pomeér pocti
uzld sjednoceného automatu a soucet poc¢tl pred sjednocenim. Na jeho vystupu v pripadé
pouziti algoritmu 1 bude jeden z reguldrnich vyrazi kli¢ (na tom, ktery bude v kli¢i a
ktery v hodnoté nezalezi, protoze je jen jeden reducer a ten musi posbirat vSechny vysledky
najednou do vysledného grafu) a druhy hodnota v pfipadé, ze jsou tyto uzly v relaci. Pro
algoritmus 2 bude navic ve vystupu vypocitana mira interakce podle vzorce v 4.2.

Vsechny shromazdéné vysledky poté bude reducer prochézet a ukladat je do grafové
struktury. Z grafu budou postupné odebirany uzly a pridavany do nové skupiny, podle
jednoho z algoritmt® v 4. Na vystupu reduceru uz kone¢né automaty reprezentujici shluky
regularnich vyrazi.

Vyhodou néavrhu s jednim reducerem je jednoduchost a predevsim efektivita procesu
vybéru reguldrnich vyrazi do nové vytvarenéhé shluku (oproti navrhu s vice reducery, re-
spektive vice MapReduce tlohami). Velkou nevyhodou je nutnost drzet v paméti celou
strukturu grafu pfi shlukovani, coz nemusi byt problém pii shlukovani mensich poctl regu-
larnich vyrazt (fadové stovky), ale napiiklad pro 6000 regularnich vyrazti mohou pamétové

! <http://merlin.fit.vutbr.cz/ant/netbench/index.html>
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naroky vyrazné nartst. Navic vhledem ke skalovatelnosti provadéni vypoctt v mapperech,
kterd je témér neomezend, by mohl reducer znacné zpomalit provadéni celého vypoctu.

5.2 Porovnani shlukovacich algoritmu s jednim reducerem

V ¢lanku [1] bylo testovanim zjisténo, ze algoritmus 2 dosahuje pfi shlukovani RV pfiblizné
0 10% lepsich vysledkt v poctu stavii a shlukt sjednocenych koneénych automatt oproti
algoritmu 1. Je ale vypocetné naroc¢néjsi a pro navrh s jednim reducerem se nehodi z divodu
popsanych v kapitole 4. Pro jeden reducer se v zédsadé hodi pouzit jen algoritmus 1, ptipadné
pristup popsany v 4.3.

5.3 Navrh aplikace s vice reducery

Bez predchoziho zpracovani nejsme schopni vystup mapperu efektivné rozdélit mezi vice
reducert, protoze potfebujeme ucelenou informaci o interakci mezi regularnimi vyrazy. Cla-
nek [12] nabizi nékteré moznosti jak predem rozpoznat, které reguldrni vyrazy by mohly
pri shlukovani zpusobit exponencialni nartst poc¢tu stavi, nicméné pro nasi potfebu jsou
tyto navrhy nedostacujici. Bylo by mozné se pokusit pfedem analyzovat vSechny regularni
vyrazy bez vzajemného porovnavani a rozdélit je do skupin podle podobnosti, v takovém
pripadé uz by bylo ale efektivnéjsi pouzit vice MapReduce tloh, protoze cely vystup jedné
map ulohy by vzdy mifil do stejného reduceru. Tato prace se ale vyvojem néastroje, ktery
by byl schopen rozdélit regularni vyrazy podle podobnosti zabyvat nebude a bude spiSe
soustifedéna na vyuziti distribuovanych vypocta pro shlukovani.

5.4 Pouziti vice MapReduce uloh

Jak je zminéno vysSe, vyuziti reducerti pro zavérec¢nou fazi algortimu nam znemozinuje ro-
zumnou skalovatelnost a tim by pouziti modelu MapReduce ztracelo smysl. Pro efektivni
vyuziti clusteru bude cely vypocet rozdélen do dvou funkci Map(). V prvni tloze map-
per podobné jako v predchozich navrzich zjisti miru interakce pro vSechny dvojice RV ze
vstupniho seznamu a reducer posbira vystupy mapperu a ke kazdému regularnimu vyrazu
vypiSe navic jeho primérnou miru interakce. Tento seznam ptijde po sefazeni vzestupné
podle miry interakce na vstup druhé MapReduce tlohy. Hadoop nabizi moznost nerozdélo-
vat vstup podle mnozstvi dat, ale podle souborti. Tento zptisob by se dal pouzit k rozdéleni
velkého mnozstvi RV na mensi skupiny, které by poté v mapperu byly shlukovany podle
jednoho ze zminénych algoritmi, nicméné ve vysledku by zpravidla doslo k ibytku na efek-
tivité samotného shlukovani, protoze by ¢asto nebyl vyuzit maximalni limit pro pocet stavu
u koneénych automatt. Vystupem mapperu uz by byly shlukované regularni vyrazy, které
by uz druhy reducer pouze predal na vystup.

Moznosti jak eliminovat ,,zbytky* regularnich vyraz, které nedosdhnou stanoveného
limitu, je posilat tyto vyrazy do reduceru s pfiznakem, Ze stale nejsou sjednoceny a reducer
miiZe tyto vyrazy ukladat a nakonec nad nimi provést cely postup znovu a to uz s vyuzitim
MapReduce tlohy, nebo bez ni.
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5.5 Moznosti vylepseni navrhu

Pro optimalizaci posledni zminéné metody lze rozdélit vystup prvni MapReduce tlohy
pomoci heuristiky misto rozdéleni podle radkt. Naptiklad podle primérného koeficientu
interakce vic¢i regularnim vyraztim ve skupiné a podle poctu stavli v determinizovaném
automatu mtzeme odhadnout kolik regularnich vyrazt zaradit do které skupiny. V ramci
této prace se pokusim polozit alespon zaklady pro takovy algoritmus.

5.6 Vyhodnoceni algoritmii

Jak je zminéno vyse, navrh z 5.4 bude teoreticky o néco méné efektivni ve shlukovani
oproti plivodnimu provedeni bez MapReduce, redlné vysledky budou popsany v kapitole 7.
Na druhou stranu névrh se dvéma MapReduce tlohami je ve vSech c¢astech skalovatelny,
takze i pro vétsi mnozstvi regularnich vyrazi by nemél mit problém s vypocty.
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Kapitola 6

Implementace

K implementaci nastroje pro shlukovani regularnich vyrazia byl pouzit framework Apache
Hadoop! a pomoci Java Streaming API jsou volany funkce Map a Reduce, implementované
v jazyce Python 2.7. Pro prevod regularnich vyraztu (zapsanych v syntaxi PCRE [4]) na
nedeterministicky koneény automat (NKA) a k nasledné determinizaci a minimalizaci byl
vyuzit nastroj NetBench [9]. Determinizace a minimalizace jsou implementovany v jazyce
Python. V pfipadé pievodu RV na NKA zajistuje Python pouze rozhrani a pfevod pro-
vadi nastroj implementovany v jazyce C. Vystupni program této prace je potom obaleny
skriptem v jazyce Python.

6.1 Hlavni skript

Hlavni skript zpracovava uzivatelské parametry programu a zajistuje zpracovani vstupu
pred volanim tulohy MapReduce. Zaroven informuje uzivatele o stavu aplikace. Vstupem
tohoto skriptu je textovy soubor se seznamem RV v syntaxi PCRE oddélenych znakem
nového fadku. Tento vstup je pomoci modulu comb.py rozgenerovan na seznam dvojic
regularnich vyrazt oddélenych znakem nového fadku a jednotlivé dvojice jsou od sebe
oddéleny tabuldtorem. Pro N reguldrnich vyrazii na vstupu vznikne seznam & 22_ N dvojic.
Tento seznam poté skript pfesune do HDF'S a spusti podle zadanych parametri dané tlohy
MapReduce.

PCRE syntaxe dovoluje i RV, které popisuji neregularni jazyky. Takové RV nelze prevést
na KA a proto je tfeba je ze vstupu odfiltrovat. K tomu slouzi modul pcreCheck.py. Ten
zkusi pomoci nastroje netbench pievést vSechny RV na KA a vrati pouze ty, které se povede
prevést. PTi testovani jsem narazil na nékteré ¢asti vyrazi, které zptisobovaly zacykleni
nastroje netbench. Jednalo se pfedevsim o t¥idy popsané rozpétim znaki [\x80-\xff] - nap¥
/(USER—PASS)[\x80-\xff]/. V idealnim pfipadé by si tedy mél uzivatel sim zkontrolovat,
zda vSechna pravidla v seznamu popisuji regulérni jazyk a lze je pifevést pomoci nastroje
NetBench na KA.

6.2 Implementace funcki Map a Reduce

Jak je jiz zminéno v kapitole s nadvrhem, vytvofil jsem dvé verze néstroje. Prvni verze
spousti jednu MapReduce tlohu a je skalovatelna pouze v ¢asti vypoctu koeficientu inter-
akce dvojic reguldrnich vyrazit. Druhé verze spousti minimalné 2 MapReduce tlohy a je

! <http://hadoop.apache.org/>
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plné skalovatelna. Uzivatel si pomoci parametri aplikace mize vybrat ktery z navrhi chce
pouzit.

6.2.1 Jedna MapReduce tloha

V tomto navrhu Mapper nacita po radcich dvojice regularnich vyrazi a kazdy z nich pre-
vede pomoci néstroje pcre_parser() z frameworku Netbench na nedeterministicky kone¢ny
automat. Oba takto vzniklé automaty jsou determinizovany a minimalizovany (opét pomoci
frameworku Netbenech). Nésledné je vytvoren automat odpovidajici sjednoceni obou regu-
larnich vyrazi a je rovnéz determinizovan a minimalizovan. Na standartni vystup potom
funkce vypise dvojici regularnich vyrazt a za nimi desetinné ¢islo odpovidajici koeficientu
interakce (vypoéitané podle vzorce v sekci 4.2). V tomto pfipadé neni vyuzita vlastnost
modelu MapReduce, kterd dovoluje rozdélit vystup podle rtznych kli¢d, protoze funcke
Reduce() pottebuje kompletni data ze vSech mappert a nezélezi na pofadi, v jakém data
prijme.

Reducer nacte postupné cely sviij vstup a ukladd data do grafové struktury, jak je
naznaceno v algoritmu 1. Pivodné jsem se snazil najit vhodnou Python knihovnu, ktera
umi pracovat s grafy, nicméné jsem nenasel zadnou takovou, kterd by vyhovovala mému
vyuziti (diraz na rychlost pfistupu k ohodnoceni hrany mezi dvéma uzly, pfipadné na
pocet hran vychézejicich z uzlu). Proto jsem se nakonec rozhodl pouzit dvojrozmérnou
strukturu Python slovniki (dictionary), kde jsou klicem ¢isla reprezentujici regularni vyraz.
Pro kazdou dvojici regularnich vyrazt rel a re2 je koeficient ulozen v grafové strukuie g
do slovniku v g[rel] pod indexem re2 a soucasné do slovniku v g[re2] pod indexem rel. Pfi
vybéru mezi slovnikem a seznamem v Pythonu jsem dal prednost slovniku, ackoliv mé sice
znatelné vyssi pamétové naroky (experimentalné jsem naméfil cca trojndsobnou pamétovou
narofnost) a budovani datové struktury trva déle, ale ndro¢nost na procesor pii pristupu
je diky vyuziti hashovaci tabulky niz$i nez u seznamu, navic budovéani struktury probiha
pouze na zacatku a pak uz program do struktury predevsim pristupuje a méni pouze jeji
obsah.

Po nacteni celého vstupu do grafu zac¢ne reducer v souladu s vybranym algoritmem
provadét shlukovani regularnich vyrazi. Nasleduje hlavni cyklus funkce Reduce, kde je
nejprve vybran uzel grafu, ze kterého vychazi nejnizsi pocet hran (pfipadné pro algoritmus
2 najde hranu s nejnizsim ohodnocenim) a provede determinizaci prvniho RV. Poté provadi
vnoreny cyklus, ktery hleda vhodné kandidaty na sjednocovani. Nejprve jsou ale ulozeny
informace o aktualnim shluku do pomocné proménné, aby bylo mozné v pripadé, Ze nové
vytvofeny shluk prekroc¢i stanoveny limit pro pocet stavii koneéného automatu, prerusit
vnoreny cyklus a vytvorit novy shluk. Dale se od sebe jednotlivé algoritmy lisi. Prvni
algoritmus pouze prochézi datovou strukturu a s¢itd pocCty hran mezi jednotlivymi uzly
grafu a nové vytvorenou skupinou. Druhy algoritmus provadi pro kazdy zbyvajici RV v
grafové strukture vypocet koeficientu interakce vic¢i sjednocenému koneénému automatu
aktuélniho shluku. Oba poté podle nejlepsi hodnoty vyberou RV (ten je zaroven odstranén z
celé skupiny), vytvoii sjednoceni a po determinizaci a minimalizaci ovéF, jestli pocet stavi
automatu nepiekrocil limit. Pokud ho prekroci, je ukonéen vnofeny cyklus a z pomocné
proménné je vracena aktualni skupina. V opacném ptipadé se cyklus opakuje. Pokud jiz v
grafové struktufe neni zddny uzel, je ukoncen hlavni cyklus a funkce reduce vraci jednotlivé
automaty, pripadné i regularni vyrazy, ze kterych se skladaji.

Pri implementaci jsem jesté provedl optimalizaci algoritmu 1. Misto vybéru vhodného
regularniho vyrazu pro shlukovani podle poc¢tu hran vedoucich do uzli nového shluku na-
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stroj vytvori grafovou strukturu véetné koeficientii interakce a hleda regularni vyraz, ktery
mé nejnizsi soucet téchto koeficientti s regularnimi vyrazy z vytvareného shluku.

6.2.2 Vice MapReduce tloh

Névrh s vice MapReduce tlohami jiz vyzaduje ¢aste¢né odchyleni od navrhovanych shlu-
kovacich algoritmti. To pfedevsim kvili skalovatelnosti vypoctu. V tomto navrhu probiha
funkce map uplné stejné jako v pfedchozim navrhu, funkce Reduce uz ale funguje jen k
posbirani vysledki a ve frameworku Hadoop je tedy mozné ji uplné vynechat. Vystupem
prvni MapReduce tlohy je tedy seznam dvojic regularnich vyrazti s desetinnym cislem
reprezentujicim koeficient interakce.

Po probéhnuti prvni MapRededuce tlohy je tieba rozdélit vystup pro mappery dalsi
MapReduce tlohy. Pavodné jsem vstup rozdéloval nasledujicim zptisobem: vystup prvni
MapReduce tlohy jsem cely nacetl do skriptu, ktery vypocital pro kazdy regularni vyraz
prumérny koeficient interakce a sefadil cely seznam vzestupné podle vypocteného priméru
R. Tento seznam jsem poté na vstup dalsi MapReduce tlohy rozdéloval po konstantnich
poctech tadkt do soubori, tedy napiiklad po 100 regulérnich vyrazech. Tento zptisob se
ale nakonec tkazal byt neefektivni. Nékteré mapovaci tlohy druhé MapReduce tlohy totiz
trvaly netimérné dlouho (nékolikandsobné déle nez ostatni), protoze obsahovaly velky pocet
vyrazl, které zptisobuji ,explozi stavii“ (viz kapitola o slukovéni 4), pfipadné regularni
vyrazy s velkym poctem stavi a tim padem determinizace trvala dlouho.

Dosel jsem tedy k nasledujicimu feSeni: Skript splitREList.py nejprve zada kratkou
MapReduce tlohu, ktera kazdy regularni vyraz pfevede na deterministicky konecny automat
a vrati pocet jeho stavli V. Poté si skript stanovi hrani¢ni hodnotu podle limitu pro pocet
stavli shlukovanych reguldrnich vyrazt (napiiklad 3-4 ndsobek limitu poétu stavi - tuto
hodnotu by si teoreticky mohl nastavovat uzivatel sdm a tim i urcit pomér mezi efektivitou
shlukovani a ¢asovou naro¢nosti), nasledné nacita postupné fadky vygenerovaného seznamu
a séitd hodnotu vypocitanou jako N x Ryg, kde Ryg je prumérny KI vuci reguldrnim
vyrazim, které jiz ve skupin€ jsou a N je pocet stavii RV. Pii pfekroceni hrani¢ni hodnoty
vytvoii skript blok pro nasledujici MapReduce tlohu a postup opakuje, dokud nerozdéli
cely seznam. Kazdy z téchto bloktl je postupné zapsan do svého souboru.

Shlukovani regularnich vyrazi u tohoto Feseni probiha ve funcki Map() dalsi MapReduce
tlohy. Ta mé pristup k dattim z prvni MapReduce tlohy, takze jiz nemusi prepocitavat KI
a stejnym zptisobem jako u pfedchozi implementace shlukuje RV. Rozdil nastava pfi vycer-
pani vSech vyrazi v seznamu. MUze se stat, ze posledni vznikne napriklad pouze z jednoho
RV. Proto pokud pocet stavli koneéného automatu, ktery odpovidd poslednimu shluku,
nepiekroci alespont 90 procent limitu, vrati mapper misto tohoto shluku regulédrni vyrazy
které do néj patii. Hodnota 90 procent nema zadny podklad, ale vychézi spiSe z pozorovani
vysledkt pri testovani aplikace a mohla by teoreticky byt nastavitelna uzivatelem. Tyto
»zbytky* nakonec posbira reducer a ten bud nad vSemi nakonec provede jesté sam shluko-
vani, pripadné pokud zbude regularnich vyraziu prili§ mnoho, preda neshlukované vyrazy
hlavnimu skriptu a ten opét RV seradi a opakuje postup popsany vyse.

6.2.3 Velké mnozstvi kratkych MapReduce tloh

Dalsi mozZnosti, jak vyuzit cluster pro shlukovani, je v kombinaci s algoritmem 2, kde je
nutno prepocitavat KI po kazdém vybéru RV. Pii pfepocitavani shluku slozeného ze dvou
RV trva prepocitani relativné kratkou dobu, ale kdyz uz se shluk blizi limitu stavi pro
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vystupni automat, miize trvat pregenerovani grafové struktury po jednom kroku fadové 10x-
100x vice v kapitole 7. Vytvoril jsem tedy verzi shlukovani, kde je mozné vyuzit Hadoop
k relativné rychlému prepocitani grafové struktury. Prepocitavani grafové struktury pro
jeden krok se i pro ménsi mnozstvi regularnich vyrazt (napt. 300) na vstupu nékdy dostalo
az na stovky sekund pii vypoctech na jediném pocitaci. Jednotlivé vypocty jsou na sobé
nezavislé, takze se hodi pro distribuované vypocty. Program tedy zapiSe do souboru na
kazdy fadek zvlast vzdy serializovany koneény automat aktualniho shluku a za nim oddéleny
tabulatorem regularni vyraz. Funkce Map() v této MapReduce tloze bude provadét stejny
vypocet jako u pfedchozich navrhii a bude mit i stejny vystup. Funkce Reduce() bude pouze
shromazdovat vystupy Mapperi. Po dokonéeni MapReduce tlohy si hlavni program nacte
soubor s vystupem a pokracuje vybérem vhodného RV do shluku.

6.3 Vylepseni metod shlukovani

V ramci této prace jsem také zkoumal, jak optimalizovat algoritmy, které jiz byly navrzeny
dfive. A to jak pro klasicky pristup, tak i pro pristup pomoci modelu MapReduce.

6.3.1 VylepsSeni algoritmu popsaného v 4.1

Pro algoritmus 1 jsem zkousel rtizné vylepseni pro vybér nejvhodnéjsiho regularniho vyrazu.
Béhem implementace a testovani tohoto algoritmu jsem zjistil, ze na konci celého procesu
shlukovani casto zistavaji regularni vyrazy, které maji obecné velkou miru interakce. Proto
se posledni shluky tvofi pouze z nékolika regularnich vyrazi, casto dochézi k expanzi stavi a
navic nebyva vyuzita plna kapacita limitu stavi. Zkousel jsem tedy zptsob dvou prichodt,
kdy prvni priichod provede klasické shlukovani a regularni vyrazy, které ztistaly na konci
jsou predfazeny na zacatek a vyuzity vzdy jako prvni do nové skupiny. Tim by méla byt
vyplnéna mezera v poslednich shlucich, nicméné vysledky testt ukazaly, ze tento pristup
shlukovani nezefektivni, ale naopak efektivitu snizuje.

Dalsi zptisob jak vylepsit tento algoritmus je vyuziti vzorce pro koeficient interakce
definovany pro inkrementalni algoritmus. Hrany jsou v grafové struktufe mezi vSemi dvo-
jicemi uzli a jsou ohodnoceny koeficientem interakce. Vybér regularniho vyrazu do shluku
neni provadén podle poc¢tu hran vedoucich k uzlim ve vytvarené skupiné, ale podle sou¢tu
koeficienttl interakce téchto hran. Tento zptsob jiz prinasi urcité zefektivnéni shlukovani s
relativné minimélnim naristem procesorové a pamétové naroc¢nosti. Porovnani efektivity a
¢asové narocnosti oproti pivodnimu algoritmu je v kapitole 7.

6.3.2 Vylepseni inkrementalniho algoritmu

Inkrementélni algoritmus je oproti algoritmu 1 G¢innéjsi z hlediska shlukovani, ale jeho
¢asova narocnost muze znac¢né prodlouzit shlukovani a to i s vyuzitim Hadoopu. Proto jsem
zkousel rizné metody jak urychlit shlukovani. Jednou z nich je jiz zminéné vyuziti kratkych
MapReduce tloh, které zkrati prepocitavani koeficientti interakce pii zachovani efektivity
algoritmu.

Dalsimi moznostmi, které jsem zkoumal byla predikce regularniho vyrazu, ktery algorit-
mus vybere v dalsim kroku. Predikované vyrazy byly vybirany podle primérného KI vuéi
tém, které jiz ve skupiné jsou a zaroven podle posledniho vypocitaného KI vici celému
shluku. Daéle jsem stanovil 2 hranice, maximalni a minimalni pocet regularnich vyrazu,
které budou v seznamu odhadovanych RV. Pokud jsou hranice nastaveny napf. na 10 a 15
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RV, algoritmus na zacatku prepocita cely seznam. Po vybéru prvniho RV do shluku vybere
program podle zminénych hodnot 15 RV, mezi kterjymi je pravdépodobné ten, ktery by byl
vybran v dal$im kroku. Misto prepocitavani celé grafové struktury néasledné prepocitava
aplikace pouze KI pro predikované RV v1ci vytvarenému shluku a ostatni uzly pfi vybéru
RV do shluku ignoruje. Takto pokracuje, dokud pocet vyrazi v predikované skupiné neni
roven 10 (minimalni hranice). Poté prepocita celou grafovou strukturu a znovu vytvori
predikovanou skupinu. Diky tomuto pristupu lze proces shlukovani zrychlit, ale jiz za ¢éas-
tecného snizeni ¢innosti. Pii experimentalnich testech jsem naméfil, ze pravdépodobnost,
ze regularni vyraz, ktery by algoritmus vybral v dal$im kroku se nachazi v predikované
skupiné se pohybuje podle nastaveni horni a dolni hranice mezi 60ti a 90ti procenty.

O néco jednodussi zpusob jak zkratit prepocitavani ohodnoceni hran v grafové strukture
je vypocitat primérnou hodnotu KI mezi vytvafenym shlukem a vSemi ostatnimi RV a
aktualizovat pouze ty hrany, které maji ohodnoceni nizsi nez vypoditany primér. Tato
metoda také zkrati shlukovani, ale testovanim jsem dosel k zavéru, ze ma znacné vétsi
dopad na efektivitu shlukovani.

,

6.4 Parametry programu a pouziti

V této sekci jsou zminény hlavni parametry pro skript a je popsano pouziti aplikace. Ostatni
volby a prepinace jsou popsany v souboru README. Pro vyuziti Hadoopu je nutné mit
framework nainstalovany na celém clusteru a zaroven zajistit, aby byl nastroj NetBench
a vSechny potfebné Python knihovny pfistupné v prislusnych adreséarich a spustitelné na
vSech pocitacich v clusteru. Zaroven musi byt vSude nastavena systémovéa konstanta NET-
BENCHPATH pro pouziti nastroje NetBench a konstanta HADOOPBINPATH pro pouziti
Hadoopu (viz soubor README). Hadoop zarovei musi byt spustén.

6.4.1 Vybér algoritmu pro shlukovani

Zakladni volbou pro uzivatele je vybér algoritmu, ktery bude provadét shlukovani. Impli-
citné pouziva aplikace algoritmus 1 s vylepSenim ze sekce 6.3.1. Dale miize byt vybran
algoritmus 1 bez vylepseni, inkerementalni algoritmus a pfistup popsany v sekci 4.3.

6.4.2 Shlukovani s pouzitim Hadoop

Dalsi volbou pro uzivatele je, zda chce vyuzivat model MapReduce, nebo ne. Implicitné
je nastaveno pouziti Hadoopu a v takovém pripadé je framework vyuzivan vSude, kde to
umoznuje navrh aplikace.

6.4.3 Stanoveni maximalniho poctu stavia KA po shlukovani

Dale si uzivatel muze zvolit limit poc¢tu stavi ve vyslednych shlucich. K tomu slouZi pa-
rametr -s [hodnota]. Pokud uzivatel hodnotu nenastavi, je pouzita hodnota 500. Tento
parametr je dilezity predevSim pro nasledné vyuziti shlukt, napiiklad kvili pamétovym
omezenim zafizeni, na kterém budou vysledné automaty vyuzivany (napiiklad L1 Cache u
procesoru). Vyse limitu je individualni pro kazdého uzivatele a proto se v ramci této prace
nezabyvam urc¢ovanim idedlni hodnoty. Implicitni limit 500 je pouze orientacni.
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Kapitola 7

Testy a hodnoceni

Pro porovnani rychlosti celého procesu shlukovani regularnich vyraza s pouzitim clusteru
a bez néj jsem vyuzil cluster sedmi pocitaci, ke kterym jsem mél piistup (v testech bude
tento cluster oznacen jako CL1). Bohuzel vykonnost téchto pocitact byla nevyvazena a
¢asto dochazelo k chybam. Proto jsem se nakonec rozhodl vyzkouSet navic jesté Amazon
Elastic Compute Cloud (EC2) !, ktery v testech bude oznacen jako CL2 a CL3. EC2 je
webova sluzba poskytujici prondjem serveri a nad nimi mimo jiné i vlastni implementaci
modelu MapReduce zvanou Elastic MapReduce > (EMR). EMR vychézi z implementace
Apache Hadoop. Pro porovnani s klasickym pristupem jsem ptvodné chtél vyuzit Skolni
server eva. Nakonec jsem se ale rozhodl vyuzit vlastni pocitaé¢ (v testech oznacen jako PC1),
protoze vétsina tloh probéhla rychleji na mém pocitaci nez na Skolnim serveru. Testovani
jsem rozdélil do nékolika poddcasti, predevsim protoZze na sobé nejsou zavislé a poskytnou
pripadnému uzivateli lepsi prehled o efektivité a ¢asové naroc¢nosti jednotlivych moznosti.

Nejprve je popsana specifikace sestav pro CL1,CL2 a PC1. Dale sekce 7.2 popisuje tes-
tovani rychlosti vytvareni grafové struktury a vypoctu koeficientu interakce pro vsechny
dvojice regularnich vyrazi ze vstupniho seznamu. V sekci 7.3 néasleduje porovnani rychlosti
a efektivity shlukovani mezi algoritmy popsanymi v kapitole 5. Sekce 7.4 porovnava rychlost
a efektivitu algoritmu pii vyuziti distribuovanych vypoc¢ta oproti klasickému pristupu. V
sekcich 7.5 a 7.6 je porovnani vSech kombinaci a doporuceni vybéru pro uzivatele a hodno-
ceni celkového vyuziti modelu MapReduce a frameworku Apache Hadoop pro shlukovani
regularnich vyrazu.

7.1 Specifikace testovacich sestav a vytizeni jednotlivych kom-
ponent

Jiz po kratkém testovani bylo ziejmé, Ze cely proces shlukovani bude pfedevsim néarocény
na procesor, proto se ve specifikacich budu soustredit pfedevsim na vypocetni jednotku.
Pamétové naroky na shlukovani jsou vzhledem k soucasnym konfiguracim stroji zcela za-
nedbatelné. Pouze u velkého mnozstvi regularnich vyrazd muze nastat problém v c¢asti
vytvareni grafové struktury. U algoritmu 2 je pamétovd ndrocnost grafové struktury pro
100 regularnich vyrazi cca 600 KB, 10 000 regulédrnich vyraz na vstupu uz si vyzada
témér 4 GB paméti. Jiz z principu uklddéani téchto dat (dvojrozmérné struktura slovniki)
je ziejmé, ze pamétova narocnost grafové struktury bude nartstat kvadraticky vzhledem k

! <http://aws.amazon.com/ec2/>
2 <https://aws.amazon.com/elasticmapreduce/>
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po¢tu regularnich vyrazi. Pokud by uzivatel vyzadoval sniZzeni pamétovych néarokt, bylo
by mozné zvolit strukturu dvojrozmérného pole. Tim se paméfovd naroénost snizi cca na
tretinu.

Cluster oznaceny jako CL1 se sklddal z celkem sedmi pocitacl s operacnim systémem
Ubuntu 12.04 a byl propojeny v gigabitové siti. TTi z pocita¢i mély shodnou konfiguraci,
konkrétné dvoujadrové Intel Pentium Dual-Core s taktem 2 Ghz (Jeden z nich byl podtak-
tovany na 1,6 Ghz) a déle 2 GB paméti. Dva pocitace fungovaly s ¢tyfjadrovym procesorem
Intel Core i5 s taktem 2,9 Ghz a 4 GB pameéti. Procesor v poslednim pocitaci byl jednoja-
drovy Intel Celeron s taktem 1,6 Ghz a 2 GB paméti. Bohuzel u jednoho ze dvou core i5
procesori dochézelo k prehiivani a k chybam. Apache Hadoop se sice z téchto potizi dokézal
bez problému zotavit, nicméné tento pocitac¢ predstavoval cca ¢tvrtinu vypocetni kapacity
celého clusteru a tato skutecnost zfejmé ovlivnila vysledky zejména u déle trvajicich testt.

Clustery CL2 a CL3 byly sloZeny ze stroj@t m1.medium z nabidky Amazon EC2 3. CL2 z
20ti stroji a CL3 z 10ti stroji. Kazdy z téchto stroji ma k dispozici jednojadrovy procesor
s taktem 2-2,4 Ghz a 3,75 GB paméti. Vstupni data a zdrojové kédy v tomto pripadé bere
Elastic MapReduce z cloudového tlozisté Amazon S3 4.

Pocitac, na kterém jsem testoval klasicky pristup, méa procesor Intel Core i5 s taktem
2,83 Ghz a 8 GB paméti.

Veskeré vypocty byly provadény bez jakékoliv paralelizace na trovni kédu v Pythonu,
takze u klasického piistupu bylo zatézovano pouze jedno jadro a to v priméru na 95% u
vétsiny uloh. Pro plné vyuziti vypocetni kapacity clusteru jsem nastavoval ve frameworku
Hadoop dva vypocetni sloty na jedno jadro procesoru, to znamené dva procesy na kazdé
jadro. Diky tomu bylo vytiZeni procesorii u poc¢itac¢t v clusteru po vétsinu doby kolem 96%,
s jedinou vyjimkou a tou byl hlavni uzel (master), u néj se vytizeni pohybovalo v praméru
kolem 70%. Béhem vypoctu jsem také méril vytiZeni sitového provozu u master uzlu pomoci
nastroje ifstat. Vyuziti sité neptresdhlo 40% a primérna hodnota se pohybovala kolem 2%.
Stejné tak paméfové naroky se pohybovaly kromé vyse zminéné ¢asti do 50-100MB pro
vétsinu testi.

7.2 Vytvareni grafové struktury a vypocet koeficientu inter-
akce

ez

Vypocet koeficientu interakce pro vSechny dvojice regularnich vyrazi je Casové nejnaro¢néjsi
¢ast vypocti, predevsim kvili determinizaci koneénych automatt. Zaroven ale jednotlivé
vypocty na sobé nejsou nijak zavislé a nevyzaduji ani pfenos velkych mnozstvi dat. Diky
témto skuteénostem dokaze distribuovany vypocet znacné zrychlit shlukovani regularnich
vyrazl. Pocet determinizaci roste kvadraticky viiéi poctu vstupnich regularnich vyraza. Pro
nazornou ukézku ¢asové narocnosti je porovnana doba trvani postupné pro rtizné hodnoty
od 10 do 1000 regularnich vyrazti. Podrobné vysledky jsou znazornény v tabulce 7.1.

Jak je mozné vidét v tabulce 7.1, pro mensi pocty regularnich vyrazt je rychlejsi klasicky
ptistup. To je zptisobeno predevsim relativné velkou rezii pii spousténi MapReduce tlohy
(viz kapitola 3). Pro vyssi poéty regularnich vyrazi (50 a vice) je jiz rychlejsi vyuziti
clusteru. Pro 1000 a vice regularnich vyrazi se uz stal klasicky p¥istup v zasadé nepouzitelny,
protoze vypocet trval pres 56 hodin, kdezto cluster tlohu zvladl za 6,5 hodiny. Navic by

3 <https://aws.amazon.com/ec2/instance-types/>
4 <http://aws.amazon.com/s3/>
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Pocet RV | Pocet determinizaci ‘ Cas na PC1 ‘ Cas na CL1 ‘ Cas na CL2 ‘ Cas na CL3

10 55 4s 20s 34s 33s
20 210 21s 23s 3bs 34s
50 1275 5m 25s 3m 44s 3m 1s 3m 59s
100 5050 19m 6m 12s Sm Ts Tm
200 20100 2h 23m 35m 29m 33m
500 125250 7h 12m 1h 25m 57m 2h 2m
1000 500500 56h 40m 6h 31m 3h 59m 8h 27m
2000 2001000 X 33h 14m X X

Tabulka 7.1: Porovnani rychlosti vypoc¢t koeficientu interakce pro vsechny dvojice regu-
larnich vyrazi ze vstupu. (testy s vysledkem X nebyly provedeny)

bylo mozné tento Cas jesté vyrazné zkréatit zvysenim pocétu vypocetnich jednotek (pomér
¢astt CL2 a CL3 pfiblizné odpovidd poméru po¢tu stroji v clusteru).

Podle dat v tomto tabulce 7.1 se zda, Ze se primérné ¢asova naroc¢nost determinizace
zvySuje umeérné k poctu regularnich vyrazi, nicméné tato odchylka je spise zptisobené
tim, Ze vétsi vstupni seznamy jiz obsahovaly vétsi mnozstvi vyrazu, které zptisobovaly ex-
plozi stavi. Prikladem je napt regulérni vyraz /T.«?T.x?Y.x? P.x?R.x70.x7TM.x?P.x?T/ RBi
ze Snortu ktery u testovaciho vzorku s 1000 RV mél pramérny KI roven 4.286115007 (v
prumeéru pii sjednoceni s jinym RV mél vysledny automat 4x vice stavil neZ oba puvodni
dohromady) a primérny cas vypoctu KI byl roven 3.54s, coz je témét sedminasobek priumér-
ného ¢asu pro vSechny RV. Takové regularni vyrazy by bylo vhodné odhalit jiz pfi zpraco-
vavani vstupu a nevypocitavat pro né zbytecné KI.

Jak je zfejmé ze statistik, tato Cast vypoctu je zavisld pfedevsim na vypocetni sile
HW na kterém jsou vypocty provadény. Zaroven jedinéd uzivatelskd data prenaSend po siti
jsou vstupni dvojice regularnich vyrazt a vystupni dvojice doplnéné o koeficient inter-
akce, vytizeni sité je tedy vzhledem k poctu regularnich vyraz minimdalni. Diky témto
skutecnostem miizeme pro vytvareni dat pro grafovou strukturu plné vyuzit potencial dis-
tribuovanych vypocti. Horni hranici pro skalovatelnost by tedy nejspise bylo technologické
omezeni frameworku Apache Hadoop.

7.3 Porovnani rychlosti a efektivity shlukovacich algoritmu

Porovnani algoritmii 1 a 2 je jiz popsano v ¢lanku [1], v rdmci této prace jsem se ale rozhodl
tyto testy zopakovat, pokusit se potvrdit vysledky a zaroven porovnat ¢asovou narocnost
a efektivitu obou pristupd oproti mnou navrzenym zménam a pristuptim. Jiz pfedem bylo
jisté, ze shlukovani pomoci inkrementalniho algoritmu bude z ¢asového hlediska nesrovna-
riznymi limity stavi vyslednych koneénych automati) pro algoritmy popsané v kapitole 5.

Kromé inkrementalniho algoritmu probihalo shlukovani vesmés stejnou dobu se vzajem-
nou odchylkou do 10%. Navic kviili vysoké ¢asové naro¢nosti shlukovani jsem vétSinu testt
provadél pouze jednou, a proto nema presné porovnavani rychlosti jednotlivych pristupu
smysl. Jako nejuc¢innéjsi, ale zaroven nejpomalejsi se ikkazal podle predpokladi inkremen-
talni algoritmus. Porovnani ¢asové narocnosti pokracuje v dalsi kapitole.
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Pocet RV | Limit stavll | Algoritmus 1 | Algoritmus 1 | Algoritmus 2 | Algoritmus 4.3
[pocet stavi] | s vylepSenim | [pocdet stavi] | [pocet stavi]
[pocet stavi]
200 300 1489 1 386 1377 1 501
200 500 1 750 1531 1570 1 649
400 300 10 254 9150 8946 11 843
400 500 12 168 11 319 11 102 14 002
400 1000 16 038 14 638 X 18 756
700 300 17 706 15 801 14 689 19 830
700 500 19 938 18 900 18 498 22 523
700 1000 27 292 24 287 X 30 340

Tabulka 7.2: Porovnani efektivity shlukovacich algoritmu z hlediska souc¢tu stavi vyslednych
shlukt (pokud je v tabulce X, test nebyl proveden)

Pocet RV | Limit stavt | Algoritmus 1 | Algoritmus 1 | Algoritmus 2 | Algoritmus 4.3
[pocet shlukl] | s vylepSenim | [pocet shluki] | [pocet shlukq]
[pocet shluk]
200 300 7 6 6 7
200 500 6 ) ) )
400 300 44 43 41 50
400 500 31 31 30 35
400 1000 23 22 X 26
700 300 7 73 68 85
700 500 56 53 52 64
700 1000 37 35 X 40

Tabulka 7.3: Porovnani efektivity shlukovacich algoritmi z hlediska poctu shlukt (pokud
je v tabulce X, test nebyl proveden)

7.4 Vybér regularnich vyrazt do shluku s a bez pomoci clus-
teru

Kromé inkrementalniho algoritmu probihaji vSechny shlukovaci metody relativné rychle a
feseni s vice MapReduce tlohami navrhované v 6.2.2 sice zrychli jejich provadeéni, ale snizi
efektivitu shlukovani. P¥i experimentech s riznymi hrani¢nimi hodnotami trvalo shluko-
vani v prameéru 5-8krat kratsi dobu (bez moznosti dalsiho zrychleni zvétsenim clusteru),
ale vzniklych shlukt bylo cca o 15-30% vice, pricemz platilo ¢im vétsi urychleni, tim mensi
efektivita shlukovani. Aby bylo vyuziti MapReduce pro shlukovani pfistupem 6.2.2 efek-
tivnéjsi, bylo by nutné vylepsit algoritmus pro rozdélovani RV do skupin pro jednotlivé
shlukovace.

7 vysledkd experimentt jsem usoudil, Ze z mnou navrhnutych feseni se distribuovany
vypocet vyplati vyuzit jediné u inkrementalniho algoritmu, s pouzitim navrhu 6.2.3. Porov-
nani rychlosti provadéni téchto algoritmii s clusterem a bez néj jsem provedl jen pro malé
pocty regularnich vyrazi a pro nizké limity stavi automatu odpovidajicimu vytvorenému
shluku. Jiz u 200 RV s limitem 300 stavt trval naptiklad prvni krok vybéru RV do shluku
10s. Posledni krok pfed vytvorenim druhého shluku jiz trval 450s. Celkovy ¢as shlukovani
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bez pouziti clusteru pfekrocil 7 hodin. Pro 200 RV s limitem 500 stavt trval cely proces 23
hodin 36 minut, takze jsem se rozhodl dalsi testy provadét jiz jen s vyuzitim clusteru.

Pri vyuziti clusteru pro vytvareni shluk® inkrementalnim algoritmem jiz byl proces
znacné rychlejsi, i kdyz stéle o dost pomalejsi nez ostatni algoritmy. Dilezité ovSem je, ze
tento proces shlukovani je mozné zrychlit zvétSenim clusteru, a to teoreticky az po hranici,
kdy by bylo v clusteru stejné strojiu jako regularnich vyrazt na vstupu. Porovnani rychlosti
shlukovani na clusteru oproti PC1 a oproti algoritmu 1 je v tabulce 7.4.

Pocet RV | Limit stava

Algoritmus 2 na PC1 ‘ Algoritmus 2 na CL1 ‘ Algoritmus 1

200 300 7h 4m 55m 10m
200 500 23h 36m 4h 47m 14m
700 300 X 6h 51m 40m
700 500 X 13h 47m 1h 14m

Tabulka 7.4: Porovnani efektivity shlukovacich algoritmi (pokud je v tabulce X, test nebyl
proveden)

7.5 Vyuziti modelu MapReduce pro shlukovani regularnich
vyrazu

Nameétené hodnoty v této kapitole ukazuji, ze model MapReduce a jeho implementace v
ramci frameworku Hadoop dokézi vyrazné zrychlit shlukovani regularnich vyrazt. Prede-
v8im dokazi zkratit ivodni fazi shlukovani, ve které jsou pripravovana data pro grafovou
strukturu. Mira zrychleni této faze je imérna vypocetni sile clusteru, na kterém jsou vy-
pocty provadény, tzn. tato ¢ast vypoctu je skalovatelna.

V casti vypoctu kde dochazi k vybéru RV a vytvareni vystupnich shluki jsem nebyl
schopen pro algoritmus 1 najit u¢inny postup, ktery by byl schopen vyrazné zrychlit shlu-
kovani, pii zachovani efektivity oproti klasickému pristupu. Pfi pouziti tohoto algoritmu by
tedy bylo vyhodnéjsi po vytvoreni grafové struktury vyuzit spise jeden vykonnéjsi server
oproti clusteru, navic jak je vidét v tabulce 7.4 druhd ¢ast vypoctu u algoritmu 1 neni
zdaleka tak naro¢na jako u algoritmu 2.

U algoritmu 2 uz ale mtzeme docilit zrychleni zpiisobem popsanym v 6.2.3 pii zacho-
vani stejné efektivity jako u klasického pristupu. I kdyz tento algoritmus dokaze shlukovat
efektivnéji nez 1, je pro vétsi mnozstvi regularnich vyrazt na vstupu (500 a vice) témér
nepouzitelny, protoze prepocitavani KI mize prodlouzit shlukovani o desitky hodin.

Po rozdéleni do skupin RV jak je popsano v 6.2.2 je mozné vyuzit na jednotlivé skupiny
kterykoliv ze tii pristupi popsanych v kapitole 4. Diky vyuziti distribuovanych vypoctiu
dokéze tento zpusob prinést zna¢né zrychleni, ale ma prilis velky vliv na efektivitu shluko-
vani.

7.6 Doporuceni pro uzivatele

Pro uzivatele, ktery potfebuje co nejlepsi efektivitu shlukovani a nezélezi mu na dobé shlu-
kovani bude nejlépe vyhovovat postup navrzeny v 6.2.3. Tento algoritmus obec¢né dosahuje
nejlepsich vysledka pfi shlukovani (viz tabulky 7.3 a 7.2 ) a diky vyuziti distribuovanych
vypocltu muze trvat relativné kratkou dobu.
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Uzivatel, ktery netrvd na maximéalni efektivité vytvvareni shlukt, pfipadné chce co
nejrychlejsi provedeni, je idealni volba algoritmus 4.1 s vylepSenim, které jsem popsal v
6.3.1. Tento pfistup je mezi mnou testovanymi druhy nejicinnéjsi a patii k nejrychlejsim,
diky tomu nabizi nejlepsi pomér tic¢innosti vici ¢asové narocnosti.
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Kapitola 8
Zaver

V ramci této bakalarské prace bylo mym cilem prozkoumat moznosti vyuziti modelu Map-
Reduce a frameworku Apache Hadoop pro urychleni shlukovani regularnich vyrazi. Dale
pak za pomoci ziskanych znalosti navrhnout a implementovat nastroj, ktery pomoci shluko-
vacich algoritmt vytvofi skupiny regularnich vyrazi tak, aby pocet stavi jim odpovidajicich
kone¢nych automatt nepresahoval limit stanoveny uzivatelem.

Pri implementaci tohoto nastroje jsem se sousttedil na tii zadkladni parametry aplikace.
V prvni fadé na Gcéinnost shlukovani, jinymi slovy jak co nejvhodnéji poskladat regularni
vyrazy do skupin, aby téchto skupin bylo co nejméné. Druhym parametrem je ¢asova na-
rocnost celého procesu a tfetim Skdlovatelnost. Abych vyhovél prvnim dvéma faktortum,
vytvoril jsem nékolik pristupt k realizaci shlukovani. Od algoritmu, ktery shlukovani pro-
vede nejrychleji, ale s nizsi efektivitou az po velice pomaly, ale o mnoho G¢innéjsi postup.
Piipadny uzivatel muze podle svych priorit tyto dva faktory ovlivnit pomoci kombinace
parametrii vystupni aplikace. Skélovatelnost vypoctu je u nékterych piistuptt omezena,
vétsinou z toho duvodu, ze aplikace potiebuje ucelenou informaci o vSech datech a nelze je
proto rozdélit mezi vice vypocetnich uzli.

7 vysledkt testi je zfejmé, ze distribuované vypocty a model MapReduce dokazi vyrazné
zrychlit shlukovani regularnich vyrazi a to pii zachovani efektivity shlukovani.

Mimo jiné jsem se v ramci této prace zabyval optimalizaci jiz navrzenych algoritmu pro
shlukovani a v této praci jsem navrhnul vlastni postup pro shlukovani regularnich vyrazi
(viz kapitola 4), ktery z hlediska G¢innosti podle vysledku testi sice trochu zaostéavé za
ostatnimi ndvrhy, nicméné mé vyrazné nizsi paméfové naroky. Porovnéni algoritmi bez
mych tprav a s nimi je popsano v kapitole 7.

Mozné rozsiteni této prace by mohla zahrnovat porovnani jinych implementaci modelu
MapReduce oproti Apache Hadoop. Dal$i moznosti by bylo pokusit se vytvorit algoritmus,
ktery by byl schopen pfedem rozpoznat podobnosti mezi regularnimi vyrazy a naznacit bez
slozitych vypocti rozdéleni do skupin.

30



Literatura

[1] Antonello, R.; Fernandes, S.; Santos, A.; aj.: Efficient DFA grouping for traffic
identification. In Global Communications Conference (GLOBECOM), 2012 IEEE,
Dec 2012, ISSN 1930-529X, s. 1776-1782, doi:10.1109/GLOCOM.2012.6503372.

[2] Costa, P.; Pasin, M.; Bessani, A.; aj.: Byzantine Fault-Tolerant MapReduce: Faults
are Not Just Crashes. In Cloud Computing Technology and Science (CloudCom),
2011 IEEE Third International Conference on, 2011, s. 32-39,
do0i:10.1109/CloudCom.2011.15.

[3] Dean, J.; Ghemawat., S.: MapReduce: simplified data processing on large clusters. In
Proceedings of 6th Symposium on Operating Systems Design & Implementation, 2004.

[4] Hazel, P.: PCRE — Perl-compatible regular expressions — man pages [online].
http://www.pcre.org/pcre.txt, 2014 [cit. 2014-05-07].

[5] Shvachko, K.; Kuang, H.; Radia, S.; aj.: The Hadoop Distributed File System. In
Proceedings of the 2010 IEEE 26th Symposium on Mass Storage Systems and
Technologies (MSST), MSST ’10, Washington, DC, USA: IEEE Computer Society,
2010, ISBN 978-1-4244-7152-2, s. 1-10, do0i:10.1109/MSST.2010.5496972.

URL <http://dx.doi.org/10.1109/MSST.2010.5496972>

[6] Sidhu, R.; Prasanna, V.: Fast Regular Expression Matching Using FPGAs. In
Field-Programmable Custom Computing Machines, 2001. FCCM ’01. The 9th
Annual IEEE Symposium on, March 2001, s. 227-238.

[7] Tie, Y.; Qiang, X.; Jin, H.: A grouping algorithm based on Regular Expression
Similarity for DFA construction. In Communication Technology (ICCT), 2011 IEEE
13th International Conference on, Sept 2011, s. 671-674,
doi:10.1109/ICCT.2011.6157961.

[8] White, T.: Hadoop: The Definitive Guide. O’Reilly. Sebastopol, California, 2009.

9] WWW stranky: Netbench [online].
http://merlin.fit.vutbr.cz/ant/netbench/index.html, 2010 [cit. 2014-05-11].

[10] WWW stranky: Snort::snort-rules [online]. http://www.snort.org/snort-rules/,
2014 [cit. 2014-05-05].

[11] WWW stranky: Under the Hood: Hadoop Distributed Filesystem reliability with
Namenode and Avatarnode. [online].
https://www.facebook.com/notes/facebook-engineering/under-the-hood-hadoop
-distributed-filesystem-reliability-with-namenode-and-avata/10150888759153920,
2014 [cit. 2014-05-07].

31



[12] Yu, F.; Chen, Z.; Diao, Y.; aj.: Fast and memory-efficient regular expression matching
for deep packet inspection. In Architecture for Networking and Communications
systems, 2006. ANCS 2006. ACM/IEEE Symposium on, 2006, s. 93—102.

32



