VYSOKE UCENI TECHNICKE V BRNE

BRNO UNIVERSITY OF TECHNOLOGY

FAKULTA INFORMACNICH TECHNOLOGII
FACULTY OF INFORMATION TECHNOLOGY

USTAV POCITACOVE GRAFIKY A MULTIMEDIi
DEPARTMENT OF COMPUTER GRAPHICS AND MULTIMEDIA

AUTOMATICKY PREPIS RECI LETECKE KOMUNIKACE
DO TEXTU

AUTOMATIC TRANSCRIPTION OF AIR-TRAFFIC COMMUNICATION TO TEXT

BAKALARSKA PRACE
BACHELOR'S THESIS

AUTOR PRACE VERONIKA NEVARILOVA
AUTHOR

VEDOUCI PRACE Ing. IGOR SZOKE, Ph.D.
SUPERVISOR

BRNO 2024



VYSOKE UCENi FAKULTA
TECHNICKE INFORMACNICH
V BRNE TECHNOLOGI|

-r

Zadani bakalaiské prace |||||||||||||||||||

Ustav: Ustav pogitagové grafiky a multimédii (UPGM) 150718
Studentka: Nevarilova Veronika

Program: Informacni technologie

Nazev: Automaticky prepis reci letecké komunikace do textu

Kategorie: Zpracovani signall

Akademicky rok: 2023/24
Zadani:

1. Seznamte se s automatickym rozpoznavanim feci a s rozpoznavacem Whisper.

2. Obstarejte si data, navrhnéte anotacni protokol a oanotujte dostate¢né mnozstvi dat.

3. Pripravte anotovana data do vhodného formatu a adaptujte rozpoznava¢ Whisper. lterativné
vyhodnocujte Uspésnost zatimco budete dale anotovat data. Zaméfte se na rizné formy textového
vystupu (napf. plny a zkraceny).

4. Zhodnotte vysledky a navrhnéte sméry dalSiho vyvoje. Pfi hodnoceni se zamérte také na

uzivatelskou zkuSenost z pohledu Fidiciho letového provozu.
5. Vyrobte A2 plakatek a cca 30 vtefinové video prezentujici vysledky vasi prace.

Literatura:
+ Alec Radford et al. "Robust Speech Recognition via Large-Scale Weak Supervision",
https://cdn.openai.com/papers/whisper.pdf, 2022

+ ATCO2 projekt, http://atco2.org
+ Dale dle pokynu vedouciho

PFi obhajobé semestralni ¢asti projektu je pozadovano:
Body 1, 2 a ¢ast bodu 3 ze zadani.

Podrobné zavazné pokyny pro vypracovani prace viz https://www.fit.vut.cz/study/theses/

Vedouci prace: Sz6ke Igor, Ing., Ph.D.
Vedouci Ustavu: Cernocky Jan, prof. Dr. Ing.
Datum zadani: 1.11.2023

Termin pro odevzdani: 9.5.2024

Datum schvaleni: 9.11.2023

Fakulta informacnich technologii, Vysoké u€eni technické v Brné / Bozetéchova 1/2 /612 66 / Brno


https://cdn.openai.com/papers/whisper.pdf
http://atco2.org
https://www.fit.vut.cz/study/theses/

Abstrakt

Tato prace se zabyva adaptaci Whisperu, modelu automatického rozpoznavani re¢i vyvinu-
tého spolecnosti OpenAl, na ¢eskych a anglickych zaznamech letecké komunikace. Poskytuje
zékladni vhled do problematiky rozpoznavani feci, neuronovych siti a modelta stavénych na
transformer architektuie. Popsany jsou také sbér a anotace dat a nakonec priubéh a porov-
nani uceni na dvou riznych formach prepisu — plném, kdy se model uci prepisovat nahravky
slovo od slova, a zkraceném, ktery je snadnéjsi pro rychlé vyhledavani informaci v textu
a prirozenéjsi pro ridici letového provozu.

Abstract

This thesis focuses on fine-tuning Whisper, an automatic speech recognition model develo-
ped by OpenAl, on Czech and English recordings of air-traffic communication. It provides
a fundamental insight into automatic speech recognition, neural networks and transformer
architecture. Further, data collection and annotation is also described and after that it
details the process and outcomes of Whisper’s training on two different transcription for-
mats — full, where the model learns to transcribe recordings word by word, and abbreviated,
which is more suitable for quick navigation and more natural for air traffic controllers.
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Kapitola 1

Uvod

Leteckd komunikace pomoci Tec¢i predstavuje hlavni prostredek Fizeni letového provozu.
Ridici letového provozu je zodpovédny piedevsim za jeho plynulost a bezpe¢nost. Béhem
toho se mezi Tidicimi a piloty prenési velké mnozstvi velmi dulezitych informaci, které jsou
klicové pro zachovani téchto aspekti, a kazda chyba zptsobena naptiklad jen preslechnutim
jednoho slova muze mit fatalni nasledky.

I kdyz se chybam snazi leteckd komunikace vyhybat at uz ustdlenymi frazemi, specidlni
rozdilnou vyslovnosti nékterych podobnych slov nebo hlaskovanim, nékteré oblasti jsou
presto kritické. Napiiklad to, ze fidici vétSinou nema za kol jen sledovat a ridit letadla
v jemu svéfeném vzdusném prostoru, ale zaroven musi komunikovat s ostatnimi stanovisti
poskytujicimi fizeni letového provozu nebo informacni sluzbu. Déle musi mit piiposlech
na nouzové frekvenci a pokud se jednd o stanovisté na letisti, ¢asto obsluhuje i pozemni
provoz aut a jinych slozek nezbytnych pro spravny chod letisté. Coz znamend dalsi radiové
frekvence a telefonni spojeni, na kterych muze kdykoli jakdkoli tfeti strana zahajit vysilani
nebo hovor pfesné v moment, kdy pilot vysilda na hlavni frekvenci a Fidici mu potfebuje
co nejlépe a jasné rozumét. Pokud do vysilani pilota za¢ne vysilat na jiné frekvenci nékdo
dalsi, je pro ¢lovéka velmi tézké jedno z vysilani odfiltrovat a muze to dopadnout i tak,
ze Tidici nerozumi ani jedné strané a musi kazdou z nich zaddat o opakovani. Stejné tak
neni ojedinélé, ze na hlavni frekvenci za¢ne vysilat v jeden moment vice pilotd zaroven.
vysilani na ruznych frekvencich by mohlo pomoci mit k dispozici textovy prepis alespon
frekvence hlavni, kde by si fidici mohl precist vysilani, ktera nezachytil nebo jim dostatecné
nerozumeél.

Dalsim moznym vyuzitim automatického prepisu letecké komunikace by mohlo byt
usnadnéni vyhledavani konkrétnich zdznamt. Kazdé letisté ma povinnost uchovavat za-
znamy letecké komunikace po urc¢itou minimalni dobu. Ty jsou potfeba naptiklad v pripadé,
kdy by se stala né¢jakd mimoradna ¢i nouzova udélost, aby mohla byt komunikace prezkou-
mana. Pokud se ale nahravky uchovavaji pouze v audio formé, hledani nékteré konkrétni
mize byt provedeno pouze poslechem jednotlivych nahravek. Ty mohou byt sice ozna-
Ceny casem vzniku, avSak letistni frekvence mize byt pii velkém provozu pomérné vytizena
a béhem minuty se miize uskuteénit mnoho vysilani. Hledat pak nahravku mezi desitkami
dalsich je velmi zdlouhavé. Pokud by se dalo vyhleddvat v textovém prepisu, velmi by to
hledani usnadnilo.

Pravé tyto situace, které pozoruji z pohledu dispecera poskytujiciho letistni letovou
informac¢ni sluzbu, mé inspirovaly pro zvoleni tohoto tématu bakalarské prace. Cilem je
zkoumat a analyzovat moznosti automatického prepisu reci letecké komunikace do textu,



dosdhnout pokud mozno co nejmensi chybovosti a zhodnotit, do jaké miry by byl vysledek
pouzitelny pro ucely Tizeni letového provozu, popiipadé vyhledavani v historii zdznam.

Prace je strukturovana do nékolika kapitol. Kap. 2 stru¢né popisuje historii vyvoje au-
tomatickych rozpoznavacu feci, aktualni pristupy a také zdklady letecké komunikace. Ka-
pitola 3 se zaméruje na popis neuronovych siti a princip jejich uceni. V kap. 4 se poznatky
z predchozich kapitol spoji pii popisu architektury typu transformer a modelu automatic-
kého rozpoznavani reci Whisper. Kap. 5 nabizi pohled do problematiky ziskavani a anotace
dat v raznych forméch pro tcely trénovani modelt strojového uceni s ucéitelem. Dale popisuje
tvorbu dataseti, konkrétni testovaci mnoziny, na kterych budou vysledky uceni evaluovany,
i trénovaci skripty a prostiedi. VSechny tyto vystupy budou poté vyuzity v kap. 6, ve které
je popsano uceni modelu Whisper na zaznamech letecké komunikace a rizné experimenty
s cilem dosdhnout co nejmensi chybovosti modelu. Na zavér jsou v kap. 7 zhodnoceny
dosazené vysledky a navrhnuty smeéry dalsiho vyvoje.



Kapitola 2

Automatické rozpoznavani reci a
letecka komunikace

Prichod chytrych zafizeni a strojového uceni postavil do popredi automatické rozpoznavani
fe¢i. Pro ¢lovéka je dnes mluvené slovo jeden z béznych zpusobu, pomoci kterych lze se
zarizenimi interagovat. Mezi jeho hlavni vyhody totiz patti rychlost sdéleni svého pozadavku
v porovnani napriklad s psanim na klavesnici.

Automatické rozpoznavani re¢i ma ale mnohem sirsi oblast ptisobnosti, nez pouhd osobni
elektronicka zafizeni, a pokusy o tvorbu systémil, které by rozumély lidskému slovu, nejsou
ani zdaleka vysadou 21. stoleti.

2.1 Historie rozpoznavani reci

Jiz v roce 1952 Bellovy laboratore predstavily elektricky obvod schopny rozpoznéavat rec,
ktery dokdzal rozeznat jednotlivé Cislice pro vytaceni telefonnich ¢isel [5]. V dalsich le-
tech bylo ve svété vyvinuto spoustu dalsich rozpoznavaci, avsak v této dobé rozpoznavace
dokazaly rozeznavat pouze jednotliva slova ¢i hlasky.

V 80. letech zacaly byt studovany pro potieby rozpoznavani re¢i skryté Markovovy mo-
dely (HMM). Nejznaméjsi takovy rozpoznavac, ktery vyuzival HMM ve spojeni se smési
Gaussovskych rozlozeni (GMM), SPHINX, vyvinuli Kai-Fu Lee a Hsiao-Wuen Hon, ktefi se
zamérili na rozpozndvani feci s rozsahlym slovnikem, nezavislém na Fe¢nikovi [13]. Ten pro-
kazal vysokou presnost a HMM se zacaly pouzivat v takovém rozsahu, ze byly aktualni jesté
na pocatku 21. stoleti. V té dobé uz ale vysledky tohoto pristupu zacaly dosahovat svych
limit. V roce 2011 skupina vyzkumnikt Microsoftu predstavila systém HMM ve spojeni
s hlubokou neuronovou siti, pracujici s kontextem (angl. context-based deep belief network
hidden Markov model, zkr. CB-DBN-HMM) [4]. Tento pfistup se ukazal jako vyrazné lepsi
nez klasické GMM-HMM. Od té doby se pozornost ¢im dal vice obracela pravé k hlubokym
neuronovym sitim [28].

2.2 Dnesni pristupy

Modely neuronovych siti jsou dnes pro rozpoznavani reci a jeji automaticky prepis nejcastéjsi
volba. Vyuzivd se zejména tzv. end-to-end modell, které primo mapuji vstupni audio ¢&i
jeho spektrum na posloupnost slov. End-to-end modely obsahuji misto nékolika rtznych
oddélenych ¢asti, které se nachazi v HMM, pravé neuronovou sit, kterd provadi zpracovani



vstupu a na vystupu se nachdzi jiz konecnd sekvence slov [28]. Dnesni nejpouzivanéjsi
end-to-end architektura pro zpracovani Teci je tzv. transformer architektura, kterd bude
podrobnéji vysvétlena v kapitole 4.

a4

2.3 Zpracovani zvuku pro potreby rozpoznavani reci

Zvuk je mechanické vinéni sifici se pruznym prostfedim. Jednd se o analogovy signal, ktery
lze snimat mikrofonem, zafizenim citlivym na zmény tlaku prostredi. Zvuk je mikrofonem
snimén analogové a prevadén pomoci A /D prevodniku na sekvenci ¢iselnych hodnot, které
jsou pak ukladany v pocitaci.

Nahrany zvuk lze déle analyzovat — mezi nejbéznéjsi analyzy zvuku patii Fourierova
transformace [7], coz je rozklad signalu do jeho frekvencnich slozek. Z vysledku transformace
je tedy naptiklad mozné zjistit, jaké frekvence jsou ve zvukovém signalu zastoupeny nejvice,
nebo zda-li se v signalu vyskytuje Sum. Tento vystup se nazyva frekvencni spektrum signdlu.

Vzhledem k tomu, Ze vétsina signala je neperiodicka a jejich spektrum se tedy v Case
méni, mizeme tyto zmény pozorovat aplikaci Fourierovy transformace na mensi okna sig-
nalu, ktera se ¢astecné prekryvaji. Vysledkem je spektrogram, ktery umoznuje sledovat vyvoj
zastoupeni ruznych frekvenci signdlu v case.

Clovék vnimé jen malou ¢ast frekvenéniho spektra zvuku. Rozmezi, které lidské ucho
slysi, se uvadi zhruba od 16-20 Hz do 16-20 kHz [16]. Clovék ovSem nevnimé rozdily frek-
venci linedrné — hiife rozlisuje rozdil mezi dvéma vysokymi frekvencemi, zatimco u nizsich
frekvenci s tim problém nemé. K feseni tohoto jevu pri vizualizaci spektrogramu se casto
pouziva tzv. Mel skala, jejiz méritko je zalozeno na ekvivalentnim vnimani rozdilu frek-
venci lidskym uchem. Spektrogram je tak transformovan na Mel spektrogram, ktery ma
logaritmickou svislou osu (obr. 2.1).

Mel spektrogram nahravky letecké komunikace
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Obrazek 2.1: Piiklad Mel spektrogramu pro nahravku letecké komunikace.

Pravé Mel spektrogram je vstupnim bodem vétsiny dnesnich modeli pro rozpoznavani
feCi. Mezi hlavni divody, proc¢ se jej vyuziva, patfi zachovani informaci pri zmenseni velikosti
vstupu (signdl v ¢asové doméné je pamétové naroénéjsi), a tim i rychlejsi zpracovani.



2.4 Reprezentace textu — tokenizace

V oblasti zpracovani feci a prirozeného jazyka se ¢asto pouziva tzv. tokenizace. Jde o roz-
déleni dat do mensich ¢asti, tzv. tokenu, a nasledné namapovani téchto ¢asti s vyuzitim
slovnikil na typicky celociselné hodnoty, které je reprezentuji. Diky tomu dokdzou modely
zpracovani fe¢i pracovat s textem. PTi automatickém prepisu re¢i do textu je tokenizace
vyuzito predevsim v opa¢ném smyslu, v ¢asti vysledného generovani textu, kdy jsou vyge-
nerované tokeny previdény na Tetézce znaku tvoricich vysledny text.

Mezi nejpouzivanéjsi tokenizacni algoritmy patii Byte-Pair Encoding (BPE) [21]. Tvorba
slovniku probiha na zakladé iterativniho spojovani dvou nejcastéjsich posloupnosti znaku
do jednoho. Diky tomu je mozné reprezentovat velké slovniky pomoci mensiho poctu ¢asti
slov.

BPE je nejcastéjsim pouzivanym algoritmem pro modely architektury typu transfor-
mer (kap. 4). Mezi dalsi algoritmy déle patii napt. WordPiece [24] a SentencePiece [12].

2.5 Urcovani presnosti rozpoznavacu

Pro uréovani kvality rozpoznavaci reci a jejich porovnévani mezi sebou je potfeba mit stano-
venou metriku, pomoci niz se budou vyhodnocovat. Takovych metrik je vice, nejbéznéjsi je
vSak chybovost slov, tzv. word error rate (WER). Pracuje na jednoduchém principu porov-
nani prepisu vygenerovaného rozpoznavacem s referenénim prepisem. Vypocet je definovan
jako

S+D+1

ER=°2"-"- 2.1
WER N (2.1)

kde:

o S je pocet nahrazenych slov (substitutions),
e D je pocet vymazanych slov (deletions),

o I je pocet vlozenych slov navic (insertions),
e N je pocet slov v referenénim prepisu [8].

Cim je model pTesnéjsi, tim mensi je WER jeho pfepisii. Avsak WER je obé¢as povazo-
vana za ne uplné idedlni metriku. Hlavnim divodem je, ze text, ktery by clovék povazoval
za viceméné spravny, muze mit vysokou hodnotu WER. Metrika WER totiz nebere v tivahu
jakoukoli podobnost referencéniho a vygenerovaného slova. To stavi témér spravné vygene-
rované slovo i uplné jiné slovo, nez bylo vyféeno, na stejnou uroven. Podobné také mohou
délat problémy napriklad slova zkriacend apostrofem v angli¢tiné:

D We didn’t see him.
¢ We did not see him.

14+0+1
WER:%:O,5:50%



I presto, Ze jsou identifikovana vSechna slova a rozdil je pouze ve spojeni slov did not,
na takto kratké vété ma WER hodnotu 50 %, stejné jako nasledujici piiklad, kde ma
vygenerovana véta naprosto jiny vyznam:

D We didn’t see him.
£ We didn’t send it.

24040
WER:%:0,5=50%

Proto je tfeba brat hodnoty WER castecné s rezervou. I presto je ale WER hlavni
metrikou pouzivanou v oblasti automatického rozpoznavani reci. Mezi jiné metriky podobné
WER patii napt. character error rate (CER). Ta neporovnava celd slova, ale jednotlivé
vygenerované znaky.

2.6 Letecka komunikace

Leteckd komunikace je odvétvi, ve kterém se vyskytuje zna¢ny Sum zpusobeny prenosem
pres VHF kanal. Paradoxné se ale pomoci néj prenasi dulezité a nékdy az kritické informace,
jako jsou riizné ¢iselné informace, piikazy, volaci znaky aj., u nichz je tfeba, aby jim piijemce
v plné mire rozumél. Z diavodu Spatné kvality prenosu a snahy o naprosto jasny vyznam
vysilani a minimalizaci chyb proto existuje napiiklad hlaskovaci abeceda (tab. 2.1) ¢i ruzné
ustalené fraze, kterych by se piloti a ¥idici letového provozu méli co nejvice drzet. Spatna
interpretace vysilani miize mit totiz fatalni nasledky.'

Pismeno | Slovo Pismeno | Slovo

A Alpha | N November
B Bravo (0] Oscar

C Charlie | P Papa

D Delta Q Quebec
E Echo R Romeo
F Foxtrot | S Sierra

G Golf T Tango

H Hotel U Uniform
I India A% Victor

J Juliett | W Whiskey
K Kilo X Xray

L Lima Y Yankee
M Mike Z Zulu

Tabulka 2.1: Mezinarodni hladskovaci abeceda.

Nejasna komunikace mezi letadly a fidicim v roce 1977 na Spanélském ostrové Tenerife pFispéla k nej-

......



Hlaskovaci abeceda se pouziva napt. u volacich znaki, vystupnich a vstupnich bodu
vzdusného prostoru ¢i oznaceni letist. Ustédlené fraze jsou pouzivany pti béznych pokynech
¢i zadostech — vysilani by méla mit urcitou jednotnou formu. Takova komunikace mezi
pilotem (L) a fidicim letového provozu (T) pak mize vypadat nésledovné:

L: Kunovice Vé&z Oscar Kilo Alpha Bravo Charlie dobrjy den
T: Oscar Kilo Alpha Bravo Charlie Kunovice V&Z dobrjy den

L: Zlin jedna dva Sest z Medlanek do Kunovic, poloha Korycany, t¥i tisice
dva sta stop a Zadame vstup do vasSeho CTR pro pristéni

T: Oscar Kilo Alpha Bravo Charlie vstup do CTR povolen, drdha v uZivani dva
nula stfedni, vitr dva jedna nula stupid Sest uzld, oblaénost few tri
tisice devét set stop, QNH jedna nula jedna tfi, pokracujte pravy baseleg
drédhy dva nula stfedni

L: vstup do CTR povolen, drdha v uzivéni dva nula stfedni, QNH jedna nula
jedna t¥i, pokracujeme pravy baseleg drdhy dva nula st¥edni Oscar Kilo
Alpha Bravo Charlie

Béhem téchto péti vysilani bylo pfedano mezi pilotem a ridicim letového provozu nékolik
hodnot. Vzhledem k tomu, Ze je ale dialog vyse prepsan slovo od slova, nejsou v textu
tyto hodnoty na prvni pohled vibec viditelné. Nize je proto prepis ve formé, se kterou
pracuji napt. ridici letového provozu pii komunikaci s letadly, kdyz jim sdéluji informace
(napf. ¢tou informace o oblacnosti ¢i atmosférickém tlaku) nebo kdyz si informace o danych
letadlech zapisuji — ¢iselné hodnoty slozené z cislic misto slov, hlaskované volaci znaky
letadel zkraceny:

L: Kunovice Véz OKABC dobry den
T: OKABC Kunovice V&Z dobry den

L: Zlin 126 z Medlének do Kunovic, poloha Korycany, 3200 stop a Zadame
vstup do vasSeho CTR pro pristéni

T: OKABC vstup do CTR povolen, drdha v uzivéani 20C, vitr 210 stupid 6 uzlda,
oblanost few 3900 stop, QNH 1013, pokracujte pravy baseleg drdhy 20C

L: vstup do CTR povolen, drdha v uzivani 20C, QNH 1013, pokracujeme pravy
baseleg drahy 20C OKABC

Vv

Nejdtlezitéjsi hodnoty predané fidicim letového provozu musi vzdy pilot v odpovédi
zopakovat (tzv. readback), coz je dalsi zpusob, jak minimalizovat Sanci preslechu. Pokud
pilot hodnotu zopakuje $patné, fidici pilota opravi a ten musi hodnotu znovu zopakovat.

Spatné porozuméni vysilani neni viibec ojedinélé. Bézné nékterym vysilinim ve §patné
kvalité nerozumi ani piloti a Fidici, ktefi poslouchaji leteckou komunikaci denné. Pouziti
obecnych rozpoznavacl pro rozpoznavani reci letecké komunikace je proto prakticky ne-
mozné. Nejen, ze obecné rozpoznavace nejsou zvyklé na tak velkou miru Sumu, pii které
obcas i ¢lovek selhava, ale také neznaji specifické zkratky a slova, které se pri komunikaci



bézné pouzivaji. Lepsich vysledkt je proto mozné dosdhnout dedikovanymi rozpoznavaci
natrénovanymi na zaznamech letecké komunikace (napiiklad projekt ATCO2?). Takovych
rozpoznavaci je ovSem malo a primarné se zaméiuji na komunikaci v anglickém jazyce,
ktery je v civilnim letectvi celosvétové hlavnim pouzivanym jazykem. Na mensich regio-
nalnich letistich a obecné ve sportovnim 1étani se pouziva predevsim matetsky jazyk, tedy
u nas c¢eStina. Na tuto ¢ast letectvi se ale rozpoznavace uz tolik nesoustredi.

Duavodem, proc je celkové rozpoznavaci letecké komunikace velmi mélo, mohou byt data.
Trénovani rozpoznavacu reci letecké komunikace vyzaduje zdznamy letecké komunikace. Ty
jsou ale vétsinou velmi tézce sehnatelné a rozumny pocet zaznami, idedlné s pridanymi
prepisy komunikace, je verejné dostupny pouze ziidka v anglickém jazyce, natoz v ¢eském.

https://www.atco2.org/


http://www.atco2.org/

Kapitola 3

Umeéla inteligence a neuronové sité

Umél4 inteligence (AI) je oblast informatiky, kterd se v poslednich letech dostala do po-
predi v mnoha oborech — od mediciny po pramyslovou vyrobu. Jejim cilem je vytvareni
inteligentnich stroju, které dokazi simulovat lidské chovani a vykonévat tlohy, které jsou
povazovany za typicky lidské ¢innosti.

Jednou z hlavnich aplikaci umélé inteligence je strojové uceni (ML). Jedn4 se o oblast,
ktera usiluje o vytvareni systému, které dokazi samostatné jednat, rozhodovat se a zlepsovat
se na zakladé svych zkusenosti. V dnesni dobé je strojové uceni Siroce vyuzivano v oborech
jako je pocitacové vidéni, detekce anomalii nebo zpracovani fe¢i a ptirozeného jazyka. Pro
tyto pomérné riznorodé obory a konkrétni tlohy je vyuzivano rozsahlého spektra rtznych
algoritmu [10].

3.1 Princip neuronovych siti

Nejcastéjsim modelem strojového uceni v dnesni dobé jsou umélé neuronové sité (angl. ar-
tificial neural networks, zkr. ANN nebo NN). Ty jsou inspirovany funkei lidského mozku.
Jejich zakladni stavebni prvky jsou nazyvany, stejné jako jejich biologicky vzor, neurony.
Ty disponuji tzv. aktivaéni (pfenosovou) funkci. Synapse jsou v umélych neuronech repre-
zentovany jako spojeni s vahami. Kazdy neuron mé kromé takovych propojeni s jinymi
neurony jesté jeden vstup, tzv. bias, ktery ma konstantni hodnotu 1 a méni se pouze jeho
vaha. Vystup neuronu je pak vystup aktiva¢ni funkce neuronu, jejiz vstup je vazeny soucet
hodnot vstupnich spojeni. U¢eni neuronu je provadéno pomoci nastavovani vah jednotlivych
propojeni.

Schéma obecného neuronu je zobrazeno na obrazku 3.1. Kazdy vstup neuronu x; dispo-
nuje svou vahou w; a vystup neuronu O je definovan nize:

N
O = f(net) = f(ijxJ) (3.1)
j=0

Funkce f je aktiva¢ni funkce neuronu. Proménna net je definovana jako skalarni soucet
vektord W a &

net =w'z = wixy + -+ Wy Ty, (3.2)
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kde T je sloupcovy vektor a nejjednodussi aktivacni funkci si pak muzeme predstavit
nasledovné:

1 pro wlz >0
flnet) = { 0 prowTz <0 (3.3)

Jak je z predpisu funkce patrné, pro jakékoli vstupni hodnoty vétsi nebo rovné 0 bude na
vystupu hodnota 1, tzn. neuron bude aktivovan. P¥i zapornych hodnotach neuron aktivovan
nebude.

Spojovanim vice vrstev neuront vznikaji neuronové sité, které jsou schopny resit kom-
plexnéjsi ulohy. Sklddaji se ze tii hlavnich druht neuronovych vrstev — vstupni, vnitini
(skryté), kterych je typicky nékolik, a vystupni. Vstupni vrstva pfijimé data od vnéjsiho
okoli a vysledek po prichodu dat neuronovou siti je poté k dispozici na vrstvé vystupni.
Neuronové sité s velkym mnozstvim skrytych vrstev byvaji také nazyvany jako hluboké
neuronové sité.

skrytd vrstva
vystupni vrstva

vstupni vrstva

X5~ 1

X‘I Wo

X W1
27w, vystup (O)
X3 W3

Obrazek 3.1: Schéma obecného modelu umélého neuronu a vicevrstvé neuronové sité.

Mezi zakladni typy neuronovych siti patii feed-forward, rekurentni a konvolucni neuro-
nové sité.

e Feed-forward, jak nazev napovidd, netvoii svymi propojenimi zadné cykly. Data
tedy siti prochézi pouze jednim smérem — od vstupni vrstvy smérem k vystupni [22].

e Rekurentni neuronova sit obsahuje alespoii jeden cyklus, kdy se vystup neuronu
propaguje smérem zpét. Casto je tento vystup neuronu pouzit jako vstup téhoz neu-
ronu, ¢imz si neuron uchova informaci z predchoziho kroku a chova se tedy jako mala
pamétova buiika [22].

¢ Konvoluéni neuronové sité obsahuji konvoluc¢ni jadra s vdhami. Pomoci téchto ja-
der se provadi konvoluce vstupnimi daty, diky ¢emuz je mozné nalézat vzorce v datech.
Tento typ neuronovych siti se ¢asto pouziva pro zpracovani obrazu [18].

3.1.1 Aktivaéni funkce

vvvvv

aktivacni funkce. Jednou ze zdkladnich aktivacnich funkei je tzv. sigmoida [23], kterd ma
nasledujici predpis:
1

e

(3.4)
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Dalsi funkei je tzv. ReLU [23], neboli rectified linear unit. Jeji predpis je

ReLU (z) = max(0,z), (3.5)

tedy pokud jejim vstupem bude kladné ¢islo, bude toto ¢islo i vystupem. Pokud bude vstup
ovSem zaporny, vystupem bude hodnota 0. Neuronova sif s touto aktivacni funkci muze
obcas trpét problémem zvanym dying ReL U problem [15]. To znamen4, ze nékteré neurony
sité zacnou reagovat na jakykoli vstup hodnotou 0. Jde o situaci, kterou nelze zvratit
preucenim neuronové sité a muze se tykat i nékolika desitek procent neuronti sité. Resenim
muze byt aktivaéni funkce leaky ReLU [23], kterd pracuje i se zdpornymi hodnotami.

V modelech neuronovych siti zamérenych pro zpracovani reci se také pouziva aktivaéni
funkce GELU (Gaussian Linear Unit) [14]:

GELU(x) = 0,5z (1 + tanh (@ (z + 0,044715:r3)> ) , (3.6)

kterd se ukazala jako u¢inna pro tuto oblast.

3.2 Uceni neuronovych siti

Uceni neuronovych siti probiha nastavovanim vah jednotlivych propojeni neurond na za-
kladé prichodu dat siti. Tim v podstaté neurontim fikame, jakym aspekttim v datech maji
vénovat vétsi ¢i mensi pozornost za ucelem zlepseni presnosti neuronové sité. Nastavovani
vah se provadi pomoci algoritmu zpétné propagace (angl. backpropagation), ktery nastavuje
vahy propojeni neuroni v jednotlivych vrstvach v opacném sméru, nez v jakém prochazela
data siti, diky ¢emuz se pak neuronova sif pri uceni zlepsuje.

Mezi zékladni pristupy uceni neuronovych siti patii tzv. uceni s ucitelem (supervised
learning) a uceni bez ucitele (unsupervised learning) [17].

3.2.1 Uceni s ucitelem

Pro uceni s ucitelem je typicka existence vzorovych oznacenych dat (anotaci) s cilem naudit
sif rozpoznavat data, kterd nikdy driive nevidéla, na zakladé svych zkusenosti s témito
oznacenymi daty.

P1i uceni data prochézi siti a jeji vystup je pak porovnan se vzorovym vystupem pro tato
data pomoci tzv. loss funkce, ktera predstavuje chybovost sité na danych datech (podrobnéji
popsana v sekci 3.2.4). Pokud je vystup sité stejny jako vzorovy, sit pro tato data pracuje
spravné a neni treba ji ménit. Pokud se ale vystupy lisi, je potfeba zménit nastaveni vah
jednotlivych propojeni, aby sit zacala na data reagovat spravné.

Uceni s ucitelem se vyuziva pro reseni tiloh pomoci neuronovych siti v oblastech jako
rozpoznavani obrazu a pocitacové vidéni, nebo pravé zpracovani prirozeného jazyka, které
je predmétem této prace.

3.2.2 Uceni bez ucitele

Uceni bez ucitele se na rozdil od uceni s ucitelem lisi v tom, ze se siti pfi uceni zadna
vzorové oznacCend data neposkytuji. Uceni pak probiha tak, ze sif sama vzory v datech
vyhledavéa bez jakékoli pomoci vnéjsiho okoli [17]. Tato metoda uceni se nejéastéji vyuziva
pro klastrovani, tj. roztiidéni dat do nékolika skupin s podobnymi vlastnostmi.
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Obrazek 3.2 predstavuje ptiklad uceni s ucitelem a bez ucitele. U uceni s ucitelem
se model neuronové sité nauci rozpoznavat data dle anotaci (zde prepis feceného slova).
U uceni bez ucitele model dokaze roztridit jednotlivé nahravky do skupin, do kterych patii.

uceni s ucitelem

vstupni data L
trénovani

1
@9 — X ea ——> Apha

anotace (ucitel)
Alpha’
testovaci data

uceni bez ucitele

vstupni neoznacena
data

) ;
|||l||I "”n'qun vystup

trénovani

i

| — Qa — — —

uﬂ\u]”, |||.||| T ‘”J”H i
|||.||| xlﬂJ””“ uﬂll,lw

e
testovaci data

iRE

Mottt}
—

Obrazek 3.2: Priklad uceni s ucitelem a bez uditele.

3.2.3 Problémy spojené s ucenim

7 informaci uvedenych vyse je ziejmé, ze stejné jako lidé nepracuji bezchybné, nelze bez-
chybnost ocekavat ani od neuronové sité. Ta pracuje, v pripadé uceni s ucitelem, predevsim
na zakladé svych zkuSenosti s daty. Zejména v oblastech pocitacového vidéni a zpracovani
fe¢i je nespocet ruznych vstupu, které muze neuronova sit obdrzet. Naucit sif na vSech
moznych pripadech je nemozné, ale obecné plati, ze jednim z nejdulezitéjsich aspektu, které
zna¢né zvysuji ispésnost uc¢eni neuronovych siti, je pravé velky objem a variabilita tréno-
vacich dat, se kterymi se sit pri uceni setka.

Samoziejmé lze (a nékdy to jinak nejde, pokud jsou trénovaci data dostupnd pouze
omezené) ucit neuronovou sit na mensich objemech dat. V tom piipadé je ale potfeba
pocitat s pravdépodobnou mensi uspésnosti uceni a také je nutné davat pozor na mozné
preuceni sité, tzv. owverfitting. Mélo trénovacich dat totiz pro sif mize znamenat, Ze pri
uceni nalezne v datech ndhodné falesné vzory, které by jinak pri vice datech zanikly. Sit se
adaptuje na tyto vzory a poté zacne chybné reagovat na data, ktera pri uceni nevidéla.

Z4dny univerzalni postup pro dosaZeni nejlepsich vysledki pfi uéeni neuronovych siti
vsak neexistuje. Vzdy se z velké ¢asti jednd o kompromis. Pokud se za kazdou cenu budeme
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snazit vyhnout preuceni, mizeme se setkat s opaénym jevem, tzv. underfitting (nedostateéné
uceni). Ten se muze vyskytnout, pokud model béhem kratkého ¢asu uceni nestihne nalézt
pro odhaleni komplexnéjsich zavislosti [1].

Na obrazku 3.3 lze vidét problém nedostatecného uceni a naopak preuceni neurono-
vych siti, demonstrovany na jednoduché klasifikaci dat. P¥i nedostatecném uceni sit Spatné
klasifikuje velké mnozstvi dat, jelikoz nedokédzala detailnéji odhalit vzor vyskytu dat. Pti
optimalnim uceni sit spravné klasifikuje nejvétsi mnozstvi dat. P¥i preuceni se z hranice ply-
nulé stava hranice nepfirozena a velmi pfizptsobend trénovacim dattim, jejimz disledkem
bude chybné klasifikace dat v nékterych oblastech klasifika¢ni roviny.

Nedostateéné uceni Optimalni u¢eni Preuceni

Obrazek 3.3: Nedostateéné uceni a preuceni demonstrované na jednoduché klasifikaci dat.

3.2.4 Loss funkce

Zda dochézi k preuceni neuronové sité je mozné zjistit uz pii samotném uceni sledovanim
zékladnich metrik, predevsim tzv. train loss a validation loss (nékdy také nazyvéna test
loss) [1]. Jedna se o funkce, jejichz hodnoty reprezentuji, jak presné si model vede pri
zpracovani dat. Train loss reprezentuje, do jaké miry sif spravné reaguje na trénovaci data.
Obecné, ¢im je tato hodnota mensi, tim vice se sit ptiblizuje spravnym vystuptim na téchto
datech. Podobné funguje validation loss, kterd predstavuje chybovost na testovaci mnoziné.
P1i uceni usilujeme o to, aby se neustale snizovaly obé tyto metriky — sit se u¢i na trénovacich
datech, se kterymi si vede ¢im dal tim 1épe, a také se zaroven zlepsuje na testovaci mnoziné
dat, ktera je pro sit nezndmad, jelikoz ji pri uceni nevidéla. Prvni zndmky preuceni ovsem
prichdzi v moment, kdy se naddle snizuje train loss, ale za¢ind narustat validation loss [1].
To znamena, Ze se sit prilis prizptusobuje trénovacim dattim na ukor téch nevidénych a tim
padem muze dojit ke zhorSeni jeji generalizace.

Obrazek 3.4 znazornuje typicky vyvoj presnosti na trénovaci a testovaci mnoziné béhem
uceni modeld. Nejprve se rapidné snizuji obé metriky, ovséem v bodé oznaceném na grafu
prerusovanou ¢arou se pokles hodnot loss funkce na testovaci mnoziné zastavi a od té chvile
se zacne opét zvysovat, coz muze indikovat preuceni.
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cas
Obrazek 3.4: Vyvoj hodnot loss funkce na trénovaci a testovaci mnoziné béhem uceni.

Ve strojovém uceni je vybér spravné loss funkce dilezity pro efektivni uceni modelu,
jelikoz kazda z nich je vhodnda pro specifické typy uloh. V oblasti klasifika¢nich modeli se
nejcastéji pouziva tzv. cross entropy loss, nebo také log loss [9].

Pro klasifikaci do NV tiid je predpis této funkce nésledujici:

N
CrossEntropy = — Z ye log(softmax(z).) (3.7)
c=1
Proménné y. se zde rovna hodnoté 1, pouze pokud vstup neuronové sité patii do této
tTidy c. U vSech ostatnich tfid ma hodnotu 0. Proménna z predstavuje vystup posledni
vrstvy neuronové sité a softmaz(z). odhad pravdépodobnosti z tohoto vystupu, ze vstup
patii do t¥idy ¢ [9], pfi¢emz tato aktivaéni funkce méa nasledujici predpis [2]:
e
softmax(z)e = ——— (3.8)
c Z;V:1 e
Tato funkce je aplikovana na kazdy prvek z; vystupniho vektoru z neuronové sité a vy-
sledné hodnoty jsou normalizovany délenim souc¢tem vsech hodnot. Timto zpusobem je
zajisténo, ze soucet slozek vystupniho vektoru bude 1.

Predpokladejme, ze provadime klasifikaci vysloveného pismena hlaskovaci abecedy. Pro
jednoduchost budeme uvazovat pouze abecedu o ¢tyrech pismenech — Alpha, Bravo, Charlie,
Delta. Tato pismena budou nase tiidy, do kterych vyslovena slova budeme klasifikovat.

Bylo vysloveno slovo Bravo. Jeho vektor y proto bude mit nasledujici podobu:

y = [0;1;0;0],

coz znamend, ze spravnd klasifikace tohoto vytéeného slova je tfida Bravo (umisténd na
druhé porzici). Tento vektor y pravé reprezentuje ono oznaceni dat ¢lovékem, podle kterého
se model udi.

Necht vystupni vektor neuronové sité pro toto vyréené slovo je

z =12,0;1,0; —1,0;0,5].
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Aplikaci softmax funkce dostaneme pravdépodobnosti pro kazdou tridu:

2,0 1,0 —1,0 0,5
softmax(z) = [S5; 5 S5 S5,

kde S je soucet vSech hodnot, tedy
e20 4 10 4 o=1,0 4 (05

Vypocet hodnoty cross entropy funkce bude pak nasledujici:

4
CrossEntropy = — > y.log(softmaz(z).)

c=1
CrossEntropy = —(0 -1log(0,61) + 1 - log(0,22) 4+ 0 - log(0,03) 4+ 0 - log(0,14))
CrossEntropy = —log(0,22)
CrossEntropy ~ 0,658

Pro tento vystup modelu bude hodnota loss funkce zhruba 0,658. Pokud by si model
byl jist spravnou odpovédi a pravdépodobnost softmaz(z)grave by tedy byla 1, z predpisu
cross entropy funkce je zjevné, ze by jeji hodnota v takovém pripadé byla 0, ¢ehoz se pri
uceni snazime docilit.

Cross entropy je sice nejcastéji pouzivana funkce, ovsem studie provedend na Krakovské
univerzité z roku 2017 nastinuje, ze se nemusi vzdy jednat o nejefektivnéjsi loss funkci pro
uceni v oblasti klasifika¢nich dloh. Studie mimo jiné popisuje i nékolik jinych loss funkei,
které maji lepsi vysledky nez cross entropy [9].

Cross entropy funkce je pouzita také v modelu Whisper, na ktery se tato bakalarska
prace zaméruje. Whisper model je detailnéji popsan v nésledujici kapitole, avsak dle studie
zaméiené na efektivni trénovani modelu zpracovani fe¢i neni pouziti cross entropy funkci
pro modely zpracovani feci prilis vhodné. Jeji hodnoty totiz nemusi korelovat se sledovanymi
metrikami v této oblasti, napf. chybovost slov (word error rate) nebo sémanticka chybovost
(semantic error rate) [20]. V takovém piipadé zélezi, co je hlavnim cilem uéeni. Pokud
chceme dosdhnout co nejmensi chybovosti nehledé na to, jak moc si je model svymi vystupy
jisty, lze model trénovat i za cenu zvysenych hodnot loss funkce. Pokud je pro nas hlavni,
aby si model svymi predikcemi byl co nejvice jist, méli bychom se soustiedit na to, aby loss
funkce na testovacim datasetu nenartistala.

3.2.5 Zvyseni robustnosti sité a zabranéni preuceni

K tomu, aby bylo mozné z trénovacich dat vytézit maximum, ale zaroven nedoslo k preuceni
sité a dosahlo se nejvétsi efektivity uceni, si lze pomoci vyuzitim riznych parametri uceni
neuronovych siti, tzv. hyperparametrid. Nize jsou predstaveny zdkladni a pro tuto praci
dilezité hyperparametry.

Epochy

Za jeden ze zakladnich hyperparametri pri u¢eni modelu je povazovan pocet epoch. Jedna
se o nejjednodussi zpusob, kterym lze ménit zpusob uceni modelu. Pocet epoch znamena,
kolikrat trénovaci data béhem uceni projdou pres model. Po jedné epose tedy kazdy vzorek
dat prosel modelem pravé jednou a prispél k nastaveni vah jednotlivych neuront [3].
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Epochy se pouzivaji ¢asto u grafti znazornujicich vykonnost modelu béhem casu. Jelikoz
¢as neni prilis vypovidajici hodnota a s velikosti trénovacich dat a modelu se ¢as uceni velmi
méni, graf s vyuzitim epoch na horizontalni ose dokaze alespon do jisté miry naznacit, jakym
zpusobem byl model ucen.

Pocet epoch je nutné zvolit adekvatné. Mélo epoch miize znamenat, ze modelu nebude
poskytnut dostatecny ¢as na nalezeni vzori v datech a model bude mit zbyteéné velkou
chybovost. Pri velkém poctu epoch zase model uvidi trénovaci data tolikrat, ze se na né
prilis adaptuje a preudi se.

Batch size

Batch size predstavuje pocet vzorka trénovacich dat, po kterém model pravidelné aktuali-
zuje vahy. Batch size je zpravidla celé ¢islo vétsi nebo rovno 1 a mensi nebo rovno poctu
vzorku trénovaciho datasetu [3]. Vyhodou vétsich hodnot batch size je moznost paralelizace
uceni mezi vice stroju, jejimz vysledkem je kratsi ¢as potifebny k natrénovani modelu. Ne-
vyhodou ovSem je, ze vétsi hodnoty batch size ¢asto vedou k nizsim presnostem modelu na
testovacich datech.

Castym pojmem spojovanym s batch size je tzv. batch normalizace, ktera provadi nor-
malizaci na zakladé primeéru a smérodatné odchylky skrze jednotlivé piiznaky vsech vzorku
dat v ramci jednoho batche a tim napomahd konvergenci uceni.

Dalsim druhem normalizace, ktera se také pri u¢eni neuronovych siti pouziva, je tzv. vrst-
vovd mormalizace. Ta na rozdil od batch normalizace provadi normalizaci napri¢ vsemi
priznaky pro jednotlivé vzorky. Je tedy nezavisla na velikosti batch.

Na obr. 3.5 je zobrazen rozdil ve sméru normalizace mezi batch a vrstvovou normalizaci.
Batch normalizace se pouziva nejcastéji u konvoluénich neuronovych siti, zatimco vrstvova
normalizace u rekurentnich neuronovych siti a v architektufe transformer.

batch normalizace vrstvova normalizace
batch size
vzorek 1 vzorek 2 vzorek 3 vzorek 1 vzorek 2 vzorek 3
pfiznak1 2,1 3,0 2,3 pfiznak1 2,1 3,0 2,3
pfiznak2 4,5 53 4.8 pfiznak2 4,5 53 48
pfiznak 3 17 10 23 pfiznak 3 1,7 10 2,3
pfiznak 4 0,3 0,1 0,2 pfiznak 4 0,3 0,1 0,2

Obrazek 3.5: Rozdil ve sméru normalizace mezi batch a vrstvovou normalizaci.

Learning rate

Learning rate, neboli mira uceni, znaci, o jak velky krok se zméni hodnoty vah pfi jejich
aktualizaci. Ovliviiuje tedy, jak rychle se model uci. Pfi nastaveni nizké hodnoty se vihy
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upravuji az prilis opatrné a model bud vyzaduje delsi ¢as uceni, nebo se snadno zastavi
v lokdlnim minimu, ze kterého se mu uz nepodari dostat.

Prilis vysoka hodnota miize znamenat, ze model opét nikdy nenalezne globalni mini-
mum. V tomto pripadé ale proto, ze ho snadno muze , prestielit”. Pokud je hodnota learning
rate nastavend opravdu vyrazné vysoko, muze dojit i k divergenci uceni a k vysledné horsi
presnosti, nez byla pred uc¢enim. Dusledky nevhodného nastaveni miry uceni znazornuje
obrazek 3.6.

P1i uceni modela se nejéastéji mira uceni béhem uceni snizuje, coz ma modelu pomoci
nalézt globdlni minimum, pokud je k nému po uplynulé dobé uceni blizko.

| | |
\\ / \\LL \ s
Y,

Optimalni mira u€eni Nizka mira u¢eni Vysoka mira u€eni

Chybovost
Chybovost
Chybovost

Obrazek 3.6: Nevhodné zvolend hodnota miry uceni muze zpusobit nespravné u¢eni modelu.

Learning rate warmup

Tento hyperparametr souvisi s mirou uceni. Jde o postupné zvysSovani hodnoty miry uceni
v ranych fazich trénovani modelu az na cilovou hodnotu [6]. Metoda zvySovani miry uceni
pomahd zachovat stabilitu uceni a predchazi tomu, aby se sif preudila ze zac¢atku trénovani,
kdy jesté neni nijak adaptovanad na trénovaci data. Nastavovani tohoto hyperparametru
probiha nejcastéji jako pocet krokt nebo relativni ¢ast doby uceni, po kterou se ma mira
uceni zvysovat, nez dosidhne svého maxima.

Dropout

Dropout je dalsi metoda pomahajici zvysit robustnost modelu a zabranit jeho preuceni.
Funguje na zakladé docasné deaktivace nahodnych neuronii véetné vsech jejich vstupnich
a vystupnich spojeni v siti (viz obrazek 3.7). Po deaktivaci téchto neuronu vznikne v pod-
staté mensi verze daného modelu, kterd je trénovana. Pii evaluaci modelu jsou ale pritomny
vSechny neurony s tim, ze pokud p je pravdépodobnost daného neuronu, Ze bude pri tré-
novani zachovan, tak jeho vystupni vihy budou pfi evaluaci touto pravdépodobnosti p vy-
nasobeny [25]. Pomoci hyperparametru se vétSinou nastavuje percentudlni ¢ast z celkového
poc¢tu neuronu sité, kterd bude béhem trénovani deaktivovana.
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Obrézek 3.7: Neuronova sit pred a po aplikaci metody dropout. Prevzato z [25].

Nastavovani spravnych hyperparametru pro nejlepsi u¢eni neuronové sité neni primo-
caré. Veétsinou jeden hyperparametr pfimo souvisi s jednim ¢i vice jinymi. Proto existuje
nékolik pristupi ke zjisténi optimélniho nastaveni, napt. grid search, kdy jsou vyzkousSeny
vSechny moznosti nastaveni hyperparametru a pro kazdou moznost je provedeno trénovani
a vyhodnoceni uspésnosti. Tato metoda je ale pouzitelnd predevsim u modeld, které se
uci velmi rychle, nebo nemaji mnoho moznosti nastaveni hodnot hyperparametri. U mo-
delt jako je Whisper, kde jedno trénovani trva nékolik hodin, je to témér nerealizovatelné.
V této praci proto prvotni nastaveni hyperparametri vychazi ze vzorového skriptu pro uceni
Whisperu a nasledné jsou postupné vyzkouseny jednotlivé zmény hlavnich hyperparametra
s cilem zjistit, zda maji na uceni pozitivni vliv. Pokud ano, bude jejich nastaveni ponechano
pri dalSich trénovanich se zménou jinych hyperparametrii. Timto zpusobem sice pravdépo-
dobné nenalezneme globéalné nejlepsi kombinaci nastaveni na rozdil od metody grid search,
ale pomoci systematického pristupu ke zméné hyperparametrt by mélo byt mozné presnost
modelu do urc¢ité miry vylepsit.
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Kapitola 4

Transformery a model Whisper

Architektura transformer dnes patii mezi nejpouzivanéjsi v oblasti modeld pro zpracovani
prirozeného jazyka. Byla predstavena v roce 2017 vyzkumniky spole¢nosti Google [27] a je
znama predevsim pro svilj vykon a efektivitu uceni modeld, které ji vyuzivaji.
Transformery se sklddaji ze dvou hlavnich ¢asti, enkodéru a dekodéru, tvoricich tzv. en-
coder-decoder strukturu (obr. 4.1). Ta se bézné pouziva pro zpracovani Feci, textu ¢i obrazu.

Output
Probabilities

Iy ~
Add & Norm

Feed
Forward

N\ | Add & Norm |<_:

- ]
—EEEREnD) Multi-Head
Feed Attention
Forward T 7 Nx
| —
N Add & Norm
p—r| Add & Norm | Masked
Multi-Head Multi-Head
Attention Attention
L 1t
1 y, - —
Positional ®_® @ Positional
Encoding Encoding
Input Output
Embedding Embedding
Inputs Outputs

(shifted right)

Obrézek 4.1: Schéma transformer architektury v originalnim ¢lanku. Pievzato z [27].
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4.1 Zpracovani vstupu

Zpracovani vstupu zac¢ina jeho prevedenim na tzv. input embeddings. To znamena, ze jednot-
livé prvky vstupu (napf. mald ¢asova okna vstupu, pokud se jednd o zpracovani zvuku), jsou
prevedeny na n-dimenzionalni vektory, jejichz vzajemna pozice v tomto n-dimenzionalnim
prostoru predstavuje jejich podobnost. Cim blize jsou si dva prvky v tomto prostoru, tim
podobnéjsi jsou.

Pri zpracovani reci pred prevodem na embeddings jesté probihd nejcastéji prevedeni
na Mel spektrogram. Prevedeni na embeddings je pak zajisténo pomoci malé konvolucni
neuronoveé site.

4.2 Urceni poradi prvki

Klasické end-to-end modely jsou zalozené na rekurentnich neuronovych sitich, které zpra-
covavaji data postupné v sekvenci, a diky tomu znaji poradi prvku, které zpracovavaji.
Jednim z rysu transformer architektury je ovSem to, Ze zpracovavaji vstup po vétsich ¢as-
tech zaroven, a proto nemaji o poradi prvka zadné informace. Ty je k nim proto potreba
pridat. Jednou z nejcastéjsich metod pro reseni tohoto problému je tzv. sinusoidal positional
encoding.

Necht pos je poradi prvku a d dimenze embeddings vektoru. Potom, i-ta slozka pozico-
vého vektoru daného prvku PFE(,, ;) je nasledujici [26]:

sin| —225 pro i = 2k
10000°d

PE (pos.i) = (4.1)
cos(mé’gg%> proi =2k +1
Tento vysledny vektor si také muzeme predstavit nasledovneé:
sin (%)

1000070

CcOS pos2.1

1000074
PE yosi) = (4.2)

. pos
SIN\ — sy
10000 d
pos
cos (72,(1 /2>
L 100004 J

Pro lepsi demonstraci si muzeme dale vektor predstavit jako obdobu binarnich ¢isel.
Prvni hodnota vektoru funguje podobné jako nejméné vyznamny bit (LSB) bindrniho ¢isla,
jelikoz se jeho hodnota méni nejvyraznéji, zatimco posledni hodnota, kde k = d/2, slouzi
jako nejvice vyznamny bit (MSB).
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Priklad hodnot pozicového vektoru s dimenzi 60 pro prvnich 500 prvka lze vidét na
obr. 4.2. Kazdy radek predstavuje hodnoty vSech indext vektoru pro prvek na dané pozici.

1,00
0,75
0,50
0,25

0,00

Pozice

-0,25

-0,50

-0,75

0 10 20 30 40 50
Index vektoru

Obrazek 4.2: Piiklad hodnot pozicového vektoru s dimenzi 60 pro 500 prvki.

4.3 Enkodér

Enkodér je slozen z nékolika identickych vrstev, pricemz kazda vrstva obsahuje dvé dalsi
vrstvy — multi-head attention a feed forward vrstvu (obr. 4.3). Pfed predanim dat od jedné
vrstvy do druhé je vzdy jesté pritomna vrstvova normalizace vystupu.

4 R
Add & Norm

Feed
Forward

—

Nx | —(Add & Nom )

Multi-Head
Attention

—t

 S—

Obrazek 4.3: Jedna z N vrstev enkodéru v transformer architektufe. Prevzato z [27], upra-
Veno.

Multi-head attention vrstva hleda vztahy mezi jednotlivymi prvky vstupu, konkrétné
na bazi tzv. self-attention, tedy porovnavani kazdého prvku se vSemi ostatnimi. Vstup
je zpracovavan paralelné nékolika bloky tzv. hlav (proto i ndzev multi-head attention).
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Kazda hlava zpracovava ¢ast vstupu. Vice hlav zpracovavajicich jednotlivé ¢asti vstupu
umoznuje nalézat vzory a vztahy mezi daty v ruznych ,podprostorech” a z ruznych pozic,
coz je efektivnéjsi na rozdil od situace, kdy je hlava pouze jedna [27]. Pocet hlav zavisi na
konkrétnich modelech stavénych na této architektufe, pricemz s rostoucim poctem hlav je
Tiny ma hlav 6, zatimco model Large disponuje jiz 20 hlavami v kazdé vrstvé [19].

V kazdé hlavé se nachazi t¥i matice obsahujici vahy, které se nazyvaji query, key a value.
Vstup zpracovavany konkrétni hlavou je ndsoben s kazdou z téchto matic — vzniknou tri
matice @, K a V. Tyto matice jsou zpracovany nasledovné:

: QKT
Attention(Q, K,V) = softma:n(ﬁ)\/, (4.3)
e

kde dj je dimenze matice key. Vysledek celé multi-head attention vrstvy pak probiha
spojenim viech vystupt hlav a vynisobeni vysledku s posledni matici vah W

MultiHead(Q, K, V) = Concat(heady, . .., heady,)W©, (4.4)

kde head; je vystup attention funkce kazdé hlavy [27].
Vystup multi-head attention vrstvy prochézi nasledné pres plné propojenou feed-forward
neuronovou sit, kterd sviij vystup preda do dalsi multi-head attention vrstvy.

4.4 Dekodér

Dekodér obsahuje opét, stejné jako enkodér, nékolik stejnych vrstev. Kazdy blok dekodéru
vsak obsahuje t¥i podvrstvy (obr. 4.4).

!
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Obrézek 4.4: Jedna z N vrstev dekodéru v transformer architektute. Prevzato z [27], upra-
veno.

Prvni podvrstvou je opét multi-head attention vrstva. Ta ale zpracovava, narozdil od
enkodéru, ktery pracuje se vstupem, predesly vystup celého dekodéru. Ten méa v sobé opét
pridan pozicovy vektor jednotlivych prvka. Prichod pres multi-head attention vrstvu pro-
bih4a stejné jako u enkodéru. Problém je ovSsem v tom, Ze chceme, aby dekodér predikoval
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nasledujici token pouze na zédkladé jiz vygenerovanych tokenu. Proto je vstup do softmax
funkce jesté maskovan. To se provadi jednoduchym vlozenim velmi zépornych hodnot (ide-
alné —oo) do matice na mista, kterd souvisi s nasledujicimi tokeny. Diky tomu nebudou
brany v potaz' a dekodér bude predikovat nasledujici token pouze na zékladé jiz vygene-
rovanych tokenu [27].

Vystup prvni multi-head attention vrstvy je, jako vSechny vystupy vrstev, normalizovan
a predan do druhé multi-head attention vrstvy.

Druhé vrstva obsahuje multi-head attention blok, ktery na rozdil od vsech ostatnich
multi-head attention blokad pracuje s riznymi vstupy. Pro vypocet matice @) je pouzit
vystup z maskované multi-head attention vrstvy, zatimco matice K a V jsou ziskany za
vyuziti vystupu enkodéru [27]. Déle zpracovani probiha stejné jako u jinych multi-head
attention blok.

Vysledek z druhé vrstvy pokracuje do vrstvy treti, kterd je také posledni. Jedna se opét
o klasickou feed-forward neuronovou sit.

Vystup z dekodéru je transformovéan na vektor o velikosti slovniku (napt. slov, pokud ge-
nerujeme text) a po pruchodu softmax funkei vystupni vektor obsahuje pravdépodobnostni
hodnoty pro jednotlivé prvky, které jsou nasledné generovany. S novym vygenerovanym
prvkem, ktery mél v pravdépodobnostnim vektoru nejvyssi hodnotu, a zbytkem jiz vyge-
nerované vystupni sekvence dekodér poté pracuje pri generovani nasledujiciho prvku.

4.5 Whisper

Whisper je open source model pro automatické rozpoznavani re¢i predstaven spole¢nosti
OpenAl” v roce 2022. Byl trénovan na 680 000 hodinich vicejazyénych dat, z toho pouze
192 hodin na ¢eském jazyce [19]. Umozniuje jak prepis zdznamu mluvené feéi ruznych jazyku
do textu, tak textovy preklad zdznamu v téchto jazycich do anglictiny. Je trénovan na
nahravkach s prepisy, které jsou dostupné na internetu, a tedy proto, ze nebyl primarné
ucen na zadném konkrétnim datasetu, je vhodny pro uceni pro specifickd pouziti.

4.5.1 Technologie

Whisper je stavén na architektufe transformer (obr. 4.5). Vstup se vzorkovaci frekvenci
16 kHz je rozdélen do ¢asti po 30 sekundach. Pokud je vstup kratsi nez 30 sekund, je doplnén
nulami do této délky (tzv. zero padding). Nasledné je preveden na Mel spektrogram. Ten
je zpracovan konvoluéni siti s GELU aktiva¢ni funkci na input embeddings, ke kterym jsou
pridany jesté pozicové vektory, a vysledek je predan do enkodéru.

Zpracovani je provadéno klasickym zptisobem transformer architektury, pricemz pou-
zivanou aktiva¢ni funkci v modelu je cross entropy a vystup dekodéru je pomoci BPE
tokenizeru preveden na vysledny text. Kromé klasickych tokent reprezentujicich text je
na vystupu také nékolik specialnich netisknutych tokenti oznacujicich napriklad zacatek
prepisu, jazyk prepisu, typ vystupu (pieklad ¢ prepis) ¢i ¢asové znamky. Jeho slovnik, ob-
sahujici pres 50 000 tokent, pak vypada zhruba nasledovné:

"Gaccomplishments": 25943,
"GAnalytics": 25944,

IDle predpisu funkce softmax popsané v kapitole 3 je ziejmé, ze ¢im mensi jednotlivé hodnoty budou,
tim vice se na vystupu softmax funkce budou blizit nule.
https://openai.com/
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"Gshaping": 25945,
"reiben": 25946,
"Gbachelor": 25947,
"Gfingert": 25948

Pismeno G je znak, kterym se v BPE znézorniuji mezery. Pokud je tedy fetézec, ktery
predstavuje token, vétSinou na zacatku slova ¢i je slovo sam o sobé, bude pred nim pravdé-
podobné tento znak. Pokud se jednd napt. o koren slova, kterému casto predchazi i néjaka
predlozka, tj. misto mezery néjaka jind pismena, znak G na zacatku mit nebude.
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Obrazek 4.5: Transformer architektura modelu Whisper. Prevzato z [19].

Whisper ma 5 svych variant: Tiny, Base, Small, Medium a Large. Tyto modely se
lis{ svymi vlastnostmi, pficemz ¢im mensi model, tim méné parametri. Pro tuto praci
byl vybran model Whisper Medium, ktery disponuje 769 miliony parametry. Pro porov-
nani, nejvétsi model, Large, obsahuje pres 1,5 miliardy parametrt a model Tiny ,,pouhych”
39 miliont. Dle oficidlniho ¢lanku [19] se v chybovosti Medium model od verze Large prilis
nelisi a navic je vyhodny v tom, ze obsahuje dvakrat méné parametri, diky ¢emuz ho lze
rychleji a jednoduseji trénovat. Vychozi Whisper Medium (tzv. baseline) na datasetu Com-
mon Voice 9? dle téhoz élanku dosahuje pro ¢eské nahravky WER 18,8 % a na datasetu
Vox Populi* 18,4 %.

Samotny model byl pfevzat z Hugging Face®, spole¢nosti zabyvajici se tvorbou riiz-
nych nastroji pro modely strojového uceni. Na svych strankiach mimo jiné poskytuji velké
mnozstvi datasetl nebo pravé modelt.

Shttps://huggingface.co/datasets/mozilla-foundation/common_voice_9_0
‘https://huggingface.co/datasets/facebook/voxpopuli
*https://huggingface.co/
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Kapitola 5

Priprava dat a procesu trénovani

Klicovou ¢asti uceni modelt strojového uceni je ziskani a predzpracovani dat. V pripadé
uceni s ucitelem, coz je pripad uc¢eni Whisperu, je to i doplnéni vzorovych vystupu k témto
datim. Nasledné je potfeba také nastavit a co nejvice zautomatizovat proces pripravy
datasetl a uceni. Pravé témito aspekty se bude nasledujici kapitola zabyvat.

5.1 Trénovaci data

Jak jiz bylo zminéno v kapitole 2, zaznamy letecké komunikace pati{ k pomérné nedostup-
nym datim. Nejen, Ze je slozité ziskat dataset nahravek letecké komunikace s pfidanymi
vzorovymi prepisy, problém déla uz i ziskani samotnych nahravek bez pfepisi.

Na internetu existuji webové stranky, které zpristupnuji leteckou komunikaci rtznych
letist, bohuzel je vSe ale prenaseno pouze zivé, navic ¢asto s velmi nizkou kvalitou a zadné
vhodné zaznamy se verejné neuklidaji. Nejjednodussim resenim bylo tedy pozadat primo
nékteré z letist, zda by nebylo ochotné tato vzacna data poskytnout.

5.1.1 Letisté Kunovice

Letisté Kunovice (LKKU) se jevilo jako idedlni moznost. Jde o nevefejné mezinarodni le-
tisté, které ve vSedni dny v casech 8-16 hodin poskytuje sluzbu fizeni letového provozu
(ATC), jejimz cilem je zabranovani srazkdm letadel zabezpec¢ovanim predepsanych rozstupu
a preddvanim informaci o provozu [29]. Mimo tuto provozni dobu ve vSednich dnech a o vi-
kendech poskytuje na vyzadani letistni letovou informaéni sluzbu (AFIS), kdy se zndmému
provozu predavaji informace o letisti, stavu pohybové plochy, druhu provozu, piekazkach
na letisti a v jeho blizkosti a meteorologickych podminkéch [29]. Nejde tedy o sluzbu Fizeni
a od ATC se proto ve zpusobu komunikace mezi stanovistém véze a letadlovymi stanicemi
lisi.

Na vézi (stanovisti letovych provoznich sluzeb) pracuji dva fidici letového provozu, ktefi
se stiidaji v poskytovani sluzeb predevsim v provozni dobé letisté, a nékolik dispeceru AFIS.
Celkem se tedy na vézi pribézné méni vice nez 10 lidi, samoziejmé s riznou frekvenci sluzeb.

V blizkosti letisté sidli mistni aeroklub, ktery provozuje motorova i bezmotorovéa letadla.
Dale se zde nachézi nékolik leteckych servisii, vyrobct sportovnich letadel, ktefi exportuji
letadla i do zahrani¢i, a primo na letisti sidli vyrobce letadel L-410 Turbolet, kterému toto
letisté také patii a vyuziva jej pro zkuSebni lety.
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Vsechny tyto aspekty, jako jsou rozmanitd frazeologie, velky pocet riznych mluvéich,
ruznorody provoz i kombinace ¢eské komunikace s anglickou by byly idealni pro uceni co
nejobecnéjsiho rozpoznavace letecké komunikace.

5.1.2 Ziskana data

Kunovice, stejné jako vSechna ostatni letisté, disponuji zdznamovym zarizenim. Toto zari-
zeni mimo hovorti na telefonnich linkach a riznych radiovych kanalech zaznamenava také
vSechna vysilani fidictho letového provozu/dispecera AFIS i letadel na frekvenci letisté
a tato data ukladd na zdznamové médium ve formatu WAV.

Pro trénovani modelu Whisper bylo letistém Kunovice poskytnuto pomérné velké mnoz-
stvi dat. Celkem byly ziskdny zaznamy 47 dni z roka 2022 a 2023, které dohromady maji
vice nez 50 hodin, pficemz pomér ceskych a anglickych nahravek je zhruba 80:20. Ojedinéle
se pak u vysilani pilott vyskytuje také slovenstina.

5.2 Format prepisii a anotace dat

Dulezitym krokem pred zacatkem prace na anotaci dat bylo uréit, v jakém tvaru by bylo
vhodné zdznamy komunikace ptrepisovat. Prepis vSech slov presné tak, jak sla ve vysilani
po sobé (dale plny tvar), totiz automaticky neznamend idedlni stav — jak bylo ukazéno
v kap. 2, napr. ¢iselné hodnoty se v takové formé prepisu hledaji jen velmi obtizné. Spolu
s napr. zkracenym oznacenim drah a zkriacenymi volacimi znaky by se proto ridici jak
primo na vézi, tak i zpétné pii prochazeni zdznamu, v prepisu orientoval mnohem rychleji
a snadnéji.

5.2.1 Analyza formatu prepist letecké komunikace

Urceni forméatu zkraceného tvaru prepisu bylo konzultovano s kunovickymi fidicimi leto-
vého provozu i dispecery AFIS. Vysledkem byl seznam informaci, které by byly v prepisu
nahravky idealni pro zkraceni.

Zkraceni postihlo prakticky vSechny ¢iselné tidaje, pricemz jednotky téchto tidaju byly
zachovany v ptivodnim tvaru. Déle se zkracuji volaci znaky letadel a oznaceni pozice drahy
(dréha leva, stfedni a pravd) se pridava ke sméru dréhy:

Predmét zkracovani | Plny prepis Zkraceny prepis
Oznaceni drahy nula dva leva 02L

Smér vétru dva Sest nula stupnu 260 stupnu

Sila vétru jedna nula uzli 10 uzld
Atmosféricky tlak QNH jedna nula jedna Sest QNH 1016
Vzdélenost tF mile 3 mile

Vyska tTi tisice tTi sta stop 3300 stop

Cas pét nula minut 50 minut
Frekvence jedna tfi Sest carka dva sedm pét 136,275

Volaci znaky Oscar Kilo Alfa Bravo Charlie Jedna Nula | OKABC10

Tabulka 5.1: Priklady zvoleného zkracovani komunikace.
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Bézné pouzivané zkratky (QNH, CAVOK, apod.) jsou u obou tvart pfepisu ve stejném,
zauzivaném, tvaru. Priklad prepisu na obou formach muze vypadat nasledovné:

Plny prepis: Oscar Kilo Alpha Bravo Charlie drdha nula dva stfedni vzlet
povolen vitr nula jedna nula stupiii pét uzld

Zkraceny prepis: 0KABC draha 02C vzlet povolen vitr 010 stupild 5 uzld

Je zrejmé, Ze model strojového uceni, ktery je predtrénovany na datech normalni feci
a je naucen prepisovat kazdé slovo tak, jak bylo vyr¢eno, bude mit s uéenim se na zkracené
formé vétsi problém nez s formou plnou. Proto je u¢eni provadéno na obou formach paralelné
a jednim z bodt analyzy bude porovnat, jak si model s témito rozdilnymi piepisy vede.

5.2.2 Anotace dat

Vzhledem k velkému mnozstvi dat bylo potfeba co nejvice zautomatizovat proces pre-
pisu dat. Proto bylo pro anotaci vyuZito verze nastroje SpokenData' vyvinuté pro projekt
ATCO2. Anotovani probihalo v nékolika etapéch.

Nejdiive vzdy probéhla automatickd anotace dat pomoci automatického rozpoznavace
fe¢i Ceského jazyka z Fakulty informacnich technologii VUT v Brné (FIT). Tento rozpo-
znévaé je zalozen na hybridni architekture CNN-TDNN-HMM [11] doplnéné o n-gramovy
jazykovy model. Byl trénovan na 1043 hodinach teci slozené z monologt i dialogti, pricemz
v téchto trénovacich datech se nevyskytovaly zadné promluvy letecké komunikace. Tato tré-
novaci data jsou ¢asteéné databéze vlastnéné FIT (Specon, Temic, Bison), ¢astecné vetrejné
dostupné (ParCzech, Mozzila CommonVoice).

Architektura rozpoznavace je zobrazena na obrazku 5.1. K modelovani akustickych jed-
notek byla pouzita Factorized Time Delay Neural Networks (TDNN-F) architektura neu-
ronovych siti. Ta dobfe pracuje s dlouhym casovym kontextem a je i robustni pro mensi
objem trénovacich dat. Akusticky model obsahuje 6 konvolu¢nich a 19 TDNN-F vrstev.
Dekodér pak vyuziva statickou rozpoznavaci sit modelujici vSechny posloupnosti slov, které
muze rozpoznavac vygenerovat.

| Akusticky model | | Jazykovy model | | Vyslovnost |

l l |

| Rozpoznavaci sit |

||||||||||l||| Extraktor pfiznakl Pravdépodobnosti hypotéz |—)| ,Dekédovani” I—)| Rozhodnuti

Obrazek 5.1: Architektura rozpoznavace pouzitého pro automatickou anotaci.

Pro tvodni iteraci prepisu zaznamu letecké komunikace bylo vyuzito jen 10 promluv.
Automatické prepisy vygenerované timto rozpoznavacem byly nasledné manualné opraveny
a prepsany do formatu, ze kterého se dal pozdéji extrahovat jak prepis plného textu, tak
zkraceného (plny prepis se nachdzel v zavorce, které predchazel zkraceny tvar jejiho obsahu).
Poté byl vzdy automaticky rozpoznavac¢ adaptovan vedoucim této prace, béhem ¢ehoz byly

"https://www.spokendata.com/
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manualni anotace pouzity pro adaptaci jazykového modelu a slovniku. Ten byl interpolovan
s pivodnim jazykovym modelem.

Po adaptaci vzdy nasledovala dalsi etapa automatického prepisu s manualni anotaci
s naslednou adaptaci modelu. Diky tomu byl proces anotace pokazdé o néco rychlejsi,
jelikoz model pri automatické anotaci délal méné chyb a manudlni anotace byla etapu od
etapy jednodussi. Celkem probéhlo 5 etap prepisu s adaptaci, pricemz pribéh WER modelu
na ¢eskych a anglickych nahriavkach se nachazi v tabulce nize:

Etapa 1 2 3 4 5
Pocet nahravek od predeslé etapy 0 91 200 500 500
WER - cesky jazyk 70,1 % | 53,6 % | 42,1 % | 41,8 % | 44,9 %
WER — anglicky jazyk 94,1 % | 94,3 % | 82,1 % | 76,9 % | 76,9 %

Tabulka 5.2: Prubéh word error rate automatického rozpoznavace reci na ceskych a anglic-
kych nahravkach z Kunovic.

Celkem bylo anotovano zhruba 2 300 kunovickych nahravek. Poslednich 1 000 vSak neni
zobrazeno v tabulce, protoze rozpoznava¢ na nich uz nebyl preucen. Zvysend chybovost
v posledni etapé muze byt zpusobena evaluaci této chybovosti na jiném typu nahravek
a vyskytovala se v nich ¢asto volna rec.

Kromé prepist v obou formach byly jesté pii anotaci doplnény informace o jazyce a da-
ném mluvéim. Pokud se v nahravce jednalo o letadlo, byl do kolonky mluvéiho doplnén jeho
volaci znak. Pokud v nahravce mluvil ridici nebo dispec¢er AFIS, byli identifikovani podle
hlasu a v kolonce tak bylo doplnéno jejich pseudo ID. Takto bylo identifikovano 8 nejc¢astéji
se vyskytujicich mluvéich z véze. Specialni, devaté, pseudo ID bylo pro Fidici ¢i dispecery
AFIS, u kterych bud nebyla jistota, o jakého mluvciho z vySe zminénych osmi se jedna,
nebo pro vSechny ostatni mluvéi z véze, ktefi se vyskytovali pouze ojedinéle.

Mimo anotaci kunovickych nahravek bylo anotovano také zhruba 150 nahravek ze sta-
novist Prahy (LKPR) a Brna (LKTB). Jejich hlavni ucel byl vSak pro vytvoreni testovaci
mnoziny (sekce 5.3), na které bude moci byt model evaluovan, nikoli pfimo pro trénovani.
Nahravky jsou pouze Ceské a jejich prepis byl provadén az po posledni etapé. WER auto-
matického prepisu rozpoznivace na téchto datech bylo 43,36 %.

5.3 Testovaci mnoziny

V prubéhu anotace byly dohodnuty testovaci mnoziny, na kterych bude trénovany model
evaluovan. To pomuze k ziskani lepsi predstavy o pribéhu uceni a presnosti u¢eného modelu:

¢ Nevidéni mluvci véze z LKKU — ¢ast kunovickych fidicich a dispec¢eru AFIS byla
vyc¢lenéna pro testovaci mnozinu, zatimco zbytek byl vyuzit pro uceni. Rozdéleni bylo
vytvoreno tak, aby bylo co nejvice rovnomérné a ,spravedlivé”. V kazdé mnoziné se
tedy nachazi 4 mluvéi — jeden ridici a tii dispecefi AFIS (dva muzi a jedna Zena).
Specialni, devata, kategorie neznamych mluvéich z véze nebyla pouzita pro uceni ani
pro evaluaci, aby se nemohlo stat, Zze se omylem néktery mluvéi z jedné skupiny
dostane do druhé.

e Nevidéna vysilani letadel z LKKU — do této testovaci mnoziny spadaji nahravky
vysilani letadel z Kunovic, které model pfi uceni nevidél. Vzhledem k tomu, Ze nékteri
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piloti 1étaji ¢asto, je pravdépodobné, Ze se néktefi z nich vyskytnou jak v testovaci,
tak v trénovaci mnoziné. Jejich vyskyt pouze v jedné mnoziné vsak neni ani cilem.
U téchto nahravek jde spise o to, jak si model umi poradit s Sumem, ktery je u vysilani
letadel zna¢ny na rozdil od vysilani z véze, kterd jsou prakticky Cista.

e Nahravky z LKPR a LKTB - tato mnozina obsahuje ¢eské nahravky nahrané ze
stanovist Brna a Prahy. Jejich zpuisob nahravani je vSak jiny od dat z Kunovic (tato
data jsou pouze odchytévana, nepochézi primo ze stanovisté), casto jsou méné hlasité
nebo zna¢né zasuméné. Také se tam vyskytuji zcela jini mluvéi a rozdil je mimo jiné
i v obsahu nahrévek (letisté Brno napiiklad disponuje drahami s oznacenim 09 a 27,
zatimco Kunovice 02 a 20), na ktery model neni zvykly.

5.4 Priprava dataseti

Po anotaci dat byly od vedouciho obdrzeny surové prepisy ze SpokenData. Dalsim tikolem
bylo tedy tato data zpracovat — extrahovat prepisy pro plny i zkraceny tvar a vytvorit
datasety pro uceni i evaluaci modelu. Samotné prepisy jsou ve formé XML soubort, jejichz
vzorova stavba je uvedena nize (vyp. 5.1).

<?xml version="1.0" encoding="utf-8"7>
<data>
<segment>
<start>0</start>
<end>2.6</end>
<speaker>D</speaker>
<speaker_label>0KMLA</speaker_label>
<text>
Kunovice V&Z OKMLA(Oscar Kilo Mike Lima Alpha)
findle 20C(dva nula st¥edni)
</text>
<tags>
<non_english>1</non_english>
</tags>
</segment>
<segment>
<start>3.2</start>
<end>6.2</end>
<speaker>A</speaker>
<speaker_label>ATCO tower 07</speaker_label>
<text>
OKMLA(Oscar Kilo Mike Lima Alpha) 20C(dva nula
st¥edni) p¥istani povoleno vitr klid
</text>
<tags>
<non_english>1</non_english>
</tags>
</segment>
</data>

Vypis 5.1: Priklad zpracovavaného XML souboru.
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Kazdé vysilani v nahrévce je reprezentovano jednim segmentem. Casto jich je v jedné
nahravce vice. Dulezitou znackou je speaker_label, kterda uchovava informace o fe¢nikovi.
V prikladu tedy figuruje letadlo s volacim znakem OKMLA a tidici se pseudo ID ¢. 07.
Pomoci non_english znacky v kazdém segmentu je také urcen jazyk vysilani. Anglicka
vysilani maji tuto hodnotu nastavenou na 0, ¢eskd a slovenskd na 1. Aby bylo mozné
Ceské a slovenskd vysilani rozpoznat, vysilani ve slovenském jazyce maji na zacatku prepisu
v textu navic pridanou znacku [Slovak].

5.4.1 Extrakce prepisti v pozadovaném tvaru

Pro ucely trénovani rozpoznavace, ktery provadél automaticky prepis nahravek pred ma-
nualni anotaci na SpokenData, byl vytvoren skript, ktery zpracovava vsechny prepisy ve
formatu XML a extrahuje z nich pouze plny prepis ve formé textového souboru. Pro sa-
motnou tvorbu datasetu a lepsi organizaci vSak byl vytvoren skript druhy. Ten extrahuje
prepisy pro plny ¢i zkraceny tvar ve formé soubort JSON. Z XML soubori také zjistuje
identifikaci mluvéiho z véze. Pokud se v nahravce vyskytuje alespon jedno vysilani néjakého
fidiciho ¢i dispecera AFIS, je ve vystupnim souboru doplnéno jeho pseudo ID. V opacném
pripadé je na misté ID doplnéna hodnota null.

Jelikoz se v jedné nahravce casto vyskytuje vice nez jedno vysilani, pro zajimavost
a c¢astecné i prehlednost byl vysledny prepis celé nahravky koncipovan tak, ze kazdé vysi-
lani z dané nahravky je na samostatném radku. Tim se prakticky rozlisuji jednotlivi Fecnici
vysilani — tzv. diarizace. To, zda se model oddélovat vysilani naudi, je ale pouze pokus,
jak dokaze zvladat i jiné ukoly nez pouhy prepis, a tspéSnost modelu v tomto neni vy-
hodnocovana. Ptiklad prepisu pro jednu takovou nahravku se dvéma vysilanimi muze byt
nasledujici:

Oscar Papa Lima drédha dva nula stfedni pfisténi povoleno vitr klid
pristani povoleno Oscar Papa Lima

5.4.2 Tvorba datasettu

Pro tvorbu konec¢nych datasett slouzi skript dataset_prepare.py. Ten nacita JSON sou-
bory po extrakci prepist. Ke kazdému prepisu sparuje nahravku ve formatu WAV, ke které
se doplni informace o vzorkovaci frekvenci a cesté k dané nahravce.

Skript pracuje ve dvou rezimech. V prvnim rezimu tvofi trénovaci dataset, a proto
prepisy, u kterych je doplnéno pseudo ID fidiciho, které patii nékomu z testovaci mnoziny
nebo je z neznamé kategorie, do datasetu neprida. Druhy rezim je pak pro tvorbu datasetu
testovacich mnozin. V takovém pripadé vytvari dataset ze vSech poskytnutych nahravek,
ke kterym je jesté pridano oznaceni jazyka. Cely dataset je pak tvoren jako seznam slozeny
z jednotlivych prvkia nahravek. Jedna nahravka pro trénovaci mnozinu (bez doplnéného
jazyka) je tedy v datasetu reprezentovana nésledovné:

{
’audio’: = {
’path’: String,
’array’: List[Float],
’sampling_rate’: Int
1,
’sentence’: String
b
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5.4.3 Datasety testovacich mnozin

Pro vytvoreni datasetti s nevidénymi Fidicimi a nevidénymi vysilanimi letadel jsou vyu-
zity vSechny nahravky, v nichz se alespon v jednom vysilani nahravky vyskytuje fidici
s pseudo ID z testovaci mnoziny. Aby vsak bylo vyhodnoceni natrénovanych modela dle
testovacich mnozin co nejkonkrétnéjsi, jednotlivé nahravky bylo vhodné rozdélit dle jazyka,
kterym se v nich mluvi. OvSem v jedné nahravce se muze vyskytovat vice vysilani a miize se
stat, ze kazdé z nich bude v jiném jazyce. Proto jsou jednotliva vysilani v nahravce dle ¢a-
sovych znamek ze surovych XML soubort rozstiithana. Vysilani ridiciho je pak pouzito pro
dataset s nevidénymi Fidicimi a vysilani pilota (napt. odpovéd Fidicimu), pokud v nahrévce
je, se zafadi do mnoziny nevidénych vysilani letadel (obr. 5.2). Diky tomu jsou vSechny
nahravky vyuzity prakticky ze 100 % a pro tvorbu datasetu nevidénych vysildni letadel
neni nutné pouzivat nahravky, které lze rovnou bez jakychkoli iprav pouzit pro trénovani.

vysilani fidiciho

nahrévky, ve kterych se Z testovaci mnoziny
vyskytuje fidici z testovaci
mnozin Testovaci mnozina
Y i —

nevidénych fidicich

Testovaci mnozina
nevidénych vysilani
letadel

|||I||I  — x odpovédi pilotd Fidicim
nahravky z LKKU
||| >
I

ostatni nahravky

|} >

||I| \\
rozdéleni na jednotliva
vysilani nahréka/y
1l

Obrazek 5.2: Rozdéleni vSech nahravek do jednotlivych mnozin.

Trénovaci mnozina

nahravky z LKPR a LKTB

s > ¥

Testovaci mnozina
z jiného letisté

Nahravky z LKPR a LKTB, uréené pro testovaci mnozinu z jiného letisté, jsou zpraco-
vany stejnym zpusobem jako nahravky, ve kterych se vyskytuje vysilani fidiciho z testovaci
mnoziny. Jediny rozdil je pouze v tom, ze ze vSech téchto nahravek je poté vytvoren pouze
jeden dataset a nedéli se na ridici a letadla.

Vysledné slozeni testovacich mnozin lze vidét v tabulce 5.3, ktera poskytuje i detailni
informace o jednotlivych mnozinach. Vzhledem k tomu, ze jak bylo zminéno vyse, testovaci
mnoziny nevidénych Fidicich a nevidénych vysilani letadel byly tvofeny z jedné mnoziny
nahravek (soubori WAV), maji tyto testovaci mnoziny stejnou hodnotu poc¢tu nahrévek.
Celkovy pocet vysilani oznacuje pocet promluv. Pocet stanic reprezentuje, kolik rtiznych le-
tadlovych stanic/Tidicich z Kunovic se v nahravkach objevilo. Jelikoz kazdy fidici z Kunovic
meél své pseudo 1D, kazdy je zapocitan zvlast. Protoze se ale u vysilani letadel v prepisech
zaznamenava pouze volaci znak a v jednom letadle se muze stiidat vice lidi/jeden ¢lovék
muze létat ve vice letadlech, je toto ¢islo pouze orienta¢ni a nelze ho oznacit za pocet
recnikt.

V mnoziné nevidénych nahravek se objevily i 3 slovenské nahravky. Ty tam byly pro
zajimavost zachovany, jelikoz slovenské nahravky ztstaly i v trénovacich datasetech. Slo-
venskych dat je vsak tak malo, Ze se modely na slovenskych nahravkach vibec nezlepsovaly,
a proto nejsou ani zminéné pfi evaluaci modeld.
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Mnozina Nev. ridici | Nev. vys. letadel | Nahr. z jin. letisté
Pocet nahravek 330 330 142
Vysilani celkem 340 188 236

z toho cesky 275 152 236

z toho anglicky 65 33 0

z toho slovensky 0 3 0
Pocet slov (plna forma) 3 920 2277 3347
Pocet slov (zkr. forma) 2621 1616 2 209
Pocet stanic 4 81 43
Pocet minut 26,0 15,5 20,95

Tabulka 5.3: Slozeni testovacich mnozin.

5.4.4 Evaluace modelu

Poslednim hlavnim pomocnym skriptem je evaluator modelu. Nechava prepsat nahravky
z testovacich mnozin modelem, nasledné je porovna s referenénim prepisem a na vystupu
tiskne WER pro kazdou testovaci mnozinu. Ve vystupni tabulce pro danou testovaci mno-
zinu je také rozdéleni dle jazyka a jednotliva chybovost na téchto jazycich.

5.5 Pouzité technologie pro uceni

Hugging Face poskytuje pfimo na svém blogu ¢lanek s ptikladem skriptu pro uéeni Whis-
peru’. Jelikoz byl Whisper vydan v roce 2022 a jedné se tedy o pomérné novy model, na
internetu neni mnoho implementaci pro jeho uceni. AvSak i pfesto naprosta vétsina z nich
pouzivd obdobu tohoto vzorového skriptu a je povazovan za pomérné kvalitni. Proto z néj
skript pro uceni Whisperu v této praci vychazi také.

Skript pouziva ve velké mife knihovnu Transformers®. Ta je uréena pro trénovani modeli
zpracovani Teci, pocitacového vidéni, zvuku a dalsich. Nabizi podporu nékolika desitek
konkrétnich model.

5.5.1 Prostredi

Vzhledem k tomu, ze Whisper je pomérné velky model a na béznych pocitacich tyto mo-
dely témér nelze trénovat, pro ovéreni funkcnosti trénovaciho skriptu a doladéni detaila
byl Whisper nejdifve trénovian na Google Colab?, kterj poskytuje prostiedi s grafickymi
kartami. Toto prostiedi je sice vhodné na jednorazové trénovani, ale v delsim ¢asovém hori-
zontu je témér nepouzitelné a ne prilis uzivatelsky ptivétivé. Proto byla trénovani nasledné
presunuta na univerzitni vypocetni cluster, diky kterému bylo mozné spoustét vice instanci
trénovani zaroven bez nutnosti dohledu na né.

*https://huggingface.co/blog/fine-tune-whisper
Shttps://huggingface.co/docs/transformers/index
“https://colab.research.google.com/
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Kapitola 6
Uceni

Pred ucenim bylo vyhodnoceno WER na zdkladnim modelu Whisper Medium pomoci eva-
lua¢niho skriptu na vsech tfech testovacich mnozindch (tab. 6.1). Celkova hodnota WER
zvyraznénd v tabulce je poc¢itana vazenym prumérem hodnot WER jednotlivych test. mno-
zin vzhledem k poétu nahrévek v téchto testovacich mnozindch z Kunovic (LKKU). Toto
WER bude hlavni hodnota pro porovnavani modeli pii trénovani, jelikoz nahravky, na
zakladé kterych je toto WER ziskdno, pochézeji z prostiedi, na které je model trénovan.
Diky zohlednéni poc¢tu nahravek v jednotlivych testovacich mnozinach z Kunovic je vy-
sledné WER obrazem chybovosti pfi redlném provozu v Kunovicich, kde je pomér vysilani
fidicich/letadel podobny jako v téchto testovacich mnozinach. WER dle jazyku je také vy-
pocitano vazenym priumeérem vzhledem k poc¢tu nahravek jednotlivych mnozin z Kunovic.
Mnozina nahravek z jiného letisté pak slouzi pro informaci, jak dobfe dokaze model ge-
neralizovat. V této mnoziné se totiz nejedna pouze o jiné mluvdi, ale také o jiny zptsob
komunikace a casto frazeologii, ktera se v Kunovicich nepouziva.

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letisté
(LKKU) celkem (LKPR, LKTB)
Plné prepisy
Cestina 91,6 % 88,4 % 90,5 % 100.8 % 84,0 %
Anglictina | 1515 % 1274 % 1434 % =0 -
Zkracené prepisy
Cestina 106,2 % 100,5 % 104,2 % 120.0 % 100,0 %
Angli¢tina | 197,7 % 166,1 % 1871 % 7 -

Tabulka 6.1: WER zdkladniho Whisperu na testovacich mnozinidch pro plné a zkricené
prepisy.

Velka chybovost v angli¢tiné je z velké Casti zpuisobena nastavenim pro cesky prepis.
Ten je nastaven hned ze dvou duvodi. Prvnim je, Ze bez nastaveného jazyka Whisper mo-
del témér nedokézal rozeznat jazyk, natoz spravné prepsat nékterd slova. Bud neprepsal
nahravky vibec, nebo néktera slova, kterym rozumél, prepsal anglicky, i presto, ze v kodu
byl model nastaven do rezimu transcribe, nikoli translate. Také michal nékolik riz-
nych jazyki jako arabstinu, rustinu & énstinu. Casto byl piepis nahravky slozen pouze ze
specidlnich znakt. Tyto jevy pomohlo vyTesit pravé nastaveni ¢eského jazyka pro prepis.
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Dalsim diavodem bylo, ze pretrénované modely bez nastaveni jazyka z neznamého di-
vodu zacCaly odmitat prepisovat jakékoli zaznamy letecké komunikace a vracely pouze pra-
zdné Fetézce. Navic se tato situace déla pouze u modelu Medium — napfr. Small model s timto
zadny problém nemél, i kdyz specifikace jazyka nastavena nebyla.

Kvli specifikaci jazyka se pak vychozi model snazil vSechny, i anglické, nahravky prepi-
sovat pouze Cesky. Aby ale byla zjisténa prava chybovost na angli¢tiné, byl model evaluovan
také pfi nastaveni jazyka anglického. U anglickych plnych piepist v poté dosahl model chy-
bovosti 77,7 %, u zkracenych prepisu 84,3 %. Pri uceni a dalSich evaluacich byl vsak uz
vzdy nastaven jazyk Cesky.

Nastaveni jazyka ale nebyl jediny problém, ktery Whisper mél. Chybovost také do velké
miry zvysovalo, kdyZ se u modelu obcas objevily tzv. halucinace, kdy se zacyklil a zacal
generovat jedno nebo vice slov porad dokola nebo pouze s mensimi zménami:

Referencéni prepis: Kunovice V&z Oscar Kilo Victor Whiskey Charlie T#i Devét
findle dradhy v BorSicich a plné pristéani

Vygenerovany prepis: ...vy8li na zvuk, kdyZz se v&fite na finalu, vysli na
zvuk, kdyz se vérite na findlu, vérite na zvuk, kdyZ se vérite na finilu,
véf¥ite na zvuk, kdyz se vérite na findlu, vérite mna zvuk, kdyZ se vérite

na findlu, vérite na zvuk, kdyz se vérite na findlu, vérite na zvuk, kdyz
se véfite na finadlu, vérite na zvuk, kdyz se vérite na findlu, vérite na
zvuk, kdyz se vérite na findlu, véfite na zvuk, kdyZ se vérite na...

Cely prepis mél hodnotu WER 762,5 % a je zfejmé, Ze par podobnych prepisu dokaze
chybovost celé mnoziny vyrazné ovlivnit. Kdyz se z evaluace odebraly vsechny prepisy
s WER vétsi nez 300 %, které vétsSinou byly pravé halucinace, celkova chybovost modelu
na plnych prepisech se snizila na 85,6 % a na zkricenych prepisech na 98,3 %.

6.1 Uceni po iteracich

Jelikoz anotace dat probihala po jednotlivych etapach, byla po ¢astech zprvu vyhodnoco-
vana také chybovost modeli na postupné ziskanych datech. Iterace byly celkem tri:

e 1. iterace — prepisy z prvnich tii etap, celkem 572 nahravek

e 2. iterace — prepisy z predchozich etap s prepisy ze ¢tvrté etapy, 346 novych nahravek,
celkem 918 nahravek

« 3. iterace — prepisy z predchozich etap s prepisy z paté etapy, 644 novych nahravek,
celkem 1562 nahravek

Detailni informace o nahravkach, na kterych bylo providéno trénovani v jednotlivych
iteracich, lze vidét nize v tabulce 6.2.

Tim, Ze anotovanych dat bylo celkové malo, bylo potfeba co nejvice nahravek, které
jsou pouzitelné pro trénovani (neni v nich Fidici patfici do testovaci mnoziny nevidénych
fidicich), zachovat a neubirat z nich kvili napt. tvorbé testovacich mnozin pro uéeni. Proto
nahravky z Kunovic, ze kterych vznikly testovaci mnoziny pro evaluaci modeli, byly také
ve formé datasetl pouzity v testovaci mnoziné pro uceni. Protoze ale téchto nahravek, které
se nedaly pouzit pro trénovani, bylo dostate¢né mnozstvi jiz po druhé iteraci a zvétSovani
objemu testovaci mnoziny by vedlo k delS$imu ¢asu evaluace pfi trénovani i poté evalua¢nim
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Iterace 1. iterace 2. iterace 3. iterace
Pocet nahravek 572 918 1 562
Vysilani celkem 713 1146 2 497

z toho cesky 607 975 2 083

z toho anglicky 92 150 355

z toho slovensky 14 21 59
Pocet slov (plna forma) 8 454 13 857 40 299
Pocet slov (zkracena forma) 5 762 9 503 28 845
Pocet stanic 174 231 367
Pocet minut 59,8 98,4 289,8

Tabulka 6.2: Detailni informace o nahravkach pouzitych pro trénovani v jednotlivych ite-
racich.

skriptem, ze tret{ iterace tyto nahravky jiz pro testovaci mnozinu pfi uceni ani pii evaluaci
evalua¢nim skriptem pouzity nebyly.

Nastaveni trénovacich hyperparametri bylo inspirovano ptivodnim skriptem prevzatym
z Hugging Face s nékolika zménami. Délka trénovani byla oproti puvodnimu skriptu zmé-
néna na epochy misto kroki — pocet kroki si model voli saim podle mnozstvi dat. Warmup
byl v puvodnim skriptu nastaven na 10 % doby trénovani (500 kroka z 5000), zde byl
zvySen na 12 %. Mira uceni se pfi vychozim nastaveni po dosazeni maxima linedrné sni-
zuje az do konce trénovani. Batch size je nastaveno na hodnotu 1 s tim, ze hyperparametr
gradient_accumulation_steps je nastaven na hodnotu 16. Diky nému je mozné trénovat
modely na piipadnych vétsich hodnotach batch size i na méné vykonnych strojich tim, ze
Uprava vah se provadi az po nékolika iteracich batch.

Vyhodnocovani WER je nastaveno, aby se provadélo kazdou epochu a na konci trénovani
byl nacten model, ktery mél tuto hodnotu nejlepsi. To muze pomoci v pripadech, pokud
by model nejlepsich hodnot dosahl uprostied trénovani a poté by se zacal zhorsovat, napr.
kvili pretrénovani.

per_device_train_batch_size=1
gradient_accumulation_steps=16
learning_rate=le-5
warmup_ratio=0.12

fpl6=True
gradient_checkpointing=True
evaluation_strategy="epoch"
save_strategy="epoch"
load_best_model_at_end=True
metric_for_best_model="wer"
num_train_epochs=15

Trénovani probihalo vzdy pretrénovanim (tzv. fine-tuning) zékladntho Whisperu Me-
dium na vSech dostupnych datech v dané iteraci. Timto zptisobem model uvidi data vi-
cekrat, coz by mu mohlo pomoci s uéenim. V prvni iteraci byl pocet epoch s ohledem na
data nastaven na 15 a v kazdé dalsi iteraci byl tento pocet se zvétSujicim se objemem
dat o 15 epoch zvysSen. Posledni iterace tedy probihala 45 epoch. V§voj primérné chybo-
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vosti na testovacich mnozindch LKKU po jednotlivych iteracich byl pro obé formy prepisu
nasledujici:

Word error rate dle iteraci

141 EEE Plvodni model
120,0% I 1. iterace
1,2 2. iterace

3. iterace

100,8%

WER

Model pro pIné prepisy Model pro zkrécené prepisy

Obréazek 6.1: Pribéh hodnot WER na nahravkach z LKKU v jednotlivych iteracich.

Jak lze vidét, chybovost se po jednotlivych iteracich postupné snizovala. Po prvni iteraci
byl pokles nejrazantnéjsi. Rozdil mezi poslednimi iteracemi uz neni tak velky, ackoli porad
zaznamenal model pro plné prepisy relativni zlepSeni 17,5 % a model pro kratké prepisy
5,5 %.

Konkrétni hodnoty WER iteraci pro testovaci mnoziny z LKKU navic i s pfidanou test.
mnozinou z jiného letisté jsou zobrazeny na obrazku 6.2.

Word error rate dle modell na jednotlivych test. mnoZinach
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Obrazek 6.2: Prubéh hodnot WER na hlavnich testovacich mnozinadch (LKKU) i na mnoziné
z jinych letist pro plné i zkracené prepisy po jednotlivych iteracich.
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Vysledky na jednotlivych testovacich mnozinich se odrazi od toho, jaké zastoupeni mély
dané typy nahravek v trénovaci mnoziné. Frazeologii fidicich z Kunovic vidél pfi uceni
model nejcastéji, proto je na ni model nejpresnéjsi i na nevidénych ridicich. Naopak nejhiife
si model vede na testovaci mnoziné z jiného letisté, kterd neni zastoupena v trénovaci ani
testovaci mnoziné uceni. I tak se ale presnost modelu na mnoziné z jiného letisté po kazdé
iteraci o néco zlepsila, coz znamena, ze se model zatim neadaptuje prili§ na kunovicka data
a dokaze do velké miry generalizovat.

Tato chybovost je sama o sobé pro objem dat, na kterych byl model trénovan, pomérné
dobra a uz nyni v ni Whisper vyrazné predbéhl model z FIT. Béhem vsech trénovani se
ale neptiznivé vyvijely hodnoty loss funkce na testovaci mnoziné, kterd vzdy ze zacatku
prudce klesla, po par epochich vSak zacala nartstat (obr. 6.3). S timto vyvojem ale uz
nekorelovaly hodnoty WER. Ty také ze zacatku prudce klesaly, jejich pokles vSak na rozdil
od hodnot loss funkci pokracoval i dale béhem trénovani, kdy pak zkonvergoval k jedné
hodnoté. Tento jev je nejvice viditelny ve treti iteraci, kdy se sice hodnoty jeho loss funkce
na testovaci mnoziné s pribéhem uceni za¢nou vyrazné zvysovat, hodnoty WER vsak po
celé uceni klesaji a jsou nejnizsi ze vSech tii iteraci. Toto mlize byt problém pouziti cross
entropy aktiva¢ni funkce pro modely rozpoznavani fe¢i zminény v kapitole 3.
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Obrazek 6.3: Prubéh hodnot loss funkce a WER na testovaci mnoziné béhem uceni modelu
pro plné prepisy v jednotlivych iteracich.

Co se tyce hodnot loss funkce na trénovaci mnozing, ta se vzdy po celou dobu trénovani
snizovala. Porovnani hodnot loss funkci pro trénovaci a testovaci mnoziny lze vidét na
obrazku 6.4.
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Obrazek 6.4: Prubéh hodnot loss funkce na testovaci a trénovaci mnoziné béhem uceni
modelu pro plné prepisy v jednotlivych iteracich.
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Oba modely, pro plné piepisy i pro ty zkracené, mély pri evaluaci ze vsech tii testovacich
mnozin nejlepsi vysledky na nevidénych idicich. V ¢estiné na této testovaci mnoziné model
pro plné prepisy dosahl 16,0 % a v angli¢tiné dokonce 14,9 % i presto, Ze anglickych nahravek
bylo pii trénovani mnohem méné. O néco hiife mu anglicky jazyk Sel na testovaci mnoziné
nevidénych letadel. Na rozdil od Cestiny, kde zustala prakticky stejnd chybovost 16,1 %,
v angli¢tiné doslo ke zhorseni na 20,8 % (tab. 6.3). Nejhorsi vykon na ¢eskych nahravkéch
mél model pro plné prepisy ocekdvané na mnoziné z jiného letisté, kde dosahl chybovosti
19,1 %.

Co se tyce modelu pro zkracené prepisy, ten mél na mnoziné nevidénych ridicich chy-
bovost v ¢estiné 26,0 %, v angli¢tiné pak 22,2 %. Nevidéna vysilan{ letadel mu $la v Cestiné
kupodivu pomérné dobte, v angli¢tiné chybovost vSak byla daleko horsi. Na c¢eskych na-
hréavkach z jiného letisté pak mél chybovost 30,3 % (tab. 6.3).

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyka LKKU z jiného
(LKKU) letadel (LKKU) letistée
(LKKU) celkem (LKPR, LKTB)
Plné prepisy
Cestina 16,0 % 16,1 % 16,0 % 16.5 % 19,1 %
Anglic¢tina 14,9 % 20,8 % 16,9 % 2 70 -
Zkracené prepisy
Cestina 26,0 % 22,7 % 24,8 % 25.6 U 30,3 %
Anglic¢tina 222 % 36,8 % 271 % 7 -

Tabulka 6.3: WER zikladniho Whisperu na testovacich mnozinich pro plné a zkracené
prepisy.

Dosazena chybovost obou modeli je sama o sobé pomérné dobra. Oba modely po tréno-
vani bez problému, na rozdil od ptivodniho modelu, rozeznavaji jazyk, kterym se v nahravce
mluvi. Také se vytratilo zacykleni a generovani stejnych slov porad dokola. Hyperparametry
vSak pfi tomto prvotnim trénovani byly nastaveny ,naslepo”. Proto dalsi otazkou bylo, zda
by bylo mozné vykon Whisperu o néco vylepsit jejich jinym nastavenim.

Vsechny detailni vysledky trénovani v nasledujicich sekcich jsou k dispozici na jednom
misté v priloze A.

6.2 Experimenty s ucenim na plné formé prepist

Jak bylo zminéno na zavér kapitoly 3, experimentovani s hyperparametry lze provadét riz-
nymi zptsoby. Vzhledem k tomu, ze se ale Whisper trénuje vzdy nékolik hodin a rtznych
hyperparametru je nespocet, strategie byla zvolena nasledovné: v kazdém experimentu bude
model ucen na stejnych datech — na vSech dostupnych po anotacich, tedy zhruba 1500 na-
hravek. V kazdém experimentu také bude ménén pouze jeden hyperparametr. Nasledné
bude uspésnost natrénovaného modelu vyhodnocena a pokud bude mit lepsi hodnoty nez
aktualni nejlepsi model, bude se v dalsich trénovanich pracovat s touto hodnotou daného
hyperparametru.

I pfesto, ze nastaveni hyperparametri ovliviiuje uc¢eni nejvice, drobné rozdily mezi chy-
bovosti se bézné dély i pri dvou ucenich na stejnych trénovacich datech a parametrech, coz
ztézovalo urceni, které hyperparametry maji opravdovy vliv. Pro lepsi predstavu o vlivu
nastaveni hyperparametri proto bylo provedeno 5 stejnych trénovani modelu pro plné pre-
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pisy s vychozim nastavenim hyperparametru s cilem zjistit, jak velké odchylky déla sam
model. Vysledky vSech trénovani pak byly vyhodnoceny a relativni rozdil mezi nejlepsim
a nejhorsim modelem ¢inil 4,6 %. Rozdily WER vyrazné vétsi nez tato hodnota pak proto
budou moci byt povazovany za zptisobené danou zménou hodnoty hyperparametru.

6.2.1 Experiment 1 — epochy

Rostouci hodnoty loss funkce béhem uceni po dobu 45 epoch sice mohou byt zpusobeny
nevhodnou volbou cross entropy funkce pro tlohy rozpoznavani feci, ale také tim, ze se
model prili§ adaptuje na trénovaci data. To se pfi trénovani zatim neprokazalo, protoze
hodnoty WER na testovaci mnoziné pti uc¢eni nijak nenarustaly. Také se s rostoucim poctem
epoch pri iteracich nezvysovaly ani hodnoty WER na testovaci mnoziné z jiného letisté,
kterd viibec pri trénovani pouzita nebyla ani v testovaci mnoziné. I presto je ale mozné, ze
pokud bychom snizili pocet epoch uceni, mél by model podobnou hodnotu WER a svymi
odpovédmi by si navic byl vice jisty. Proto byla jako prvni experiment vybrana pravé zména
poctu epoch.

Byla spusténa dvé trénovani — 15 epoch a 30 epoch. Jejich pribéh a porovnani s pu-
vodnimi 45 epochami lze vidét na obr. 6.5. Rist hodnot loss funkce se zménou poctu epoch
nevyresil, vzdy trénovani skoncilo s hodnotami vétsimi o nékolik desitek procent vysSimi
nez jejich minimalni dosazené hodnoty. Rozdily WER pfi rizném poctu epoch také nebyly
prilis rozdilné. Po vyhodnoceni evalua¢nim skriptem na nevidénych fidicich a vysilanich
letadel z Kunovic stale vedl model trénovany 45 epoch s primérnym WER 16,5 %. Model
s 30 epochami totiz doséhl 16,9 % a model s 15 epochami 17,0 %. '
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Obrazek 6.5: Prubéh hodnot loss funkce a WER na testovaci mnoziné béhem uceni modelu
na ruzném poctu epoch.

6.2.2 Experiment 2 — mira uceni

Dalsim hyperparametrem, ktery by mohl ovlivnit pfesnost modelu, byla mira uc¢eni. Vychozi
hodnota byla 1 - 1075, Trénovani byly spustény dvé, jedno s mensi hodnotou, 7 - 1076,
a druhé s vétsi, 3-107° — model pfi predeslych ucenich neprojevoval na hodnotich WER
znamky preuceni, proto byla mira uceni prvniho trénovani snizena pouze o kousek, zatimco
u druhého byla mira zvysena vice. Priabéh hodnot loss funkce a WER na testovaci mnoziné
znazornuji grafy v obr. 6.6.

Na obrazku je pribéh WER na testovaci mnoziné béhem trénovani. I piesto, 7e je testovaci mnozina
béhem trénovani stejnéd jako ta v evaluacnim skriptu, hodnoty WER se z neznamého divodu vzdy o néco
maélo lisily. Proto je z divodu jednotnosti pro presné vyhodnoceni WER, pouzit vzdy pouze evaluaéni skript.
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Obrazek 6.6: Pribéh hodnot loss funkce a WER na testovaci mnoziné pti trénovani s mirou
uceni 7-107%a 3-107°.

Model s mirou uéeni 7 - 1079 dopadl hiife nez model s vychozim nastavenim hyper-
parametru, jeho prumérnd hodnota WER na nevidénych ridicich a letadlech byla 16,6 %.
Zvyseni miry uceni u druhého modelu se vSak vyplatilo, protoze nakonec dopadl 1épe. Po-
darilo se mu dosdhnout prumérného WER 14,9 %, ¢imz se oproti modelu s vychoz{ mirou
uceni 1-107° relativné zlepsil o vice nez 9 %. To je zhruba dvakrat tolik, neZ byla naméfena,
odchylka nékolika trénovani pri stejnych parametrech. Toto nastaveni se tedy prokazalo
jako n¢inné a v dalsich trénovanich bude proto hodnota miry u¢eni nastavena na 3 - 107°.

Jedind mnozina, na které se tento model lehce zhorsil, byla nevidéna anglickd vysi-
lani letadel. Detailni hodnoty s barevnym oznacenim absolutniho zlepseni/zhorSeni oproti
modelu s vychozim nastavenim hyperparametri lze vidét v tabulce 6.4.

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letistée

(LKKU) celkem (LKPR, LKTB)

Cestina 142 % 14,5 % 14,3 % 19,0 %

(—1,8%) (—1,6%) (—1,7%) 14,9 % (—0,1%)
Angli¢tina 139 % 21,1 % 16,3 % (—1,6%) -

(—1,0%) (40,3%) (+0,6%)

Tabulka 6.4: WER modelu pro plné pfepisy s mirou uéeni 3 - 1075.

Dalsim zajimavym vysledkem zvyseni miry uceni bylo, Ze se hodnoty loss funkce mno-
hem vice stabilizovaly a nerostly tak vyraznym zptsobem. Od svého minima se po zbytek
uceni nedostaly nad hodnoty 0,8, na rozdil od modeli s mirou u¢eni 1-107° i 7-1076. Ty
se oba se svymi hodnotami loss funkce na testovaci mnoziné dostaly i nad 1,0 (obr. 6.7).
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Porovnani hodnot loss funkci pfi rdznych mirédch uéeni
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Obrézek 6.7: Pritbéh hodnot loss funkei pfi trénovani s mirou uéeni 7-107%,1-1075 a 3-107°.

6.2.3 Experiment 3 — warmup

Pro zajimavost bylo déle vyzkousSeno zvyseni doby warmupu z 12 % na 25 %. To by mohlo
0 néco vice prispét k robustnosti modelu tim, Ze se jeho vahy budou ze zacatku uceni
upravovat méné a maximalni miry uceni bude dosazeno az ve ¢tvrtiné trénovani.

Tento experiment vSak nepiinesl lepsi vysledky. Jedind podmnozina, na které se model
zlepsil, byly anglické nahravky nevidénych fidicich a s tim se také zlepsila celkova hodnota
WER pro anglicky jazyk. Na vSech ostatnich mnozinach se ale model bud zhorsil, nebo
zustal stejny a celkové se absolutné zhorsil o 0,5 % oproti aktudlné nejlepsimu modelu (viz
tab. 6.5).

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letisté

(LKKU) celkem (LKPR, LKTB)

Cestina 15,0 % 14,8 % 15,0 % 19,0 %

(+0,8%) (+0,3%) (+0,7%) 15,4 % (—0,0%)
Angli¢tina 135 % 21,1 % 16,1 % (+0,5%) -

(—0,4%) (—0,0%) (—0,2%)

Tabulka 6.5: WER modelu pro plné prepisy s 25 % warmup.

6.2.4 Experiment 4 — dropout

Dalsi véci, ktera byla vyzkousena, bylo zvyseni dropout pravdépodobnosti. Vychozi hodnota
je nastavena na 10 %, pro tento experiment byla zvySena na 30 % a 50 % dropout vrstvy.

Model s 50 % dopadl hure, tak velké procento dropoutu bylo nejspise prilis. Vici zatim
nejlepsimu modelu se zhorsil ve vSech tfech testovacich mnozinach — na LKKU datech dosahl
prumérné chybovosti 16,0 %, na nahravkach z jiného letisté 20,0 %. Zajimavy byl ovSem
vysledek trénovani s 30 % dropout. Model se sice v chybovosti na LKKU datech zhorsil, na
nahravkéch z jiného letisté vSak dosahl zatim nejmensi chybovosti, a to 18,3 % (tab 6.6).
Je tedy mozné, ze model diky zavedeni dropout vrstev zvysil svou robustnost.
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Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyka LKKU z jiného
(LKKU) letadel (LKKU) letistée

(LKKU) celkem (LKPR, LKTB)

Cestina 14,5 % 14,7 % 14,5 % 18,3 %

(+0,3%) (+0,2%) (+0,2%) 15,3 % (—0,7%)
Angli¢tina 139 % 232 % 170 % (+0,4%) R

(—0,0%) (+2,1%) (+0,7%)

Tabulka 6.6: WER modelu pro plné prepisy s 30 % dropout.

Vysledek na nahravkach z jiného letisté je sice pri pouziti dropout nejlepsi, avsak je to
zlepseni pouze v jedné ze tii testovacich mnozin a celkové WER na Kunovickych datech se
zhorsilo. Proto tento hyperparametr v dalSich trénovanich nastaven nebude.

6.2.5 Experiment 5 — batch size

Poslednim experimentem v nastaveni hyperparametra byla zména batch size. Puivodni hod-
nota byla nastavena na 1, pro tento pokus byla zvysena na 2. Se zvysenim vsak bylo potfeba
stejnym nasobkem zmensit hyperparametr gradient_accumulation_steps, proto byl sni-
zen na hodnotu 8. Vysledky trénovani jsou rozepsany v tabulce 6.7 a prubéh hodnot loss
funkce na testovaci mnoziné a WER je v obr. 6.8.

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letistée

(LKKU) celkem (LKPR, LKTB)

Cestina 14,9 % 13,6 % 14,5 % 19,6 %

(+0,7%) (—0,9%) (+0,2%) 14,7 % (+0,6%)
Angli¢tina 121 % 17,9 % 141 % (—0,2%) R

(—1,8%) (—3,2%) (—2,2%)

Tabulka 6.7: WER modelu pro plné prepisy se zvysSenym batch size.

Model s vétsi nastavenou batch size se zlepsil v angli¢tiné na obou testovacich mnozi-
nach pomérné vyrazné. V c¢estiné se zlepsil pouze na mnoziné nevidénych vysilani letadel
z Kunovic, na nevidénych ridicich se o néco zhorsil. Celkové se model oproti doposud nej-
lep$imu modelu relativné zlep$il o 1,9 %. Jelikoz takova mira zlepSeni spadd i do rozmezi,
které se stavalo pti nékolika trénovanich na stejnych hyperparametrech, nelze prokazatelné
urcit, zda bylo toto zlepseni zptsobeno zménou hodnoty batch size. Tak ¢i tak se jednalo
o posledni zménu zakladnich hyperparametri a pri tomto nastaveni bylo dosazeno nejvétsi
dosavadni presnosti, proto dalsi pokusy zustanou s nastavenou touto hodnotou.
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Trénovani se zvysSenou hodnotou batch size
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Obrazek 6.8: Prubéh hodnot loss funkce a WER na testovaci mnoziné béhem uceni modelu
na zvysené hodnoté batch size.

6.2.6 Experiment 6 — zamrazeni enkodéru

Dalsi véci, ktera se dala pti uceni nastavit, byl tzv. freeze (zamrazeni) enkodéru. Pri ak-
tivaci tohoto nastaveni se pfi trénovani upravuji pouze vahy dekodéru a enkodér zustava
nezménén. To miize mit pozitivni dopad na generovany text a snizit jeho chybovost. Pred
zamrazenim je ale idedlni, aby byl enkodér na audio vstupy jiz adaptovan a dokazal s nimi
pracovat. Vzhledem k tomu, Ze vychozi model Whisper nebyl trénovan na nahravkach le-
tecké komunikace, bylo proto nejlepsi model pretrénovat pri zapnutém uceni enkodéru i de-
kodéru na mensi mnoziné dat, aby enkodér upravil své vahy, a poté na zbytku dat tento
pretrénovany model jesté jednou naucit, tentokrat jiz se zamrazenym enkodérem.

Pretrénovani probéhlo na cca tfetiné dat, tedy zhruba 550 nahravkach. Hyperparametry
byly nastaveny stejné jako na nejlepsim dosazeném modelu pro plnou formu prepisud, jen
pocet epoch byl zménén na 15. Po trénovani mél model nasledujici chybovost:

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letistée
(LKKU) celkem (LKPR, LKTB)
Cestina 22,0 % 25,3 % 23,1 % 231 % 25,9 %
Anglictina 19,7 % 25,9 % 21,8 % 7 -

Tabulka 6.8: WER modelu pro plné prepisy po 15 epochéch trénovani na tfetiné nahravek.

Tento model byl poté pretrénovan na zbytku (zhruba 1000) nahravek se stejnymi para-
metry, pouze se zménou poctu epoch, kterych bylo 30, a se zamrazenym enkodérem. Tréno-
vani vsak nepfineslo lepsi vysledky nez ma aktualné nejlepsi model. Model se zamrazenym
enkodérem dosdhl horsich vysledku ve vsech testovacich mnozinach (viz tabulka 6.9).
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Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyka LKKU z jiného
(LKKU) letadel (LKKU) letistée

(LKKU) celkem (LKPR, LKTB)

Cestina 17,7 % 18,5 % 18,0 % 20,5 %

(+2,8%) (+4,9%) (+3,5%) 18,6 % (+0,9%)
Angli¢tina 16,3 % 25,9 % 195 % (+3,9%) -

(+4,2%) (+8,0%) (4+5,4%)

Tabulka 6.9: WER modelu pro plné prepisy po zamrazeni enkodéru.

6.2.7 Experiment 7 — pridani anglickych dat

Nejlepsi natrénovany model ma jiz ted pomérné vysokou presnost i na anglickych nahrav-
kach. Anglickych nahravek je vSak v trénovacim datasetu mensina a vétsina je v jazyku
Ceském. Zajimavy pokus by tedy byl zvysit pocet anglickych nahravek, zkusit na nich mo-
del pretrénovat a vyhodnotit, jaky dopad to bude mit na anglické a ¢eské nahravky.

K tomuto ucelu byla vedoucim poskytnuta ATCO2 data. Ta obsahovala anglické na-
hravky z mnoha rtznych zemi s jiz vytvorenymi prepisy. Protoze nahravky ze zahranici
mély rizné trovné Sumu a anglictina v nich byla s riznymi piizvuky, pro zacatek byly
vytvoreny datasety pouze z anglickych nahravek pochézejicich z Ceska. Tato angli¢tina je
totiz nejvice podobna té, na které byl model ucen z kunovickych nahravek. Pokud by se an-
gli¢tina po natrénovani na téchto nahravkach zlepsila, mohlo by byt do trénovani zarazeno
vice dat i z jinych zemi. Je ovSem nutné dodat, ze i presto, ze jsou data nejvice podobna
tém, které model jiz pti uCeni vidél, obsah nahravek neni tiplné stejny. Obcas se vyskytuji
volaci znaky linkovych letadel (Lufthansa, Ryanair apod.) ¢ pokyny, které se v Kunovicich
prakticky nepouzivaji.

Nejlepsi doposud natrénovany model byl na téchto zhruba 100 nahravkach anglické
komunikace pochézejici z Ceska pfeucen s nejlepsim nastavenim hyperparametrii a s poétem
7 epoch. Trénovani vSsak nedopadlo pozitivné. Model se na anglickych nahravkach misto
ocekavaného zlepseni zhorsil. Mnohem vétsi zhorseni ale potkalo ¢eské nahravky, kde na
testovacich mnozindch z LKKU dosahl 57,0 % a na nahravkéich z jiného letisté dokonce
84,9 % (tab. 6.10).

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letistée

(LKKU) celkem (LKPR, LKTB)

Cestina 66,1 % 40,4 % 57,0 % 84,9 %

(+51,2%) (+26,8%) (+42,5%) 49,9 % (+65,3%)
Angli¢tina 192 % 198 % 194 % (+35.2%) -

(+7,1%) (+1,9%) (+5,3%)

Tabulka 6.10: WER nejlepsitho modelu pretrénovaného na vytvoreném ATCO2 datasetu.

U tohoto modelu se také opét objevily halucinace ¢i prepis ¢eskych slov anglicky, coz se
puvodné v nejlepsim modelu jiz vibec nevyskytovalo. Doposud mél tyto vlastnosti pouze
vychozi Whisper model a pretrénovanim se je vzdy podarilo eliminovat. Zjevné se tedy
tyto jevy objevuji, pokud je model zmateny a dostava k prepisu typy nahravek, na kterych
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nebyl trénovan, ¢i na kterych byl trénovan v drivéjsich iteracich trénovani a tim padem uz
na jejich spravné zpracovani do urcité miry ,,zapomnél”.

To, ze model zhorsil sviij vykon na ceskych nahravkach, kdyz byl pii poslednim uceni
trénovan pouze na téch anglickych, je ocekavatelné. Reseni, které by tomuto mohlo pomoci,
je pretrénovat vychozi model Whisper na nejlepsim nastaveni hyperparametri na vsech
puvodnich datasetech, ke kterym budou pripojeny i pravée tyto ATCO2 anglické nahravky.
Tim padem se model bude ucit ¢estinu i angli¢tinu zaroven a diky vétSimu zastoupeni
angli¢tiny by se v ni mohl o néco zlepsit.

Trénovani bylo ponechano jako u nejlepstho modelu na 45 epoch, vzhledem k tomu,
ze ATCO2 dat je v trénovani malé mnozstvi a nijak vyrazné se tim velikost trénovaciho
datasetu nezvétsila. Vysledky dopadly nasledovné:

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letistée

(LKKU) celkem (LKPR, LKTB)

Cestina 16,5 % 14,2 % 15,7 % 20,8 %

(+1,6%) (+0,6%) (+1,2%) 16,0 % (+1,2%)
Angli¢tina 142 % 198 % 16,1 % (+1,3%) N

(+2,1%) (+1,9%) (4+2,0%)

Tabulka 6.11: WER modelu po 45 epochach trénovani na kunovickych datasetech i vytvo-
feném ATCO2 datasetu.

Zlepseni oproti pretrénovanému modelu pouze na anglickych nahravkach je razantni.
Kazdopadné vici nejlepsimu modelu je tento model horsi jak v celkovém WER, tak i ve
vSech testovacich mnozinach. Tedy ani tato strategie nepomohla modelu 1épe rozpoznavat
angli¢tinu z testovacich mnozin.

6.3 Experimenty s ucenim na zkracené formé prepist

Zkracené prepisy byly nejprve preuceny na stejném nastaveni hyperparametra, pti kterych
bylo dosazeno nejvétsi presnosti modelu pro plné prepisy. Nastaveni tedy bylo nasledujici:

per_device_train_batch_size=2
gradient_accumulation_steps=8
learning_rate=3e-5
warmup_ratio=0.12

fpl6=True
gradient_checkpointing=True
evaluation_strategy="epoch"
save_strategy="epoch"
load_best_model_at_end=True
metric_for_best_model="wer"
num_train_epochs=45

Trénovani na téchto hyperparametrech dopadlo pomérné rtiznorodé pro kazdou testovaci

mnozinu (viz tab. 6.12). Model se vyrazné zlepsil na ¢eskych nahréavkach nevidénych fidicich,
kde dosdhl na rozdil od puvodniho modelu (tab. 6.3) 18,0 % misto pavodnich 26,0 %.
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Zhorseni nastalo u Ceskych nahravek z jiného letisté a u nevidénych anglickych vysilani
letadel. Celkové WER mé vSak model lepsi nez model piivodni, proto je mozné ho povazovat
za aktualné nejlepsi.

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letistée

(LKKU) celkem (LKPR, LKTB)

Cestina 18,0 % 18,4 % 18,1 % 34,0 %

(—8,0%) (—4,3%) (—6,7%) 20,0 % (+3,7%)
Angli¢tina 212 % 41,0 % 279 % (=5,6%) -

(—1,0%) (+4,2%) (+0,8%)

Tabulka 6.12: WER modelu pro zkracené prepisy trénovaného na nejlepsich hyperparame-
trech modelu pro plné prepisy.

Preuceni modelu pro zkracené prepisy se stejnymi hyperparametry, které byly uc¢inné
u modelu pro plné prepisy, ale nemusi znamenat automaticky nejlepsi vysledek. Vzhledem
staveni hyperparametri. Proto bylo vytvoreno také par experimentt trénovani. Tentokrat
byly ale vybrany ty, které prokazaly, ze maji vyraznéjsi dopad na trénovani — tedy epochy,
mira uceni a batch size. Vysledky téchto experimenti budou porovnavany, stejné jako ex-
perimenty na plnych piepisech, vii¢i pivodnimu pretrénovanému modelu na 45 epochéach se
»slepym” nastavenim hyperparametri a nasledné bude nejlepsi model z téchto experimentu
porovnan s modelem trénovanym na nejlepsich parametrech pro plné prepisy. Tim bude
nakonec urc¢en model s nejmensi chybovosti.

6.3.1 Experiment 1 — epochy

Stejné jako u modeli pro plnou formu piepisi byl jako prvni pro tpravu zvolen pocet
epoch. Trénovani probihalo na 15 a 30 epochéch a bylo porovnavano s ptvodnim modelem
trénovanym na 45 epochéach.

Vysledky dopadly jinak nez u modelu pro plné prepisy. I presto, ze zkracené prepisy mo-
hou byt pro model tézsi a tim paddem by bylo mozné nutno predlozit data modelu vicekrat,
aby se naucil vzory v datech, nejlépe dopadl model trénovany pouze na 15 epochéch:

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letistée

(LKKU) celkem (LKPR, LKTB)

Cestina 21,4 % 21,7 % 21,5 % 28,2 %

(—4,6%) (—1,0%) (—3,3%) 22,7 % (—2,1%)
Angli¢tina 222 % 381 % 275 % (—2,9%) N

(—0,0%) (+1,3%) (+0,4%)

Tabulka 6.13: WER modelu pro zkracené prepisy trénovaného 15 epoch.
Model se zlepsil oproti ptivodnimu modelu trénovaném na zikladnim ,slepém” nasta-

ven{ hyperparametri ve vSech ¢eskych podmnozinach. U anglickych nahravek nevidénych
fidicich zistal model stejny a u nevidénych vysilani letadel se na angli¢tiné zhorsil. 1 tak
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je ale celkovy vysledek modelu relativné lepsi o vice nez 11 % nez puvodni, proto pro dalsi
experimenty bude voleno trénovani na 15 epochach.

Co se tyce vyvoje hodnot loss funkce na testovaci mnoziné béhem uceni, ty mély stejné
jako u modelu pro plné prepisy stoupajici tendenci. V nékterych mistech (zvyraznéna oran-
zové) grafu v obr. 6.9 to pak dokonce vypadd, ze misto toho, aby se jejich hodnoty vyvijely
podobné, jdou témér proti sobé.

15 epoch 100 30 epoch 100 45 epoch 100
2,00 2,00 2,00
S 80 ¢ 80 ¢ 80
1,75 1,75 1,75
2 2 2
0 60 x 60 x |, 60
ki 1,50 E g 1,50 E g 1,50 E
21,25 40 ® 2125 40 ® 21725 40 8
= j= j=
o ° °
g1.00 20 81,00 20 81,00 20
0,75 o 0,75 o 0,75 o
0 5 10 15 0 5 10 15 20 25 30 0 5 10 15 20 25 30 35 40 45
Epochy Epochy Epochy

Obrazek 6.9: Pribéh hodnot loss funkce na testovaci mnoziné a WER, pfi u¢eni modelu pro
zkracené prepisy pri rizném poctu epoch se zvyraznénim protichidného vyvoje metrik.

6.3.2 Experiment 2 — mira uceni

Druhy ménény hyperparametr v poradi byla mira uceni. Pivodni model byl nastaven na
hodnotu 1 -107°. Pii tomto experimentu byly hodnoty nastaveny stejné jako u totozného
experimentu u modelu pro plné prepisy, tedy 3-107° a 71076,

Podobné jako u modelu pro plné prepisy mél lepsi vysledky model se zvySenou mirou
uceni. Model se lehce zhorsil na nevidénych ceskych vysilanich letadel a zdznamech z jiného
letisté, na ostatnich podmnozindch testovacich mnozin se ale vyrazné zlepsil a poprvé dosahl
chybovosti ménsi nez 20 %, a to dokonce u dvou podmnozin (tab. 6.14). Model zaznamenal
relativni zlepSeni o vice nez 7 % — dalsi trénovani proto bude probihat s hodnotou miry
uceni 3 -107°.

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letisté

(LKKU) celkem (LKPR, LKTB)

Cestina 19.4 % 21,9 % 20,3 % 29,0 %

(—2,0%) (+0,2%) (—1,2%) 21,0 % (+0,8%)
Angli¢tina 178 % 31,8 % 225 % (—1,7%) -

(—4,4%) (—6,3%) (=5,0%)

Tabulka 6.14: WER modelu pro zkricené pfepisy s mirou uéeni 3 - 1075,

6.3.3 Experiment 3 — batch size

Posledni pokus byl proveden se zménénou hodnotou batch size. Ta byla zvysena z ptivodni
hodnoty 1 na hodnotu 2. Na rozdil od modelu pro plné prepisy vsak tato zména meéla spise
negativni dopad (tab. 6.15).

Jedind testovaci mnozina mnozina, ve které se model vyraznéji zlepsil, byla nevidéna
vysilani letadel v ¢eském jazyce. Na zaznamech z jiného letisté se model sice taky zlepsil, ale
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pouze o 0,1 % absolutné. Celkové WER se zhorsilo oproti nejlepsimu dosazenému modelu
z 21,0 % na 21,2 %, a proto zména nastaveni batch size nebyla prokdzana jako ic¢inné pro
model pro zkracené prepisy.

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyka LKKU z jiného
(LKKU) letadel (LKKU) letistée

(LKKU) celkem (LKPR, LKTB)

Cestina 19,9 % 20,4 % 20,1 % 28,9 %

(+0,5%) (—1,5%) (—0,2%) 21,2 % (—0,1%)
Anglictina 20,1 % 35,6 % 253 % (+0,2%) N

(+2,3%) (+3,8%) (4+2,8%)

Tabulka 6.15: WER modelu pro zkracené prepisy po trénovani se zvysenou hodnotou batch

size.

6.3.4 Urceni nejlepsiho modelu pro zkracené prepisy

Nejlepsim modelem pro zkracené prepisy natrénovanym pomoci postupné zmény hyper-
parametru se stal model trénovany na pouhych 15 epochich a se zvysenou mirou uceni.
Poslednim tkolem bylo porovnat ho s modelem, ktery byl trénovan na nejlepsich hyper-
parametrech modelu pro plné prepisy, viz tab. 6.16 a tab. 6.17, ve které jsou i barevneé

vyznaceny rozdily chybovosti oproti modelu na nejlepsich hyp. pro plné prepisy.

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyka LKKU z jiného
(LKKU) letadel (LKKU) letistée
(LKKU) celkem (LKPR, LKTB)
Cestina 18,0 % 18,4 % 18,1 % 20.0 % 34,0 %
Angli¢tina 212 % 41,0 % 279 % e -

Tabulka 6.16: WER modelu pro zkracené prepisy trénovaného na nejlepsim nastaveni hy-

perparametri pro plné prepisy.

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letistée

(LKKU) celkem (LKPR, LKTB)

Cestina 19.4 % 21,9 % 20,3 % 29,0 %

(+1,4%) (+3,5%) (+2,2%) 21,0 % (—5,0%)
Anglictina 178 % 31,8 % 225 % (+1,0%) N

(—3,4%) (—9,2%) (=5,4%)

Tabulka 6.17: WER nejlepsiho modelu pro zkracené prepisy dosazeného postupnou zménou
hyperparametru.

Jednoznacné nelze nejlepsi model urcit, jelikoz se jejich tispésnost 1lisi v nékolika mnozi-
nach. Model dosazeny postupnou zménou hyperparametrii mé vyrovnanéjsi vysledky skrze
vSechny testovaci mnoziny na rozdil od modelu trénovaného na nejlepsim nastaveni hy-
perparametri pro plné prepisy. Model trénovany na nejlepsich hyperparametrech pro plné

49



prepisy ma ale celkové WER nizsi a v obou ¢eskych testovacich podmnozinich z Kunovic
m4 chybovost nizsi nez 20 %, a proto byl za nejlepsi model zvolen préaveé ten.

6.4 Vyhodnoceni modeli

Chybovost obou nejlepsich modelt na riznych formach piepisi je pomérné nizka, i kdyz
model pro plné prepisy v ni oproti modelu pro zkracené prepisy zcela jasné vede. Hodnoceni
modelu pouze dle hodnoty WER je ale prilis povrchni. Aby bylo mozné modely nadéle
zlepSovat, je tfeba se podivat na jednotlivé nahravky a jejich prepisy a identifikovat, které
véci modeltim délaji nejvétsi problémy.

Oba modely si ¢asto nevédély rady se slovy, ktera se ve vysilanich ¢asto nevyskytuji.
To je pochopitelné, protoze model nemé Sanci se poradné jemné nuance ve vyslovnostech
danych slov naucit, pokud je nevidél nékolikrat rfecena od ruznych fec¢niki. Obecné by se
dala spatné identifikovana slova roziadit do t¥i hlavnich skupin:

e« Nazvy obci a geografickych mist — tyto nazvy jsou Casto pouzivany piloty pfi
hlaseni aktualni polohy. Tento typ chyb byl nejéastéjsi v testovaci mnoziné z jiného
letisté — na testovacich mnozinach z Kunovic se do uréité miry néktera hlavni mista
naucil. I presto, ze nazvy model nikdy nevidél, se ale snazil a vétSinou se prepis alespon
do urcité miry podobal spravnému tvaru:

Bohunicich — bouficich
Tufany — Tufi

Medlanky — Medléan k
Cebin — &ebym

e Typy letounti — pfi prvnim hlaseni letadla vézi se obvykle sdéluje typ daného le-
tounu. S ¢asto vyskytujicimi se letadly (napt. Cessna, Piper) modely vétsinou problém
nemély, vétsi problém vsak délaly méné casté typy letadel:

Zephyr — vzleti
Roko — Echo

e Volna rec — i presto, ze by se leteckd komunikace méla udrzovat pokud mozno v usta-
lenych frazich, pokud pro dané sdéleni ¢i pozadavek zadna fraze neexistuje, prechazi
se do volné feci. Ustdlené fraze, které se v nahravkach opakuji casto, se modelim
dobre udi, ale sdéleni ve volné fec¢i je pokazdé jiné a proto s tim modely maji vétsi
problém.

Véci, které modeliim naopak Sly, byla ¢isla a pismena hlaskovaci abecedy. Ta se totiz
vyskytuji témér v kazdé nahravce. Dle prepisti nahravek testovacich mnozin to vypadalo,
ze se modelim predevSim na volacich znacich letadel velmi dafi. Proto byl vytvoren po-
sledni evaluacni skript, ktery pocita jejich WER. Vzhledem k tomu, Ze nelze jednoduchym
algoritmem z prepist extrahovat pouze volaci znaky (hlaskovaci abeceda se totiz nepouziva
pouze u volacich znaku letadel, ale i pri identifikacich letist, vystupnich a vstupnich bodech
vzdusnych prostoru apod.), evaluace musi byt z ¢asti manudlni. Skript nacita jako vstup
soubor ve tvaru vystupu evalua¢niho skriptu pro testovaci mnoziny. Nasledné predklada
uzivateli referencni a vygenerovany prepis nahravky a uzivatel zadava hodnoty, které WER
sleduje — pocet nahrazenych, vlozenych, vymazanych a spravnych slov u volacich znak.
Hodnoty si skript uklada a po prichodu celym souborem spocita vyslednou hodnotu WER.
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Chybovost na volacich znacich byla vyhodnocena pro vSechny testovaci mnoziny. Vzhle-
dem k tomu, ze hlaskovaci abeceda je stejna jak v ¢eském, tak v anglickém jazyce, bylo
WER spocitano pro vSechny nahravky kazdé testovaci mnoziny dohromady a nedélilo se
na jazyky. Vysledky pro model pro plné prepisy dopadly nad ocekavani dobre:

Testovaci mnozina | Nevidéni ridici | Nevidéna letadla | Zaznamy z jiného letisté
WER vol. znakia 7,3 % 4,2 % 3,6 %

Tabulka 6.18: WER nejlepsitho modelu pro plné piepisy na volacich znacich.

Prekvapivé nejlepsi vysledky mél model na nahravkach z jiného letisté, kde dosahl chybo-
vosti pouhych 3,6 %. Na nevidénych vysildnich letadel byla chybovost o néco vyssi a nejvyssi
chybovost 7,3 % méla testovaci mnozina nevidénych Fidicich.

Vzhledem k tomu, ze zkriceny prepis volaciho znaku je vétsinou jedno slovo slozené
kombinaci nékolika pismen/éisel, chybovost modelu pro zkrécené prepisy byla vyhodnocena
po jednotlivych znacich. Ta dopadla nasledovné:

Testovaci mnozina | Nevidéni ridici | Nevidéna letadla | Zaznamy z jiného letisté
WER vol. znakia 10,2 % 8,0 % 11,6 %

Tabulka 6.19: WER nejlepsiho modelu pro zkracené prepisy na volacich znacich.

I presto, Ze je chybovost modelu pro zkracené prepisy na volacich znacich daleko lepsi
nez prumérné chybovost na jednotlivych testovacich mnozinach, je to stale primérné kazdé
desaté pismeno ¢i Cislo vygenerované Spatné. Pokud ma volaci znak letadel vétsinou pét
znaku, znamena to, ze model udéld alespon jednu chybu v kazdém druhém volacim znaku.

Pri vyhodnocovani chybovosti modelu pro zkracené prepisy na volacich znacich bylo
vidét, ze model nema piimo néjaky presny vzor délani chyb. Nejmensi chybovost méla
samoziejmeé letadla z Kunovic, ktera 1étaji casto a jejichz volaci znaky model pii trénovani
tedy vice vidal. Kazdopadné i v nich model obcas délal chyby. V testovaci mnoziné z jiného
letisté, u které bylo ocekdvano, ze chybovost dopadne mnohem hife, jelikoz model dané
volaci znaky letadel nikdy nevidél, ale model prekvapil. Spoustu volacich znakti urcoval
bez chyb. Ty chyby, které ale délal, byly riznorodé. Stdavalo se zaménéni dvou pismen ve
volacim znaku, vynechana pismena i pismena navic. U zdznami z jiného letisté mu nékteré
volaci znaky prisly nejspise povédomé a vygeneroval volaci znak letadla z Kunovic, které
se v nahravkach vyskytovalo Casto. I tak byla ale primérné chybovost na volacich znacich
mnohem mensi nez bylo oc¢ekdvano a model si na nich vedl pomérné dobte.

Co se tyce vyzkouseni rozdélovani prepist jednotlivych vysilani v nahravkach na samo-
statné radky, s tim model také zadny problém nemél. Ve vSech nahravkach predlozenych
modelu pro zajimavost, které obsahovaly vice vysilani, model vzdy jednotlivé prepisy rozdé-
loval. Na zakladé toho byly vyzkouSeny i nahravky vytvorené uméle, ve kterych se stiidali
dva Tecnici (muz a zena). Cilem bylo zjistit, zda model vysilani rozdéluje dle zvuku zpi-
sobeného zahajenim a ukoncenim vysilani ptfes radiovy kandl, ¢i na zdkladé zmény hlasu.
Umeéle vytvorené nahravky totiz byly nahrany béznym mikrofonem, a tak byla zména fec-
nika provedena bez doprovodného zvuku v nahravce.

Ani s timto vSsak model problém nemél, vzdy zvladal rozliSovat mezi riznymi fecniky
a prepis jejich vét umistoval vzdy na samostatné fadky. Whisper se tedy ve vSech aspektech
prepisu, které mu byly zadany, prokazal jako velmi vSestranny model zvladajici nékolik

vvvvv

51



Kapitola 7
Zaver

Hlavnim zajmem této bakalarské prace bylo u¢eni modelu automatického rozpoznavani reci
Whisper na ceskych a anglickych nahravkach letecké komunikace s cilem zjisténi eventualni
pouzitelnosti v praxi fidicimi letového provozu ¢i pri vyhledavani v zdznamech letecké ko-
munikace. Za timto Gcelem se podarilo vytvorit dva modely pro rtizné formy ptepisi, plné
a zkracené. Model pro plné prepisy jiz béhem prvotniho trénovani dosahl pomérné dobrych
vysledkt. Po experimentech s hyperparametry se ale podafrilo jeho chybovost jesté snizit.
Ta poté dosdhla prumérné hodnoty 14,7 %. Jeho nejsilnéjsi strankou byla chybovost na
volacich znacich letadel, kterd dosidhla na mnoziné nahravek z jiného letisté pouhych 3,6 %

Model pro zkracené prepisy mél vzhledem k pozadovanému vystupu obtiznéjsi podminky
pro uceni. I tak ale dokdzal dosdhnout primeérné chybovosti 20,0 %. S chybovosti na volacich
znacich se pohyboval okolo 8 az 12 % pro vSechny testovaci mnoziny.

Celkova presnost modelu pro plné prepisy je pomérné vysoka. Pro potencidlni pouziti
na Fidici vézi je vSak model stile nevhodny, jelikoz i prumérnd chybovost 14,7 % je pro
tak zodpovédny tkol jako prepis letecké komunikace, na ktery by se mohli ridici letového
provozu spolehnout, stale prilis vysoka. Pro zpétné vyhledavani v prepisech zaznami letecké
komunikace by se vSak dal model pouzit jiz ted. V tomto pripadé totiz nejde o tak rizikovou
¢innost. Navic by se s nejvétsi pravdépodobnosti nejéastéji vyhledavalo pomoci volacich
znaku letadel, na ¢emz model prokazal vysokou presnost.

Nevyhodou modelu pro plné piepisy je ale délka prepist v porovnani s jejich informacni
hodnotou. Resenim by mohlo byt napf. automatické zpracovani plnych piepist. Pokud by se
podafrilo vyvinout systém, ktery by dokazat s dostate¢nou presnosti detekovat, ktera slova
maji byt zkracena a spojend v jedno slovo a ktera nikoliv, velmi by to pfepisy zpiehlednilo
a zaroven by byla zachovana presnost modelu pro plné prepisy.

I presto, ze trénovaci objem dat, na kterych byly modely trénovany, byl velmi maly,
ceny) tvar prepisu. S vétsim objemem dat i napft. z jinych Ceskych letist by proto mohlo
byt realné nadale snizovat chybovost obou modeld a dosdhnout tak nizké chybovosti, kdy
by byly modely velmi spolehlivé pro piepisy jakékoli ¢eské i anglické letecké komunikace.

Prace byla prezentovana na studentské konferenci Excel@FIT! a nejlepsi modely pro
plné i zkracené piepisy byly publikoviny na Hugging Face’>?, kde si je mfize kdokoli stahnout
a pouzivat pro prepisy nahravek letecké komunikace nebo pokracovat ve vylepsovani.

"https://excel.fit.vutbr.cz/
*https://huggingface.co/BUT-FIT/whisper-ATC-czech-full
Shttps://huggingface.co/BUT-FIT/whisper-ATC-czech-short
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Priloha A

Chybovost modelu

A.1 Model pro plny prepis

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) celkem letisté
(LKKU) (LKPR, LKTB)
Vychozi natrénovany model
Cestina 16,0 % 16,1 % 16,0 % 16.5 % 19,1 %
Angli¢tina 149 % 20,8 % 16,9 % 270 -
Experiment 1 — epochy
Cestina 16,0 % 16,1 % 16,0 % 16.5 % 19,1 %
Anglictina 149 % 20,8 % 16,9 % 270 -
Experiment 2 — mira uceni
Cestina 14,2 % 14,5 % 14,3 % 14.9 % 19,0 %
Angli¢tina 139 % 21,1 % 16,3 % = -
Experiment 3 — warmup
Cestina 15,0 % 14,8 % 15,0 % 15.4 % 19,0 %
Anglictina 135 % 21,1 % 16,1 % = -
Experiment 4 — dropout
Cestina 14,5 % 14,7 % 14,5 % 15.3 % 18,3 %
Angli¢tina 139 % 232 % 17,0 % < -
Experiment 5 — batch size
Cestina 14,9 % 13,6 % 14,5 % 14.7 % 19,6 %
Anglictina 21% 17.9% 141% 00 -
Experiment 6 — zamrazeni enkodéru
Cestina 17,7 % 18,5 % 18,0 % 18.6 % 20,5 %
Angli¢tina 16,3 % 25,9 % 195 % e -
Experiment 7a — pridani anglickych dat
Cestina 66,1 % 40,4 % 57,0 % 49.9 % 84,9 %
Angliétina 19,2 % 19,8 % 19,4 % ’ -
Experiment 7b — trénovani na kunovickych a anglickych ATCO2 datech
Cestina 16,5 % 14,2 % 15,7 % 16.0 % 20,8 %
Angli¢tina 142 % 19,8 % 16,1 % = -

Tabulka A.1: WER Whisperu po jednotlivych trénovanich na plnych prepisech.
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A.2 Model pro zkraceny prepis

Jazyk Nevidéni Nevidéna WER dle WER Nahravky
ridici vysilani jazyku LKKU z jiného
(LKKU) letadel (LKKU) letisté
(LKKU) celkem (LKPR, LKTB)
Vychozi natrénovany model
Cestina 26,0 % 227 % 248 % 25.6 % 30,3 %
Anglictina 222 % 36,8 % 271 % o -
Model natrénovany na nejlepsich hyperparametrech pro plny prepis
Cestina 18,0 % 18,4 % 18,1 % 20.0 % 34,0 %
Angli¢tina 212 % 41,0 % 27.9 % =0 -
Experiment 1 — epochy
Cestina 21,4 % 21,7 % 21,5 % 227 % 28,2 %
Angliétina 222 % 38,1 % 27,5 % ’ -
Experiment 2 — mira uceni
Cestina 194 % 21,9 % 20,3 % 21.0 % 29,0 %
Angli¢tina 178 % 318 % 225 % = -
Experiment 3 — batch size
Cestina 199 % 20,4 % 20,1 % 21.2 % 28,9 %
Angli¢tina 20,1 % 35,6 % 25,3 % e -

Tabulka A.2: WER Whisperu po jednotlivych trénovanich na zkracenych ptepisech.
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Priloha B

Obsah prilozeného pamétového
média

/

=3 oo AU Zdrojové kédy
prep/ ...t Skripty pro pripravu datasetti a praci s prepisy a nahravkami
75 - Ve PP Trénovaci skript
2= W 1 AP Evaluacni skripty
demo/ . .vii e Jednoduché rozhrani pro demonstraci modela

L models/ i Nejlepsi modely pro plné a zkracené prepisy

L excel/ . i Plakat, video a ¢lanek odevzdavany na ExcelQFIT

L 1ateX _STC/ ettt e Zdrojové soubory technické zpravy

L xnevar00.padf ..ottt e PDF technické zpravy
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Purpo Results

Fine tune a speech recog 1 - Model for full transcriptions
for Czech-English air-traffic communication

potentially usable by air traffic controllers At

(ATCos).
Design a shortened transcription protocol for 90.5 %
ATCos' quicker orientation in transcriptions.
Train the model on both full and shortened
transcriptions and analyze their performance.
14.3% 16.3%

Czech English
recordings recordings

< WER

Model for shortened transcriptions

Datasets

187.1 %
Czech and English air-traffic communication
recordings of Kunovice airspace (LKKU).
; . x| 104.2%
Transcribed with help of SpokenData.com. g ’
~ 5 hours v —
of recordings used for training on full and 21.5% —
shortened transcriptions.
Czech English
recordings recordings

Model

OpenAl Whisper Medium
Pre-trained on 192 hours of Czech
language audio

B Whisper Medium baseline
Trained

on LKKU Czech and English data

Output examples

Full transcription Shortened transcription

Oscar Kilo Alpha Bravo Charlie drdha nula dva stfedni
pristani povoleno vitr nula jedna nula stupnd pet uzld

Fig. 1,2: Word error rate of Whisper baseline and trained model

OKABC drdha 02C pristdni povoleno vitr 010 stupfidi 5 uzld
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